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Extracto

Este estudio analiza la capacidad de las redes neuronales para
predecir el signo de las variaciones semanales del IPSA. De las
diversas arquitecturas de redes neuronales utilizadas sobre el
periodo comprendido entre el 1] de Enero de 1999 v el 22 de
Octubre de 2001, la Red Ward Recursiva obtuvo el mejor
rendimiento, alcanzando una capacidad predictiva extramuestral de
72% y una rentabilidad acumulada extramuestral para la cartera
conformada por el IPSA de un 24,42%; la Red Recurrente de Jordan
y Elman Recursiva obtuvo una capacidad predictiva de un 64% ¥
una rentabilidad de 21.33%; mientras que el modelo ingenuo generd e
un retorno de 18.31%, mayor al de la Red Ward Estindar y el
MLF Recursivo, a pesar de no evidenciar capacidad predictiva,
lo que permitiria concluir que una mayor capacidad predictiva no
siempre se traduce en mayores retornos. El test de  Pesaran v
Timmermann (1992) arroja evidencia de que, para el caso chileno,
la Red Ward Recursiva y la Red Jordan y Elman, en su version
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recursiva y estandar, pueden predecir el cambio direccional del
indice. A su vez. estos modelos podrian producir mayores refomos
que un modelo ingenuo. Lo anterior apoya las conclusiones del
estudio de Leung. Daouk y Chen (2000), segun el cual la prediccion
de la direccion del movimiento puede arrojar mayores ganancias de
capital que la proyeccion del valor de cierre.

CJEL: GID, Gldy Gl
Conceptos Claves: Redes Meuronales, Perceptron Multicapa, Test
Directional Accuracy, Capacidad Predictiva.

Abstract

This paper analyzes the capacity of the neural networks to forecast
the sign of weekly variations of IPSA. Several architectures of
neural networks were used over the time period between January
11% of 1999 to October 22" of 2001, being the Recursive Ward
Network the one with the best performance, reaching an outsample
predictive capacity of 72% and an outsample accumulate yield for
the IPSA portfolio of a 24.42%. The Recurrent Recursive Jordan &
Elman Network achieved a forecast ahility of 64% and a return of
21.33%:; while the AR(1.1) model obtained a return of 18.31%,
higher than the Ward Standard Network and Recursive MLF returns.
Even though the first one had not statistical evidence of predictive
capacity it would allow to conclude that a higher predictive capacity
do not always implies higher yields. The Pesaran & Timmermann
test (1992) gives evidence that the Recursive Ward Network and the
Recurrent Recursive Jordan & Elman Metwork, in his recursive and
standard version can forecast the index directional change for the
chilean case. Also, this models could produce higher returns than
AR(1,1) model. This result supports the conclusions of Leung.
Daouk & Chen (2000} about the prediction of movement directions
can give greater capital gains that the forecasting of close values.
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1. Introduccion

Este estudio analiza la capacidad de los modelos de redes neuronales para
predecir el signo de la rentabilidad o variacion semanal del indice de
precios selectivo de acciones (IPSA) del mercado bursatil chileno,
entendiendo que la prediccion de la direccion del movimiento del indice del
mercado accionario es relevante para desarrollar estrategias de transaccion
efectivas, las cuales pueden arrojar mejores resultados que aquellas basadas
en la proyeccion del valor de la variable observada (Leung, Daouk y Chen,
2000). En este contexto, la contribucion de este estudio radica en el analisis
de diversas arquitecturas de redes neuronales a fin de medir su capacidad
para predecir el movimiento del IPSA, sobre la base del nimero de veces en
que la direccion pronosticada es correcta, para finalmente determinar cual
de ellas es la mas apropiada. Ademas, ain cuando existen estudios que
muestran la fortaleza de las redes neuronales en la prediccidn de series de
tiempo no lineales con respecto a los métodos estadisticos tradicionales, se
requieren estudios adicionales para evaluar la aplicacion de las redes
neuronales a la proyeccion y toma de decisiones, con el objeto de hacerlas
instrumentos  confiables  para los  analistas - encargados  de  realizar
prondsticos.

Muestro analisis se centrard en el empleo de las redes neuronales
multicapas con aprendizaje supervisado, especificamente el Perceptron
Multicapa y algunas de sus variantes. Se utilizarin estos modelos de redes
ya que actGan como funciones mapeadoras universales, desempeiidandose
muy bien con las series de tiempo. A su vez, se emplearan distintas
arquitecturas de redes neuronales y se evaluara la capacidad predictiva de
cada una de ellas a través de la prueha de signo.

El documento se divide en cinco secciones: la seccion dos presenta
una revision de la literatura relacionada a este estudio, la seccion tres
explica ‘la metodologia empleada en la investigacion; la seccion cuatro
aborda la simulacion vy el anélisis de los resultados v, finalmente, la seccion
cinco presenta las conclusiones del estudio.
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2. Revision de la literatura

Loy MacKinlay (1988). empleando  datos de  mercados bursatiles
desarrollados tales como U.S.A., Europa Occidental y Japon, concluyen que
existe evidencia significativa de que los precios accionarios no siguen un
camino aleatorio y muestran que los retornos accionarios son predecibles en
algin grado. Lo anterior se contrapone con la hipotesis de mercados
eficientes (Fama, 1970), donde la eficiencia significa que el mercado refleja
completa y correctamente toda la informacion  relevante para la
determinacion de los precios de los activos. Esta hipotesis, por lo general,
no es aceptada y, en consecuencia, s¢ ha intentado emplear modelos no
lineales para mejorar el ajuste y la prediccion de la rentabilidad de los
sctivos bursatiles. Al hallazgo de Lo y MacKinlay (1988), quienes registran
una correlacion serial positiva entre los retornos semanales, se anaden los
resultados de DeBondt y Thaler (1985), Fama y French (1988), Poterba v
Summers (1988) y Chopra, Lakonishok y Ritter (1992), quienes encuentran
una correlacion serial negativa en los retornos de los activos individuales ¥
varios portfolios, sobre intervalos de tres a diez afios. En este contexto,
Jegadeesh (1990) examina la predictibilidad de los retornos mensuales
sobre activos individuales y encuentra una correlacion serial negativa de
primer orden altamente significativa para rezagos de dos meses y una
correlacion serial positiva para rezagos mayores.

Al momento de explicar las predictibilidad de las variaciones de los
retornos accionarios se postulan dos  argumentos alternativos: (a) los
mercados son ineficientes v los precios de los activos se mueven alrededor
de su valor fundamental, y (b) los mercados son eficientes v la
predictibilidad de las variaciones puede ser explicada por un equilibrio en
los retornos time-varving. Al respecto, Ferson y Harvey {1991) muestran
que la predictibilidad de los retornos accionarios no se debe necesariamente
4 ineficiencias del mercado o a una sobrerreaccion de los inversionistas
irracionales, sino que a la predictibilidad que presentan algunas variables
agregadas que son parte del ser de informacion que explica la rentabilidad
de los activos. En este sentido, un estudio de eventos de transacciones de
insiders de Ferson y Schadt (1996), muestra que la omision de variables
tales como rezagos del retorno accionario y de la tasa de interés podrian
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conducir a resultados erroneos en la proyeccion. Ademis, segin Leung,
Daouk y Chen (2000), la prediccion de los retornos accionarios, dadas las
variables agregadas en el sef de informacion de los inversores, es un hecho
bien aceptado en la reciente literatura de las finanzas empiricas, y las
preguntas apuntan hacia como usar la informacion de una manera optima
para predecir y transar en los mercados, cuestion que es relevante ya que
una estimacion puntual relativamente exacta puede no ser un buen predictor
de la direccion del cambio que experimentara el nivel de precios del
instrumento.

Estudios recientes han sugerido que las estrategias de transaceion
basadas en proyecciones de la direccion del cambio en el nivel de precios
son mas efectivas y pueden generar beneficios mas altos que aquellas
basadas en una prediccion puntual del nivel de precios de los instrumentos
financieros. En esta linea de estudio, Wu y Zhang (1997) investigaron la
predictibilidad de la direccion del movimiento en el tipo de cambio spor
futuro. Aggarwal y Demaskey (1997) encontraron que el desempeiio de la
cobertura cruzada mejora significativamente si se puede predecir la
direccion de las variaciones en el tipo de cambio. Maberly (1986) analizo la
relacion entre la direccion de los cambios de precio interdia ¢ intradia, v
(O'Connor, Remus y Griggs (1997) concluyeron que los individuos
muestran diferentes tendencias y comportamientos para series que se
mueven al alza y a la baja, junto con demostrar la utilidad de proyectar la
direccion del cambio en el nivel de precios.

No obstante, el grado de predictibilidad de los retornes es
generalmente considerado econdémicamente no significativo, por lo que
Hodgson y Nicholls (1991) sugieren evaluar la significancia econdmica de
predecir la direccion de los cambios en los precios de los activos. En esta
materia, Leung, Daouk y Chen (2000) compararon la capacidad predictiva
de los modelos de clasificacion (linear discriminant analysis, logit model,
probit model y probabilistic neural network) con los de estimacion de nivel
(adaptive exponential smoothing, vector autoregression with Kalman filter,
multivariate transfer function v multilayered feedforward neural network)
y concluyeron que los primeros (los cuales son propuestos para predecir el
signo o la direccion del retorno de los indices bursatiles S&P 500, FTSE
100 y Nikkei 225) se desempefian mejor que los segundos en términos de
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su tasa de acierfo, medida por el nimero de veces en que la direccion
pronosticada es correcta y, ademas, son capaces de generar beneficios mas
altos. Esto tltimo resulta relevante para los analistas de mercado y para los
traders, en el sentido de gue apunta a que deben centrar sus esfuerzos en
predecir con precision la direccién de los movimientos en vez de minimizar
la desviacion de las estimaciones de los valores observados.

A, Las redes neuronales

De acuerdo a Martin del Brio v Sanz (1997), las redes neuronales
artificiales’ (R.N.A.) “son sistemas de procesamiento que copian
esquematicamente la estructura neuronal del cerebro para tratar de
reproducir sus capacidades”. En consecuencia, son una clase de modelos no
lineales flexibles que se caracterizan por ser sistemas paralelos (cuentan
con una gran cantidad de neuronas o procesadores elementales, PEs, cada
uno de los cuales trabaja paralelamente con una pequefia parte de un
problema mayor), distribuidos (cuentan con muchos PEs a través de los
cuales distribuyen su memoria) y adaptativos (tienen la capacidad de
adaptarse al entorno modificando sus pesos y sinapsis de manera de
encontrar una solucion aceptable al problema). Segin estos autores, estos
tres conceptos se traducen en un mejor rendimiento ¥ en una mayor
velocidad de procesamiento. Por su parte, Herbrich, Keilbach, Graepel,
Bollmann-Sdorra y Obermayer (2000) sefialan que la caracteristica mas
importante de las redes neuronales es su capacidad para aprender
dependencias basadas en un nimero finito de observaciones, donde el
término aprendizaje significa que el conocimiento adquirido a partir de las
muestras puede ser generalizado a las observaciones no vistas, es decir,

"Las redes newronales pueden entenderse como modelos multiecuacionales o
multi-etapas, en los que el owrpur de unos constituye el input de otros. En el caso de las
redes multicapas, existen etapas en las cuales las ecuaciones operan en forma paralela. Los
modelos de redes neuronales, al igual que, por ¢jemplo. los modelos de suavizamicnto
exponencial v de andlisis de regresion, utilizan inputs para generar un oufput en la forma de
una proveccion. La diferencia radica en que las redes neuronales incorporan inteligencia
artificial en ¢l proceso que conecta los inputs con los owtputs (Kuo v Reitsch, winter 1995-
6.
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puede ser empleado para proporcionar una respuesta correcta ante datos no
utilizados en el entrenamiento de la red. La literatura sugiere que las redes
neuronales poseen varias ventajas - potenciales sobre los métodos
estadisticos tradicionales, destacandose el que éstas  pueden ser
aproximadores de funciones universales aln para funciones no lineales
(Homik, Stinchcombe y White, 1989), lo que significa que ellas pueden
aproximar automaticamente cualquier forma funcional (lineal o no lineal)
que mejor caracterice los datos, permitiéndole a la red extraer mas senales a
partir de formas funcionales subyacentes complejas (Hill, Marquez,
O"Connor y Remus, 1994),

Los PEs son un dispositivo simple de célculo que, a partir de un
vector de entrada procedente del exterior o de otras neuronas, proporciona
una unica respuesta o salida, la que se puede conectar a otros PEs de la red.
Los PEs se agrupan formando capas las que, a su vez, conforman las
llamadas redes neuronales (Freeman y Skapura, 1993). Los componentes de
una red neuronal son: (a) unidades de entrada, las cuales reciben
informacion proveniente de otras neuronas o desde el exterior, para luego
traspasarla a la capa siguiente sin realizar procesamiento alguno; (b)
unidades de salida, las cuales corresponden al resultado de la red neuronal;
y (¢) unidades ocultas, que son aquellas en donde se lleva a cabo el
procesamiento de los datos. Luego, el problema se centra en determinar los
parametros adecuados de las redes neuronales que contengan la
combinacion correcta de elementos de procesamiento, tasas de aprendizaje,
arquitectura y nimero de capas con tiempos de entrenamientos nﬂeptqb]es ¥
que posean un buen rendimiento.

B.  Aplicaciones de los modelos de redes neuronales

Algunos investigadores han encontrado que, en general, los mercados
financieros se comportan de una forma no lineal (Bosarge, 1993), cuestion
que ha favorecido el empleo de modelos de redes neuronales ya que éstas

han evidenciado un buen desempefioc en modelamientos no o lineales
{Widrow, Rumelhart v Lehr, 1994),
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Es posible distinguir al menos dos importantes aplicaciones de las
redes neuronales en las dreas de economia y finanzas: primero, la
clasificacion de agentes econodmicos tales como compaiifas, para obtener
una estimacion de la probabilidad de quiebra (por ejemplo, Odom y Sharda,
1990; Wilson y Sharda, 1994; Rahimian, 1993), compaiiias de seguros
(Brockett, Cooper, Golden y Pitaktong, 1994), la capacidad acreedora de
clientes bancarios (Marose, 1990), tenedores de tarjetas de crédito
(Jagielska y Jaworski, 1996), etc.; segundo, la prediccion de series de
tiempo (Tang, 1991, et all). Con respecto a esto Gltimo, cabe sefialar que el
proposite de un modelo de prediccion es capturar patrones de
comportamiento en datos multivariados que distingan varios resultados,
cosa que es bien realizada por los modelos no paramétricos de redes
neuronales (Gorr, 1994). Los modelos de redes neuronales han sido
desarrollados para predecir valores de indices bursétiles v de activos
individuales, situandose la mayorfa de las primeras investigaciones y
aplicaciones en mercados establecidos en U.S.A. (Bosarge, 1993; Tsibouris
y Zeidenberg, 1995; White, 1993), Gran Bretaiia (Tsibouris y Zeidenberg,
1995) y Japon (Yoda, 1994). Dichos modelos han sido empleados para
predecir el nivel o el signo de los retornos de indices bursétiles, entre otras
aplicaciones relacionadas a la toma de decisiones en las dreas de finanzas e
inversion (Hawley, Johnson v Raina, 1990; Refenes, 1995).

Sin embargo, para una clara comprension y una correcta utilizacion
de los modelos de redes neuronales, se debe tener presente las limitaciones
presentadas por ellos: sus modelos estimados son dificiles de explicar debido
a su compleja forma funcional; los modelos de redes neuronales no lineales
no poseen propiedades estadisticas clasicas, razén por la cual no es posible
realizar pruebas de hipotesis y construir intervalos de confianza; puede
ocurrir un sobreajuste a los datos de la muestra o un sobreaprendizaje de la
red (el cual se produce cuando el sistema se ajusta demasiado a los datos de
entrenamiento, aprendiendo incluso el ruido presente en ellos, por lo que
crece el error ante patrones diferentes a los empleados en el entrenamiento y
disminuye la precision de la proyeccion), dados los muchos parametros que
necesitan ser estimados para los modelos multivariables (Gorr, 1994): ¥ o
existe una guia objetiva para seleccionar la dimension apropiada de la red
{es decir, el nimero de capas ocultas o neuronas), donde la implementacion
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usualmente se realiza a través de un proceso de prueba y error, aunque se ha
sugerido el empleo de métodos sistematicos tales como el Suppaort Fector
Networks - Method - (Herbrich, Keilbach, - Graepel, - Bollmann-Sdorra -y
Obermayer, 2000).

3. Metodologias y datos

Para esta investigacion se emplearon 143 valores de cierre semanales de las
variables incluidas en el modelo, correspondientes al periodo comprendido
entre el 11 de Enero de 1992 y el 22 de Octubre de 2001. En el modelo
formulado, la variable de salida estd dada por la variacidn porcentual o
rentabilidad del IPSA correspondiente al perfodo “t™ (SIPSA), mientras que
las variables de entrada se referirdn a las vanaciones porcentuales del tipo

_ de cambio v de los indices bursatiles Dow Jones de Industrias, Bovespa,

Nikkei e IPSA, correspondientes al periodo anterior, es decir, al periodo

: “t-17 (8TCyy, 86Dy, OAdrian.;, SBovespa.;, oNikkei.; vy 8IPSA.,
respectivamente, ver cuadro 1). La forma funcional del modelo se expresa
en la ecuacion (1):

} 81PSA, = g{8TC,; . 8DJI,.,,8Bovespa, |, Nikkei,_y ,5IPSA,_, ) (1)
Cuadro 1
IPSA, IFSAL TC. DIl ADRIAM,, BOVESPA.  NIKKEL,
0.043) g » . . *
0.061 | -0.043 0008 0018 0038 0072  -0.010
-0.062| 0.061 -0.004 -0.010 0.021 . 0059  -0.025

-0.022) -0.062  0.008 0,003 -0.040 -0.020 -0.039
0.039 | ~-0.022 -0.003  0.018  0.002 0.042 0.024

1;5 0031 0039 0007 0003 0.011 -0.161 -0.013
! 0.106 | -0.031 -0.001  0.009 -0.045  -0.086 -0.015
0031 0,106 -0.005 0035  0.061 0.082 0.030

0,009 -0.031 0006 - -0.004  -0.016 -0.086 -0.025
* 0.009  -0.003 ~ 0.050  0.000 -0.101 -0.040
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La razon por la que se utilizaron variables rezagadas se debe a que no se
cuenta con capacidad para predecir las variables independientes utilizadas
en el modelo (tipo de cambio, Dow Jones, etc.). Ademas, al utilizar
variables rezagadas se esta considerando el desfase logico que existe entre
¢l momento en que se realiza la prediccion, el periodo actual o (t-1), v el
momento futuro para ¢l cual ésta es valida, al que nos referimos como
periodo (t). Asi, debido a que la informacion de hoy estd desfasada con
respecto a la proyeccion, se utilizan modelos dinamicos con un rezago (t-1)
en las variables independientes.

Por otro lado, el software a utilizar es el Neuroshell 2, el cual
requiere para su funcionamiento que la base de datos se divida en tres
conjuntos diferentes: (a) conjunto de entrenamiento® (porcentaje de datos
empleados para que la red aprenda el problema), (b) conjunto de prueba
{conjunto de datos que se utilizard para evitar el sobreaprendizaje de la red
¥ que, unido a las observaciones del conjunto de entrenamiento, se extiende
desde ¢l 11 de Enero de 1999 hasta el 30 de Octubre de 2000), vy (¢)
conjunto de produccion o extramuestral (datos que no han sido
incorporados anteriormente, que serén utilizados para probar el rendimiento
o la capacidad de prediccion de la red ante datos que nunca ha visto, y que
pertenecen al subperiodo que abarca desde el 06 de Noviembre de 2000
hasta el 22 de Octubre de 2001). Cabe mencionar que otros autores dividen
¢l periodo de datos en dos segmentos, donde el primero es utilizado para
entrenar la red mientras que el segundo es usado para determinar y validar
su arquitectura y la especificacion del modelo (Chen y Leung, 1998: Leung,
Daouk y Chen, 2000).

"En una red neyronal hay pares de inputs ¥ outpuds que son usados para entrenar
ig red. Pueden haber mdltiples inputs (variables explicativas) y miltiples  owipurs
{proyecciones de diferentes variables). Entre los inpuss v los oufputs hay una capa (o
miiliples capas) de procesamiento que imitan el trabajo del cerebro humano. Luego, dado
un nuevo conjunte de fnpaes, la red puede producir un nuevo outpur {proveccion) sobre la
base de lo que aprendid de los pares de inputs ¥ outputs que le fueron provistos, EI analista
puede controlar algunos aspectos del proceso, tales como la tasa de aprendizaje y la
precisidn deseada del ourput { Wilson v Keating, 1998).

e i i o i
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A Tipo de red neuronal y funcion de activacion

Para abordar esta tarea se emplearon diversos modelos de redes neuronales
que usan el algoritmo de aprendizaje supervisado de propagacion hacia
atras, los cuales permitirin predecir el signo de la rentabilidad del IPSA.
Estos modelos se caracterizan porque en ellos el resultado es conocido y la
red se entrena a si misma hasta que es capaz de predecir aquel resultado
asociado con los datos de entrada (Dasgupta, Dispensa y Ghose, 1994). Los
modelos analizados son: el Perceptron Multicapa - Estindar, la Red
Recurrente Jordan-Elman v la Red Ward.

a. EL PERCEPTRON MULTICAPA ESTANDAR

El Perceptron Multicapa (MLP), descrito formalmente por Werbos (1974) y
posteriormente por Parker (1985) y por McClelland v Rumelhart (1986), es
una red neuronal unidireccional entrenada con el algoritmo de propagacion
hacia atras (Rumelhart, Hinton y Williams, 1986) y su modo de aprendizaje
es supervisado: el retorno del indice bursatil es usado para supervisar el
proceso de entrenamiento y, a la vez, actia como una variable explicativa
ya que éste es el resultado deseado (en otras palabras, para predecir la
variacion futura del indice se requiere informacion relativa a su variacion
presente).

Los parimetros del algoritmo de propagacion hacia atris, asi CQIno
la topologia de la red, necesitan ser ajustados para un desempefio optimo,
por lo que se debe experimentar hasta encontrar los parametros correctos
para confeccionar la red que se utilizara en la realizacion de los
pronosticos. La red aprende un conjunto predefinido de pares de entradas v
salidas dadas como ejemplos, empleando un ciclo propagacion-adaptacion
de dos fasés: una vez que se han aplicado los datos de entrada a la primera
capa de unidades de la red, ésta se va propagando a través de todas las
capas superiores hasta generar una salida, la cual se compara con la salida
deseada para estimar el error asociado a la prediccion. El error se transmite
hacia atras, desde la capa de salida hacia todas las capas intermedias que
contribuyan directamente a ella. Sin embargo, las unidades de la capa
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intermedia solo reciben una fraccion del error total, basandose en la
contribucion relativa de la unidad a la salida original. Este proceso se
repite, capa por capa. Luego, basandose en el error, se actualizan los pesos
de conexion de cada unidad con el objeto de ajustar el modelo y disminuir
el error final. Asi, a medida que se entrena la red, las neuronas de las capas
intermedias se organizan a si mismas de tal modo que ellas aprenden a
reconocer  distintas  caracteristicas del conjunto - de = entrenamiento,
aproximandose de esta manera al pensamiento v al comportamiento de los
agentes, en nuestro caso, del mercado bursatil.

El proceso mediante el cual el Perceptrén Multicapa estandar
obtiene la salida (prediccion) y actualiza los pesos de conexién entre las
capas, junto con la aplicacion del algoritmo de aprendizaje de
retropropagacion del error (de acuerdo a Freeman y Skapura [1993]), se
presenta en el anexo 1. La implementacion de este procedimiento una y otra
vez generara un proceso de aprendizaje que le permitird a la red adecuar sus
pesos para reducir el error de prediccion. Segian Martin del Brio y Sanz
(1997), el aprendizaje se puede dar por concluido cuando el error resulta
aceptablemente pequefio para todos los pares de vectores de entrenamiento,
¢s decir, cuando se logra minimizar el error de la estimacion. Cabe sefialar
que el término de error que emplean los softwares de redes neuronales es el
error cuadratico medio. No obstante, la medida de error empleada en este
estudio estara dada por la prueba de signo va que, como se menciond
anteriormente y de acuerdo a Leung, Daouk y Chen (2000), los modelos
propuestos para predecir el signo o la direccion del retorno de los indices
bursatiles se desempefian mejor que los modelos de proyeccién de nivel en
términos de su tasa de acierto (medida por el nimero de veces en que la
direccion pronosticada es correcta) y, ademds, son capaces de generar
beneficios mas altos.

b, LA RED RECURRENTE JORDAN-ELMAN

Por otra parte, el MLP con conexiones recurrentes es conocido por su
habilidad para aprender secuencias y, por lo tanto, es recomendable para
series de tiempo. Las redes con algoritmo de propagacion hacia atrds y

e R
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conexiones recurrentes son entrenadas de la misma forma, excepto gue en
esta tltima los patrones deben ser presentados siempre en el mismo orden y
la seleccion aleatoria no esta permitida, por el hecho de operar con series de
tiempo. La Gnica diferencia en estructura es que existe un slab (grupo de
neuronas del mismo tipo) extra’ en la capa de entrada que estd conectado a
la capa oculta, al igual que el otro slab de entrada, lo que le permite a la red
ver el conocimiento anterior que tenia sobre las entradas previas y, de esta
manera, operar con rezagos de las variables explicativas. Existen 3 tipos de
redes MLP con conexiones recurrentes: (a) la capa de entrada realimentada
en la capa de entrada; (b) la capa oculta realimentada en la capa de entrada;
{c) la capa de salida realimentada en la capa de entrada. Se recomienda usar
la arquitectura en donde la capa oculta es realimentada en la capa de
entrada, lo que significa que las caracteristicas detectadas en todos los
patrones anteriores son alimentadas a la red con cada nuevo patron,
convirtiéndola en la red recurrente mas poderosa. Esta arquitectura es
cominmente conocida como la Red Recurrente de Jordan-Elman.

. La RED WARD

Finalmente, la Red Ward se caracteriza porque pueden aplicarse diferentes
funciones de activacion a los slab de la capa oculta, para detectar diferentes
caracteristicas en los patrones procesados a través de la red. Por ejemplo,
un disefio de una red puede usar una funcion de activacion gaussiana en un
slab oculto para detectar diferentes caracteristicas en el rango medio de los
datos, y usar un complemento gaussiano en otro slah oculto para detectar
caracteristicas de los extremos superiores ¢ inferiores de los datos. De esta
manera, la capa de salida tendra diferentes puntos de vista de los datos, lo
cual puede conducir a una mejor prediceion. Las arquitecturas de redes
neuronales empleadas en este estudio se presentan en el anexo 2.

“Este slab extra es algunas veces llamado el "térming fargo” de memoria de ta
red.
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B Evaluacion de la capacidad predictiva de la red neuronal y
analisis comparativo

Cada uno de los modelos de proyeccion descritos anteriormente fue
estimado y validado a partir de los datos del conjunto de entrenamiento.
Este proceso fue seguido por una evaluacion empirica sobre la base
de los datos del conjunto extramuestral’, el cual se compone de 50
observaciones semanales. En esta etapa, el desempefio relativo de los
modelos fue medido por el nimero de predicciones correctas (hits) del
signo del retorno del indice. Asi, al igual que Kanas (2001), la proyeccion
extramuestral  fue testeada en funcién de su precision  direccional
(directional accuracy, DA), a través de la prueba de signo. Para examinar la
precision direccional se empled el test de Pesaran y Timmermann (1992), el
cual compara el signo de la proyeccion, y, ., con el del valor observado,
Yuss» Para cada i-€sima observacion del conjunto extramuestral (i=1.2, ...,
m), donde el signo indica la direccion en que se moverd el mercado
accionario: al alza, si es positivo, o a la baja, si es negativo. Si los signos
coinciden, aumenta la efectividad de la red, y en caso de no existir
coincidencia, aumenta el error de prediccion de la red. Este proceso se
realizd para cada observacién del conjunto extramuestral a través del
método directo’ de proyeccion multi-etapa, por lo que no se evalué la
prediceion del conjunto extramuestral en su totalidad de una sola vez, sino
que se fue analizando una a una como parte de un proceso recursivo,
metodologia que ha sido empleada para medir el desempefio de modelos de
redes neuronales que buscan predecir periodos de recesion en los Estados
Unidos (Qi, 2001: Estrella y Mishkin, 1998). De esta forma, si
consideramos que el conjunto extramuestral tiene “m” datos, al evaluar el
funcionamiento de la red se considerd solo la prediccion del primer valor.
Posteriormente, el dato analizado salié del conjunto extramuestral

“Cabe mencionar que Sharda (1994 sefiala que los resultados basados en tal
comparacion estan sujetos a una muestra sesgada, 1o que atenta contra su significancia
estadistica,

'Con el métoda directo, el error de proyeceion no es usualmente un ruido blanco
ya que puede tener relaciones temporales. Sin embargo, esto no presenta un problema en el
presente estudio. va gque no se hacen inferencias estadisticas basadas en el error de
proyeccion.

TR I P T A e
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{quedando con “m-1" datos) y pasé a formar parte del conjunto de
entrenamiento, siguiendo un proceso aleatorio, por lo que la muestra de “n”
datos que contiene los valores de entrada se incrementd a “n+17. Luego se
realizd una nueva iteracion, lo que implicd construir un nueve modelo para
cada una de las “m-1" proyecciones, permitiéndole a la red aprender del
error cometido en la prediceion y ajustar nuevamente los pesos estimados
para los valores de entrada de las capas de salida y oculta, wy y wy,
respectivamente. Este proceso se repitio hasta gue en el conjunto
extramuestral quedo solo un dato, por lo que la red recalculo los pesos w
y wy hasta el momento en que la Gltima observacion (correspondiente al
periodo “t-17) es empleada para provectar el valor que la variable de salida
podria alcanzar en el momento “t7, el cual representa el futuro inmediato
{ver cuadro 2).

Cuadro 2
Ejemplo prueba de signo

PERIODD | ORSERVADD  PREDICCION  PRUEBA
1 0068157  0.043550 1

0.003956  0.002210

0032541 0.031627

0030830 0028130

R Y I )

El ratio de éxito (SK) se define como:

"
SR = m™! Z [ I}rmi '-.;:HH' = H} {2]
i=J

donde Ii[.] es una funcién indicador que toma el valor de 1 cuando su
argumento es cierto v 0 en otro caso. Ademis:

P= m“Zf Wi >0 3)

P = m"Zf [ = 0] (@)
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El ratio de éxito en el caso de independenciade J,., y ,,,, SR, esta dada
por:

SRI=P-Py(i-P)l1-P) (5)
cuya varianza es:

VARSRI)= m* (2 =10 (L~ )+ m(2- P 1) Pl = By+ 4+ P P Py P 6)
For su parte, la varianza de SR se define como:

VAR[SR]=m™" -SRI¢1- SRI ) (7)
Finalmente, el test DA de Pesaran y Timmermann (1992) esta dado por:

DA =(VAR[SR]~ VAR|SRI]j™""? (SR - SR (8)
Ademas, los resultados de los modelos de redes neuronales analizados
seran comparados con los de un modelo ingenuo o AR(1), el cual se
presenta en la ecuacion (9).

APSA, =a; - AIPSA,, +¢, (9)
donde A indica primera diferencia, £ representa el término de error, y
a; es el coeficiente que acompaiia a la variable explicativa.

4. Simulaciéon y analisis de los resultados

En el caso del MLP recursivo, considerando un conjunto extramuestral de
50 observaciones, la red acertd en la prediccion del signo de 31 de ellas,
generando asi una capacidad predictiva de un 62%. Esta red, tanto en su
version recursiva como estandar obtuvo el menor rendimiento, debido a que

la simpleza de su estructura no fue capaz de generalizar bien este tipo de
problema.
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La red Ward recursiva fue la que obtuvo el mejor rendimiento va
gue obtuvo una capacidad predictiva de un 72%:. El mejor rendimiento con
respecto al MLP recursivo se debe a que, en la capa oculta, la red Ward
posee dos Slabs con distintas funciones de activacion, lo que le permite a la
capa de salida tener una vision del problema desde dos puntos de vista.
Cabe destacar gue, al momento de definir la arquitectura a utilizar para el
problema, el software sugeria un tipo de red Ward. Ademas, llama la
atencion que la mayor precision se obtuviera con tasas de aprendizaje
relativamente bajas para las primeras conexiones ya que, de acuerdo a la
teoria, €éstas debieran tener un alto valor al comienzo para ir disminuyendo
en las conexiones posteriores,

La red de Jordan y Elman recursiva obtuvo una capacidad
predictiva de un 64%. De acuerdo a la teoria, esta red era la mas indicada
para trabajar con series de tiempo debido a su capacidad para aprender
secuencias. No obstante, la red Ward, a pesar de no ser una red destinada a
resolver problemas de series de tiempo, obtuvo un mejor resultado.

Por su parte, el modelo ingenuo o AR(1) arrojo una capacidad
predictiva del signo de las variaciones del IPSA de un 60%, superando
levemente el desempefio mostrado por el MLP estindar. Los resultados se
resumen en el cuadro 3.

Cuadro 3
Resultados de los modelos.
L3
MODELD CAPACIDAD VALOR FINAL RENTABILIDAD

PREDICTIVA DE LA CARTERA  ACUMULADA
Red Ward Recursiva T2% 124,42 24.42%
Red Jordan v Elman Estandar 66% 118,44 18,44%
Red Ward Estandar 66% 111.99 11,9995
Red Jordan y Elman Recursivo B0 121,33 21.33%
Perceptrin Recursivo 62% 107,64 7.64%
Modelo Ingenuo (AR[1]) 60% 107.06 18,31%
Perceptron Estandar 58% 101,39 1,39%

A cada uno de estos modelos se les aplico el test DA de Pesaran y
Timmermann (1992), quienes mostraron que, bajo la hipdtesis nula de que
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Vuei ¥ V. estan independientemente distribuidos, dicho test sigue una
distribucion normal estandar. Los resultados del test se presentan en el
cuadro 4,

Cuadro 4
Resultados del Test DA.
MODELG ESTADISTICH [3A H,
Modelo Ingenuo 1.31% Mo se rechaza
Red Ward Estandar 2,220 Se rechaza
Red Ward Recursiva 37 Se rechaza
Perceptrin Estindar 1.104 Mo se rechaza
Perceptrin Recursivo 1.720 Mo se rechaza
Red Jordan v Elman Esténdar 2293 Se rechaza
Red Jordan v Elman Recursivo 1,985 S¢ rechaza

Los resultados muestran que la hipotesis nula no se rechaza en los casos dei
modelo ingenuo, Perceptron estandar y Perceptrdn recursivo, por lo que se
concluye que éstos no pueden predecir el cambio direccional de la
rentabilidad extramuestral del IPSA.

Lo anterior ha mostrado que el signo del retorno accionario es
predecible en algan grado. No obstante, es necesario analizar si dicha
capacidad predictiva se traduce en beneficios econdmicos significativos,
por lo cual se calculo la rentabilidad acumulada que se hubiera obtenido si
se hubiese comprado o vendido el IPSA siguiendo las recomendaciones del
modelo de prediccion, asumiendo una inversion inicial de US$100 ©. Los
resultados muestran que la mayor capacidad predictiva de la red Ward
recursiva se¢ materializa en una rentabilidad acumulada de un 24,42%,
(considerando 50 periodos semanales), la mas alta de entre los modelos
analizados. Por su parte, el MLP estandar, cuya prediccion del signo fue la
mas baja (un 58%), genero la menor rentabilidad acumulada (un 1,39%),

“La inversion inicial es de USS100. Por Jo fanto, no se pugden comprar mas
unidades del indice que las que permite la inversion inicial, ain cuando el modelo de
proyeccion siga recomendando comprar. De igual manera, sélo puede venderse aquello que
ha sido comprado,
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Cabe destacar que la red Jordan y Elman recursiva obtuvo una rentabilidad
acumulada superior a la red Jordan v Elman estandar, 21,33% v 18.44%
respectivamente, ain cuando ésta Gltima poseia una mayor capacidad de
prediccion. A su vez, el modelo ingenuo generd una rentabilidad
acumulada de 18,3 1%, mayor que la red Ward estindar y el MLP recursivo,
a pesar de no evidenciar capacidad de prediceion. Lo anterior permitiria
concluir que no siempre existe una relacion directa entre mayor capacidad
predictiva y mayores retornos, lo que hace necesario evaluar la rentabilidad
ex-post del modelo antes de su eventual utilizacion. Sin embargo, los
resultados proveen evidencia que soporta la idea de que, para el caso del
IPSA chileno, la red Ward recursiva y la red Jordan y Elman en su version
recursiva v estandar evidencian capacidad predictiva del cambio direccional
del indice y producen retormnos  significativos - en términos - econdmicos,
con respecto a los que generaria un modelo ingenuo, Cabe sefialar que,
al momento de calcular la rentabilidad de la cartera, los costos de
transaccion no fueron considerados’.

A. Conclusiones

De las diversas arquitecturas de redes neuronales elaboradas en este
estudio, la red Ward recursiva fue la que obtuvo el mejor rendimiento en la
prediccion del signo de las variaciones del IPSA, de acuerdo al método de
evaluacion de la prueba del signo, alcanzando una capacidad predictiya
extramuestral del 72%. A continuacion se ubico la red recurrente de Jordan
y Elman estandar, con una capacidad predictiva de un 66%. Finalmente, se
concluyd que el modelo ingenuo, el Perceptron estandar y el Perceptron
recursivo no evidencian capacidad para predecir el cambio direccional de la
rentabilidad extramuestral del 1PSA.

Lo anterior ha mostrado que el signo del retomo accionario es
predecible en algin grado. No obstante, es necesario analizar si dicha
capacidad predictiva se traduce en beneficios econdmicos significativos.

'Si un indicador de andlisis wenico desempefia su funcion, éste debe producir un
retorng e exceda la suma de los costos de fransaccidn mas la rentabilidad negativa
originada por sus seflales falsas.
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Los resultados muestran que la mayor capacidad predictiva de la red Ward
recursiva se materializa en una rentabilidad acumulada de un 24,42%, la
mas alta de entre los modelos analizados. Por su parte, el MLP estandar,
cuya prediccion del signo fue la mds baja (un 58%), generd la menor
rentabilidad acumulada (un 1,39%). A su vez, el modelo ingenuo generd
una rentabilidad acumulada de 18,31%, mayor que la red Ward estandar y
el MLP recursivo, a pesar de no evidenciar capacidad de prediccion. Lo
anterior permitiria concluir que no siempre existe una relacion directa entre
mayor capacidad predictiva y mayores retornos, lo que hace necesario
evaluar la rentabilidad ex-post del modelo antes de su eventual utilizacion.
Sin embargo, los resultados proveen evidencia que soporta la idea de que,
para el caso del IPSA chileno, la red Ward recursiva y la red Jordan ¥
Elman en su version recursiva y estindar pueden predecir el cambio
direccional del indice y producen retornos significativos en términos
economicos, con respecto a los que generaria un modelo ingenuo. Cabe
sefialar que, al momento de calcular la rentabilidad de la cartera, los costos
de transaccion no fueron considerados.

De esta forma se mostré que la capacidad de los modelos de redes
neuronales resulta relevante para predecir el signo de las variaciones del
IPSA chileno, lo que los sitia como una alternativa al analisis técnico y a
los modelos ingenuos aplicados sobre series de tiempo, al momento de
predecir la evolucion del mercado para tomar decisiones de inversion o
desinversion en activos bursatiles. Mas ain cuando, de acuerdo al estudio
de Leung. Daouk y Chen (2000), la prediccion de la direccion del
movimiento del indice del mercado accionario es atil para desarrollar
estrategias de transaccion efectivas, las cuales pueden arrojar mejores
resultados que aquellas basadas en la proyeccion del valor de la variable
observada. Asi, el empleo de redes neuronales podria orientar la
conformacion de portfolios de inversion y la forma en que éstos podrian ser
estructurados, a fin de aprovechar las alzas pronosticadas para el mercado ¥
cubrirse ante las bajas de éste, dadas las expectativas de eventos futuros yla
relacion riesgo-retorno que se espera obtener.
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Anexo 1

A continuacion se presenta el proceso mediante el cual el Perceptron
Multicapa estindar obtiene la salida (prediccion) y actualiza los pesos de
conexion entre las capas. De acuerdo a Freeman y Skapura (1993), la
aplicacion del algoritmo de aprendizaje de retropropagacion del error se
realiza de la siguiente forma:

a.  Seaplica el vector de datos x, = Etpi,xpz,..., x;,,.,-]' a las unidades de
entrada, el cual contiene las variables que se emplearan para predecir
el signo de las variaciones del IPSA. x, corresponde al vector de
datos de entrada relativos al periodo “p”, x; representa el valor de
la “i-ésima” variable explicativa en el periodo “p” de la serie de
tiempo, y el superindice “t” indica traspuesta.

b. Cada p-ésimo vector se emplea para calcular los valores de entrada
neta para las unidades de la capa oculta. Asi, cada neurona de la capa
oculta calcula el valor de entrada neto como la sumatoria de los
valores de entrada ponderados por sus respectivos pesos, como se
indica en la ecuacion (1)

N
P, | h /]
-“'"‘”ﬂ_a_; =Zwﬂ"'tf)' +HJ,- (1)
i=l

donde .?'«’e.-agJ es el valor de entrada neto para la j-ésima neurona de
la capa oculta® relacionada al periodo “p”, wjf,- es la ponderacion que
recibe la i-¢sima variable explicativa asociada a la j-¢sima neurona de

8Un punto imporante en el disefio de una red newronal consiste en determinar el
nimero apropiade’ de neuronas en la capa oculta, el cual esta relacionado con la capacidad
de mapeo de la red. Mientras mds grande es su namero, mayor es la capacidad del modelo
pura memorizar el conjunte de entrenamiento. Sin embargo, si se continda aumentando el
tamafio de la red, hay un punto en donde la generalizacion (la capacidad de proporcionar
U@ respuesta correcta ante datos no utilizados en su entrenamiento) empeorard, debido a
gue puede ocurrir un sobreajusie al conjunte de entrenamiento, Desatortunadamente, no
hay una respuesta consistente a esta cuestidn, ¥ la forma mas cficiente para determinar ¢
tamafia optimo de la red es a wravés de la experimeniacidn. No obstante, Salchenberger,
Cinar ¥ Lash {1992) recomiendan que el ndmero de neuronas de la capa oculta debe
corresponder a aproximadamente el 75% de las unidades de entrada.
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la capa oculta, la cual puede ser excitatoria (pesos positivos) o
inhibitoria (pesos negativos), xy corresponde al valor de la i-ésima
variable de entrada asociada a la j-ésima neurona de la capa oculta, y
@} es el bias (sesgo), el cual representa los grados de libertad y se
comporta como otro ponderador. El superindice “h” acompaifia a los
valores relacionados con la capa oculta.

De esta forma se tendra una matriz de pesos, como se muestra
en la expresion (2):

|— L]
Wil Wiz oW o wy,

W Wiy oo
“'_zl _22 .23 . “?" seon =1, mi=l,..m (2)
[me Wz Wy Winn (i i

Una vez que la sumatoria ha sido calculada, ésta debe ser procesada
por una funcion de activacion (lineal, tangente, logistica o gaussiana).
En consecuencia, se aplica una funcién de activacion sobre el valor
de entrada neto de cada una de las neuronas que conforman la capa
oculta. Asi se obtiene la salida de |a capa oculta, :‘fy ., COMO se
muestra en la ecuacion (3):

iy = 1] ( Netah, ) (3)
o
i representa el valor de salida de la j-ésima neurona perteneciente a
la capa oculta y /7' es la funcién de activacion aplicada sobre el valor

de entrada neto de la j-ésima neurona de la mencionada capa.

Luego, ;‘f,j pasa a ser la entrada de la capa de salida, Nuevamente se
calculan los valores netos de las entradas para cada unidad o neurona
de la capa de salida, como lo sefiala |a ecuacion (4);

L
o _ - o
Nempk = jE_I w;. gy O] )
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donde Ne.:a;k es el valor de entrada neto (relacionado al periodo “p™)
para la k-ésima neurona de la capa de salida, w:jr es la ponderacion
que recibe el j-ésimo valor de salida de la capa oculta asociado a la k-
ésima neurona de la capa de salida. @] es el bias, el cual representa
los grados de libertad y se comporta como otro ponderador, v el
superindice “0” acompafia a los valores relacionados con la capa de
salida. De esta forma se tendra una matriz de pesos, como se muestra

en la expresion (5):

Mo W2 M3t Wi
H W er o M

2 Mmoozt Ve | coon =1, m k=1, (5)
Wi Wi Wit Wi g

Posteriormente se obtienen las salidas de la capa oculta, o, en la
ecuacion (6), aplicandose la funcion de activacion sobre el valor neto
previo, NE:‘a;ﬁ. fi es la funcidn de activacion aplicada sobre el
valor de entrada neto de la k-ésima neurona de la capa de salida:

oy

— 0 ¢ar
Opk = Iy "'ﬂ'”?"”p& A (6)

La funcion de activacion en esta fase no necesariamente sera la
misma que la aplicada en la capa oculta. &
Se calculan los términos de error para las unidades de salida, J;:k,
como se muestra en la ecuacion (7). y,; representa los valores
observados de la variable de salida en el momento “p”, o,
representa el valor de la prediccion para el periodo “p™ generado por
la k-ésima neurona de la capa de salida, y /" nem':;k J corresponde a
la primera derivada de la funcion de activacion aplicada sobre la capa
de salida:

f.?;k =(¥pk - O pi ,i'_ff'fnem;; ] {7y
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Se calculan los términos de error para las neuronas de la capa oculta;
el error total se distribuye entre las neuronas de la capa oculta en
proporcion al aporte que cada una de ellas realizé al error total, como
se sefiala en la ecuacion (8):

. k "
Spy =1} (Netahy )3 82, -wi, (8)
k

El término &) representa la fraccion del error total de la prediccion

realizada para el periodo “p”, asociado a la Jj-€sima neurona de la
capa oculta.

Una vez que se ha distribuido el error entre las neuronas de la capa
oculta, se actualizan los pesos que recibe el j-ésimo valor de salida de
la capa oculta asociado a la k-ésima neurona de la capa de salida,
w;_‘frr J. Esta actualizacion se hace en funcién de la tasa de
aprendizaje, #, del error estimado para cada neurona de la capa de
salida, 5;‘* » ¥ del valor de salida de la j-ésima neurona perteneciente
a la capa oculta, :'ﬂj, El peso actualizado, w;.(:+|) S¢ expresa a
través de la ecuacion (9):

We L) = wi(t)+ LA iy )

Se actualizan los pesos asociados a la j-¢sima neurona de la capa
oculta, ij,-ﬁ en funcion de la tasa de aprendizaje, 5, del error
obtenido para cada neurona de la capa oculta, 5;} » ¥ del valor de la
i-¢ésima variable de entrada, x;, como se indica en la ecuacién {10

# [ oh
wilt + 1) =wilt)+nq-85  x; (10)

Finalmente, se calcula el termino de error a través de la expresion

(11
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M
_I a 2
Ep-z'éfﬁpﬁ (1)

k.  El proceso descrito a partir del paso (a) se repite para un nuevo vector
de datos de entrada, x, = |1, xp2. Xy |4 ¥ finaliza con el caleulo
del error de prediccion explicado en el paso (j). Cuando el proceso se
haya realizado para cada uno de los vectores® que componen el
conjunto de datos de entrenamiento, se habri concluido una época. A
su vez, pueden completarse tantas épocas como se considere
necesano durante la experimentacion.

4 . : ; " .
El namere de vectores serd igual al nimerns de datos gue conlengan las series de
tiempo gue forman parte del conjunto de entrenamiento

L e s s Lot

A
i
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Anexo 2
Arguitectura de la red neuronal

En el caso del MLP estandar, luego de probar con numerosas arquitecturas,
funciones de activacion, nimero de neuronas en la capa oculta, reglas de
aprendizaje v sus valores, la mejor combinacién de estos parametros se
obtuvo con una red de tres capas (capa de entrada, capa oculta y capa de
salida), con 1 Slab en cada una de ellas (ver figura 2.1).

Figura 2.1
MLP estandar

“Sfab3 Slab 3 |

La capa de entrada (Slab 1) consta de 5 neuronas, ndmero que se determing
de acuerdo al nliimero de variables de entradas. En la capa oculta (Siab 2),
el mejor rendimiento se obtuvo con 11 PEs, ¥d que un nimero mayor solo
disminuia el error en el conjunto de entrenamiento ¥ no en el conjunto ;
extramuestral. La salida neta de la capa oculta viene dada por la ecuacion

(y
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R h .
fpi = [ (Netay ) Jeon =1, 2,.... 11, (1)
donde:
=h f T Foan =k
Wi Wiz Wiy ot Wi | E &y Pog | Netay |
Wy Wpo Wiz ot Was | | X7 LE Netay | @)
h?tc.l::,}- =| wy) Wiz Wiy o et Wag x| Xy +I ﬂ; b = ."l'i‘fﬂ] {
| "
LI Wz W ot WIS Jeypes; LFS drsa EnJ”w | Meta 4 Ty

La capa de salida (Slab 3) consta de un sélo PE, el cual se determind de
acuerdo al nimero de variables de salida. En consecuencia, la salida neta de
la capa de salida queda expresada de acuerdo a la ecuacion (3):

opk = £ (Neta®, ) 3)

donde:

-"""”"';1- *[“’H Wiz Wy I""11]],?|x||,- | iy | *[H']rhu =[J.¥I6ia|t_:]h|_ll {4:]

Lfll.l.'l.lrh

El Link 1 y el Link 2 emplean la regla de aprendizaje de propagacion hacia
atras. Los cuadros 2.1 y 2.2 muestran las caracteristicas de los Slabs y los
parametros de la red, respectivamente. Estos dltimos son menores en la
conexion dos que en la conexion uno, ya que el error tiende a hacerse mas
grande hacia la capa de salida y es necesario que las iteraciones sean
menores. Los pesos iniciales para cada conexion son de 0,3.
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En el caso de la red Ward, nuevamente se probaron - diferentes
combinaciones de pardmetros y arquitecturas, siendo la mas adecuada una
red de tres capas (de entrada, oculta y de salida). Las capas de entrada y
salida poseen un Slah, mientras que la capa oculta cuenta con dos Slabs
{ver figura 2.2).

Figura 2.2
Red Ward

H

En el cuadro 2.1 se muestra que la capa de entrada (Slab 1) posee 5 PEs,
uno por cada variable de entrada, la capa oculta posee 12 PEs, los cuales se
dividen en partes iguales entre los Slab 2 y 3. v la capa de salida (Slab 4)
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posee un solo PE. De esta forma, la salida neta de la capa oculta viene dada
por la ecuacion (5

i =1} Netal; ), con j=1,2,..., 12, (5)

donde la expresion (6) se emplea para los Slabs 2 y 3, respectivamente:

r i = i . ke
(Wi Wi Wis e ws i I1-| t I—.'.'rvl?.l'ﬂ'|
Wy Wi Way o Wy | xs | 8y | Neta,
2 22 23 25 N F4 | [
Vetal, = w W s W x| xa | e <! Net (6)
' [ Rt 32 Wiz Wiz | [ Xy | 3 =| Meltay
LW Wea o Weyo o “'*-‘EJ@‘SJ %5 Doy W96 Jga; LNEWG g

la salida neta de la capa de salida gueda expresada de acuerdo a la
ecuacion (7), para los Slabs 2 v 3:

O pi =_.ff{ Nem;x J (")
donde:
L
g |
iy | g
Neta'y, =y ws Wy - wiﬁl]:’;f:-cﬁ; wliy | i [lid';l_‘i___ < |Verag [ (8)
I Jrnau

Los Links 1, 2, 3 y 4 utilizan la regla de aprendizaje de propagacion hacia
atrds v sus parametros se presentan en €l cuadro 2.2. Fsta red también
cuenta con pesos iniciales de 0.3,

Finalmente, entre las redes con conexiones recurrentes {Jordan v
Elman), la que obtuvo el mejor rendimiento fue la realimentada en la capa
oculta, la cual cuenta con tres capas (de entrada, oculta v de salida). Esta
red se caracteriza por poseer un Slab extra en la capa de entrada, la cual
contiene las caracteristicas detectadas en los datos de patrones anteriores,
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permitiendo el empleo de rezagos de las variables de entrada (ver figura
2.3).

Figura 2.3
Red de Jordan y Elman

e
“

El cuadro | contiene las caracteristicas de las capas de la red. Cabe sefalar
que el Slab 4, que se puede considerar como parte de la capa de entrada,
posce 11 PEs ¥ no presenta funcidn de activacion, va que cstd
estrechamente ligada al Siab 2, el cual contiene ¢l mismo nimero de PEs,
Luego, la salida neta de la capa oculta viene dada por la ecuacion (9):

;2}. =ff{h’emiif), conj=1,2, .., 1L ("
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donde;
-k r = k - . h
[w wa oWy Wis | S ] Netay
Wip o W W Wag [ %2 [ B3 Netay
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[ : : . ; [,
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h .x%
1
as; L% desay L0 Jpay LVetar

(10)

Los links de la red utilizan la regla de aprendizaje de propagacién hacia
atras. Ademds, esta red de Jordan y Elman presenta dos conexiones
realimentadas llamadas feedback 1 y 2, ambas con un valor de 0,5 (ambos
valores deben sumar la unidad). El feedback 1 realimenta el Slah 4,
mientras que el feedback 2 conecta el Slab 2 con el Slab 4. La salida neta
de la capa de salida se expresa a través de la ecuacion (11):

] Eed
@ i =f.& (Nempk J

donde:
i !'I
7 "2
Netaty =[wy wy wyy wirt Py %] i3

M S

i b = [Nera by

(11)

(12).
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