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ANALISIS Y PRONOSTICO DE VENTA DE PRODUCTOS PARA LA
GESTION DE INVENTARIO DE LA FARMACIA COMUNAL SAN MIGUEL

La presente memoria aborda el anélisis y pronéstico de venta de productos de la Farmacia
Comunal de San Miguel con foco en generar un aporte a la gestién de inventario de esta
institucion.

El trabajo se centra en la aplicacién metodolégica del CRISP-DM vy el uso de técnicas de
modelamiento variadas que aportaran a resolver la problematica de hallar el mejor método de
prediccion de valores de venta en periodos cercanos, desde el mes actual y hasta 5 meses hacia
adelante. Se tuvo acceso directo a la base de datos transaccional de la farmacia, permitiendo
contar con la informacién necesaria para generar las series de tiempo que permitieron indagar,
analizar y corregir datos de series de tiempo.

Se modelaron mas de 350 series de tiempo, elegidas por su viabilidad analitica, con foco
en la aplicacion y analisis de las técnicas de medias mdviles simples, ARIMA, Prophet y su
variacion Prophet con estacionalidad anual forzada, pero también se replicé la metodologia
que se utiliza actualmente en la farmacia a fin de comparar las nuevas opciones con la situaciéon
actual.

Adicionalmente, se aplic6 un clasificador basado en el método de aprendizaje Random
Forest capaz de elegir, en un 58 % de los casos, la mejor técnica de prediccién para cualquier
serie de tiempo solamente en base a sus caracteristicas y luego de ser entrenada con un
set de datos. A partir del modelamiento se realiz6 el andlisis iterativo de resultados para la
generaciéon de conclusiones que aportasen a la resoluciéon del problema.

Las principales conclusiones del trabajo son, en primer lugar, que cada una de las series
de tiempo responde de manera distinta a cada una de las series de tiempo basados en sus
propias caracteristicas y, por lo tanto, se obtendran mejores desempenos al utilizar etiquetas
que asignen a cada serie de tiempo la técnica que debe usarse con ella especificamente. En
segundo lugar, se determind que la utilizacién del clasificador no fue suficientemente eficaz
en su labor respecto de la inversién de tiempo y recursos computacionales que implica.

A lo anterior se suman la entrega de recomendaciones de utilizacion del output del trabajo
de memoria, asi como también sugerencias y lineamientos a seguir para dar continuidad a
la labor ya realizada. Por tltimo, se destaca la recomendacion de aplicacion de practicas de
negocio sencillas que aporten a la mejora del sistema FarmaBot donde, sin la necesidad de
grandes inversiones, se generen impactos positivos en el servicio que la farmacia presta a la
comunidad.
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Capitulo 1

Introduccion

Es de sentido comtn que toda entidad que brinde un servicio deba ofrecer certezas a
sus usuarios o clientes. No solo por una logica de responsabilidad, sino que también por un
sentido practico que permita la permanencia de la entidad en el tiempo.

Esta premisa adquiere un tenor mucho mas profundo cuando se trata de iniciativas sociales,
donde el compromiso y continuidad son una piedra angular, en tanto suelen constituirse como
la inica fuente que tienen muchos de sus beneficiados de acceder al servicio en cuestién. Y qué
decir de aquellos espacios vinculados a la salud, como las farmacias municipales o populares,
donde los niimeros, asi como las decisiones que se toman a partir de estos, pueden ser cruciales
para la vida de los pacientes.

Su motivacién social implica necesariamente responder, tanto a nivel logistico como a nivel
humano, a un publico que cuenta con comprar en ellas medicamentos que, ya sea por su alto
costo y/o por la frecuencia de uso, pueden llegar a ser casi imposibles de adquirir por otras
vias. Si eso no ocurre, no se arriesga la comodidad de simples clientes: se pone en jaque la
salud de las personas.

Teniendo esa inquietud como moévil, se escogié como caso de analisis el funcionamiento de
la Farmacia Comunal de San Miguel donde para acceder a los datos necesarios se conté con la
colaboracién de la empresa Paga Rapido S.A. Dicha entidad provee a la mencionada farmacia
el servicio FarmaBot (ChabotChile, 2020), aplicacién web de gestion de inventario y chatbot
especializado en farmacias, que a través de diversas herramientas facilita la administracion
de las mismas, siendo su principal propodsito brindar un servicio integral a sus clientes de
manera flexible e innovadora.

1.1. Antecedentes de la empresa cliente

1.1.1. Farmacia Comunal de San Miguel

La Farmacia Comunal de San Miguel, también llamada Farmacia “Popular” de San Miguel,
es una iniciativa de la alcaldia y del Concejo Municipal, dependiente directamente de la
drogueria de San Miguel, cuyo objeto es facilitar a todos los vecinos de la comuna el acceso
al tratamiento farmacolégico para patologias cronicas a un costo menor en comparaciéon con
el mercado (SanMiguel, 2019).



1.1.1.1. Estructura organizacional

En cuanto a la estructura organizacional (figura 1.1), se pueden establecer 4 niveles de
jerarquia descritos a continuacion.

En el primer nivel, se encuentra el director de la corporacion comunal, quien esta a
cargo tanto del proyecto de la drogueria como el de la farmacia comunal. Dentro de sus funcio-
nes estd el tomar decisiones respecto a la administracion de dichas iniciativas, principalmente
en cuanto a presupuesto y recursos adicionales asignados a estas.

En segundo nivel, esta el director técnico de la drogueria cuya principal tarea es admi-
nistrar dicha entidad procurando su correcto funcionamiento; esto implica, entre otras cosas,
el aseguramiento del stock suficiente para satisfacer las necesidades de los centros depen-
dientes de la drogueria y la supervision de los procesos de recepcion y entrega de productos,
garantizando el uso 6ptimo de los recursos. Cerciorarse del adecuado funcionamiento de la
farmacia comunal también es parte de sus competencias.

En un tercer nivel se encuentra el director técnico y administrador de la farma-
cia comunal. Este cumple labores similares al director de la drogueria, pero aterrizadas al
funcionamiento particular de la farmacia y sus operaciones internas. Es con esta entidad con
quien se trabajara en cuanto a la entrega de informacién y requerimientos especificos que
tiene el trabajo de memoria.

En cuarto nivel, se encuentran el personal de atencién al publico y el personal de
aseo, encargados de mantener en éptimas condiciones el establecimiento.

Director corporacion
municipal
Director técnico
drogueria

Direc técnica
farmacia comunal

|
I 1
Personal de atencion Personal de aseo

Figura 1.1: Organigrama de la Corporacién Municipal

1.1.1.2. Funcionamiento de la farmacia

Actualmente la farmacia comunal de San Miguel se dedica a vender principalmente me-
dicamentos, y en una menor proporcion insumos médicos. Estos productos son adquiridos a
través de distintos mecanismos, pudiendo proveerlos la drogueria de la comuna, los labora-
torios, o también intermediarios. Entre estos tltimos se encuentra CENABAST!, uno de los

1 Central de Abastecimiento del Sistema Nacional de Servicios de Salud, institucién piiblica descentralizada
dependiente del Ministerio de Salud, que tiene como objetivo la disponibilizaciéon de medicamentos, ali-



principales medios de abastecimiento con mas del 23 % del suministro total de medicamentos

adquiridos por la farmacia, y con particular estabilidad en el tiempo en comparacion a otros
proveedores.
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Figura 1.2: Unidades de medicamentos adquiridas por proveedores entre
anos 2019 y 2021

Por otro lado, la organizacién se limita a vender sus productos sélo a vecinos de la comuna,
teniendo un alcance aproximado del 10,48 % del total de la poblacién comunal actual —
10.315 pacientes de un total de 107.954 habitantes aproximadamente — quienes para acceder
al servicio deben rellenar un formulario y presentar documentos que acrediten su residencia
en la comuna, junto con receta médica que certifique la necesidad de medicamentos.

La farmacia se encuentra actualmente en un proceso de crecimiento de demanda de farma-
cos generada por una gran cantidad de inscripciones en los afnos recientes, con un promedio
de 200 pacientes nuevos inscritos mensualmente durante el altimo ano.

Inscripcion de Pacientes Ne de Inscritos

a
1]
2

Acumulado pacientes inscritos
!

enero 2019 ayo 2019 septiembre 2015 enero 2020 mayo 2020 eptiembre 2020 enero 2021

Mes de primera compra

Figura 1.3: Inscripcion de pacientes entre afios 2019 y 2021

En particular, los medicamentos comercializados se ofrecen a los pacientes de la comuna
al mismo precio de adquisicion por parte de la farmacia, por lo cual no se generan margenes

mentos, insumos y equipamiento a la Red de Salud, mediante la consolidaciéon de demanda y la gestién de
un servicio de abastecimiento. (CENABAST, 2017)
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de ganancia por el ejercicio de venta. Los gastos operacionales son asumidos como inversion
por parte de la corporacion municipal y por tanto no se transfieren a los pacientes.

1.1.2. Programacién de pedidos

Como se menciona anteriormente, gran parte de las adquisiciones se realizan mediante
CENABAST respondiendo, por lo tanto, a los plazos asignados por este proveedor para la
planificacion de sus operaciones de abastecimiento.

Ademas, la farmacia se abastece a través de otros intermediarios y mediante compra
directa a laboratorios. Estos mecanismos resultan mas inmediatos y son utilizados para la
compra de medicamentos especificos y para compensar la demanda no prevista ni considerada
al momento de programar los pedidos via CENABAST. Sin embargo, los valores de los
medicamentos mediante estas alternativas suelen ser mas elevados, transfiriendo asi este valor
al consumidor final en su totalidad.

Actualmente la farmacia comercializa 876 distintos medicamentos, los cuales se resumen en
523 distintos Principios Activos adquiridos en distintas dosificaciones y formatos®. El pedido
de gran parte de dichos productos es realizado a la CENABAST a través de una proyeccién
de demanda anual de los medicamentos. El cédlculo se realiza el ano anterior al periodo a
cubrir, disponibilizando adicionalmente “ventanas de reprogramacién” de pedidos 3 meses
antes de cada mes a modificar. Dichas ventanas permiten la alteracién de hasta un 30 %, al
alza o a la baja, de la programacién inicial®. La programacién se resume en la figura 1.4.

En particular, en esta memoria se trabajé con foco especifico en las ventanas de reprogra-
macién debido a la importancia que tiene este hito ante la fluctuacién de demanda y stock
en la farmacia.

Abril 2021: Abril 2022:
Planificacién y pedido Reprogramacién para
de todo 2022 Julio de 2022

2021 2022

Figura 1.4: Mecanica de abastecimiento a través de CENABAST.

Pese a que no no todos los productos se adquieren necesariamente con este régimen, la
farmacia se ha acomodado a este sistema de andlisis de ventas y programacion de pedidos y,
por ende, también la administracion de inventario asociada al abastecimiento directo desde
los laboratorios.

Un principio activo puede tener distintos formatos, los cuales se contabilizan como medicamentos distintos.
Por ejemplo, Paracetamol 500 miligramos y Paracetamol 1 gramo son 2 medicamentos para un mismo
principio activo.

Por ejemplo, para el abastecimiento del ano 2022, en abril de 2021 se hace la proyeccion y pedido mensual
para todo ese afio (2022). Asi mismo, el mes de febrero (mes X) de 2022 se disponibiliza una ventana de
modificacién para el pedido del mes de mayo (mes X+3) del 2020 en méximo 30 % al alza o a la baja del
pedido realizado originalmente en la proyeccién inicial.
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1.2. Planteamiento del problema y justificacién

Actualmente la farmacia maneja un gran stock de productos farmacéuticos para su fun-
cionamiento anual. Si bien en este momento se cuenta con un sistema que permite visualizar
y administrar en tiempo real las existencias del inventario, esto no ha sido suficiente para
una correcta prestacion del servicio a la comunidad.

1.2.1. Identificacion del problema

Debido al régimen de pedidos expuesto en la seccion 1.1.2, se generan de manera habitual
dificultades asociadas a la gestion y almacenamiento de stock. En tal contexto el principal
problema esta referido a que los pronédsticos de demanda de los farmacos actualmente no
responden a la real demanda de estos por parte de la poblacion.

En particular, el problema detectado consiste en que el prondstico de demanda ac-
tualmente utilizado no responde a la real demanda de productos. Esto genera
consecuencias tales como:

= Quiebres de stock que llevan a la farmacia a no prestar un servicio adecuado para
el que, por cierto, fue creada especificamente, generando externalidades negativas en la
comunidad que debe atender. Los quiebres también generan la adquisisién de medica-
mentos a mayor precio a distribuidores y laboratorios con un servicio més inmediato,
sin embargo esto eleva significativa y directamente el valor de los productos ante la
poblacion.

= Sobre stock de medicamentos, lo que desemboca en la ocupacion de espacio fisico en
bodegas de espacio limitado. Adicionalmente, se generan mermas las cuales representan
pérdidas directas para la administracion de la farmacia.

Vale subrayar que, aun si la generacién de margen monetario no es el foco de las opera-
ciones de la farmacia, las pérdidas de dinero invertido a las que se ve enfrentada la entidad
constituyen un problema relevante, siendo dichas pérdidas provocadas principalmente por la
generacién de mermas asociadas al sobre stock.

Otro aspecto a mencionar es la restricciéon de espacio para almacenamiento, limitacion
que se ve acentuada por el sobre stock sefialado, ya que complica la adquisicion de otros
farmacos en pedidos posteriores y acrecienta la gravedad de la situacion de los medicamentos
con quiebre de stock. Finalmente, se destaca que las consecuencias del problema planteado
dificultan el logro de los objetivos con los que fue concebida la farmacia.

Como algunas de las raices del proceso se han identificado:

= Ausencia de respaldo analitico para la toma de decisiones de abastecimiento, prin-
cipalmente debido a que no se cuenta con herramientas que faciliten estas actividades
especificamente, por lo tanto los calculos y “proyecciones” son realizados de manera
manual.



= Estimacién arbitraria de demanda proyectada. La estimacién de demanda se
hace a través del uso del promedio de meses anteriores y, en ocasiones, aumentando un
porcentaje a este dependiendo de si la encargada “cree” que aumentara la demanda del
producto. Si bien este método parece funcionar para algunos de los productos, la decisién
sobre si se aumenta dicho porcentaje, o en cuanto se hace, se realiza arbitrariamente, y
es una practica arraigada en dicha farmacia debido a la ausencia de cultura analitica.

1.2.2. Identificacion de la hipdtesis y posibles alternativas de re-
solucién

A partir de la problematica expuesta en la seccién 1.2, se plantea como hipdtesis que la falta
de procesos analiticos para el pronostico de demanda y consecuente toma de decisiones en
cuanto a los pedidos de abastecimiento, ocasionan desequilibrios recurrentes en el inventario,
expresandose en sobre stock y quiebres de stock para distintos productos.

Actualmente el “método” utilizado para las proyecciones de demanda es aumentar entre
5% a 30 % la demanda del ano anterior para cada producto segin criterio del encargado del
pedido (Cathalifaud, 2020). Se declara que en los tltimos meses se ha utilizado la técnica
de promedio simple de los ultimos 5 meses para repetir estos en los periodos que se desean
“proyectar”. A pesar de los esfuerzos de la encargada de realizar los pedidos en la farmacia,
los quiebres y sobre stock recurrentes son prueba de que el proceso actual no es 6ptimo.

Existen variados factores que afectan, o tienen el potencial de afectar la demanda de
productos en una farmacia. Entre ellos se pueden considerar el (de)crecimiento demogréfico
de la comuna, la visibilidad del servicio, el acceso fisico al local, la incidencia de enfermedades
en la poblacién, la existencia de otros servicios similares en las cercanias, la disponibilidad
del farmaco en consultorios, etc. Estos elementos a su vez varian en el tiempo, sumado a una
presumible componente de aleatoriedad o impredecibilidad en el comportamiento*. Todo lo
anterior se encuentra actualmente remitido a la variaciéon de un porcentaje arbitrario en el
aumento del pedido que actualmente se realiza en la farmacia periodo tras periodo.

A partir de los datos de la farmacia, se evidencia un gran crecimiento en la inscripcion
de pacientes con recetas (asociados a uno o mas farmacos), con casi 115 % maés de personas

usando los beneficios de la institucién en poco més de un ano’.

Atendiendo a la estocasticidad de las variables y a la imposibilidad de considerar todas
estas en el actual proceso de proyeccién de demanda, se propone como solucion la utilizacion
de modelamiento de demanda a través de un proceso que proporcione sustento analitico y
que permita disminuir la brecha entre lo proyectado y lo demandado, permitiendo mejoras
en la gestion de inventario para brindar un mejor servicio a la comunidad y el cumplimiento
de los objetivos de la farmacia.

4 Por ejemplo, en el afio 2002, el Instituto Nacional de Estadisticas (INE), proyecté que el decrecimiento

poblacional se acentuaria para la comuna de San Miguel, llegando a tasas de crecimiento anual de -1,3 desde
el 2002 al afio 2020. Sin embargo, se ha evidenciado un explosivo crecimiento poblacional de la comuna
entre los anos 2002 y 2017 de 36,87 %, traducido a una tasa anual de mds de 2,1 % anual, contrario a las
iniciales proyecciones. (SanMiguel, 2018)

En septiembre de 2019 se encontraban inscritos 4.932 pacientes. En diciembre de 2020 la cifra asciende a
casi 10.600 y a marzo de 2021 més de 11.300 pacientes.
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1.2.3. Propuesta de valor

El anélisis preliminar sobre los medicamentos permite evidenciar que en general casi un
20 % de los principios activos que maneja la farmacia suelen sufrir quiebres de stock, los que
ante una mejora en el sistema de prediccion se podrian evitar en una gran pro-
porcion, con los consiguientes beneficios que ello conllevaria para la poblaciéon que demanda
los medicamentos involucrados.

Adicionalmente, existen mas de 70 principios activos que cuentan con un gran stock, el
que no se justifica si se consideran sus niveles de demanda. Una prediccién de inventario mas
precisa permitiria a la farmacia contar con menor nivel de stock, acorde a las necesidades
reales del producto, reduciendo asi situaciones como la merma por vencimiento y
la sobreutilizacion de espacio de bodega que impide pedidos mas grandes de los
farmacos de mayor demanda.

Cabe destacar que el valor de las mermas generadas en el ultimo ano asciende a mas de
11 millones de pesos®, con un promedio de 1,8 % del valor de la venta total”.

Merma en el Tiempo

$45,2M
$52,8M
a  $a0p
3]
2 Monto venta
g W valor merma
= . Ratio (%)
$2,1Mm $3,0M
o e e e = -l--....___.___.,___._‘_.__...-...__..—“--.‘___-__-l-—-l--...

5,7%

[=Rr=
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@

47%
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Figura 1.5: Evolucién de egresos monetarios por concepto de merma.

En la figura 1.5, se muestra en rojo el egreso en Millones de Pesos de la merma entre
anos 2019 y 2021, contando con dos peaks destacables, primero en Enero de 2019, llegando a
un monto de $2, 1 millones (4,7 % de la venta del aquel mes), y en octubre de 2020, con un
monto ascendente a los $3 millones (5,7 % del total de la venta del mes).

Con el resultado del trabajo realizado, se busca disminuir las brechas entre las pro-
yecciones que desde la farmacia se hacen y la demanda de los pacientes, ya sea a
través de la disminucién de quiebres de stock, asi como de la disminucién de mermas en el
tiempo.

6 Entre abril de 2020 y marzo de 2021.

7 Es importante indicar que las mermas promedios evaluadas en Chile en 2014 para el sector de farmacias
son de 1,22 % sobre las ventas ((Logitec, 2014), por lo cual la Farmacia de San Miguel se encuentra muy
por sobre dicho promedio.



1.3. Objetivos

Frente al problema presentado, se plantean los siguientes objetivos a alcanzar con la rea-
lizacién del trabajo de memoria.
1.3.1. Objetivo general

Generar alternativas predictivas de la demanda de medicamentos para su uso

en la planificacién del stock en la Farmacia Comunal de San Miguel.

1.3.2. Objetivos especificos

Para la concrecion del punto anterior, se llevaron a cabo los siguientes objetivos particu-
lares:

= Generar series de tiempo ordenadas y distinguibles entre si en base a la data original.

= Aplicar variadas técnicas de prondstico de demanda a los productos para distintos ho-
rizontes de tiempo.

» Generar métricas de rendimiento para cada técnica aplicada y seleccionar la mejor para
cada serie de tiempo.

= Clasificar series de tiempo mediante el método de clasificaciéon machine learning, asig-
nando la mejor técnica a cada una de ellas en base a sus caracteristicas.

= Generar recomendaciones de negocio en base a resultados obtenidos.

1.4. Alcances

Considerando que hasta ahora la farmacia no cuenta con sistemas elaborados de predic-
cién, se plantea buscar la solucion que mejor responda a las simulaciones de demanda para
los distintos horizontes de tiempo basados en la actual programacion de pedidos, incluso
considerando el actual método. Se utilizan distintos técnicas matematicas de prediccion para
contar con alternativas que permitan evaluar tanto efectividad como eficiencia en pos
de una solucién 6ptima.

Los datos utilizados para el modelamiento de técnicas comprenden los anos 2019 y 2020,
escogiéndose como periodos de entrenamiento los meses entre marzo de 2019 hasta septiembre
de 2020. En tanto, desde noviembre de 2020 y los primeros tres meses de 2021 se configuran
como datos de prueba.

Se seleccionan estratégicamente productos representativos para efectos de muestra de ané-
lisis y resultados del proceso de modelamiento.

1.4.1. Entregables

Se comprometié como entregable un set de técnicas aplicables a los productos actualmente
comercializados en la Farmacia Comunal de San Miguel, esto a través de un archivo de codigo
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ordenado en Python, asi como los codigos asociados a la evaluacion de resultados. Las técnicas
ejecutables en dichos codigos seran capaces de generar datos predictivos del comportamiento
de demanda de los productos en la farmacia a los horizontes de tiempo que la organizacion
maneja, especificamente:

» Mensual con 3, 4 v 5 meses de anticipacién para ejecuciéon mensual®.

Estos horizontes de tiempo se definen como entregables en base a la cantidad de historia
disponible, por parte del sistema transaccional de la farmacia y como parte de las necesidades
de la administracion de esta para cubrir con mayor precision la demanda de productos que
se adquieren de forma mas inmediata a través de proveedores alternativos a la CENABAST
(sobre del 70 % de los productos).

El lenguaje Python fue seleccionado para ser utilizado debido a su capacidad de interac-
cién con el actual software utilizado por FarmaBot. Esto facilitara la implementacién de las
técnicas en las operaciones de la Farmacia.

1.5. Marco conceptual

Se propuso y desarrollé la indagacién, prueba y seleccion entre distintas técnicas de mo-
delamiento de demanda, con foco en considerar distintos niveles de complejidad para su
comparacion en términos tanto de efectividad como de eficiencia y finalmente recomendar
la integracién de los resultados con la plataforma actual utilizada en la gestion del negocio,
FarmaBot.

1.5.1. Técnicas de prediccion

Entendiendo que todos los medicamentos pueden tener comportamientos distintos entre
si, se consideraron diversas técnicas apuntando a cubrir los miltiples escenarios.

Las técnicas descritas a continuacion se probaron con la intenciéon de abarcar una va-
riedad de comportamientos asociados a los productos a analizar. Los comportamientos y
peculiaridades son, por ejemplo, caracteristicas auto regresivas, tendencias, estacionalidades,
componentes aleatorios, suavizamientos, etc.

1.5.1.1. Modelo de proyeccién actual

En los tdltimos meses, en la farmacia se ha implementado la proyeccion de demanda en
base al promedio de los dltimos cinco meses, y repitiendo este valor para todos los periodos
que se deseen hacia adelante de la siguiente manera:

f=:>w (1)

Donde t corresponde a los meses anteriores al mes actual (cuando se hace la estimacién) y
con valores entre —5, —4, —3, —2, —1; y donde ¥, corresponde a los valores de venta reales de

8 Incluyendo también las proyecciones de los meses 1, 2 y del mes en curso, llamado mes 0.
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los meses correspondientes a t. Por ejemplo, y_; corresponde al valor de venta real del mes
pasado.

Se emplea esta técnica de prediccion a fin de obtener los pardmetros de rendimiento que
permitan compararlo con el resto de las técnicas implementadas.

—— Venta Real PRIMIDONA - 250 MG - 50 - COMPRIMIDO
20 1 —— Modelo Actual: Promedio 5 periodos
Error propagado

2019-04 2019-07 2019-10 2020-01 2020-04 2020-07 2020-10 2021-01 2021-04

Figura 1.6: Ejemplo de serie ajustada por actual metodologia.

1.5.1.2. Medias mdviles simples

Las medias moviles simples o SMA (por sus siglas en inglés), son secuencias provenientes
de la media aritmética de k elementos anteriores, en este caso, se aplicé el promedio simple
de cinco periodos de las ventas anteriores por ser el de mejor rendimiento entre los casos
k = 3,4,5,6 probados. Esta técnica funciona bien en casos con baja variabilidad de ventas,
sin embargo, falla en productos con mayor variacion, reflejando de manera tardia los choques
de demanda o las bajas abruptas de esta.

La técnica se construyo de la siguiente manera, tomando en consideracién de que para
proyecciones de mas de un periodo hacia adelante, se toman como referencia los valores de
periodos mas cercanos ya pronosticados.

11'71
fi= ¥

t=i—

Yt (1.2)

Donde ¢ corresponde a meses con valores entre 0, 1,2, 3,4, 5; y donde f; corresponde a los
valores a predecir para cada mes, por ejemplo, fy es la estimacion del mes actual y f; es la
estimacion del proximo mes.

Ademas, t corresponde a los meses anteriores al mes a calcular, donde y; corresponde a
los valores de venta reales de los meses correspondientes a t, por ejemplo, y_; corresponde al
valor real del mes pasado. Para el caso en que se busque predecir el valor, por ejemplo, fi, el
valor de g, sera igual al valor calculado correspondiente a fj.

10



100

80 1

60 1

40 1

204

—— Venta Real ZOPICLONA - 7,5 MG - 30 - COMPRIMIDO
—— SMA 5 periodos méviles
Error propagado

2013-04 2019-07 2019-10 2020-01 2020-04 2020-07 2020-10 2021-01 2021-04

Figura 1.7: Ejemplo de serie ajustada por Simple Moving Average de 5
periodos moviles.

1.5.1.3. ARIMA

Técnica autorregresiva que estudia predicciones de series de tiempo, donde estas series

pueden considerarse como la realizacion de procesos estocasticos que se observan secuencial-
mente en el tiempo (Chévez Quisbert, 1997).

Particularmente se implement6 la funcién auto_arima que busca, a través de un proceso

de optimizacion la btsqueda de los parametro p, ¢ y d 6ptimos que permitan el mejor ajuste
a cada una de las series de tiempo.

Los parametros mencionados se definen como:

= p es el nimero de términos autorregresivos, es decir, la cantidad de periodos inmediata-
mente anteriores que afectan el resultado un periodo determinado.

= d es el nimero de diferencias que se aplican a la serie de tiempo para que sea estacionaria.

= g es el numero de periodos a considerar en el cdlculo de medias médviles que realiza el
proceso.

Se determiné que la funcién auto__arima considerase en cada iteracion la busqueda de

términos que respondieran a la potencial estacionalidad de las series de tiempo; sin embargo,

no

se detectd para ninguna de las series de tiempo analizadas.
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—— Venta Real ATORVASTATINA - 20 MG - 30 - COMPRIMIDO
160 1 — ARIMA

Error propagado

140 4

120 4

100 1

80 1

60 1

40 4

2019-04 2019-07 2019-10 2020-01 2020-04 2020-07 2020-10 2021-01 2021-04

Figura 1.8: Ejemplo de serie ajustada por ARIMA(2,1,0).

1.5.1.4. Prophet

Prophet es un procedimiento para pronosticar datos de series de tiempo basado en una
técnica aditiva en el que las tendencias no lineales se ajustan a la estacionalidad anual,
semanal y diaria, ademds de los efectos de las vacaciones (Taylor y Letham, 2017). Esta
técnica funciona mejor con series de tiempo que tienen fuertes efectos estacionales, por lo
cual fue seleccionada para cubrir la brecha que las técnicas anteriores no lograron cubrir.

A continuacion se presenta una serie de tiempo ajustada por Prophet para los meses entre
octubre de 2019 y Marzo de 2020.

7 — Venta Real METFORMINA+SITAGLIPTINA - 50 MG + 1.000 MG - 56 - COMPRIMIDO
— Prophet
Error propagado

7.5 4

0.0 4

2019-04 2019-07 2019-10 2020-01 2020-04 2020-07 2020-10 2021-01 2021-04

Figura 1.9: Ejemplo de serie ajustada por Prophet.

Adicionalmente a la técnica simple de Prophet, se forzo la consideracion de estacionalidad

anual sobre la prediccion de valores, la cual ajustdé mejor que las técnicas anteriores solo en
algunas series de tiempo.



BH— ‘Venta Real LEVOTIROXINA - 50 MCG - 50 - COMPRIMIDO
—— Prophet estacionalidad forzada

Error propagado

40

354

30 4

15 1

10 4

2019-04 2018-07 2019-10 2020-01 2020-04 2020-07 2020-10 2021-01 2021-04

Figura 1.10: Ejemplo de serie ajustada por Prophet con estacionalidad anual
forzada.

1.5.2. Machine learning: clasificacion de técnicas

Considerando que se cuenta con los datos de ajuste de las técnicas anteriores, queda
preguntarse qué hacer si se cuenta con una nueva serie de tiempo asociada a un nuevo
medicamento. Evidentemente es posible aplicar las técnicas disponibles y seleccionar la que
genere mejores resultados; no obstante, también es posible caracterizar esta serie de tiempo
e identificar cudl seria la mejor técnica a aplicar en base a dichas caracteristicas.

Ante esto, se propuso la utilizacién de machine learning a través del método de clasifi-
cacion random forest, algoritmo de aprendizaje supervisado que debido a su capacidad de
considerar miltiples arboles de decisién genera resultados robustos en base a las técnicas dis-
ponibles y las caracteristicas de las series de tiempo (Breiman, 2001). Dichas caracteristicas
son determinadas a través del paquete tsfeatures®.

1.5.2.1. Resampling en desbalance de datos

En los problemas de clasificaciéon en donde se debe etiquetar entre miltiples categorias se
suele encontrar datos de entrenamiento entre las cuales existe una base minoritaria, es decir,
para la cual se tienen de manera importante menor cantidad de muestras. Esta situacion
generard potencialmente problemas de desbalanceo y errores en la clasificacién de datos de
prueba, subestimando dichas categorias minoritarias.

Ante este tipo de problema, existen diferentes estrategias de abordaje. En particular, y
con base en los resultados que se obtuvieron en la seccién 2.3.1, se opté por implementar
el muestreo artificial de datos u oversampling el cual consiste en crear muestras sintéticas
(no idénticas) utilizando diversos algoritmos que intentan seguir la tendencia del grupo (o
grupos) minoritarios.

En funcién de lo anterior es posible mejorar el proceso de clasificacion que se utilice; sin
embargo, debe tenerse en consideraciéon el riesgo de alterar la distribucion “natural” de las

9 Implementacién en Python del paquete tsfeatures de R.
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clases sobre muestreadas y confundir al modelo en su clasificacién.

1.5.3. Desempeiio de técnicas y del clasificador

Para la evaluacion de la calidad y precision de los técnicas y a la vez lograr compararlos de
manera justa entre si, se utilizaron las métricas MAE y MAPE. La primera provee la nocién
de error expresada en la diferencia de unidades entre el valor real versus el valor predicho.
En tanto, la segunda expresa el error como porcentaje del valor real por lo cual sirve para
comparar resultados para distintas magnitudes evaluadas.

Ademas de MAE y MAPE, se utilizan las métricas especificas para medir clasificadores.
En este caso la Precision, Recall, Accuracy y F1.

1.5.3.1. MAE (Mean Absolute Error)

Consiste en el promedio del valor absoluto de los errores, lo cuales estan definidos como
la diferencia entre el pronéstico y el valor real, como se muestra en la ecuacién (1.3).

1 n
MAE = *Z’yt—fﬂ (1.3)
[t

Donde 3, representa el valor real en el periodo t, y f; representa el valor pronosticado para
el periodo t.

Al utilizar el MAE, debe considerarse que este arroja un nimero en las mismas unidades
que los valores a evaluar, por lo tanto se puede interpretar facilmente al analizar un solo
producto. No obstante, esta métrica toma sentido en funcién de la magnitud de ventas del
producto analizado, y por tanto no es comparable con otros que no correspondan a la misma
magnitud. Por ejemplo, no es lo mismo tener un M AE = 10 ante un producto de venta
promedio 100 que ante un producto con venta promedio 30.

1.5.3.2. MAPE (Mean Absolute Percentage Error)

Consiste en el promedio del valor absoluto de los errores porcentuales, lo cuales estan
definidos como la diferencia entre el prondstico y el valor real, sobre el valor real como se
muestra en la ecuacién (1.4).

_ft|

- (1.4)

1 n
MAPE = =Y |2
i

Donde y; representa el valor real en el periodo t, y f; representa el valor pronosticado para
el periodo t.

A diferencia del MAE, el valor de MAPE es un porcentaje y, por lo tanto, sirve para
comparar rendimientos independientemente de las magnitudes de venta de los productos.
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1.5.3.3. Meétricas para el Clasificador

Para medir el comportamiento del clasificador se utilizaron distintas métricas que en con-
junto generan informacién ttil para tomar decisiones respecto al desarrollo de modelamiento
y uso del clasificador Random Forest.

1.5.3.3.1. Accuracy

La exactitud (accuracy) mide el porcentaje de casos que el modelo ha acertado a nivel
general. Esta métrica, si bien resume el comportamiento del modelo, no se usara por si sola
puesto que no es capaz por si misma de representar el rendimiento de clases minoritarias en
el caso de datos desbalanceados.

El cédlculo se realiza sumando todos los casos bien clasificados y dividiendo por el total de
datos testeados.
1.5.3.3.2. Precision

Con la métrica precision se puede medir la calidad del modelo de machine learning en
tareas de clasificacién respecto a una clase en particular. Es decir, responde a “De los datos
clasificados en una clase ;Cudntos realmente pertenecen a dicha clase?”.

El calculo se hace dividiendo el nimero de datos correctamente asignados a una clase entre
el total de datos clasificados en esa misma clase.
1.5.3.3.3. Recall

La métrica de exhaustividad (recall) nos va a informar sobre la cantidad que el modelo
de machine learning es capaz de identificar de una clase en particular. Es decir, responde a
“sQué cantidad de datos de una clase en particular se es capaz de clasificar correctamente?”.

El calculo se hace dividiendo el nimero de datos correctamente asignados a una clase entre
el total de datos clasificados en esa misma clase.

1.5.3.3.4. F1

El valor F1 se utiliza para combinar las medidas de precision y recall en un sélo valor.
Esto es practico porque hace mas facil el poder comparar el rendimiento combinado de la
precision y la exhaustividad entre varias soluciones.

Este valor se calcula a través de la siguiente ecuacion.

71— 2 x Precision * Recall

(1.5)

Precision + Recall
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Capitulo 2

Metodologia y desarrollo metodoldgico

En respuesta al planteamiento del problema, se utiliz6 como guia metdodica el CRISP-
DM cubriendo de este modo todos sus pasos y destacando el cardcter de ciclo que esta
metodologia tiene, asi como la importancia de iterar cada uno de sus componentes tantas
veces sea necesario y en base al ciclo de vida de la mineria de datos. Ademas, se destaca su
naturaleza sencilla y flexible.

Business £ Data

a

Data
preparation

Deployment

D;A / /
\\ /
e
Evaluation

Figura 2.1: Ciclo de vida de mineria de datos

En base al ciclo de vida de mineria de datos de la metodologia CRISP-DM, se plantearon
como referente y se desarrollaron las siguientes etapas como plan de trabajo: entendimiento
del negocio, entendimiento de los datos, preparacion de los datos, modelamiento, evaluacion
y recomendacion.

10 Cross-Industry Standard Process for Data Mining.
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2.1. Entendimiento del negocio

Antes de trabajar con datos, se realizaron reuniones con las partes involucradas para
lograr un entendimiento del negocio con principal foco en el proceso a intervenir, tanto de
la programacion como de la realizacién de compra de farmacos. A partir de este proceso es
que se logra complementar los antecedentes de la empresa, expuestos en la seccion 1.1 y la
comprension del problema planteado, expuesto en la seccién 1.2.

Asi mismo, a través de la indagacion y el entendimiento de los datos tratado en la sec-
cién 2.2, a continuacién, es posible complementar a través de nimeros la informacion presen-
tada en los antecedentes.

2.2. Entendimiento y preparacion de los datos

Para determinar como se trabajara con las distintas técnicas de modelamiento, es necesario
estudiar en profundidad los datos, comprender como se componen, establecer el nivel de
completitud de de las series de tiempo, etc. Para ello se trabajo con lenguaje SQL y con la
herramienta de exploracién y andlisis de datos Tableau Desktop.

Esta etapa se iter6 de manera conjunta con la anterior para lograr un buen entendimiento
del contexto del negocio y de los datos.

A medida que se fue explorando la base de datos, se fueron ejecutando modificaciones a
modo de preparacion para la posterior etapa de modelamiento. Dichos cambios también se
fueron realizando iterativamente en conjunto con la siguiente etapa.

2.2.1. Estructura de los datos

Se tuvo acceso a la base de datos operacional de la Farmacia a través de la plataforma
FarmaBot, de la cual es cliente. 103.692 transacciones fueron extraidas de una base de datos
relacional la cual se inspecciond en primera instancia con lenguaje SQL.
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Figura 2.2: Modelo relacional del sistema transaccional de Farmacia de San
Miguel

En funcién de las caracteristicas del estudio de la memoria, se consider6 que los atributos
de compra/venta relevantes para el analisis son:

s Tabla transaccion:

e cantidad: para determinar las unidades transadas

o monto: para determinar el valor asociado a la transaccion.

» Tabla producto: caracterizara cada medicameI}to para generar las series de tiempo. Por
ejemplo, PREGABALINA - 150 MG - 30 - CAPSULAS.

e principio activo: en el ejemplo, PREGABALINA. Determina el componente ac-
tivo del medicamento.

o dosis: en el ejemplo, 150 MG. Cantidad exacta de principio activo que contiene
cada dosis/unidad del medicamento.

« presentacion: en el cjemplo, CAPSULAS. Forma farmacéutica en que se dispone
el medicamento.

e cantidad: en el ejemplo, 30. Indica el nimero asociado a la presentacion del medi-
camento.

= Tabla fecha: permiten situar la transaccién en el tiempo con el uso de los atributos
dia, mes y ano.

» Tabla tipo: hace referencia al tipo de transaccién, compra de medicamentos (ingreso)
por parte de la farmacia o venta (egreso) a clientes a través del atributo grupo.

= Tabla externo: hace referencia a la identidad de la contraparte en la transaccién, ya
sea cliente o proveedor.
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» nombres: permite identificar cuando una transacciéon de venta corresponde a una
merma (campo toma el valor “EFEspecial”) o para identificar al proveedor cuando
la transaccion corresponde a un ingreso.

Si bien existe el campo nombre en la tabla producto (figura 2.2), el cual hace referencia
al nombre comercial, este no se utiliza. Esto pues para un mismo medicamento (definido por
su nombre) se puede tener distintas dosis, presentaciones o cantidades, no captando asi las
diferencias entre los ellos!'. En paralelo, ocurre que para un mismo principio activo (definido
por su dosis, cantidad y presentacién) se puede tener distintos nombres'?, por lo cual se
separarian en distintas series de tiempo siendo medicamentos idénticos.

2.2.2. Hallazgos y modificacion de datos

Para un andlisis més profundo se complementé la indagacion de los datos de compra y
venta de medicamentos a través de la herramienta Tableau Desktop.

De las 103.692 transacciones presentes en la base de datos, 96.439 (93 %) corresponden a
ventas, 6.830 (6,6 %) a ingresos a la farmacia y 423 (0,4 %) a egresos por merma.

Como se menciond en la seccién anterior, el analisis de esta memoria se basa en el trabajo
sobre series de tiempos de medicamentos definidos por su principio activo, dostis, can-
tidad y presentacion, siendo estos los mas relevantes para ser analizados, obteniendo los
siguientes resultados.

Principio activo 523
Dosis 472
Cantidad 92
Presentacion 41
Total combinaciones 1285
Series de tiempo ventas 876

Tabla 2.1: Resumen de los datos.

Como se ve en la tabla 2.1, existen efectivamente 1.285 combinaciones entre los campos
principio activo, dosis, cantidad y presentacion, implicando por lo tanto la existencia
de esta cantidad de series de tiempo. No obstante, de estas 1.285 sé6lo 876 contienen ventas.

Es importante senialar la presencia de distintos errores e incongruencias en la base de
datos, entre los que se encuentra la inconsistencia en el registro de ingresos de productos con
respecto al stock de los productos!®. Ante esto se tomé la decisién de trabajar con los datos
de venta y no identificarlos como demanda pues no se tiene registro de las ventas perdidas
por quiebre de stock, por ejemplo.

1 Por ejemplo, una persona que debe comprar PARACETAMOL - 125 mg - 6 - SUPOSITORIO, no ne-
cesariamente le sirve el medicamento PARACETAMOL - 500 mg - 16 - comprimido, debido a que estos
difieren en sus usos especificos distintos, aunque ambos tengan el mismo nombre comercial Paracetamol.

12 Por ejemplo, para la combinacién PARACETAMOL - 1 G - 20 - COMPRIMIDO existen dos nombres
comerciales, GESIDOL y XUMADOL COMPRIMIDOS.

13 Por ejemplo, se identifico que para méas casi un 50 % de los productos, el stock de productos (como resultado
del ingreso de producto menos la venta) tomaba valores negativos en algin momento del tiempo.
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Los errores que si fueron intervenidos, se abordaron tal como se muestra a continuacién.

Hallazgo Modificacién
Inconsistencia en separador de miles  Se determiné el uso de “” (punto) como sepa-
y decimales, algunos usando “,” (co-  rador de miles y “,” (coma) como separador de

[1%2]

ma) y otros “” (punto) de manera in-
distinta en el campo dosis.

Existencia de espaciado doble o au-
sencia de espaciado en los campos
dosis, cantidad y presentacion.

En el campo presentacion se iden-
tifica faltas de ortografia, errores de
tipeo y nombres distintos para refe-
rirse a un mismo concepto?.

Existencia de NULLs y “Desconoci-
do” en el campo principio activo.

decimales. Estos cambios fueron aplicados a la
base de datos original a través de SQL.

A través de SQL se corrigieron estas particulari-
dades directamente en la base de datos original
reemplazando por espaciado simple en cada ca-
SO.

Se identificaron los casos,y tras ser validados
por la contraparte en la farmacia, fueron hechas
las correcciones correspondientes en la base de
datos.

Para evitar ignorar cualquier medicamento que
no tenga un principio activo identificado, se pro-
cedio a repetir el nombre del medicamento en
el campo principio activo a fin de individua-
lizar dichos productos.

Tabla 2.2: Principales modificaciones a la base de datos.

Por ejemplo, para la forma farmacolégica COMPRIMIDO se utilizaron las palabras COMPRIMIDO, COM-

PRIMIDOS y GRAJEAS, dejando finalmente solo el correspondiente en los 3 casos.

En base a las correcciones realizadas, la tabla 2.1 se modifica, obteniendo los siguientes

resultados:

Antes  Después
Principio activo 523 461
Dosis 472 349
Cantidad 92 71
Presentaciéon 41 14
Total combinaciones 1285 931
Series de tiempo venta 876 865

Tabla 2.3: Resumen de los datos después de las modificaciones.

Con las modificaciones realizadas, se obtiene un total de 865, sin embargo, solo el 585 de
ellas (68 %) cuentan con un ano o mas de historia. Ademds, de estas 865 sélo 356 series de
tiempo cuentan con datos los ultimos seis meses (entre octubre de 2020 y marzo de 2021),
lo cual es relevante para el posterior modelamiento. En este sentido, se recalca que sélo se
trabajara con estas 356 series debido a que cumplen con los requerimientos técnicos de
suficiencia de datos tanto para el entrenamiento como el testeo de los modelos a utilizar en
la siguiente etapa de la metodologia, en particular, que existan mas de tres meses con valores
mayores a cero para el entrenamiento y seis meses con valores mayores a cero para el testeo.
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2.2.2.1. Identificacién de outlier

En la indagacién de datos se identificaron datos correspondientes a outliers'* en las distin-
tas series de tiempo en granularidad diaria (registro transaccional de ventas). Sin embargo,
estos no fueron excluidos debido a que al agregar mensualmente las ventas (formato que
finalmente se utilizé en el desarrollo), dichos outliers no generaron cambios significativos en
las series de tiempo.

En los casos de existencia de outliers en la presentacién agregada mensual de las series,
estos tampoco se descartaron, debido a que se supuso la pérdida de informacién. En muchos
de los casos, estos representan potenciales estacionalidades en el largo plazo'®, las cuales
se detectaron y utilizaron posteriormente para generar predicciones a través de las técnicas
ARIMA y Prophet. Adicionalmente, en este caso, se consideré también la limitada cantidad
de meses disponibles para el desarrollo del trabajo en cada una de las series de granularidad
mensual, por lo cual la eliminacién de dichos datos podria significar el descarte de la serie
completa a la que pertenece, lo cual habria disminuido aiin més la cantidad de productos a
analizar.

2.2.3. Visualizacion de series

Dentro de las series de tiempo que se utilizaron, existe un distribucién amplia en el prome-
dio de ventas, donde algunas de las series tienen promedio 1 venta por mes y la mas grande,
con 150.

En base a lo descrito, se presumio que esto podria tener un impacto en el comportamiento
de las técnicas usadas. Por lo tanto, para efectos practicos de analisis, cada serie de tiempo
fue clasificada en un grupo definido de la siguiente manera:

» Grupo 1: considera 180 series de tiempo (50,6 % del total) y abarca desde promedio
0,7 hasta 6,4 aproximadamente.

» Grupo 2: considera 140 series de tiempo (39,3 % del total) y abarca desde promedio
6,4 hasta 31 aproximadamente.

» Grupo 3: considera 36 series de tiempo (10,1 % del total) y abarca desde promedio 31
hasta 149, 7 aproximadamente.

14Un outlier (valor atipico) es una observaciéon extrafiamente grande o pequefia. Los valores atipicos pueden
tener un efecto desproporcionado en los resultados estadisticos, como la media, lo que puede conducir a
interpretaciones enganosas.

15 Esto se da en las series de tiempo que cuentan con menos de 20 meses, en las cuales no es posible aseverar
si una variacién abrupta en las ventas corresponde a un outlier o una expresion de estacionalidad.
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Figura 2.3: Distribuciéon de promedios de venta para cada medicamento
(serie de tiempo).

Para facilitar el agrupamiento se utilizé la herramienta bins de Tableau (Tableau, 2020),
de manera que se encontré el tamano éptimo para subgrupos de datos (en este caso el valor
de corte es 6,4'9).

La agrupacion final de series se hizo en base a este agrupamiento bins y a la distribucion
de los promedios de ventas de estas, donde el grupo 1 estd definido por ser el grupo que
contiene el primer intervalo bins, el cual ademas coincide con el valor de la mediana. Para
el segundo grupo, se acoté superiormente por el valor maximo del bozplot!”. Por tltimo, el
grupo 3 esta conformado por los outliers como se puede observar en la figura 2.3.

En cuanto a la venta de productos, los principios activos més vendidos son los siguientes.

16 Es decir, se agrupan todos los elementos que se encuentren en los intervalos de 6, 4n, con n la cantidad de
grupos necesarios para abarcar todos los promedios de venta.

17 Un boxplot es una representacion visual que describe varias caracteristicas importantes, al mismo tiempo,
sobre un conjunto de datos, tales como la dispersién, simetria, etc. Para su realizacién se representan los
tres cuartiles y los valores minimo y méaximo de los datos sobre un rectangulo, alineado horizontal.
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Figura 2.4: Venta de mejores productos agregados por principio activo.

Como se menciond antes, las series de tiempo estan definidas por las caracteristicas del
medicamento; sin embargo, a través del analisis agregado considerando solo el principio activo,
es posible identificar cinco de estos especialmente demandados.

Los principios activos son Atorvastatina, Losartan, Metformina, Pregabalina y Quetiapina.
Dichos principios activos estan precisamente asociados a cinco de las principales enfermeda-
des crénicas preponderantes en Chile (colesterol alto, hipertension arterial, diabetes, dolores
neuropaticos y transtornos mentales, respectivamente) (Zitko y Aceituno, 2019). Dichos me-
dicamentos han incrementado su venta en el tltimo ano en aproximadamente un 50 %, lo
cual incrementa el interés de la direccién de la farmacia por anteponerse a la demanda para
lograr satisfacerla oportunamente.

Se eligieron tres medicamentos de interés para ser mostrados en el analisis, en base a su
importancia para la farmacia y por su comportamiento en los diferentes grupos asignados.
Estos ademds seran analizados en la seccién 2.3.1.3.

Grupo 1: QUETIAPINA - 50 MG - 30 - COMPRIMIDO
Grupo 2: METFORMINA - 850 MG - 60 - COMPRIMIDO
Ml Grupo 3: LOSARTAN - 50 MG - 30 - COMPRIMIDO

Venta medicamentos de interés analitico por grupo

|
Cantidad Cantidad
3 3
=] 23

rup
Cantidad

arzo 2019 julio 2019 noviembre 2019 marzo 2020 julio 2020 noviembre 2020 marzo 2021

Figura 2.5: Venta de medicamentos de interés analitico por grupo asignado.
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Tal como se ve en estas series de tiempo, en el resto de los medicamentos no se detectaron
a primera vista estacionalidades, la cual se atribuye inicialmente a una limitada extension de
tiempo de las series (la més larga cuenta con 25 meses de ventas). No obstante, en algunas
series se divisan grandes variaciones entre sus puntos maximos y minimos, asi como también
otras se mantienen estables en el tiempo con tendencias evidentes, caracteristicas que seran
captadas e integradas por los distintas técnicas a usar.

2.2.4. Preparacion de los datos

Profundizando las modificaciones anteriores, se prepararon los datos con un foco en el
posterior modelamiento generando una gran tabla resumen que contuviese todas las series de
tiempo en la misma base de datos a través de codigos SQL. Para ello se siguieron los pasos
que a continuacion se describen:

a) Generacién de tabla auxiliar de periodos, la cual contiene todos las combinaciones mes-
ano necesarias para el modelamiento, en este caso desde marzo de 2019 hasta marzo de
2021 (como el interés de la farmacia es obtener datos mensuales, se trabaj6 con esta
granularidad, por lo tanto a cada mes se le identificé con el dia 1).

b) Generacion de tabla auxiliar de medicamentos, la cual contiene todas las combinaciones
“principio activo - dosis - cantidad - presentacion” que se utilizaran. Para ello se consulta
todo medicamento que haya sido egresado en la tabla de transacciones, y que cumpla
con no ser merma. Adicionalmente, se filtran todos los medicamentos que no cumplen con
la cantidad de periodos con ventas como se senalé en el ltimo parrafo de la seccion 2.2.2.

¢) Armado de resumen auxiliar de todas las transacciones, debidamente identificadas con
el nombre del medicamento y la fecha (granularidad mensual).

d) Por dltimo se cred y completé la tabla resumen a partir de las tablas auxiliares de los
pasos a), b) y ¢), la cual contiene los campos senalados en la figura 2.6:

— resumen b
resurnen_ID INT

> descripcion VARCHAR(45)

# p_activo W ARCHAR{45)

> dosis VARCHAR(45)

» cantidad_presentacion W ARCHAR{45)

» fecha DATE

» cantidad INT

Figura 2.6: Estructura de la tabla resumen.
Es importante senalar que para cada serie de tiempo se utilizaron 6 periodos (meses) de

evaluacion independientemente del modelo a utilizar, por lo tanto, la proporcién de testeo
sobre el total de datos no serd la misma en todos los casos.
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Proporcion de datos de testeo
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Figura 2.7: Proporcién de datos de testeo.

A pesar de que en algunos casos la proporcion de datos de testeo es alta respecto al total
de la serie, casi un 90 % de las series cuenta con mas del 70 % de los datos disponibles para
el entrenamiento de las técnicas, es decir, tienen al menos 18 meses de historia.

2.3. Modelamiento de técnicas y evaluacion

Con base en las etapas anteriores, se programo en Python los distintos comandos, con las
librerias pertinentes, que permitieron generar los modelos de prondéstico, las correspondientes
simulaciones y las evaluaciones de los resultados obtenidos, a fin de seleccionar modelos
adecuados y con los menores errores posibles.

Como se indicé en secciones anteriores, se utilizaron 6 periodos (correspondientes a los
meses octubre de 2020 a marzo de 2021) de testeo para todas las técnicas a utilizar y para
todas las series de tiempo, independiente de su extension. Esto para garantizar la justa com-
paracion entre los resultados obtenidos por cada técnica, ademas de llevar a uso el escenario

real que se busca implementar en la farmacia'®.

En primer lugar, fue implementado el modelamiento de las técnicas, mencionadas en el
capitulo 1.5.1, a cada una de las series de tiempo determinadas en la preparacién de datos,
obteniendo valores de desempeno MAE y MAPE. En base a dichos resultados se realizan
diferentes andlisis los cuales son: determinar los rendimientos de cada técnica individualmen-
te, evidenciar la mejora de rendimientos utilizando las mejores técnicas para cada serie de
tiempo, y el analisis de los medicamentos mas relevantes. La finalidad de mostrar estas tres
secciones, radica en evidenciar los distintos rendimientos que se obtienen en base al uso de
las distintas técnicas para distintos tipos de serie de tiempo seguin su nivel de venta.

Posteriormente, se aplic6 el modelo de clasificacion Random Forest para determinar la
asignacion de la técnica mas adecuada a cada serie de tiempo en base a las caracteristicas
de estas tltimas y del rendimiento que la técnica consiga, realizando nuevamente un analisis
que permita determinar el desempeno con dicha herramienta.

18 La farmacia necesita contar con 5 meses de prediccion, por lo tanto se considerard la proyeccién de 6 (actual
+ 5 hacia adelante), debido a que se presume el desconocimiento de datos completos del mes en que se
realiza la proyeccién.
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Dentro de cada secciéon se evaliia cada prediccion a través de las métricas MAE y MAPE,
de modo de determinar por medio de los errores, los rendimientos de las técnicas para cada
serie de tiempo, y establecer asi cuales son mas adecuados en cada caso. Se procedié a
hacer revisiones de los resultados y los alcances que se lograron obtener, iterando durante la
realizacion del trabajo para enriquecer el proceso.

2.3.1. Modelamiento de técnicas

Para lograr aplicar las distintas técnicas, estas se modelaron en cédigos independientes de
manera que fuesen ejecutables y medibles por separado.

En primer lugar se conecté la base previamente arreglada con formato de series de tiempo,
en donde 865 series de tiempo fueron dispuestas de la siguiente manera:

= Aplicar cada técnica por separado al total de series.

» Guardar resultados en una tabla de estructura: Descripcion_ Producto, Fecha, Ven-
ta_ real, Valor _Técnica_ 1, Valor Técnica_ 2, Valor Técnica 3, (...); de manera de con-
tar con todas las predicciones para cada serie de tiempo con cada una de las técnicas'®.

= Fueron calculadas las métricas MAE y MAPE para cada una de las técnicas, almace-
nando dichos datos en una tabla de estructura: Descripcion_ Producto, Técnica, MAFE,
MAPE?.

A partir de esto se logra desarrollar el analisis de la seccion 2.3.1.1 explicado a continuacion.

2.3.1.1. Resultados de cada técnica

Al observar los resultados generales (tabla 2.4), se puede apreciar que en términos de
MAPE;, la técnica Modelo Actual se comporta mejor para la totalidad de los productos en
promedio. Por otro lado, en base a MAE, la que mejor rendimiento tiene es SMA5 pero
dicha métrica en este caso pierde relevancia debido a que se estan comparando series con
magnitudes distintas en promedio.

Lo anterior puede ser una senal de que, si bien en promedio la técnica Modelo Actual es
mejor porcentualmente, la técnica SMAS tiene mejor rendimiento en series con valores mas
elevados.

En cuanto a la comparacion entre tiempos de ejecucion, es posible identificar que conforme
la complejidad de la técnica implementada aumenta, el tiempo de ejecucion también lo hace.
En este caso, para la comparacion entre las técnicas de mejor rendimiento, no es ttil la
consideraciéon del tiempo de ejecucion puesto que son parecidas dada la similar complejidad
de estas.

19 Ver anexo A para conocer la estructura de tabla en que se guardan los resultados de las predicciones de
las distintas técnicas utilizadas.
20 Ver anexo B para conocer la estructura de la tabla en que se guarda los resultados de rendimientos.
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MAPE MAE T ejecucion®

Modelo Actual 43.9% 5,6 ~ 1 min
SMAS 46,5 % 5.4 ~ 1 min
ARIMA 48,3 % 6,0 ~ 8 min
Prophet 59,2 % 5,8 ~ 24 min
Prophet forzado  300,1 % 30,4 ~ 124 min

Tabla 2.4: Resultados generales.

¢ Es de considerar que los tiempos de ejecucién aqui senalados pueden variar en funcién de la capacidad de
procesamiento del computador en que se realice. En este caso, todas las ejecuciones fueron realizadas en
una misma méaquina siendo, por lo tanto, comparables.

Al analizar los resultados de cada técnica utilizando las agrupaciones definidas en la sec-
cion 2.2.3, es posible detectar en primera instancia que los rendimientos de la técnica Modelo
Actual, SMAS5, ARIMA y Prophet son similares, en comparaciéon con los grandes valores
de MAPE y MAE que presenta la técnica Prophet con estacionalidad anual forzada (ver
figura 2.8).

Resultados generales por grupo

Grupo

e ] Modelo

. ModeloActual
300% W smas
W ARIMA

O Prophet
200% <> . Prophet_yearly

MAPE

= O O o

MAE MAE MAE

Figura 2.8: Resultados generales por grupo.

Al excluir los resultados de Prophet con estacionalidad anual forzada (figura 2.9), se ad-
vierten sutiles diferencias entre los rendimiento de las otras técnicas. Entrando mas en detalle,
a través de la figura 2.10, es posible observar que para el Grupo 1, basados en el promedio
del MAPE, seria ARIMA la técnica que mejor da respuesta, sin embargo, este resultado se
encuentra muy cerca a los rendimientos de SMAS5 y mas aun de la técnica Modelo Actual,
tanto en MAPE como en MAE.
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Resultados generales por grupo
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Figura 2.9: Resultados generales por grupo sin Prophet con estacionalidad
anual forzada.

Por otro lado, para los grupos 2 y 3, por una leve diferencia contra la técnica Modelo
Actual, el SMAS5 muestra mejores resultados tanto por MAPE como por MAE. Con todo,

en el Grupo 3 la diferencia por MAE evidencia un poco mas la ventaja de SMAS5 sobre la
técnica Modelo Actual.

Detalle rendimientos generales

Grupo Modelo

1 ModeloActual [ NRNEGEGEGDG 50 5% 18
I 52.4% 18
I S0.1% 1s
[ 70-0% 21
2 43.0% 6.5
42.7% 6.3
[, 23-3% 7.3
I 50-5% 6.5
3 33.3% I, -1 >
31.9% I, 157
35.5% I, -1 ¢
38.5% I -1 S
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Figura 2.10: Detalle resultados generales por grupo sin Prophet con estacio-
nalidad anual forzada.

En base a esto, el orden de precisién en base a MAPE seria:

1° 2° 3° 4° 5°
Grupo1l ARIMA  Modelo Actual ~ SMAb Prophet  Prophet forzado
Grupo 2 SMA5 Modelo Actual ~ ARIMA  Prophet  Prophet forzado
Grupo 3  SMA5 Modelo Actual ~ ARIMA  Prophet  Prophet forzado

Tabla 2.5: Ranking resultados por grupos en base a MAPE.

Pese a que es posible identificar que algunas de las técnicas son mejores que otras a
nivel general, esto no permite generar una conclusiéon ni mucho menos entregar una soluciéon
al problema planteado, pues ain cuando es factible identificar mejores técnicas para cada
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grupo, esto no resulta suficiente dado que deja afuera los resultados individuales de cada
serie.

2.3.1.2. Resultados utilizando mejores técnicas

Considerando la tabla de métricas mencionada anteriormente se procedié a hacer la se-
leccion de mejores técnicas en una tabla de estructura: Descripcion_ Prod, Modelo_ MAPFE,
MAE, MAPE.

Se realiz6 la seleccién de las mejores técnicas en base a la métrica MAPE para cada una
de las series de tiempo. A partir de esto se obtiene los siguientes resultados.

Resultados mejores modelos
0% Modelo

. . I ModeloActual
216%
{77 series 2.8%
de tiempa) X (10 series
(56 series de tiempa)
detiempa) Prophet

35.5%
- (142 series . Prophet_yearly
sU%o de tiempa)

15.3% Promedic ventas

200 {71 series a

- de tiempa) -
10
12
10% 14
17

MAPE promedio

MAE

Figura 2.11: Resultados de mejores técnicas.

Se identifica que, a pesar de las diferencias en MAE, los errores porcentuales (MAPE)
promedio son similares para la SMAS5 con 43 %, ARIMA con (47%) y para Prophet con
estacionalidad anual forzada con 45%. Las diferencias en MAE se presumen asociadas al
promedio de ventas de las series a las que se ajustan, lo cual indica como las distintas técnicas
responden mejor a distintos tipos de serie.

Con mejor rendimiento se encuentra a Modelo Actual, con un MAPE promedio de 37 % y
casi un 40 % de las series ajustadas con esta como mejor técnica. Es relevante que el porcentaje
de series ajustadas sea asi de alto, debido a que implica que no es necesario utilizar grandes
recursos (tiempo que requieren técnicas més complejas) para lograr obtener buenos resultados
en la ejecucion general del codigo.

Por ultimo, se encuentra la técnica Prophet, con un 20 % de series ajustadas y con un

promedio MAPE de 26 %, en donde ademés, como en los casos anteriores, el MAE aumenta
dado el nivel promedio de ventas de los productos ajustados.
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Figura 2.12: Resultados de mejores técnicas por grupo.

Al analizar los resultados en funciéon de los grupos asignados, es posible confirmar el
hallazgo de incidencia del promedio de ventas del grupo sobre el MAE promedio obtenido. Se
rescata ademas, que tanto la distribucién de MAE como de promedios de venta son distintas
para cada técnica utilizada.

En particular, se pudo observar que para series estables (con baja varianza) se suele asignar
técnicas mas sencillas, generando menor MAE; en tanto, para series més complejas (de mayor
varianza) suelen ajustar mejor técnicas mas elaboradas como el ARIMA, Prophet y Prophet
con estactonalidad anual forzada.

MAPE MAE T ejecucién
SMA5 46,5% 5.4 ~ 1w
Mejores técnicas 38,1% 4.5 ~ 4 min

Tabla 2.6: Comparacion resultados SMAS5 versus seleccién de mejores téc-
nicas.

Si se miran los resultados comparados con la técnica que en general tuvo mejor rendimiento
en la seccion anterior, es posible notar que hubo esperables mejoras tanto en el rendimiento
de MAPE como de MAE; no obstante, es necesario recalcar que esto involucra el uso de
mayor cantidad de tiempo de ejecucion, pasando de 1 a 4 minutos aproximadamente.

2.3.1.3. Resultados de medicamentos relevantes

En base al secciéon 2.2.3, se analizan brevemente los medicamentos Losartan, Metformina
y Quetiapina por su relevancia con respecto a la cantidad de ventas que registran en los 2
anos de historia disponibles del sistema transaccional de la farmacia.

Para el andlisis se consideran tanto los datos reales como las proyecciones arrojadas por
las distintas técnicas.

Cabe mencionar que para efectos practicos se omitieron las proyecciones generadas por
la técnica de Prophet con estacionalidad anual forzada en las figuras siguientes, debido a

30



ajustes desproporcionados que no permiten apreciar correctamente el resto de los resultados
(Ver anexo A para conocer la estructura de la tabla que guarda los resultados).

2.3.1.3.1. Analisis LOSARTAN - 50 MG - 30 - COMPRIMIDO

La serie de tiempo asociada a las ventas del producto LOSARTAN - 50 MG - 30 - COM-
PRIMIDO pertenece a la clasificaciéon de Grupo 3, en particular con un promedio de 118
ventas por mes en toda su historia y con 177 unidades vendidas promedio el iltimo ano vy,
en general, presenta una tendencia de crecimiento positiva.

220 { —— Venta Real LOSARTAN - 50 MG - 30 - COMPRIMIDO
—— Modelo Actual: Promedio 5 periodos

—— SMA 5 periodos moviles

—— ARIMA

—— Prophet

|

140 4

2020-01 2020-03 2020-05 2020-07 2020-09 2020-11 2021-01 2021-03

Figura 2.13: Ajustes de distintas técnicas a la serie de tiempo asociada a
ventas de LOSARTAN - 50 MG - 30 - COMPRIMIDO

En comparacion a otras series de tiempo del grupo al que pertenece, este medicamento
tiene una elevada varianza. Dicha varianza dificulta un buen ajuste de las distintas técnicas

de prediccion (ver figura 2.13), obteniendo altos valores tanto en la métrica MAPE como en
MAE (ver tabla 2.7).

MAPE MAE

Modelo Actual ~ 10% 18,8
SMA5 ~ 9% 18,5
ARIMA ~ 11% 20,7
Prophet ~ 10% 18,7

Prophet forzado  ~ 187% 334,3

Tabla 2.7: Resumen métricas de resultados para LOSARTAN - 50 MG - 30
- COMPRIMIDO.

En consideracion de los resultados de métricas, es posible identificar que las técnicas
ARIMA, SMAS5, Modelo Actual y Prophet, tienen comportamientos similares; sin embargo,
en base a la seleccion a través de MAPE, es posible asignar el que mejor ajuste logra dentro
de lo posible, siendo SMAS el elegido.
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Figura 2.14: Ajuste de técnica SMAS para la serie de tiempo de LOSARTAN
- 50 MG - 30 - COMPRIMIDO

En base a los valores de MAPE y MAE, es crucial tomar decisiones de abastecimiento que
apunten al sobreestockeo, sobre todo por la gran importancia que tiene este medicamento en
la poblacion que lo consume y la gran demanda con que cuenta.

2.3.1.3.2. Anadlisis METFORMINA - 850 MG - 60 - COMPRIMIDO

La serie de tiempo asociada a las ventas del producto METFORMINA - 850 MG - 60 -
COMPRIMIDO pertenece a la clasificacién de Grupo 2, con un promedio de 16,4 ventas por
mes en toda su historia y con 17,5 unidades vendidas promedio el tltimo afio y, en particular
no se identifica una tendencia evidente.

30.0 4 —— Venta Real METFORMINA - 850 MG - 60 - COMPRIMIDO

—— Modelo Actual: Promedio 5 periedos
—— SMA 5 periodos méviles

2754 —— ARIMA
—— Prophet

20.0 4 /\

2020-05 2020-07 2020-09 2020-11 2021-01 2021-03

Figura 2.15: Ajustes de distintas técnicas a la serie de tiempo METFOR-
MINA - 850 MG - 60 - COMPRIMIDO

En general, y en comparacion a otras series de tiempo del grupo al que pertenece, este
medicamento tiene una elevada varianza. Dicha varianza, dificulta un buen ajuste de las

distintas técnicas de prediccién (ver figura 2.15), obteniendo altos valores tanto en la métrica
MAPE como en MAE (ver tabla 2.8).



MAPE MAE

Modelo Actual ~ 48 % 6,2
SMA5 ~ 55% 7.2
ARIMA ~ 37 % 4.8
Prophet ~ 99 % 13,3

Prophet forzado  ~ 103 % 15,2

Tabla 2.8: Resumen métricas de resultados para METFORMINA - 850 MG
- 60 - COMPRIMIDO.

En base a los resultados de métricas, es posible identificar que la técnica SMA5 logra un
mejor comportamiento con un MAPE de 37 % aproximadamente. Aun siendo el mejor ajuste
entre los disponibles, este continia siendo alto. Sin embargo, la baja cantidad de ventas
promedio de ventas de este medicamento genera que el error sea de muy pocas unidades
(MAE = 4,8), y en donde se podria tomar la opcion de sobrestockear a la farmacia debido al
probable bajo impacto que pudiese tener la adquisicién de 5 unidades extra del medicamento
por mes.

40 4 — Venta Real METFORMINA - 850 MG - 60 - COMPRIMIDO
— ARIMA
Error propagado

N/
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Figura 2.16: Ajuste de técnica ARIM A(0,0,0) para la serie de tiempo de
METFORMINA - 850 MG - 60 - COMPRIMIDO

2.3.1.3.3. Anailisis QUETIAPINA - 50 MG - 30 - COMPRIMIDO

La serie de tiempo asociada a las ventas del producto LOSARTAN - 50 MG - 30 - COM-
PRIMIDO pertenece a la clasificacion de Grupo 3, en particular con un promedio de 0,9
ventas por mes en toda su historia y con 2,1 unidades vendidas promedio el ultimo ano.
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Figura 2.17: Ajuste de técnica Modelo Actual para la serie de tiempo de
QUETIAPINA - 50 MG - 30 - COMPRIMIDO

Si bien la serie de tiempo no presenta una gran varianza, si tiene fluctuaciones en el
tiempo que dificultan un ajuste certero de las distintas técnicas aplicadas. Con todo, 4 de las
5 técnicas aplicadas coinciden en los mismos valores de predicciéon y, por lo tanto, con igual

MAPE y MAE.

MAPE MAE

Modelo Actual ~ 42% 1
SMA5 ~ 42% 1
ARIMA ~ 42% 1
Prophet ~ 42% 1
Prophet forzado  ~ 328 % 9,7

Tabla 2.9: Resumen métricas de resultados para QUETIAPINA - 50 MG -
30 - COMPRIMIDO.

Ante esta situacion, y en consideracion de que la técnica Modelo Actual es mas sencilla y
tiene un costo (en tiempo) menor de ejecucion, se determina establecer dicha técnica como
la mejor en este caso.

2.3.2. Modelamiento de clasificador

El procedimiento de esta seccién nace a partir de la presuncion de que variadas series de
tiempo asignadas a una misma técnica, pudieran compartir caracteristicas desde el punto de
vista estadistico.

A partir de los resultados de la seccion 2.3.1.2, se utiliza la seleccion de técnicas que mejor
respondieron entre las usadas para cada producto. Adicionalmente, en base a las ventas, se
calculan las caracteristicas asociadas a cada serie de tiempo. Para ello se utiliz6 el paquete
tsfeatures ampliamente usado para la caracterizacion estadistica de series de tiempo.
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Figura 2.18: Distribucién de valores de variables X ACF1 y entropia entre
las distintas técnicas asignadas.

Un ejemplo que apoya la idea antes senialada se puede observar en la figura 2.18, en donde
se identifica que el promedio de la variable X ACF1%' y de la entropia, se distribuyen de
distinta manera segin la técnica utilizada y el grupo al que pertenece cada serie (que hace
referencia al nivel o promedio de venta de la misma).

A partir de la utilizacion de tsfeatures, se generaron un total de 43 variables para cada
serie de tiempo. Sin embargo, de estas sélo son utilizables 30, debido a que muchas de ellas no
entregaron informacién. En particular, la mayoria de los descartes se debieron a la existencia
de valores invariables entre series?? y existencia de NAs en la mayorfa de las series. Por
ejemplo, para una misma caracteristica, se detectaron un 98 % de NAs para el total de los
productos).

Ademas, existieron algunas series que contenian NA’s aislados en alguna variable, esto
principalmente asociado a que la posibilidad de calculo de dichas caracteristicas dependian
del largo de la serie de tiempo. Para evitar disminuir dramaticamente el nimero de datos,
estos NA’s se reemplazaron por el valor 0, lo cual, dada la naturaleza de los NA’s, no debiera
presentar problema para el clasificador pues este valor explica precisamente una caracteristica
de la serie de tiempo.

Por otro lado, se intent6 disminuir variables que hicieran referencia a una misma caracte-
ristica de la serie o en caso de que existiera correlaciones importantes. Sin embargo, como se
aprecia en la figura 2.19, no se encontraron correlaciones relevantes que permitieran descartar
variables bajo ese concepto.

21 Hace referencia a la funcién de autocorrelacién del primer coeficiente para cada serie de tiempo.
22 Todas las series adquirieron el mismo valor, por lo tanto no representé informacién que aportara a los
posteriores entrenamiento y clasificacién.
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Figura 2.19: Correlograma detallado de variables con mayores coeficientes
de correlacion
2.3.2.1. Resampling: sobremuestreo

Una vez definidas las variables a utilizar en el clasificador, se procedié a generar un set
aleatorio de entrenamiento y testeo con una proporcion de 70 % y 30 %, respectivamente.

Con los datos de testeo seleccionados se procedié a buscar los parametros 6ptimos para el
ajuste del modelo Random Forest, usarlos para el entrenamiento del clasificador y, por ultimo,
testear la prediccion de modelo a través de los datos seleccionados para ello, obteniendo los
siguientes resultados.
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Figura 2.20: Matriz de confusion

La figura 2.20, ademds de evidenciar la clasificacién errénea de 56 % (60) de las series
de tiempo testeada, hace evidente evidente el desbalance de datos de testeo asociadas a
clasificaciones minoritarias, generando las siguientes métricas.

Precision  Recall F1
Modelo Actual 44 % 6% 61%
SMA5 100 % 6% 11%
ARIMA - 0% -
Prophet 29% 11% 16%
Prophet forzado - 0% -
Accuracy 44 %

Tabla 2.10: Resumen métricas de rendimiento del clasificador.

A partir de la tabla 2.10, se evidencian los bajos valores de métricas de rendimiento que
genera el desbalance de clases. En particular, es incluso imposible calcular la precision y F1
de las técnicas ARIMA y Prophet con estacionalidad anual forzada debido a la inexistencia
de datos clasificados como tal por el modelo.

El desbalance inicial es evidente, considerando que la clase con mayor cantidad de datos

(Modelo Actual) tiene casi el doble de datos que la segunda (77), y més de 14 veces el tamano
de la clase menor (Prophet forzado).
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Cantidad

Modelo Actual 142
SMA5 56
ARIMA 7
Prophet 71
Prophet forzado 10

Tabla 2.11: Resumen distribucién de clasificaciones originales.

Para abordar esta problematica, se selecciona la técnica de resampling, especificamente el
sobremuestreo (explicado en la seccién 1.5.2.1, logrando equilibrar los datos a fin de entrenar
de mejor manera el clasificador y obteniendo, entre datos simulados y originales, 142 datos
asociados a cada una de las técnicas y con un total de 710 (implicando 497 datos de prueba

y 213 de testeo).

2.3.2.2. Resultados clasificador de modelos

Aplicada una solucién al desbalance, se procedié nuevamente a buscar los parametros
6ptimos de ajuste. Para esto se simul6 el uso de méas de 900 combinaciones para 4 parametros
(ver figura 2.21, obteniendo en aproximadamente 80 minutos, los valores que se utilizarian

para entrenar el clasificador.

Validation curves
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Training score —— Cross-validation score

Figura 2.21: Curvas de validacién de parametros para clasificador Random
Forest.

Finalmente, los parametros 6ptimos a utilizar en el entrenamiento del modelo fueron:
n__estimators = 90, max__depth = 10, min__samples_leaf = 1 and min__samples__split =

2. A partir de dicho entrenamiento, se obtiene los resultados de testeo siguientes.
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Figura 2.22: Matriz de confusion post entrenamiento con oversampling.

Aplicada la solucién al set de datos utilizado, se obtuvieron nuevas métricas de rendi-
miento, las cuales en su mayoria mejoraron. La tnica excepciéon es la precision y F1 de la
técnica Modelo Actual. No obstante, esto se explica precisamente por el sobreajuste de esta
clase generado por el primer clasificador en base al desbalance.

Precision
Modelo Actual 63 %
SMAS5 91 %
ARIMA 62 %
Prophet 85 %
Prophet forzado 95 %

Accuracy

Tabla 2.12: Resumen métricas de rendimiento del clasificador post entrena-

miento con oversampling.

De las 213 clasificaciones usadas para testear, 114 corresponden a datos reales los cuales,
al aislarlos, siguen mostrando un buen comportamiento. Esto se observa en la figura 2.23, en

primera instancia, y con mas detalle en la tabla.
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Figura 2.23: Matriz de confusién post entrenamiento con oversampling, solo
datos reales.

Precision  Recall F1
Modelo Actual 69 % 53%  60%
SMA5 64 % 78 % 70 %
ARIMA 40 % 48 % 43 %
Prophet 52 % 54%  53%
Prophet forzado 67 % 100%  80%
Accuracy 58 %

Tabla 2.13: Resumen distribucién de clasificaciones post entrenamiento con
oversampling, solo datos reales.

Naturalmente, al quitar los datos artificiales generados por el sobremuestreo en las clases
de menor tamano, las métricas tomaron valores menores a las anteriores; aun asi, siguen
siendo mejores que sin la ayuda de dicha técnica.

En especifico, series de tiempo como las asociadas a la técnica Prophet con estacionalidad
anual forzada, se benefician de una buena clasificacién debido a que sin esta técnica, los
valores MAE y MAPE asociados a ella serfan atin mayores.

Por ejemplo, al medicamento “OMEPRAZOL - 20 MG - 60 - CAPSULAS” se habia
asignado anteriormente la tecnica Modelo Actual con un MAE de 18,6 y MAPE de ~ 96 %,
cuando con Prophet con estacionalidad anual forzada obtiene MAE de 14,8 y MAPE de
~ 48 %. Las diferencia son apreciables en la figura 2.24
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Figura 2.24: Ejemplo de medicamento asignado a Prophet con estacionalidad
anual forzada.

A través de la tabla 2.14 se puede evidenciar la variacién de rendimiento en MAPE en
promedio para la prediccién de series de tiempo con el modelo de clasificacion utilizado,
versus directamente asignar la mejor técnica posible para dicha serie nueva. El aplicar dicha
serie (la mejor) implicarfa la necesidad de entrenar y medir los resultados de esta con todas
las técnicas disponibles y clasificarla a partir del rendimiento en alguna métrica en particular,
asi como se realiz6 en la seccion 2.3.1 con el MAPE.

N° Aumento MAPE

Fallas MAPE promedio promedio final
Modelo Actual 22 8,2 % 44 3%
SMAS5 4 8,3 % 54,8 %
ARIMA 11 14,8 % 452 %
Prophet 11 17, 7% 38,4 %
Prophet forzado 0 0% 39,5 %
General 48 11,9% 44.7 %

Tabla 2.14: Resumen de variacién de rendimientos MAPE en base al uso
del clasificador.

En esta implementacién, se observa que 48 (42 %) series de tiempo no fueron correctamente
clasificadas, costando en rendimiento la ganancia de 11,9 % MAPE en promedio para cada

una de ellas.

De la misma manera, la métrica MAE asciende segiin grupo, es decir, en base al nivel de
venta de cada uno. Especificamente se tienen los siguientes valores.
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N° Aumento MAE
Fallas MAE promedio final

Grupo 1 24 0,3 1,8
Grupo 2 20 1,6 7,0
Grupo 3 4 4.5 11,9
General 48 1,2 4,6

Tabla 2.15: Resumen de variacién de rendimientos MAE en base al uso del
clasificador.
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Capitulo 3

Conclusiones

A partir del analisis de resultados de cada técnica implementada, fue posible conocer
el rendimiento de cada una de ellas por separado, asi como sus tiempos de ejecucion. En
particular se encontr6 que la técnica Modelo actual es la que mejor rendimiento tiene en
base al MAPE, es decir, al error porcentual promedio que las series tienen respecto de la
prediccién. Pero por otro lado, se encuentra la técnica SMAS, la cual presenta un mejor
rendimiento en base al indicador MAE. Esto representa un indicio de que esta técnica se
comporta mejor con productos de venta promedio mayor en base a la técnica Modelo actual.

Este indicio fue comprobado a través de la clasificaciéon de series de tiempo en grupos
segun su magnitud promedio de ventas lo cual, de hecho, llevo a la conclusién de que SMAS
se comporta mejor con los grupos 2 y 3 (de mayor venta promedio) y ARIMA con las series
del grupo 1 (las de menor venta promedio). Finalmente, la técnica Modelo actual queda
desplazada en rendimiento al segundo lugar para cada grupo.

En base a lo anterior, es posible indicar que, en primera instancia, si fuera necesario elegir
so6lo una técnica para aplicar a la totalidad de las series de tiempo, entonces esta seria Medias
Modviles Simples de 5 periodos (SMA5) pues, a pesar de no tener el mejor MAPE con todas
las serie, si implica un menor error promedio para los medicamentos de mayor venta y por
lo tanto, menor impacto negativo en el negocio.

Ahora, al clasificar cada medicamento segtin el modelo al que mejor responde (en base
a los resultados anteriores), se encuentra una evidente mejora promedio tanto en la métrica
MAE como en MAPE vy, por lo tanto, es conveniente que cada serie de tiempo sea analizada
basados en dicha asignacién a través de una etiqueta (generacién de dicho campo en la base de
datos). Aun cuando tal método resulta tomar més tiempo que el seleccionado antes (SMA5),
se sugiere la inversiéon de 3 minutos extras para obtener resultados mejores a través de esta
ejecucion que incluye la utilizacién de todas las técnicas.

Con respecto al clasificador de series de tiempo, se esperaba conseguir un modelo que
fuera capaz de asignar la técnica predictiva que mejor pudiera ajustar a la serie de tiempo
sin la necesidad de probar cada una de ellas. Ante esto se obtuvo valores relativamente
bajos en cuanto al rendimiento del modelo. En particular, se obtuvo a nivel general una
exactitud de clasificacion de 58 %, es decir que clasificé correctamente ese porcentaje de
series de tiempo entre las distintas alternativas disponibles aumentando en promedio un
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11,9% del MAPE y 1,2 el MAE. Adicionalmente, si bien la ejecucion de las predicciones
tomo menos de 1 minuto, el entrenamiento del clasificador tomé en promedio 80 minutos por
ocasién. Ademas, debe considerarse la necesidad de uso de la técnica de sobremuestreo para
compensar el desbalance de tamano entre clases (técnicas), lo cual podria generar confusiones
al clasificador, sobreestimando el tamano de las clases mas pequenas, induciendo a error y
reflejando esto en los resultados.

Frente a lo anterior, es necesario cuestionar si se esta conforme con el clasificador consi-
derando la cantidad de tiempo invertido en comparacion a ejecutar todos los modelos para
una nueva serie y a partir de los resultados elegir la mejor técnica (asi como se realiz6 en
un principio para cada medicamento al inicio del modelamiento), teniendo mayor certeza del
rendimiento de esta alternativa. Vale mencionar que la ejecucion de todas las técnicas para
cada nueva serie de tiempo, toma tan solo 1 minuto en promedio.

3.1. Recomendaciones de implementacion

En base a los resultados obtenidos, se recomienda la utilizacién de los mejores modelos para
cada serie de tiempo debido a que implica un mejor rendimiento general de las predicciones
y un tiempo razonable de ejecucién considerando las opciones probadas en este trabajo.

Considerando las necesidades de la administracion técnica de la farmacia, los cédigos
asociados a la prediccion deberan ser ejecutados una vez al mes, obteniendo de esta manera
los valores de prediccién para cada uno de los medicamentos de los siguientes 5 meses, ademas
de la prediccién del que se encuentre en curso y realizando las operaciones en base a esta
informacion.

Se recomienda ejecutar la asignacion de mejores modelos para la totalidad de los medica-
mentos al menos cada seis meses, de manera tal de mantener actualizadas las etiquetas de
estos en la base de datos, asegurando asi que la técnica asignada a cada serie es realmente la
de mejor rendimiento en cada momento.

JPor qué cada seis meses? Pues porque muchas de las series de tiempo que se tienen
cuentan con una historia limitada (menos de dos anos de datos), por lo cual, a medida que
se tenga mas informacion de ellos, serd posible captar mejor el comportamiento de estas
(aparicién de estacionalidades, tedencias positivas o negativas, etc) y asignar una técnica que
responda a las caracteristicas de la serie de tiempo. Un periodo de seis meses en este caso,
es una cantidad de tiempo prudente para incluir potenciales variaciones relevantes relativas
a las series de tiempo que pudieran hacer cambiar el escenario y, por lo tanto. la técnica que
mejor le ajusta.

Conforme a lo anterior, se sugiere la integracion de los datos arrojados por las técnicas en
la plataforma FarmaBot tan pronto se ejecuten los cédigos, de manera que el usuario pueda
tomar las decisiones de abastecimiento mes a mes. Por supuesto, dichas decisiones deben ir
acompaniadas de una revisiéon de inventario (el sistema FarmaBot ya cuenta con ella) que
permita ajustar los niveles de compra en base al stock del momento en que se toman, es
decir, si ya se cuenta con un stock alto (que sobrepase la demanda proyectada del mes actual
y los venideros), el pedido no debera sobredimensionarse mas alla de lo recomendado por la
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técnica usada.

Para dicha implementacion, se sugiere mostrar los pedido ya programados (caso CENA-
BAST) de cada medicamento junto con los valores maximos de modificacion (4 30 %) y con
la prediccién entregada por las técnicas para facilitar la toma de decisién de la encargada.

3.2. Recomendaciones de trabajo futuros

En base a lo observado en el estudio de esta memoria se recomiendan los siguientes trabajos
futuros asociados al mejoramiento del actual sistema de administaciéon FarmaBot:

= Identificacién de quiebre de stock: implementacion de campo que identifique en
la base de datos la situacion del stock de los medicamentos en base a su demanda
proyectada. Por ejemplo, si se proyecta una demanda de 300 unidades de un producto
para los siguientes 3 meses, sin embargo sélo se cuenta con 200 unidades, el sistema
debiera lanzar una alerta de quiebre de stock para dos meses mas. De esta manera, se
facilita la tarea de quien realiza los pedidos de la farmacia pues la alerta indicaria el
grado de urgencia que tiene cada uno de los productos para el reabastecimiento.

= Registro de ventas perdidas o no realizada producto de quiebre de stock:
implementacion de campo que identifique y caracterice en la base de datos, la razén de
no venta de un medicamento cuando este sea demandado por un cliente. Esta accion
permitiria trabajar con datos de demanda real (o cercana a la real) de los productos y
no solo los datos de venta realizada.

= Revisién y correccion de medicamentos: si bien en el desarrollo de este trabajo
se hicieron correcciones asociadas a los campos dosis, cantidad y presentacion, es
necesario generar una instancia de profundizacion en esta materia debido a que requiere
la evaluacién profesional farmacolégica para no inducir a errores?.

= Identificacion de medicamentos equivalentes: se plantea la posibilidad de que
medicamentos con mismo principio activo, dosificacién y presentacién sean equivalentes
entre si en alguna proporciéon y que por lo tanto sean reemplazables a la hora de ser
comercializados?*. Esto apunta a mejorar la identificacién real de la demanda por los
medicamentos considerando que lo importante es el principio activo, la dosificacion y la
presentacion y no la cantidad comercial en que se ofrece dicho medicamento.

Considerando lo anterior, se propone la continuidad del trabajo de esta memoria a través
de las siguientes acciones:

= Analisis de las series de tiempo en granularidad quincenal: si bien, a medida
que se trabaja con mayor detalle en la granularidad de las series de tiempo, los errores

23 Por ejemplo, se identificé de manera separada el medicamento “Metformina” y “Metformina clorhidrato”,
cuando farmacolégicamente estas son equivalentes, por lo tanto en vez se ser consideradas como dos series
de tiempo por separado, deberian expresarse en una. Este caso podria darse en distintos principios activos
declarados, por lo cual se sugiere una revisién en este aspecto.

24 Por ejemplo, "METFORMINA - 850 MG - 60 - COMPRIMIDO"podria ser reemplazado por la compra de
dos cajas del mismo producto en formato de 30 comprimidos.

45



propagados son mayores al agregar los resultados (cdlculo de demanda quincenal se
agrega a demanda mensual), esto también implica una ventaja respecto del analisis con
las distintas técnicas utilizadas. Esto debido a que se tiene mayor informacién utilizable
por los algoritmos de las distintas técnicas (en particular, mayor cantidad de puntos
para analizar) y por lo tanto se descartaria menor cantidad de series de tiempo por
razones técnicas. Otro beneficio de esto es la mejor identificacién de quiebres de stock
en las series y por lo tanto, la menor subestimacion de demanda.

= Integracion de hitos relevantes a la técnica de prediccion Prophet y Prophet
con anualidad forzada: los hitos referidos son quiebres de stock, existencia de feriados
y eventos que interrumpan el funcionamiento normal de la farmacias, entre otros que
pudiesen considerarte relevantes para el caso.

= Utilizacion de algoritmos de predicciéon con machine learning: se sugiere el
estudio de la demanda a través de esta opciéon debido a la capacidad de este método
de integrar en un mismo modelo la interacciéon del comportamiento de los distintos
productos, los cuales pueden ser claves a la hora de predecir el comportamiento de un
medicamento en particular?.

25 Por ejemplo, se presume la existencia de medicamentos complementarios, es decir, se consume uno y
probablemente o otro también (por ejemplo, con el uso de medicamentos antinflamatorios acompaiiados de
Famotidina u Omeprazol); o medicamentos equivalentes en accién, como lo pueden ser dos medicamentos
que solo difieren en la presentacién (cdpsula vs. comprimido)

46



Bibliografia

Breiman, L. (2001). Random forests. Machine Learning, 45(1), 5-32. https://scikit-learn
.org/stable/modules/generated /sklearn.ensemble. RandomForestClassifier.html

Cathalifaud, D. (2020, 10). Reuniones virtuales con clientes.
CENABAST. (2017). Quiénes somos. https://www.cenabast.cl/institucion/quienes-somos/

ChabotChile. (2020). Crear agrupaciones a partir de una medida continua. https://www
farmabot.cl/about

Chévez Quisbert, N. (1997). Modelos arima. Rev Cien Cult(1), 23-30. http://www.scielo.org
.bo/scielo.php?script=sci_ arttext&pid=S2077-33231997000100005&Ing=es& tlng=es

Logitec. (2014). Mermas del retail en chile. Revista Logitec. https://www.revistalogistec.com/
index.php/logistica/pymes/item /806-mermas-del-retail-en-chile

SanMiguel. (2018). Informe diagndstico comunal plan de desarrollo comunal de san miguel
2019-2024. https://web.sanmiguel.cl/farmacia-comunal /

SanMiguel. (2019). Farmacia comunal. https://web.sanmiguel.cl/farmacia-comunal /

Tableau. (2020). Crear agrupaciones a partir de una medida continua. https://help.tableau
.com/current /pro/desktop/es-es/calculations_ bins.htm

Taylor, S. J., y Letham, B. (2017). Forecasting at scale. PeerJ Preprints 5:e3190v2. https://
peerj.com/preprints/3190v2/

Zitko, P., y Aceituno, D. (2019). Proyeccion del estudio de carga de enfermedad.
https://salud-sociales.udla.cl/ . https://salud-sociales.udla.cl/wp-content /uploads/
sites/70/2020/08 /Informe-ProyecciAgn-Carga-de-Enfermedad-a-2030-Chile-UDLA
pdf

47



Anexo A

Resultados de la implementacién de
técnicas

A continuacién se expone una muestra de los resultados de la ejecuciéon de las cinco técnicas
implementadas para la prediccién de ventas de las series de tiempo de tres medicamentos,
los cuales son comercializados por la Farmacia Comunal de San Miguel.

Estos son los datos utilizados para el cdlculo de las métricas de rendimiento MAE y MAPE
de cada técnica para cada producto.
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Producto Fecha Real T1 T2 T3 T4 T5
LOSARTAN - 50MG - 30
 COMPRIMIDO 10/2020 172 170 170 163 191  -650
LOSARTAN - 50MG - 30
 COMPRIMIDO 11/2020 163 170 169 177 197 455
LOSARTAN - 50MG - 30
 COMPRIMIDO 12/2020 189 170 170 167 202  -15
LOSARTAN - 50MG - 30
 COMPRIMIDO 01/2021 205 170 169 174 208 56
LOSARTAN - 50MG - 30
 COMPRIMIDO 02/2021 184 170 172 169 214 591
LOSARTAN - 50MG - 30
 COMPRIMIDO 03/2021 206 170 170 173 219 338
METFORMINA _
850MG - 60 - COMPRL-  10/2020 15 21 21 19 26 29
MIDO
METFORMINA _
850MG - 60 - COMPRI-  11/2020 21 21 21 19 27 34
MIDO
METFORMINA _
850MG - 60 - COMPRI-  12/2020 13 21 23 19 28 6
MIDO
METFORMINA _
850MG - 60 - COMPRL-  01/2021 13 21 922 19 929 44
MIDO
METFORMINA _
850MG - 60 - COMPRI-  02/2021 11 21 23 19 29 9
MIDO
METFORMINA _
850MG - 60 - COMPRI-  03/2021 6 21 22 19 30 40
MIDO
QUETIAPINA - 50MG -
30 - COMPRIMIDO 10/2020 4 2 2 2 2 26
QUETIAPINA - 50MG -
30 - COMPRIMIDO 11/2020 1 2 2 2 2 2
QUETIAPINA - 50MG -
30 - COMPRIMIDO 12/2020 3 2 2 2 9 4
QUETIAPINA - 50MG -
30 - COMPRIMIDO 01/2021 3 2 2 p 9 3
QUETIAPINA - 50MG -
30 - COMPRIMIDO 02/2021 3 2 2 2 2 y
QUETIAPINA - 50MG - (o) , ) , 2 2 ,

30 - COMPRIMIDO

Tabla A.1: Ejemplos de resultados de la implementacién de las técnicas de
predicciéon. T1: Técnica Actual, T2: SMAS5, T3: Arima, T4: Prophet, T5:

Prophet__year.

49



Anexo B

Rendimientos de la implementacion

de técnicas

A continuacién se expone una muestra de los resultados de rendimiento MAE y MAPE
de la ejecucion de las cinco técnicas implementadas para la prediccién de ventas de las series
de tiempo de tres medicamentos, los cuales son comercializados por la Farmacia Comunal de

San Miguel.

Las técnicas para las cuales fue calculado el MAE y MAPE son: “Técnica actual”, “SMA5”,
“ARIMA”, “Prophet” y “ Prophet_year” (Prophet con anualidad forzada). Estos son los datos
utilizados para la evaluacion de rendimientos de los distintos analisis que se muestran en esta
memoria. Ademas, se tomd este set de datos como parte de los inputs para la implementacién
y evaluacion de la técnica de clasificacién Random Forest.

Producto Técnica MAE MAPE
LOSARTAN - 50 MG - 30 - COMPRIMIDO Técnica Actual 18,83 0,10
LOSARTAN - 50 MG - 30 - COMPRIMIDO SMA5 18,50 0,09
LOSARTAN - 50 MG - 30 - COMPRIMIDO ARIMA 20,67 0,11
LOSARTAN - 50 MG - 30 - COMPRIMIDO Prophet 18,67 0,10
LOSARTAN - 50 MG - 30 - COMPRIMIDO Prophet_ year 334,33 1,87
METFORMINA - 850 MG - 60 - COMPRIMIDO  Técnica Actual 6,17 0,48
METFORMINA - 850 MG - 60 - COMPRIMIDO  SMA5 7,17 0,55
METFORMINA - 850 MG - 60 - COMPRIMIDO  ARIMA 4,83 0,37
METFORMINA - 850 MG - 60 - COMPRIMIDO  Prophet 13,33 0,99
METFORMINA - 850 MG - 60 - COMPRIMIDO  Prophet_ year 15,17 1,03
QUETIAPINA - 50 MG - 30 - COMPRIMIDO Técnica Actual 1,00 0,42
QUETIAPINA - 50 MG - 30 - COMPRIMIDO SMAS5 1,00 0,42
QUETIAPINA - 50 MG - 30 - COMPRIMIDO ARIMA 1,00 0,42
QUETIAPINA - 50 MG - 30 - COMPRIMIDO Prophet 1,00 0,42
QUETTAPINA - 50 MG - 30 - COMPRIMIDO Prophet__year 9,67 3,28

Tabla B.1: Ejemplos de métricas de rendimiento MAE y MAPE a partir de

la implementacion de las técnicas de prediccion.
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