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IMPACTO DE LAS MÁSCARAS DE OCLUSIÓN EN LA CLASIFICACIÓN
DE GÉNERO EN BASE A IRIS

El iris humano es una fuente importante de rasgos biométricos, como el patrón y el color
del iris. Trabajos anteriores han clasificado el género de un sujeto a partir de imágenes del
iris, con distintos grados de éxito. Para trabajar con imágenes del iris, éste es segmentado
desde una imagen periocular, y luego es normalizado utilizando coordenadas rectangulares.
En este proceso, se genera una imagen que enmascara las zonas que no son parte del iris,
como párpados, reflejos o pestañas. Estudios anteriores han mostrado que estas máscaras
podrían contener información. Si se busca clasificar género usando exclusivamente la textura
del iris, la información contenida en las máscaras y potenciales errores al generarlas podrían
introducir sesgos en los resultados. En este trabajo se propone una nueva metodología que
parea máscaras de género opuesto y asigna una máscara única a cada par, independizándola
del género. Adicionalmente, se corrigen manualmente las máscaras para eliminar elementos no
enmascarados que no son parte del iris. Se usaron las bases de datos Gender From Iris y ND-
CrossSensor-Iris-2013, las que contienen 3.000 y 29.986 imágenes de iris respectivamente. Al
eliminar la información de género en las máscaras, se reduce en un 7.3 % la tasa de clasificación
de género.
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A remarkable, glorious achievement is just what a long series
of unremarkable, unglorious tasks looks like from far away.

Tim Urban
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Capítulo 1

Introducción

1.1. Motivación

El iris humano es una importante fuente de rasgos biométricos. Comparado con otras
modalidades biométricas (como la huella dactilar o el rostro), hay múltiples ventajas al usar el
iris. Éste posee un complejo patrón de pliegues, surcos y pigmentos, más variado y detallado
que la huella dactilar [1]. Esto permite que el iris sea utilizado para identificar con mayor
precisión a poblaciones grandes [1]. Este patrón se mantiene relativamente constante durante
la mayor parte de la vida de la persona, y dada su naturaleza, es difícil de falsificar [2].
Adicionalmente, no se requiere contacto físico para poder extraer su información. Por estas
razones, las tecnologías de reconocimiento de iris han sido utilizadas con éxito en países como
los Emiratos Árabes Unidos e India [3].

Para trabajar con imágenes de iris, éste debe ser procesado en varias etapas, como
muestra la Figura 1.1. En primer lugar, se debe capturar una imagen periocular, y el iris
debe ser extraído de esta mediante segmentación. Una vez que el iris y la pupila han sido
encontrados, el iris es normalizado transformándolo a un sistema de coordenadas rectangu-
lares; esta forma de normalizar se conoce como “Daugman’s rubber sheet model” [2]. Como
parte del proceso de segmentación y normalización, una máscara que cubre las regiones que
no son parte del iris es obtenida para eliminar reflejos de luz, áreas cubiertas por párpados o
pestañas, maquillaje, etc. [2, 4]. Esta máscara de oclusión es importante ya que previene
que información que no pertenece al iris interfiera con los procesos de clasificación posterio-
res [4]. Si se desea efectuar reconocimiento en base a iris, la imagen normalizada debe ser
codificada. Esta imagen codificada es comparada con otras imágenes para poder identificar
al sujeto.

Tomando en cuenta las ventajas del iris para identificar personas, en trabajos anteriores
se ha explorado la posibilidad de clasificar el género1 de una persona a partir de su iris [5–7].
Esto puede realizarse usando tanto la imagen periocular original como la imagen del iris
normalizado [8]. A diferencia de la identificación a partir del patrón del iris, el clasificar el
género en base imágenes del iris no permite individualizar a un sujeto. A cambio, se puede
1 Entiéndase como género biológico, clasificable en hombre o mujer, y excluyendo anomalías cromosómicas.
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Figura 1.1: Etapas del proceso de reconocimiento en base a iris.

usar de forma complementaria a otros rasgos biométricos [9]. Por ejemplo, se puede usar
para etiquetar y caracterizar demográficamente una base de datos de imágenes de iris que
previamente no contenía esta información [10]. Además, conociendo el género de un sujeto
se puede reducir el tiempo de identificación, ya que sólo será necesario buscar en una mitad
de la base de datos para identificarlo [6].

En esta tesis se abordará la clasificación de género en base a iris usando imágenes
de iris normalizadas, dada su estabilidad en el tiempo [2]. Es de interés particular el clasi-
ficar el género exclusivamente a partir del iris, su textura y patrones, excluyendo cualquier
información que puedan introducir otros elementos. El usar exclusivamente el iris para cla-
sificar género permitiría determinar de forma empírica cuánta información de género hay en
la textura del iris. Además, la literatura médica ha mencionado diferencias entre iris y zonas
perioculares masculinos y femeninos [11–15].

Para efectos de poder compararse con otros trabajos previamente publicados, la métri-
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ca usada en este trabajo para evaluar el desempeño en la clasificación de género corresponde
al accuracy (exactitud). Éste se define como el porcentaje de muestras clasificadas correc-
tamente respecto del total de muestras a clasificar.

1.2. Máscaras de oclusión en la clasificación de género
en base a iris

Se han realizado múltiples trabajos en torno a la clasificación de género usando iris
normalizados. Algunos de estos trabajos [5–7, 16–18] reportan resultados cercanos o superio-
res al 80% de accuracy. Otros trabajos [8, 19, 20] en cambio, reportan resultados en torno
al 60% de accuracy. En el pasado, se han dado posibles explicaciones para esta discrepancia
[8, 20]. Algunas de las razones que se mencionan para justificar esta discrepancia son el uso de
particiones de entrenamiento y prueba no separadas por sujeto, la presencia de información
que no corresponde al iris, y la utilización de sólo una partición de prueba.

El uso de máscaras de oclusión en la clasificación de género en base a iris es necesario,
como se mencionó anteriormente, ya que elimina información que no pertenece al iris [4].
Sin embargo, si lo que se busca es clasificar usando exclusivamente la textura del iris, las
máscaras de oclusión pueden introducir sesgos en los resultados ya que éstas podrían estar
correlacionadas con el género. Anteriormente se ha mostrado que la presencia de maquillaje
influye en la generación de las máscaras [20]. Por ejemplo, en la Figura 1.2 se contrasta el
proceso de segmentación y normalización de una imagen con maquillaje y una imagen sin
maquillaje. La presencia de maquillaje en el párpado inferior ocasionó una segmentación
incorrecta de esa zona, y posteriormente, se logra ver el maquillaje en el iris normalizado,
aún después de ser enmascarado. Esto no sucede con la imagen sin maquillaje. También se ha
mostrado que, usando sólo las máscaras de oclusión sin información de iris, es posible lograr
resultados cercanos al 60% de accuracy [20]. Esto implicaría que los resultados obtenidos no
sólo reflejan la información de género presente en el iris sino que también en las máscaras.
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(a) Imagen periocular segmentada, con maquillaje. (b) Imagen periocular segmentada, sin maquillaje.

(c) Imagen normalizada, con maquillaje. (d) Imagen normalizada, sin maquillaje.

(e) Imagen normalizada enmascarada, con maquilla-
je aún visible.

(f) Imagen normalizada enmascarada, sin maquillaje.

Figura 1.2: Diferencias en segmentación en presencia (a, c y e) y ausencia
(b, d y f) de maquillaje. Las máscaras de oclusión se muestran en rojo.

Otro sesgo que puede ser introducido indirectamente por las máscaras de oclusión se
debe que a las máscaras generadas automáticamente no cubren correctamente las zonas que
no contienen textura del iris. Esto podría ocasionar que elementos como el maquillaje, los
párpados o las pestañas, influyan en los resultados de clasificación de género basada en iris
[8, 20]. En caso de que estas zonas que no son parte del iris estuvieran presentes, los resultados
reflejarían no sólo la información de género presente en el iris, sino también la información
presente en dichas zonas.

Dado que las máscaras pueden introducir sesgos, y que han habido discrepancias en
los resultados obtenidos en la literatura reciente, es necesario diseñar una metodología que
permita medir y eliminar el impacto de las máscaras de oclusión en la clasificación de género
basada en iris. De este modo se clasificaría usando exclusivamente la información presente
en la textura del iris, independizándose de la información de las máscaras. Para esto, se
propone un nuevo método denominado pareo de máscaras, que asegura que las distribuciones
de máscaras de oclusión son iguales en ambos géneros. Esto permitiría eliminar la información
de género presente en las máscaras. El método consiste en parear cada máscara masculina
con una máscara femenina que sea similar, y luego generar una nueva máscara a partir de la
unión de las dos máscaras originales. El método de pareo reduce la cantidad de información
de iris que ese pierde al generar la máscara nueva.
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Adicionalmente, se corrigieron manualmente las máscaras generadas automáticamente,
lo que permite estudiar el efecto de los errores en las máscaras generadas. Ambos factores,
los pares de máscaras y las máscaras corregidas, entregan una nueva perspectiva en el efecto
de las máscaras de oclusión en la clasificación de género en base a iris.

1.3. Hipótesis

Se proponen las siguientes hipótesis respecto de la clasificación de género en base a
iris:

• Las pestañas, párpados, y otros elementos presentes en las imágenes normalizadas de iris
contienen información que un clasificador puede aprender a usar para predecir género.

• Si la distribución de las máscaras de oclusión no es idéntica en ambos géneros, esta
información puede ser usada por un clasificador, haciendo que los resultados reflejen
información de género presente en las máscaras de oclusión además del iris.

• El accuracy en clasificación obtenido al eliminar la información de género presente en
las máscaras de oclusión sería significativamente inferior a la obtenida sin eliminar dicha
información.

1.4. Objetivos

El objetivo general de esta tesis es definir una metodología para eliminar la información
de género presente en las máscaras de oclusión y en los elementos que no son parte del iris;
y medir el impacto de las máscaras de oclusión en la clasificación de género en base a iris.
Los objetivos específicos para lograrlo son:

1. Desarrollar una metodología que permita eliminar la información de género presente en
las máscaras de oclusión en la clasificación de género en base a iris.

2. Corregir manualmente las máscaras para bloquear las estructuras que no corresponden
a la textura del iris.

3. Usar máscaras corregidas y la metodología ya mencionada en la clasificación de género
en base a iris.

4. Medir el impacto de las metodologías diseñadas y su nivel de significancia en la clasifi-
cación de género usando pruebas estadísticas.

1.5. Estructura de la tesis

La presente tesis se estructura de la siguiente forma. En el Capítulo 1 se introduce el
trabajo realizado, explicando su motivación, su hipótesis y los objetivos para comprobarla.
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En el Capítulo 2 se presenta la fundamentación teórica para entender el trabajo realizado.
Además, se describe el algoritmo usado para segmentar y normalizar iris, y se detalla el estado
del arte. En el Capítulo 3 se describe la metodología a seguir para comprobar la hipótesis
planteada y cumplir los objetivos, incluyendo el método propuesto de pareo de máscaras y
la metodología de clasificación de género en base a iris. En el Capítulo 4 se muestran los
resultados obtenidos tras aplicar la metodología descrita en el Capítulo 3, incluyendo su
análisis estadístico y discusión. Finalmente, en el Capítulo 5 se concluye con respecto a los
objetivos e hipótesis planteadas en la Introducción, y se proponen mejoras metodológicas y
trabajo a futuro.
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Capítulo 2

Marco teórico

En este capítulo se presenta el trasfondo teórico requerido para entender el trabajo
realizado. En primer lugar, se habla de biometría y se mencionan las ventajas y desventa-
jas de la biometría soft. Luego se describe el proceso de segmentación y normalización del
iris realizado por el software OSIRIS [21]. Posteriormente, se describe el estado del arte,
resumiendo las publicaciones anteriores que han trabajado en la clasificación de género en
base a iris (periocular y normalizado). Finalmente, se describen brevemente los algoritmos
de machine learning usados, VGGNet-16 [22] y Support Vector Machine (SVM) [23].

2.1. Biometría

La biometría es la ciencia de reconocer personas automáticamente basado en carac-
terísticas físicas o de comportamiento, tales como rostro, huella dactilar, iris, mano, voz,
postura y firma [9]. La biometría permite confirmar o establecer la identidad de una persona
en base a “quién es esa persona”, en vez de en base a “qué posee esa persona” (identificación
basada en posesión, por ejemplo, una tarjeta de acceso) o “qué recuerda esa persona” (identi-
ficación basada en conocimiento, por ejemplo, una contraseña) [24]. Para operar, los sistemas
biométricos requieren que previamente se haya inscrito o “enrolado”, proceso en el que se
extraen y se almacenan los rasgos biométricos a utilizar, y se los asocia a un individuo [24].

El uso de sistemas biométricos para la identificación de una persona tiene múltiples
ventajas en comparación a la identificación basada en posesión o en conocimiento. Es sig-
nificativamente más difícil copiar, compartir y distribuir rasgos biométricos en comparación
a contraseñas o tokens [24]. Los rasgos biométricos no pueden ser perdidos u olvidados, y
requieren que la persona a reconocer esté presente [24]. Además, los rasgos biométricos son
difíciles de falsificar [24].

Los rasgos biométricos soft, un tipo de rasgos biométricos cuya definición como tal fue
introducida en el año 2011 [10], son “características humanas físicas, de comportamiento o
adheridas, clasificables en categorías pre-definidas y reconocibles por otros humanos” [9]. Una
definición más reciente de rasgos biométricos soft es “características personales describibles
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por humanos que pueden ser usadas para asistir en o efectuar reconocimiento de personas”
[25]. Estos rasgos emergen de forma natural entre las personas y les permiten distinguir a sus
pares, a diferencia de la biometría clásica [10]. Ejemplos de rasgos biométricos soft incluyen,
entre otros, color de piel e iris, postura, vestimenta, etnicidad, edad, y género.

El uso de rasgos biométricos soft ofrece ciertos beneficios complementarios a los rasgos
biométricos clásicos, potenciando la capacidad de reconocimiento de éstos [9]. Por definición,
los rasgos biométricos soft son comprensibles por los humanos. Esto facilita tareas de in-
teroperabilidad máquina-persona, por ejemplo, en tareas de vigilancia por video [26]. Otro
beneficio reportado es la robustez a datos de baja calidad. En situaciones donde los datos
no permiten efectuar biometría clásica —e.g., si no fuera posible reconocer a una persona a
través de su iris—, podría ser posible extraer rasgos biométricos soft —e.g., su color de ojos,
su raza o su género [25, 26].

Ciertos rasgos biométricos soft pueden ser obtenidos a distancia, por ejemplo, el color
y tipo del cabello, la estatura, el género, el tipo de cuerpo/contextura y la vestimenta. Esto
permite que sean obtenidos sin requerir el consentimiento o cooperación del sujeto observado
[10, 26]. Además, los rasgos biométricos soft no son distintivos —i.e. no permiten identificar
a un sujeto—, lo que es positivo en temas de privacidad a la hora de extraer y almacenar
estos rasgos [10, 26].

Esto último es a su vez una desventaja de los rasgos biométricos soft. Al no ser
distintivos, es posible saber varios rasgos biométricos soft de un sujeto y aún así no poder
distinguirlo de otros [10]. Otra desventaja es la poca permanencia —i.e. qué tan estables son
en el tiempo— de ciertos rasgos biométricos soft. Rasgos como el color o estilo del cabello y
la vestimenta pueden cambiar fácilmente, lo que limita su uso en el tiempo [10]. Finalmente,
ciertas categorías de rasgos biométricos soft son altamente subjetivas. Categorías binarias
como el género son más fáciles de discernir entre sujetos, pero otras como el color del cabello
pueden requerir distinciones más sutiles en las que no todos están de acuerdo [10]. Por
ejemplo, lo que para una persona es “cabello de color café”, para otra puede ser “cabello de
color castaño oscuro”, y una misma persona puede tener distintas tonalidades de café en su
cabello.

2.2. Segmentación y normalización del iris

Como se mostró previamente en la Figura 1.1, el procesamiento del iris consta de múl-
tiples etapas: captura, segmentación, normalización, enmascaramiento, codificación e identifi-
cación. Para segmentar y normalizar el iris existen distintas metodologías. Recientemente, se
han publicado múltiples trabajos donde se realiza segmentación usando Deep Learning [27–
30]. Sin embargo, en esta tesis se usó el software OSIRIS (Open Source for IRIS, [Programa
de Código] Fuente Abierto para Iris) [21] para segmentar y normalizar el iris. Este software se
usó por varias razones: al inicio de esta tesis, las demás opciones no estaban aún disponibles;
al ser un software que lleva años siendo utilizado en la industria y en la academia [31], se
puede dar por probados su desempeño y robustez, y puede ser usado como punto base para
la segmentación de iris [31]; usar OSIRIS permite estudiar el impacto de que la segmentación
sea imperfecta y hayan elementos que no sean parte del iris visibles en el iris normalizado.

8



La segmentación y normalización del iris usando OSIRIS constan de las siguientes
etapas [21, 31, 32]: localización de pupila, detección de contornos de pupila e iris, y norma-
lización. Antes de poder normalizar, se debe adquirir la imagen a procesar. Para esto, se
ocuparon sensores infrarrojos especializados que permiten capturar la imagen de un ojo (co-
mo el LG2200) o ambos (como el LG4000) [33], y permiten ver la textura de este aún cuando
el iris es oscuro. La imagen adquirida corresponderá a una imagen periocular. A continuación
se describe la metodología usada por OSIRIS para segmentar y normalizar.

2.2.1. Segmentación: localización de la pupila

El primer paso en la segmentación es localizar la pupila. Como parte de la configuración
del programa, se deben configurar valores mínimos y máximos para el radio de la pupila y
del iris, acotando los valores de búsqueda posteriores. La metodología usada en OSIRIS se
basa en dos criterios:

1. La suma de los valores de los pixeles al interior de la pupila (con forma circular) debe
ser cercana a 0.

2. El gradiente #   »

GP en cada punto P del contorno de la pupila está alineado con el radio
#    »

OP , donde O es el centro de la pupila. Por lo tanto, la suma de los ángulos θP entre #   »

GP

y #    »

OP debería ser cercana a 0.

Para acelerar la búsqueda, la resolución de la imagen es reducida y los criterios son aplicados
en forma de filtros. Asumiendo que el radio de la pupila es r, el primer criterio equivale a usar
un kernel circular de tamaño r × r, como se muestra en la Figura 2.1. Tras haber aplicado
este filtro, los valores son normalizados entre 0 y 1 e invertidos (0 pasa a ser 1, y viceversa).
De esta forma, un buen candidato a pupila tendrá un valor cercano a 1, y un mal candidato
un valor cercano a 0.

Figura 2.1: Kernel circular usado en el primer criterio de búsqueda de pu-
pila. [21]
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El segundo criterio puede ser expresado matemáticamente como:

1
N

N∑
P =1

cos θP = 1 , dado que θP = 0

1
N

N∑
P =1

#   »

GP •
#    »

OP∥∥∥ #   »

GP

∥∥∥ · ∥∥∥ #    »

OP
∥∥∥ = 1 , usando el producto escalar

1
N

N∑
P =1

(XGP
XOP + YGP

YOP ) = 1 , asumiendo vectores unitarios (2.1)

donde N es el número de puntos en la circunferencia delimitando la pupila. Esta última
ecuación puede ser interpretada como la suma de dos operaciones de filtro, una horizontal y
otra vertical. Ya que #    »

OP es un vector unitario, XOP e YOP pueden ser expresados como:

XOP = x√
x2 + y2 YOP = y√

x2 + y2 (2.2)

donde x e y son las coordenadas del punto P relativas al centro O.

Para aplicar este criterio se sigue el siguiente procedimiento:

1. Computar los mapas de gradiente horizontal XGP
y vertical YGP

de la imagen usando
el operador Sobel.

2. Generar dos kernels con forma de anillo de tamaño r × r, XOP e YOP .

3. Aplicar el filtro XOP a XGP
y el filtro YOP a YGP

.

4. Encontrar la ubicación de los valores máximos en la suma de ambas aplicaciones de
filtro.

Esto resulta en valores entre 0 (los gradientes en el contorno no son radiales, por lo tanto es
un mal cantidato) y 1 (buen candidato).

El resultado final se obtiene al sumar los resultados de ambos candidatos. Ya que el
radio r no se conoce a priori, el cálculo se repite para múltiples valores de r, y el máximo
corresponderá al centro (O, r) de la pupila.

2.2.2. Segmentación: detección de contornos de pupila e iris me-
diante algoritmo de Viterbi

Habiendo determinado la ubicación, no necesariamente exacta, del centro de la pupila,
se utiliza el algoritmo de Viterbi [34] para encontrar los contornos de la pupila y el iris [32].
Este algoritmo es aplicado a alta resolución para encontrar contornos precisos y enmascarar,
y a baja resolución para mejorar la precisión de los contornos de normalización.

Antes de detectar los contornos, la imagen del iris es suavizada usando un filtro aniso-
trópico [35]. Este filtro permite reducir gradientes locales, lo que reduce el ruido. A su vez,
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el filtro preserva las formas y contornos más pronunciados. En la Figura 2.2 se muestra la
diferencia al detectar contornos antes y después de filtrar.

Figura 2.2: Mejora en extracción de contornos al usar el filtro anisotrópico.
(a) imagen original; (b) mapa de gradientes extraído de la imagen original;
(c) contorno extraído de (b) usando el algoritmo de Viterbi; (d) imagen
procesada con filtro anisotrópico; (e) mapa de gradientes extraído de la
imagen filtrada; (f) contornos extraídos de (e). [32]

Teniendo la imagen suavizada I, se desea encontrar un camino óptimo global (R1, . . . ,
Rn, . . . , RN) correspondiente a los ángulos (θ1, . . . , θn, . . . , θN) cuyos valores varían entre 1°
y 360°, mediante un proceso iterativo. El muestreo de los ángulos no es uniforme, pudiendo
realizarse a alta o baja resolución. En primer lugar, se calcula un mapa de gradiente radial
Gn(r) usando la ecuación:

Gn(r) =
5∑

k=1
I (r + k, θn)− I (r − k, θn) n = 1, . . . , N (2.3)

donde I(r, θ) es el valor de intensidad del pixel (representado en coordenadas polares relativas
al centro estimado de la pupila). Los valores de Gn(r) son normalizados en relación a su
máximo y su mínimo para que estén entre 0 y 1. De esta forma, Gn(r) puede considerarse
como la probabilidad de que el pixel situado en (r, θn) pertenezca al contorno.

Teniendo el mapa de gradiente, se usa el algoritmo de Viterbi para encontrar el con-
torno cerrado óptimo, el cual maximiza la probabilidad global. Esto consta de dos operaciones,
una de avance y otra de retroceso. La operación de avance consiste en computar una matriz
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de gradiente acumulado Cn(r) según:

Cn(r) = Gn(r) + max


Cn−1(r − 1)
Cn−1(r)

Cn−1(r + 1)

 (2.4)

La operación de retroceso consiste en retroceder en la matriz de gradiente acumulado, selec-
cionando el mejor radio previo Rn−1 dado el radio actual Rn, mediante:

Rn−1 = argmax
r∈[Rn−1,Rn,Rn+1]

[
Cn−1(r)

]
(2.5)

El proceso es inicializado escogiendo el máximo en la matriz de gradiente acumulado para
n = N para todos los radios posibles. Durante la operación de retroceso se agrega una
restricción para asegurarse de que el contorno sea cerrado:

|Rn −RN | ≤ n , n ≤ N (2.6)

2.2.3. Normalización de iris y máscara

La normalización realizada por OSIRIS está basada en el modelo de banda elástica
de Daugman [2]. Mediante este proceso, el área del iris delimitada por los contornos de la
pupila y el iris —detectados en el paso previo— es convertido a una forma de representación
invariante a la rotación y relativamente invariante a la dilatación pupilar 2.

Para normalizar, OSIRIS usa los contornos gruesos detectados a baja resolución usan-
do el algoritmo, a diferencia de metodologías previas en que se usan círculos para normalizar
[32]. Los contornos finos detectados a alta resolución son usados para generar la máscara de
oclusión.

Sean W y H el ancho y alto, respectivamente, de la imagen normalizada deseada.
Siguiendo la metodología de banda elástica de Daugman, se computa un muestreo regular de
ángulos θk donde k va desde 0 a W , de modo que θ0 = 0 y θW = 2π:

θk = k

W
2π (2.7)

Sean (xp, yp, ϕp) y (xi, yi, ϕi) las coordenadas de un punto en los contornos gruesos de la
pupila y el iris respectivamente, donde (x, y) son las coordenadas del radio relativas al centro
estimado de la pupila, y ϕ el ángulo muestreado.

Se estima el punto (Xp
k , Y

p
k ) (mostrado en la Figura 2.3), en el contorno de la pupila y

correspondiente al ángulo θk, interpolando los dos puntos más cercanos j y j+1 del contorno

2 Si bien originalmente se decía que el modelo de Daugman era invariante a la dilatación pupilar, investi-
gaciones más recientes [36, 37] muestran que la deformación sufrida por el iris producto de la dilatación
pupilar es no lineal, y puede afectar al reconocimiento de iris.
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grueso de la siguiente forma:

Xp
k = (1− α) · xj

p + α · xj+1
p (2.8)

Y p
k = (1− α) · yj

p + α · yj+1
p (2.9)

con:
α =

θk − ϕj
p

ϕj+1
p − ϕj

p

(2.10)

De la misma forma, se estima el punto (X i
k, Y

i
k ) del contorno del iris.

Figura 2.3: Estimación del punto (Xp
k , Y p

k ). [31]

Luego, sea S el segmento formado por (Xp
k , Y

p
k ) y (X i

k, Y
i

k ). Este segmento es escalado
para que quepa en dentro del alto H de la imagen normalizada. En la imagen normalizada, el
pixel de la fila h y la columna k tomará el mismo valor que el pixel localizado en (xk,h, yk,h)
en la imagen original:

xk,h =
(

1− h

H

)
Xp

k + h

H
X i

k (2.11)

yk,h =
(

1− h

H

)
Y p

k + h

H
Y i

k , h ∈ [0, H] (2.12)

Este proceso queda ilustrado en la Figura 2.4, donde los extremos del segmento S (en morado)
corresponderán a los puntos (Xp

k , Y
p

k ) y (X i
k, Y

i
k ):
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Figura 2.4: La banda S (en morado) es transformada desde la imagen ori-
ginal (izquierda) hacia la imagen normalizada (a la derecha) siguiendo el
modelo de banda elástica. [31]

Esta misma transformación es aplicada a la máscara de oclusión que se generó a partir
de los contornos finos.

2.3. Clasificación de género en base a iris

La clasificación de género a partir de imágenes de iris ha sido abordada en múltiples
estudios siguiendo dos metodologías principales [8]: clasificación usando imágenes perioculares
de iris, y clasificación usando imágenes normalizadas de iris. La clasificación usando imágenes
de iris perioculares usualmente entrega resultados cercanos y por sobre el 80 % de accuracy,
y ha sido repetida de forma exitosa en el tiempo [8, 19, 38–42]. En cambio, al clasificar
usando iris normalizados se han reportado resultados mixtos [5–8, 16–20]. El uso de imágenes
perioculares para clasificar género se beneficia de información de género adicional que no está
presente en el iris. Por ejemplo, en la Figura 2.5.a se muestra una imagen periocular, la cual
contiene información adicional al iris, como la textura de la piel, carúncula, puntos lagrimales,
indicios sobre la estructura ósea de la zona periocular, esclerótica, pupila, cejas y pestañas;
la imagen normalizada (Figura 2.5.b) contiene sólo la textura del iris, y pequeñas zonas del
párpado y las pestañas.

El primer trabajo que se ha encontrado en el que se clasificó género en base a iris fue
el de Thomas et al. [5], en el año 2007. En este trabajo se usaron más de 50.000 imágenes
de iris normalizados de tamaño 240× 20 pixeles originalmente adquiridas usando un sensor
LG-2200. A estas imágenes se les aplicó la transformada de Fourier y un filtro Gabor 1D, lo
que resultó en una imagen compleja (con parte real e imaginaria). De esta imagen compleja
se tomó sólo su parte real para computar múltiples características, tanto geométricas como
de textura. Las características geométricas corresponden a la diferencia en los ejes X e Y
entre el centro de la pupila y del iris, la distancia euclidiana entre el centro de la pupila y
el del iris, las áreas de la pupila y el iris, y la diferencia y la razón entre estas áreas. Las
características de textura corresponden a valor medio de cada fila, desviación estándar de
cada fila, varianza local por fila usando ventanas de 1×5, y variación local por columna. Para
clasificar usaron Bagging de árboles de decisiones de tipo C4.5 [43], reportando un accuracy
al clasificar género mayor al 80%.
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(a) Imagen periocular

(b) Imagen del iris normalizada

Figura 2.5: Imagen de iris periocular, antes (a) y después (b) de normalizar
el iris. La imagen periocular contiene información adicional al iris, como la
textura de la piel, carúncula, puntos lagrimales, indicios sobre la estructura
ósea de la zona periocular, esclerótica, pupila, cejas y pestañas.

Un segundo trabajo en que se realizó clasificación de género en iris es el de Lagree y
Bowyer [44]. En él se usaron 600 imágenes adquiridas con un sensor LG-4000, y normalizadas
a 240 × 40 pixeles usando el software IrisBee. De las imágenes se extrajeron características
usando 6 detectores de puntos y líneas, y 3 mediciones de textura de Laws [45]. Usando el
algoritmo de clasificación SMO (Optimización Mínima Secuencial), obtuvieron un accuracy
del 62% al clasificar género.

Bansal et al. [16] experimentaron con 300 imágenes de iris adquiridas con un sensor
dual Cross Match SCAN-2. Las imágenes fueron obtenidas de 150 sujetos, 100 hombres y
50 mujeres. De las imágenes se eliminaron elementos que no son parte del iris (por ejemplo,
párpados y pestañas) usando un algoritmo de enmascaramiento no especificado. En este
trabajo usaron características estadísticas y de wavelets, y se clasificó usando una Support
Vector Machine (SVM), reportando un accuracy del 83.06%.

Tapia et al. [18] usaron diferentes implementaciones de patrones binarios locales (local
binary patterns, LBPs en inglés) para extraer características del iris normalizado. En este
trabajo se usaron 1.500 imágenes, las que debían ser separadas en particiones subject-disjoint,
es decir, un mismo sujeto no debía aparecer tanto en la partición de entrenamiento como
la de prueba. Sin embargo, posteriormente se informó que las particiones usadas no eran
subject-disjoint, puesto que la base de datos tenía más de una imagen por sujeto, con un
promedio de seis imágenes por sujeto [6]. Esto podría provocar que el clasificador estuviera
aprendiendo a reconocer los sujetos en vez de identificar el género de éstos. En ese trabajo se
reporta un accuracy al clasificar género de hasta un 91%, pero como las particiones no eran
subject-disjoint, los resultados podrían estar sesgados.
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Da Costa-Abreu et al. [46] compararon distintos tipos de características y clasificado-
res. Las características usadas corresponden a características geométricas (como las coorde-
nadas del centro de la pupila y el iris) y características de textura (obtenidas usando filtros
log-Gabor 1D), las que además fueron combinadas mediante concatenación en una terce-
ra prueba. Los clasificadores usados fueron: perceptrón multi-capa (Multi-Layer Perceptron,
MLP), SVM, poda incremental de errores reducidos (Incremental Reduced Error Pruning,
IREP) optimizada, árbol de decisiones, y K-Nearest Neighbours (KNN). Al combinar las
características, obtuvieron un accuracy de hasta 81.43 %.

Tapia et al. [6] generaron una base de datos que eliminó el problema de [18]. En
este nuevo trabajo, usaron el mismo código binario que se extrae del iris habitualmente
para realizar identificación a partir de imágenes de iris. Este código fue usado para clasificar
género en base a iris. En este trabajo, Tapia et al. descubrieron que las características del
iris se encuentran repartidas por el iris, en vez de estar localizadas en bandas concéntricas
particulares. También determinaron que mediante selección de características se obtenían
mejores resultados que al usar todas las características. Usando esta metodología, obtuvieron
un accuracy del 89%.

Bobeldyk y Ross [19] usaron cuatro regiones diferentes de las imágenes de iris perio-
cular y normalizado para clasificar género: imagen periocular completa, región sólo de iris de
la imagen periocular, región externa al iris de la imagen periocular, e iris normalizado. Para
extraer características de las regiones ya mencionadas usaron el operador de textura BSIF
(Binarized Statistical Image Feature). Los mejores resultados fueron obtenidos con la imagen
periocular completa (84%), mientras que los peores resultados fueron obtenidos con el iris
normalizado (65%).

Singh et al. [39] usaron un autoencoder supervisado para extraer características. Éstas
fueron usadas para clasificar género y etnicidad. En su trabajo introdujeron la codificación
de la etiqueta de clase en el entrenamiento del autoencoder, lo que le da el carácter de
supervisado. El accuracy obtenido al clasificar imágenes perioculares género usando esta
técnica fue de entre un 80 % y un 83 %.

Tapia y Viedma [47] usaron imágenes tanto del espectro visible como del infrarro-
jo cercano (Near-Infrared, NIR) para clasificar género en base a imágenes perioculares. Las
características usadas fueron la intensidad de las imágenes, LBPs uniformes (ULBPs) e his-
togramas de gradientes orientados (Histogram of Oriented Gradients, HOG). Además se usó
información mutua (Mutual Information, MI) para seleccionar las características más rele-
vantes. En este trabajo, los autores mostraron que al combinar las características de ambos
espectros, y al usar características extraídas a múltiples escalas, se obtienen mejores resulta-
dos que al usar sólo las de uno de los dos espectros. También mostraron que las características
más relevantes se encuentran principalmente fuera del iris.

Rattani et al. [48] usaron imágenes de la zona periocular capturadas usando dispo-
sitivos móviles para clasificar género. Para esto, usaron diferentes descriptores de textura
y clasificaron estas características usando SVM y MLP. Como las imágenes provienen de
dispositivos móviles, éstas corresponden al espectro visible, a diferencia de otros sensores
especializados que abarcan el espectro NIR. Los mejores resultados fueron obtenidos usando
HOG y MLP (91 %). En base a lo mencionado en las conclusiones, es posible que las parti-
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ciones no hayan sido subject-disjoint, lo que podría ocasionar resultados más favorables de lo
normal.

Tapia y Aravena [17] clasificaron género en base a iris normalizados usando deep
learning. En este trabajo se usan dos métodos para clasificar, uno semi-supervisado y otro
supervisado. El método semi-supervisado usa una Deep Belief Network (DBN) que combina
una etapa de aprendizaje no supervisado con una de aprendizaje supervisado, con las que
se busca compensar una potencial falta de imágenes etiquetadas. El método supervisado usa
una Convolutional Neural Network (CNN). Usando el método semi-supervisado obtuvieron
un accuracy de hasta un 77.79 %, mientras que con el método supervisado alcanzaron un
accuracy de hasta un 83.00 %, el que aumentó a un 84.66 % al usar data augmentation.

Kuehlkamp et al. [20] abordan problemas que trabajos anteriores sobre clasificación de
género en base a iris podrían haber pasado por alto. Uno de estos problemas es la presencia
de maquillaje en las imágenes. En este trabajo, los autores mostraron que si se usan sólo
las máscaras de oclusión o si sólo se aplica un umbral para clasificar —factores en los que
influye la presencia de maquillaje—, se puede alcanzar una tasa de clasificación del 60 %. Un
segundo problema abordado por este trabajo es el de las particiones aleatorias. En este trabajo
se mostró que si se realiza una única partición de entrenamiento y prueba, los resultados
pueden variar entre el 40 % y el 100 %. Por esta razón, los autores recomiendan promediar
múltiples pruebas para obtener resultados que reflejen mejor el desempeño real del modelo.

Rattani et al. [49] ahondaron en la clasificación de imágenes perioculares obtenidas
con dispositivos móviles. En este trabajo los autores usaron múltiples modelos para clasificar,
incluyendo CNNs, y además usaron particiones subject-disjoint. Los mejores resultados se
obtuvieron usando CNNs pre-entrenadas para extraer características, y clasificando en base
a los resultados combinados de dos clasificadores, en este caso, SVM y MLP.

Tapia y Aravena [40] usaron CNNs para clasificar género en base a imágenes periocu-
lares. En este trabajo entrenaron modelos combinando características tanto del ojo izquierdo
como el derecho, y los compararon con modelos entrenados usando sólo uno de los ojos. Los
resultados obtenidos muestran que la CNN se beneficia al combinar características de ambos
ojos, volviéndola más robusta ante degradaciones en resolución y oclusiones, y obteniendo
un accuracy de hasta un 87.26 % al clasificar género.

Viedma y Tapia [50] usaron CNNs para clasificar género, y para determinar la ubi-
cación de las zonas más relevantes en las imágenes de iris perioculares para la clasificación
de género. Para esto, usaron tres CNNs con distinto entrenamiento: CNN no entrenada para
clasificación de iris, CNN con fine-tuning en clasificación de género en base a iris, y CNN
entrenada desde cero en clasificación de género en base a iris. Usando Gradient-weighted
Class Activation Mapping (Grad-CAM), visualizaron los mapas de activación de la CNN con
fine-tuning. Los resultados muestran que al usar fine-tuning se obtienen mejores resultados
que con los otros dos métodos. Además, los mapas de activación revelan que las zonas más
relevantes son las que rodean el iris, y no el iris en sí.

Bobeldyk y Ross [38] usaron imágenes perioculares para clasificar género y raza. En
este trabajo se menciona literatura médica que corrobora la relación entre el género y la
textura del iris, las glándulas lagrimales y las córneas. Para la clasificación de género, se

17



usaron los descriptores LBP y BSIF para extraer características de textura del iris periocular.
También se comparó el desempeño en clasificación al usar una región rectangular circunscrita
al iris, en contraste con una imagen periocular en la que se excluye dicha región. Los resultados
obtenidos muestran que al excluir el iris se obtiene un mejor desempeño (82 %) que al usar
la región circunscrita al iris (79 %).

Bobeldyk y Ross [51] estudiaron si era posible clasificar imágenes perioculares al redu-
cirlas a menor resolución. Para esto, escalaron las imágenes de las bases de datos BioCOP2009
y Cosmetic Contact usando interpolación bicúbica. A partir de imágenes de 480×640 pixeles,
se generaron imágenes de 340 × 400, 170 × 200, 85 × 100, 42 × 50, 21 × 25, 10 × 12, 5 × 6,
y 2 × 3 pixeles. Luego usaron dos métodos para clasificar género: BSIF+SVM y CNN. Los
resultados obtenidos muestran que al usar sólo 30 pixeles (en la imagen de 5 × 6 pixeles)
se puede lograr un accuracy promedio del 72 % usando BSIF+SVM y del 77 % usando una
CNN, en la clasificación de género.

Tapia y Pérez [7] clasificaron género en base a iris normalizados usando filtros cua-
terniónicos en cuadratura 2D (2D quadrature quaternionic filter, QQF) y selección de ca-
racterísticas. Los filtros QQF consisten en representar la información de fase de una imagen
en un código binario bidimensional a partir de filtros Gabor 2D. Para seleccionar caracte-
rísticas se usó un método llamado Weighted Conditional Mutual Information Maximization
(W-CMIM), en el que se van seleccionando características que añaden información que no
haya sido previamente añadida por las características ya seleccionadas. Usando estas técnicas
y el clasificador GentleBoost se lograron tasas de clasificación del 93 %.

Kuehlkamp y Bowyer [8] realizaron pruebas para evaluar el poder discriminativo de la
textura del iris normalizado para la clasificación de género, y contrastarlo con las imágenes
perioculares. Para esto, los autores clasificaron usando tres combinaciones de características
y clasificadores: características “hechas a mano” clasificadas con una SVM lineal, característi-
cas extraídas con una red convolucional VGGNet-16 (en adelante sólo VGG por simplicidad)
y clasificadas con una SVM lineal, y características tanto extraídas como clasificadas con una
red convolucional VGG. En estas pruebas usaron la base de datos Gender For Iris (GFI), la
cual etiquetaron manualmente para indicar presencia de maquillaje. Adicionalmente, gene-
raron una nueva base de datos (GFI-C), con un mayor número de imágenes, y previamente
etiquetadas para indicar presencia de maquillaje. Los resultados obtenidos corroboran que
hay más información de género en las imágenes perioculares que en las normalizadas. Ade-
más, muestran que el maquillaje incide entre un 2 % y un 6 % en los resultados. Por último,
los autores estudiaron el uso de máscaras probabilísticas, en las que se van enmascarando
pixeles en base a qué tan probable es que estén enmascarados. Cuando no se enmascara, el
accuracy obtenido es del 64.2 %, mientras que al enmascarar con una probabilidad del 70 %
el accuracy decae al 56.8 %.

Manyala et al. [52] estudiaron la presencia de rasgos de género en elementos de la
región periocular. Para esto, recortaron manualmente la zona de las cejas en las imágenes
perioculares, y trabajaron tanto sobre las imágenes perioculares sin cejas como sobre las
imágenes de las cejas sin el resto de la imagen periocular. Luego extrajeron sus características
usando una CNN, y las clasificaron usando una SVM o la misma CNN, la que fue ajustada
(fine-tuned) para clasificar género. Los autores reportaron mejores resultados usando sólo las
cejas que usando las imágenes perioculares sin cejas.
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Viedma et al. [42] usaron el algoritmo XGBoost para seleccionar las características
más relevantes en imágenes perioculares. Estas características corresponden a intensidad
de imagen (valores de pixeles en bruto), ULBPs, HOG, y HOG inverso. Para clasificar se
usó principalmente una SVM, pero también se usaron otros 9 clasificadores para validar los
resultados. Adicionalmente, estudiaron el impacto de cubrir la zona del iris de color negro. Los
resultados obtenidos muestran que al seleccionar características usando XGBoost se obtiene
un accuracy de hasta 89.22 % al clasificar género. Al cubrir el iris, este accuracy decae a un
84.35 %.

Tapia et al. [41] estudiaron la clasificación de género en imágenes perioculares ob-
tenidas de distintas bases de datos, simulando escenarios más difíciles. Las bases de datos
abarcan múltiples longitudes de onda, tanto en el espectro visible como en el NIR. En las
pruebas realizadas usando sensores cruzados pero dentro de un mismo espectro obtuvieron
un accuracy del 85 % en promedio. Al entrenar y probar en espectros diferentes, el accuracy
decae al 82 % en promedio. Finalmente, al usar múltiples espectros tanto en entrenamiento
como en clasificación, obtuvieron un accuracy del 83 %.

Tapia y Arellano [53] usaron redes generativas adversarias (Generative Adversarial
Networks, GANs) para crear imágenes de iris perioculares artificiales etiquetadas por género.
Estas imágenes fueron usadas para entrenar una CNN en la clasificación de género en base a
imágenes de iris perioculares. Los autores usaron dos metodologías de GANs ya existentes, y
propusieron una nueva metodología en la que se seleccionan pixeles del espacio latente en base
a su relevancia para codificar género usando CMIM. Los resultados obtenidos muestran que
las metodologías ya existentes no codifican correctamente información de género, mientras
que la metodología propuesta permite lograr tasas de clasificación comparables, e incluso
mejores, a las obtenidas usando bases de datos tradicionales.

Tapia y Arellano [54] crearon una versión modificada de BSIF (M-BSIF) usando tex-
turas tomadas de imágenes oculares, para clasificar género en base a iris normalizados. Se
probaron distintas configuraciones de M-BSIF, y luego se clasificó las características extraídas
usando múltiples algoritmos de clasificación. Los resultados obtenidos muestran una mejora
en el desempeño al clasificar usando M-BSIF, en contraste con el descriptor BSIF original.

Tapia et al. [55] estudiaron la clasificación de género en base a imágenes de iris de
espectro visible escaladas usando super-resolución. Para esto, tomaron imágenes de baja
resolución (150× 150 pixeles) tomadas usando smartphones, y las escalaron al doble y triple
de su resolución original usando CNNs de súper-resolución (Super-Resolution Convolutional
Neural Networks, SRCNNs). Los resultados obtenidos muestran una mejora de hasta un 22 %
en la clasificación de género al aumentar la resolución de las imágenes.

Eskandari y Sharifi [56] estudiaron el desempeño en la clasificación de género en base
a iris en contraste con el rostro completo. Para esto, usaron las bases de datos de rostros
CASIA-Iris-Distance y MBGC. Al trabajar en iris, este fue segmentado a partir de la imagen
del rostro, y normalizado a 20 × 240 pixeles. De las imágenes se extrajeron características
usando el descriptor ULBP, del que se seleccionó un 60 % de las características usando BSA
(Bat Search Algorithm). Los resultados muestran que al usar sólo características de la región
del iris las tasas de clasificación van desde el 54 % de accuracy (con un sólo iris) al 66 %
(usando ambos iris), mientras que al combinar estas características con las del rostro y la
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zona periocular se alcanzan resultados en torno al 90 % de accuracy.

Con la pandemia del virus SARS-CoV-2, el estudio de rasgos biométricos, tanto soft
como tradicionales, en rostros cubiertos con mascarillas se ha vuelto más activo [57–61]. La
mayoría de los trabajos mencionados a continuación se enfocan en la extracción de rasgos
biométricos del rostro, y en particular, aprovechan la información periocular cuando las
oclusiones (en este caso, de mascarillas) dificultan el acceso a los demás rasgos.

Alonso-Fernandez et al. [62] estudiaron el poder predictivo de distintas regiones del
rostro en la clasificación de género, edad y etnicidad. El estudio fue realizado usando rostros
de la base de datos Labeled Faces in the Wild, los que fueron obtenidos en entornos no
controlados. De estos rostros se extrajeron las regiones perioculares y los labios, y se obtuvo
características usando distintos tipos de redes convolucionales. Las características fueron
clasificadas usando SVMs. En la clasificación de género se reportaron resultados en torno al
90 % al usar un ojo o los dos. Los autores mencionan como punto a mejorar el desbalance de
clases presente en su base de datos: ésta contiene un 77.6 % imágenes masculinas y 22.4 %
imágenes femeninas. Esto podría distorsionar los resultados obtenidos.

Raja et al. [63] investigaron la clasificación de género en base a imágenes de iris perio-
culares usando imágenes de múltiples espectros. Estas imágenes fueron capturadas usando
un sensor que opera en ocho bandas de frecuencia distintas, abarcando los espectros visible y
NIR. De estas imágenes se extraen características (denominadas GIST) multi-escala usando
filtros basados en escenas naturales, y se las concatena. Las imágenes son clasificadas usando
Kernel Weighted Collaborative Representation Classification (KWCRC). Usando esta técnica
se logró un accuracy en clasificación de género del 81.6 %.

Sable y Rajput [64] clasificaron género en base a iris normalizados usando wavelets
discretos 2D. Las imágenes usadas fueron descompuestas en cuatro sub-bandas usando wa-
velets discretos 2D. La componente de baja frecuencia fue descompuesta y se le aplicó la
transformada Radon, resultando en una matriz de características de 49×181. A partir de es-
ta matriz, se calculó la mediana, la desviación estándar y la varianza, dando lugar a un vector
de tres características. Cabe destacar que las últimas dos características son cuadráticamente
proporcionales entre sí. Las imágenes fueron separadas en conjuntos de entrenamiento y prue-
ba subject-disjoint, con la siguiente composición: 408 imágenes masculinas y 412 femeninas
en el conjunto de entrenamiento, y 217 imágenes masculinas y 28 femeninas en el conjunto
de prueba. Los autores reportan un 95.9 % de accuracy al clasificar género. Los resultados
llaman la atención, considerando las características usadas y el desbalance en el conjunto de
pruebas.

Alonso-Fernandez et al. [65] ahondan en su investigación previa, esta vez usando una
base de datos más balanceada. Las imágenes de esta base de datos fueron obtenidas usando
smartphones, y como en el trabajo anterior, fueron tomadas en entornos no controlados. Los
autores ahondaron en el uso de redes convolucionales más pequeñas, centrando su potencial
uso en dispositivos móviles. El mayor accuracy obtenido usando un solo ojo fue de 76.6 %, y
usando ambos ojos fue de 78.9 %.

Vetrekar et al. [66] estudiaron la clasificación de género en base a imágenes perioculares
ocluidas por lentes ópticos. La base de datos usada usó un sensor similar al que generó la
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base de datos usada en [63]. Esta base de datos contiene imágenes perioculares de sujetos
con y sin lentes ópticos. De las ocho bandas de frecuencia disponibles se seleccionaron las
cuatro con mayor entropía. A las imágenes se les extrajeron características usando filtros
Gabor 2D, y luego se las clasificó usando Probabilistic Collaborative Representation-based
Classifier (ProCRC). Las imágenes con lentes ópticos fueron usadas exclusivamente en el
conjunto de prueba, y se comparó el desempeño al clasificar estas imágenes con el desempeño
al clasificar las imágenes sin lentes. Los resultados muestran degradación en los resultados
(aproximadamente un 3 %) al usar lentes ópticos.

Khan et al. [67] clasificaron género en base a imágenes de iris en el espectro visible.
Para esto, separaron las imágenes de iris en sus 3 canales (rojo, verde y azul), y extrajeron
características usando momentos de Legendre, momentos de Zernike, y el descriptor HOG.
Estas tres características fueron concatenadas y clasificadas usando una SVM, obteniendo un
accuracy del 96 %. Las imágenes usadas corresponden a la base de datos CVBL Color, la que
cuenta con tres imágenes de cada ojo. Los autores mencionan que se usaron dos imágenes
para entrenar y una para probar, por lo que las particiones no son subject-disjoint. Como
ya se mencionó previamente [6, 20], esto podría ocasionar que se reporten resultados más
favorables de lo que en realidad son.

2.4. Redes convolucionales (CNNs)

Las redes neuronales convolucionales (Convolutional Neural Networks, CNNs) [68] son
un tipo de modelo de aprendizaje de máquinas inspirado en la corteza visual del cerebro hu-
mano [69]. Éstas pueden ser entrenadas para clasificar distintos tipos de información, en
particular imágenes. Las CNNs están conformadas por múltiples “capas convolucionales”,
consistentes en filtros de distinto tamaño, los que transforman la información que ingresa
a ellos mediante la operación de convolución [70]. Los filtros que componen las CNNs son
ajustados durante un proceso de entrenamiento, en el que se hace uso del algoritmo de retro-
propagación [71]. De esta forma, la red aprende a reconocer patrones y extraer características,
los que después son usados para clasificar [22].

2.4.1. VGGNet

VGGNet es una arquitectura de CNN presentada por primera vez en el desafío ILSVRC-
2014 [72] y luego en el paper “Very Deep Convolutional Networks for Large-Scale Image
Recognition” [72]. La abreviación VGG significa “Visual Geometry Group” (Grupo de Geo-
metría Visual en inglés), correspondiente al grupo del Department of Engineering Science de
la Universidad de Oxford. El número que suele acompañar al nombre (por ejemplo, VGGNet-
16) indica el número de capas de la red.

Esta arquitectura innovó frente a otras arquitecturas de ese entonces al reducir el
tamaño de los filtros convolucionales a 3× 3, y aumentar la profundidad de la red hasta 19
capas [22]. En su paper demuestran que la mayor profundidad de la red influye positivamente
en los resultados de clasificación, y que el modelo VGGNet es capaz de generalizar para un
amplio rango de tareas y bases de datos [22].
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La entrada a la red es una imagen RGB (canales rojo, verde y azul) de 224×224 pixeles,
a la que se le ha restado a cada pixel la media de su canal correspondiente; esta media es
calculada en el conjunto usado para entrenar la red. La imagen pasa a través de un conjunto
de capas convolucionales, donde cada filtro es de 3 × 3 pixeles. Los filtros son aplicados de
modo que se preserve el tamaño original de la entrada, usando pasos (strides en inglés) y
padding de tamaño 1. Después de algunos de los filtros convolucionales se agregan capas de
max pooling de tamaño 2×2 pixeles y stride 2. Al conjunto de capas convolucionales le siguen
tres capas Fully Connected. Las primeras dos tienen 4.096 canales cada una. La última tiene
1.000 canales, uno por cada clase de la base de datos de ILSVRC. Finalmente, la última capa
corresponde a la función soft-max. En la Figura 2.6 se detallan las distintas configuraciones
presentadas en [22].

Figura 2.6: Configuraciones de la red convolucional (en columnas). La pro-
fundidad de las configuraciones aumenta de izquierda (A) a derecha (E),
a medida que se añaden más capas (las capas añadidas se muestran en
negrita). Los parámetros de las capas convolucionales se denotan como
“conv[tamaño del campo receptivo]-[número de canales]”. La función de ac-
tivación ReLU no es mostrada por brevedad. [22]
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2.5. Support Vector Machine

La “Máquina de Vectores de Soporte” o “Support Vector Machine” (SVM) es un
modelo de aprendizaje supervisado para clasificación y regresión, introducido en 1995 por
Cortes y Vapnik [23]. Este modelo opera creando un hiperplano de decisión que separe las
muestras a clasificar en dos categorías. Para esto, la SVM es entrenada usando un conjunto de
datos de entrenamiento Estos datos son proyectados a un espacio de características de mayor
dimensionalidad, y luego se definen vectores de soporte a partir de algunas de las muestras
(ver Figura 2.7).

Figura 2.7: Hiperplano (línea punteada) separando muestras de dos clases
(círculos y equis), y formado a partir de vectores de soporte (muestras en-
cerradas en cuadrados). [23]
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Capítulo 3

Metodología

En este capítulo, se describe la metodología a seguir para comprobar las hipótesis plan-
teadas y cumplir los objetivos. En primer lugar, se define el método propuesto de pareo de
máscaras. Luego se describe la metodología y el software usados para corregir manualmente
las máscaras. Posteriormente, se caracterizan las bases de datos usadas en este trabajo. Fi-
nalmente, se describe la metodología utilizada para clasificar género en base a iris, incluyendo
pre-procesamiento, particiones y clasificadores a usar.

3.1. Pareo de máscaras

Como se mencionó anteriormente, es posible que las máscaras de oclusión contengan
información de género. De ser así, al entrenar clasificadores en imágenes de iris con máscaras
aplicadas, podrían aprender a utilizar la información de las máscaras para clasificar género.
Sería beneficioso poder eliminar este sesgo en la clasificación de género en base a iris si lo que
se quiere determinar es la cantidad de información presente específicamente en la textura del
iris.

Para minimizar este problema, se igualarán las distribuciones de máscaras mediante
una técnica que hemos llamado pareo de máscaras. Los pasos de esta técnica son los siguientes:

1. Juntar las máscaras en pares hombre–mujer según cierto criterio de similitud.

2. Realizar la operación OR entre las máscaras de cada par para obtener una máscara
pareada.

3. Aplicar estas nuevas máscaras a los pares de iris. De esta forma, la máscara de cada par
de iris será idéntica, y cubrirá los elementos no deseados de cada iris.

Al hacer que cada par de iris hombre–mujer tenga la misma máscara, la distribución resultante
de máscaras es idéntica para ambos géneros. En la Figura 3.1 se muestra un ejemplo de esta
operación para uno de los pares. En este ejemplo se usaron máscaras que no son similares
para ilustrar mejor el proceso.
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Figura 3.1: Ejemplo de pareo de máscaras. Se usaron máscaras con formas
diferentes para ilustrar mejor el proceso. 1) Se forma un par de máscaras
de distinto género, indicadas en color rojo y azul. Estas máscaras deben ser
similares entre sí para reducir la pérdida de información. 2) Se realiza la
operación OR entre las máscaras del par generando una máscara pareada,
indicada en color verde. 3) Se aplica la nueva máscara a los iris.

El primer paso es juntar las máscaras en pares hombre–mujer según cierto criterio
de similitud. Esto tiene por objetivo reducir la cantidad de información que se pierde al
crear pares de máscaras y aplicar esta nueva máscara. La Figura 3.1 (2) ilustra cómo se
puede perder información durante el pareo. Los pixeles magenta son aquellos que ya se
encontraban enmascarados en ambas máscaras originales, por lo que no incurrirán en pérdida
de información. En cambio, los pixeles rojos añadirán máscara al iris de la izquierda, y los
pixeles azules añadiran máscara al iris de la derecha. Se deben formar los pares de tal modo
que las máscaras originales crezcan lo menos posible y se pierda la menor cantidad de pixeles
de iris. Para esto, se definirá una métrica que refleje este factor.

Si tenemos dos máscaras de iris mf y mm (una masculina y otra femenina), la nueva
máscara generada a partir de estas corresponderá a la operación OR entre las máscaras
mf y mm. Esta operación puede escribirse como mf ∪ mm, y a la máscara resultante la
denominaremos máscara pareada entre mf y mm. Si ‖m‖ corresponde a la cantidad de
pixeles en la máscara m, entonces la cantidad de pixeles adicionales que tiene la máscara
pareada entre mf y mm con respecto a mf estará dada por ‖mf ∪mm‖− ‖mf‖. El máximo
crecimiento de máscara (maximum mask growth en inglés) con respecto a las dos máscaras
originales será denotado por MG y se calcula como:

MG(mf ,mm) = max
(
‖mf ∪mm‖ − ‖mf‖

N
,
‖mf ∪mm‖ − ‖mm‖

N

)
, (3.1)
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donde N es el número de pixeles en cada máscara. Bajo esta definición, un par (mf ,mm) será
mejor cuanto menor seaMG(mf ,mm). Este valor puede ser expresado como un porcentaje del
área de la imagen del iris. Esta será la medida de fitness, es decir, la métrica que describirá
qué tan bueno es un par.

Habiendo definido la medida de fitness, se la debe usar para formar pares hombre–
mujer. Asumiendo que la cantidad de máscaras masculinas (Mm) y femeninas (Mf ) es la
misma, podemos generar una matriz MMG

= MG(Mm,Mf ) con el crecimiento de las másca-
ras de todas las posibles combinaciones. Determinar los mejores pares en base a esta matriz
corresponde a un problema de optimización combinatoria conocido como problema de asig-
nación [73].

Si lo que se busca es minimizar la suma total del crecimiento de las máscaras de todos
los pares, se pueden usar algoritmos tales como el algoritmo Húngaro [74] o el algoritmo
Jonker-Volgenant [75, 76]. Estos algoritmos permiten encontrar la combinación óptima de
forma más eficiente que usando fuerza bruta. Por ejemplo, el algoritmo Húngaro es de orden
O(N3).

3.1.1. Penalización de pares con alto crecimiento

Al minimizar la suma total de los crecimientos, se observa que el algoritmo genera
algunos pares con un alto crecimiento (ver Sección 4.1). Ya que el algoritmo optimiza la
suma total y no los pares de forma individual, es posible que algunos pares sean formados
con un alto crecimiento. En los pares con alto crecimiento, al menos uno de los iris perderá
una cantidad considerable de información de iris tras aplicársele la máscara pareada.

Para prevenir que se formen pares con un alto MG, los valores en la matriz MMG
que

excedan un determinado umbral son penalizados multiplicándolos por 105. Esto ocasiona que
el algoritmo evite formar pares con alto MG, a menos que sea estrictamente necesario. En
este último caso, el algoritmo tenderá a favorecer a los valores más bajos de entre los que
fueron penalizados.

Dado que la elección de umbral de penalización podría impactar los resultados en la
clasificación, se explorarán múltiples valores de umbral. Se estudiará el efecto de la elección
de umbral en la distribución de máscaras en la base de datos, y en los resultados obtenidos
al clasificar.

3.1.2. Eliminación de pares con alto crecimiento

La penalización mencionada en la sección anterior no previene que se formen pares
penalizados, sino que sólo reduce su ocurrencia. Como ya se mencionó, esto ocasiona que
hayan iris normalizados con poca información de iris a causa del método de formación de
pares. Los iris con poca información podrían tener efectos (positivos o negativos) en los
resultados.

Para medir este potencial efecto, se eliminarán aquellos pares con más alto de creci-
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miento. Esta eliminación se realizará fijando distintos umbrales de crecimiento, y se elimi-
narán del conjunto de entrenamiento aquellos pares que superen dicho valor. En cada una
de estas pruebas se medirá el desempeño en la clasificación, y se evaluará la significancia
estadística de los resultados usando ANOVA.

Los posibles resultados son dos: que al eliminar los peores pares los resultados no
cambien con respecto a no eliminar; o que los resultados sí cambien, ya sea que estos mejoren
o empeoren. En el segundo caso, habrá que considerar este efecto al momento de estudiar el
impacto de usar pares de máscaras.

3.2. Corrección de máscaras de oclusión

Las máscaras que genera OSIRIS (Sección 2.2.3) permiten cubrir los elementos no
deseados en las imágenes de iris. Sin embargo, éstas a menudo no cubren la totalidad de
los elementos que no son parte del iris. Por ejemplo, en la Figura 3.2 se muestran cuatro
imágenes de iris normalizados, donde las máscaras fueron incorrectamente generadas por
OSIRIS, y en las dos imágenes de abajo hay presencia de maquillaje en los párpados. Como
ya fue mencionado anteriormente, la presencia de elementos que no son parte del iris puede
producir sesgos en los resultados de clasificación de género en base a iris [20].

Figura 3.2: Iris normalizados y enmascarados usando OSIRIS. Sus máscaras,
indicadas en verde, no cubren correctamente los párpados.

Para estudiar el efecto de las máscaras de oclusión mal generadas, se corrigió ma-
nualmente cada máscara de la base de datos GFI para eliminar los elementos no deseados.
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Las máscaras originales fueron conservadas para evaluar el impacto de la corrección en el
desempeño de los clasificadores.

Para corregir las máscaras, se desarrolló un programa que permite inspeccionar y
corregir manualmente los errores de segmentación de las máscaras. Este programa fue desa-
rrollado en Python, usando las librerías PySimpleGUI, numpy, pandas y Pillow. En la Figura
3.3 se muestra la interfaz del programa. Entre las características del programa se encuentran:
opciones para cambiar la opacidad de la máscara y visualización de la imagen periocular,
facilitando su corrección; medir el tiempo que se tarda en corregir cada máscara para estimar
el tiempo restante; capacidad de cambiar el radio de dibujo de la máscara con la rueda, y
cambio a modo de dibujo/borrar con click derecho.

Figura 3.3: Interfaz del programa para corregir máscaras.

Usando este programa, se cubrieron todos los elementos que no son parte del iris tales
como pestañas, párpados, pupila, cabellos y esclerótica. Adicionalmente, no se eliminaron
pixeles de máscara de las máscaras originales. Ejemplo de ello se ve en la Figura 3.4, donde
se muestran dos iris antes y después de la corrección de sus máscaras. Tras haber corregido
todas las máscaras, se inspeccionó visualmente cada imagen para corroborar que no quedaran
elementos no deseados. Dado que esta corrección fue hecha por un operador humano, es

28



posible que se introduzcan sesgos o errores en las máscaras.

Figura 3.4: Dos iris antes (arriba) y después (abajo) de la corrección de
máscaras.

En el resto de este trabajo, se usará el término máscara corregida para referirse a
las máscaras procesadas usando la metodología descrita en esta sección, y máscara original
para referirse a las máscaras sin corregir.

3.3. Bases de datos

Las imágenes de iris usadas en este trabajo corresponden a dos bases de datos: Gender
From Iris (GFI) [6], y ND-CrossSensor-Iris-2013 [77]. Las imágenes de ambas bases de datos
fueron normalizadas usando OSIRIS [21], produciendo imágenes de 480 × 80 pixeles, cada
una con su máscara correspondiente. Las máscaras de la base de datos GFI fueron corregidas
usando la metodología descrita en la Sección 3.2, conservando las máscaras originales para
estudiar su impacto en el desempeño. A partir de las imágenes normalizadas se generaron
imágenes de resoluciones más pequeñas, 240 × 20 y 240 × 40 pixeles, usando interpolación
bicúbica. Esto incluyó el escalamiento de las máscaras, tanto las originales como las corre-
gidas, mediante la operación max-pooling, para garantizar que los elementos no deseados se
mantuvieran enmascarados a resoluciones más pequeñas.

La base de datos GFI está compuesta por 3.000 imágenes de iris de 480x640 pixe-
les adquiridas con el sensor LG-4000 usando iluminación infrarroja cercana. Las imágenes
corresponden a fotografías de 1.500 sujetos, 750 mujeres y 750 hombres, a los que se les
fotografiaron ambos ojos. La mayoría de las pruebas realizadas en esta investigación usaron
imágenes de la base de datos GFI, ya que ha sido utilizada en más estudios, permitiendo
comparar resultados directamente.

La base de datos ND-CrossSensor-Iris-2013 está compuesta de 29.986 imágenes de
iris adquiridas con el sensor LG-4000, y 116, 564 imágenes de iris adquiridas con el sensor
LG-2200. Estas imágenes fueron obtenidas de 676 sujetos, en 27 sesiones realizadas a lo largo
de 3 años. De esta base de datos sólo se usaron las imágenes del sensor LG-4000 para reducir
las fuentes de variabilidad. Adicionalmente, se limitó el número de imágenes por sujeto a
20 (10 imágenes por ojo). Estas imágenes fueron usadas para verificar que la metodología
desarrollada funcionara en otra base de datos.

Para la realización de las pruebas de clasificación, se usaron las imágenes de resolución
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240×20 y 240×40 pixeles. Se usaron estas resoluciones ya que son resoluciones habitualmente
usadas en procesamiento de iris [6, 17–20, 54]. En cada resolución se usaron las imágenes de
ambos ojos. Adicionalmente, se trabajó por separado con las máscaras originales y con las
corregidas, y se probó con y sin pareo de máscaras. Estos parámetros, resumidos en la Tabla
3.1, dan un total de 8 combinaciones distintas.

Tabla 3.1: Parámetros de las bases de datos, los que dan un total de 8
combinaciones posibles.

Resolución [px] Máscaras Pares
240× 20 Originales Sí
240× 40 Corregidas No

3.4. Comparación de desempeño en clasificación de
iris

En esta sección se define la metodología con que se comparará el desempeño de los
distintos métodos para clasificar género en base a iris, y con que se evaluará el impacto de
las máscaras. Esta metodología permitirá además estudiar el impacto que tienen los pares de
máscaras, la eliminación y la penalización de los pares con alto crecimiento, y las correcciones
en las máscaras. En resumen, la metodología constará de los siguientes pasos:

1. Normalización: usando OSIRIS, se normalizan y se generan las máscaras de los iris
usando dos resoluciones distintas, 240× 20 y 240× 40.

2. Partición entrenamiento/prueba: las imágenes se separan en un 80% para el conjunto de
entrenamiento y 20% para el conjunto de prueba. Se generan 30 particiones diferentes
para obtener resultados que reflejen mejor la realidad.

3. Enmascaramiento y escalamiento: se aplican las máscaras a los iris y se escalan los valores
de intensidad de los pixeles de los iris normalizados. Las máscaras corresponderán al
valor 0, y los pixeles de iris abarcaran el rango 1 a 255. Para enmascarar, se podrán usar
los siguientes tipos de máscara: máscara original, máscara pareada, máscara corregida
manualmente, y máscara corregida y pareada.

4. Entrenamiento y fine-tuning: se entrenan los modelos, ajustando sus parámetros me-
diante búsqueda por cuadrícula y 5-fold cross-validation.

5. Extracción de características y clasificación: se extraen características usando una red
neuronal convolucional VGGNet-16. Luego se clasifica el género usando la misma red
VGG, o se usa una SVM lineal (LSVM).

6. Evaluación y ANOVA: se evalúan los resultados de clasificación obtenidos usando accu-
racy, y se usa la prueba ANOVA para medir qué tan significativos fueron los resultados.

En la Figura 3.5 se resume la metodología usada.
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Figura 3.5: Resumen de metodología usada para comparar desempeño en
clasificación de género en base a iris.

3.4.1. Carga de imágenes

El primer paso para trabajar en imágenes de iris normalizadas es cargarlas a partir del
archivo de imagen. Las imágenes provienen de sensores cercanos al infrarrojo que entregan
la información en escala de grises. La profundidad de color de estas imágenes es de 8 bits,
por lo que los valores de los pixeles estarán entre 0 y 255. La imagen cargada es representada
como una matriz con las mismas dimensiones que la imagen original.

Adicionalmente, al momento de cargar la imagen también se cargan la clase (femenina
o masculina) y la máscara de ésta (original o corregida). La clase puede extraerse del nombre
de la imagen, del directorio donde se encuentra, o de alguna lista externa. Ésta se representa
como un 0 en el caso femenino y como un 1 en el caso masculino. La máscara corresponde a
una imagen binaria del mismo tamaño que la imagen original. Ésta indica con 1’s los pixeles
que deben ser enmascarados por contener elementos no correspondientes al iris.

Para que las imágenes ya cargadas puedan ser usadas por los clasificadores, es nece-
sario convertirlas a partir de la matriz 2-D a un vector 1-D. Este proceso se conoce como
vectorización, y puede realizarse “filas primero” (row-major order) o “columnas primero”
(column-major order) [78]. Por consistencia con Python, las imágenes serán vectorizadas
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filas primero. Esta misma vectorización es aplicada a las máscaras.

Las imágenes y máscaras vectorizadas son almacenadas en dos matrices: una matriz
de datos, que contiene las imágenes, y otra de máscaras. Cada matriz tiene tantas columnas
como pixeles tienen las imágenes (número de características), y tantas filas como imágenes
sean cargadas (número de muestras). También se genera un vector con la clase de cada
imagen, del mismo largo que el alto de las matrices de datos y de máscaras.

3.4.2. Partición de datos en entrenamiento y prueba

Los datos se dividen en un 80% para el conjunto de entrenamiento y 20% para el
conjunto de prueba. Cada conjunto es balanceado para que contenga la misma cantidad de
imágenes de mujeres y hombres. Además, cada sujeto cuenta con una imagen por ojo, con
ambos ojos presentes en el mismo conjunto.

Si el experimento fuera realizado en una sola partición entrenamiento-prueba, podría
darse que los resultados fueran particularmente favorables o desfavorables sólo por azar [8, 79].
Para asegurarse que los resultados sean representativos del desempeño real que se puede
obtener con los datos, al igual que el [8], se generaron 30 particiones entrenamiento/prueba
diferentes. Las particiones usadas en [8] no se conocen, por lo que las particiones usadas en
esta tesis fueron generadas de forma aleatoria. Estas particiones se conservaron para cada
uno de los experimentos.

3.4.3. Escalamiento y enmascaramiento de imágenes

El siguiente paso es escalar y enmascarar las imágenes. Para esto, se usa el siguiente
algoritmo:

1. Calcular la mediana de cada fila i, y asignar dicho valor a los pixeles enmascarados de
cada fila.

2. Determinar los valores mínimos mini y máximos maxi de cada fila.

3. Escalar y redondear los valores xij de cada fila según la siguiente fórmula:

xij ←
⌊

254 · (xij −mini)
maxi−mini

+ 1
⌉

(3.2)

4. Aplicar el valor 0 a los pixeles enmascarados.

Mediante este método, los valores no enmascarados quedan en el rango [1–255], y los valores
enmascarados quedan en 0. Así, se aprovecha el espectro completo de la escala de grises, y se
mantienen los pixeles enmascarados en un mismo valor. Este procedimiento se aplica tanto
para las máscaras originales como las máscaras pareadas descritas en la Sección 3.1.

32



En caso de usarse máscaras pareadas en el experimento, sólo las imágenes del conjunto
de entrenamiento son usadas para conformar los pares, ya que no debería poder conocerse a
priori el género de las imágenes del conjunto de prueba. En el conjunto de prueba se usan
máscaras normales o corregidas sin parear. Esto completa el pre-procesamiento de los datos.

3.4.4. Experimentos de clasificación de género

Los protocolos de clasificación usados en este trabajo se basaron en los usados en [8]
(ver Sección 2.3). De las pruebas realizadas en [8], se recrearán las dos que usan características
extraídas con la red convolucional VGGNet-16 (en adelante VGG); la prueba con caracterís-
ticas “hechas a mano” requiere algunos datos que no han sido divulgados públicamente, lo
que impide recrearla. Las pruebas originales fueron realizadas en dos bases de datos, siendo
una de ellas la base de datos GFI (Sección 3.3), lo que posibilita la comparación directa entre
los resultados que se obtengan en este trabajo y los presentados en la publicación.

Se intentará replicar aquellos parámetros o métodos que hayan sido descritos en [8].
Parámetros o métodos ambiguos o no descritos serán determinados de modo que permitan
obtener los mejores resultados posibles. Para ambas pruebas se usará la implementación de
la red VGG que se encuentra en la librería Tensorflow [80]. Al igual que en [8], la red estará
pre-entrenada usando la base de datos ImageNet [81].

Los resultados reportados en [8] no están separados por ojo, práctica que es habitual
en otras publicaciones del área. Tampoco se hace referencia a esta separación en el texto.
Por estas razones, se asumió que se usaron las imágenes de ambos ojos en conjunto, factor
que será replicado en estas pruebas. Esta práctica es razonable pues permite contar con más
imágenes, potencialmente mejorando los resultados.

Para estudiar la clasificación de género en base a iris, se realizarán siete experimentos.
En cada experimento se realizarán dos pruebas, una por cada clasificador. Con estos se
evaluarán los efectos de las máscaras pareadas y corregidas en la clasificación de género en
base a iris. Los experimentos a realizar son los siguientes:

• Experimento 1: Resultados base. Se usan las máscaras originales para obtener los
resultados que se usarán como punto de comparación para los demás experimentos.

• Experimento 2: Efectos de penalizar pares con alto crecimiento. Se usan máscaras
pareadas y se estudia el efecto de variar el umbral de crecimiento en los resultados de
clasificación. El experimento es reducido a 5 particiones en vez de 30, y sólo se realizó la
prueba VGG+LSVM (ver Sección 3.4.4.1). Este experimento permite decidir el umbral
de penalización en la formación de pares de máscaras.

• Experimento 3: Efectos de eliminar pares con alto crecimiento. Se usan máscaras
pareadas y se estudia el efecto de eliminar los pares con mayor crecimiento en los resul-
tados de clasificación. Este experimento permite determinar si se eliminarán los pares
con mayor crecimiento.

• Experimento 4: Efectos de usar máscaras pareadas en clasificación. Se usan máscaras
pareadas y se estudia el efecto de su uso en la clasificación. En este experimento se
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encuentran fijos el umbral de penalización, y se ha decidido previamente si se eliminan
o no los pares de mayor crecimiento.

• Experimento 5: Efectos de usar máscaras corregidas en clasificación. Se usan máscaras
corregidas y se estudia el efecto de su uso en la clasificación.

• Experimento 6: Efectos de usar máscaras pareadas y corregidas en clasificación. Se
usan máscaras que han sido pareadas y corregidas, y se estudia el efecto de su uso en la
clasificación.

• Experimento 7: Resultados usando la base de datos ND-CrossSensor-Iris-2013. Se usan
las imágenes de iris normalizados de la base de datos ND-CrossSensor-Iris-2013 para
ver si la metodología propuesta puede ser aplicada en otra base de datos. Primero se
obtienen resultados base con las máscaras originales, y luego se usan máscaras pareadas
para estudiar su efecto en los resultados de clasificación.

3.4.4.1. Prueba con características VGG y clasificador SVM

Para esta prueba, se extraen características de los iris normalizados usando la red
VGGNet-16, pre-entrenada con la base de datos ImageNet. Estas características son extraídas
de la primera capa Fully-Connected (FC) de la red, lo que resulta en 4.096 características.

El usar una capa FC de la red pre-entrenada obliga a que las imágenes tengan di-
mensiones 224 × 224 × 3. Para cumplir este requisito, las imágenes son escaladas usando
interpolación lineal, y luego son convertidas de escala de grises a RGB repitiendo la imagen
en los tres canales.

Las características ya extraídas son usadas para entrenar y clasificar con una Support
Vector Machine lineal [23] (o LSVM por su sigla en inglés). Este clasificador posee múltiples
parámetros que pueden ser ajustados. Sin embargo, en [8] no se hace mención a éstos.

Para mejorar el desempeño del clasificador, se ajustaron dos parámetros de éste: C,
parámetro que define la regularización del modelo; y max_iter, parámetro que define el
número máximo de iteraciones que se usarán para entrenar el modelo. Estos parámetros son
ajustados usando grid-search y k-fold cross-validation, siguiendo la metodología descrita en
la Sección 3.4.5. En adelante, esta prueba será llamada “VGG+LSVM”.

3.4.4.2. Prueba con características y clasificador VGG

Para esta prueba, se usó la red VGGNet-16 de extremo a extremo (end-to-end en
inglés). De esta forma, es la red VGG la que realiza tanto la extracción de características
como la clasificación de las muestras. Para esto, los pesos de las capas convolucionales de la
red se congelan, y sólo los pesos de las capas FC son ajustados.

Al no necesitar los pesos originales de las capas FC, es posible cambiar el tamaño de
las imágenes que ingresan a la red, hasta un mínimo de 32×32×3. Dependiendo del tamaño
de las imágenes que ingresen, será necesario definir una arquitectura para las capas FC de
la red con más o menos capas y/o neuronas. En [8] no se hace mención a la arquitectura de
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las capas FC, o al tamaño de las imágenes de entrada, ni tampoco a los parámetros usados
para entrenar—tales como learning rate, optimizador, o función loss. Estos elementos fueron
ajustados con libertad para obtener mejores resultados.

Cambiar el tamaño de las imágenes de entrada introduce distorsiones en éstas. Además,
imágenes más grandes requieren más memoria en la GPU usada para entrenar la red. Por
esta razón, se alteró el tamaño de las imágenes de entrada sólo lo necesario para que puedan
ser usadas por la red. En el caso de las imágenes de 240× 40 pixeles no se hicieron cambios
a su tamaño, mientras que a las imágenes de 240× 20 pixeles se incrementó su alto hasta el
mínimo de 32 usando interpolación lineal.

Para no sobreentrenar las redes, se separó el conjunto de prueba en dos mitades ba-
lanceadas de forma aleatoria. Una de estas mitades se usó como conjunto de validación, y la
otra se conservó como conjunto de prueba. El conjunto de validación se usó para monitorear
el entrenamiento de la red y para realizar detención temprana.

Las capas FC de la red VGG fueron definidas tomando en cuenta la cantidad de
características resultantes al final de las capas convolucionales. También se realizaron pruebas
con distintas arquitecturas, y se optó por aquella que resultara en un entrenamiento adecuado,
esto es, que se observara el incremento progresivo en el accuracy de los resultados sobre los
conjuntos de entrenamiento y validación a medida que la red es entrenada. Las capas de la
red usada finalmente se muestran en la Tabla 3.2.

Tabla 3.2: Arquitectura de capas fully-connected para la red VGGNet-16.

Tipo de
capa

Neuronas/
Dropout

Función de
activación

Dense 1024 ReLU
Dropout 0,5 N/A

Dense 512 ReLU
Dropout 0,5 N/A

Dense 256 ReLU
Dense 2 Softmax

El entrenamiento se realizó durante 100 épocas, con detención temprana tras 20 épocas
sin mejoría en el conjunto de validación. Se usó un batch size de 32, y un learning rate de 10−4.
En adelante, esta prueba será llamada “VGG-full”.

3.4.5. Ajuste de parámetros de modelos

Para obtener buenos resultados, se debe ajustar los parámetros de cada modelo antes
de poder usarlo. Para esto, se empleó una metodología de k-fold cross-validation (validación
cruzada) junto con grid search (búsqueda de cuadrícula).

Durante el ajuste de parámetros sólo se utiliza la partición de entrenamiento. Esta
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partición es sub-particionada para obtener sub-particiones de entrenamiento y de prueba.
Como se mencionó en la Sección 3.4.2, si la búsqueda de parámetros se realizara en una sola
partición entrenamiento-prueba, los resultados podrían estar sesgados. Para evitar esto se
usa k-fold Cross-Validation (CV) [79]. Esto consiste en sub-particionar los datos en k partes
iguales —en este caso, en 5 partes—, y repetir la búsqueda de parámetros k veces, usando una
de las partes como sub-partición de prueba y las demás como sub-partición de entrenamiento.

La búsqueda de cuadrícula consiste en definir múltiples posibles valores para cada
parámetro a ajustar, y explorar exhaustivamente cada combinación de valores. Estas com-
binaciones se usan para entrenar un modelo usando la sub-partición de entrenamiento, y se
evalúan usando la sub-partición de prueba. La combinación de parámetros que dio los mejores
resultados será la escogida para entrenar el modelo final.

Para reducir el tiempo necesario para encontrar los parámetros, a la vez que se preserva
la precisión de éstos, la operación se realiza en dos etapas: gruesa (coarse) y fina (fine). En
la primera etapa, los parámetros a buscar se encuentran más separados entre sí, permitiendo
abarcar un rango amplio de parámetros sin tener que realizar tantas pruebas. En la segunda
etapa, la búsqueda se centra en torno a los valores obtenidos en la etapa anterior, reduciendo
la separación entre los valores e incrementando la precisión.

3.4.6. Análisis estadístico

En este trabajo, se usó la prueba ANOVA (análisis de varianza, Analysis Of Variance
en inglés) [82] para medir qué tan significativos fueron los resultados. Si el p-value obtenido
es inferior al 5 %, los resultados se considerarán significativos. En cada uso, se verificaron los
supuestos que permiten usar esta prueba: 1) que las muestras sean aleatorias e independientes
entre sí, 2) que los resultados sean obtenidos de una población distribuida normalmente, y
3) que la varianza de las distribuciones sean similares. El primer supuesto se cumple, pues
las particiones usadas son efectivamente aleatorias e independientes entre sí.

El segundo supuesto se verificó de dos formas: usando gráficos Q-Q (cuantil-cuantil),
y usando la prueba de Shapiro-Wilk [83]. En el caso de los gráficos Q-Q, estos indican
normalidad si las muestras graficadas en estos siguen una linea recta. La prueba de Shapiro-
Wilk, por otro lado, propone como hipótesis nula que la distribución a probar está distribuida
normalmente, y esta hipótesis se rechaza si el valor entregado por el estadístico de esta prueba
es pequeño.

Para realizar estas pruebas y la prueba ANOVA se usaron múltiples librerías. La
librería statsmodels [84] permite generar modelos estadísticos, y se usó para realizar la prueba
ANOVA unidireccional y bidiereccional. La librería de computación científica y matemática
scipy [85] fue usada para generar los gráficos Q-Q y realizar la prueba de Shapiro-Wilk.
Finalmente, la librería de análisis de datos orientados a la biología bioinfokit [86] fue usada
para realizar cálculos previos necesarios para la prueba de Shapiro-Wilk.
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Capítulo 4

Resultados

En este capítulo, se muestran los resultados obtenidos tras aplicar la metodología
descrita en el capítulo anterior. En primer lugar, se describe el efecto de generar pares de
máscaras en la distribución de las máscaras de la base de datos, y cómo éste varía al cambiar
el umbral de penalización. En segundo lugar, se estudia el efecto de corregir las máscaras de
oclusión en la distribución de las máscaras. Luego, se muestran los resultados de clasificación
de género, y cómo los dos factores ya mencionados (pares y correcciones) inciden en la
clasificación. Finalmente, se realiza una discusión sobre los resultados obtenidos.

4.1. Efectos del pareo de máscaras en la distribución
de máscaras por género

En la Figura 4.1 se muestra la distribución original de máscaras, separadas por género.
Al ser distinta la distribución de cada género, un clasificador podría usar esta información
para clasificar por género, como se explicó en la Sección 3.1.
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(a) Usando máscaras originales (b) Usando máscaras corregidas

Figura 4.1: Distribución de máscaras por género antes de formar pares. Las
columnas se ven moradas cuando ambos géneros se encuentran superpues-
tos.

Tras formar pares con todas las imágenes del conjunto de entrenamiento, la distribu-
ción de máscaras se vuelve idéntica para ambos géneros. Esto se ve reflejado en la Figura 4.2,
donde los histogramas se encuentran completamente superpuestos. Nótese que en compara-
ción con la Figura 4.1, hay más imágenes con un mayor porcentaje de máscara. Esto se debe
a que al formar pares, la cantidad de máscara sólo puede aumentar, no disminuir.

(a) Usando máscaras originales (b) Usando máscaras corregidas

Figura 4.2: Distribución de máscaras por género tras formar pares. Las co-
lumnas se ven moradas cuando ambos géneros se encuentran superpuestos.

4.1.1. Distribución de pares a distintos umbrales de penalización

Como se describió en la Sección 3.1.1, se debe penalizar los pares con mayor crecimien-
to. Para definir el umbral adecuado, se debe analizar dos elementos: el crecimiento promedio
de los pares formados, y el número de pares con “alto crecimiento”. La definición de pareo
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con alto crecimiento es arbitraria, y se define como aquel pareo con crecimiento mayor al
10 %.

Se estudiaron umbrales entre el 0 % y el 20 % de crecimiento, a intervalos de 0.5 %.
Para cada umbral se generaron los pares correspondientes, y se tomó nota del crecimiento de
cada par; en aquellos pares donde el crecimiento fue penalizado, se consideró el crecimiento,
no el penalizado. Teniendo los crecimientos de todos los pares formados, se calculó el promedio
y se contabilizaron aquellos con alto crecimiento.

Los resultados de este experimento se muestran en la Figura 4.3. En esta figura se
puede observar que a medida que el umbral decrece, el crecimiento promedio aumenta hasta
cierto máximo entre los umbrales 5% y 7.5%. Pasado este punto, el crecimiento promedio
decae, eventualmente volviendo al mismo promedio del umbral más alto.

(a) Usando máscaras originales (b) Usando máscaras corregidas

Figura 4.3: Crecimiento promedio y número de pares con alto crecimiento,
para distintos umbrales de penalización.

Para explicar este comportamiento, se debe recordar que el algoritmo que forma los
pares entrega la solución que minimiza la suma de crecimientos. Esto es equivalente a mini-
mizar el promedio de los crecimientos. A medida que se añaden restricciones –i.e. penalizando
pares por sobre cierto valor–, las soluciones se alejan de este mínimo. Llegado cierto punto,
la mayoría de los pares potenciales han sido penalizados, lo que hará que el algoritmo forme
todos los pares no penalizados posibles, y luego continúe con los no penalizados. Al llegar al
umbral de 0%, todos los posibles pares (a excepción de que hubieran máscaras idénticas en
iris de distinto género) han sido penalizados, por lo que el algoritmo se comporta de forma
idéntica como si ningún pareo potencial estuviera penalizado.

Por otro lado, se ve un número de pares con alto crecimiento mínimo en el umbral
10%. Alejándonos de este umbral, el número de pares con alto crecimiento aumenta abrupta-
mente en aproximadamente 50 a 70 pares, para luego descender a valores similares en ambos
extremos, aproximadamente 40 pares por sobre el mínimo.

Una posible explicación para este comportamiento está en la definición elegida para
alto crecimiento. Si se define alto crecimiento como aquellos pares con crecimiento estric-
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tamente mayor al x%, el umbral que penaliza pares con crecimiento estrictamente mayor
al x% será el umbral menos restrictivo de entre aquellos que penalizan los pares con alto
crecimiento.

Otra posible explicación para este comportamiento se encuentra en la distribución de
pares en base a su crecimiento. En la Figura 4.4 se observa esta distribución para distintos
umbrales de penalización. En todos los gráficos se ve que la mayoría de los pares tienen
crecimiento menor o igual al 10%. Con el umbral fijado al 10%, el grupo minoritario de
pares con crecimiento mayor al 10% queda penalizado en su totalidad, y es posible reducirlo
a un mínimo. Los umbrales fijados al 12.5% y al 15% eliminan por completo los pares que
están sobre el 12.5% de crecimiento, pero ya que los umbrales no son lo suficientemente
estrictos, tienen más pares con crecimiento mayor al 10% que cuando el umbral es fijado al
10%.
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(a) Umbral = 0% (b) Umbral = 5%

(c) Umbral = 7.5% (d) Umbral = 10%

(e) Umbral = 12.5% (f) Umbral = 15%

Figura 4.4: Distribución de pares en base a su crecimiento para distintos
umbrales de penalización, usando la resolución 240× 20. Las barras de co-
lor anaranjado corresponden a los pares con crecimiento mayor al 10 %. Se
agregó una etiqueta a los valores menores a 0.5 % para facilitar su visuali-
zación.
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4.2. Corrección de máscaras de oclusión

En esta sección se muestra el efecto que tuvo la corrección de las máscaras en la
distribución de éstas en la base de datos. Los gráficos mostrados corresponden a las bases de
datos GFI, con imágenes normalizadas de 240×20 pixeles, los que son similares a los gráficos
usando imágenes normalizadas de 240× 40 pixeles.

En la Figura 4.5 se muestra la distribución de máscaras antes y después de la correc-
ción. Ya que la corrección de máscaras se hizo de forma aditiva, la cantidad de máscara en
las imágenes sólo se mantuvo o aumentó, lo que se ve reflejado en los histogramas.

(a) Previo a corrección (máscaras originales) (b) Después de corrección

Figura 4.5: Distribución de máscaras antes y después de corrección.

4.3. Resultados de clasificación

En esta sección se muestran los resultados obtenidos al clasificar género en base a
iris, siguiendo los experimentos descritos en la Sección 3.4.4. En primer lugar se obtienen
resultados base, los que se usarán como punto de comparación. Luego, se analiza cómo va-
rían los resultados al aplicar pares a distintos umbrales de penalización, y en base a esto se
fijará un umbral para usar en el resto de los experimentos. Tras esto, se realizan experimen-
tos eliminando los pares con mayor crecimiento para ver si el desempeño del algoritmo de
pareo incide en los resultados. Finalmente, se realizan experimentos completos de clasifica-
ción usando pares y máscaras corregidas. La discusión sobre los resultados se realizará en la
sección siguiente.

El accuracy corresponde al porcentaje de muestras clasificadas correctamente, respecto
del total de muestras evaluadas. En cada caso, los valores de accuracy mostrados corresponden
al promedio y desviación estándar obtenidos de 30 repeticiones aleatorias, según se describió
en la Sección 3.4.2.
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4.3.1. Experimento 1: Resultados base

Los resultados base corresponden a aquellos obtenidos con la base de datos GFI,
usando las máscaras originales (obtenidas directamente usando OSIRIS). Los resultados de
los demás experimentos serán comparados con los resultados base para determinar el impacto
de las distintas metodologías propuestas.

Los resultados obtenidos por Kuehlkamp y Bowyer en [8] también serán incluidos como
punto de comparación. Éstos resultados permitirán comparar los resultados de la metodología
utilizada.

En la Tabla 4.1 se muestran los resultados base obtenidos usando VGG+LSVM y
VGG-full. En la Tabla 4.2 se muestran los resultados obtenidos en [8] usando imágenes de
iris normalizadas tomadas de la base de datos GFI, usando todos los sujetos.

Tabla 4.1: Resultados base usando VGG+LSVM y VGG-full.

Tipo de prueba Resolución Accuracy [%]

VGG+LSVM 240× 20 63.97± 1.64
240× 40 65.43± 1.93

VGG-full 240× 20 62.13± 2.37
240× 40 63.34± 2.64

Tabla 4.2: Resultados obtenidos por Kuehlkamp y Bowyer en [8].

Tipo de prueba Accuracy [%]
VGG+LSVM 60.0± 1.8
VGG-full 60.1± 3.0

Al comparar ambas tablas, se obtiene que los resultados base de este trabajo son en
promedio 2.03 % a 5.43 % más exactos que los de [8], con desviaciones estándar cercanas
(< 1 % de diferencia).

4.3.2. Experimento 2: Efectos de penalizar pares con alto creci-
miento

Para estudiar el impacto de variar el umbral de penalización de pares, se realizaron
pruebas de clasificación de genero usando máscaras pareadas obtenidas a distintos umbrales
de penalización. Los umbrales usados van desde el 3% al 15%. A diferencia de otros expe-
rimentos, se usaron 5 particiones en vez de 30 debido al tiempo disponible para realizar el
cómputo. Además, se realizó sólo la prueba VGG+LSVM.

Los resultados obtenidos al variar el umbral de penalización se muestran en la Figu-
ra 4.6. Si se considera la desviación estándar de los resultados, se ve que no existe relación
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entre el umbral elegido y los resultados obtenidos. Esto se confirma al aplicar la prueba ANO-
VA en los resultados. Usando esta prueba para comparar el accuracy a diferentes umbrales
se obtiene un p-value de 0.99, por lo que se concluye que no hay correlación entre el umbral
y los resultados.

Con estos resultados, sumado a lo observado en la Sección 4.1.1, se fijó el umbral de
penalización al 10% para todos los experimentos posteriores. Este umbral logra reducir el
número de pares con alto crecimiento, sin aumentar en gran medida el crecimiento promedio
de los pares.

Figura 4.6: Resultados de clasificación obtenidos usando diferentes umbra-
les de penalización, a distinta resolución. Las resoluciones con “(correg.)”
corresponden a uso de máscaras corregidas, y las que no tienen esta pa-
labra corresponden a máscaras originales. La línea recta que atraviesa los
resultados es una regresión lineal del promedio de los resultados por umbral.

4.3.3. Experimento 3: Efectos de eliminar pares con alto creci-
miento

Se estudiará si los pares con alto crecimiento —y por consiguiente, alta pérdida de
información por las máscaras pareadas— afectan los resultados de clasificación. Para esto,
se generaron pares de máscaras, y posteriormente se eliminaron los pares con crecimiento
mayor a cierto umbral. Este umbral varía entre el 7% y el 10%, a intervalos de 1%. Con
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estas imágenes, se realizaron pruebas de clasificación.

Los resultados obtenidos en este experimento se muestran en la Tabla 4.3. Estos re-
sultados muestran que, para una misma resolución y prueba, las diferencias en accuracy son
mínimas (< 1 % en promedio). Esto se verifica al realizar la prueba de ANOVA. Al estudiar
el impacto del umbral de eliminación en el accuracy usando ANOVA, se obtiene un p-value
alto —cercano a 1.0 en tres de los casos—, por lo que se concluye que eliminar los pares con
alto crecimiento no tiene efecto en el accuracy al clasificar por género. Esto quiere decir que
el que se formen pares con alto crecimiento no influye en los resultados de clasificación.

Tabla 4.3: Resultados usando máscaras pareadas y eliminando pares sobre
cierto crecimiento para las pruebas VGG+LSVM y VGG-full. En negrita se
indica el accuracy máxima para cada resolución y prueba.

Tipo de
prueba

Resolución Umbral Accuracy [%] P-value

VGG+LSVM

240× 20

10% 58.66± 2.16

0.979% 58.83± 2.19
8% 58.72± 2.35
7% 58.90± 2.09

240× 40

10% 60.48± 2.03

0.989% 60.64± 1.98
8% 60.56± 2.06
7% 60.41± 1.97

VGG-full

240× 20

10% 58.38± 2.59

0.789% 57.64± 2.93
8% 57.78± 3.32
7% 57.74± 3.37

240× 40

10% 59.61± 2.91

0.999% 59.54± 2.86
8% 59.72± 3.07
7% 59.54± 2.83

4.3.4. Experimento 4: Efectos de usar máscaras pareadas en cla-
sificación

A continuación se mostrarán los resultados de usar máscaras pareadas al clasificar
género en base a iris. Para formar los pares, se usó la metodología descrita en la Sección 3.1.
El pareo fue realizado sólo en los iris de los conjuntos de entrenamiento, ya que se requiere
conocimiento a priori del género de los iris. Los resultados de este experimento se muestran
en la Tabla 4.4. Estos resultados muestran que, en promedio, se perdió un 4.52 % de accuracy
al usar máscaras pareadas.
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Tabla 4.4: Resultados usando máscaras pareadas para las pruebas
VGG+LSVM y VGG-full. En negrita se indican el accuracy máximo, la ma-
yor diferencia versus los resultados base, y los p-values por debajo de 0.05.

Tipo de
prueba

Resolución Accuracy
[%]

Diferencia
vs base [%]

P-value

VGG+LSVM 240× 20 58.72± 2.02 -5.25 6.21× 10−16

240× 40 60.62± 2.13 -4.81 6.72× 10−13

VGG-full 240× 20 58.36± 2.84 -3.77 6.58× 10−7

240× 40 59.11± 3.10 -4.23 4.30× 10−7

Estos resultados fueron evaluados usando la prueba ANOVA. Al compararlos con
los resultados base y estudiar el impacto de usar o no máscaras pareadas en el accuracy,
se obtienen p-values muy inferiores a 0.05. Con esto se puede afirmar que los resultados
obtenidos son significativos, y que el uso de máscaras pareadas sí influye en los resultados.

4.3.5. Experimento 5: Efectos de usar máscaras corregidas en cla-
sificación

En esta sección se muestran los resultados tras usar máscaras corregidas manualmente
al clasificar género en base a iris. La corrección de las máscaras se realizó siguiendo la meto-
dología descrita en la Sección 3.2. A diferencia de las máscaras pareadas, esta corrección se
aplicó tanto al conjunto de entrenamiento como al de prueba.

Los resultados obtenidos se muestran en la Tabla 4.5. Como indica la tabla, la co-
rrección de máscaras redujo en promedio un 1.6 % el accuracy al clasificar. Al observar los
p-values obtenidos usando la prueba ANOVA, los resultados son significativos (menores a
0.05) en tres de las cuatro pruebas. Hay que destacar que las correcciones fueron hechas por
un operador humano, por lo que éstas podrían tener sesgos o incluso errores.

Tabla 4.5: Resultados usando máscaras corregidas para las pruebas
VGG+LSVM y VGG-full. En negrita se indican el accuracy máximo, la
mayor diferencia versus los resultados base, y los p-values menores a 0.05.

Tipo de
prueba

Resolución Accuracy
[%]

Diferencia
vs base [%]

P-value

VGG+LSVM 240× 20 62.79± 1.67 -1.18 7.38× 10−3

240× 40 62.01± 2.12 -3.42 1.68× 10−8

VGG-full 240× 20 61.69± 2.72 -0.44 5.06× 10−1

240× 40 61.89± 2.95 -1.45 4.81× 10−2
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4.3.6. Experimento 6: Efectos de usar máscaras pareadas y corre-
gidas en clasificación

El usar máscaras corregidas podría haber añadido información dentro de la forma de
las máscaras, tal y como se mencionó en la Sección 3.1. Para eliminar este efecto, se aplicó el
pareo de máscaras a las máscaras corregidas. Los resultados de este experimento se muestran
en la Tabla 4.6.

Tabla 4.6: Resultados usando máscaras corregidas y pareadas para las prue-
bas VGG+LSVM y VGG-full. En negrita se indican el accuracy máximo, la
mayor diferencia versus los resultados sin parear, la mayor diferencia versus
los resultados sin corregir, y la mayor diferencia versus los resultados base.

Tipo de
prueba

Resolución Accuracy
[%]

Dif. vs
sin pares

[%]

Dif. vs
sin correc.

[%]

Dif. vs
base
[%]

VGG+LSVM 240× 20 56.42± 1.77 -6.37 -2.30 -7.55
240× 40 56.96± 1.69 -5.05 -3.66 -8.47

VGG-full 240× 20 56.39± 3.36 -5.30 -1.97 -5.74
240× 40 55.99± 2.82 -5.90 -3.12 -7.35

Al juntar los efectos de corregir y de parear las máscaras, se perdió en promedio un
7.28 % de accuracy. Esa diferencia es mayor a la suma de aplicar los pares y las correcciones
por separado. La diferencia entre estos resultados y los obtenidos usando sólo corrección de
máscaras (Tabla 4.5) fue de −5.66 % en promedio. La diferencia entre estos resultados y
los obtenidos usando sólo máscaras pareadas (Tabla 4.4) fue de −2.76 % en promedio. Para
ambos factores, el efecto en el accuracy se vio acentuado con respecto a la aplicación de
dichos factores por separado.

Las pruebas con y sin máscaras pareadas y máscaras corregidas se resumen en la
Tabla 4.7. El efecto en la clasificación, tanto de haber corregido las máscaras como de haber
formado pares, se estudió usando una prueba ANOVA bidireccional. Los resultados de esta
prueba se muestran en la Tabla 4.8. En esta prueba se usaron los resultados de dos pruebas,
por lo que se tiene el doble de datos que en las pruebas ANOVA anteriores. En todas las
pruebas, el impacto de las máscaras pareadas y corregidas fue significativo (p-value menor a
0.05). Por otro lado, la interacción entre los dos factores no alcanza a ser significativa. Con
estos resultados se corrobora que las máscaras juegan un papel importante en la clasificación
de genero.

4.3.7. Experimento 7: Resultados usando la base de datos ND-
CrossSensor-Iris-2013

Para verificar que el comportamiento observado usando máscaras pareadas y la base
de datos GFI es generalizable a otras imágenes, se repitió el experimento de parear máscaras
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Tabla 4.7: Resumen de resultados usando máscaras corregidas y pareadas
para las pruebas VGG+LSVM y VGG-full, con la base de datos GFI. En
negrita se indica el accuracy máximo por prueba y resolución.

Prueba Resolución Factores Accuracy
[%]Máscaras

pareadas
Máscaras
corregidas

VGG+LSVM

240× 20
NO NO 63.97± 1.64

SÍ 62.79± 1.67

SÍ NO 58.72± 2.02
SÍ 56.42± 1.77

240× 40
NO NO 65.43± 1.93

SÍ 62.01± 2.12

SÍ NO 60.62± 2.13
SÍ 56.96± 1.69

VGG-full

240× 20
NO NO 62.13± 2.37

SÍ 61.69± 2.72

SÍ NO 58.36± 2.84
SÍ 56.39± 3.36

240× 40
NO NO 63.34± 2.64

SÍ 61.89± 2.95

SÍ NO 59.11± 3.10
SÍ 55.99± 2.82

en la base de datos ND-CrossSensor-Iris-2013. Los resultados base para esta base de datos
se muestran en la Tabla 4.9.

Tabla 4.9: Resultados usando la base de datos ND-CrossSensor-Iris-2013
para las pruebas VGG+LSVM y VGG-full. En negrita se indica el accuracy
máximo.

Tipo de
prueba

Resolución Accuracy [%]

VGG+LSVM 240× 20 61.44± 2.71
240× 40 61.10± 2.54

VGG-full 240× 20 59.90± 2.68
240× 20 60.13± 3.05

Los resultados usando máscaras pareadas en la base de datos ND-CrossSensor-Iris-
2013 se muestran en la Tabla 4.10. Esta tabla muestra que, en promedio, las máscaras pa-
readas reducen entre un 2.95 % y un 4.00 % el accuracy al clasificar género. Este efecto es
comparable, pero menor, al observado en la base de datos GFI. Esto también se ve reflejado
en los p-values obtenidos con la prueba ANOVA. En todos los casos, el impacto de las más-
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Tabla 4.8: P-values obtenidos con prueba ANOVA bidireccional para cada
prueba, resolución y factor. En negrita se indican los p-values menores a
0.05.

Prueba Resolución Factor P-value

VGG+LSVM

240× 20

Máscaras
pareadas

3.85× 10−35

Máscaras
corregidas

4.22× 10−7

Interacción
entre factores

8.97× 10−2

240× 40

Máscaras
pareadas

6.26× 10−26

Máscaras
corregidas

6.41× 10−17

Interacción
entre factores

7.54× 10−1

VGG-full

240× 20

Máscaras
pareadas

2.16× 10−14

Máscaras
corregidas

2.20× 10−2

Interacción
entre factores

1.44× 10−1

240× 40

Máscaras
pareadas

1.75× 10−16

Máscaras
corregidas

2.90× 10−5

Interacción
entre factores

1.16× 10−1

caras pareadas fue significativo, pero los p-values fueron mayores a lo observado en la base
de datos GFI. Estos resultados permitirían plantear que la metodología es aplicable a otra
base de datos de iris.

4.4. Discusión de resultados

Usando pares de máscaras se igualaron las máscaras de ambos géneros, lo que eliminó
la posible correlación entre el género y la forma de las máscaras. Al eliminar esta correlación,
el accuracy en la clasificación de género disminuyó en un 4.52 % en promedio en las base de
datos GFI y 3.54 % en la base de datos ND-CrossSensor-Iris-2013, diferencia que resultó ser
significativa en todas las pruebas.
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Tabla 4.10: Resultados usando mascaras pareadas y la base de datos ND-
CrossSensor-Iris-2013 para las pruebas VGG+LSVM y VGG-full. En negrita
se indican el accuracy máximo, la mayor diferencia versus los resultados
base, y los p-values menores a 0.05.

Tipo de
prueba

Resolución Accuracy [%] Diferencia
vs base [%]

P-value

VGG+LSVM 240× 20 57.44± 2.82 -4.00 6.06× 10−7

240× 40 57.25± 2.60 -3.85 2.73× 10−7

VGG-full 240× 20 56.54± 2.28 -3.36 2.46× 10−6

240× 20 57.18± 2.95 -2.95 3.46× 10−4

La corrección manual de máscaras eliminó los elementos que no eran parte del iris
y permitió cuantificar su impacto. El uso de máscaras corregidas resultó en una reducción
promedio del 1.6 %, efecto que resultó ser significativo en la mitad de las pruebas. Cabe
recordar que las máscaras fueron corregidas por un humano, lo que podría haber introducido
sesgos o errores a las máscaras. Si se quisiera mitigar este factor, habría que cambiar la
técnica de segmentación. Por ejemplo, se podría usar la metodología descrita en trabajos
más recientes [27–30] para reducir los errores de segmentación.

Al juntar los dos factores, pares y corrección, su efecto se vio acentuado. Cuando las
máscaras estaban corregidas, usar pares de máscaras disminuyó en un 5.66 % el accuracy en
la clasificación de género; este efecto fue significativo en todas las pruebas. Asimismo, cuando
las máscaras estaban pareadas, corregir las máscaras disminuyó en un 2.76 % el accuracy en
la clasificación de género; este efecto fue significativo en todas las pruebas. En total, las
máscaras contribuyeron en un 7.28% en promedio al accuracy de la clasificación
de género en base a iris.

A pesar de haber eliminado la información de género contenida en las máscaras e
información en el iris durante el pareo y las correcciones, el accuracy de clasificación de
género en base a iris se mantuvo arriba del 55 %. Esto quiere decir que sí hay información de
género presente en la textura del iris. En caso contrario, el accuracy de clasificación de género
habría rondado el 50 %. Sería de interés el estudiar la información de género en la textura
del iris para determinar su origen, ya que es posible que aún queden sesgos no eliminados.

En términos de accuracy, los resultados obtenidos son consistentes con los reportados
en [8] en la base de datos GFI (Tabla 4.2). El accuracy que reportaron fueron de 60.0 % en
la prueba VGG+LSVM y de 60.1 % en la prueba VGG-full. Los resultados obtenidos en esta
tesis sin usar máscaras pareadas fueron mejores (por 3.67 %), mientras que los resultados
con máscaras pareadas fueron peores (por 0.85 %). Esto significa que a pesar de tener resul-
tados base más altos que en [8], la reducción en desempeño al usar máscaras pareadas fue
significativa.

Por otro lado, los resultados de esta tesis no son consistentes con los trabajos anteriores
que reportaron tasas de clasificación superiores al 70 % al usar iris normalizados [6, 7, 17]. No
obstante, ninguno de estos trabajos considera el sesgo que las máscaras podrían introducir.
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La diferencia en los resultados entre esta tesis y trabajos como [6, 7, 17] podría deberse
a distintos factores. En [8, 20] se mencionan algunos factores, como el uso de particiones
de entrenamiento y prueba no separadas por sujeto, la presencia de información que no
corresponde al iris, y la utilización de sólo una partición de prueba. Sin embargo, no se
cuenta con suficiente información para determinar con certeza la causa de esta diferencia.

La información que es añadida por las máscaras puede ser usada para clasificar género
pues se correlaciona con el genero por diversos factores, tales como el maquillaje y las pesta-
ñas. Por lo tanto, el remover esta información al clasificar género en base a iris normalizados
debería realizarse si lo que se desea es evaluar la clasificación de género basado sólo en la in-
formación del iris. Además, las máscaras dependen de factores que no están relacionados con
el género, como el algoritmo de segmentación usado y las condiciones durante la adquisición
de la imagen.

El contenido de información de género en el iris que se pierde al aplicar las máscaras
pareadas no ha sido cuantificado. El que el accuracy no disminuyera a pesar de eliminar los
peores pares parece sugerir que el efecto de aplicar máscaras pareadas, el cual elimina la
correlación entre las máscaras y el género, es mayor al efecto de perder información al parear
máscaras.
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Capítulo 5

Conclusiones y trabajo futuro

En este trabajo se cumplieron los objetivos de definir una metodología para remover
información de género que podría estar presente en las máscaras de oclusión, y de medir el
impacto de éstas. La metodología consistió en formar pares de iris de distinto género, formar
máscaras pareadas, y aplicar estas máscaras a los iris. También se corrigieron manualmente
las máscaras, eliminando elementos que no eran parte del iris. Al usar esta metodología en la
clasificación de género en base a iris, se demostró que las máscaras contribuyen en promedio
en un 7.28% al accuracy de la clasificación.

En base a estos resultados, se verifican las hipótesis planteadas. Se demostró que las
pestañas, párpados y otros elementos que no son parte del iris y que son visibles en las
imágenes normalizadas de iris, contienen información que un clasificador puede usar para
predecir género Este efecto resultó ser significativo en algunos casos. Además, se verificó
que las máscaras contienen información de género, y que al igualar las máscaras de ambos
géneros, las tasas de clasificación de género disminuyen significativamente.

Dado lo anterior, si lo que se desea es cuantificar la información de género presente
en la textura del iris, los métodos usados para clasificar iris normalizados deberían usar la
metodología propuesta para eliminar la información de género presente en las máscaras de
oclusión. Esta metodología también acota la cantidad información de iris que se pierde al
aplicar las máscaras pareadas gracias a que se aplica optimización combinatoria.

La metodología usada en este trabajo podría ser mejorada de las siguientes formas. En
primer lugar, se podría usar una base de datos más numerosa y con etiquetas de maquillaje
como la usada en [8]. Esto permitiría estudiar los efectos del maquillaje en la generación
de máscaras y en la clasificación de género. Además, no se ha estudiado el impacto del
maquillaje en sujetos masculinos en la clasificación de género. Generar una base de datos de
estas características abriría el estudio de gender-spoofing (utilización de técnicas para lograr
una clasificación específica) en la clasificación de género en base a iris, tanto normalizado
como periocular. Otro factor a mejorar es el algoritmo de segmentación y normalización
usado. En la actualidad existen métodos más modernos basados en deep-learning. El uso de
estos métodos podría volver prescindible la corrección manual de máscaras dependiendo de su
desempeño en segmentación, y los efectos de formar pares de máscaras en este caso podrían
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ser diferentes.

Aún quedan interrogantes respecto de la robustez de las metodologías de clasificación
de género en base a iris normalizado. Al eliminar la información presente en las máscaras,
la tasa de clasificación siguió siendo levemente superior al 50 %, por lo que hay información
de género presente en el iris. Como trabajo futuro, se podría determinar en qué medida el
formar pares elimina información del iris, en contraste con la información de las máscaras,
para corroborar si el aporte en información viene principalmente de la máscara. También se
podría estudiar otras potenciales fuentes de sesgo en los resultados, por ejemplo, ecualizando
la intensidad promedio de los pixeles de las imágenes cada género. Finalmente, se podría
estudiar el impacto de trasladar horizontalmente el iris normalizado. Esto equivaldría a rotar
el iris, situación que puede darse durante la adquisición de la imagen. Si los algoritmos de
clasificación de género son robustos, éstos deberían funcionar aún si se introduce rotación.
Por ejemplo, la clasificación según género de algún iris no debería cambiar si el iris es rotado.
Si la clasificación cambia al rotar el iris, significaría que el algoritmo de clasificación de género
no es robusto.
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Anexos

Anexo A. Listado de Acrónimos

• VGG: Red convolucional desarrollada por el Visual Geometry Group. En particular, en
este trabajo se refiere a la VGGNet-16.

• SVM: Máquina de vectores de soporte, Support Vector Machine en inglés.

• LSVM: Máquina de vectores de soporte lineal, Linear Support Vector Machine en inglés.

• OSIRIS: Software de código abierto para iris, Open Source for IRIS en inglés.

• LBP: Patrones binarios locales, Local Binary Patterns en inglés.

• ULBP: Patrones binarios locales uniformes, Uniform Local Binary Patterns en inglés.

• MLP: Perceptrón multi-capa, Multi-Layer Perceptron en inglés.

• KNN: K -vecinos más cercanos, K-Nearest Neighbors en inglés.

• BSIF: Característica de imagen estadística binarizada, Binarized Statistical Image Fea-
ture en inglés.

• NIR: (Espectro) infrarrojo cercano, Near-Infrared en inglés.

• HOG: Histogramas de gradientes orientados, Histogram of Oriented Gradients en inglés.

• CNN: Red neuronal convolucional, Convolutional Neural Network en inglés.

• CMIM: Maximización de información condicional mutua, Conditional Mutual Infor-
mation Maximization en inglés.

• GFI: Base de datos de género para iris, Gender For Iris database en inglés.

• ReLU: Unidad lineal rectificada, Rectified Linear Unit en inglés.

• MG: Máximo crecimiento de máscara, maximum mask growth en inglés.

• ANOVA: Análisis de varianza, Analisis Of Variance en inglés.

• FC: Capa completamente conectada, Fully Connected layer en inglés.

• CV: Validación cruzada, Cross-Validation en inglés.
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Anexo B. Resultados en imágenes de iris perioculares

Se probó clasificar género en base a imágenes de iris perioculares para contrastar con
los resultados obtenidos en imágenes de iris normalizados. Para ambas pruebas, las imágenes
fueron escaladas a 224 × 224 pixeles. Los resultados se muestran en la Tabla B.1. Éstos
muestran un accuracy significativamente mayor al obtenido usando imágenes normalizadas;
en promedio, los resultados obtenidos usando imágenes perioculares son un 19.11% mayores
a los obtenidos usando imágenes de iris normalizados. Además, estos resultados son 1.83% y
13.5% mayores a los obtenidos por Kuehlkamp y Bowyer en [8], en la prueba VGG+LSVM
y VGG-full respectivamente.

Tabla B.1: Resultados usando imágenes perioculares de la base de datos
GFI para las pruebas VGG+LSVM y VGG-full. La diferencia versus iris
normalizado se calculó en base a los mejores resultados promedio obtenidos
en esa prueba. En negrita se indica el mayor accuracy, la mayor diferencia
versus iris normalizado, y los p-values menores a 0.05.

Tipo de
prueba

Resolución
original

(escalada)

Accuracy
[%]

Diferencia vs
iris normalizado

P-value

VGG+LSVM 480× 640
(224× 224)

82.33± 1.62 +16.90 7.18× 10−42

VGG-full 480× 640
(224× 224)

84.66± 1.92 +21.32 2.99× 10−41
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