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En problemas del mundo real la informaciéon posee frecuentemente fuertes dependencias tem-
porales y una sola muestra no es suficientemente explicativa para captar la dindAmica subyacente.
Las redes neuronales han demostrado una alta efectividad tanto en problemas lineales como no-
lineales. El modelo Merge Neural Gas (MNG) es un poderosos algoritmo no supervisado para el
procesamiento de secuencias temporales, su estabilidad y convergencia lo hacen una herramienta
atractiva y simple. Las memorias Gamma constituyen un poderoso filtro que posee la eficiencia
de los filtros de Respuesta Infinita al Impulso (IIR), la estabilidad y facil entrenamiento como los
filtros de Respuesta Finita al Impulso (FIR). Su principal caracteristica reside en poder controlar
la profundidad de la memoria y la resolucion del filtrado.

El presente trabajo propone un nuevo modelo de contextos que puede ser combinado con dis-
tintos esquemas de cuantizacion estaticos como mapas auto-organizativos o Gas Neuronal, cuyas
reglas de entrenamiento se deriva de la minimizacién de un funcional de cuantizacién temporal,
permitiendo asi el procesamiento de secuencias temporales. El modelo de contextos se basa en
memorias Gamma, las cuales ademdas de capturar la dindmica de la serie entregan al algoritmo
propiedades fundamentales de los filtros IIR y FIR. Puesto que las memorias Gamma se construyen
recursivamente, el modelo propuesto puede controlar la memoria temporal ajustando la cantidad
de contextos utilizados. Para cuantificar la calidad de la cuantizacién temporal se utilizo el Error
de cuantizacion Temporal (TQE) y mediante el uso de planos de recurrencia se evalu6 la capacidad
del algoritmo para reconstruir una aproximaciéon del espacio de estado.

El nuevo modelo generaliza a MNG, haciendo de éste un caso particular del modelo propuesto
cuando solo se utiliza un contexto. Esto no sélo permite reutilizar las propiedades ya estudiadas
para MNG, sino que le entrega un nuevo marco teorico. Diversas bases de datos benchmark y de la
vida real han sido utilizadas a fin de estudiar experimentalmente las propiedades de Gamma NG.
Distintos atractores cadticos permiten demostrar cémo el aumento del nimero de contextos mejora
la reconstruccion de espacio de estado realizado por el modelo de contextos, justificindose asi la una
de las superioridades de Gamma NG por sobre MNG. En el atractor de Lorenz la reconstruccion
de espacio de estado arrojé un error E=0,0138 para Gamma NG y E=0.0199 para MNG. En tareas
de clasificacion el porcentaje de acierto fue de 92,45 % para Gamma NG y 89,81 % para MNG.

El modelo de contextos Gamma resulta ser una herramienta que puede ser combinada con dis-
tintos esquemas convencionales de cuantizacion el cual mediante una simple regla de recurrencia
basada en memorias Gamma permite evitar el uso de ventanas de tiempo mejorando el proce-

samiento de secuencias gracias a una mejor reconstruccién de espacio de estado.
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Capitulo 1

Introduccion

Existe una gran variedad de métodos orientados al analisis de datos, tales como técnicas estadis-
ticas, de clustering, etc. Las Redes Neuronales Artificiales (RNA) aparecen como una alternativa
atractiva para extraer informacion desde los datos. Las RNA estan inspiradas en los sistemas bi-
olégicos y se caracterizan por su capacidad para aprender gradualmente en el tiempo a partir
de ejemplos presentados a la red. Algunas de las caracteristicas mas atractivas son la robustez y
tolerancia al ruido, las cuales les han permitido desempenarse exitosamente en tareas tales como
reconocimiento de patrones, analisis de series de tiempo, aproximacion de funciones, optimizacion,
control automético, etc.

Existen dos grandes familias de redes neuronales, las de entrenamiento supervisado y las no-
supervisadas. El entrenamiento supervisado requiere que las muestras estén etiquetadas en clases,
lo cual no siempre se dispone. El algoritmo de retro-propagacion del error [1,2], usa la diferencia
entre la salida deseada (etiqueta) y la entregada por la red, para ajustar los pesos sinapticos de las
neuronas. Cuando no se dispone de datos etiquetados, el entrenamiento no-supervisado permite que
la red cree su propia representacion de los datos, y que logre descubrir patrones tipicos, clusters u
otro tipo de informacién interesante sobre el conjunto de entrenamiento, sin necesitar de informacién
externa alguna.

Uno de los paradigmas mas utilizados dentro de las redes neuronales no-supervisadas es el
Mapa Auto-Organizativo (SOM: Self-Organizing Map) introducido por Teuvo Kohonen [3]. Este

tipo de mapas usualmente utiliza una grilla bidimensional la cual permite visualizar la estructura



del espacio de entrada. Las neuronas de la grilla de salida tienen asociados vectores en el espacio
de entrada, los cuales mediante aprendizaje competitivo son capaces de preservar la topologia
del espacio de entrada. Durante el entrenamiento se activa la neurona ganadora (la mas cercana al
dato presentado) y sus vecinas en la grilla, en consecuencia las neuronas vecinas reconocen patrones
similares.

En problemas del mundo real la informacién posee fuertes dependencias temporales, por lo que
una sola muestra no es capaz de capturar la dindmica temporal del problema. Se genera asi la
necesidad de muestrear una secuencia de eventos para capturar adecuadamente la historia de los
datos, y crear una mejor representacion del fenomeno. Un ejemplo es un negocio donde las ventas
varian dependiendo si corresponden a dias habiles o a fines de semana. Luego, conocer las ventas
del fin de semana pasado pueden ser de utilidad para estimar las ventas del proximo fin de semana.

Una forma simple de abordar el problema temporal es utilizando de ventanas de tiempo. Este
enfoque consiste en seleccionar un conjunto de muestras consecutivas en el tiempo a fin de capturar
parte de la dindmica temporal del problema, pero una de las principales dificultades es elegir el
tamano de la ventana. Una ventana muy pequena no lograra capturar correctamente la dindmica de
la serie, mientras que una ventana muy grande tiende a promediar los estadisticos no estacionarios
de la serie y aumenta la complejidad de la red. Principe [4-7] propone una técnica basada en redes
neuronales que utiliza memorias de corto plazo para atacar problemas de series de temporales,
evitando asi el uso de ventanas de tiempo.

Diversas herramientas estadisticas han sido aplicadas con éxito en el anélisis de series de tiempo,
e.g. modelos de la familia ARMA (Auto Regressive Moving Average) se han desempenado de forma
exitosa en la identificacion de sistemas [8,9], prediccion de series de tiempo [10-12], entre otras
aplicaciones. Sin embargo si el sistema es no-lineal o no estacionario la solucién mediante este tipo
de técnicas estadisticas no garantiza efectividad.

La mayoria de los problemas del mundo real presentan no-linealidades de distintos tipos, pu-
diendo tener distinta naturaleza dependiendo del nimero de variables de estado. Las variables de
estado en un sistema dindmico corresponden a cualquier conjunto de variables que describen el
comportamiento del sistema, siempre y cuando ese conjunto sea del menor tamano posible. Por
ejemplo en un péndulo estas variables pueden ser la posiciéon angular 6 y la velocidad angular 6.

Cuando el numero de variables de estado es infinito, por ejemplo en movimiento de fluidos, donde es



Figura 1.0.1: Espacio de estado 3D del atractor de Lorenz con 0=10, b=8/3 y R=28.

necesario conocer la temperatura, presion y velocidad en todos los puntos, el sistema se denomina,
espacio-temporal extendido. En este caso el sistema se modela mediante ecuaciones en derivadas
parciales (EDP). Cuando el espacio de estado tiene dimension finita el sistema dindmico admite un
modelo en ecuaciones diferenciales ordinarias (EDO). El atractor de Lorenz (ver Figura 1.0.1) es
un modelo fisico de conveccién térmica, corresponde a un atractor cadtico tri-dimensional, cuyas

variables de estado estan dadas por la solucién del siguiente sistema

r = —ox+oy
z = —Bz+uoy.

En general no se tiene acceso a todas las variables de estado del sistema, por lo que se utilizan
técnicas de reconstruccion de espacio de estado para lograr estimar la soluciéon de las EDOs. Takens

[13] propuso un teorema de reconstruccion de espacio de estado en el cual define la estructura de



los vectores de espacio de estado a partir de una serie de tiempo.

1.1. Objetivo General

Desarrollar un nuevo método para cuantizar y visualizar secuencias de datos temporales basado

en redes neuronales auto-organizativas.

1.2. Objetivos Especificos

1. Proponer una nueva red neuronal auto-organizativa que incluya memorias de corto plazo para
el procesamiento de secuencias temporales. El esquema de cuantizacion utilizado como base

del algoritmo serda Gas Neuronal (NG: Neural Gas).

2. Desarrollar un modelo de contexto que permita capturar la dindmica de una serie basado en
memorias Gamma. Estas son un tipo particular de filtros de tipo respuesta infinita al impulso

(IIR: Infinite Impulse Response).

3. Verificar experimentalmente las capacidades del algoritmo para reconstruir una aproximacién

del espacio de estado de una secuencia.
4. Proponer un criterio de desempeno basado en planos de recurrencia.

5. Comparar la cuantizacion temporal del algoritmo propuesto con Merge NG [14,15] utilizando
bases de datos benchmark y bases de datos reales. Una de las medidas de desempeno utilizada

seré el error de cuantizacion temporal (TQE).

El texto se organiza de la siguiente manera:

En el capitulo 2 se presenta una descripcion de los algoritmos de cuantizacién no supervisados
ya existentes, como el mapa auto-organizativo de Kohonen, Gas Neuronal y Gas Neuronal Con-
structivo. Se senalan los fundamentos tedricos y las caracteristicas principales de cada algoritmo.
Enseguida, se introducen las principales caracteristicas y la evolucién de los distintos algoritmos
orientados al procesamiento de secuencias como: el mapa temporal de Kohonen, Mapas Recurrentes,

Mapas Recursivos, SOMTAD y GASTAD vy finalmente Merge Neural Gas. Se presenta el error de



cuantizacién temporal, que ha sido utilizado para medir el desempeno de los algoritmos de cuanti-
zacion temporal propuestos en la literatura. A modo de introduccion al procesamiento temporal se
presentan dos propuestas de memorias temporales: las ventanas de tiempo y las memorias Gamma.
Finalmente se presenta una descripcion de los sistemas dinamicos no lineales abordando también
las principales técnicas y dificultades en la resoluciéon de estos problemas.

En el capitulo 3, se presenta un nuevo modelo de contexto. Mediante un esquema simple basado
en ventanas de tiempo se deriva un funcional que puede ser facilmente generalizado al uso de filtros
Gamma. Utilizando memorias Gamma se deriva la regla de entrenamiento utilizada por Merge NG,
caracterizandose la profundidad de la memoria y resolucion de Merge NG. Posteriormente se pro-
pone un nuevo modelo de contextos, se deriva la regla de entrenamiento y se estudian propiedades
fundamentales del modelo propuesto. Se realiza una interpretacion basada en espacio de estado que
permite visualizar como el modelo propuesto aborda el problema temporal desde esta perspectiva.
Dada la capacidad del algoritmo para ajustarse a distintos esquemas de cuantizacién se proponen
tres nuevos algoritmos Gamma SOM, Gamma NG y Gamma GNG. Finalmente se hace una de-
scripcion de las bases de datos a utilizar y se explican las principales medidas de desempeno a
utilizar.

En el capitulo 4 se estudia experimentalmente el desempeno de los algoritmos propuestos y
se presentan los resultados obtenidos con bases de datos benchmark y con las bases de datos del
mundo real. Se mide el error de cuantizacion temporal TQE, se construyen planos de recurrencia y
se aprovecha la reconstruccion de espacio de estado para resolver un problema de prediccion.

En el capitulo 5 se discuten las medidas de desempeno utilizadas, se estudian caracteristicas
relevantes del algoritmo, como el costo computacional, y se da una orientacién de como seleccionar
los pardmetros del algoritmo. Finalmente se comparan las ventajas de Gamma NG sobre MNG en
las bases de datos utilizadas en funcién de los resultados obtenidos y las medidas de desempeno
utilizadas.

En el capitulo 6 se presentan las conclusiones, exponiendo los principales aportes de este trabajo

y las lineas de exploracién para futuras investigaciones.



Capitulo 2

Marco Teo6rico

2.1. Redes Auto-Organizativas

2.1.1. Mapa de Kohonen

El mapa auto-organizativo de Kohonen (SOM: Self-Organizing Map) [3] es uno de los esquemas
mas utilizados dentro de las redes neuronales auto-organizativas. E1 SOM esta basado en un modelo
biolégico de la actividad neuronal en el cerebro. A diferencia de los algoritmos supervisados, SOM
no requiere los valores deseados de cada vector de entrada. Uno de los objetivos del SOM es
poder generar un mapeo topoldégicamente ordenado desde un espacio de entrada d-dimensional a
un espacio de salida a-dimensional, donde a < d. Las neuronas de la red generan cierta actividad
ante el estimulo de los datos de entrada, esta actividad permite determinar que zonas del mapa, o
mas especificamente que neuronas han aprendido a representar ciertos patrones de la entrada. Se
supone que neuronas de mayor actividad, son capaces de ajustarse o especializarse mas facilmente
a los ejemplos que intentan representar. Por el contrario, si las neuronas no se han especializado
en el presente vector de entrada, su representacién estard ubicada en zona de baja actividad y
las neuronas no necesitan ajustarse, pues perderian la capacidad de representaciéon de los patrones
aprendidos.

De este modo se logra generar un mapa cuyas zonas de actividad van cambiando a medida
que se presentan distintos patrones. Los patrones que generan actividad en la misma zona poseen

caracteristicas similares y pueden ser agrupados dentro de una misma categoria o cluster.



Espacio de Entrada Grilla de Salida

wiERd piERa

Figura 2.1.1: Arquitectura de la red SOM

El mapa auto-organizativo ordena las neuronas N' = {1,..., M } en una grilla fija a-dimensional
sobre la cual se definen relaciones de vecindad. Las neuronas vecinas son aquellas conectadas direc-
tamente en la grilla. Si bien la dimensién a de la grilla no posee restricciéon alguna, por lo general
ésta es escogida menor o igual a 3, permitiendo una visualizacién directa. Cada neurona posee
vecinos de distintos niveles dependiendo de la distancia a la que se encuentran a ésta. Los vecinos
de primer nivel son los mas cercanos y estan conectados directamente a la neurona. El nimero de
vecinos en cada nivel depende del tipo de grilla. Los tipos de grilla méas usados son la rectangular
y la hexagonal, sin embargo éstas podrian tener cualquier topologia.

Cada neurona tiene asociado un vector prototipo w; € R? en el espacio de entrada y un vector
posicion p; € R en la grilla de salida. Los vectores prototipos en el espacio de entrada son ajustados
a los datos durante el entrenamiento, mientras que la grilla se mantiene fija en el espacio de salida.

La Figura 2.1.1 muestra el arreglo de neuronas en la grilla de salida y el correspondiente vector
prototipo en el espacio de entrada. El entrenamiento de los vectores es realizado en espacio de

entrada sujeto a la topologia dada por la grilla de salida.

2.1.1.1. Inicializacién

= Inicializacién aleatoria. El algoritmo SOM es lo suficientemente robusto como para aceptar
una inicializaciéon aleatoria de los vectores prototipo. Los vectores inicialmente desordenados
en el espacio de entrada son ordenados a los largo del entrenamiento. Aunque La inicializacion

aleatoria no es la mas rapida, de todas formas se obtienen buenos resultados.



= Inicializacion a partir de las muestras. Consiste en seleccionar de forma aleatoria distin-
tos puntos del conjunto de entrada para inicializar los vectores prototipos. Con esto se obtiene

una aproximacion de la distribucién de los datos.

= Inicializacidn lineal. Los vectores prototipos son inicializados de un modo ordenado a partir

del subespacio lineal generado por los dos vectores propios principales de los datos de entrada..

Ambas inicializaciones, aleatoria y a partir de las muestras, no son restrictivas del algoritmo SOM

dnicamente.

2.1.1.2. Aprendizaje

El aprendizaje esta basado en la idea de soft competition, Figura 2.1.2, i.e. la adaptacion de los
pesos se realiza no sé6lo a la unidad ganadora, sino que también a sus vecinos. La adaptaciéon es mas
fuerte en las neuronas que presentan mayor actividad, es decir, las neuronas mas cercanas al patron
de entrada la cual va luego decreciendo, mediante una distribucién gausiana, para las neuronas que
se encuentran mas alejadas en la grilla con respecto a la neurona ganadora.

Dado un patrén de entrada x(t) € R? se calcula la distancia de todos los elementos de la
red al ejemplo presentado. La unidad ganadora o best matching unit (BMU) es la que presenta
mayor similitud al patréon de entrada x(t), ésta se denota como i*. La unidad ganadora se calcula

determina segtn la ecuacién siguiente

i* = argmin {||z(t) — w;||} (2.1.1)
i=1..M
donde ||-|| es una medida de distancia (en la mayoria de los casos se utiliza la norma euclidiana),

M es el nutmero de neuronas en la red. Todas las neuronas son adaptadas al patréon de entrada a
fin de lograr aprender el ejemplo presentado. Esta adaptacion consiste en un acercamiento espacial

hacia el vector presentado. Los pesos de toda la red son adaptados mediante la ecuacién siguiente

wi(t +1) = wi(t) + e(t)hig- (1) (z(t) — wi(t)) (2.1.2)

donde €(t) es la tasa de aprendizaje, h; ;« es una funcion de vecindad gausiana centrada en la unidad

ganadora, que permite controlar la adaptacion de toda la red segin la distancia de cada neurona a
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Figura 2.1.2: Entrenamiento de la red SOM. En el espacio de entrada la unidad ganadora BMU y
sus vecinos topologicos son adaptados moviéndose hacia el patron de entrada. El vector de mayor
adaptacion es la unidad ganadora BMU.

la BMU. Por lo general la tasa de aprendizaje y la vecindad decrecen en el tiempo. Tipicamente la

funcién de vecindad se define como:

i (dac(i, %)) = exp (%) (2.13)

donde d¢(i,i*) es la distancia en la grilla de salida entre la neurona i y la neurona i* ej. en una

grilla bidimensional d¢(i,i*) = abs (v; — x;+ ) + abs (y; — yi+).

El pardametro o(t) es el ancho de la vecindad el cual decae en el tiempo segin

o(t) = o, (ﬁ> ! (2.1.4)

g;
donde los valores o; y o son escogidos al inicio del entrenamiento y corresponden al tamafo inicial
y final de la vecindad, 7" es el ntmero maximo de épocas de entrenamiento. Dado que o; > o el
tamano de la vecindad decae exponencialmente durante el entrenamiento.
La tasa de aprendizaje €(t) corresponde a un funciéon que decae en el tiempo , la cual esta

encargada de asegurar la convergencia del algoritmo. Esta es de la forma

t

qw—q(3>T (2.1.5)

€



donde los valores €; y €5 son escogidos al inicio del entrenamiento, 7" es el nimero maximo de épocas
de entrenamiento.

La configuracién anterior permite que al inicio del entrenamiento el ajuste de los pesos sea mayor
y que la red se auto-organice. Esta etapa es conocida como ajuste grueso y se caracteriza porque
tanto los valores de la tasa de aprendizaje €(t) como el ancho de la vecindad o(¢) son altos. Hacia
finales del entrenamiento, los valores de la tasa de aprendizaje y de la vecindad son pequenos, por
lo que las variaciones Aw son pequenas, permitiendo un ajuste fino.

El nimero de neuronas escogidas afecta la precisiéon del mapa, mientras mas grande es el nimero
de neuronas mejor es la resolucién del mapa, sin embargo un nimero excesivo de neuronas puede
hacer que el clustering sea inexistente, por ejemplo si cada patrén de entrada esté representado por
una neurona diferente.

El algoritmo SOM se resume a continuacion.

Algoritmo 1 Mapa de Kohonen SOM
1. Inicializar aleatoriamente los vectores prototipo, w;,i =1...M.

2. Presentar un vector de entrada, z(t), a la red.

3. Encontrar el BMU, j*, usando (2.1.1)

4. Actualizar los vectores prototipo, w; , mediante la regla (2.1.2).
5. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

6. Si t < T volver al punto 2.

2.1.2. Gas Neuronal

El Gas Neuronal (NG: Neural Gas) [16] es un algoritmo de red neuronal auto-organizativos
orientado a la cuantizacion vectorial de estructuras arbitrarias. A diferencia de SOM, no define una
grilla que impone relaciones topolédgicas entre las unidades de la red. Los pesos sindpticos w; son
adaptados independientemente de cualquier estructura topologica, y la adaptacion Aw; se realiza
en funcion de las distancias relativas (distorsiones) de la red al patrén, en el mismo espacio de
entrada.

El algoritmo NG debe su nombre a la similitud entre la libertad de movimiento de las moléculas
de los elementos en estado gaseoso y las unidades de la red. Esta misma libertad permite al algoritmo

una mejor capacidad para aproximar la distribucion de los datos en el espacio de entrada, ya que
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Figura 2.1.3: Cuantizacién de una distribucion tipo anillo. a) muestra una cuantizacién mediante
SOM, b) muestra una cuantizacion mediante NG. Se puede observar que debido a las restricciones
topologicas, existen neuronas en el SOM que no estén correctamente ubicadas (fuera de la distribu-
cion de los datos).

las neuronas no estian obligadas a tener que mantener ciertas relaciones de vecindad, esto se puede

observar en la Figura 2.1.3%.

Dado un patron de entrada z(t), la informacion se ve reflejada en la red mediante distorsiones
en cada neurona Dy = {||z(t) —w;[/[i =1... M}, donde M es el nimero total de neuronas en
la red. La regla de adaptacion puede definirse como winner-take-most, es decir, la adaptacion se
realiza sobre toda la red, siendo la unidad ganadora (BMU) la de mayor adaptacion. El resto de las
neuronas va disminuyendo su adaptacion de acuerdo a un ranking que ordena las distorsiones de
menor a mayor, asignando el valor 0 a la menor distorsion. La unidad ganadora (BMU) se define
como la de menor distorsion (2.1.1).

Cada patron de entrada x(t) genera una “excitacion” f;(D,)) sobre cada unidad i de la red.
Esta excitacion depende de la distorsién en la neurona como f;(Dy)) = ha(ki) = e’%, donde
A es un parametro que determina la vecindad o numero de neuronas que se adaptaran de forma
significativa durante la adaptacion y k; € {0...M — 1} corresponde al ordenamiento de menor a
mayor de las distorsiones D, ;. La unidad escogida como ganadora se le asigna el valor k = 0. La

adaptacion de las neuronas finalmente depende de la tasa de aprendizaje €(t), del ranking k y de

!Figura extraida de http://www.neuroinformatik.ruhr-uni-bochum.de/ini/VDM /research/gsn/DemoGNG /NG _2.html
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la funcion de vecindad hy ().

El algoritmo NG se resume a continuacién:

Algoritmo 2 Neural Gas
1. Inicializar aleatoriamente los vectores prototipo, w;,i =1...M.

2. Presentar un vector de entrada, x(¢), a la red.
3. Encontrar el BMU, j*, usando (2.1.1).

4. Actualizar los vectores prototipo, w; , mediante la regla:
Aw; = e(t)hr(t) (z(t) — w;) (2.1.6)

donde €(t) es la tasa de aprendizaje (2.1.5),T es el nimero de épocas de entrenamiento y
A\ T
A) = N\ (/\—f) . (2.1.7)

5. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

6. Si t < T volver al punto 2.

2.1.3. Gas Neuronal Constructivo

En el algoritmo Gas Neuronal Constructivo (GNG: Growing Neural Gas) [17], a diferencia
de los previamente descritos, el nimero de unidades crece durante el proceso auto-organizativo.
Se comienza con dos unidades, para luego ir agregando neuronas a la red, sucesivamente. Para
determinar donde insertar nuevas unidades, se calculan algunas medidas de error locales durante el
proceso de adaptaciéon. Una nueva unidad se inserta cerca de aquella neurona que posee el mayor
error acumulado. La topologia inicial de la red es un conjunto de 2 neuronas. La neurona i tiene

asociada un vector prototipo d-dimensional, w; . El algoritmo GNG es el siguiente:
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Algoritmo 3 Gas Neuronal Constructivo
1. Inicializar aleatoriamente los vectores prototipos, wy y ws . Inicializar el conjunto de conex-
iones C', C' = A x A, como el conjunto vacio e inicializar el nimero de iteraciones en t = 0

2. Presentar un vector de entrada, z(t), a la red.
3. Encontrar el BMU, j*, usando (2.1.1) y la segunda unidad mas cercana k* mediante
k* = argmin ||z(t) — w;]| . (2.1.8)
i€ A\i*
4. Adaptar los vectores prototipo de acuerdo a la regla del Gas Neuronal.

5. Si no existe una conexién entre j* y k* crearla C' = C'U (j*, k*). Configurar la edad del borde
entre j* y k* a cero (refrescar el borde), age(;« j+) = 0.

6. Incrementar la edad de todos los bordes que emanan de j* :

age(j- iy = agec-y +1, Vi € Njs (2.1.9)
donde Nj- es el conjunto de vecinos topoldgicos directos (existe un borde entre i y j*) de j*.

7. Remover aquellos bordes con una edad mayor que la edad maxima, T'(t) en la iteracion ¢
definida como:

T\ ez
T(t) =T, (%) : (2.1.10)

8. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

9. Si t < T volver al punto 2.

2.1.4. Celdas de Voronoi

Dado un conjunto de vectores prototipos, {wi,ws,...,wx} € R% el conjunto o celdas de
Voronoi, V; de un vector prototipo particular, w; , se define como el subconjunto de los vectores de

entrada para los cuales, el vector prototipo w; es el més cercano:

Vi ={allle = wil| <l —wjll,i # j} (2.1.11)

donde i,7 =1,...,N y ||-]| es la medida de distancia.
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(b)

Figura 2.1.4: Dado un cierto conjunto de vectores prototipos. a) Celdas de Voronoi. b) triangulacion
de Delaunay

El conjunto de todas las celdas de Voronoi se conoce como Teselacion de Voronoi. Al conectar
todos los pares de vectores prototipo para los cuales las celdas de Voronoi respectivas comparten un
borde, se obtiene la Triangulacién de Delaunay [18]. La Figura 2.1.4 muestra las celdas de Voronoi

y la triangulacién de Delaunay para un mismo conjunto.

Normalizacion El efecto de la normalizacion permite que los valores de la tasa de aprendizaje
€(t) y el tamafnio de la vecindad o(t) necesiten ajustes menores entre distintas bases de datos.
La normalizacion de los datos ayuda de gran manera a que la red tenga un buen desempeno. Es
comin normalizar las componentes de los vectores de entrada de tal forma que tengan media cero
y varianza unitaria. Esto puede lograrse sustrayendo la media p y dividiendo la magnitud de las

componentes por su desviacion estandar o, como se muestra en la siguiente ecuacion

T —p
ag

&= (2.1.12)

una alternativa es la normalizacién lineal, la que consiste en restarle a cada componente el valor
minimo x,,;, de ella dividido por la diferencia entre el valor maximo %, y el valor minimo de esa
componente:

La normalizaciéon es realizada por columnas, ya que cada caracteristica puede poseer distinta
dimension fisica, ya sea metros, centimetros, etc. De esta forma se busca lograr una equidad en el
aporte de las caracteristicas a la red. En la mayoria de los casos es incorrecto normalizar por filas,

pues esto re-escala los vectores de entrada a la esfera unitaria perdiendo asi la distribucion original
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de los datos. Sin embargo, este efecto puede ser deseable en aplicaciones de text-mining, donde lo

que importa principalmente es el &ngulo entre los vectores y no la distancia euclidiana entre ellos.

2.2. Redes Auto-Organizativas para el Procesamiento de Se-

cuencias Temporales

2.2.1. Mapas Temporales de Kohonen

El Mapa Temporal de Kohonen (TKM: Temporal Kohonen Maps) [19] es uno de los primeros
acercamientos basados en redes neuronales auto-organizativas para el procesamiento de secuencias
temporales. Previo a TKM ya existian ciertos intentos por incluir el contexto en los Mapas de
Kohonen [20], TKM propone una técnica alternativa con un claro realismo biologico, que permite
evitar el uso de ventanas de tiempo.

El modelo se basa en que las neuronas son capaces de mantener su actividad durante un periodo
de tiempo. Esto es modelado mediante un potencial de activaciéon que se fundamenta en la constante
de tiempo asociada al decaimiento de la actividad eléctrica en una neurona de la corteza cerebral.

La red Neuronal TKM est4 dada por un conjunto de neuronas A" = {1, ..., M} las cuales poseen
pesos w; € R%. Los datos 2t € R? Vt = 1...T. El planteamiento original de TKM [19] consiste en

maximizar la actividad U;(t) de las neuronas de la red

Uilt) = Uit — 1) 5 [la(t) — wil (2.2.1)

donde El término aU; hace de umbral o barrera de activacion.

El criterio de distancia (2.2.2), es un planteamiento alternativo? que bésicamente consiste en
mantener alejadas las neuronas que en instantes anteriores no han logrado calzar el patréon de
entrada. La constante de tiempo « controla la capacidad de la red para recordar la actividad de las

neuronas.

di(t) = ad;(t — 1) + (1 — a) ||2* — w’|? (2.2.2)

2El motivo de esta representacion, es mantener el criterio de minimizacion de la distancia para encontrar la unidad
ganadora (BMU), el cual es usado a lo largo de la tesis.
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Desenrollando el criterio de distancia (2.2.2) se obtiene

¢
d;(t) = Z (1—a)a™7 |27 — uﬂH2 (2.2.3)

j=1
y derivando el funcional con respecto a w se puede encontrar el vector de pesos que minimiza la

distancia de la neurona al patrén de entrada,

(1—a)a' 227 —w) =0 (2.2.4)

odi(t) ¢
=1

ow

J

de donde se obtiene

22:1 a'~Ial
22:1 at

El vector de pesos corresponde a la media ponderada de los patrones previamente presentados

w =

(2.2.5)

a la neurona.

Originalmente TKM fue formulado para los mapas de Kohonen, sin embargo como la eleccion
del contexto no depende de arquitectura de la grilla, este puede ser utilizado con otros cuantizadores
como Neural Gas.

El algoritmo TKM se resume a continuacion:

Algoritmo 4 Temporal Kohonen Maps

1. Inicializar aleatoriamente los vectores prototipo en cada neurona, w;,d;(0) =0,Vi=1...m
2. Presentar un vector de entrada, ', a la red.
3. Encontrar el BMU, I;, usando (2.1.1), donde d;(t) se calcula como (2.2.2).

4. Actualizar los vectores prototipo, w; , mediante la regla:
Aw; = €(t)ho (dn (i, 1)) (2" — w;) (2.2.6)

donde €(t) es la tasa de aprendizaje definida en (2.1.5), T es el namero de épocas de entre-
namiento y he(dpr(z,1)) es la funcion de vecindad (2.1.3).

5. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

6. Sit < T volver al punto 2.
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2.2.2. Mapa Auto-organizativo Recurrente

El Mapa Auto-Organizativo Recurrente (RSOM: Recurrent Self-Organizing Maps) [21,22], pro-
pone una mejora para el algoritmo TKM. RSOM define un vector para cada unidad en el mapa. Los
pesos de la unidad ganadora son adaptados mediante ecuaciones de diferencias recursivas entre la
nueva entrada presentada al mapa, el vector previo de diferencias y el peso de la unidad. El Mapa
Temporal de Kohonen no usa directamente la informacion temporal del contexto en la actualizacién
instantanea de los pesos y las entradas anteriores sélo son tomadas en cuenta en la seleccién de
la unidad ganadora (BMU). RSOM logra incluir la naturaleza temporal de la serie tanto en la
seleccion de los pesos como en la adaptacion de ellos. Para ello se propone el vector de diferencias

y! para una entrada ', el cual se calcula segin la siguiente expresion:

yi=ayl '+ (1—-a) (2" —w) (2.2.7)

donde « controla la inclusion del vector de diferencias en el instante anterior, y el error entre el
patréon de entrenamiento y el vector de cuantizacién w;.

En resumen, RSOM no soélo considera la magnitud del error, sino que también se considera la
direccion de este, de esta forma la adaptacién de los pesos se realiza en mejores direcciones de
descenso. El valor de 0 < a < 1 determina el efecto del vector de diferencias, un valor pequeno

equivale a una corta memoria. El criterio de distancia es

di(t) = ||yt ]| - (2.2.8)

Un analisis similar al realizado en TKM para determinar los pesos 6ptimos, se desarrolla en [23]
para la distancia (2.2.8), siendo el resultado idéntico a (2.2.5). Una comparacion detallada entre
TKM y RSOM puede ser encontrada en [23].

RSOM se ha utilizado en la prediccion de series de tiempo mediante modelos lineales locales [24]
con resultados inferiores a redes de perceptron multicapa (MLP: Multilayer Perceptron).

El algoritmo RSOM se resume a continuacion:
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Algoritmo 5 Recurrent Self-Organizing Maps
1. Inicializar aleatoriamente los vectores prototipo y vectores de recurrencia en cada neurona,
wi,yi,W =1...M

2. Presentar una secuencia de entrada S,

a) Presentar un vector de entrada, z¢, a la red.
b) Encontrar el BMU, I}, usando (2.1.1), donde d;(¢)se calcula como (2.2.8).

¢) Actualizar los vectores prototipo, w; segin (2.2.6) y vectores de diferencias y!segin
(2.2.7) .

d) Incrementar el namero de la iteracion (¢t — ¢+ 1).

e) Sit < T volver al punto 2a.

3. Procesar una nueva secuencia (s — s+ 1)

4. Si s < S volver al punto 2.

2.2.3. SOMTAD y GASTAD

Principe [25] propone una arquitectura basada en dos elementos principales: auto-organizacion
y difusiéon de la informacién. La difusiéon es utilizada para captar la dinamica de la secuencia. La
arquitectura de la red establece conexiones entre las neuronas, por medio de las cuales se difunde
la actividad, la cual decae en el tiempo. El ganador se elige mediante una combinacion del vector
de pesos y la actividad de la neurona. Este tipo de actividad implementa memorias de corto plazo.

SOMTAD (Self-Organizing Maps with Temporal Activity Diffusion) esta definido en una red
neuronal tipo SOM. En este tipo de redes las conexiones entre las neuronas estan establecidas
segin la topologia de la grilla. La actividad se difunde a través de las conexiones mediante un

modelo de actividad (2.2.9) basado en Memorias Gamma [5], cuya ecuacion

a(e,t) = (1— p)ale,t — 1) + plla - w,| (2.2.9)

donde p es un pardametro de retroalimentacion de la actividad, a(x,t) corresponde a la actividad de

la neurona x con peso w, en el instante ¢. La unidad ganadora BMU es la que minimiza (2.2.10).

d;(t) = ||z — w;|| — Ba(z,t) (2.2.10)

donde (8 es un parametro de acoplamiento espacio-temporal, el cual representa la disminucion del
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umbral introducido por la difusién de la actividad. Un valor de § alto logra disminuir lo suficiente
el umbral de activacién, como para que el ganador en la siguiente iteracién sea un vecino de la
unidad ganadora en la iteracion actual. Al hacer que 5 — 0, se recupera el SOM original. El autor
menciona que la actividad viaja a través de la red en forma similar al modo en que viajan las ondas
al lanzar un piedra en una fuente.

El pardmetro 0 < p < 1, como se estudia con méas detalle en la secciéon 2.3.2 de memorias
Gamma, controla la profundidad de la memoria, en este caso la velocidad con que desaparecen las
ondas o la capacidad de la red para recordar la actividad.

El modelo GASTAD (Neural Gas with Temporal Activity Diffusion), estd montado sobre el
cuantizador NG, el que a diferencia de SOM no posee una topologia que conecte las neuronas de la
red. Por lo tanto es necesario definir una estructura que permita determinar hacia que neuronas se
difundira la actividad de la neurona ganadora. Una conexién p; ; se refuerza o debilita de manera
temporal segtn la regla (2.2.11). La idea principal es que la conexion entre neuronas que ganan
consecutivamente se refuerza, mientras que el resto de las conexiones se debilita en cierta fraccion.
Se define p; ; como la fuerza de conexién, connection strength, entre las neuronas neuronas ¢, j, de

manera que
N
Apr,_ i, =b, pij(t) =pi;(t—1) Nb (2.2.11)

Lo anterior permite determinar con que fuerza se propagara la actividad de la unidad ganadora
al resto de las neuronas de la red. La actividad generada en la neurona i-ésima debido a la k-ésima

es

2o {pf(d k) + (1= p) ar(t)} pr.i]

maz(p)

a;(t+1) = aa;(t) + (2.2.12)

donde 0 < o < 1 es una constante de olvido de la actividad, d es el vector de distancias entre las
neuronas, y f(d, k) determina como la distancia espacial afecta la actividad en la neurona. Esta
funcion podria ser un delta de dirac eliminando la sumatoria de la ecuacion (2.2.12). La neurona
ganadora BMU es seleccionada como la que minimiza (2.2.10) con la actividad definida en (2.2.12).

Un fenémeno interesante, debido al parametro (3, es el dinamismo en las celdas de voronoi, las

neuronas ya no ganan soélo por la cercania al patrén de entrada, pues la difusion al disminuir el
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Figura 2.2.1: Dinamismo en las celdas de voronoi. La Figura b) muestra como las celdas de voronoi
crecen con respecto a la Figura a) para el algoritmo SOMTAD. Figura extraida de [25]

umbral, podria permitir que se active una neurona que no sea necesariamente sea las més cercana

al ejemplo presentado.

2.2.4. Mapa Auto-organizativos Recursivos

El Mapa Auto-Organizativo Recursivo (RecSOM: Recursive Self Organizing Map) [26] posee
una representacion de contexto mas rica que los algoritmos presentados anteriormente, pero a un
mayor costo computacional. RecSOM ocupa un vector de contexto ¢!, el cual almacena la actividad
del mapa completo, asi cada neurona ¢ € N esta equipada con dos vectores, el vector de pesos

w; € Ry el vector de actividades ¢; € RV, El algoritmo combina ambos vectores para seleccionar
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la unidad ganadora (BMU), como la unidad que minimiza el siguiente criterio de distancia

di(t) = a ||z’ — wi|| + B]c" — | (2.2.13)

donde los parametros «, 8 > 0 controlan la influencia del contexto. El contexto actual corresponde
a la exponencial de las distancias o activaciones de las neuronas en el instante anterior, ¢! =
(e*dl(t’l), . ,e*dW\(t*I)). La eleccion de los parametros «, 8 no es trivial, hay valores para los
cuales el algoritmo es inestable. Para la eleccién de estos, hay que considerar que la dimensién del
contexto puede ser mucho mayor que la dimensién de los datos, en cuyo caso el valor de 3 debe ser
lo suficientemente pequeno para compensar las diferencia en el célculo de las normas debido a las
diferentes dimensionalidades. Es ademas recomendable que el peso del contexto en la seleccion de
la BMU sea menor que el de la cuantizacién, es decir § < a.

Una cualidad de este modelo es la independencia de la topologia de la red, ya que puede ser
usado con cualquier tipo de grilla, la adaptacion a NG es directa, a diferencia de SOMTAD y
GASTAD.

Voegtlin en [26] define una medida de desempeno a fin de poder determinar si la red logra
capturar las regularidades temporales de la serie de entrada. Formalmente define una cuantizacién
como una funciéon desde un espacio de entrada a un alfabeto finito, o conjunto de prototipos
Lq,..., L. Cada vector prototipo w; es asociado a cada letra L;. Una medida clasica de desempeno
de la cuantizacion es el medir la norma del vector prototipo con respecto al patréon de entrada
|zt — w;]|, pero esta formula es valida s6lo cuando no existen dependencias temporales entre los
datos.

Es posible generalizar el error de cuantizacién al ambito temporal, distinguiendo la naturaleza

continua o discreta de la serie de tiempo.

2.2.4.1. Cuantizacién de Series Discretas

Supongamos una serie de valores discretos, no independiente, idénticamente distribuidos. Para
simplificar y sin pérdida de generalidad, supongamos que z(t) € {0, 1}. El contexto temporal de la
secuencia en el instante ¢ esta dado por ' = (2f,2!"1, 272 ...) € {0, 1M

El contexto temporal es representado por un conjunto de alfabetos Li,...,Ly;. Para cada

instante ¢, una tnica letra Ly ) representa a c!. Luego la reconstruccion de ¢! es realizada por el

21



conjunto de alfabetos. Dado que ¢! es infinito, la capacidad de representacion de ¢! esté4 limitada a
la capacidad de representacion del alfabeto.

Formalmente, la cuantizacion del contexto se define como una funciéon de {0, 1}M al alfabeto
{L1,...,Ly}. El conjunto de contextos temporales representados por L; es denominado campo
de recepcion (receptive field) y es denotado por R;. El ntimero de eventos pasados que pueden ser
reconstruidos por L; es denominado profundidad del campo receptivo R;, y es denotado por n;, lo
cual corresponde al largo de la interseccion de todos los contextos pertenecientes a R;.

El conjunto de todos los contextos, {0, 1}M, puede ser visto como un arbol binario infinito. El
campo receptivo R; corresponde a un conjunto de secuencias binarias que recorren a un camino
infinito partiendo de la raiz del arbol. Un tnico nodo del arbol H; puede ser asignado a L;, que
corresponde al nodo méas profundo del arbol que pertenece a todos los contextos en R;. La pro-
fundidad de R; es igual a la profundidad del nodo H;. Dado que cada contexto debe pertenecer
a un campo receptivo R;, cortar el arbol en los nodos Hy, Hs, ..., Hys resulta en un arbol finito
{Hy,Ho,...,Hy} que describe la cuantizacion completamente.

Si p; es la probabilidad de que un contexto pertenezca a R;, entonces el nimero medio de eventos

pasados que pueden ser reconstruidos es:

3
Il

ping (2214)
1<i<M

El valor n es llamado profundidad del cuantizador, este valor es una medida de calidad del
cuantizador. La Figura 2.2.23, muestra distintos arboles binarios y la respectiva profundidad de
cuantizaciéon. En las figuras B y C se puede apreciar nuevamente la mejor capacidad de cuantizacién

de NG con respecto a SOM.Maés detalles y demostraciones pueden encontrarse en [27].

2.2.4.2. Cuantizacién de Series Continuas

El campo receptivo en el caso de series continuas es definido como la media de todas las secuen-
cias que gatilla su seleccion. Esta definicion esta restringida a una ventana de tiempo. El error de

cuantizacion temporal (TQE: Temporal Quantization Error), se define como la desviacion estandar

3Figura extraida de [27]
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C: Recursive Neural Gas, depth=7.00 D: Optimum, depth=7.08

Figura 2.2.2: Arboles binarios correspondiente a los algoritmos A:Mapa Auto-organizativo Recur-
rente; B,C:Mapa Auto-organizativo Recursivo;D:muestra la profundidad 6ptima.
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Figura 2.2.3: Comparaciéon del campo receptivo temporal entre a) SOM y b) RecSOM.

de las secuencias asociadas a su campo receptivo. La Figura 2.2.3* muestra una comparacion del
campo receptivo entre SOM y RecSOM. Se puede observar que la desviacion estandar de RecSOM
es mucho mas pequena que la de SOM. Cinco unidades nunca fueron seleccionadas, aparentemente
debido a la dificultad para encontrar un mapeo de baja dimensionalidad para una secuencia tem-
poral que es representada por vectores de alta dimensionalidad.

Un analisis méas detallado sobre el calculo del error de cuantizaciéon temporal TQE, puede ser

encontrado en la seccion 2.2.6, referente a [28].

4Figura extraida de [27]
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2.2.5. Merge Neural Gas

Merge Neural Gas (MNG) es un modelo no supervisado, réapido, intuitivo y poderoso, orientado
al procesamiento de secuencias [14]. El modelo propuesto combina una arquitectura tolerante al
ruido, basada en las unidades ganadoras (BMU) de los instantes anteriores, con el cuantizador
Neural Gas (NG) [16]. El contexto de MNG se mezcla con la cuantizacion de la sefal para ir
construyéndose de manera recursiva. Una de las grandes cualidades de esta arquitectura es que
puede ser combinada con grillas arbitrarias.

La red Neuronal MNG esté dada por un conjunto de neuronas N' = {1,..., M} las cuales son
equipadas con un peso w’ € R y un contexto ¢* € R%. Dado un conjunto de secuencias temporales
S, ={a' e RVt =1...T,}, para s = 1...5 se define I; como la unidad ganadora en el instante

que minimiza el siguiente criterio de distancia recursiva

d;(t) = (1—a)||J:t—wi||2+oz||ct—ci||2 (2.2.15)

donde ¢! corresponde al descriptor del contexto, que es una combinacién lineal de las propiedades

de la unidad ganadora I;_; en el paso anterior

oh=(1- ﬁ)wl”_l + Bl (2.2.16)

donde 0 < 8 <1 es un parametro que controla la inclusion de la historia de la secuencia.

Durante entrenamiento de la red MNG se recomienda poner mucho cuidado al valor del parametro
0 < a < 1 en la distancia recursiva (2.2.15). Se comienza con un pequeflo valor de « a fin de
que la contribuciéon del contexto sea pequena. Durante el entrenamiento se puede ir gradualmente
aumentando el valor de « para permitir que aumente la contribucion del contexto. Avanzado el
entrenamiento se puede liberar el pardmetro « y orientarlo a un valor que maximice la entropia de
activacion de la red.

La eleccién 6ptima del vector de pesos y del contexto depende de la minimizacién de la distancia
recursiva (2.2.15). Se ha mostrado que disminuyendo el tamafio de la vecindad, al finalizar el
entrenamiento, los vectores w; y ¢; convergen a una codificacién fractal de los elementos presentados

previamente en la secuencia [29)].

Teorema 2.2.1 Dado MSOM con computacion recursiva del ganador
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di(t) = (1 — ) [’ — ' ||” + o || ¢ = (1 = B)wh= + Bek)||? (2.2.17)

contexto inicial ¢' := 0 y una secuencia con entradas x7 para j > 1. Entonces los vectores de peso
y contexto optimos del ganador en el instante t son
t—1

woPHt) = gt opt(®) — 25(1 — Byt (2.2.18)
j=1

Estos vectores provienen de la dindmica de aprendizaje como puntos fijos estables, siempre que
ezista una cantidad suficiente de neuronas, que la cooperacion de los vecinos se desvanezca y que

los vectores 23‘:1 B(1 — B ~tat=J sean diferentes para cada t.

En [15] se encontré experimentalmente que la convergencia ocurre primero en los pesos y luego
en el contexto, debido a lo anterior se recomienda que los pesos sean actualizados méas rapido que
el contexto, i.e. poner méas atencién al matching de los patrones que al contexto. Esto se logra
escogiendo o < 0,5. Lo anterior se debe principalmente a que la construccién del contexto se realiza
en forma recursiva considerando la unidad ganadora del instante anterior, errores en la cuantizacion
w'~!, generan una mala codificacién del contexto.

La red MNG ha sido exitosamente probada en problemas de secuencias de ADN, series cadticas,

identificacion de locutores, [29] y en deteccion de husos de suenio [30].

El algoritmo MNG se resume a continuacion:
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Algoritmo 6 Merge Neural Gas
1. Inicializar aleatoriamente los vectores prototipo y el contexto en cada neurona, w;,c;, Vi =
1...m.

2. Presentar una secuencia de entrada S,

a) Fijar el contexto en un valor inicial ¢!, ej. 0.
b) Presentar un vector de entrada, z¢, a la red.

¢) Calcular el descriptor del contexto ¢! como:
= (1- B + el (2.2.19)
d) Encontrar el BMU, I;, usando
d;(t) = (1 — o) ||2* — wi||* + o || ¢ = ci]|” (2.2.20)
e) Actualizar los vectores prototipos, w; y el contexto ¢;, mediante la regla:
Aw; = e(t)hr(t) (2" — w;) (2.2.21)

Ac; = e(t)ha(t) (" — ;) (2.2.22)

donde €(t) es la tasa de aprendizaje (2.1.5), T' es el namero de épocas de entrenamiento
y A se calcula como en (2.1.7).

f) Incrementar el namero de la iteracion (¢t — ¢t + 1).

g) Sit < Ts volver al punto 2b.

3. Procesar una nueva secuencia (s — s+ 1)

4. Si s < S volver al punto 2.

2.2.5.1. BackTracking

El BackTracking esta asociado a la idea de poder reconstruir las secuencias asociadas a las
distintas unidades de la red. El contexto almacena la informacion temporal en cada unidad y este
puede ser usado para la reconstrucciéon de tales secuencias.

La reconstruccion se realiza seleccionando la i-ésima unidad de la red e inicializando la lista L; =
{i}, que almacena las neuronas precedentes a la neurona i-ésima que conforman la reconstruccion
de la secuencia mediante el backtracking. El objetivo ahora es determinar la neurona precedente a

la neurona i-ésima. Esto se hace calculando el merge de todas las unidades de la red

mj; = fej + (1= Blw;, Vj # i (2.2.23)
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donde m; o merge corresponde al descriptor de contexto en cada unidad (durante el entrenamiento
el descriptor de contexto se calcula sélo para la unidad ganadora).

Sea i(?) el primer elemento de la lista L;. Luego la unidad precedente es seleccionada como

k = argmin [|m; — ¢;o0 | (2.2.24)
J#i©)

posteriormente la lista L, es actualizada, colocando el elemento k como precedente a todos los

elementos de la lista, es decir,

Li={k} UL (2.2.25)

Este procedimiento debe realizarse en forma iterativa hasta que el proximo elemento k a ser

ingresado en la lista ya pertenezca a ella. El algoritmo se muestra a continuacién:

Algoritmo 7 BackTracking

1. Seleccionar la i-ésima neurona.

a) Inicializar L; = {i}

)
b) Para todas las neuronas calcular (2.2.23)
¢) Determinar k usando (2.2.24)
d) ifkel;
ir al punto 2,
else
ir al punto le
end if

e) Actualizar lista (2.2.25)
f) Volver a 1¢

2. Pasar a la siguiente neurona (i — i + 1)

La razon de usar de las ecuaciones (2.2.23) y (2.2.24) se debe a la forma en que se construye
el contexto en MNG. Supongamos que la neurona i-ésima es la ganadora en el instante presente.
Calcular el merge de todas las neuronas es necesario para determinar cual de estas fue la ganadora

en la etapa anterior, de esta forma el valor m; equivale al descriptor del contexto ¢!

en la etapa
presente. Dado que la neurona i-ésima minimiza (2.2.15), la ganadora en el instante anterior es la
que posee el valor de m; més cercano a ¢, lo que equivale a encontrar la neurona que minimiza

2
[l — el
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2.2.6. Error de Cuantizacién Temporal

El error de Cuantizacion Temporal (TQE: Temporal Quantization Error) [26, 28], mide la
desviacion de las secuencias asociadas a cada neurona con respecto a sus campos receptivos. Si
el valor calculado es pequeno, significa que el espacio es éptimamente cubierto por la red. En el
procesamiento de secuencias el error TQE se calcula para una ventana de tiempo, de esta forma se
logra determinar cuan bueno es el desempeno de la red para una cierta cantidad de retardos dada
por el ancho de la ventana w.

Dada una secuencia {...,S¢_1, St, St+1, - ..}, donde s; corresponde al valor de la secuencia en el
instante ¢, considere el conjunto ©; de todos los instantes de tiempo donde la neurona i es ganadora.

La activacion media A;(7) de la neurona i-ésima para el retardo 7 esta dada por:

Ai(r) = |(;i| > sis (2.2.26)

J€O;
donde |©;| corresponde a la cardinalidad del conjunto ©,;. Para la neurona i-ésima, la desviacion

de la senal con respecto a la actividad media en el retardo 7, se calcula como:

Ey(r) = L > (Ai(r) = sj-r)? (2.2.27)
|61| JEO;

La formula anterior corresponde simplemente a la desviacion estandar de las series asociadas a
la neurona i-ésima en el retardo 7. El error del mapa e(7) en el retardo 7 esta dado por la media

de los errores de las unidades que componen la red.

e(r) = % %Eim (2.2.28)
S

Las senales de la Figura 2.2.4, para la neurona i-ésima se forman considerando las secuencias

{Sky Sk—158k—2y -+, Sk—w}, cON k € 6.

Los algoritmos no orientados al procesamiento de secuencias generan una cuantizacién de los
puntos en el instante presente sin considerar similitudes en la dindmica pasada de la serie. Algo-
ritmos como SOM o NG obtienen un valor muy bajo de ¢(0) y valores elevados a medida que se

evalian retardos anteriores.
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TQE

T retardo

Figura 2.2.4: Senales asociadas a una unidad de la red. En el ejemplo, el error de cuantizacion
temporal de la neurona i-ésima para el retardo 7 E;(7), se calcula como la desviacion estandar de
los puntos A,B,C,D; los cuales pertenecen a las series temporales asociadas a la neurona i.

2.3. Memorias Temporales

La memoria de una red neuronal, estd asociada a la capacidad de la red de retener la informaciéon
presentada anteriormente. para poder utilizarla en el procesamiento del patrén actual. Dos tipos de
memoria pueden asociarse a la redes, la de corto y largo plazo. Por lo general se asocia la memoria
de largo plazo a los mapas estaticos, dado que estos interpretan la informacién como pesos los
cuales son adaptados mediante la regla de aprendizaje. Los sistemas dindmicos tienen estructuras
de corto plazo y a pesar de que las neuronas estan equipadas con un vector de pesos, éstas deben
ademas poseer estructuras que logren capturar la dinamica de la serie a fin de diferenciar patrones
temporales.

Un ejemplo muy simple consiste en el cruce por cero de una sinusoide, el valor en el instante
del cruce ty siempre serd cero. Un esquema basado en memorias de largo plazo podria aprender
la existencia de dicho valor y representarlo mediante cierto vector de pesos, sin embargo el cruce
puede ser realizado en forma ascendente o bien descendente. Una memoria de corto plazo podria
aprender que para t < ty existian valores negativos, en el caso ascendente, y positivos, en el caso

descendente, logrando diferenciar ambas situaciones.

2.3.1. Memoria mediante ventanas de tiempo

Los datos estaticos suponen independencia temporal entre las muestras. Para el procesamiento

de este tipo de datos es indiferente el orden en el cual se presenten los distintos patrones en la etapa
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de entrenamiento. Sin embargo esto no es lo mas adecuado si el objetivo es buscar o reconocer
patrones temporales, donde la muestra en el instante actual depende de las muestras en instantes
anteriores.

Una forma de adaptar los algoritmos orientados al procesamiento de datos estaticos para com-
batir problemas dindmicos es el uso de ventanas de tiempo. La idea bésica es que para una serie
x+ € R se genera el vector de retardos y; = [x4, 21, ..., 2¢— k], de esta forma la dinadmica puede ser
capturada dentro de la ventana de tiempo. Un problema que surge es la dificultad para seleccionar
el tamano de la ventana . Una ventana muy pequena puede no lograr capturar la dinamica de la
serie. Una ventana muy grande tiene una serie de desventajas: las redes neuronales escalan peor
que linealmente con la dimensionalidad [31], una ventana muy grande de forma natural aumenta
la dimensionalidad del problema. Si la serie no es invariante, una ventana de tiempo muy grande
tiende a promediar los estadisticos variantes en el tiempo.

El vector y; puede ser generado mediante la concatenaciéon de la salida de distintas etapas de

filtrado, donde (2.3.1) corresponde a la funcion de transferencia G(z),

G(z) = % (2.3.1)

El filtrado definido en el dominio del tiempo toma la siguiente forma,

K
y(t) =wey; = Z wyc(t) (2.3.2)
k=0

donde ¢ (t) = x(t — k).

2.3.2. Memorias Gamma

Introducidas por de Vries y Principe [4,5,32], las memorias Gamma pueden clasificarse como
un filtro hibrido que combina la simpleza de los filtros FIR y la potencia de los filtros IIR. Distintas
aplicaciones del filtro Gamma pueden ser encontradas en la literatura [7,33-37], mostrando su gran
potencial en tareas asociadas al procesamiento de datos temporales.

Dos caracteristicas principales pueden describir este tipo de memoria de corto plazo (short
term memory), profundidad y resolucion (depth and resolution). La profundidad se refiere a la

capacidad de las memorias para recordar valores anteriores. Una memoria de poca profundidad
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co(t) = z(t) —| G(z) G(2) G(z)f-------------- - " G(2) r G(2)
c(t) co(t) cs(t) crx—1(t) ck (t)

Figura 2.3.1: Filtro Gamma

mantiene sélo la informacién mas reciente. La resolucion por el contrario indica el detalle con el que
se han almacenado los datos, i.e. con que frecuencia media ha muestreado la memoria los valores
anteriores de la secuencia. Desafortunadamente existe un trade-off entre la selecciéon de ambas
variables, por lo que el aumento de la profundidad lleva inevitablemente a una disminuciéon en la
resolucién.

El filtro Gamma (2.3.3) es definido en el dominio del tiempo de la siguiente forma.

K
y(t) = wie(t) (2.3.3)
k=0

() =1 —p)ep(t—1) 4 pep—1(t—1) (2.3.4)

donde ¢o(t) = z(t), parak =1... K y 0 < u < 1 son los parametros a adaptar. Este tipo de filtro
corresponde a un filtro pasa bajos.
El operador de retardo Gamma puede representarse con transformada 7 mediante funcion de

transferencia (2.3.5), lo cual facilita el analisis de las distintas propiedades de las memorias Gamma.

considerando que
V() _
X(2) =G(z) (2.3.6)
se tiene
Y(2) (2= (1 - ) = pX(2) (2.3.7)
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despejando Y(z) y tomando antitransformada

V() = pX()+(1—p)Y ()
2.3.
g1 = (L= p)y(t) +pa(t) (23.8)
—— ~ =~
c1(t+1) ca(t) co(t)
La representacién mediante funciones de transferencia queda
K
Y(z) =) wi[G(2)]" X(2) (2.3.9)
k=0
_Y() N ;
H(z) = X0~ kz=(:)wk [G(2)] (2.3.10)

de lo anterior es directo que la salida del filtro puede representarse mediante una convolucion entre la

sefial y ciertas funciones gy (2.3.11) denominadas nicleos de retardo gamma, gamma delay kernels.

k
gr(t) = %tkeﬂ” Vk=0...K (2.3.11)

La Figura 2.3.2 muestra dichos kernels para un valor de = 0,7.

Es posible determinar la forma del k-ésimo filtrado de la senal evitando la recursion (2.3.4).

k
) = G(2) - G(2) - - - G(2) x(t) = [G(2)]* 2(t) = {ﬁ] (%) (2.3.12)

k—veces

Desarrollando ambos extremos de la ecuacién anterior

erlz— (1= )" = e (2.3.13)
k
B\ , . ,
Ck;o (j)zk -1y = pFz (2.3.14)

multiplicando por z~* y despejando el termino asociado a j = 0.
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Figura 2.3.2: Kernels Gamma para p = 0,7. El eje x se ha escalado a t - p a fin de mostrar como

k

para distintos valores de k la profundidad de la memoria se centra en D = -

k

k . .

e =prz P — ¢y Z (]) 27 (u—1)
j=1

Finalmente tomando antitransformada Z, se tiene

pra(t—k) = S5 () (n—1en(t—5) t>k
Ck(t) =
0 t<k

notar que cuando k = 0 la suma desaparece y co(t) = plz(t — 0) = z(2).

(2.3.15)

(2.3.16)

Un analisis més detallado de las propiedades del filtro Gamma puede ser encontrado en [4, 38]

donde se determina la profundidad D (2.3.17) y la resolucion R (2.3.18).

(2.3.17)

(2.3.18)



La Figura 2.3.2 muestra como los kernels alcanzan la profundidad para distintos valores de k.
Una segunda version de las memorias gamma (2.3.19) més versatil, puede actuar como filtro

pasa bandas [38].

_ k-0 —p)
Grr(z) = T (2.3.19)

La estabilidad se obtiene bajo la condicion 0 < p(1 —v) <2y p > 0.
Los polos que se obtienen encontrando las raices del denominador de la funciéon de transferencia

son:

pr2=(1—p)+pv/=v. (2.3.20)

De lo anterior se puede observar que se obtienen polos complejos p; 2 = re*o si v > 0, con

r=+/(1—p)?+vu®yw :tan_lﬁ‘T‘/Z.

Desarrollando la expresion ¢, = Gyr(z)ck—1 para k = 1... K es posible encontrar la siguiente
recursion para la construccion de los distintos contextos que caracterizan el filtro Gamma 1T,
22 — 2(1 — p)zer + r2en = pzcp_q — w(l — p)ex—q (2.3.21)

multiplicando por z~2 y despejando c; se tiene,

e =2(1—p)z ep —r*2 2 +pz e — p(l — p)z 2epy (2.3.22)

finalmente tomando antitransformada Z se tiene en el dominio del tiempo,

ch =201 —p)ei =2 ekl — (1 — p)el 2 (2.3.23)

con ¢ = x(t).

La Tabla 2.3.1 resume las propiedades de las memorias revisadas en ésta seccién
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| | Retardos | Gamma | Gamma, IT |

Profundidad k k/u no en forma cerrada
Resoluciéon 1 I no en forma cerrada
Estabilidad Siempre | 0< p <2 O<u(l—-v)<2

Tipo de Filtro | Pasa todo | Pasa bajos Pasa bandas
Polos 0 1-p 1,2

Tabla 2.3.1: Resumen de caracteristicas. Retardos, Memoria Gamma y Gamma II.

2.4. Sistemas Dinamicos No Lineales

En un sistema dindmico el comportamiento evoluciona con el tiempo, por ejemplo: nimero de
manchas en el sol, pulso cardiaco, ecuaciones diferenciales, posicion de un péndulo, precio del dolar,
etc. Los sistemas dinamicos se diferencian en: sistemas lineales y no lineales.

Existe una gran cantidad de herramientas de estudio que permiten estudiar sistemas lineales
invariantes, sin embargo cuando el problema es no lineal este es mucho mas dificil de resolver y las
herramientas lineales no permiten describir con exactitud su comportamiento.

El esquema béasico del anélisis de sefiales considera una senal de entrada z(t) la cual es aplicada
a un sistema que entrega una salida y(¢). La salida puede ser descrita como una convolucién entre

la entrada y la respuesta al impulso h(t) del sistema,

(o]
y(t) = 2(t) * h(t) = / 2(P)h(t — T)dr. (2.4.1)
—o0
La transformada de Laplace permite hacer una transformacion desde el espacio del tiempo al

espacio de frecuencias, permitiendo facilitar el analisis del sistema. La ecuacion (2.4.1) en el espacio

de frecuencias queda representada como

Y(s) = X(s)H(s) (2.4.2)

donde H(s) es la funcion de transferencia. En un sistema lineal si las entradas 1 y z2 producen
salidas y; e yo respectivamente, entonces z1 + x2 tiene como salida y; + ys.
El caso de los sistemas no-lineales es mucho més interesante ya que su comportamiento es

mas rico. El andlisis de los sistemas no-lineales puede realizarse mediante el uso de variables de
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estado. Las variables de estado son las variables fundamentales que permiten describir un sistema
por completo. Los sistemas espacio-temporales extendidos poseen infinitas variables de estado y
solo pueden ser modelados mediante ecuaciones diferenciales en derivadas parciales (EDPs). Si
el nimero de variables de estado es finito el sistema puede ser modelado mediante ecuaciones
diferenciales ordinarias (EDOs). El modelo en EDOs de un sistema no lineal con un namero finito

n de variables de estado puede expresarse como

X(t) = F(X (1)) (2.4.3)

donde X (t) € R™ es el vector de estado, cuyas coordenadas estdn dadas por las variables de estado
del sistema y F': R™ — R"” es una funcién no lineal.

Los sistemas dinamicos disipativos poseen espacios de estado de estructura invariante, la cual
permanece una vez que el transiente ha desaparecido, estas estructuras se llaman atractores. Hay

distintos tipos distintos de atractor.

= Puntos de equilibrio o punto fijo. Son sistemas cuyo estado final permanece constantes

en el tiempo. Por ejemplo un vaso de agua, el voltaje del condensador en un sistema RC, etc.

= Orbitas periodicas (ciclos limites). Corresponde a una trayectoria cerrada en el espacio
de estado, cumplen que al menos una trayectoria se acerca a la o6rbita periddica a medida que

el tiempo se va a infinito. La Figura 2.4.1 muestra un ejemplo de este tipo de atractores.

= Atractores cadticos. La dimension del espacio de estado es no entera (fractal) y son muy
sensibles a las condiciones iniciales. El atractor de Lorenz es uno de los atractores cadticos

més famosos.

La fibrilacion ventricular, actividad eléctrica desorganizada de los ventriculos, corresponde a un

atractor cadtico, Figura 2.4.2°

5Tmagen extraida de http://www.anestesia.com.mx/disritm.html
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Figura 2.4.1: Ciclo limites, Oscilador de Van der Pol

3:30

Figura 2.4.2: Taquicardia ventricular que se convierte en fibrilacién ventricular.
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Figura 2.4.3: Exponente de Lyapunov

2.4.1. Exponente de Lyapunov

El exponente de lyapunov es un invariante que caracteriza la taza de separacién entre trayecto-
rias del espacio de estado infinitesimalmente cercanas. El nimero de exponentes de lyapunov esta
dado por la dimension del espacio de estado, de esta forma cada exponente mide la velocidad de
divergencia en cada direccién.Cuando se habla del exponente de lyapunov se refiere a méximo valor
del conjunto de exponentes y su importancia radica en que estd directamente ligado al horizonte

de prediccion, este se define como:

|61;]
67|

(2.4.4)

A=1imy o n In

donde |dr| es la separacion inicial entre dos trayectorias.

El signo de los exponentes de lyapunov indican al convergencia de la serie.

= A < 0. La orbita del atractor converge a una Orbita periddica o punto fijo estable. Los
exponentes negativos son caracteristicos de sistemas disipativos o no conservativos. Mientras

més negativo es el exponente, mayor es la estabilidad.

= )\ = 0. La 6rbita es una o6rbita periddica. El sistema dinamico es conservativo y estable en el

sentido de lyapunov.

= A > 0. La 6rbita es inestable y cadtica. No importa que tan cercanos sean dos puntos, en

algin momento las trayectorias se separan.
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Si la serie se ha discretizado o digitalizado, muchas de las propiedades de un atractor caoético
se pierden, por ejemplo la aperiodicidad, sensibilidad a condiciones iniciales, etc. en particular el
exponente de lyapunov (2.4.4) ya no puede ser calculado con la trayectoria infinitesimalmente més
cercana, para esto se introduce la nociéon de exponente discreto de lyapunov [39,40]. Para su calculo
se considera una biyeccion F : Zy — Zp, Zy = {1,2,...,M — 1}, el exponente discreto de

lyapunov se define como:

M—1
M:%?XNMHQ—F@| (2.4.5)
1=0

donde F' es una discretizacion del atractor real f. c;esi+1sii< M —1,y cpy—1 =i —2 (i.e. ¢

es vecino de 7).

2.4.2. Reconstruccion de espacio de estado

En problemas de la vida real no siempre es posible tener acceso a todas la variables de estado,
pues estas pueden ser no medibles, lo cual hace imposible conocer la dindmica exacta del sistema.
Es posible realizar un reconstruccion del espacio de estado a partir de tan sélo una variable de
estado, si la reconstruccion es realizada adecuadamente, la dindmica del sistema reconstruido es
topolégicamente idéntica a la del sistema real, por lo tanto sus invariantes también lo seran.

Una de las técnicas més utilizadas en la reconstruccion es la introducida por Takens en 1980 [13].
Esta consiste en generar un espacio de estado a partir de retardos obtenidos de la misma serie.
De esta forma si z(t) € Rt = 1...T es una serie de tiempo, el vector r(t) constituye una
reconstruccion de dimensiéon embebida m y retardo 7 del espacio de estado original. Es sabido que
sim > 2d + 1, donde d es la dimensién del atractor, se garantiza la preservacion topologica de las

estructuras del atractor original.

r(t) = [o(t), ot — 1), 2(t — 27), ..., 2(t — (m — 1)7)] (2.4.6)

La teoria no entrega informacién alguna sobre el valor de 7 o de la dimensién embebida m.
Distintas herramientas permiten calcular valores adecuados para dichas variables y poder asi realizar
la reconstrucciéon. Una de las técnicas convencionales consiste en usar informaciéon mutua y falsos

vecinos cercanos (FNN: false nearest neighbours) para determinar 7 y m respectivamente [41].
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El primer paso consiste en determinar el retardo 7. Si 7 es pequeno, las trayectorias de la
reconstruccion del espacio de estado se ubicarédn cerca de la diagonal principal, esto hace que las
trayectorias sean muy sensibles al ruido, y la existencia de este podria causar cruces inexistentes
entre la trayectorias. Por el contrario si 7 es muy grande los puntos sucesivos r(t) y r(t + At) seran
no correlacionados y el gran espacio de los puntos en r(t) produce interferencias numeéricas en las
equivalencias topologicas [42].

La mejor eleccion para el valor de 7 es donde la informacion mutua I(7) = I(z(t),z(t — 7))
presente un minimo local. Para una valor pequeno de 7 la informacién mutua seréd alta, cercana
a 1. Si 7 es muy grande los puntos se volveran muy poco correlacionados, el primer minimo en
la informacion mutua corresponde a la menor separacion posible que presenta también la menor
correlacion, lograndose asi independencia entre las variables de estado.

La eleccién de la dimensiéon embebida se realiza en base a la preservacion topologica existente
que se logra al ir aumentando gradualmente la dimension m. El algoritmo FNN [43] toma como
entrada el valor de 7 y de forma secuencial va aumentando la dimensién del vector de espacio de
estado. El criterio a medir es la cantidad de falsos vecinos que existen al en la dimension m. El
algoritmo parte con m = 1, para cada punto ¢ encuentra el vecino mas cercano j, luego aumenta
m = 2 y compara la separacion entre los puntos en el nuevo espacio. Si la distancia entre i y su
vecino mas cercano j cambi6 abruptamente, quiere decir que j es un falso vecino de i, cercano en
m = 1 debido a la proyecciéon. Una version mejorada del algoritmo de FNN es el introducido por
Liangyue Cao [44] el cual no requiere del ajuste de parametros en la comparacion de las distancias,

es computacionalmente eficiente y no depende fuertemente de la cantidad de puntos.

2.4.3. Planos de Recurrencia

No existe una receta general para evaluar el comportamiento de un sistema dindmico. Su gran
diversidad dificulta de sobremanera la labor de encontrar patrones de similitud entre los sistemas,
a pesar de los anterior dichas caracteristicas existen principalmente en el espacio de estado, he
ahi la importancia de poder reconstruir o aproximar el espacio de estado de un cierto proceso. La
recurrencia de estados es una propiedad fundamental de los sistemas dindmicos, un estado j se
dice recurrente a i, si estos se encuentran arbitrariamente cerca, bajo alguna norma. Si el sistema

presenta cierto determinismo entonces es la evolucién de las trayectorias deben ser similares durante
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un cierto periodo de tiempo.

Por lo general el espacio de estado posee una dimensionalidad que no permite su visualizacién,
Eckmann [45] ha introducido una herramienta que permite visualizar la recurrencia de los estados <;
en el espacio de estado, evitando el uso de proyecciones a espacios de menor dimensionalidad, donde
el riesgo de no conservar la topologia de los estados es alta. Para esto se usa una representacion
bidimensional de la recurrencia de los estados, si j es recurrente a ¢ se marca con un punto negro
en la posicion (4, j). Formalmente el Plano de Recurrencia (RP: Recurrence Plot) se define como:

R =0 — |6 - ), & €R™, ij=1..N (2.4.7)

,J

donde N es el numero de estados a considerar en la representacion, €; es el umbral del estado z; y
©(-) es una funcién escalon unitario.

Por definiciéon del plano de recurrencia, este posee una recta diagonal dado que R;; = 1, ya
que ¢; es distinto para cada i, se tiene que R; ; # R;;, puesto que las vecindades de 7 y j no son
necesariamente las mismas. En las pruebas realizadas se utiliza el RP simétrico, donde ¢; = ¢, Vi,
por lo tanto R; ; = R ;.

Existen distintos criterios que permiten fijar el valor de ¢, algunos sugieren que el este valor no
exceda el 10 % del maximo didmetro del espacio de estado [46], esto es € < 0,1 - méx; ; |75 — @]
Otra alternativa mas reciente [47] ajusta el valor de £ a una cantidad de puntos recurrentes del
orden del 1%.

Dentro de las normas més usadas estd la norma euclidiana ||-||5,la norma uno ||-||; y la norma
infinito ||-|| .., presentando esta ultima ventajas sobre las anteriores, ya que es independiente de la
dimension del espacio de estado.

Es comiin que se elimine la diagonal del RP a fin de obtener mejores estimaciones del exponente
de lyapunov, en [48] sugieren considerar sélo los puntos que cumplen que |i — j| > w, el valor w es
conocido como ventana de Theiler. Distintas variantes del RP [49-51] tratan de abordar distintas
problematicas del RP original.

Una de las variantes mas interesantes consiste en el Plano de Recurrencia Cruzado (CRP: Cross
Recurrence Plot ), este permite comparar dos trayectorias del mismo sistemas en el mismo espacio

de fase. Formalmente el CRP se construye como:
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CR =0 — |7i —wil), @iy €R™, i=1...Nyj=1...N, (2.4.8)

donde 7, y; son vectores del mismo espacio de fase. E1 CRP no corresponde a una matriz cuadrada,
dado que N, no es necesariamente igual a IV, y puede ser 1til en tareas donde se busque un patron

en particular, conocido, en este caso el plano de recurrencia marcara dicho patron.

2.4.3.1. Analisis Cuantitativo del RP (RQA)

Una serie de medidas cuantitativas sobre el RP han sido propuestas en [52-55], conocidas como
RQA: Recurrence Quantification Analysis. Dado un RP de tamano Nz N, con elementos R; ;, Vi, j =
1...N, se define:

= RR (Recurrence Rate). Corresponde a la densidad de puntos recurrentes en el RP.

N
1
RR =+ > R (2.4.9)

i,j=1
s DET (Determinism). Indica la predictibilidad del sistema. Esta es una medida basada en

la distribucion de los trazos diagonales de largo I , P¢(l) = {l;|li=1...N;}, donde N; es el

numero absoluto de lineas diagonales

N e
_ 2, R0
- N
Zi,j:l R ;

lmin €s un umbral que permite considerar s6lo las diagonales que cumplen con el un largo

DET (2.4.10)

suficiente.

s L (Average Diagonal Length). Indica el largo promedio de las diagonales

i, 0

L =
Y, P

(2.4.11)

s DIV (Divergence). El largo de las diagonales esta asociado al exponente de lyapunov, DIV

indica el comportamiento de la divergencia de las trayectorias.

DIV = (2.4.12)

Lmam
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donde Ly, = méx {l;Ji=1...N;}.

= ENTR (Entropy). Corresponde a la entropia de Shannon de la frecuencia de distribucion de

las lineas diagonales. Refleja la complejidad del determinismo del sistema.

N
ENTR=— Y p(l)lnp(1), p()

I=lmin

P

S SVR— (2.4.13)
S PE()

s LAM (Laminarity). Es una medida de las estructuras verticales en el RP, la que representa

la ocurrencia de estados laminares®.

N 2
szvmm vP (U)

LAM = ==
Zv:l vPe (’U)

(2.4.14)

s TT (Trapping Time). Corresponde al largo promedio de las lineas verticales, es el tiempo

medio en que el sistema se encuentra en un mismo estado.

N e
2 v—vpin VP (V)

TT =
N
2 v v L5 (0)

(2.4.15)

Marwan define también V;,,q, = max {v/|l =1...L}, un analogo a Ly,qz-

6Ta laminaridad se puede definir como la transicién entre caos y caos. Por ejemplo, la transicién de un ritmo
cardiaco normal a una fibrilacién ventricular.
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Capitulo 3

Modelo de Contextos Gamma

En este capitulo se propone un modelo de contextos orientado al procesamiento de secuencias. El
modelo propuesto al igual que otros modelos de Cuantizacion Temporal (TKM, RSOM, RecSOM,
MSOM etc), estd montado sobre un esquema de cuantizacion estatico como SOM o Gas Neuronal,
los cuales realizan la cuantizacion espacial de las secuencias presentadas, siendo responsabilidad del
modelo de contextos lograr capturar la dindmica de la secuencia. Una de las ventajas del modelo
propuesto es que es independiente de la topologia de la red. Al combinarse con arquitecturas SOM,
Neural Gas, Growing Neural Gas, etc. da origen respectivamente a los algoritmos Gamma Self-
Organizing Map (Gamma SOM), Gamma Neural Gas (Gamma NG), Gamma Growing Neural Gas
(Gamma GNG).

El modelo de contexto basado en Redes Neuronales Auto-Organizativas combina una arquitec-
tura de aprendizaje tolerante al ruido, construida sobre un modelo simple que utiliza referencia
hacia el ganador de la etapa previa para construir un eficiente modelo de contextos. De esta forma
toda la red aporta a la construccion de una representacion interna de la dindmica.

El modelo de contextos Gamma debe su nombre a las memorias Gamma o filtros Gamma, que
son la base en el diseno de esta estructura. Se identifican principalmente dos parametros: el niimero
de contextos K y el parametro de fusion (. La eleccion de estos dos pardmetros permiten ajustar
la profundidad de la memoria y la resolucién, como en el filtro Gamma.

Una de las caracteristicas més interesantes del modelo de contextos propuesto es que generaliza

el modelo MSOM [14], resultando este ultimo un caso particular del modelo de Contextos Gamma
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cuando K = 1.

3.1. Cuantizacion de Secuencias

A continuacion se muestra que el modelo de contextos Gamma, permite agrupar secuencias
similares. La demostracién se realiza usando el funcional de minimizaciéon del Gas Neuronal, el cual
es capaz de agrupar vectores similares. Se realiza luego una adaptaciéon al caso temporal mediante
el uso de ventanas de tiempo, las cuales finalmente son adaptadas para derivar el funcional asociado
al modelo de contextos.

Se comienza mostrando que Gas Neuronal agrupa vectores similares en el instante ¢, luego al
considerar una ventana de tiempo de tamano 7, los vectores agrupados por el Gas Neuronal también
coinciden aproximadamente en los instantes ¢t — 1,¢t —2,...t — 7.

Sea #* € R?. El funcional de minimizacién E utilizado por Gas Neuronal es el siguiente

N T
E=Y"3hy (ki@ @) ||z, — " (3.1.1)

i=1 t=1

donde I; corresponde a la unidad ganadora asociada al patréon z;. El algoritmo Neural Gas genera
para cada neurona ¢ una particion del subespacio tal que los elementos asociados a la neurona 17
cumplen V; = {# | ||# — w'|| <||# — w’||Vj}. La Figura 3.1.1.a) muestra que para una cierta
neurona ', las secuencias aprendidas por la neurona calzan en el instante ¢, pero no en instantes

anteriores puesto que dicha informacién no se encuentra en el funcional FE.

t -1 ¢
(a) (b)

Figura 3.1.1: Cuantizacion Gas Neuronal. Para una cierta neurona w;. a) las secuencias aprendidas
por la neurona calzan perfectamente en el instante ¢, pero no en instantes previos. b) las secuencias
aprendidas por la neurona calzan en el instante ¢ y t —1 (ventana de tamarfio 2), pero no en instantes
anteriores.
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Una adaptacién que permite agregar temporalidad en el funcional F consiste en considerar
ventanas de tiempo. Supongamos una ventana de tamano 2, lo que es equivalente a considerar el

vector de entrada X; = [Z;, Z;_1], con lo que el funcional toma la siguiente forma

N T
S e
E =Y hx(ki(%, W) [|® — W' (3.1.2)
n=1t=1
donde dim(%;) = dim(W') = 2d. Esto permite que para un cierta neurona W' = [, @], las

secuencias aprendidas sean tales que

e A Y g A A
| 1 11 w2H < ||% wl‘ + || T — Wy Y (3.1.3)

segin se muestra en la Figura 3.1.1.b).
El desempeno de la cuantizacién en el sentido de poder considerar secuencias similares mas largas
se puede mejorar aumentando el tamano de la ventana X; = [Z¢, Z¢—1,...,Z—], la estructura del

funcional 3.1.2 se mantiene.

3.1.1. Funcional de Cuantizacién Vectorial F, en el modelo de Contextos

A partir del funcional (3.1.2), considerando una ventana de tamafio K, se muestra una rep-
resentacion alternativa que permite realizar la misma tarea de cuantizacién temporal. Sea un
vector de entrada X; = [T, T4—1,...,%t—k], ¥y un conjunto de neuronas N donde cada neurona

w' = [W},w, ... 0] Desarrollando la distancia, se tiene:

d=0 d=1

cambiando la notacién y haciendo W' = Wy y ¢, = Wj,Vk = 1...K, la ecuacién anterior se
puede interpretar de diferente manera: cada neurona posee un peso w' encargado de realizar la

cuantizacion en el instante ¢ y un conjunto de K elementos ¢; denominados contexto encargados
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S

s
1
Figura 3.1.2: Secuencias agrupadas segun el criterio del funcional (3.1.6)

de capturar la temporalidad. Asi el nuevo funcional considerando el cambio de notacién queda
N K
:ZZh,\ (T, N .{xt—w P+ (Fr—a— ) } (3.1.5)
n=1t=1 k=1

si en lugar de utilizar retardos simples (seccion 2.3.1) #;_g4, se considera el Filtro Gamma (seccién

2.3.2), la ecuacion (3.1.5), queda

—i:}i: (Z LN { 2+§K: } (3.1.6)

donde &, corresponde al filtrado de orden k de la senal de entrada ;.

El uso de filtros Gamma desacopla la profundidad de la memoria K, logrando llegar a una
profundidad K/u sacrificando resolucion. Ademas, el uso de este filtro pasa bajos permite lograr
una mayor tolerancia al ruido.

El funcional 3.1.6 hace uso de las salidas del Filtro Gamma aplicadas sobre la senal x; para

realizar la cuantizacion de las senales, permitiendo agrupar secuencias similares.

3.2. Modelo de Contexto en Merge Neural Gas

En MNG el contexto 6ptimo converge a una codificacion fractal de los elementos de la secuencia

presentados previamente [29]. La eleccion 6ptima del vector de contextos y el vector de pesos se

47



obtiene mediante la minimizacién de la distancia al patréon presentado y al descriptor del contexto
¢! respectivamente [15]. El Teorema 2.2.1 caracteriza el valor de c°P!. Desarrollando la recursion

que define la construccion del contexto en MNG, ecuacion (2.3.4), se tiene:

=1 =B+ Bt = (1= B)((L = B)c' =2 + B’ ~?) + B’
=(1-B)2c"2+ (1 - B)Bzt2 + fat~!
=1 =)A= B>+ fa'%) + (1 - B)B2" % + B~}
¢t =(1- B33+ (1— B)2Bat=3 + (1 — B)Bat~2 + Bt}
¢ =35 BByt
Se puede ver que la codificacion fractal 6ptima c°P! de la ecuacion (2.2.18) corresponde a una
primera etapa de filtrado mediante el uso de Memorias Gamma (2.3.4). Es posible deducir la regla
de entrenamiento de Merge mediante un desarrollo directo de la funcién de transferencia del Filtro

Gamma

. _ . 2) = 1-8 2) = M z
Clz) =G(2)X(2) = 15X (2) = 55X (2) (3.2.1)

=(1-8)271X(2) + B271C(2)

finalmente tomando antitransformada Z, se obtiene
= (1-p)"t+pth (3.2.2)

Si se considera que el peso de la neurona ganadora es la mejor aproximacion del patréon de

1 Iy

entrada, es posible adaptar la ecuacién del descriptor de contexto reemplazando z/~! con w y

t

=1 con ¢lt—1

para recuperar la ecuacion 2.2.19.
De lo anterior se tiene que dada una red MNG y el parametro de merge 3, la profundidad de la
memoria Dy/n¢ v la resolucion Ry ne quedan caracterizadas por

1
Dyne = -5 Ryneg=1-0 (3.2.3)

segun lo calculado para las memorias gamma.

En consecuencia el modelo de contextos usado por MNG puede ser mejorado en el sentido de
profundidad de la memoria y resoluciéon mediante el uso de Memorias Gamma. Introduciendo mas
etapas de filtrado se puede lograr un aumento en la profundidad de la memoria sin necesidad de

comprometer la resolucion, mejorando la representacion de la dindmica del sistema, o bien mejorar
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la resolucién sin comprometer la profundidad de la memoria.

3.3. Modelo Propuesto de Contextos Gamma Neural Gas

Dado que el contexto se construye referido al ganador de la etapa previa, el modelo necesita
de un conjunto de neuronas N’ = {1,...,m} equipadas con un vector de cuantizacion w’ € R¢ y
un conjunto de contextos C = {c’i, chy..., C’K} , c}l€ eRY k=1,...,K, cuya cardinalidad K queda
dada por la cantidad de etapas de filtrado a considerar en cada neurona. Para cada secuencia s los
contextos del conjunto C deben ser inicializados en un valor arbitrario, por ejemplo 0.

Dado un patrén de entrada x! la unidad ganadora I; corresponde a la neurona que minimiza el

criterio de distancia (3.3.1).

K
2 12
di(t):awat_le +Zak||02—czu (331)
k=1
donde los valores ay, k € {1,2,..., K} U{w} determinan la importancia de los distintos elementos

en cada neurona. La unidad ganadora BMU se determina mediante (3.3.2).

I, = argmin d;(t) (3.3.2)
i=1,..,M

La distancia (3.3.1) en el algoritmo Gamma NG requiere del célculo de todos los descriptores de
contexto asociados a las distintas etapas de filtrado. Estos son construidos mediante una adaptaciéon
de las Memorias Gamma [5-7]. El descriptor de contexto es construido con la colaboracion de toda
la red. La unidad ganadora en la etapa anterior I;_; es seleccionada para calcular los K descriptores

de contexto en la unidad actual.

=Bt +(1-B) et Vhk=1,...,K (3.3.3)

donde cé"‘l = w!t-1 y en t = 1, las condiciones iniciales ciO,Vk; =1,..., K son ajustadas de forma
arbitraria.

El parametro 0 < 8 < 1 permite ajustar la profundidad de la memoria (2.3.17).

Debido a la naturaleza recursiva en la construccion del contexto es recomendable que o, > oy >

g > -+ > ag > 0, de lo contrario es muy probable que una mala cuantizacién en las primeras
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etapas del filtrado produzca errores en la construccion de los contextos de orden superior.
Para una red Gamma NG y el parametro de merge 3, la profundidad de la memoria DgemmaenNG

y la resolucion RgammaenNG quedan caracterizadas por

K
DGammanc = m, Racammang =1 -0 (3.3.4)

3.3.1. Regla de Entrenamiento de Vectores Prototipos y Vectores de
Contexto
Mediante la definicion de un Funcional de Energia para mapas auto-organizativos [56], es posible
derivar una regla de entrenamiento para los Vectores Prototipos, encargados de realizar la cuanti-
zacion estatica y los Vectores de Contexto, encargados de realizar la representaciéon temporal.

El Funcional de minimizacién se basa en la idea propuesta en la Seccién 3.1.1, agregando los

vectores de contexto al funcional de energia del algoritmo Neural Gas [57]. De esta forma se tiene
E =Y hx(ki(z",W)) di(a', W) (3.3.5)
i

donde d;(z*, W) corresponde a la distancia definida en la ecuacion (3.3.1).Asi el funcional buscado

corresponde a

K
E = Zh)‘ (ki(z', W)) - {aw |2t — uﬂ”2 + Zak llck — CZHQ} (3.3.6)

k=1

de esta forma para un cierto instante ¢

_aaEuE? = ayphy (ki(z', W)) (2' — w) (3.3.7)
- 8§CZ) = aghy (ki(z', W) (cf, — c}.) (3.3.8)

donde k;(x', W) corresponde al ranking de la neurona i-ésima segtin las distancias d(z*, W).

Segtn lo anterior los pesos w' y los contextos cj, son actualizados de acuerdo a

Aw' = €(t)h; g, (t) (2" —w') (3.3.9)
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Ac’ = €(t)hir, (t) (cf, — c}.) (3.3.10)

Notar que las reglas definidas en las ecuaciones anteriores son independientes de la topologia de
la red, dando origen a los algoritmos Gamma SOM y Gamma NG descritos en 3.5 y 3.6 respecti-

vamente.

3.3.2. Parametro o

En este segmento se presentan algunos detalles a considerar sobre el parametro «. Este pardmetro
controla controla la contribuciéon del peso w’ y de los distintos contextos c};,Vk‘ =1...K,enla
funcion de distancia (3.3.1). La contribucion inicial del contexto en términos del calculo de la dis-
tancia debe ser bajo, fijando un valor positivo pequeno para «j,Vk = 1... K. Esto se debe a que
es de gran importancia lograr una buena cuantizaciéon de los valores de la senal en etapas iniciales.
Si nos fijamos en la construccion del primer contexto, es posible observar que este se construye en

funcion del peso de la neurona ganadora en el instante previo, esto es

=1 - Bwh= + el (3.3.11)

notemos que w’t- es el mejor representante de z*~!, por lo tanto si la red no logra una buena rep-
resentacion en los valores de w' el contexto no se construye en funcién de una buena representacion
de la dindmica de la senal.

Posteriormente, en una segunda etapa, cuando el peso w’ logra entregar una buena repre-
sentacion de la senal se pueden aumentar los valores de oy, para comenzar a construir las distintas
etapas de contexto. En esta etapa de forma simultanea se disminuye la tasa de aprendizaje del peso
w’ para no perder la cuantizacién debido al ruido que entrega en contexto en la funcién de distancia

cuando este atn no logra estar correctamente entrenado.

3.4. Propiedades del Modelo de Contextos Gamma

Mediante el uso de Memorias Gamma, para la construccion del contexto, se generaliza el modelo

utilizado por Merge. Al igual que el contexto de Merge, la regla de entrenamiento del modelo
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propuesto se deriva directamente de la funcién de transferencia del Filtro Gamma,

Ci(z) =G(2)Cro1(2)

= i:ﬁ Cr_1(2) (3.4.1)
_ ()
Cir(2) — B271Ck(2) = (1 = B)2 ' Cr_1(2) (3.4.2)
despejando el término C(z)
Cr(z)=(1- 6)27101671(2) + 6271016(2) (3.4.3)
finalmente tomando antitransformada Z
o= (1= PG + B (3.44)

3.4.1. Convergencia de los Contextos

En la Secci6n 3.1.1 se mostré como una red orientada al procesamiento de datos estaticos es
capaz de realizar el agrupamiento de secuencias, con la ayuda de informacién adicional sobre la
historia de los datos.

Segun la definicién del modelo de Contextos Gamma, mediante un eficiente modelo recursivo
que utilizada la unidad ganadora en el instante previo, los contextos son autogenerados por la red,
esta representaciéon interna basada en memorias de corto plazo permite a la red agrupar secuencias
similares, prescindiendo de cualquier otra informacién que no sea la secuencia de entrada.

A continuacion se muestra que los contextos generados por la red convergen a las distintas
etapas de filtrado del Filtro Gamma, lo cual corresponde a un caso particular de memoria de corto
plazo.

Dado un cierto patréon de entrada z' la unidad ganadora I; corresponde a la neurona que
minimiza el criterio de distancia (3.3.1). A pesar de que el contexto es generado mediante una
recursién que involucra las pasadas unidades ganadoras, la red no es recursiva, puesto que ésta
bésicamente actiia como un intermediario, generador del contexto, entre una etapa y la siguiente

[58].
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Un anélisis de la ecuaciéon (3.3.1) permite determinar los pesos y contextos 6ptimos en la cuan-
tizacion vectorial, suponiendo que la cantidad de épocas de entrenamiento es lo suficientemente
grande como para asumir que la actividad inicial, debido a la inicializaciéon de la red, es insignifi-

cante. El anélisis, cuando w es constante, es de la siguiente manera:

ad(t) ¢ ¢
Su —2a ||2" — wl| (2" — w) (3.4.5)

cuando w es 6ptimo en el sentido de la cuantizacion, la derivada (3.4.5) se anula, por lo tanto

sustituyendo en el lado izquierdo de la ecuacion (3.4.5)
0= —2ay ||z" —w|| (z' — w) (3.4.6)

se tiene:

w=x" (3.4.7)

Mediante un analisis similar al realizado con el peso, se puede encontrar que el contexto 6ptimo
converge a ¢ = cl.

Una expresion en funcién de z¢ puede ser encontrada considerando que el contexto es generado

. . I I . .
segun la recurrencia ¢}, = B¢, ~' + (1 — 8)¢,’”| . Asumiendo ¢y = w = ', se tiene que

o =cl = Be + (1= Bk (3.4.8)

=g+ (1 - )t (3.4.9)

reemplazando ¢. ™' = fc}7% 4+ (1 — B)2' 2 en la ecuacién anterior se tiene
=8B+ (1 -8+ (1 —p)at ! (3.4.10)

A =B+ 81— P+ (1 B! (34.11)

reemplazando ¢! ™2 = fc¢}7% 4+ (1 — B)2' 3 en la ecuacién anterior se tiene

¢ = BB + (1= B)a' %) + B(1 = B)a' =2 + (1 - B)a' ™! (3.4.12)
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¢ = BT+ (1= BB 4+ (1= B)B' 2 + (1= B)at ™! (3.4.13)

el desarrollo anterior deriva en la siguiente féormula para el contexto

A=Y (1-p)ptatd (3.4.14)

Jj=1
En general, siguiendo el mismo procedimiento para los contextos superiores se puede demostrar

que

~
|
[

ch=> (1-p)F 1. (3.4.15)

<.
Il
—

Las ecuaciones (3.4.14) y (3.4.15) corresponden exactamente a la definicion del Filtro Gamma,
por lo tanto los contextos 6ptimos en el Modelo de contextos Gamma convergen a las distintas etapas
de filtrado del Filtro Gamma. De aqui también se deduce que el modelo de Contextos minimiza el
funcional definido en (3.1.6), evitando la necesidad de entregar a la red el filtrado como entrada,

permitiendo que ésta cree su propia representacion contextual de la dindmica de la secuencia.

3.4.2. Interpretaciéon basada en espacio de estado

Hasta el momento se ha mostrado la estrecha relacién existente entre el modelo de contextos
propuesto y las Memorias Gamma, primero en un sentido el modelo puede ser derivado de forma
directa de la funcion de transferencia. En otro sentido el modelo, bajo ciertas restricciones sobre la
red, converge a las distintas etapas de filtrado del Filtro Gamma.

Una interpretaciéon basada en la reconstrucciéon de espacio de estado de la secuencia puede ser
realizada, a fin de explicar el potencial del modelo de contextos Gamma sobre el modelo de contextos
utilizado por Merge.

Como se ha visto en la seccion 2.4.2 mediante el uso del Teorema de Takes es posible definir un

vector

r(t) = (), 2(t — 1), 2t — 27), ..., 2(t — (m — 1)7)] (3.4.16)

que preserva la estructura topolodgica del atractor original. Mediante el algoritmo FNN [43] es

posible determinar la dimensién del vector r. El algoritmo FNN busca una dimensiéon m tal que
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la topologia al pasar a la siguiente dimensién m + 1 preserve las vecindades locales, finalmente se
logra determinar una base ortogonal de dimensiéon m, donde vive la reconstruccion.
De manera similar a la reconstruccién de espacio de estado, el algoritmo MSOM o MNG crea

una representacion interna, cuantizada, del espacio de estado de dimension 2

r(t) = [w', ] (3.4.17)

que considera el peso de la neurona ganadora y el contexto.
Mediante el uso de una mayor cantidad de contextos, el Modelo de Contextos Gamma se crea

una base de tamano K

r(t) = [wh e, ... cft ] (3.4.18)

permitiendo a la red crear una representacién interna de topologicamente més similar al espacio
de estado original de la senal. Esto se comprueba experimentalmente mediante el uso de Planos de

Recurrencia RPs.

3.5. Algoritmo Gamma SOM

En esta seccion se describe el algoritmo Gamma SOM, el cual corresponde a la fusion entre
el Mapa Auto-Organizativo (SOM) y el Modelo de Contextos Gamma. La topologia inicial de la
red Gamma SOM es una grilla de N, x IV, . La neurona ¢ tiene asociada un vector prototipo d-
dimensional, w’ , un conjunto de contextos d-dimensionales ci y un vector posicién bidimensional,
pi, que se mantienen fijos en la grilla de salida. Esta topologia es andloga a la de la red SOM.

El algoritmo Gamma SOM se resume a continuacion.
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Algoritmo 8 Algoritmo Gamma SOM

1. Inicializar aleatoriamente los vectores prototipo, w?, c};, Vi=1...M,Vk=1...K.

2. Presentar un vector de entrada, z(t), a la red.
Calcular el descriptor de contexto ¢' usando (3.3.3)

Encontrar el BMU, I}, usando (3.3.2)

ovok W

Adaptar las unidades de la red.

a) Actualizar los vectores prototipo, w’ , mediante la regla (3.3.9).

b) Actualizar los vectores de contexto, ¢' , mediante la regla (3.3.10).

6. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

7. Sit < T volver al punto 2.

3.6. Algoritmo Gamma Neural Gas

En esta seccion se describe el algoritmo Gamma NG, el cual corresponde a la fusiéon entre el
Gas Neuronal (NG) y el Modelo de Contextos Gamma. La topologia inicial de la red es un conjunto
de N neuronas. La neurona i tiene asociada un vector prototipo d-dimensional, w’ , un conjunto
de contextos d-dimensionales c};. Por naturaleza el algoritmo Gas Neuronal no posee espacio de
visualizacion, sin embargo existen algoritmos on-line [59] que pueden ser montados sobre Gamma
NG, generando un espacio donde observar la distribucion de las neuronas.

El algoritmo Gamma NG se resume a continuacion:
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Algoritmo 9 Gamma Neural Gas

1. Inicializar aleatoriamente los vectores prototipo, w?, c};, Vi=1...M,Vk=1...K.
2. Presentar un vector de entrada, z(t), a la red.

3. Calcular el descriptor de contexto ¢' usando (3.3.3).

4. Encontrar el BMU, I, usando (3.3.2).

5. Adaptar las unidades de la red.

a) Actualizar los vectores prototipo, w’ , mediante la regla (3.3.9).

b) Actualizar los vectores de contexto, ¢' , mediante la regla (3.3.10).
donde la funcién de vecindad se ajusta mediante un ranking de la distancia 3.3.1.

1. Incrementar el numero de la iteraciéon (¢ — ¢+ 1).

2. Sit < T volver al punto 2.

Debido a que el algoritmo Gas Neuronal logra una mejora cuantizacién, la construccion del

opt

contexto es més cercana a c®?* que la que se puede lograr con SOM.

3.7. Algoritmo Gamma Growing Neural Gas

En esta seccion se describe el algoritmo Gamma NG, el cual corresponde a la fusiéon entre el
Gas Neuronal Constructivo (GNG) y el Modelo de Contextos Gamma. La topologia inicial de la
red es un conjunto de 2 neuronas. La neurona i tiene asociada un vector prototipo d-dimensional,
w; y un conjunto de contextos d-dimensionales c}‘c.

El algoritmo Gamma GNG es el siguiente:
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Algoritmo 10 Gamma Growing Neural Gas

1. Inicializar aleatoriamente los vectores prototipos, wy y ws . Inicializar el conjunto de conex-
iones C', C' = A x A, como el conjunto vacio e inicializar el nimero de iteraciones en t = 0

2. Presentar un vector de entrada, z(t), a la red.
3. Encontrar el BMU, I;, usando (3.3.2) y la segunda unidad més cercana k* mediante
kE* = argmind;(t) (3.7.1)
i€ A\i*
donde d;(t) es la funcion de distancia definida en (3.3.1)
4. Adaptar los vectores prototipo de acuerdo a las reglas (3.3.9) y (3.3.10) .

5. Si no existe una conexién entre j* y k* crearla C' = C'U (j*, k*). Configurar la edad del borde
entre j* y k* a cero (refrescar el borde), age(;« j+) = 0.

6. Incrementar la edad de todos los bordes que emanan de j* :

age(j+ i) = age(j-q) + 1, Vi€ Ny (3.7.2)
donde Nj- es el conjunto de vecinos topoldgicos directos (existe un borde entre i y j*) de j*.

7. Remover aquellos bordes con una edad mayor que la edad maxima, T'(t) en la iteracion ¢
definida como:

T\ Taz
T@:E(%) (3.7.3)

8. Incrementar el nimero de la iteracion (¢t — ¢ + 1).

9. Si t < T volver al punto 2.

El algoritmo Gamma Growing Neural Gas presenta serias ventajas en lo que respecta al orden del
algoritmo O(n) en comparacion con Gamma Neural Gas O(nlog(n)). No sélo esto sino que debido a
que el nimero de neuronas en las iteraciones iniciales es pequeno, el nimero de célculos por iteracion
es mucho menor, aumentando ain més la velocidad del algoritmo. Debido a la pequena cantidad de
neuronas y a que las nuevas neuronas son inicializadas en la vecindad de neuronas que ya representan
la dindmica de la sefial (peso y contexto entrenados), no es necesario diferenciar en dos etapas el
entrenamiento, permitiendo mantener el valor de « constante de inicio a fin del entrenamiento.
Debido a las ventajas en termino de tiempo, del algoritmo Gamma GNG, es altamente recomendable

su implementacion para abordar bases de datos de un tamano mayor.
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3.8. ForwardTracking

El ForwardTracking, basado en el BackTracking (2.2.5.1), estd asociado a la idea de poder
reconstruir las secuencias asociadas a las distintas unidades de la red utilizando el contexto de las
neuronas. Esta vez la reconstruccion es hacia adelante, esto permite observar la capacidad de la red
para generar senales que ain no han sido presentadas, basandose sélo en la informacién anterior.

La reconstruccion se realiza seleccionando la i-ésima unidad de la red e inicializando las lista
L; = {i} que almacena las secuencias reconstruidas. El objetivo ahora es determinar la neurona
posterior a la neurona i-ésima. A diferencia del BackTraking ahora calcula el merge de la i-ésima

unidad.

Sea /") el ultimo elemento de la lista L;. Luego la unidad siguiente es seleccionada como

2

k = argmin ||c; — mjcrin (3.8.2)
j#i(fin)
luego la lista L; es actualizada, colocando el elemento k al final de la lista.
L, =L, U{k} (3.8.3)

Este procedimiento debe realizarse en forma iterativa hasta que el el proximo elemento k a ser
ingresado en la lista. El algoritmo se muestra a continuacion:

La razon del uso de las ecuaciones (3.8.1) y (3.8.2) se debe a la forma en que se construye
el contexto en MNG (2.2.16). Supongamos que la neurona i-ésima es la ganadora en el instante
presente. El calcular el merge de las neuronas i-ésima es necesario para determinar cual es la
ganadora en la etapa siguiente, de esta forma el valor m; equivale al descriptor del contexto ¢! en
la etapa presente. El ForwardTracking es intuitivamente més natural que el BackTracking, pues
preserva la estructura del algoritmo original.

El Largo Promedio se calcula para la red como

1 N
L=— L, 3.8.4
N; i (3.8.4)



Algoritmo 11 BackTracking
1. Seleccionar la i-ésima neurona.

a) Inicializar L; = {i}

)
b) Para todas las neuronas calcular (3.8.1)
¢) Determinar & usando (3.8.2)
ir al punto 2,
else
ir al punto le
end if

e) Actualizar lista, (3.8.3)
f) Volver a 1¢

2. Pasar a la siguiente neurona (i — ¢ + 1)

3.9. Metodologia

En esta seccion se describe la metodologia utilizada para evaluar el comportamiento del modelo

de contextos propuesto y las bases de datos utilizadas.

3.9.1. Medidas de Comparacion
3.9.1.1. Comparaciéon mediante Planos de Recurrencia (RP)

Los Planos de Recurrencia, son capaces de capturar la dindmica de la secuencia mediante
topologias muy locales, estas son representadas en un plano bidimensional como se describe en
la seccion 2.4.3. La ventaja de realizar una comparacién mediante el uso de esta herramienta es la
posibilidad de determinar la capacidad de la red para construir una representacion interna de la
dindmica de la secuencia. De ésta forma es posible realizar una comparacion entre dos espacios de
estado que viven en espacios de distinta dimensiéon, pero representan la misma dinédmica.

Cuando se tiene acceso al espacio de estado de la secuencia es posible utilizarla para comparar
los RPs originales con los RPs generados por la red neuronal. La medida utilizada corresponde a
una comparacion directa de los RP’s. Sea (RP) el RP original y (NRP) el generado por la red, se
define
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0, si(RP);; =(NRP);; Yi=1...I¥j=1...J
(D)s; (RP)ij = ( )i J (3.9.1)

donde (M);; corresponde al elemento ¢, j de la matriz M.
El error corresponde a la suma de los elementos de la matriz de diferencia D, normalizado por
el tamano de la matriz.
1
Erp = T 72 (D)i; (3.9.2)
i,
Es importante considerar en la construccion de los distintos RPs, que se debe fijar la cantidad

de puntos recurrentes (recurrence rate) y no el ancho de la vecindad.

3.9.1.2. Comparaciéon Mediante Error de Cuantizacién Temporal

El error de Cuantizacion temporal, es usado como mediada de desempefio, sin embargo éste
definido s6lo para series de tiempo. Los algoritmos de cuantizaciéon que no estédn orientados al
procesamiento de secuencias obtienen un pequeno error en el instante ¢ = 0, pues el funcional de
minimizaciéon ajusta los vectores prototipos al ejemplo entrenado en el instante presente, el error
aumenta a medida que aumenta el orden del retardo.

Los algoritmos orientados al procesamiento de secuencias sacrifican parte de la cuantizacion,
en t = 0, agregando al funcional de minimizacion informaciéon temporal, por lo tanto, si bien el
error puede no ser tan pequeno en el retardo de orden cero, este si mejora a medida que se van

considerando secuencias mas largas (t = 0...T), es decir se tienen secuencias similares.

3.9.1.3. Medias sobre el Desempeno de la Red

Cuando se tiene informacion sobre la senial o la red se entrena para una tarea especifica, se
puede evaluar el desempeno de la red en dicha tarea. En este trabajo de tesis, se evaluaron dos
tareas especificas: Clasificacion y Prediccion.

La prediccién se realiza considerando que la red genera informacion del espacio de fase, de esta
forma ante la presencia de determinismo se puede obtener el punto siguiente como funcién del punto

en el instante presente, esto es
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2(t+1) = F(x(t)) (3.9.3)

donde F(-) es alguna funcion. La funcion F(-) puede ser aproximada mediante el uso de redes
neuronales de perceptréon multicapa.

En las tareas de clasificacion las neuronas son etiquetadas segin las etiquetas de los datos
reales; para cada neurona, se realiza un histograma en las categorias, para determinar finalmente

la etiqueta de la neurona. La comparacion final se realiza mediante el uso de matriz de confusiones.

3.9.2. Conjuntos de Entrada

Los conjuntos de entrada son procesados por el algoritmo mediante archivos en codificacion
ASCII. Una secuencia temporal es un conjunto de vectores z; t = 1...7T que poseen una relacion
de orden en la variable temporal ¢, cuya dimensiéon espacial es R?. Los datos que pueden ser
procesados corresponden a conjuntos ss = 1....5 de secuencias temporales, de esta forma se tienen
vectores xj t =1...Ts,s =1...5. En el archivo de entrada, los escalares escritos horizontalmente
corresponden a las distintas componentes del vector de d-dimensional; verticalmente, hacia abajo,

se escribe la secuencia, las distintas secuencias son separadas mediante una linea en blanco.

3.9.3. Descripcion de las bases de Datos
3.9.3.1. Atractor de Rossler

En 1976 Otto E. Rossler encontro un sistema que es probablemente la construccion geométrica
més elemental de caos en sistemas continuos. Este se obtiene como solucién del siguiente sistema

de ecuaciones diferenciales

T = -y —z
z = b+zz—0cz

donde (z,7,2) € R? corresponden a las variables del espacio de estado y a,b,c son pardmetros
que determinan la topologia del atractor. Para un cierto punto dado (zo, %o, 20) el sistema define

una unica trayectoria parametrizada en ¢ que satisface el sistema de ecuaciones (3.9.4) para todo
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Figura 3.9.2: La Figura de la Izquierda muestra el Espacio de estado del Atractor de Rossler, la
Figura de la Derecha muestra su correspondiente plano de recurrencia.

instante de tiempo.

Figura 3.9.1: Solucion del sistema (3.9.4). Condicion inicial (zo, yo, z0) = (—1,0,0), pardmetros
(a;b5¢) = (0,2;0,2;5,7).

La Figura 3.9.1, muestra la solucion del sistema (3.9.4) en funcién del tiempo, sin embargo es

mucho més interesante observar las trayectorias del atractor en su espacio de estado, Figura 3.9.2.

Las trayectorias del atractor pasan la mayor parte del tiempo en el plano XY, Figura 3.9.3.

Cuando las érbitas han alcanzado una distancia critica al origen, entonces estas pasan a marcar
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Figura 3.9.3: Atractor de Rossler, a) vista del plano XY, b) vista del plano XZ

presencia en la coordenada Z, alejandose del plano XY. Una vez las trayectorias han alcanzado
cierta altura, estas vuelven hacia el centro del atractor. Mientras mayor es la altura en el eje Z, mas
cercana al origen del plano XY es la reinsercion de las trayectorias. Dado que el atractor de Rossler
es un atractor cadtico las trayectorias nunca se sobreponen, y si se deja que el tiempo transcurra

libremente, cada trayectoria puede llegar a tener una trayectoria vecina infinitesimalmente cercana.

3.9.3.2. Atractor de Lorenz

El atractor de Rossler es un sistema artificial disenado con el propoésito de crear un atractor
cabtico mediante un mecanismo simple. De hecho el atractor de Rossler es un modelo del atractor

de Lorenz. El atractor de Lorenz es un modelo fisico de conveccién térmica.

T = —ox + o0z
z2 = —Bz4uxy

donde (z,y,z) € R? corresponden a las variables del espacio de estado y o, B, R son pardmetros

fisicos del sistema que Lorenz fij6 en

8
0=10, B=g R=28 (3.9.6)

Para un cierto punto dado (zo, yo, 20) el sistema define una tnica trayectoria parametrizada en
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Figura 3.9.5: La Figura de la Izquierda muestra el Espacio de estado del Atractor de Lorenz, la
Figura de la Derecha muestra su correspondiente plano de recurrencia.

t que satisface el sistema de ecuaciones (3.9.5) para todo instante de tiempo.

Figura 3.9.4: Solucion del sistema (3.9.5). Condicién inicial (xo,yo, 20) = (—1,0,0).

La Figura 3.9.4, muestra la solucion del sistema (3.9.5) en funcion del tiempo, las trayectorias

en el espacio de estado se pueden observar en la Figura 3.9.5.

A diferencia del atractor de Rossler, las trayectorias del atractor pasan se mueven tanto en

el plano XY como en el plano XZ, Figura 3.9.6. Se pueden observar claramente dos espirales.
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Figura 3.9.6: Atractor de Lorenz, a) vista del plano XY, b) vista del plano XZ

Cuando las o6rbitas han alcanzado una distancia critica al origen de una de las espirales, entonces
las trayectorias son atraidas al origen de la otra espiral y comienzan nuevamente a alejarse del centro
de esta. Una vez que las trayectorias han alcanzado cierta distancia critica, estas nuevamente pasan
de una a otra espiral. Mientras mayor sea la distancia critica desde el centro de una de las espirales,
la nueva oOrbita serd mas cercana al origen de la otra espiral. Al igual que el atractor de Rossler, las
trayectorias nunca se sobreponen, y si se deja que el tiempo transcurra libremente, cada trayectoria

puede llegar a tener una trayectoria vecina infinitesimalmente cercana.

3.9.3.3. Serie de Tiempo Mackey-Glass

La serie de Mackey-Glass corresponde a un sistema dindmico que ha utilizado como base de
datos benchmark para una gran cantidad de algoritmos orientados al procesamiento de secuencias.
Esta serie fue usada en [60] y esta definida por la siguiente ecuacion diferencial:

dx ax(t —d)

_:ba?(T)‘Fm

= (3.9.7)

Para d>16.8, la serie se vuelve cadtica y por lo tanto es sensible a las condiciones iniciales. La

serie utilizada en esta tesis se muestra en la Figura 3.9.7, donde d = 17,a = 0,2, b = —0,1.
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Figura 3.9.7: Serie de tiempo Mackey-Glass, d = 17,a = 0,2, b = —0,1.
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Figura 3.9.8: Serie de Tiempo Bicup 2006

3.9.3.4. Bicup 2006

La base de datos Bicup 2006! corresponde a una serie de tiempo que mide la cantidad de
pasajeros que ingresan a un servicio de transporte urbano, en la ciudad de Santiago de Chile. Cada
pasajero que cruza el torniquete en la entrada de la estaciéon del metro marca un evento, cada
instante de tiempo de la serie z; corresponde a la cantidad de pasajeros que ingresan al servicio
sobre un intervalo de 15 minutos, cada dia estd compuesto por 63 muestras. Esta base de datos fue

utilizada para prediccion en la competencia Bicup de series de tiempo realizada el ano 2006.

En la Figura 3.9.8 se muestra la serie Bicup 2006, los 4 primeros periodos corresponden a los dias
martes, miércoles, jueves y viernes. Luego se puede observar un claro cambio en la distribuciéon de los
datos, que corresponden al fin de semana, sibado y domingo; las muestras posteriores corresponden

a los dias siguientes. En total se tiene x;,¢ = 1...1008, lo que equivale a 16 dias.

3.9.3.5. Bicup 12d

De la base original Bicup 2006 se han extraido los fin de semana, ya que estos presentan una

distribucion totalmente distinta a los dias héabiles (Lunes a Viernes). Al dejar solamente los dias

IBase disponible en http://www-personal.buseco.monash.edu.au/ “hyndman/TSDL/data,/bicup2006.dat

67



05 -

05 -

| | | | | | |
-1
0 100 200 300 400 500 600 700 800

Figura 3.9.9: Serie de Tiempo Bicup 12d.

hébiles la serie es més periodica, facilitando el problema de cuantizacion temporal. La serie se

muestra en la Figura 3.9.9. En total se tiene z;,t = 1...756, lo que equivale a 12 dias.

3.9.3.6. Fibrilacion Ventricular , PhysioBank

PhysioBank [61] posee cerca de 7000 registros anotados y digitalizados de senales fisiologicas y
series de tiempo, organizadas en cerca de 40 bases de datos. Todas estan disponibles de sin restriccién
alguna desde PhysioNet?. Dentro de las 40 bases de datos existe las base de datos de Ventricular
Tachyarrhythmia de la Universidad de Creighton. La base de datos incluye 35 registros, cada uno
de una duracion de 8 minutos, de ECG de pacientes que experimentaron episodios de taquicardia
ventricular, y fibrilacién ventricular.

El registro cu01 fue obtenido de un registro de preexistente ECG, reproducido en tiempo real
para su digitalizacion; los otros registros fueron digitalizados en tiempo real desde los pacientes
mediante un sistema de monitoreo analogo de alto nivel (1 V/mV nominal). Todas las senales
fueron pasadas por un filtro pasa bajos activo Bessel de segundo orden, con una frecuencia de corte
de 70 Hz, y fueron digitalizadas a 250 Hz con 12-bits de resolucién sobre un rango de 10 V (10 mV
nominales relativo a las sefiales no amplificadas). Cada registro contiene 127.232 muestras (poco
menos de 8,5 minutos)

Los episodios de fallo cardiaco, fibrilacion, son en la mayoria de los casos precedidos por una
taquicardia ventricular, la cual eventualmente termina en la fibrilacién ventricular misma.

De los 35 registros que presenta la base, se seleccionaron los registros cu23 y cu24 debido a
la similitud que presentan entre ellos, lo que permitiria probar generalizaciéon. La Figura 3.9.10,

muestra 10.000 puntos tomados de los registros cu23 y cu24. Del registro cu23 se seleccionaron

2http://www.physionet.org/
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Figura 3.9.10: Registros de Fibrilacion Ventricular. a) cu23, b) cu24.

10.000 muestras comprendidas entre [78.589 - 88.588], dando origen a cu23-train; del registro cu24
se seleccionaron 10.000 muestras comprendidas entre [84.146 - 94.145], dando origen a cu24-val.

En ambos segmentos las primeras 5.000 muestras corresponden a pulso cardiaco normal, las otras

5.000 registran fibrilacion ventricular.

69



Capitulo 4

Resultados

Las dos primeras bases de datos, Rossler y Lorenz, muestran como al aumentar el nimero de
contextos mejora la representacion de espacio de estado de la cuantizacién. Para medir esta mejora
se utiliza la medida propuesta basada en la comparacién de los planos de recurrencia RP, la cual se
utiliza también en el resto de las bases de datos, no s6lo debido a la poderosa herramienta que el
analisis de espacio de estado ha demostrado ser en la resolucién de problemas dindmicos no lineales,
sino que también debido al marco tedrico basado en espacio de estado que se le ha dado al algoritmo
propuesto durante la tesis.

La base de datos de Mackey-Glass, la cual ya ha sido utilizada por otros algoritmos de cuanti-
zacion temporal [26,28], se utiliza para mostrar como el algoritmo propuesto mejora el desemperno
de otros algoritmos.

Las dos ultimas bases de datos, bicup y fibrilacién ventricular, se han utilizado para verificar el

desempeno del modelo de contextos propuesto en bases de datos de la vida real.

4.1. Atractor de Rossler

4.1.1. Cuantizacion

El algoritmo Gamma NG fue utilizado para cuantizar el atractor de Rossler. Dado que se quiere
evaluar la capacidad de la red neuronal para generar una representacion de espacio de estado del

atractor, la cuantizacién se realizé sobre una proyeccion del espacio de estado en R? al eje real R,
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Figura 4.1.1: Proyeccién unidimensional del espacio de estado del atractor de Rossler.

| | K=1 | K=2 | K=3 | K=4 | K=5 [ K=6 | K=7 [ K=8 | K=9 |
[ error | 0.0189 [ 0.0160 | 0.0143 [ 0.0135 | 0.0131 [ 0.0130 | 0.0122 [ 0.0125 | 0.0128 |

Tabla 4.1.1: Error entre la representaciéon generada por la red y el RP real.

mediante el uso de PCA. La senal utilizada se muestra en la Figura 4.1.1. Se utiliz6 una cantidad
de neuronas equivalente al 15% del largo de la serie, M=750. El valor de 3 se fij6 en 0,5, el
numero de contextos K utilizados se vari6é entre 1 y 9. Se seleccioné «,, = (K+1])((7JIF<1+2)/270"€ =
%Vk =1...K, lo que corresponde a una recta descendiente que cumple > a,, = 1; los
valores de «,, son fijados al inicio del entrenamiento y se mantienen constantes a lo largo de este.
La tasa de aprendizaje se vari6 entre los valores iniciales y finales (¢;;¢5) = (0,3;0,001) y el ancho
de la vecindad se ajusto en (A\;; A\f) = (1—1‘6; 0,01).

Para evaluar el desempeno de Gamma NG se compararon las distintas representaciones de
espacio de estado, obtenidas variando el nimero de contextos K, mediante Planos de Recurrencia
(RP), tal como se ilustra en la Figura 4.1.2. Para generar cada plano de recurrencia se fijo en la

ecuacion (2.4.7) ¢; = ¢, de manera tal que la densidad de puntos recurrentes en el RP sea 0,025,

segin los criterios mencionados en la seccion 2.4.3.

Para comparar las distintas representaciones se calcul6 el nimero de puntos que difieren entre la
representacion generada por la red y el RP real que se muestran en la Figura 4.1.3, y se normalizé
por T2, donde T es el ntimero total de vectores de estado (T = 4000 en este caso particular). Esta

medida de error se presenta en la Tabla 4.1.1 para distintos valores de K.
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Figura 4.1.2: Plano de Recurrencia de la cuantizacion del atractor de Rossler 4.1.1.

72




N
N\

\{\\\\\\ N

44

s

3000

AN\
AN

NN

2500

2000

500

Figura 4.1.3: Plano de recurrencia real del atractor de Rossler.
4.2. Atractor de Lorenz

4.2.1. Cuantizacion

El algoritmo Gamma NG fue utilizado para cuantizar el atractor de Lorenz. Dado que se desea
evaluar la capacidad de la red neuronal para generar una representaciéon de espacio de estado
del atractor, la cuantizacién se realizé sobre una proyeccion del espacio de estado en R? al eje
real R, mediante el uso de PCA. La sefnal utilizada se muestra en la Figura 4.2.1. Se utilizé una
cantidad de neuronas equivalente al 15 % del largo de la serie, esto es M=750; una menor cantidad
de neuronas no logra capturar la dinamica de la serie por falta de detalle debido a un exceso de
cuantizacién, una cantidad de vectores mayor, si bien logra una pequena mejora en la representacion,
aumenta en exceso el tiempo de la simulaciéon. El valor de § se fijo en 0.5, que representa un buen
compromiso entre resolucion y profundidad; el nimero de contextos K utilizados se varié entre 1y

K

: 7 1 K—k+1
9. Se seleccion6 Oy = m,ak = K1 +

WW@ = 1... K los cuales son fijados al inicio

del entrenamiento y se mantienen constantes a lo largo de este. La tasa de aprendizaje se vari
entre dos valores iniciales y finales (¢;;¢5) = (0,3;0,001) y el ancho de la vecindad se ajusto en
(Ais Ap) = (15;0,01).

Para evaluar el desempeno de Gamma NG se comparan las distintas representaciones de espacio
de estado, obtenidas variando el numero de contextos K, mediante Planos de Recurrencia (RP), tal
como se muestra en la Figura 4.2.2. Para generar cada plano de recurrencia se fijo en la ecuacién

(2.4.7) €; = &, de manera tal que la densidad de puntos recurrentes en el RP sea 0,025.
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Figura 4.2.1: Proyeccién unidimensional del espacio de estado del atractor de Lorenz.

| | K=1 | K=2 | K=3 | K=4 | K=5 [ K=6 | K=7 | K=8 | K=9 |
[ error [ 0.0199 [ 0.0170 | 0.0161 [ 0.0142 | 0.0149 [ 0.0144 | 0.0145 [ 0.0154 [ 0.0138 |

Tabla 4.2.1: Error entre la representaciéon generada por la red y el RP real.

Para comparar las distintas representaciones se calculé el numero de puntos que difieren entre
la representacion generada por la red y el RP real y se normalizé por T2, donde T es el nimero

total de vectores de estado. Estas medidas de error se presentan en la Tabla 4.2.1.

4.3. Serie de Tiempo Mackey-Glass

4.3.1. Cuantizacion

El algoritmo Gamma NG fue utilizado para cuantizar la serie de tiempo Mackey-Glass. Se
utiliz6 una cantidad de neuronas equivalente al 15 % del largo de la serie, esto es M=75. El valor

de ( se fij6 en 0.5, el nimero de contextos K utilizados se varié entre 1 y 9. Se seleccion6 o, =

K+ —k+1

m, g = (Kﬁ)(ww: =1... K los cuales son fijados al inicio del entrenamiento y se

mantienen constantes a lo largo de este. La tasa de aprendizaje se vari6 entre los valores iniciales
y finales (¢;;¢5) = (0,3;0,001) y el ancho de la vecindad se ajusté en (\j; Af) = (%; 0,01).

Como medida de desempernio se utilizé el Error de Cuantizacion Temporal (TQE). La Figura

4.3.1 muestra el error de cuantizaciéon temporal variando el nimero de contextos (taps) y para
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Figura 4.2.3: Plano de recurrencia real del atractor de Lorenz.

| | K=1 | K=2 | K=3 | K=4 | K=5 | K=6 | K=7 [ K=8 | K=9 |
| error | 8.1154 [ 7.4537 | 6.4868 | 6.4184 | 6.3788 | 7.0424 | 6.7878 | 6.9150 | 7.1083 |

Tabla 4.3.1: Integracion temporal del error de cuantizacion.

una ventana de ancho 50. Utilizar solo un contexto equivale al algoritmo MNG. Se puede observar
que el mayor TQE se obtiene al utilizar sélo un contexto, se observa una disminucion del TQE al
aumentar K, la curva de menor error, medida como la suma de los errores temporales se tiene para

K =5, segin muestra la Tabla 4.3.1.

4.3.2. Prediccion

La prediccién es realizada a un paso, mediante el uso de una red MLP de 5 unidades ocultas y
una unidad en la capa de salida, el entrenamiento se realiz6 durante 500 épocas y el conjunto de
datos se dividié en un 60 % para entrenamiento, 20 % validacion y 20 % test. La entrada consiste en

I CIf

I .
1, cf), la salida a entrenar

el peso y el contexto de la unidad ganadora en el instante ¢, (w
corresponde al valor x,1. Para cada cuantizacion, se corrieron 10 simulaciones en la red MLP, por
lo que la varianza en la prediccion se debe a la red Perceptrén Multicapa y no al algoritmo Gamma,

NG. El motivo de realizar mas de una simulacién es evitar que debido a un mal entrenamiento de
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Figura 4.3.1: Error de Cuantizacion Temporal, para la serie de tiempo Mackey-Glass. Ventana de
tamano 50.
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Figura 4.3.2: Media y Varianza del error de Prediccion para distintos valores de K. La figura superior
muestra el MSE, la figura inferior muestra el “Random Walk Error” (RWE).

la red MLP se sesgue la capacidad real de la red Gamma NG. La Figura 4.3.2 muestra la media y

la varianza del error obtenida de las 10 simulaciones, para distintos valores de K.

4.3.3. Cuantizaciéon de Espacio de Estado

Al proyectar mediante Analisis de Componentes Principales (PCA) la cuantizacion obtenida por
la red Gamma NG se puede visualizar una aproximacion (transformacion) del espacio de estado
en el plano bi-dimensional. En las Figuras 4.3.3 y 4.3.4, se muestran las neuronas que se activan
y las conexiones entre ellas cuando se presenta la sefial. Se puede observar que a medida que
aumenta el numero de contextos las trayectorias se van haciendo cada vez méas suaves, facilitando
asi la detecciéon de patrones similares en la serie dentro de los periodos de la red. La red MNG
equivalente a Gamma NG con K = 1, en la Figura 4.3.3 no se observan vecindades tan marcadas

como en la Figura 4.3.4.
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Figura 4.3.3: Proyeccion bidimensional de las trayectorias en la red MNG al presentar la senal
Mackey-Glass

(b)

Figura 4.3.4: Proyeccion bidimensional de las trayectorias en la red Gamma NG al presentar la
senial Mackey-Glass. La Figura a) muestra una cuantizacion realizada con K=4, mientras que la
Figura b) muestra una cuantizacion con K=8.

4.4. Bicup 2006

4.4.1. Cuantizacion

El algoritmo Gamma NG fue utilizado para cuantizar la serie de tiempo Bicup 2006. Se utiliz6
una cantidad de neuronas equivalente al 15 % del largo de la serie, esto equivale a M=152. El valor

de 3 se fij6 en 0,5, el nimero de contextos K utilizados se vario entre 1 y 9. Se seleccion6 «,, =
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| | K=1 | K=2 | K=3 [ K=4 | K=5 [ K=6 | K=7 | K=8 [ K=9 |
[ error | 9.6336 [ 7.7492 | 7.3855 | 6.7017 [ 6.3881 | 5.8169 [ 5.8567 | 5.6011 [ 5.1525 |

Tabla 4.4.1: Integracion temporal del error de cuantizacion.

(K+1€((7—’1_<1+2)/2’ ap = %Vk =1...K los cuales son fijados al inicio del entrenamiento y se

mantienen constantes a lo largo de este. La tasa de aprendizaje se vario6 entre (¢;;¢5) = (0,3;0,001)
y el ancho de la vecindad se ajust6 en (A;; Af) = (%; 0,01).

Como medida de desempeno se utilizo el Error de Cuantizacion Temporal (TQE). La Figura
4.4.1 muestra el error de cuantizaciéon temporal al variar el nimero de contextos, para una ventana
de ancho 50. Utilizar s6lo un contexto equivale al algoritmo MNG. Se puede observar que el mayor
TQE se obtiene al utilizar s6lo un contexto, al aumentar el valor de K se observa una disminucién

del TQE, obteniéndose el menor error con K = 9, como se puede observar en la Tabla 4.4.1.

4.4.2. Prediccion

La informacion temporal de la serie es almacenada en el contexto de las distintas neuronas de
la red. Aumentar el nimero de contextos permite mejorar la capacidad de almacenamiento de la
red, aumentando la profundidad de la memoria sin perder la resolucion de ésta. Para estudiar la
mejora en la capacidad de almacenamiento temporal de las neuronas, se ha utilizado la red en
tareas de prediccién. La prediccién es realizada a un paso, mediante el uso de una red MLP de 5
unidades ocultas y una unidad en la capa de salida. El entrenamiento se realizé durante 500 épocas
y el conjunto de datos se dividi6 en un 60 % para entrenamiento, 20 % validacion y 20 % test. La
entrada consiste en el peso y el contexto de la unidad ganadora en el instante ¢, (wt, c{”, ey ck),
la salida a entrenar corresponde al valor z;4;. Para cada cuantizacién, se corrieron 10 simulaciones
en la red MLP, por lo que la varianza en la prediccion se debe a la red Perceptron Multicapa y no

al algoritmo Gamma NG. La Figura 4.4.2 muestra la media y la varianza del error obtenida de las

10 simulaciones, para distintos valores de K.
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Figura 4.4.1: Error de Cuantizaciéon Temporal, para la serie de tiempo Bicup 2006. Ventana de
tamano 50
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Figura 4.4.2: Error de Prediccion para distintos valores de K. La figura superior muestra el MSE,
la figura inferior muestra el “Random Walk Error”

4.4.3. Cuantizacién de Espacio de Estado

Al proyectar mediante Analisis de Componentes Principales la cuantizacion obtenida por la
red Gamma NG se puede visualizar una aproximacion (transformacion) del espacio de estado en
el plano bi-dimensional. En la Figura 4.4.3 se pueden observar las neuronas que se activan y las
conexiones entre ellas cuando se presenta la senal. Usando Gamma NG en la Figura 4.4.4 se puede
observar que a medida que aumenta el nimero de contextos las trayectorias se van haciendo cada
vez mas suaves, facilitando la deteccion de patrones similares en la serie dentro de los periodos de
la red. La red MNG correspondiente a la Figura 4.4.3 muestra una agrupaciéon mas desordenada
de las neuronas, no se observan patrones tan claros como en las de la Figura 4.4.4, que muestra un

aspecto mucho més similar al de un atractor caotico.
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Figura 4.4.3: Proyeccion bidimensional de las trayectorias en la red MNG al presentar la senal Bicup
2006.
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Figura 4.4.4: Proyeccién bidimensional de las trayectorias en la red Gamma NG al presentar la senal
Bicup 2006. La Figura a) muestra una cuantizacion realizada con K=4, mientras que la Figura b)
muestra una cuantizaciéon para K=9.

4.5. Bicup 12d

4.5.1. Cuantizacion

El algoritmo Gamma NG fue utilizado para cuantizar la serie de tiempo Bicup 12d. Se utiliz6
una cantidad de neuronas equivalente al 15 % del largo de la serie, esto equivale a M=114. El valor

de 3 se fijo en 0,5, el nimero de contextos K utilizados se vario entre 1 y 9. Se seleccion6 «,, =
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| | K=1 | K=2 | K=3 [ K=4 | K=5 [ K=6 | K=7 | K=8 [ K=9 |
[ error [ 8.4553 [ 7.5142 [ 6.9791 [ 6.3447 [ 6.3359 [ 5.9941 [ 5.8940 [ 5.7163 | 5.6285 |

Tabla 4.5.1: Integracion temporal del error de cuantizacion.

([(4_11)((7}14_2)/2, ap = %Vk =1... K los cuales son fijados al inicio del entrenamiento y se

mantienen constantes a lo largo de este. La tasa de aprendizaje se vari6 entre (e;;€¢) = (0,3;0,001)
y el ancho de la vecindad se ajust6 en (A\;; A\f) = (%; 0,01).

Como medida de desempenio se utilizo el Error de Cuantizacion Temporal (TQE), la Figura
4.5.1 muestra el error de cuantizacién temporal variando el nimero de contextos y una ventana de
ancho 50. El utilizar s6lo un contexto equivale al algoritmo MNG. Al igual que en la serie Bicup

2006 se observa que el mayor TQE se obtiene al utilizar s6lo un contexto, este error disminuye al

aumentar el valor de K, como se puede observar en la Tabla 4.5.1.

4.5.2. Prediccion

La prediccién es realizada a un paso bajo las mismas condiciones de Bicup 2006, mediante el
uso de una red MLP de 5 unidades ocultas y una unidad en la capa de salida. El entrenamiento se
realiz6 durante 500 épocas y el conjunto de datos se dividié en un 60 % para entrenamiento, 20 %
validacion y 20 % test. La entrada consiste en el peso y el contexto de la unidad ganadora en el
instante ¢, (w't, c{”, ceey ck), la salida a entrenar corresponde al valor ;. Para cada cuantizacion,
se corrieron 10 simulaciones en la red MLP, por lo que la varianza en la prediccién se debe a la

red Perceptron Multicapa y no al algoritmo Gamma NG. La Figura 4.5.2 muestra la media y la

varianza del error obtenida de las 10 simulaciones, para distintos valores de K.

4.5.3. Cuantizaciéon de Espacio de Estado

Al proyectar mediante Analisis de Componentes Principales (PCA) la cuantizacion obtenida por
la red Gamma NG se puede visualizar una aproximacion (transformacion) del espacio de estado

en el plano bi-dimensional. En las Figuras 4.5.3 y 4.5.4, se pueden observar las neuronas que se
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Figura 4.5.1: Error de Cuantizacion Temporal, para la serie de tiempo Bicup 12d. Ventana de
tamano 50
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Figura 4.5.2: Error de Prediccion para distintos valores de K. La figura superior muestra el MSE,
la figura inferior muestra el “Random Walk Error”

activan y las conexiones entre ellas cuando se presenta la senal. Se puede observar que a medida que
aumenta el namero de contextos las trayectorias se van haciendo cada vez mas suaves, facilitando asi
a la red la deteccion de patrones similares en la serie dentro de los periodos de la red. Es interesante
realizar una comparacion entre la Figura 4.5.3 y la Figura 4.4.3, a pesar de que en la primera se
han eliminado los fines de semana, la distribucién de las neuronas y las conexiones entre ellas han
variado muy poco. En cambio las Figuras 4.4.4 y 4.5.4, se observa una diferencia en la proyeccion,

asociada a la capacidad de la red para diferenciar espacialmente los fines de semana.
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Figura 4.5.3: Proyeccion bidimensional de las trayectorias en la red MNG al presentar la senal Bicup
12d
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Figura 4.5.4: Proyeccion bidimensional de las trayectorias en la red Gamma NG al presentar la
sefial Bicup 12d. La Figura a) muestra una cuantizacion realizada con K=4, mientras que la Figura
b) muestra una cuantizacion para K=8.

4.6. Fibrilaciéon Ventricular, PhysioBank

4.6.1. Resultados de Clasificacion

La red Gamma NG fue usada para tareas de clasificaciéon en la detecciéon de fibrilacion ventric-

ular. El registro cu23-train fue utilizado para entrenamiento y cu24-val para validacion.
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Figura 4.6.1: Clasificacion, conjunto de entrenamiento. El niimero de retardos K se varié entre 1y
12. Dado que Gamma NG generaliza el modelo de Contexto de MNG, el considerar s6lo 1 retardo
es equivalente a usar MNG.

En cada simulacién se utilizaron 350 neuronas, el valor de /3 se vari6 entre 0,1 y 0,9 con un paso de

0,1; el nimero de contextos utilizados se vari6 entre 1 y 12. Se seleccion6 a,, = %, ap =

%Vk =1... K los cuales son fijados al inicio del entrenamiento y se mantienen constantes

a lo largo de este. Dado que Gamma NG realiza una generalizaciéon del contexto, el considerar s6lo
un retardo es equivalente a MNG. Las Figuras 4.6.1 y 4.6.2 muestran el porcentaje de acierto
logrado en los conjuntos de entrenamiento y validacion, respectivamente. Este valor es calculado

como

vp + un

Acierto = 100
vp+on+ fp+ fn

(4.6.1)

donde vp corresponde al numero de verdaderos positivos, vn verdaderos negativos, fp falsos posi-

tivos y fn falsos negativos.

El mejor valor obtenido de la red Gamma NG en el conjunto de entrenamiento, el cual se obtuvo

para 0 = 0,3 y K = 10, para K = 1 (MNQG), el mejor resultado se obtuvo para § = 0,8. Utilizando
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Figura 4.6.2: Desempeno en tareas de clasificacion. Las figuras muestran los resultados en el conjunto
de validacién para distintos valores del pardmetro . El niumero de retardos se varié entre 1y 12.
Dado que Gamma NG generaliza el modelo de Contexto de MNG, el considerar sélo 1 retardo es
equivalente a usar MNG.

[ % de Acierto [ MNG | Gamma NG |
[ Entrenamiento [ 9228% [ 97,35% |
[ Validacion [8981% [ 9245% |

Tabla 4.6.1: Porcentaje de Acierto. El mejor resultado obtenido con MNG (K = 1) se logr6o con
0 = 0,8. Para Gamma NG el mejor resultado se obtuvo con K = 10,5 = 0,3.

las redes mencionadas anteriormente se present6 el conjunto de validacion, los resultados obtenidos

se muestran en la Tabla 4.6.1

Para el filtro Gamma, la resolucion de la memoria R esta dada por (2.3.18) y la profundidad D
por (2.3.17). La Tabla 4.6.2 muestra la resolucion y la profundidad de la memoria en la red para la

base de datos PhysioBank.
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| | MNG | Gamma NG |
R == ]. ﬂ 072 0)7

D= 5 14,29

Tabla 4.6.2: Profundidad D y Resolucion R de la Cuantizacion para PhysioBank.

4.6.2. Cuantizaciéon de Espacio de Estado para PhysioBank

Al proyectar la cuantizaciéon obtenida por la red Gamma NG se puede visualizar una aproxi-
macion (transformacion) del espacio de estado. En las Figuras 4.6.3 y 4.6.4, se pueden observar las
neuronas que se activan y las conexiones entre ellas cuando se presentan distintos segmentos de la
senal.

Comparando las Figuras 4.6.3 a) y 4.6.4 a) se puede ver que para cuantizar el pulso normal
la red Gamma NG necesita de una menor cantidad de neuronas y las trayectorias que sigue la
sefial presentan una menor varianza. En MNG en cambio (Figura 4.6.3 a)) las trayectorias siguen
caminos distintos y por lo mismo la cantidad de neuronas que se necesitan para representar estos
caminos debe ser mayor. Esto muestra que las pequenas alteraciones que hay en el ritmo cardiaco
hacen que la senal de pulso normal cambie lo suficiente como para que la red MNG deba ocupar
nuevas neuronas para aprenderlas como secuencias distintas. Gamma NG en cambio presenta una

mayor robustez, logrando ocupar las mismas neuronas para las secuencias ya aprendidas.
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Figura 4.6.3: Activacion de la red MNG ante estimulos de la senal. La Figura a) muestra ritmo
cardiaco normal, mientras que la Figura b) muestra la condicién anormal

(a) (b)

Figura 4.6.4: Activacion de la red Gamma NG ante estimulos de la sefial.La Figura a) muestra
ritmo cardiaco normal, mientras que la Figura b) muestra la condicién anormal
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Capitulo 5

Discusion

5.1. Analisis de las Medidas de Desempeno

El Error de Cuantizacion Temporal (TQE), trata de generalizar el error de cuantizacién normal,
el cual considera solamente la similitud entre el peso de la neurona y el patréon de entrada en el
instante presente. Esta modificacién no involucra el peso de la neurona ni los posibles contextos
que esta posea, por lo tanto no se trata de la generalizaciéon natural del Error de Cuantizacion,
sino que de una adaptaciéon temporal que trata de incluir para las distintas senales asociadas a la
neurona, la similitud entre las sefiales en instantes previos. De esta forma se mide cuan parecidas
son las senales que ha aprendido la neurona. Esta medida resulta ser independiente de la cantidad
de contextos, ya que s6lo involucra a la senal. En la presente tesis se ha utilizado TQE para medir
el desempeno sobre series de tiempo, sin embargo esta medida se podria generalizar tomando la
norma de las varianzas medidas por componentes, en el caso multidimensional. El TQE busca medir
la capacidad de la red para aprender secuencias similares.

Los Planos de Recurrencia sirven para medir ciertas caracteristicas de los sistemas dinamicos
de una forma simple mediante el uso de topologias locales. Dado que el modelo desarrollado trata
de generar una representacion interna de la dindmica de la secuencia, es deseable poder medir qué
tanto se parece esta representacion a la dindmica real de la secuencia. Cuando se tiene informacion
sobre el espacio de estado de la secuencia se puede comparar esta representaciéon generada por la

red con la dindmica original. Es aqui donde los planos de recurrencia, que corresponden a la firma

92



de la secuencia, permiten que esta comparacion sea realizada. La ventaja de utilizar los planos de
recurrencia es que nos posibilitan comparar representaciones de distinta dimensién, permitiéndonos
comparar el modelo Merge que s6lo utiliza un contexto con el modelo Gamma que utiliza una
mayor cantidad de contextos. La comparacién mediante planos de recurrencia, secciéon 3.9.1.1,

permite medir que la capacidad de la red para representar la dindmica de la secuencia entrenada.

5.2. Analisis del Modelo Propuesto

El modelo de contextos Gamma puede ajustarse a distintos tipos de algoritmos de cuantizacion,
lo anterior se debe a que la construccién del contexto se basa solamente en las caracteristicas de la
unidad ganadora del instante previo, logrando asi ser independiente de la topologia de la red.

La relacion ente el algoritmo propuesto y los filtros IIR es muy estrecha, siendo éstos ultimos
utilizados como una herramienta indispensable para lograr capturar la dindmica de la senal. En la
seccion 3.4 se ha mostrado como a partir de la funcion de transferencia es posible determinar una
regla de entrenamiento para el contexto. Esto abre la opcion de utilizar un sin fin de diferentes
filtros, que poseen distintas propiedades, los cuales pueden ser utilizados para definir una regla de
entrenamiento y aprovechar asi dichas propiedades.

La utilizacion de filtros tipo IIR permite un desacoplamiento entre la cantidad de retardos
utilizados y la profundidad de la memoria del algoritmo. La importancia principal de este punto
radica en que si la dindmica de la serie requiere de una alta profundidad, o una gran cantidad
de retardos, para poder lograr capturar dicha dindmica, la dimensién de la red no aumenta de
forma indiscriminada, sino que mediante el control de distintos parametros es posible ajustar un
configuracién de menor dimension que logre capturar las propiedades temporales de la senal.

A diferencia de MNG, las reglas de ajuste de Gamma NG se obtienen mediante derivacion directa
de un funcional que involucra directamente los pesos y los contextos con la dindmica de la secuencia.
El funcional es propuesto inicialmente como una cuantizacién estatica de ventanas de tiempo,
representada como un vector de retardos. Pero esto no asegura que la cuantizacién de secuencias
se obtiene hasta K instantes anteriores, donde K corresponde al tamafno de la ventana de tiempo
o dimension del vector de retardos. El reemplazar la ventana por un vector cuyas componentes
corresponden a filtrados de la senal original nos permite disponer de una herramienta mucho mas

poderosa, en la que al seleccionar filtros IIR facilmente desacoplamos la profundidad de la memoria
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del algoritmo. Se ha seleccionado el Filtro Gamma, debido a sus propiedades conocidas y a la
simplicidad de su recurrencia.

La regla de ajuste del contexto se dedujo directamente desde la funciéon de transferencia del
filtro en la seccion 3.2. Esta deducciéon permite facilmente adaptar otros tipos de filtros y desarrollar
nuevos modelos entrenamiento.

Debido a que los contextos se construyen recursivamente a partir de la cuantizacion, es necesario
que inicialmente la contribucién del contexto sea baja, hasta que el vector de cuantizacién w; de
la unidad adquiera una mayor fiabilidad. Si no se sigue esta recomendacién se producen contextos
que no son fieles a la dinamica de la secuencia y se obtiene una mala cuantizacion debido al error
introducido por los contextos en el aprendizaje competitivo. Lo anterior puede evitarse mediante
una seleccién adecuada del pardmetro «, como se mencioné en la seccion 3.3.2.

El parametro ( controla la profundidad de la memoria y la resolucion de la misma, un buen

compromiso entre ambas propiedades se obtiene al seleccionar un valor 8 = 0, 5.

5.3. Costo Computacional

El modelo de contextos estd montado sobre un algoritmo de cuantizacién, sobre el cual se
comienza a generar la construcciéon de contextos. Una de las ventajas de este modelo es que es
independiente de la topologia de la red, por lo que no requiere modificaciones extras que aumenten
el costo computacional del modelo. Existen distintas etapas claramente marcadas en la construccion
del descriptor de contexto y el entrenamiento del contexto de las neuronas.

La construccién del descriptor de contexto requiere de la unidad ganadora en la etapa anterior
por lo que no es necesario realizar calculos para determinar que unidad fue la ganadora, sino que
solamente se requiere almacenar la unidad ganadora de una época a otra.

El entrenamiento del contexto se realiza segun aprendizaje Hebbiano, el cual puede ser com-
petitivo o no competitivo, dependiendo del algoritmo sobre el cual se monte el modelo. La carga
computacional adicional se debe solamente a la necesidad de calculos adicionales del modelo de
contextos, pero no aumenta el orden del algoritmo.

En el caso del algoritmo NG el mayor costo computacional se concentra en la realizaciéon de un
ranking de las neuronas, mediante el uso de un buen algoritmo de ordenamiento, como QuickSort,

el orden se puede reducir O(N log N), por lo que el algoritmo Gamma NG posee el mismo orden.
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En el caso de SOM o de GNG no existe un ordenamiento y s6lo se requiere encontrar la BMU,
logrando un algoritmo de orden O(N). Cabe mencionar que tanto NG como GNG han mostrado

experimentalmente mejores resultados de cuantizacién por sobre SOM.

5.4. Seleccion de los Parametros

A continuacion se explica como se seleccionaron algunos de los pardmetros més importantes del
algoritmo

El niimero de neuronas M: es ajustado alrededor del 15 % o 20 % del niimero total de ejemplos
del conjunto de entrenamiento, una menor cantidad de neuronas no logra capturar la dindmica de
la serie por falta de detalle debido a un exceso de cuantizacién, una cantidad de vectores mayor, si
bien logra una pequena mejora en la representacion, aumenta en exceso el tiempo de la simulacion.

Los parametros del modelo de contextos 3y K estan estrechamente relacionados con la dindmica
de la serie, durante la tesis no fue posible desarrollar un criterio de ajuste adaptivo para el parametro
[ que minimice el error de cuantizacion TQE, sin embargo se estudiaron otras variantes basadas
en estadisticos de varianza 6.1.

El parametro $: Una de las ventajas del modelo de contextos Gamma es que éste converge
para cualquier valor de de [ dentro del intervalo (0,1). Un valor de 8 = 0,5 es un buen punto de
partida cuando no se tiene informacién alguna de la serie. En la seccion 2.4.2 se describe un criterio
de informacién mutua para determinar un retardo adecuado 7 para la reconstrucciéon de espacio de
estado, un retardo 7 pequeno requiere un contexto més orientado al los valores presentes de la serie,
i.e. un valor de 3 pequeno, de manera contraria un retardo grande requerird un valor de 8 mayor.
Es recomendable tener en mente que la profundidad de la memoria D = ﬁ puede asociarse al
retardo 7, de manera en que T ~ ﬁ

El nimero de contextos K: El criterio de FNN explicado en la secciéon 2.4.2 permite determi-
nar cuantos retardos son necesarios para explicar el comportamiento de la serie, una vez seleccionado
el valor de 3 es muy posible que la profundidad de la memoria ﬁ no sea lo suficientemente alta,

K

el parametro K permite aumentar la profundidad de la memoria D = S logrando capturar una

historia mayor de la secuencia.
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5.5. Resultados

Se realizaron comparaciones entre distintas series de tiempo y atractores cadticos a fin de estu-

diar las propiedades del Algoritmo Gamma NG. A continuacion se presentan los casos estudiados

5.5.1. Atractores de Rossler y Lorenz

Tanto el atractor de Rossler como el atractor de Lorenz fueron utilizados como entrada a la red
Gamma NG. Al resolver las ecuaciones diferenciales no lineales que modelan el comportamiento en
ambos atractores, se obtiene la soluciéon completa de cada variable de estado, en éste caso particular
el espacio de estado reside en R3. En la mayoria de los problemas ocurre que no todas las variables
de estado son accesibles, esto se simula proyectando o sumando las coordenadas al eje real. Dado
que se tiene la solucion original del sistema, ésta es usada para validar la reconstruccién de espacio
de estado realizada por la red. A fin de medir cuantitativamente la similitud en la reconstruccién
se utiliz6 una medida que compara la similitud entre distintos Planos de Recurrencia. En ambos
casos se obtuvo que al aumentar el numero de contextos se mejor6 la similitud entre el plano de
recurrencia obtenido por reconstruccion mediante la red Gamma NG y el plano de recurrencia real.
Debemos recordar que MNG es un caso particular de Gamma NG, cuando el nimero de contextos
utilizados es uno. Por lo tanto al obtener mejores resultado aumentando el nimero de contextos
estamos mejorando los posibles resultados que se puedan obtener con MNG. Para el atractor de
Lorenz el plano de recurrencia de MNG (K = 1) Figura 4.2.2 muestra ruido y se observan puntos
recurrentes en zonas donde estos no existen. A medida que aumenta el nimero de contextos estos

puntos ruidosos van disminuyendo.

5.5.2. Series de Tiempo Mackey-Glass, Bicup 2006 y Bicup 12d

La serie Mackey-Glass ha sido ampliamente utilizada por algoritmos orientados al procesamiento
de secuencias. En [15] se mostro que MNG resulta superior en términos de Error de Cuantizacion
Temporal, por sobre otros algoritmos existentes como: TKM, RSOM y RecSOM. Para esta base de
datos, la Figura 4.3.1 muestra como Gamma NG obtiene curvas de error inferiores a las obtenidas
por MNG. Los mismos resultados se observan en dos series del mundo real, Bicup 2006 y Bicup
12d.

Adicionalmente se agreg6 un problema de prediccion, en el cual se entrené un MLP cuya entrada
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corresponde a la salida de la red Gamma NG. En la base de datos de Mackey-Glass no se observa una
mejoria de Gamma NG por sobre MNG debido a que la dinamica de la serie resulta ser relativamente
simple y MNG ya logra resolver bastante bien el problema de reconstruccién de espacio de estado.

Al comparar las proyecciones obtenidas de los espacios de estados, mostrados en las Figuras 4.5.3
y 4.4.3, donde a pesar de haber eliminado los fines de semana ambas proyecciones son practicamente

iguales, cosa que no ocurre al comparar las Figuras 4.5.4 y 4.4.4.

5.5.3. Base de datos Fibrilacion Ventricular

En esta base, para un ser humano es muy facil identificar el momento en el que se produce
el cambio en el ritmo cardiaco. La red Gamma NG mostré un mejor resultado que MNG en el
porcentaje de acierto. Ambos espacios de estado resultan ser bastante similares mostrando Gamma,

NG una cuantizacién de éste menos ruidosa en las trayectorias referentes al pulso normal.

97



Capitulo 6

Conclusiones

El modelo de contextos basado en Memorias Gamma logra evitar el uso de ventanas de tiempo
en el procesamiento de secuencias, asi como obtener mejores resultados que los otros algoritmos de
cuantizaciéon orientados al procesamiento de secuencias.

La proposicion del modelo de contextos Gamma generaliza el modelo de contextos propuesto en
Merge SOM, al punto en que este tltimo se puede recuperar como un caso particular del modelo
Gamma cuando el nimero de contextos utilizados por cada neurona se reduce a uno. Esto permitié
aprovechar el marco teoérico desarrollado para MSOM sobre el cual ya se han estudiado diferentes
propiedades que avalan el desempeno del algoritmo. En el caso particular de MSOM, se ha de-
mostrado que el modelo recursivo converge a una eficiente codificacion fractal que se obtiene como
punto fijo de la dindmica del entrenamiento de la red, al igual que otros algoritmos recursivos como
TKM y RSOM.

En la seccion 3.1 se logré proponer un funcional que considera los instantes anteriores de la
secuencia. Inicialmente se utiliza un funcional simple basado en ventanas de tiempo, para luego
ser adaptado a elementos mas complejos basados en filtros Gamma. La minimizacién del funcional
propuesto permite al algoritmo agrupar caracteristicas temporales similares, cumpliendo asi con el
proposito de la cuantizacién temporal.

El modelo propuesto se basa en la utilizacién de filtros IIR como herramienta fundamental para
la construccion de los contextos. La utilizacion de filtros Gamma da origen a la construcciéon del

algoritmo Gamma NG. Al ser Gamma NG una generalizacion de MNG, se tiene un nuevo marco
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tedrico que explica el comportamiento de este dltimo algoritmo. La utilizacion del Filtro Gamma
entrega al algoritmo una gran robustez y tolerancia al ruido.

Se han utilizado distintas bases de datos benchmark y del mundo real que muestran como el
algoritmo Gamma NG supera los resultados de distintos algoritmos ya existentes. Los atractores
cadticos permitieron mostrar como el aumento del nimero de contextos mejora la reconstrucciéon de
espacio de estado realizado por el modelo de contextos, justificAndose asi la una de las superioridades
de Gamma NG por sobre MNG.

Para el atractor de Rossler el minimo de la funcién de error se obtuvo para K = 7, sobre MNG
(K = 1); cabe mencionar que el error es maximo cuando K = 1. Validando los resultados previos
con el atractor de Lorenz, el algoritmo Gamma NG muestra sus mejores resultados para K =9y
al igual que en el atractor de Rossler, la disimilitud entre la reconstruccion y el espacio de estado
original es maxima con K = 1. Al aumentar el nimero de contextos el algoritmo Gamma NG
presenta mejores capacidades para reconstruir el espacio de estado que el algoritmo MNG. Esto es
de gran importancia, puesto que el espacio de estado corresponde a la solucién de las ecuaciones
diferenciales que modelan el problema, el poder aproximarlo puede entregarnos una manera facil
de resolver un problema no lineal complejo.

El algoritmo Gamma NG fue también comparado con MNG en tareas de cuantizacion, para las
cuales se utilizo la base de datos Mackey-Glass, la cual es recurrentemente utilizada en problemas de
procesamiento temporal. En Mackey-Glass, las curvas del Error de Cuantizacion Temporal (TQE)
obtenidas para Gamma NG (2 < K <9) son todas menores que las obtenidas por MNG (K = 1).

Para la serie BICUP, la cual corresponde a una base de datos del mundo real, el algoritmo Gam-
ma NG tiene un mejor desempeno que MNG, lo que puede comprobarse en el error de cuantizacién
temporal donde claramente las curvas para K > 1 muestran un error menor que K = 1. En lo que
respecta a tareas de prediccion realizadas sobre la misma serie, los errores resultan comparables y
es dificil concluir si el algoritmo Gamma NG obtiene mejores resultados.

En tareas de clasificacién, Gamma NG obtuvo mejores resultados sobre MNG. Para comprobar
este punto se utilizaron bases de datos del mundo real, relacionadas con un fenémeno cardiaco
especifico llamado fibrilacién ventricular. El algoritmo Gamma NG logr6 un porcentaje de acierto

del 94,72 % mientras que MNG lleg6 a un 89,81 %.
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6.1. Recomendaciones para trabajo Futuro

Una de las principales desventajas del algoritmo es que al aumentar el nimero de contextos
aumenta también el numero de parametros del algoritmo. Muchas veces se escoge el valor 3 = 0,5
considerandose un buen compromiso entre la profundidad de la memoria y la resoluciéon. Para las
series variantes en el tiempo los estadisticos cambian a medida que se recorre la serie. De esta
forma pueden encontrarse series correlacionadas temporalmente con periodos muy pequenos, lo que
sugiere un valor de 3 pequenio que aumente la resolucion del algoritmo a fin de no perder informa-
cion relevante. Al contrario, series de tiempo correlacionadas temporalmente con periodos largos
requeririan valores de [ mayores a fin de no incluir informacion redundante en la reconstrucciéon
del espacio de estado. En lo anterior reside la razén principal del porqué un modelo adaptivo que
permita ajustar el valor de § automaticamente de acuerdo a la dinamica de la serie seria muy

atractivo.
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Capitulo 7

Modelo Adaptivo

Uno de los parametros de gran importancia dentro del algoritmo es el pardmetro [, el cual con-
trola la profundidad y la resolucién de la memoria de corto plazo. Por el momento este parametros es
elegido dentro del rango [0— 1] con un valor tipico de 0.5, el cual corresponde a un buen compromiso
entre la profundidad de la memoria y la resolucion.

A continuacion se propone un modelo basado en la minimizacion de la varianza entre la salida

de la red, definida como una combinacion lineal de los contextos, y la senal de entrada, esto es
minV = Var(z —y) (7.0.1)
donde y* es un estimador insesgado de zf

K
y' = Z )\kci’f + o (7.0.2)
k=1

Es de interés que junto con la minimizaciéon de la varianza se pueda eliminar el sesgo de la
salida con respecto a la senal original. Esto se puede hacer imponiendo condiciones sobre Ay, lo cual
se desarrolla a continuacién. Primero se calcula la esperanza de los contextos para luego imponer

condiciones sobre la esperanza de la salida.

= Esperanza de los contextos

E(c)=E(c_;)=...= E(z") (7.0.3)



Tomando esperanza a la definiciéon del contexto

E(ci) = B(Be, " + (1 - B)c_1)

t—1

= BE(c ) + (1 = B)E(xiy)

k—1

suponiendo que el tiempo tiende a infinito, para cualquier sefial s’

se cumple que E(s') =

E(s'71), por lo tanto

(1= B)E(ck) = (1 - B)E(c}_1)

evaluando en k = 1 se tiene que E(c}) = E(z'), luego se procede por induccion.

= Esperanza de la salida

K
E(y') = E(z'), X = E(z!) (1 -3 /\k> (7.0.4)
k=1

La salida es insesgada si se impone que E(y")

E(z'), usando ademas la propiedad anterior,
se tiene

K K
STMNE(e]) +do = > MB(at) + Mo = E(a)
k=1 k=1

despejando A\ en la dltima igualdad

/\0 == E(]}t) (1 -

11

)

7.1. Merge Adaptivo

En el caso mas simple, cuando se tiene un contexto, la salida se puede definir simplemente como
yt = ¢!, en este caso dado que F(c')

E(z'), Ao = 0 hace que la salida sea insesgada. Supondremos
que la entrada x! est4 dada por una sefial s' y un ruido gausiano aditivo n'

' =s' +nt

(7.1.1)
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donde n! tiene E(n!) = 0y Var(n') = o2, el cual no esta correlacionado con la sefial. La varianza

entre la salida 3¢ y la entrada z!

Var(z' — ') = Var(z") + Var(c') — 2cov(z’, c')
= Var(s') + Var(n') — 2cov(s’, n*) + Var(c') — 2cov(z’, ")

=Var(s') + Var(n') + Var(c") — 2cov(a*, ")

dado que cov(s,n') = 0. Por otro lado, utilizando la bilinealidad de la covarianza agrupando

Var(s') + Var(c') — 2cov(st, c') = Var(s' — ¢'), se tiene que

Var(z' —c') = Var(s' — c') + 0% — 2cov(n’, ). (7.1.2)

La ecuacion anterior indica que al minimizar la varianza entre la entrada y la salida se minimiza
la varianza entre la senal s y la salida, pero también se maximiza la covarianza entre el ruido y el
contexto. Estudiando el término cov(n?, c¢!) probaremos que éste tiende a cero cuando t — oo.

Desarrollando ¢! = Bct=! + (1 — B)z'~! en la covarianza se tiene

cov(n®, ") = Beov(nt, 1) + (1 — B)cov(nt, z' 1)

= Beov(n', ') + (1 = B)cov(nt, s'1) + (1 — B)cov(n',n'™h)

dado que x! = s*+n!. Puesto que no hay correlacién entre la sefial y el ruido cov(n!, s'=1) = 0y que

la para un proceso de ruido blanco con media cero, tiene como correlacion E(n'*n'2) ~ §(t; — ta),

se tiene que cov(n',n'~1) = 0. Luego

cov(n', ') = Beov(n', ¢!t = ... = fNcov(n', ! N) (7.1.3)

en el limite

limy cov(n®, c') = limy Y cov(nt, ! =N) =0 (7.1.4)

Segun lo anterior se tiene que

Var(z' —c') = Var(s' — c') + o? (7.1.5)
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asi la minimizacién entre la senal de entrada y la salida, minimiza la varianza entre la salida y la
senal limpia.

minV = Var(s' — ¢t) (7.1.6)

7.1.1. Regla de Ajuste § para el Modelo de Contextos de Merge

Es posible derivar una regla de aprendizaje para el parametro 3, de manera que este se ajuste en
forma adaptiva. Esto se obtiene derivando V con respecto a la variable 3. Si se define A! = z! — ¢!,

entonces segun la definicién de varianza

V= %Z <At - %ZN) (7.1.7)

t=1 t=1
luego

LA 1 — At 1 = DA

CABNER N N VNl G ol 7.1.8

s ) (s ) e
donde BB—A; = —%—‘;, si se considera que en el modelo de contexto de MNG, ¢! = felt=1 4 (1 —B)w!t-1,
entonces

t
?9_65 A (7.1.9)
finalmente, se tiene que
°1%

7.1.2. Resultados

Se utilizé una sinusoide a la cual se le agregé ruido aditivo, que fue generado mediante una
distribucion normal de media p = 0 y desviaciéon o la que se vari6 entre los siguientes valores
o =10,1;0,2;0,3;0,4;0,5; 0, 6]. Primero se corri6 el algoritmo variando el valor de  con paso 0, 1
entre los valores 0 y 1, a fin de explorar como varia la varianza entre la senal y el ruido para distintos
valores de (3, luego se corri6 el algoritmo adaptivo. Los resultados se muestran a continuacion.

En las Figuras se puede observar que el modelo adaptivo adapta el valor de (3 a un valor cercano

al 6ptimo de minima varianza entre las senales.
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Figura 7.1.1: Resultados para MNG Adaptivo. Las Figuras muestran la varianza V(s + n,y) que
corresponde a la varianza entre la senal s incluyendo el ruido aditivo n y la senal de salida y y
para V' (s,y) que corresponde a la sefial s sin ruido y la salida y. Ambas varianzas se muestran para
distintos valores de (.
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7.2. Modelo de Contextos Gamma Adaptivo

Es interesante poder adaptar el modelo adaptivo desarrollado para MNG al modelo de Contextos
Gamma, puesto que en este ultimo caso la cantidad de pardmetros (5 es mayor, ya que se tiene
uno por cada etapa de filtrado, complicando atn maés la elecciéon de estos parametros en forma

experimental. De manera analoga se tiene que
Var(z! —y') = Var(s' — y') + 0% — 2cov(n’, y") (7.2.1)

desarrollando el altimo término de la ecuaciéon anterior, utilizando la bilinealidad de la covarianza,

se tiene

K
cov(n’,y") =y = Z Axcov(n®, ch) (7.2.2)
k=1

ya se demostr6 en una etapa anterior que cov(nt, ctl) =0, luego

cov(nt, ch) = Beov(n', ™) + (1 — B)cov(nt, ™) = Beov(nt, i) = fNcov(nt, ™) (7.2.3)

t

bajo el mismo supuesto con el que se procedi6 para cov(n',ct), se tiene que cov(nt,ch) = 0, de

forma inductiva se tiene que

cov(n',ch) =0, Vk=1...K (7.2.4)

luego

Var(z' —y') = Var(s' —y') + o> (7.2.5)

Regla de Ajuste de § para el Modelo de Contextos Gamma La principal diferencia con el
modelo adaptivo para Merge es que en este caso también se debe encontrar una regla para adaptar
los ponderadores \;, de cada contexto c}. La regla se obtiene derivando V' con respecto a la variable

Br ¥ Ak Si se define A* = 2! — ¢!, entonces se tiene

V1w , DA
a—ﬂk:TZ< ZA)(aﬂk Z ) (7.2.6)

t=1
donde
N ay' ac}

a5, =~ o5~ Vg, 0
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. . I I
si se considera que en el modelo de contexto Gamma, cz- = Bjc;" ' + (1 — B;)e;" |, entonces

J Jj=1
OA?! Iy 1 Iy 1
55 =N (cj - cj_l) (7.2.8)
finalmente, se tiene que
oV
Br(t+1) = Be(t) = n(t) 57 (7.2.9)
9Bk
ny |/ tmas
donde n(t) =n; (n_> .
Al derivar con respecto a A; se tiene
V1 1 & OA! 1 g~ OA!
= = At — = At — 4 — — 2.1
Ok T;< T; ) (8/\k +Tt=1 Ok (7210

donde

oAt oyt
i 2.11
ax,  oN (7:2.11)

con lo que finalmente se tiene
ov

(7.2.12)

oy \t/tmaz
donde n(t) =n; (n_> .
El hecho de no incluir el peso w' en la salida se debe estrictamente a que y' = 1-w!* +EkK:1 0-cyt
es solucién al problema de minimizacién buscado.

Eventualmente en tareas de prediccion, es posible definir
minV = Var(z"* — y") (7.2.13)

donde y! = y* = Zszl )\kcﬁ + dowlt + Ap.
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