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“PRONÓSTICO DE CAUDALES DE LAS CUENCAS DE BETANIA Y BÍO-BÍO 
UTILIZANDO MÉTODOS ESTADÍSTICOS” 

 

El objetivo general del presente trabajo es modelar, explicar y predecir el nivel de caudal de 
las cuencas de Betania y Bío-Bío, ubicadas en Colombia y Chile respectivamente, con el objeto de 
mejorar la comprensión del fenómeno y la planificación energética por parte de la empresa 
ENDESA Chile. 

ENDESA Chile posee un área de profesionales que dedica parte de su trabajo a modelar y 
pronosticar los caudales de, entre otras, las cuencas antes mencionadas. Si bien los resultados de 
dichas predicciones no son insuficientes, se desea mejorar de forma importante la precisión de las 
mismas; llegando, en lo posible, a un error cercano al 20%. 

A partir de la información histórica proporcionada por la empresa y de otras fuentes 
meteorológicas especializadas, se determinaron modelos de dos tipos. En primer lugar, los 
modelos de series de tiempo usuales, con pequeñas modificaciones, para llevarlos a los conocidos 
como modelos PAR y PARX. En segundo lugar, se intentó utilizar modelos no lineales de redes 
neuronales artificiales para explorar las posibles no linealidades que pudiese poseer el problema. 
Finalmente, se clasificaron los caudales en tres niveles, a modo de resumir la información 
presentada por los modelos. 

 Para la creación, estimación y calibración de los modelos se utilizaron diversas técnicas 
estadísticas. Entre ellas destacan el análisis de componentes principales para reducir la 
dimensionalidad de variables climáticas, el test de normalidad de Shapiro-Wilks y técnicas de 
calibración y validación de modelos, entre otras. 

 El resultado al comparar los dos tipos de modelos arrojó que, si bien los modelos de redes 
neuronales entregan mejores resultados en muchas ocasiones, la poca simplicidad y capacidad de 
explicación que poseen indican que es mejor la alternativa lineal, es decir, los modelos PAR/PARX 
de series de tiempo. 

Se concluye que es posible disminuir el error bajo el 20% utilizando técnicas estadísticas 
de estructura sencilla que permitan explicar y comprender la forma del fenómeno. Se recomienda 
finalmente, que la empresa ENDESA elija algunas de las alternativas de modelos planteados de 
acuerdo a sus intereses, es decir, menor error o mayor comprensión. 
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4.6. Modelo Final Central Pangue . . . . . . . . . . . . . . . . . . . . . . . . . . 29
4.7. Clasificación de los Caudales . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
4.8. Discusión . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

5. Cuenca de Betania: Central Betania 34

5.1. Análisis Descriptivo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
5.2. Estudio preliminar de la información climática . . . . . . . . . . . . . . . . . 36
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Índice de cuadros

2.1. Outliers de cada cuenca. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

4.1. Análisis descriptivo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
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5.2. Correlación entre las variables climáticas. . . . . . . . . . . . . . . . . . . . . 36
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Caṕıtulo 1

Introducción

El modelamiento de caudales de ŕıos es un área bastante estudiada y discutida a nivel
mundial, sin embargo todas las investigaciones y estudios apuntan en distintas direcciones. La
gran mayoŕıa intenta ajustar modelos para explicar el fenómeno utilizando los más diversos
métodos y la otra fracción, intenta pronósticar los valores futuros de los caudales.

Dicha distinción entre estas dos ramas no es menor, ya que el ajuste de modelos para
explicar un fenómeno tiende exactamente a cumplir su cometido, muchas veces perdiendo la
capacidad de predicción del mismo. En este trabajo, se intenta ajustar un modelo para lograr
explicar el fenómeno, sin embargo no se le da un gran enfásis al ajuste mismo, si no que a la
capacidad de predecir nuevos valores.

Por otra parte, los modelos a utilizar se pueden separar en dos grandes ramas. La primera
corresponde a los clásicos modelos lineales para series temporales, es decir, modelos con la
estructura clásica de regresión lineal mútliple, pero con pequeñas consideraciones por tratarse
de un proceso estocástico el que se desea modelar. Finalmente, el segundo tipo de modelos
son los modelos no lineales. Dichos modelos son bastante complejos de estimar, pues la elec-
ción de la no linealidad no es sencilla. Es por esto que se utilizan, en este caso, los modelos
de redes neuronales artificiales, por ser modelos capaces de generar de manera sencilla no
linealidades para pronosticar.

En este trabajo, se pretende comparar la capacidad de generalizar de cada uno de los mo-
delos. Es decir, comparar los modelos lineales de series de tiempo con los modelos no lineales
de redes neuronales. Como segundo objetivo, se desea modelar los caudales de las cuencas de
B́ıo-B́ıo (Chile) y Betania (Colombia) para su uso en la planificación energética de las cen-
trales Pangue y Betania, respectivamente. Sin embargo, se plantea como principales objetivos
reducir los errores de los modelos de pronóstico de caudales bajo el 20 %, además de lograr
comprender las variables que afectan al fenómeno de alimentación del caudal, identificando
posibles fuentes de error en la predicción.
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Caṕıtulo 2

Problema y Metodoloǵıa

El problema a abordar en el trabajo de t́ıtulo es la modelación y pronóstico de los caudales
de las cuencas de Betania y B́ıo-B́ıo ubicadas en Colombia y Chile respectivamente para su
utilización en las centrales de Pangue y Betania. Dichos caudales cuentan con series histó-
ricas, las cuales se utilizan para generar modelos que permitan pronosticar el comportamiento
del caudal que alimenta a la represa con un mes de anticipación.

La estimación del caudal alimentador es de vital importancia para planificar la generación
energética en un mes, pues permite definir la cantidad de enerǵıa eléctrica que se podrá ge-
nerar en dicho mes. Para ilustrar la importancia de lo anteriormente expuesto, se puede
calcular la potencia que es capaz de entregar una central. La ecuación (2.1) muestra la forma
simplificada bajo la cual se calcula la generación de una central.

P = g · η · H · Q · ρ, (2.1)

donde

P := potencia [W ].

g:= gravedad [m/s2].

η:= eficiencia de la máquina.

H:= altura de la cáıda [m].

Q:= caudal que entrá a la máquina [m3/s].

ρ:= densidad del agua [Kg/m3].

Como se puede apreciar en la ecuación anterior la generación esta directamente relaciona-
da con el caudal de diseño para generar, por lo tanto conocer con exactitud el caudal que
ingresa a la represa permite estimar el tiempo de operación de las turbinas.

Otro aspecto importante del problema a estudiar en este trabajo, es el hecho de poder
modelar el fenómeno pluviométrico pues éste es la base de la estimación del caudal. Para
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lograr este objetivo, es necesario conocer las variables que afectan a dicho fenómeno y lograr
combinarlas para entregar una correcta estimación del caudal.

La metodoloǵıa bajo la cual se intentan alcanzar los objetivos se explican en los parráfos
siguientes.

Como se ve en secciones posteriores, cada central posee caracteŕısticas distintas; sin em-
bargo, la metodoloǵıa base para crear los modelos y estudiar el comportamiento de cada una
de las cuencas asociadas es similar.

Inicialmente el problema consiste en conocer los aspectos climáticos que determinan de
alguna forma el comportamiento de los caudales. Dicho estudio revela que la cantidad de
variables macroclimáticas necesarias para comprender el fenómeno pluviométrico es bas-
tante alta, por lo tanto se procede a realizar, primero, una reducción de dimensionalidad. La
técnica utilizada para dicho efecto corresponde al análisis de componentes principales (ver
Apéndice B), cuyo objetivo es justamente reducir la dimensionalidad de la información. En
este caso, la reducción se realiza llevando el espacio generado por cinco variables climáticas
a utilizar solamente dos.

Una vez realizada la reducción, la cual en un principio entrega cinco ı́ndices climáticos,
es necesario determinar para cada mes cuales son los ı́ndices (con sus respectivos rezagos)
que mejor explican al caudal de cada mes. Dicha elección se realiza haciendo un análisis de
correlaciones entre los ı́ndices rezagados y la variable caudal.

Antes de crear los modelos, se buscan los posibles puntos anómalos o “outliers” de la serie
de caudales de cada mes. El criterio para seleccionar los outliers es relativamente simple y
pretende encontrar elementos extremos con respecto a los demás.

El filtro que se utiliza corresponde a definir como ĺımites para los datos a

x ± 2σ̂, (2.2)

donde x corresponde al promedio de la serie y σ̂ a su desviación estándar, es decir

σ̂ =

√
√
√
√

1

n

n∑

i=1

(xi − x)2,

con n el largo de la serie.

Con toda la información anterior considerada, se comienza a crear los modelos. En el caso
de los modelos de series de tiempo, estos tienen la forma

C
(s)
t = β

(s)
0 C

(s)
t−1 + β

(s)
1 I

m,(s)
t−k1

+ β
(s)
2 I

n,(s)
t−k2

+ ε
(s)
t s = 1, ..., 12 (2.3)

o bien
ln(C

(s)
t ) = β

(s)
0 ln(C

(s)
t−1) + β

(s)
1 I

m,(s)
t−k1

+ β
(s)
2 I

n,(s)
t−k2

+ ε
(s)
t s = 1, ..., 12 (2.4)

donde

C:= caudal del ŕıo.
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I:= ı́ndice macroclimático.

εt:= error aleatorio.

Por su parte, β
(s)
0 , β

(s)
1 y β

(s)
2 corresponden a los coeficientes del modelo, los cuales podŕıan

tener como posibles restricciones sus valores fijados a cero. Es decir, los modelos anteriores
podŕıan tener la forma presentada, con β

(s)
0 = 0, β

(s)
1 = 0, β

(s)
2 = 0 o combinaciones de éstas.

(Para comprender mejor los detalles relativos a la notación, consultar el Apéndice C)

Como se puede apreciar en (2.3), se estiman modelos mensuales. Es decir, para cada mes
que se desea modelar se tendrá un modelo distinto. A ráız de esto, surge la interrogante de
porqué se utilizan modelos mensuales en vez de utilizar un modelo para todo el año. La razón
de esto, radica en que si se utilizaran las técnicas usuales de los modelos ARMA y ARMAX
(ver [5], [6], [13] y [14]) solamente se removeŕıan las estacionalidades de la media y la va-
rianza, pero la dependencia estacional en la estructura de la serie permaneceŕıa (ver [35]).
Los modelos PAR y PARX remueven la estacionalidad de la estructura de la serie, la cual
no debe confundirse con la estacionalidad de la media y varianza.

0 10 20 30 40 50 60 70
−0.5

0

0.5

1
Autocorrelation: biobio

Lags

(a) Autocorrelación B́ıo-B́ıo.

0 10 20 30 40 50 60 70
−0.6

−0.4

−0.2

0

0.2

0.4

0.6

0.8
Crosscorrelation: biobio − pangue

Lags

(b) Correlación cruzada B́ıo-B́ıo y Pangue.

Figura 2.1: Autocorrelaciones B́ıo-B́ıo.

Para ejemplificar lo anterior, la figura 2.1(a) muestra la autocorrelación de la cuenca del
B́ıo-B́ıo, la cual se aprećıa con una estructura estacional en la media y varianza; sin embargo,
esto no justifica la utilización de un modelo PAR o PARX. En el caso de no exisitir variables
exógenas macroclimáticas, las caracteŕısticas de un modelo PAR no son observables en un
gráfico de autocorrelación como el de 2.1(a), pues la motivación para utilizar éste modelo
esta basada en dependencias estructurales distintas. De esta forma, seŕıa necesario realizar
los gráficos de las autocorrelaciones periodicas; y más importante aún, las autocorrelaciones
parciales periodicas (que en este caso son 12 meses con 2 gráficos cada uno). En éste útlimo
(ver algoritmo para calcular autocorrelaciones parciales periodicas en [32]), se observaŕıa la
dependencia de la variable rezagada, la cual seŕıa distinta en cada mes si la serie responde
correctamente a un modelo PAR.

La situación mencionada anteriormente es algo distinta cuando se trata de un modelo
PARX, pues no sólo se deben observar los gráficos de autocorrelaciones peŕıodicas; sino que
además, los gráficos de las correlaciones cruzadas peŕıodicas. La figura 2.1(b) muestra la
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correlación cruzada de la serie completa (sin peŕıodos); sin embargo, este gráfico no sugiere
directamente la utilización de un modelo PARX, pero si evidencia un estacionalidad entre las
series. Como es posible observar, ésta relación se caracteriza prinicipalmente por ser anual
y tener puntos altos (en modulo) con una periodicidad de 6 meses, la cual puede atribuirse
principalmente a cambios de estación (invierno-verano, verano-invierno).

En conclusión, y apoyado en los criterios descritos anteriomente, se decide utilizar modelos
PAR y PARX, pues la serie cumple con tener autocorrelaciones parciales periodicas bastante
distintas en cada mes; pero más importante aún, correlaciones cruzadas peŕıodicas muy dis-
pares entre los distintos peŕıodos debido, especialmente, a que el fenómeno macroclimático
tiene caracteŕısticas distintas según los distintos momentos del año.

Por otra parte, es importante comentar que los modelos planteados para series de tiempo
poseen una caracteŕıstica que los hace muy interesantes. Ésta consiste en la capacidad de in-
terpretar su forma, pues modelan el caudal utilizando información histórica (caudal anterior)
sumado a una componente macroclimática.

C
(s)
t = β

(s)
0 C

(s)
t−1

︸ ︷︷ ︸

Info.Histórica

+ β
(s)
1 I

m,(s)
t−k1

+ β
(s)
2 I

n,(s)
t−k2

︸ ︷︷ ︸

Info. Climática

+ ε
(s)
t
︸︷︷︸

Error

s = 1, ..., 12 (2.5)

Por lo tanto, cuando los modelos consideran que la información histórica no representa
bien el comportamiento de la serie, utilizará sólo información climática y viceversa, incluso
dándose el caso de utilizar ambas. Es importante recalcar que, a pesar de que algunos meses
podŕıan tener relaciones más altas con rezagos mayores de la variable caudal, se fuerza un
modelo con el caudal anterior y se le da más libertad al factor de información climática. La
razón de esto es, simplemente, que la autocorrelación parcial periodica es bastante fuerte en
el mes anterior y levemente mayor en algún otro mes, por lo que se opta por utilizar rezago
fijo en 1 en la información histórica; sin embargo, este efecto no es tal en la información
climática, pues las correlaciones vaŕıan mucho de mes a mes.

Por su parte, los modelos de redes neuronales artificiales son creados de acuerdo a lo
expuesto en el Apéndice D y carecen de una interpretación, pues al agregar una no linealidad
no es posible saber de manera clara cómo se está creando el pronóstico. Como entrada a
los modelos se decide utilizar un elemento, el que es elegido con un análisis de correlación.
Esta variable de corresponde al caudal anterior o algunos de los ı́ndices rezagados (estructura
similar a la de series de tiempo).

Finalmente, la calibración de todos los modelos es realizada utilizando la técnica Leave
One Out. Dicha técnica consiste en crear el modelo con n− 1 datos (suponiendo que en total
son n) y probándolo con 1, intercambiando a los datos usados para crear el modelo con el
de prueba. El algoritmo anterior genera n errores distintos, los cueales son promediados para
obtener el error final del modelo.

En caso que el error final de un modelo sea satisfactorio, es posible utilizar a todos los
datos para crear el modelo a utilizar.

A modo de resumen, la metodoloǵıa utizada para crear los modelos es:

1. Identificar las variables climáticas.
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2. Crear los ı́ndices utilizando el método de Análisis de Componentes Principales (ACP).

3. Escoger dos ı́ndices por cada mes con sus respectivos rezagos.

4. Encontrar Outliers y eliminarlos.

5. Estimar modelos de la forma (2.3) o (2.4) con sus variantes, o de redes neuronales.

6. Utilizar calibración Leave One Out para escoger los mejores modelos.

El cuadro 2.1 muestra los outliers mencionados en el punto cuatro del listado anterior.

Mes B́ıo-B́ıo Betania

Enero 1983, 1985 1982, 1984
Febrero 1971, 1980, 1999 1999
Marzo 1980, 1999, 2002 ninguno
Abril 1980 1994, 1999
Mayo 1980, 1981 2000
Junio ninguno 1994
Julio 2001 1986
Agosto 1972, 1997 1991, 1995
Septiembre 1982 1991
Octubre 2002 1986
Noviembre 1984, 1998 1984, 1988
Diciembre ninguno 1997, 1999

Cuadro 2.1: Outliers de cada cuenca.

Finalmente, es importante aclarar que cada una de las cuencas tiene caracteŕısticas
propias, por lo que los modelos tienen formas distintas; explicadas en los Caṕıtulos 4 y 5.
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Caṕıtulo 3

Marco Teórico Climático

En el estudio del comportamiento futuro de un sistema climático se deben diferenciar dos
tipos: la predicción de tiempo y el pronóstico climático. El primero se refiere al estudio a
corto plazo, es decir anticipación de cambios meteorológicos en horas o d́ıas; mientras que
el segundo (en el cuál se aboca este trabajo) se refiere a una anticipación a largo plazo, es
decir, meses o años (ver [23]).

Para lograr entender el comportamiento de un caudal a lo largo de un año, es necesario
conocer los factores que afectan, del punto de vista teórico, su variabilidad. Dicha variabilidad,
se verá afectada por dos factores principales: los deshielos ocurridos en verano (si es que
corresponde dicha situación) y la variabilidad pluviométrica. A pesar de esta identificación
de factores, es posible observar, que en realidad, el único factor relevante es la variabilidad
pluviométrica, pues a partir de esta será posible inferir el fenómeno de deshielos.

Para identificar las variables que afectan al comportamiento pluvial de una región es
necesario definir lo que los expertos han denominado la Oscilación del Sur. Este caṕıtulo se
centra en los aspectos históricos del fenómeno para guiar a la selección de variables que se
utilizan para modelar el comportamiento de las precipitaciones.

3.1. Marco Histórico

La Oscilación del Sur (OS en español, SO en inglés), nombre atribuido al trabajo de Sir
Gilbert Walker, corresponde al fenómeno ocurrido cuando las fluctuaciones de presión at-
mosférica en Sydney (Australia) y Buenos Aires (Argentina), están fuera de fase (este evento
fue observado primero por Hildebrandsson en 1897, sin embargo Walker le dio el nombre
utilizado hasta hoy). Luego, en los años 60 se descubrió que (ver [2], [11] y [19]) una presión
alta en el oeste a nivel superficial del mar y baja en el Paćıfico Tropical Sudeste coincid́ıa con
lluvias fuertes, aguas inusualmente cálidas y poco viento. Esta fase de la oscilación del sur
es conocida actualmente como El Niño (o la opuesta: La Niña), nombre dado por navegantes
de Paita y Pascamayo en Perú, que observaban este mismo fenómeno justo después de la
navidad.

En la actualidad, se considera como fenómeno del Niño al escenario en el cual la presión
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3.2 Elección de las variables climáticas

en Darwin (Costa Norte de Australia) es mayor que la presión en Tahiti (Océano Paćıfico
medio). Sin embargo, muchos investigadores discrepan de esta definición mencionando que es
algo ambigua por el hecho de que no tiene mucho sentido hablar del fenómeno del Niño sin
especificar cómo vaŕıa la presión superficial, el viento, las temperaturas del océano, radiación,
entre otras (ver [27]).

Para poder estudiar y comprender mejor la información sobre el Niño, el área donde se
mide la temperatura superficial del mar ha sido divida en 4 zonas como lo muestra la figu-
ra 3.1. En este trabajo la información y el trabajo se realiza en base a la zona Niño 3.4, por
su mejor representación del fenómeno.

Figura 3.1: Regiones de medición de las temperaturas de la superficie oceánica.

3.2. Elección de las variables climáticas

Diversos estudios (por ejemplo, ver [23]) han demostrado que no existe relación entre las
condiciones pluviométricas entre un año y otro, sin embargo, si hay una relación con desfase
con respecto a eventos del Niño en meses anteriores (sobre todo en invierno) . De hecho,
más que el evento del Niño en un mes espećıfico, es importante analizar la persistencia en
el tiempo de dicho evento. Por otra parte, también se constata en las referencias (ver [23]),
que existen meses más complejos en cuanto a pronóstico. Por ejemplo, los primeros meses del
invierno (y el otoño) tienden a ser más complicados de pronosticar (de manera lineal, como
lo son la mayoŕıa de los trabajos estudiados) por la forma que tiene el fenómeno del Niño, el
cual es un proceso que va madurando en el tiempo y va tomando fuerza, o simplemente, se
debilita.

A partir de lo estudiado, para el caso de la cuenca del B́ıo-B́ıo, las variables a utilizar
para modelar el comportamiento de la precipitación son:
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3.2 Elección de las variables climáticas

1. Precipitaciones en Pangue.

2. Temperatura superficial del océano en la zona Niño 3.4.

3. Diferencia de presión atmosférica entre Tahiti y Darwin.

4. Vientos a 200 MB en la Zona 165W-110W.

5. Promedio de Temperaturas a 500 MB en las Zonas relativas a mediciones del Niño.

Para el caso de Colombia y la cuenca de Betania, las variables poseen una diferencia
con respecto a B́ıo-B́ıo que es, escencialmente, que la variable Pangue es reemplazada por la
variable NAO (North Atlantic Oscillation). Lo anterior para poder explicar también el efecto
asociado de estar cerca del océano atlántico ingresando por el caribe. Como dato adicional,
cabe resaltar que en el caso de Colombia los procesos Niño-Niña son inversos al caso de la
cuenca de B́ıo-B́ıo.

En resumen, las variables para utilizar en los modelos relativos a la cuenca de Betania
son (ver [28] y [29]):

1. NAO.

2. Temperatura superficial del océano en la zona Niño 3.4.

3. Diferencia de presión atmosférica entre Tahiti y Darwin.

4. Vientos a 200 MB en la Zona 165W-110W.

5. Promedio de Temperaturas a 500 MB en las Zonas relativas a mediciones del Niño.

En ambos casos, se utilizan las series desde el año 1979 hasta el año 2005.

Una vez identificadas las variables anteriores, los dos caṕıtulos siguientes muestran las
siguientes etapas de la creación de los modelos para hacer los pronósticos del caudal a partir
de la información entregada por estas variables y el mismo caudal.

La información anterior, salvo las precipitaciones en Pangue, se encuentran disponibles
de manera gratuita en internet en http://www.cpc.noaa.gov/data/indices/ y
http://www.cdc.noaa.gov/Correlation/nao.data.
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Caṕıtulo 4

Cuenca del B́ıo-B́ıo: Central Pangue

Pangue es una central de embalse situada en el ŕıo B́ıo-B́ıo, Chile, entre las confluencias
de los ŕıos Pangue y Huiri-Huiri, VIII región. Dicha central dispone de una cáıda neta de
99mt y de un caudal de diseño de 500 m3/s con lo cual permite instalar una potencia de 467
MW para generar enerǵıa. Actualmente la central Pangue aporta aproximadamente el 5,6 %
(ver [7]) de la generación del Sistema Interconectado Central (SIC).

4.1. Análisis Descriptivo

La variable caudal corresponde a información desde el año 1970 hasta el año 2005, des-
agregada a nivel mensual. Las caracteŕısticas principales desde el punto de vista estad́ıstico
se presentan en el cuadro 4.1 (ver Apéndice A sobre algunas medidas descriptivas usadas).
Como se aprecia en dicho cuadro los coeficientes de variación de cada uno de los meses de in-
vierno (considerado, en este caso particular, como peŕıodo Abril-Agosto) es bastante superior
al mismo indicador en el resto de los meses. Lo anterior sugiere una variabilidad mucho más
alta en invierno, lo cual podŕıa provocar errores mayores en los modelos asociados a dicha
temporada. En particular, el mes de Mayo, presenta una variabilidad mayor lo que sugiere
que eventualmente existirán errores muy altos para dicho mes.
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4.1 Análisis Descriptivo

Promedio Desviación Coef.Var. Mediana Cuartil 1 Cuartil 3 RIC
Enero 146, 6 46, 2 32 % 140, 0 108, 9 182, 3 73, 3
Febrero 102, 8 27, 5 27 % 98, 2 82, 7 113, 3 30, 5
Marzo 80, 9 17, 5 22 % 79, 9 72, 4 85, 8 13, 4
Abril 97, 1 41, 8 43 % 85, 0 66, 7 119, 3 52, 6
Mayo 247, 8 197, 7 80 % 168, 5 107, 0 359, 8 252, 8
Junio 416, 6 199, 7 48 % 394, 5 244, 0 533, 4 289, 4
Julio 448, 4 203, 1 45 % 476, 0 263, 5 559, 9 296, 4
Agosto 387, 8 158, 5 41 % 341, 5 272, 4 475, 0 202, 6
Septiembre 386, 5 123, 1 32 % 382, 3 275, 7 477, 6 202, 0
Octubre 459, 3 144, 6 31 % 443, 0 381, 3 510, 5 129, 2
Noviembre 426, 0 143, 3 34 % 428, 5 313, 8 529, 8 216, 0
Diciembre 284, 1 118, 9 42 % 271, 6 198, 6 370, 3 171, 7

Cuadro 4.1: Análisis descriptivo

La figura 4.1, por su parte, muestra un gráfico de cajas (Box-Plot) a nivel mensual de los
caudales de cada mes. En ella se puede apreciar la gran variabilidad comentada en el párrafo
anterior que presenta el valor del caudal en los meses de invierno. También es posible captar
las caracteŕısticas del régimen descrito en el caṕıtulo 3, pues los meses de invierno presentan
un gran caudal asociado a las precipitaciones de la temporada; sin embargo, los meses de
primavera presentan precipitaciones no despreciables a pesar de la baja cantidad de preci-
pitaciones. Este fenómeno se explica por el cambio en el régimen, de mixto (precipitación y
algo de deshielos) a nival (sólo deshielos) que ocurre en la época de primavera consumiendo
gran parte de la nieve acumulada.

Finalmente para los meses de verano (i.e. peŕıodo Diciembre-Marzo) el caudal se alimenta
principalmente de lo que queda de nieve no derretida en la época de Primavera, destacan-
do que posee una variabilidad muy baja por lo que se esperan bajos errores en los pronósticos.

17



4.2 Estudio preliminar de la información climática

1 2 3 4 5 6 7 8 9 10 11 12
0

100

200

300

400

500

600

700

800

900

1000
C

au
da

l

Mes

Figura 4.1: Box plot para el caudal de B́ıo-B́ıo.

4.2. Estudio preliminar de la información climática

En el modelamiento del caudal en la cuenca, para su utilización en la central Pangue, en
el caṕıtulo 3 se definen cinco variables macroclimáticas que explican los fenómenos pluviales.

El cuadro 4.2 muestra los coeficientes de correlación entre las variables climáticas a uti-
lizar. Como se puede apreciar, ninguna de ellas presentan correlaciones muy altas, por lo que
se puede inferir que, tal como se menciona en el caṕıtulo 3, todos ellas aportan información
distinta para explicar el fenómeno del Niño.

Pangue Niño 3.4 Presión Viento Temperatura
Pangue 1,00 0,30 -0,48 -0,43 0,03
Niño 3.4 1,00 -0,70 -0,43 0,57
Presión 1,00 0,67 -0,28
Viento 1,00 -0,11
Temperatura 1,00

Cuadro 4.2: Correlación entre las variables climáticas.

A raiz de la elección de variables expuesta, el primer problema que se enfrenta, es que
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4.2 Estudio preliminar de la información climática

la cantidad de las mismas seleccionadas es demasiado grande para realizar modelos con tan
pocas observaciones. Por esta razón se le aplica la técnica de Análisis de Componentes Prin-
cipales, obteniéndose cinco ejes principales y las respectivas cinco componentes principales,
las cuales son utilizadas como variables resumen para su posterior uso. Más adelante se eli-
gen dos componentes por mes para explicar el fenómeno pluvial, obteniéndose de esta forma
la reducción de dimensionalidad deseada. A dichas componentes principales las llamaremos
“́ındices” al utilizarlas en los modelos.

4.2.1. Análisis de Resultados del Análisis de Componentes Prin-

cipales

Los detalles relativos al método mismo pueden ser observados en el Apéndice B.

El gráfico de los valores propios obtenidos al realizar el análisis se muestra en la figura 4.2.
A partir de dicho gráfico es posible observar que solamente los factores 1 y 2 tienen su valor
propio por sobre 1. Lo anterior indica que el plano principal generado por estos factores
entrega información relevante a modo de resumir al fenómeno de precipitación en la zona.
A pesar de esto, no es conveniente descartar a los otros factores para realizar modelos de
predicción, pues es posible que estén capturando fenómenos menos evidentes.

Por otra parte, las figuras 4.3(a) y 4.3(b) muestran los ćırculos de correlación asociados
al primer y segundo factor, y al primer y tercer factor, respectivamente.
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4.2 Estudio preliminar de la información climática
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Figura 4.2: Valores propios.
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Figura 4.3: Ćırculos de correlaciones B́ıo-B́ıo con la variable caudal rezagada.

En la figura 4.3(a) se aprecia que la representación (varianza explicada) lograda en este
plano corresponde al 76,8 % de la varianza total. Del mismo modo, se observa que las variables
son altamente explicadas (con correlaciones altas) en el plano generado por los dos primeros
ejes prinicipales. Por otra parte, al agregar a la variable caudal como punto suplmentario en
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4.3 Modelos de Series de Tiempo

el ćırculo de correlaciones se tiene que esta muy bien explicada y muy correlacionada con la
variable Pangue. Una conclusión análoga se obtiene para los valores rezagados de la variable
caudal.

Al respecto de eventos climáticos más globales, se puede afirmar que el primer plano principal
logra separar a los meses de invierno y verano, como se aprecia en la figura 4.4(b) (los meses
de verano en azul y de invierno en rojo). Por sus parte, las variables climáticas asociadas
a este fenómeno se identifican también en el ćırculo de correlaciones de la figura 4.4(a), en
el cual se traza una diagonal que separa las variables asociadas a más lluvia (zona superior
izquierda) de las de menos (zona inferior derecha).

Por otra parte, al observar la figura 4.3(b) es posible constatar que la representación
lograda por los ejes 1 y 2, no es atribuida solamente al efecto del factor de más alta repre-
sentación (factor 1) ya que en esta figura no se observa la misma división de estaciones. En
otras palabras, el segundo factor es igualemente importante (a pesar de su menor nivel de
representación) para lograr diferenciar las distintas estaciones del año.
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Figura 4.4: ACP B́ıo-B́ıo.

Esta forma de separación indica que un grupo de meses están unidos de cierta forma
por un fenómeno común (en este caso, la precipitación), por lo tanto es de esperar que los
errores en los modelos sean mayores para los meses de invierno por ser este el fenómeno más
complejo de pronosticar. (ver [23]).

4.3. Modelos de Series de Tiempo

En la sección anterior se realiza y se explica la reducción de dimensionalidad para crear
las variables resumen que explican el fenómeno pluvial en la región concerniente a la cuenca
de B́ıo-B́ıo. En esta sección se explican los modelos planteados utilizando los métodos de
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4.3 Modelos de Series de Tiempo

series de tiempo, en particular, los modelos PAR y PARX.

Para modelar el comportamiento del caudal se plantean modelos simples y de fácil inter-
pretación, como el que se muestra en la ecuación (4.1):

C
(s)
t = β

(s)
0 C

(s)
t−1 + β

(s)
1 I

m,(s)
t−k1

+ β
(s)
2 I

n,(s)
t−k2

+ ε
(s)
t s = 1, ..., 12 (4.1)

donde la variable caudal está normalizada y la elección de los ı́ndices I1 y I2 y sus respectivos
rezagos se obtienen con un análisis de correlación elegiéndose los de más alta correlación con
la variable a explicar.

Sin embargo, no todos los meses responden bien al modelo planteado anteriormente, por
lo que se prueban modelos bajo restricciones β0 = 0, β1 = 0, β2 = 0, o combinaciones de estas.
Al mismo tiempo, se prueba la capacidad de generalización para el modelo (4.1) aplicando
una transformación logaŕıtmica a los datos de caudales.

A partir de este análisis, los ı́ndices y rezagos correspondientes a cada uno de los meses
se muestran en el cuadro 4.3

Mes Índice Rezago Índice Rezago

Enero 4 3 5 11
Febrero 4 4 5 12
Marzo 2 8 3 8
Abril 5 9 3 1
Mayo 5 2 3 12
Junio 2 9 4 2
Julio 1 1 2 10

Agosto 5 2 4 4
Septiembre 1 1 4 5
Octubre 4 2 1 3

Noviembre 3 1 4 1
Diciembre 4 3 2 2

Cuadro 4.3: Índices escogidos y sus respectivos rezagos.

A partir de estos rezagos y los modelos que se desean plantear, se realiza la estimación
de los parámetros utilizando las ecuaciones de Yule-Walker o mı́nimos cuadrados tal como se
explica en el Apéndice C.

A partir de esta metodoloǵıa, y utlizando una calibración Leave One Out junto con una
eliminación de los outliers (utilizando la metodoloǵıa explicada en el Caṕıtulo 2), se obtiene
que los mejores modelos para cada mes corresponden a los siguientes:

Enero:

ln Ct = β0 ln Ct−1 + β1I
4
t−3 + εt (4.2)
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4.3 Modelos de Series de Tiempo

Febrero:

ln Ct = β0 ln Ct−1 + εt (4.3)

Marzo:

ln Ct = β0 ln Ct−1 + εt (4.4)

Abril:

ln Ct = β0 ln Ct−1 + εt (4.5)

Mayo:

ln Ct = β0 ln Ct−1 + εt (4.6)

Junio:

ln Ct = β0 ln Ct−1 + β1I
2
t−9 + β2I

4
t−2 + εt (4.7)

Julio:

ln Ct = β0 ln Ct−1 + β1I
1
t−1 + β2I

2
t−10 + εt (4.8)

Agosto:

ln Ct = β0 ln Ct−1 + εt (4.9)

Septiembre:

Ct = β0Ct−1 + β1I
1
t−1 + β2I

4
t−5 + εt (4.10)

Octubre:

ln Ct = β0 ln Ct−1 + β1I
4
t−2 + εt (4.11)

Noviembre:

Ct = β0Ct−1 + β1I
3
t−1 + β2I

4
t−1 + εt (4.12)

Diciembre:

ln Ct = β0 ln Ct−1 + εt (4.13)

Los modelos anteriores, al ser probados con la técnica de calibración antes descrita ob-
tienen los errores promedio mostrados en el cuadro 4.4.
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4.4 Modelos de Redes Neuronales Artificiales

Mes Error
Enero 9,3 %
Febrero 7,2 %
Marzo 5,5 %
Abril 29,5 %
Mayo 56,4 %
Junio 28,9 %
Julio 30,9 %
Agosto 31,1 %
Septiembre 21,9 %
Octubre 19,9 %
Noviembre 19,3 %
Diciembre 18,5 %
Promedio 23,2 %

Cuadro 4.4: Errores promedio de los modelos de series de tiempo.

Como se aprecia en el cuadro antes mencionado, se comienza a vislumbrar lo comentado
en el análisis descriptivo de la información. Los errores para los meses de invierno superan
con creces a los meses de verano y primavera, siendo además, los errores de los meses del
peŕıodo Enero-Marzo los más bajos del año.

Finalmente, se menciona que el análisis residual para los modelos anteriormente plantea-
dos satisfacen las hipótesis de normalidad testeando dichos residuos con el test de Shapiro-
Wilks (ver Apéndice E.1).

4.4. Modelos de Redes Neuronales Artificiales

En esta sección se estiman los modelos no lineales de redes neuronales artificiales para
crear el punto de comparación entre la linealidad de la sección anterior versus la no linealidad
de las redes neuronales.

Al crear un modelo de redes neuronales arificiales hay algunos factores que se deben tener
en cuenta en el diseño, estos son:

1. La arquitectura de la red.

2. Tipo de entrenamiento

3. La función de error a minimizar.

4. El algoritmo de optimización utilizado para realizar la minimización anterior.

5. El criterio de detención de la optimización.
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4.4 Modelos de Redes Neuronales Artificiales

Mes Neuronas Variable

Enero 3 Ct−1

Febrero 5 Ct−1

Marzo 4 Ct−1

Abril 2 Ct−1

Mayo 5 Ct−1

Junio 4 Ct−1

Julio 3 Ct−1

Agosto 7 Ct−1

Septiembre 6 Ct−1

Octubre 7 Ct−1

Noviembre 6 Ct−1

Diciembre 3 Ct−1

Cuadro 4.5: Cantidad de neuronas en la capa oculta.

En este caso para responder a los puntos anteriores, se decide utilizar una arquitectura de
perceptrón multicapa, con una capa oculta y con una entrada y salida para prevenir el sobre
entrenamiento debido a la poca cantidad de información. La cantidad de neuronas en la capa
oculta vaŕıa de 2 a 7 escogiendo la que presente una mejor generalización del problema en
cuestión. Por su parte, se decide utilizar un entrenamiento supervisado con una función de
error que además de utilizar al error cuadrático agrega un término de penalización relativo a
los pesos de la red garantizando el no sobre entrenamiento de ésta. Finalmente, se utiliza el
algoritmo Broyden-Fletcher-Goldfarb-Shanno Cuasi Newton para la minimización de la fun-
ción de error, con un criterio de paro de fijación de una meta para éste. Dicha meta consiste
en detener la iteración si la función logra disminuir bajo un cierto valor.

Es necesario definir una cantidad máxima de “epochs” en caso de que la función no al-
cance un valor óptimo y tampoco a la meta. Esta cantidad máxima de veces que se muestra
el conjunto de entrenamiento a la red se fija como 1000.

Utilizando estas definiciones para la red, el cuadro 4.5 muestra la cantidad de neuronas
en la capa elegida para cada uno de los meses a modelar, junto con la variable que se en-
tregó como entrada de la red.

A partir de las arquitecturas obtenidas para cada uno de los meses, se calculó el error
promedio de generalización utilizando nuevamente un algoritmo Leave One Out además de
la remoción de outliers, obteniéndose los errores promedio que se muestran en el cuadro 4.6.
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4.5 Incorporación de Información Adicional y Otros Pronósticos

Mes Error
Enero 11,3 %
Febrero 7,6 %
Marzo 6,4 %
Abril 34,1 %
Mayo 71,6 %
Junio 43,5 %
Julio 37,4 %
Agosto 33,5 %
Septiembre 21,3 %
Octubre 20,8 %
Noviembre 19,7 %
Diciembre 20,0 %
Promedio 27,2 %

Cuadro 4.6: Errores promedio de los modelos de redes neuronales.

Como se aprecia en el cuadro 4.6, al igual que en el caso de los modelos de Series de
Tiempo, los errores de los meses de invierno son bastante superiores a los de los otros meses.
Además, cabe destacar el hecho de que las redes neuronales no proporcionan errores mejores
que las series de tiempo, a pesar de agregar una no linealidad al modelo.

4.5. Incorporación de Información Adicional y Otros

Pronósticos

Dados los errores observados en las dos secciones anteriores, se plantea la posibilidad de
incorporar información adicional para explicar el fenómeno modelado. A partir de esto, se
postula un nuevo modelo utilizando la información de la semana 1 de cada mes para intentar
obtener mejores resultados. En este caso, para poder realizar el pronóstico será necesario
esperar una semana más (los pronósticos para un mes dado se realizan al final del mes
anterior). Dicho modelo, en este caso, tiene la forma mostrada en la ecuación (4.14).

C
(s)
t = β0 + β1S

(s)
1,t + εt s = 1, ..., 12 (4.14)

donde la variable S1 corresponde al valor del caudal de la semana 1 del mismo mes s.

Luego de remover los outliers, la estimación de parámetros del modelo anterior se realiza
utilizando mı́nimos cuadrados seguido de la técnica Leave One Out para la calibración. A
partir de esto, se obtienen los errores mostrados en el cuadro 4.7.
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4.5 Incorporación de Información Adicional y Otros Pronósticos

Mes Error
Enero 5,0 %
Febrero 8,4 %
Marzo 8,2 %
Abril 24,3 %
Mayo 65,6 %
Junio 34,6 %
Julio 32,6 %
Agosto 21,5 %
Septiembre 18,2 %
Octubre 12,3 %
Noviembre 14,1 %
Diciembre 14,1 %
Promedio 21,6 %

Cuadro 4.7: Errores promedio utilizando la primera semana.

Del mismo modo que se calculan los modelos de redes neuronales explicados en la sec-
ción 4.4, se estiman modelos utilizando la semana 1. Los errores promedios de estos modelos
junto con la cantidad de neuronas en la capa oculta se muestran en el cuadro 4.8.

Mes Error Neuronas
Enero 5,5 % 3
Febrero 6,8 % 3
Marzo 5,4 % 6
Abril 22,7 % 3
Mayo 66,8 % 2
Junio 35,1 % 2
Julio 29,8 % 6
Agosto 20,7 % 2
Septiembre 16,4 % 6
Octubre 10,6 % 2
Noviembre 12,9 % 2
Diciembre 11,6 % 4
Promedio 20,4%

Cuadro 4.8: Errores promedio y cantidad de neuronas utilizando la primera semana.

Por otra parte, es interesante observar que sucede si se plantea un modelo de series de
tiempo similar a (4.14), pero utilizando la información de la última semana del mes anterior
(para entregar un pronóstico a tiempo); sin embargo, los resultados empeoran bastante. Del
mismo modo, se podŕıa pensar en el proceso inverso, es decir ir mejorando o recalculando
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4.5 Incorporación de Información Adicional y Otros Pronósticos

el pronóstico a medida que avanzan las semanas. En este caso, se plantea un modelo de la
forma:

C
(s)
t = β0 + β1S

(s)
1,t + β2S

(s)
2,t + εt s = 1, ..., 12 (4.15)

donde S2 corresponde a la información de la semana 2.

Los errores asociados a este modelo se presentan en el cuadro 4.9.

Mes Error
Enero 4,5 %
Febrero 3,3 %
Marzo 4,6 %
Abril 20,1 %
Mayo 53,3 %
Junio 26,5 %
Julio 21,3 %
Agosto 16,2 %
Septiembre 12,2 %
Octubre 9,7 %
Noviembre 8,2 %
Diciembre 7,0 %
Promedio 15,6 %

Cuadro 4.9: Errores promedio utilizando la primera y segunda semana.

Con todas las alternativas planteadas el reporte de pronósticos de caudales se puede
dividir en varias etapas, las cuales se ejemplifican para el mes de Febrero. En este caso, el
última d́ıa de Enero (al menos nominalmente, por un tema de llegada de la información) es
posible entregar un pronóstico para Febrero con los modelos visto en secciones anteriores.
Un segundo reporte a modo de corrección de pronósticos se realiza al final de la primera
semana de Enero (con el modelo que utiliza a la semana 1). Finalmente, se hace una última
corrección utilizando el modelo (4.15) al final de la semana 2 del mes de Febrero.

De manera adicional, se realizan pronósticos de otras cantidades como los deshielos y los
caudales por cuatrimestre, utilizando modelos regresión cuyos resultados se muestran en el
cuadro 4.10(a) y 4.10(b).
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4.6 Modelo Final Central Pangue

Cuadro 4.10: Otros pronósticos

(a) Pronósticos de Deshielos.

Peŕıodo Conociendo Error
Nov-Mar Noviembre 10,1 %
Nov-Mar Noviembre S1 18,1 %
Sep-Mar Septiembre 19,5 %
Sep-Mar Septiembre S1 23,2 %

(b) Pronósticos por Cuatrimestre.

Cuatrimestre Conociendo Error
Ene-Abr Enero 10,5 %
May-Ago Mayo 26,1 %
Sep-Dic Septiembre 19,6 %
Promedio 18,7 %

A modo de resumen, es destacable el hecho de que la integración de los valores de la
semana 1 ayudan sustancialmente en la reducción de los errores.

4.6. Modelo Final Central Pangue

En esta sección, todos los modelos mostrados en las secciones previas se agrupan en un
solo modelo que podemos llamar “h́ıbrido” entre series de tiempo y redes neuronales artifi-
ciales, además de incluir como opción el hecho de agregar la información entregada por la
semana 1 de cada mes. Los errores y el modelo empleado se muestran en el cuadro 4.11.

Mes Error Modelo

Enero 5, 0 % Reg. S1
Febrero 6, 8 % ANN S1
Marzo 5, 4 % ANN S1
Abril 22, 7 % ANN S1
Mayo 56, 4 % Ser. de Tiempo
Junio 28, 9 % Ser. de Tiempo
Julio 29, 8 % ANN S1

Agosto 20, 7 % ANN S1
Septiembre 16, 4 % ANN S1
Octubre 10, 1 % ANN S1

Noviembre 12, 9 % ANN S1
Diciembre 11, 6 % ANN S1

Promedio 18, 9 %

Cuadro 4.11: Modelo final central Pangue.

A pesar de que los resultados en el cuadro antes mencionado son muy buenos, eventual-
mente se podŕıan restringir los modelos y no utilizar la información semanal por un problema
de acceso a dicha información. En este caso los errores aumentan bastante y se muestran en
el cuadro 4.12.
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4.7 Clasificación de los Caudales

Mes Error Modelo

Enero 9, 3 % Ser. de Tiempo
Febrero 7, 2 % Ser. de Tiempo
Marzo 5, 5 % Ser. de Tiempo
Abril 29, 5 % Ser. de Tiempo
Mayo 56, 4 % Ser. de Tiempo
Junio 28, 9 % Ser. de Tiempo
Julio 30, 9 % Ser. de Tiempo

Agosto 31, 1 % Ser. de Tiempo
Septiembre 21, 3 % ANN
Octubre 19, 9 % Ser. de Tiempo

Noviembre 19, 3 % Ser. de Tiempo
Diciembre 18, 5 % Ser. de Tiempo

Promedio 23, 1 %

Cuadro 4.12: Modelo final central Pangue sin semana 1.

La discusión de estos resultados resulta interesante si se agregan otros elementos. Por lo
que se comenta con mayor profundidad en la sección 4.8.

4.7. Clasificación de los Caudales

Una vez conclúıda la creación de modelos, es interesante lograr clasificar los valores de los
caudales para incluir un sustantivo que acompañe al valor del caudal estimado, logrando de
esta forma una mayor comprensión de la situación futura a personas no familiarizadas con
los valores referenciales del caudal en un mes en particular.

Es por esto, que se propone la clasificación de los caudales utilizando técnicas de cluster-
ing con aprendizaje no supervizado como lo es el método de K-Means (ver Apéndice E.2). El
método mencionado genera 3 clusters o categoŕıas que se han denominado Alto-Medio-Bajo
para aśı referirse a los distintos niveles del caudal.

El método de K-Means posee una caracteŕıstica relevante, que es qué sus clusters o nive-
les cambiarán con el ingreso de información nueva. A modo de ejemplo, se menciona que si
en los próximos 10 años abundan los caudales “Bajos” (incluso bajo los mı́nimos actuales)
es razonable pensar que muchos de los caudales “Bajos” en la clasificación anterior puedan
resultar “Medios” dada la nueva información y por ende los grupos cambiarán.

En el cuadro 4.13 se muestran los valores de los centros para cada grupo y el respectivo
silhoutte promedio para el método.
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4.8 Discusión

Mes Centro Bajo Centro Medio Centro Alto Silhoutte
Enero 96,8 133,0 187,0 0,54
Febrero 82,6 112,3 144,0 0,52
Marzo 72,3 84,5 133,7 0,49
Abril 66,6 95,0 138,9 0,50
Mayo 110,5 264,7 506,0 0,61
Junio 234,3 445,0 726,0 0,64
Julio 255,0 526,0 814,5 0,71
Agosto 253,5 408,0 577,3 0,55
Septiembre 270,3 416,0 554,0 0,55
Octubre 341,5 450,0 637,6 0,47
Noviembre 273,0 434,0 578,0 0,55
Diciembre 165,1 266,6 411,0 0,53

Cuadro 4.13: Valores de los centros para cada grupo.

4.8. Discusión

En este caṕıtulo se han expuestos todos los modelos para pronosticar los caudales para la
Central Pangue, notando que los errores para los meses de invierno son bastante más altos
que los errores presentados para los meses menos lluviosos. En un principio, estos errores son
asociados al error de pronosticar la precipitación de la zona. A ráız de esto, surge la pregunta
de qué sucedeŕıa si se estimara de manera perfecta la precipitación.

En esta caso, se plantea un modelo de regresión simple dado por:

C
(s)
t = β0 + β1P

(s)
t + ε

(s)
t s = 1, ..., 12 (4.16)

donde P
(s)
t corresponde a la precipitación para el mes s en el mismo año que el caudal a

explicar (lado izquierdo). En otras palabras, se estima el caudal de un mes, utilizando el
agua cáıda (o precipitaciones) del mismo mes.

Para el caso antes mencionado, el cuadro 4.14 muestra el error al pronosticar a partir de
la precipitación del mismo mes.
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4.8 Discusión

Mes Error
Enero 29,1 %
Febrero 23,1 %
Marzo 15,0 %
Abril 19,0 %
Mayo 37,5 %
Junio 44,8 %
Julio 28,6 %
Agosto 28,8 %
Septiembre 25,7 %
Octubre 23,2 %
Noviembre 36,9 %
Diciembre 47,4 %
Promedio 29,9 %

Cuadro 4.14: Errores utilizando valores reales de precipitación.

En este caso, se puede apreciar que los errores para ciertos meses son extremadamente
altos y aún cuando se pudiese estimar la precipitación de manera perfecta seguiŕıan existien-
do errores en los modelos. El motivo de esto se podŕıa deber a una variable de la cual no se
dispone la información para trabajar, la temperatura de la zona.

Si bien los ı́ndices creados incorporan una temperatura, esta es para modelar el fenómeno
del niño y no pertenece a la región donde se ubica la central. El efecto que causa esta variable
está en la forma en que se depositan las aguas en el ŕıo, dando como ejemplo lo que se muestra
en el cuadro 4.15.

Año Mayo Enero sgte. Precipitacion Mayo (mm) Temperatura Mayo (oC)
1972 484,0 182,1 1138,2 -
1981 852,0 102,0 1288,4 11,1
1992 506,0 202,0 1399,4 9,0

Cuadro 4.15: Ejemplo del efecto de la temperatura

En este caso se aprecia que a pesar que en el año 1992 las precipitaciones fueron del orden
de 200mm más altas que en 1981, el caudal del mes de Mayo fue bastante más bajo que el
respectivo de 1981. Uno podŕıa pensar que hubo una forma de pérdida de agua, pero a pesar
de esto, el caudal del mes de Enero 1993 fue más alto que el de 1982. Esto evidencia que
posiblemente el año 1992 fue bastante más frio que 1981, por lo que una buena cantidad de
agua se transformo en nieve, la que luego se derrit́ıo en Enero para entrar al ŕıo en forma
de deshielo. La hipótesis anterior se puede reforzar observando la última columna del cuadro
mencionado, en donde se exponen las temperaturas medias del mes de Mayo medidas en
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4.8 Discusión

Temuco. Éstas indican que el año 1992 fue más frio que 1981, por lo que es razonable pensar
que una mayor cantidad de agua se transformó en nieve para ingresar al caudal en el verano
siguiente.

Este ejemplo, al igual que tantos otros que se pueden encontrar en la serie muestran lo
importante que es considerar la variable temperatura en la zona. Sin embargo, esta variable
no tendŕıa mucha utilidad a nivel mensual para crear los modelos, ya que se podŕıa perder la
variabilidad importante que tiene un proceso de corto plazo como es la solidificación del agua.
Por este motivo que la recomendación para trabajos futuros concernientes a la modelación y
pronósticos de los caudales en esta cuenca debiesen incluir y utilizar modelos semanales (al
menos) y la variable temperatura en la zona como información adicional.
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Caṕıtulo 5

Cuenca de Betania: Central Betania

Betania es una central de embalse situada en Colombia a 40 km al suroriente de Neiva,
Huila. El Embalse Betania se encuentra sobre el ŕıo Magdalena , cerca de su intersección
con el ŕıo Yaguará. Comprende un área aproximada de 7.400 hectáreas y tiene un volumen
cercano a los 2.000 millones de metros cúbicos de agua.

Dicha central dispone de una cáıda neta de 72mt y de un caudal de diseño de 850 m3/s con
lo cual permite entregar una potencia de 540 MW para generar enerǵıa. Además, constituye
aproximadamente un 4 % del total de la capacidad instalada nacional (13500 MW).

5.1. Análisis Descriptivo

La variable caudal corresponde a información desde el año 1979 hasta el año 2005, de-
sagregada a nivel mensual. Las caracteŕısticas principales desde el punto de vista estad́ıstico
se presentan en el cuadro 5.1 (ver Apéndice A sobre algunas medidas descriptivas usadas).
Se aprecia en el mismo cuadro que los coeficientes de variación son bastante más altos en los
meses de verano. Lo anterior se puede comparar con lo ocurrido en los meses de invierno de
B́ıo-B́ıo, en donde los coeficientes de variación también son más altos. Sin embargo, esto se
puede explicar argumentando que se trata del mismo fenómeno ya que los eventos del Niño
y Niña ocurren de manera inversa en Colombia.

Por esta variabilidad mencionada en el párrafo anterior es de esperar que los pronósti-
cos para los meses de Abril-Septiembre sean mejores que para los del peŕıodo Octubre-Marzo.
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5.1 Análisis Descriptivo

Promedio Desviación Coef.Var Mediana Cuartil 1 Cuartil 3 RIC
Enero 276,6 119,8 43 % 253,3 193,0 325,5 132,5
Febrero 294,2 125,8 43 % 296,4 186,8 361,1 174,4
Marzo 343,7 119,7 35 % 309,3 267,2 428,3 161,1
Abril 446,8 114,9 26 % 433,6 344,1 501,5 157,4
Mayo 514,8 131,0 25 % 495,1 422,2 606,6 184,4
Junio 571,5 129,7 23 % 565,1 476,0 660,1 184,1
Julio 602,1 146,9 24 % 587,2 483,1 690,8 207,7
Agosto 474,9 104,3 22 % 452,3 399,0 549,8 150,9
Septiembre 341,3 65,7 19 % 330,2 304,8 371,8 67,0
Octubre 374,9 116,8 31 % 346,1 318,3 428,3 109,9
Noviembre 405,1 105,4 26 % 374,4 330,6 441,3 110,7
Diciembre 353,1 87,2 25 % 346,7 292,9 394,6 101,7

Cuadro 5.1: Análisis descriptivo

Por su parte la figura 5.1 muestra el gráfico de cajas para la variable caudal en Betania.
Con esta figura, se refuerza lo comentado anteriormente en cuanto a las variabilidades de los
meses, sin embargo es claro también que la variabilidad para la cuenca de Betania es menor
que la variabilidad presentada para la cuenca de B́ıo-B́ıo. Esta acotación indica la posibilidad
de mejorar los pronósticos para la central Betania, con respecto a la central Pangue.
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Figura 5.1: Box plot para el caudal de Betania.
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5.2 Estudio preliminar de la información climática

5.2. Estudio preliminar de la información climática

En el caso de la cuenca de Betania, las variables de interés son muy similares a las
utilizadas en el caso de B́ıo-B́ıo, con la diferencia que en este caso no se posee información al
respecto de las precipitaciones en la zona. Sin embargo, tal como se explica en el caṕıtulo 3,
dicha variable es reemplazada por el NAO. Luego, las variables en este caso serán:

1. NAO.

2. Temperatura de la superficie del océano en la zona Niño 3.4.

3. Diferencia de presión atmosférica entre Tahiti y Darwin.

4. Vientos a 200 MB en la Zona 165W-110W.

5. Promedio de temperaturas a 500 MB en las zonas relativas a mediciones del Niño.

Al igual que en el caso de B́ıo-B́ıo se calculan los ejes principales y los respectivos ı́ndices
resúmenes que luego se utilizan para crear los modelos.

Por otra parte, al igual que en el caso de la cuenca del B́ıo-B́ıo, se calcula la matriz de
correlaciones entre las variables, la cual se muestra en el cuadro 5.2. Los comentarios son
análogos a los realizados en el caso de la cuenca anterior; sin embargo, cabe destacar que la
variable NAO reemplaza bastante bien a Pangue como se nota más adelante.

NAO Niño 3.4 Presión Viento Temperatura
NAO 1,00 -0,11 -0,19 -0,59 -0,09
Niño 3.4 -0,11 1,00 -0,70 -0,43 0,57
Presión -0,19 -0,70 1,00 0,67 -0,28
Viento -0,59 -0,43 0,67 1,00 -0,11
Temperatura -0,09 0,57 -0,28 -0,11 1,00

Cuadro 5.2: Correlación entre las variables climáticas.

5.2.1. Análisis de Resultados del Análisis de Componentes Prin-

cipales

Para este caso, la figura 5.2(b) muestra un fenómeno un poco disinto al visto en el caso
de la cuenca de B́ıo-B́ıo. La proyección sobre el plano generado por ejes principales 1 y 2
muestra una separación entre los primeros 6 meses del año y los últimos 6 meses.

Por otra parte, el fenómeno planteado anteriormente se refleja también en el ćırculo de
correlaciones (figura 5.2(a), plano generado por los dos primeros ejes principales) en donde
las variables asociadas a precipitaciones en la zona de Betania se ubican en la parte superior.
Se aprecia también, que la calidad de la representación de las dos primeras componentes
principales es igualmente alta que para las variables utilizadas en B́ıo-B́ıo. Por otra parte,
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5.3 Modelos de Series de Tiempo
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Figura 5.2: ACP Betania.

se observa en el mismo ćırculo que la variable caudal comienza a representarse de manera
mejor a medida que aumentan los rezagos, lo cual es una caracteŕıstica t́ıpica del fenómeno
del niño tal como se apunta en el caṕıtulo 3.

Es interesante mencionar que la variable climática NAO, que reemplaza a la variable de
precipitaciones en Pangue, es representada de buena manera por los ı́ndices, y aparentemente
reemplaza muy bien a las precipitaciones (dado que en este caso no se posee información).

5.3. Modelos de Series de Tiempo

En la sección anterior se realiza y se explica la reducción de dimensionalidad para crear
las variables resumen que explican el fenómeno pluvial en la región concerniente a la cuenca
de Betania. En esta sección se explican los modelos planteados utilizando los métodos de
series de tiempo, en particular, los modelos PAR y PARX.

Para modelar el comportamiento del caudal se plantean modelos simples y de fácil inter-
pretación, como el que se muestra en la ecuación (5.1):

C
(s)
t = β

(s)
0 C

(s)
t−1 + β

(s)
1 I

m,(s)
t−k1

+ β
(s)
2 I

n,(s)
t−k2

+ ε
(s)
t s = 1, ..., 12 (5.1)

donde la variable caudal está normalizada y la elección de los ı́ndices I1 y I2 y sus respectivos
rezagos se obtienen elegiendo los de más alta correlación con la variable a explicar.

Sin embargo, no todos los meses responden bien al modelo planteado anteriormente, por
lo que se prueban modelos bajo restricciones β0 = 0, β1 = 0, β2 = 0, o combinaciones de éstas.
Al mismo tiempo, se prueba la capacidad de generalización para el modelo (5.1) aplicando
una transformación logaŕıtmica a los datos de caudales.

A partir de este análisis, los ı́ndices y rezagos correspondientes a cada uno de los meses
se muestran en el cuadro 5.3
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5.3 Modelos de Series de Tiempo

Mes Índice Rezago Índice Rezago

Enero 5 5 1 1
Febrero 5 6 2 2
Marzo 5 7 2 7
Abril 5 8 4 11
Mayo 2 9 5 9
Junio 4 8 2 12
Julio 4 11 5 9

Agosto 2 2 3 1
Septiembre 5 10 3 1
Octubre 5 8 4 11

Noviembre 1 4 5 3
Diciembre 4 5 5 1

Cuadro 5.3: Índices escogidos y sus respectivos rezagos.

Utilizando estos rezagos y los modelos que se desean plantear, se realiza la estimación de
los parámetros utilizando las ecuaciones de Yule-Walker o mı́nimos cuadrados tal como se
explica en el Apéndice C.

A partir de esta metodoloǵıa, y utlizando una calibración Leave One Out junto con una
eliminación de los outliers (utilizando la metodoloǵıa explicada en el Caṕıtulo 2), se obtiene
que los mejores modelos para cada mes corresponden a los siguientes:

Enero:

ln Ct = β0 ln Ct−1 + β1I
5
t−5 + εt (5.2)

Febrero:

ln Ct = β0 ln Ct−1 + εt (5.3)

Marzo:

ln Ct = β1I
5
t−7 + β2I

2
t−7 + εt (5.4)

Abril:

ln Ct = β0 ln Ct−1 + εt (5.5)

Mayo:

ln Ct = β0 ln Ct−1 + εt (5.6)

Junio:

Ct = β0Ct−1 + β1I
4
t−8 + β2I

2
t−12 + εt (5.7)

Julio:

ln Ct = β1I
4
t−11 + β2I

5
t−9 + εt (5.8)
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5.4 Modelos de Redes Neuronales Artificiales

Agosto:

ln Ct = β0 ln Ct−1β1I
2
t−2 + β2I

3
t−1 + εt (5.9)

Septiembre:

Ct = β1I
5
t−10 + εt (5.10)

Octubre:

Ct = β0Ct−1 + β1I
5
t−8 + εt (5.11)

Noviembre:

ln Ct = β0 ln Ct−1 + β1I
1
t−4 + εt (5.12)

Diciembre:

ln Ct = β0 ln Ct−1 + β1I
4
t−5 + β2I

5
t−1 + εt (5.13)

Los modelos anteriores, al ser probados con la técnica de calibración antes descrita ob-
tienen los errores promedio mostrados en el cuadro 5.4.

Mes Error
Enero 19,6 %
Febrero 21,8 %
Marzo 21,9 %
Abril 17,0 %
Mayo 17,6 %
Junio 15,8 %
Julio 19,7 %
Agosto 11,6 %
Septiembre 10,4 %
Octubre 18,4 %
Noviembre 16,5 %
Diciembre 14,6 %
Promedio 17,1 %

Cuadro 5.4: Errores promedio de los modelos de series de tiempo.

5.4. Modelos de Redes Neuronales Artificiales

Utilizando las mismas definiciones para la red que en el caṕıtulo 4, el cuadro 5.5 muestra
la cantidad de nueronas en la capa elegida para cada uno de los meses a modelar, junto con
la variable que se entregó como entrada de la red.

A partir de las arquitecturas obtenidas para cada uno de los meses, se calculó el error
promedio de generalización utilizando nuevamente un algoritmo Leave One Out además de
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5.4 Modelos de Redes Neuronales Artificiales

Mes Neuronas Variable

Enero 7 I5
t−5

Febrero 3 Ct−1

Marzo 4 Ct−1

Abril 5 Ct−1

Mayo 2 Ct−1

Junio 2 I4
t−8

Julio 2 Ct−1

Agosto 7 I2
t−2

Septiembre 2 I5
t−10

Octubre 6 Ct−1

Noviembre 6 Ct−1

Diciembre 2 Ct−1

Cuadro 5.5: Cantidad de neuronas en la capa oculta.

la remoción de outliers, obteniéndose los errores promedio que se muestran en el cuadro 5.6.

Mes Error
Enero 21,7 %
Febrero 21,7 %
Marzo 28,8 %
Abril 16,5 %
Mayo 18,4 %
Junio 18,0 %
Julio 19,6 %
Agosto 15,7 %
Septiembre 9,9 %
Octubre 16,8 %
Noviembre 17,9 %
Diciembre 15,2 %
Promedio 18,3 %

Cuadro 5.6: Errores promedio de los modelos de redes neuronales.

Como se aprecia en el cuadro 5.6, al igual que en el caso de los modelos de series de
tiempo, los errores de los meses de Enero-Marzo son bastante superiores a los de los otros
meses.
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5.5 Modelo Final Central Betania

5.5. Modelo Final Central Betania

En esta sección, todos los modelos mostrados en las secciones previas se agrupan en un
solo modelo que podemos llamar “h́ıbrido” entre series de tiempo y redes neuronales artifi-
ciales. Los errores y el modelo empleado se muestran en el cuadro 5.7.

Mes Error Modelo

Enero 19, 6 % Ser. de Tiempo
Febrero 21, 7 % ANN
Marzo 21, 9 % Ser. de Tiempo
Abril 16, 5 % ANN
Mayo 17, 6 % Ser. de Tiempo
Junio 15, 8 % Ser. de Tiempo
Julio 19, 6 % ANN

Agosto 11, 6 % Ser. de Tiempo
Septiembre 9, 9 % ANN
Octubre 16, 8 % ANN

Noviembre 16, 5 % Ser. de Tiempo
Diciembre 14, 6 % Ser. de Tiempo

Promedio 16, 8 %

Cuadro 5.7: Modelo final central Betania.

5.6. Clasificación de los Caudales

Al igual que en el caso de la cuenca del B́ıo-B́ıo, se realiza una clasificación de los cau-
dales. En el cuadro 5.8 se muestran los valores de los centros para cada grupo y el respectivo
silhoute promedio para el método.
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5.7 Discusión

Mes Centro Bajo Centro Medio Centro Alto Silhoutte
Enero 189,2 298,0 506,2 0,61
Febrero 184,1 336,7 461,0 0,66
Marzo 207,2 307,9 500,4 0,61
Abril 330,2 468,1 671,9 0,62
Mayo 392,9 497,1 653,3 0,55
Junio 378,8 661,1 501,4 0,64
Julio 433,0 583,7 727,2 0,50
Agosto 362,8 452,0 572,1 0,48
Septiembre 254,3 330,2 437,2 0,55
Octubre 211,7 339,6 459,9 0,60
Noviembre 317,5 396,8 557,4 0,61
Diciembre 288,7 348,1 470,8 0,65

Cuadro 5.8: Valores de los centros para cada grupo.

5.7. Discusión

Al igual que en el caso de la cuenca del B́ıo-B́ıo, se confirma la hipótesis relativa a la
variabilidad y el error de pronóstico. Sin embargo, esta vez, a diferencia de lo ocurrido en el
caṕıtulo anterior, los modelos de redes neuronales adquieren un poco más de protagonismo.

A pesar de que los modelos de redes neuronales artificiales mejoran de buena manera
los pronósticos de ciertos meses, este incremento es marginal en relación a la complejidad
de implentación que tienen las redes neuronales por sobre los modelos lineales de series de
tiempo. Es por esta razón, que resulta más conveniente utilizar únicamente modelos lineales;
como lo son los de series de tiempo, a costa de sacrificar un poco el valor del error promedio.
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Caṕıtulo 6

Conclusiones

Concluida la creación de los modelos de pronóstico de caudales, son de discusión varios
puntos observados en este informe.

Para comenzar, el más notable corresponde a los errores obtenidos en la central Pangue
para los meses de invierno. Tal como se apunta en la discusión del caṕıtulo 4, los errores
están relacionados de manera directa con la variabilidad de los caudales de dichos meses y
de lo poco espećıficos que son los modelos en el sentido de la información. Como posibles
explicaciones para los errores obtenidos en ésta cuenca, afloran el escaso detalle que entregan
los modelos mensuales, la no incorporación de una variable relacionada con la temperatura y
posibles inconsistencias en los datos. Éste último punto nace del hecho de que los valores de
los caudales son “ajustados”, de manera desconocida, antes de ser entregados a la empresa.

En el mismo caṕıtulo se explico la relevancia de incluir la temperatura, pues el régimen
de la cuenca estudiada es mixto en invierno, por ende una buena parte del agua cáıda por
concepto de precipitaciones no entra directamente al ŕıo, sino que cae en forma de nieve para
el posterior deshielo en verano. Por otra parte, aunque se pudiese tener la información a nivel
mensual de la temperatura en la zona de Pangue, ésta seŕıa insuficiente pues las precipita-
ciones y las temperaturas no actúan de forma homogénea en el peŕıodo, tal como se apunta
en [23]. Es por esto, que una sugerencia relevante para el futuro mejoramiento de pronósticos
de caudales es realizar modelos a nivel semanal, ya que esto lograŕıa capturar variabilidades
ocultas en la información mensual.

Por su parte, el caso de la cuenca de Betania tuvo resultados bastante buenos, ya que en
las zonas tropicales el régimen pluvial es más homogéneo y por ende más fácil de predecir.
Sin embargo, existe un factor común a ambos casos estudiados. Dicho factor corresponde
a que existe una correlación muy alta (0,86) entre el coeficiente de variación del caudal y
su respectivo error de pronóstico. Esto es, a mayor variabilidad mensual, mayor es el error
potencial que se puede cometer. Por lo tanto, tal como se menciona en el párrafo anterior,
para lograr focalizar e identificar los eventos que provocan la variabilidad es necesario hacer
un estudio, en lo posible, a nivel semanal.

Se logra observar que los modelos lineales de series de tiempo se imponen casi siempre
por sobre los modelos no lineales de más alta complejidad estructural; como lo son las redes
neuronales artificiales. Cabe recalcar que, si bien, los modelos de series de tiempo obtienen
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mejores resultados, este no es el motivo más importante por lo que se debiesen preferir. Su
elección se basa también en la simplicidad de implementación y de comprensión del modelo,
tal como se apunta en el caṕıtulo 2.

En ningún caso puede decirse, que los modelos de redes neuronales artificiales sean mucho
peores que los modelos lineales; sin embargo, su calidad de “caja negra” unida a la utilización
de métodos numéricos de optimización y de la subjetividad bajo la cual se realizan sus simu-
laciones, indican que no son una buena elección para realizar modelos de fácil comprensión
y de certeros resultados.

Finalmente, se puede decir que los objetivos planteados al inicio del trabajo fueron cumpli-
dos de manera satisfactoria, reduciendo los errores promedio de pronóstico bajo el 20 %
utilizando modelos calibrados y además se lograron indentificar algunas de las fuentes que
entregan un mayor error a los modelos creados.
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Apéndice A

Análisis Descriptivo

En este apéndice se entregan algunas fórmulas básicas para lo concerniente al análisis
descriptivo mostrado en los caṕıtulos 4 y 5.

A.1. Fórmulas básicas

Para todas las fórmulas que se entregan a continuación se considera una muestra {x1, ..., xn}
de tamaño n.

1. Promedio: Medida de tendencia central de los datos.

x =
1

n

n∑

i=1

xi

2. Desviación Estándar: Medida de dispersión de los datos respecto al promedio.

S2
x =

1

n

n∑

i=1

(xi − x)2

3. Coeficiente de Variación: Medida de dispersión invariante bajo cambios de escala.

CVx =
S

x

4. Mediana: Elemento central de la muestra.

5. Cuartiles: Corresponde a los elementos ubicados en las posiciones relativas al 25 %
(Cuartil 1 o C1), 50 % (Cuartil 2 o C2), 75 %(Cuartil 3 o C3) y 100 % de la muestra.

6. Rango Intercuart́ılico: Diferencia entre el tercer y primer cuartil.

RICx = C3 − C1
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A.2 Gráfico de cajas

A.2. Gráfico de cajas

También conocido como “Box Plot”, y entrega la información relativa a los valores des-
criptivos anteriores de forma gráfica. La construcción de este se ilustra en la figura A.1.
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Figura A.1: Construcción de Box Plot.
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Apéndice B

Análisis de Componentes Principales

En general un fenómeno se observa en varias dimensiones, lo que hace más complejo el
estudio. Se busca entonces sintetizar los múltiples aspectos del fenómeno en pocos valores.
Es aśı, como el objetivo de un ı́ndice es reducir una realidad compleja a una sola dimensión,
de manera de permitir comparaciones.

Para mayores detalles ver [20] , [21] y [22].

B.1. Aspectos Teóricos

Se considera el conjunto de datos

M = {xi = (xi1, ..., xip) : i = 1, ..., n}.

El conjunto M contiene los vectores de variables (dimensión p) de cada uno de los n indi-
viduos. Se Supone que los datos están centrados y normalizados con la media y la varianza
respectivamente. De ahora en adelante, se llama X a la matriz de datos normalizada.

El método de componentes principales intenta encontrar vectores c ∈ R
n y u ∈ R

p tales
que se resuelva

máx
u

1

n
utX tXu sujeto a utu = 1 (B.1)

donde ci = utxi.

La solución al problema anterior corresponde a un vector propio asociado a la matriz
V = 1

n
X tX (matriz de correlaciones). Es decir, la solución u satisface,

V u = λu,

sin embargo, no es claro cuál vector propio debe tomarse. Un razonamiento sencillo lleva a
que el vector propio buscado es el asociado al mayor valor propio de V.

Lo anterior nos lleva a descomponer X de la forma

X = cut + E (B.2)
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B.1 Aspectos Teóricos

donde E es el residuo de la descomposición.

Si X es de rango 1, posee un solo vector propio y por ende los puntos estarán alineados
en R

p. Si X es de rango mayor que 1, se puede repetir la descomposición anterior a la matriz
Y = X − c1u

t
1. La matriz Y tY tendrá los mismo valores propios que X tX salvo λ1, asociado

a u1. De esta forma, continuando con el proceso, obtenemos p valores propios λ1, ..., λp y p
vectores propios de V , tales que

λ1 ≥ λ2 ≥ · · · ≥ λp

y
p
∑

i=1

λi = p.

Además se obtendrá la descomposición

X = c1u
t
1 + c2u

t
2 + ... + cpu

t
p (B.3)

Finalmente, al ser V semidefinida positiva simétrica, los vectores propios anteriores cons-
tituyen una base ortonormal de R

p.

A los vectores ci se les llama componentes principales o ı́ndices, y a los vectores ui ejes
principales o factores. Por otra parte, los valores propios λi al ser transformados a ηi = λi

p

entregan el porcentaje de variabilidad que esta siendo representado por el factor i-ésimo.

Por otra parte, puede ser útil observar la relación entre las variables originales y los ejes
encontrados. Para esto se dibuja el ćırculo de correlaciones, el cual se construye simplemente
graficando la correlación entre las componentes principales ci y los datos originales. Por
ejemplo, si se desea hacer el ćırculo de correlaciones del factor 1 y el factor 2, se deben
calcular, por una parte, las correlaciones entre c1 y cada una de las variables y, por otra
parte, las correlaciones entre c2 y cada una de las variables. De esta forma se construyen
pares de puntos, los cuales son graficados.
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Apéndice C

Modelos de Series de Tiempo:

Conceptos Básicos

La teoŕıa sobre Análisis de Series de Tiempo es bastante extensa y algo técnica, sin
embargo en este apéndice sólo se entregan los elementos básicos para comprender lo realizado.
Para profundizar los temas relativos a Series de Tiempo consultar [5], [6], [13] y [14].

C.1. Modelos PAR

Los Modelos Periódicos Autoregresivos (PAR) corresponden a una generalización de los
modelos AR clásicos, teniendo como diferencia el hecho de que se desean construir modelos
distintos para cada uno de los peŕıodos en cuestión. A modo de ejemplo, si se cree que cada
mes de un año tiene un modelo propio, se pueden construir 12 modelos autoregresivos (con
coeficientes distintos) que los explican.

Se considera {Xt}1≤t≤n una serie de tiempo de largo n y se supone que puede ser dividida
en S peŕıodos, es decir,

X1 XS+1 X2S+1 · · · peŕıodo 1
X2 XS+2 X2S+2 · · · peŕıodo 2

...
Xs XS+s X2S+s · · · peŕıodo s

...
XS X2S X3S · · · peŕıodo S

Para simplificar la situación, se supone además que existe A ∈ N tal que A · S = n.

A partir de la descomposición en peŕıodos mostrada anteriormente, se adopta una notación
para la serie de datos de cada uno de los peŕıodos. De esta forma, se denota X

(s)
t a la serie

asociada al peŕıodo s con t = s, S + s, 2S + s, ....

Utilizando ésta notación se deduce que X
(s)
t−1 corresponde a X·S+s−1, es decir, al peŕıodo

anterior.
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C.2 Modelos PARX

Para ejemplificar lo anterior, consideremos que S = 12 y que s corresponde a los meses
del año. Luego, X25 de la serie original se puede escribir como X1+12·2, es decir, corresponde
al mes de Enero del año 2. Del mismo modo, X24 corresponderá a X12+12·1, es decir, el mes

de Diciembre del año 1. Por lo tanto, a X25 la llamamos X
(Enero)
25 para enfatizar que es el mes

de Enero el cual estamos modelando y que todos los rezagos son relativos a él.

Una vez introducida la notación, se define lo conocido como un modelo PAR.

Un modelo PAR(p) corresponde al definido por la ecuación:

X
(s)
t = β

(s)
1 X

(s)
t−1 + ... + β(s)

p X
(s)
t−p + ε

(s)
t s = 1, ..., S (C.1)

donde p es denominado el orden del modelo, β
(s)
1 , ..., β

(s)
p los parámetros del mismo y ε

(s)
t es

la medida de error de varianza σ2
s bajo los supuestos usuales de regresión.

Para la siguiente sección se asume que el orden del modelo es conocido.

C.1.1. Estimación de los parámetros

La estimación de los parámetros se basa en el hecho de que las variables Xt−1, ..., Xt−p

estan no correlacionadas con εt, luego se pueden escribir las ecuaciones:

E(X
(s)
t X

(s)
t−1) = β

(s)
1 E(X

(s)
t−1X

(s)
t−1) + β

(s)
2 E(X

(s)
t−2X

(s)
t−1) + ... + β

(s)
p E(X

(s)
t−pX

(s)
t−1)

E(X
(s)
t X

(s)
t−2) = β

(s)
1 E(X

(s)
t−1X

(s)
t−2) + β

(s)
2 E(X

(s)
t−2X

(s)
t−2) + ... + β

(s)
p E(X

(s)
t−pX

(s)
t−2)

...

E(X
(s)
t X

(s)
t−p) = β

(s)
1 E(X

(s)
t−1X

(s)
t−p) + β

(s)
2 E(X

(s)
t−2X

(s)
t−p) + ... + β

(s)
p E(X

(s)
t−pX

(s)
t−p)

(C.2)

El sistema de ecuaciones C.2 se conoce como las ecuaciones de Yule-Walker.

En la práctica para resolver dicho sistema de ecuaciones deben estimarse los términos de
covarianza, dicha estimación puede realizarse reemplanzado dichos términos por sus respec-
tivos muestrales. Finalmente, la varianza del error se puede estimar calculando los residuos
del modelo y luego calculando su varianza emṕırica.

C.2. Modelos PARX

En este trabajo se ha llamado modelos PARX a una extensión del modelo PAR al agregar
variables exógenas, digamos Z

(1)
t , ..., Z

(1)
t−p1

, Z
(2)
t , ..., Z

(2)
t−p2

, ..., Z
(m)
t−pm

. En este caso el modelo C.1
se transforma en

X
(s)
t = β

(s)
1 X

(s)
t−1 + ... + β(s)

p X
(s)
t−p +

m∑

j=1

pj∑

i=1

α
(s)
i,j Z

(j),(s)
t−i + ε

(s)
t s = 1, ..., S (C.3)

Para este caso, la estimación de parámetros se realiza utilizando el mismo procedimiento
de las ecuaciones de Yule-Walker incluyendo a las variables exógenas.
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C.3 Orden de los modelos

C.3. Orden de los modelos

La determinación del orden de los modelos se puede realizar en el caso de los modelos PAR
utilizando el coeficiente de correlación parcial. Dicho coeficiente entrega la maginitud real de
la ligazón entre las variables. Su implementación es relativamente sencilla y se encuentra
explicada en [32].
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Apéndice D

Redes Neuronales Artificales

Este apéndice entrega una breve śıntesis de los aspectos más importantes de los modelos
de redes neuronales artificiales. Para mayores detalles ver [3], [16] y [18].

El perceptrón multicapa se caracteriza por tener sus neuronas agrupadas en varias capas.
En este caso, utilizamos solmante tres capas: la capa de entrada, una capa oculta y una de
salida.

Las neuronas de la capa de entrada, sólo se encargan de recibir las señales para ingresarlas
a la capa oculta, en donde se procesa, para luego salir a la capa de salida, donde se obtiene la
respuesta para el patrón de entrada. La arquitectura antes descrita se observa en la figura D.1.

Figura D.1: Arquitectura del Perceptrón Multicapa

Además de los elementos antes descritos, la red neuronal posee otros elementos adicionales.
Al ingresar un elemento de entrada (eventualmente un vector) este es ponderado por pesos
denotados IW antes de ingresar a cada una de las neuronas de la capa oculta. Luego de
esto se suman todas las entradas a las neuronas para luego sumarles el sesgo b. Dicho valor
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obtenido llamado n1 es ingresado como argumento a la función de activación tansig como se
muestra en la figura D.1. Finalmente, se realiza un proceso similar para la capa de salida,
pero con una función de activación lineal.

La salida obtenida de la red es comparada con la salida esperada para crear una función
de error, la cual es modificada para evitar el sesgo de generalización de la red.

En este caso, la función de error corresponde a:

EC +
1

2

n∑

i=1

w2
i , (D.1)

donde EC es el error cuadrático generado por la salidas esperadas y salidas obtenidas, y wi

son los pesos de la red.

La actualización de los pesos para minimizar la función de error D.1, se realiza utilizando
el algoritmo Broyden-Fletcher-Goldfarb-Shanno Cuasi Newton, cuyo algoritmo en su forma
general corresponde a:

1. x0 y B0 puntos iniciales.

2. Obtener sk resolviendo Bksk = −∇f(xk).

3. Relizar una búsqueda lineal para encontrar αk, y definir xk+1 = xk + αksk.

4. Calcular yk = ∇f(xk+1)−∇f(xk)

αk
.

5. Calcular Bk+1 = Bk +
ykyt

k

yt
k
sk

− Bksk(Bksk)t

st
k
Bksk

.

6. Volver a 2.

Los patrones de entrada son mostrados una gran cantidad de veces, cada una de esta
exhibiciones son denominadas “epochs”. El entrenamiento de la red se detiene cuando se
superan los 1000 epochs, cuando se llega a un mı́nimo de error o cuando se pasa una barrera
de valor de la función objetivo a minimizar.
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Apéndice E

Otros métodos utilizados

E.1. Test de Normalidad de Shapiro-Wilks

El test de Shapiro-Wilks corresponde a uno de los tantos tests existentes para chequear
la normalidad de los datos. Es decir, deseamos contrastar las hipótesis:

H0 : La muestra proviene de una distribución Normal

H1 : La muestra no proviene de una distribución Normal.

Consideremos una muestra aleatoria simple X1, ..., Xn de tamaño n. El procedimiento
para construir un estad́ıstico para decidir la hipótesis planteada anterior es como sigue:

1. Se ordena la muestra de menor a mayor, obteniendo el vector (X(1), ..., X(n)) de los
elementos ordenados.

2. Se calcula el estad́ıstico

W =
1

nS2

(
h∑

i=1

ain(X(n−i+1) − X(i))

)2

(E.1)

siendo S2 la varianza muestral sesgada y,

h =

{
n
2

si n es par
n−1

2
si n es impar

Finalmente, los valores ain aparecen tabulados en tablas estad́ısticas, al igual que los
valores de la distribución asociada a W.

E.2. Algoritmo K-Means

El algoritmo de K-Means (MacQueen, 1967) es un algoritmo no supervisado de apren-
dizaje para realizar clasificación o clustering. Se basa simplemente en clasificar a los datos
utilizados en k grupos, con el número k predefinido (mayor detalle sobre métodos de clus-
tering en [21]). El algoritmo para clasificar a los elementos en cada uno de los grupos es el
siguiente:
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E.2 Algoritmo K-Means

1. Ubicar k puntos en el espacio como centros iniciales de los grupos. Esta etapa puede
ser realizada de manera aleatoria.

2. Asignar a cada elemento un grupo de acuerdo a la minimización de la distancia al
centroide. En este caso puede ser utilizada cualquier métrica; sin embargo, en este
informe se utiliza la metrica del valor absoluto.

3. Cuando todos los puntos hayan sido ubicados. Recalcular los centros.

4. Repetir los dos pasos anteriores hasta que los centroides no cambien.

Una vez concluido este proceso se puede calcular un valor llamado silhouette. Éste es un
valor para medir que tan similar es un punto a los puntos en el mismo cluster, comparado a
la similaridad con los puntos de los otros clusters.

El cálculo del silhouette del punto i, que oscila entre -1 y 1, siendo 1 el valor que mejor
califica la clasificación, se puede realizar utilizando la fórmula:

Si =
(mı́nk{bi,k} − ai)

máx{ai, mı́nk{bi,k}}

donde ai corresponde a la distancia promedio del punto i a los otros puntos de su cluster, y
bi,k corresponde a la distancia promedio desde el punto i a los puntos del cluster k.
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