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RESUMEN

El suelo es uno de los grandes reservorios de carbono del planeta. El cambio que se genera al
pasar de ecosistemas naturales a agroecosistemas genera pérdidas importantes del carbono
orgánico (CO) acumulado, por lo que es necesario disponer de métodos adecuados que
permitan evaluar su estado. Para esto se utilizaron 440 series de suelos con el objetivo
de modelar la distribución espacial del CO en los suelos de Chile entre las Regiones de
Valparaíso y de Los Ríos (32o 9’ 2” – 40o 40’ 52” lat. S y 0 – 600 m.s.n.m.) mediante el
uso de técnicas geoestadísticas con el fin de estimar la cantidad de CO almacenado en los
primeros 25 cm de suelo. Se utilizaron dos líneas de modelación, una con todos los datos
(0,3 – 20% CO) y otra que excluyó 19 outliers (0,3 – 11,8% CO) y se utilizaron cuatro
métodos: Kriging Ordinario, Co-Kriging, Kriging Ordinario con semivariogramas locales
y Kriging de residuales de red neuronal. Todos los métodos mostraron buenos resultados
(R2 > 0,67) luego de comparar los valores reales de CO con los predichos por los modelos
mediante validación cruzada. Sus desempeños mostraron ser dependientes de la línea de
modelación, reforzando la influencia de los outliers en el proceso de modelación. La cantidad
total y promedio por hectárea de los suelos del área de estudio fue estimada en 873,58± 43 Tg
(1012 g) y 75,12 ± 3,18 Mg ha−1 respectivamente.

Palabras claves: Kriging, Redes neuronales, semivariogramas locales, stock de carbono
orgánico.
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ABSTRACT

Soil is one of the major reservoirs of carbon on Earth. Changes generated when moving
from natural ecosystems to agroecosystems cause significant losses of the organic carbon
(OC) accumulated on it, making necessary to have appropriate methods to evaluate its
status. To achieve this, data of 440 soil series were used with the objective of modelling
the spatial distribution of soil organic carbon (SOC) between Valparaíso and Los Ríos
Regions (32o 9’ 2” – 40 o 40’ 52” lat. S and 0 – 600 m.a.s.l) using geostatistical techniques,
in order to estimate the amount of OC stored in the first 25 cm. Two modelling lines
were used, one with all the data (0,3 – 20% OC) and another that excluded 19 outliers
(0,3 – 11,8% OC), using four methods: Ordinary Kriging, Co-Kriging, Ordinary Kriging with
local semivariograms and Artificial Neural Network Residual Kriging. All methods showed
good results (R2 > 0,67) after comparing the real values of SOC with those predicted by the
models using cross-validation. Performance proved to be dependent on the modelling line,
reinforcing the influence of outliers in the modelling process. Total SOC and average SOC per
hectare in the study area was estimated at 873,58± 43 Tg (1012 g) and 75,12± 3,18 Mg ha−1

respectively.

Keywords: Kriging, Neural networks, local semivariogram, organic carbon stock.
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INTRODUCCIÓN

El recurso suelo es un cuerpo dinámico que se encuentra en constante evolución y que ha
acompañado al Hombre desde su aparición en la Tierra. Ya en el imperio chino, 4000 años
atrás, clasificaban los suelos según color y estructura con fines fiscales. También los romanos
usaban sistemas básicos de clasificación según la adaptabilidad de los cultivos de vid, frutales,
etc. (Nuñez, 2000).

Para lograr una correcta caracterización y clasificación de suelos es necesario tener en
cuenta que sus propiedades no son constantes. Su variabilidad es resultado de muchos
procesos actuando e interactuando a través de un continuo espacio-temporal y su inherente
dependencia escalar (Parkin, 1993); cada uno de estos procesos puede ser intrínseco,
proveniente de factores geológicos, hidrológicos o biológicos que afectan la pedogénesis,
o bien extrínseco, como el tipo de uso del suelo y las prácticas de manejo.

Hengl (2007) menciona que uno de los atributos del suelo que presenta alta variabilidad
espacial es el carbono orgánico (CO). En esta variabilidad tiene importancia la zona
geográfica y la combinación de atributos topográficos como pendiente, exposición, curvatura
del terreno, entre otros (Mueller y Pierce, 2003; Thompson et al., 2006). Además, como
gran reservorio de carbono, el suelo es un actor importante a nivel ecosistémico, siendo
el destino final de la vasta mayoría del carbono fotosintético fijado en los ecosistemas del
planeta (Sparling et al., 2006). Las pérdidas de CO a nivel mundial, debido al cambio
histórico de su uso, principalmente al convertir ecosistemas naturales de alta concentración
de carbono (bosques y praderas) a agroecosistemas de menor concentración de carbono, han
sido estimadas en alrededor de 200 Pg1 (DeFries et al., 1999) a tasas de 1,6 ± 1,0 Pg año−1

(Dixon et al., 1994).

Los atributos del suelo, además de presentar la variabilidad ya mencionada, frecuentemente
presentan dependencia espacial, por lo cual, muestras colectadas cercanas entre sí, tienden
a estar más correlacionadas que las que se colectan distanciadas (Van Es, 2002). Esta
característica es representada fielmente por la Primera Ley de la Geografía de Tobler (1970)
que enuncia: “Todo está relacionado entre sí, pero las cosas más cercanas tienen mayor
relación que las lejanas”.

La estadística paramétrica es inadecuada para el análisis de variables que presenten
dependencia espacial, ya que ésta asume que las observaciones son independientes a
pesar de su distribución en el espacio (Hamlett et al., 1986). La caracterización de la
dependencia espacial, o autocorrelación, es posible de realizar con análisis geoestadísticos
como el variograma. Sólo si existe esta autocorrelación, es posible desarrollar un mapa de
interpolación, dado que en este caso, tendremos en dicho mapa zonas en las cuales la variable

11 Pg = 1015 g
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poseerá niveles más altos o más bajos (Best y León, 2006).

El uso de técnicas geoestadísticas se vuelve útil a la hora de predecir atributos en zonas no
muestreadas y puede complementar las técnicas de generación de mapas convencionales,
que por lo general están basadas en la experiencia empírica del especialista. Técnicas de
estadística espacial como Kriging y sus derivados, inicialmente desarrollado en el área de
la minería, han sido ampliamente usados, mejorando considerablemente las predicciones de
atributos como el CO del suelo (Terra et al., 2004).

En Chile, el estudio del CO del suelo se acota principalmente a estudios de su balance en
diversos sistemas de manejo agroforestales (Aguilera et al., 1999; Apezteguía y Sereno,
2002; Sandoval et al., 2008) o enfocado a cuantificar su contenido en ecosistemas específicos
(Muñoz et al., 2007) o en áreas de condiciones edafoclimáticas particulares y acotadas (Matus
et al., 2008; Perez-Quezada et al., 2011), pero en lo referente a modelar su contenido a escala
regional, aún no hay intentos.

El objetivo general de esta memoria fue estudiar la distribución espacial del contenido de CO
superficial de los suelos, de áreas reconocidas por estudios agrológicos, entre las regiones de
Valparaíso y Los Ríos de Chile.

Además, se definieron como objetivos específicos: (i) generar un modelo de predicción
espacial del contenido de CO en las áreas reconocidas de suelos, entre las regiones de
Valparaíso y de Los Ríos, mediante técnicas usadas en geoestadísticas y, (ii) estimar la
cantidad de CO en suelos del área de estudio, hasta 25 cm de profundidad sobre la base
de la cartografía raster generada.
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MATERIALES Y MÉTODOS

Área de estudio

El área de estudio se extiende desde la Región de Valparaíso hasta la Región de los Ríos de
Chile, desde 32o 9’ 2” lat. S, 73o 43’ 35” long. O hasta 40o 40’ 52” lat. S, 70o 27’ 31” long. O.
Se consideró esta área debido a que es donde se concentra la mayor producción agrícola, por
lo que hay mayor disponibilidad de información; así mismo se excluyeron zonas altas de la
Cordillera de los Andes (sobre 600 m.s.n.m, aproximadamente) dada la escasa información
disponible de suelo, evitando así extrapolaciones. El área de estudio quedó definida en
aproximadamente 110.000 km2.

Las temperaturas medias anuales varían desde 15 oC en la zona norte hasta 11 oC en la
zona más austral. Al igual que la temperatura, el volumen de las precipitaciones también
varía, desde 200 – 400 mm año−1 en la zona norte, hasta 1300 – 2000 mm año−1 en la
zona sur (INIA, 1989).  Las temperaturas y precipitaciones son fuertemente afectadas por la
influencia del relieve, principalmente por una cordillera que bordea la costa, limitando el área
de influencia marina. Dichas condiciones, en conjunto con la diversidad geológica del país
(Charrier et al., 2007) generan una gran gama de condiciones pedogénicas.

Fuente de datos

Los datos utilizados provinieron de dos fuentes: a) la información georeferenciada de 440
series de suelos de los estudios realizados por el Centro de Información de Recursos Naturales
de Chile (CIREN, 1996a, 1996b, 1997a, 1997b, 1999, 2002, 2003) y b) los modelos digitales
de elevación (DEM, sigla en inglés de Digital Elevation Model) realizados por el programa
Shuttle Radar Topography Mission (SRTM) de la NASA (USGS, 2008).

La información específica utilizada fue el contenido de CO, determinado por el método de
Walkley y Black (1934), profundidad de los horizontes, coordenadas de la observación de los
estudios del CIREN, la altitud, gradiente de pendiente y forma de la pendiente, entendiéndose
esta última como el grado de concavidad (valores negativos) o convexidad (valores positivos)
de la superficie (Cuadro 1). El gradiente de la pendiente y la forma de ésta fueron obtenidas
a partir del DEM, el cual tiene una resolución de 3 arco-segundos (aproximadamente 90 m).
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Cuadro 1. Estadísticas generales de los atributos topográficos utilizados derivados del DEM.

Altitud (m) Gradiente de pendiente (%) Forma de pendiente (x10)

Media 243 3,35 0,02
Min 2 0,20 -5,71

Cuartil 1 107 0,89 -0,50
Mediana 178 1,70 -0,13
Cuartil 3 319 3,27 0,38

Max 1183 43,57 8,50
±DS 190 5,20 1,22

Análisis exploratorio de datos

El análisis exploratorio de datos (EDA, Exploratory Data Analysis) es un grupo de técnicas
que resumen las propiedades de los datos y además son capaces de detectar patrones,
identificar “outliers” (datos inusuales), errores en los datos, etc. Son técnicas basadas en
los datos, por lo que ideas preconcebidas sobre la población son excluidas. Además, tienen
la característica de ser resistentes, lo que implica que no son afectadas de sobremanera por
outliers (Good, 1983).

Autocorrelación y asociación espacial

La variante espacial de EDA, ESDA (Exploratory Spatial Data Analysis), considera además
los aspectos espaciales de los datos: su dependencia y heterogeneidad espacial (Haining,
2003).

Se determinó si existe algún grado de autocorrelación espacial global de los datos mediante la
obtención del índice global I de Moran (1950). Las relaciones espaciales se conceptualizaron
mediante el inverso de las distancias Euclidianas, de forma que los puntos más alejados tienen
una menor influencia que los más cercanos.

Además, se realizó un análisis mediante el uso de indicadores locales de asociación
espacial (LISA), específicamente Moran local (Anselin, 1995), el cual permite determinar
asociaciones entre una observación y su vecindad, detectar áreas de heterogeneidad espacial
e indicar bolsones de no estacionaridad de una forma más específica que el índice de Moran.

Una vez corroborado, mediante el índice I de Moran, que los datos no presentan una
distribución aleatoria, se procedió con la modelación de los semivariogramas.
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Modelación del semivariograma

En términos generales, técnicas geoestadísticas como Kriging y sus derivados intentan usar
de forma óptima los datos, tomando en cuenta cómo varían las propiedades en el espacio,
a través del modelo del semivariograma. Su objetivo es predecir los valores en puntos sin
muestrear basado en el modelo de un proceso estacionario estocástico:

Z(x) = µ + ε(x) (1)

lo que implica que el valor de Z en el punto x es la media (µ) del proceso más un componente
aleatorio (ε) de una distribución con media cero y una función de covarianza (C):

C(h) = E [ε(x)ε(x+h)] (2)

la cual es sólo función de la distancia h entre dos puntos.

La estacionaridad del modelo implica que, en su primer orden, su media µ = E [Z(x)] es
constante para todo valor de x y el problema que se presenta cuando esta estacionaridad de
primer orden tiende a no cumplirse, es que la media varía dentro del área de interés y, mientras
el área se incrementa, la varianza también lo hace.

En este caso la media no es constante, pero podría serlo, al menos para magnitudes pequeñas
de |h| y su diferencia ser cero (Matheron, 1965):

E [Z(x)−Z(x+h)] = 0 (3)

Luego, al ser reemplazada la covarianza por las varianzas de las diferencias como medida de
la relación espacial, la cual, al igual que la Ecuación 2, sólo depende de la distancia h y no de
la posición absoluta del punto x, resulta:

var [Z(x)−Z(x+h)] = E
[
{Z(x)−Z(x+h)}2]

= 2γ(h). (4)

Entonces γ(h) es la semivarianza (la mitad de la varianza) a una distancia h, considerando
los puntos como pares, correspondiendo esta función al semivariograma del proceso. La
Ecuación 5 muestra uno de los modelos más ampliamente usados, el semivariograma
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exponencial.

γ(h) =

{
c0 + c1{1− exp(−‖h‖/R)} h > 0
0 h = 0

(5)

donde c0, c1 y R son “nugget”, umbral y rango respectivamente. Nugget corresponde a
la varianza relacionada con errores de medición más variaciones que ocurren a distancias
menores al intervalo de muestreo, umbral corresponde a la varianza máxima del proceso y
rango a la distancia h a la cual se alcanza.

Predicción espacial

Luego del análisis completo de las observaciones mediante ESDA y de estudiar la naturaleza
de éstas mediante el semivariograma, se realizó una predicción espacial con el fin de
determinar el contenido de CO en sitios no muestreados. En el desarrollo de este trabajo
se exploraron diversas herramientas usadas en geoestadística, seleccionándose finalmente
cuatro de ellas. A continuación se describen las principales características de cada una de
ellas.

Kriging Ordinario (OK)

Es un método de interpolación espacial que encuentra la mejor estimación lineal de
una variable aleatoria con estacionaridad de segundo orden, con una media desconocida
constante, mediante:

Ẑ(x0) =
n

∑
i=1

λiZ(xi),
n

∑
i=1

λi = 1 (6)

donde Ẑ(x0) es el valor estimado por Kriging en un punto sin muestrear x0; Z(xi) un valor
real en un punto vecino xi; y λi el peso del factor Z(xi).

Su error de estimación R(x0), está dado por:

R(x0) = Ẑ(x0)−Z(x0) =
n

∑
i=1

λiZ(xi)−Z(x0) (7)

donde Z(x0) es el valor verdadero en el punto x0.
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En este método, un único semivariograma es modelado a partir de todos los datos, obteniendo
una representación de la estructura de la covarianza espacial, dentro de toda el área de estudio.
Asumiendo la estacionaridad del proceso, la predicción está limitada a las observaciones
en el vecindario de cualquier punto desconocido y sus ponderaciones son obtenidas al
minimizar su error de predicción bajo una condición sin sesgo (Cressie, 1991). La varianza
de la predicción σ 2(x0) (el error cuadrado medio minimizado) también es calculada en cada
locación mediante:

σ
2(x0) = ψ +

n

∑
i=1

λiγ(xi,x0) (8)

donde ψ es el multiplicador de Lagrange y γ() es el modelo del semivariograma.

Co-Kriging (CK)

Es una variación multivariable de Kriging (Ecuación 6), donde la predicción se realiza
tomando en cuenta, además de los datos de la propiedad de interés, los datos de propiedades
secundarias correlacionadas. Su cálculo se basa en la siguiente ecuación:

Ẑ1(x0)−µ1 =
n1

∑
i1=1

λi1 [Z1(xi1)−µ1(xi1)]+
nv

∑
j=2

n j

∑
i j=1

λi j

[
Z j(xi j)−µ j(xi j)

]
(9)

donde µ1 es la media estacionaria de la variable principal; Z1(xi1) es el valor de la variable
principal en el punto i1; µ1(xi1) es la media de los datos dentro del área de búsqueda; n1 es
el número de puntos muestreados dentro del área de búsqueda, para el punto x0, usados para
realizar la estimación; λi1 es el peso seleccionado para minimizar la varianza de la estimación
de la variable principal; nv es el número de variables secundarias, n j es el número de puntos
de la j-ésima variable secundaria dentro del área de búsqueda, λi j es el peso asignado al
i j-ésimo punto de la j-ésima variable secundaria, Z j(xi j) es el valor en el i j-ésimo punto de
la j-ésima variable secundaria y µ j(xi j) es la media de las muestras de la j-ésima variable
secundaria dentro del área de búsqueda.

El semivariograma cruzado puede ser estimado con la ecuación:

γ̂12(h) =
1

2n

n

∑
i=1

[z1(xi)− z1(xi +h)] [z2(xi)− z2(xi +h)] (10)

donde n es el número de pares de puntos de la variable z1 y z2 en el punto xi y xi+h (Burrough
y McDonnell, 1998).
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Para la realización de este método, además de los observaciones con la variable principal
(CO), se distribuyeron 1750 puntos al azar dentro de área de estudio con información de las
variables secundarias: altitud, gradiente de pendiente y forma de la pendiente.

Kriging Ordinario con semivariogramas locales (LV)

Este método, inicialmente desarrollado por Haas (1990), también se basa en la Ecuación 6.
La principal diferencia de este método, es que el semivariograma es estimado y modelado en
la vecindad de cada punto x0. Para la modelación se requiere establecer áreas de muestreo
variable.

Se utilizó el programa VESPER (Minasny et al., 2006), desarrollado por la Universidad
de Sydney, para predecir puntos distanciados cada 500 metros. Para la modelación de los
semivariogramas se consideraron vecindarios de área variable que contienen entre 20 y 40
observaciones.

Un modelo exponencial, como el que se muestra en la Ecuación 5, fue ajustado de forma
automática usando una optimización no lineal de cuadrados mínimos, ponderados por el
número de pares usados para determinar la semivarianza γ(h) en el intervalo |h|. Se eligió
este modelo por ser el que presenta mayor estabilidad cuando se realizan ajustes automáticos,
si se compara con modelos más complejos como el Gaussiano (ACPA, 2006).

Kriging de residuales de red neuronal (ANNRK)

Las redes neuronales son herramientas de análisis basadas en modelos de estructura neuronal
y funciones de procesamiento del cerebro (Anderson, 1995).

Como muestra la Figura 1, una red neuronal típica consiste en elementos de proceso
interconectados que están organizados en capas de dependencia secuencial: una capa de
entrada, una o más capas ocultas, y una capa de salida. La capa de entrada contiene las
variables a analizar, la de salida los resultados obtenidos por el sistema y la capa oculta
consiste en una serie de nodos asociados con funciones de transferencia. Cada capa de
la red neuronal está conectada por ponderaciones que deben ser determinadas mediante un
algoritmo de aprendizaje (Somaratne et al., 2005).

Uno de los puntos críticos al momento de diseñar una red neuronal, es determinar el
número de nodos de la o las capas ocultas. Usar pocos nodos implica que la red no
sería capaz de captar con plenitud las interacciones entre las variables; usar muchos puede
incrementar los tiempos de aprendizaje y, lo más importante, generar un problema llamado
“overtraining” (sobre-entrenamiento), el cual aumenta la capacidad de proceso de la red, lo
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Figura 1. Esquema de red neuronal con una capa oculta.

que conlleva al aprendizaje de aspectos irrelevantes del fenómeno, haciendo que el modelo
pierda generalidad (Duin, 2000).

Varios autores sugieren relaciones para determinar el número óptimo de nodos.
Hecht-Nielsen (1987) sugiere que, para que una red neuronal sea capaz de aproximar
cualquier función continua, es necesario que se cumpla:

Nh ≤ 2Ni +1 (11)

donde Nh es el número de nodos ocultos y Ni el número de variables de entrada. Rogers y
Dowla (1994) aconsejan que, para evitar el “overtraining” de la red, debe cumplirse que:

Nh ≤ Ntr/(Ni +1) (12)

donde Ntr es el número de muestras usadas en el entrenamiento.

Wanas et al. (1998) demuestran de forma empírica que el mejor rendimiento de una red
neuronal se obtiene cuando:

Nh = log(Ntr) (13)

Ya que sólo se pretende que la red neuronal capte la estructura no lineal de gran escala
(tendencias) de los datos, en el desarrollo de esta memoria se utilizó una capa oculta de
dos nodos, satisfaciendo las Ecuaciones 11, 12 y 13.

Se utilizó el programa JMP (versión 5.1; SAS Institute Inc., Cary, NC) y se generó la red
con el método de Gauss-Newton, suministrando coordenadas, altitud, gradiente de pendiente
y forma de pendiente como entradas, el contenido de CO como salida, realizando 2000
iteraciones.
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Si bien los residuales son un indicador de la calidad del entrenamiento de la red, pudiendo
incluso usarse por sí misma como modelo de mapeo, en este método es necesario realizar un
análisis de la estructura espacial de éstos (Demyanov et al., 1998). Si no existe correlación
espacial entre los residuales significa que toda la información ha sido extraída por la red.

Luego de interpolar los residuales mediante el método LV, ya descrito, obteniendo una
modelación de las variaciones de pequeña escala presentes en éstos, se procedió a realizar
una suma algebraica de los dos modelos (LV de residuales + red neuronal).

Validación

La validación de los diferentes modelos se realizó mediante validación cruzada “leave one
out” (Geisser, 1975; Browne, 2000), donde cada dato es sucesivamente descartado de la
modelación y usado en la validación. Esta validación es realizada por defecto al realizar
la modelación de los métodos basados en Kriging y fue replicada en la red neuronal. Se
escogió este tipo de validación debido a que los datos disponibles no eran muchos y resultaba
improductivo generar un set de validación excluyendo un porcentaje de ellos.

Luego de las estimaciones, los valores predichos fueron comparados con los valores reales
y conocidos de cada locación para determinar la calidad de predicción de los modelos,
utilizando como criterio de calidad: (i) el coeficiente de determinación (R2) y (ii) la raíz
de la media de los errores al cuadrado (RMSE), la cual indica la desviación estándar del
error.

RMSE =

√
1
m

m

∑
i=1

[
Ẑ(xi)−Z(xi)

]2
(14)

siendo m el número de puntos totales.

Estimación de CO

Una vez definidos los modelos se generó cartografía raster con una resolución de 500 m
para cada uno de los escenarios. Se procedió a realizar una comparación visual de éstos
y posteriormente se cuantificó la cantidad total y promedio de CO por hectárea, para lo
cual se subdividió el área de estudio en siete subsectores que corresponden a divisiones
administrativas del país (Figura 3). Para efectos prácticos se asumió una densidad aparente
de los suelos constante e igual a 1,0 Mg m−3 (Ellert et al., 2002).
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Si bien suelos de texturas gruesas podrían presentar valores de densidad aparente del orden
de 1,4 Mg m−3 y los Andisoles del orden de 0,7 Mg m−3, también existe una distribución
diferenciada del contenido de CO en profundidad: más superficial en la zona norte del área
de estudio (con una fuerte disminución en el horizonte B) y a mayor profundidad para los
suelos de la zona sur. El valor de densidad aparente de 1,0 Mg m−3 se reduce a un concepto
de profundidad, ponderando una zona de almacenamiento menor en los suelos con densidades
aparentes mayores a 1,0 Mg m−3 y una profundidad de almacenamiento mayor en suelos con
densidades aparentes menores a 1,0 Mg m−3, siendo esta aproximación posible de mejorar
en trabajos futuros con información más detallada y confiable.
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RESULTADOS Y DISCUSIÓN

Análisis exploratorio

El histograma y gráfico de caja de las 440 locaciones (Figura 2) presenta una clara asimetría
(factor de asimetría de 2,49), con valores de CO entre 0,3 y 20%, una media de 2,68% y
mediana de 1,8%. También es posible observar, en el gráfico de caja, la presencia de posibles
outliers con altos contenidos de CO.
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Figura 2. Histograma y gráfico de caja de los valores del contenido de CO.

El indicador Moran local (Apéndice I) indicó zonas con la presencia de outliers, que
presentaron niveles de CO muy altos si se comparan con zonas circundantes. Además,
se observaron agrupaciones (“clusters”) de datos con contenidos bajos o altos de CO,
especialmente en la zona sur del área de estudio.

Los outliers detectados, tanto por el histograma como mediante Moran local (LISA),
corresponden a bolsones de no estacionaridad debidos a características particulares de
formación de suelo, como áreas de depositación lacustrinas (Luzio, 2010).

Debido a la existencia de outliers, se decidió proseguir con dos líneas de modelación, una
utilizando un set con todos los datos y otra luego de excluir los outliers que se encontrasen
fuera del rango cuartil ± 1,5 ∗ intercuartil de su vecindad. Los outliers se ubican según
muestra la Figura 3.
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Figura 3. Subsectores (correspondientes a divisiones administrativas) en los que se dividió
el área de estudio para realizar la cuantificación de CO, ubicación de las observaciones
y de los outliers.
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Luego de descartar los outliers, el rango de los valores de CO fue 0,3 – 11,8%, con una media
de 2,45%, un factor de asimetría de 2,15 y mediana de 1,8%. Esta última no se vio afectada
debido a que es una medida resistente a la presencia de los outliers a diferencia de la media,
la cual es muy sensible, especialmente cuando el set de datos es pequeño (Haining, 2003).

El índice I de Moran global obtenido para la línea de modelación con todos los datos, fue de
0,30 (Z Score=6,91) y para la sin outliers de 0,33 (Z Score=7,20). Esto indica que, con un
grado de significancia del 1% en ambos casos, los datos presentan un grado de agrupación
no atribuible a un proceso aleatorio, por lo que fue posible realizar la modelación de los
semivariogramas.

Modelación del semivariograma

Los semivariogramas para toda el área de estudio de ambas líneas de modelación presentaron
una estructura similar (Figura 4). Se observó que la varianza aumenta sin llegar a un umbral
(“unbounded”), lo que podría ser debido a que la distancia abarcada por el semivariograma es
menor al rango de correlación (Webster y Oliver, 2007), por lo que es imposible estimar una
media global. Además es posible diferenciar dos estructuras de variación, una en el rango de
los 400 km y otra de mayor escala, con un rango no determinado y superior a 800 km, siendo
posible realizar un análisis diferenciado de éstas en futuras investigaciones.
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Figura 4. Semivariogramas generales: (a) Set con todos los datos; (b) Set sin outliers.

Para el método OK se ajustó un modelo exponencial con valores nugget, umbral y rango de
2,26; 2,08 y 241.701,30 respectivamente para la línea de modelación con todos los datos y de
0,63; 0,56 y 54.190,15 para la línea de modelación que excluye los outliers.

Un modelo exponencial también fue utilizado para modelar los semivariogramas cruzados
en el método CK, con un rango de 264.871,76 m y nugget de: 2,27; 133.032,95; 361,16
y 0,20 para el contenido de CO, altitud, gradiente de pendiente y forma de la pendiente,



17

respectivamente. Los umbrales para cada uno de los covariogramas se presentan en el
Cuadro 2.

Cuadro 2. Umbrales parciales utilizados en los semivariogramas cruzados en el método CK.

%CO Altitud Gradiente de pendiente Forma de pendiente

%CO 2,26 -349,00 -4,74 0,0091
Altitud 974.866,09 7.560,31 -9,77

Gradiente de pendiente 126,23 -0,10
Forma de pendiente 0,00011

Para el caso del método ANNRK, luego del entrenamiento de la red neuronal, el índice
de Moran global de los residuales obtenidos fue de 0,12 (Z Score=2,93), siendo menor
al presentado en los datos originales, pero aún así mostrando un grado de agrupación
(significancia del 1%) de los contenidos de CO en el espacio. Esto indica que la red neuronal
sólo explica una parte de la variación espacial del fenómeno, por lo que es posible continuar
con la modelación de sus residuales mediante Kriging.

En la Figura 5 es posible apreciar que la red neuronal entrenada en la línea de modelación en
que se excluyeron los outliers (Figura 5b) presenta un mejor resultado en comparación a la
que incluye todos los datos (Figura 5a), debido principalmente a que sin los outliers resulta
más simple realizar generalizaciones acerca de los datos, lo que es reflejado en una menor
varianza en los residuales.

En la Figura 5a se observa que el semivariograma de los residuales de la línea de modelación
que incluye todos los datos presenta una estructura no monotónica, un fenómeno denominado
“hole effect” (Journel y Huijbregts, 1978). Estas estructuras generalmente indican ciclicidad,
pero no necesariamente la presencia de estratas regularmente distribuidas; en este caso
particular, se debería entender como agrupaciones de lentes irregulares de tipos de suelo.
Este fenómeno es común y generalmente enmascarado por la escala de estudio. En el
semivariograma general, si se limita la distancia máxima de alcance (rango) a 400 km,
comparado con los 800 km en la Figura 4, es posible observar un comportamiento similar
(Figura 6).

Modelar este tipo de estructuras es complejo, siendo necesario ajustar el proceso a
semivariogramas de naturaleza sinusoidal o cosinusoidal, lo que escapa de los alcances de
este trabajo. En vista que se presentó este tipo de fenómeno, se decidió utilizar la técnica que
utiliza semivariogramas locales.
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Figura 5. Semivariogramas de residuales de red neuronal: (a) Set con todos los datos; (b)
Set sin outliers.
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Figura 6. Semivariograma general de la Figura 4a con un rango limitado a 400 km,
mostrando el fenómeno “hole effect”.

Predicción espacial

Evaluación numérica

En el Cuadro 3 se muestran los criterios de calidad de las predicciones en los diversos
escenarios. La línea de modelación en la cual se descartaron los outliers presenta mejor
rendimiento en todos los métodos de modelación, en comparación con la que se utilizaron
todos los datos. Esto era de esperar, ya que, según Kerry y Oliver (2007), los outliers en la
variable a predecir afectan de forma particular la modelación, debido a que los puntos son
considerados como pares y el outlier estaría presente en varios de éstos, además del hecho que
la modelación del semivariograma está basado en el cuadrado de sus diferencias (Ecuación 4),
acentuando su efecto.
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Cuadro 3. Estadísticas de validación de la calidad de predicción de cada método, por línea
de modelación.

Línea de modelación OK CK LV ANNRK

Todos R2 0,67 0,67 0,69 0,69
RMSE (%CO) 1,43 1,43 1,38 1,38

Sin outliers R2 0,88 0,90 0,84 0,82
RMSE (%CO) 0,74 0,68 0,85 0,90

OK: Kriging Ordinario; CK: Co-Kriging;
LV: Kriging Ordinario con semivariogramas locales.
ANNRK: Kriging de residuales de red neuronal.
RMSE: Raíz media de los errores al cuadrado.

El similar rendimiento de los métodos OK y CK, también descrito por Goovaerts (1994), en
ambas líneas de modelación, se debería a que la correlación entre el contenido de CO y la
altitud, gradiente de pendiente y forma de la pendiente del set de datos no es significativa
(coeficiente de correlación de Pearson (p ≥ 0,05): 0,09; 0,05 y 0,08 respectivamente) como
para que el método CK realice predicciones más precisas que OK (Odeha et al., 1994;
Goovaerts, 1999; Triantafilis et al., 2001). Esto se debe a que la zona de estudio es muy
extensa, la densidad de observaciones es baja y se encuentran en condiciones pedogénicas
muy heterogéneas, presentándose contenidos de CO muy disímiles en rangos similares de los
atributos topográficos utilizados.

Los métodos que obtuvieron mejores resultados en la línea de modelación con todos los
datos fueron LV y ANNRK, debido a que ambos métodos son más resistentes que OK y CK
a la presencia de datos anómalos, ya que la presencia de outliers afecta los semivariogramas
generales de estos últimos.

En la línea de modelación sin outliers, CK y OK tienen mejor desempeño. Esto se debe a que
sin outliers el proceso es mucho más homogéneo y métodos simples suelen presentar mejores
resultados (Terra et al., 2004). El menor rendimiento de ANNRK en esta línea de modelación,
al contrario de lo descrito por Chowdhury et al. (2010), quienes usaron redes neuronales y
obtuvieron mejoras de un 15% al mapear contenidos de arsénico en aguas subterráneas en
comparación a Kriging Ordinario, se podría deber a que la disminución en la cantidad de
datos y en mayor medida la disminución de la diversidad de escenarios que estos cubren, sea
insuficiente para asignar eficientemente los pesos de las funciones de transferencia (Brown,
2004), incurriendo en generalizaciones deficientes.

Ninguno de los métodos debiera ser descartado completamente, ya que, dependiendo de
los objetivos del investigador, la naturaleza de los datos y la disponibilidad de variables
secundarias correlacionadas, podrían variar los resultados. Si se tiene la intención de generar
un modelo que no busque representar zonas con valores extremos, removiendo outliers, o de
enfrentarse a un proceso relativamente homogéneo, la utilización de un método simple como
OK podría ser una buena alternativa. Si se cuenta con información adicional de buena calidad,
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es decir, que las variables secundarias a utilizar presenten alta correlación con la variable
primaria, métodos multivariables como CK o ANNRK podrían mejorar las predicciones.

Evaluación visual

Los mapas generados por los distintos métodos y que muestran la distribución espacial del
contenido de CO en el área de estudio se presentan en las Figuras 7 a la 10. Estos fueron
evaluados bajo los criterios de la caracterización de la variación a escala regional y a escala
local. Los contenidos de CO presentan una clara tendencia regional, aumentando de norte a
sur, debido principalmente al amplio gradiente de precipitación y temperatura que se genera
entre los extremos del área de estudio, el cual representa un factor dominante en los ciclos del
CO de los suelos en escalas regionales a globales (Post et al., 1982). Este gradiente determina
que en la zona norte del área de estudio se encuentren valores inferiores a 3%, mientras que
en la zona sur los niveles son mayores a 6%. A partir de los 35o lat. S. se aprecia un aumento
del contenido de CO hacia el extremo Este del área de estudio, dado por la aparición de
los primeros Andisoles y luego un aumento importante aproximadamente a los 38o lat. S.
debido principalmente al cambio de un régimen de humedad xérico a údico (Luzio, 2010),
que favorece la mayor generación de biomasa y acumulación de CO en el suelo.

La representación de las variaciones locales del contenido de CO difiere en los distintos
escenarios. En la línea de modelación con todos los datos es posible apreciar el habitualmente
descrito efecto de suavizado de los métodos OK y CK (Watson, 1984; Isaaks y Srivastava,
1989), por lo que no se evidencian las zonas con contenidos extremos de CO, especialmente
las con contenidos bajos, en comparación a LV y ANNRK.

En la línea de modelación que excluye los outliers, los mapas generados son similares, con
algunas diferencias en los métodos CK y ANNRK, los cuales presentan mayor cantidad de
zonas con contenidos bajos de CO.
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Figura 7. Mapas generados con el método Kriging Ordinario (OK) en ambas líneas de
modelación.
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Figura 8. Mapas generados con el método Co-Kriging (CK) en ambas líneas de modelación.
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Figura 9. Mapas generados con el método Kriging Ordinario con semivariogramas locales
(LV) en ambas líneas de modelación.
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en ambas líneas de modelación.
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Estimación de CO

El Cuadro 4 muestra la estimación del contenido total y promedio por hectárea de CO en
cada uno de los escenarios modelados.

Cuadro 4. Estimación del contenido total y promedio por hectárea de CO en los primeros
25 cm de suelo, por método, línea de modelación y subsector (zonas administrativas).

RM V VI VII VIII IX XIV Total / x̄*

OK Total (Tg) 36,29 37,38 41,07 80,39 162,10 288,19 263,81 909,23
x̄* 47,83 45,90 39,18 41,98 59,49 127,15 181,14 77,52

OK sin
outliers

Total (Tg) 32,44 33,84 40,03 68,42 124,92 282,41 259,71 841,78
x̄ 42,76 41,55 38,19 35,73 45,85 124,60 178,32 72,43

CK Total (Tg) 35,95 37,24 40,91 79,25 161,23 287,53 263,42 905,53
x̄ 47,38 45,72 39,03 41,38 59,17 126,86 180,87 77,20

CK sin
outliers

Total (Tg) 31,56 31,65 39,03 68,12 127,54 288,30 251,54 837,74
x̄ 41,60 38,86 37,24 35,57 46,81 127,19 172,70 71,42

LV Total (Tg) 36,49 44,72 42,93 80,70 161,65 291,80 264,58 922,86
x̄ 48,11 54,90 40,95 42,14 59,32 128,73 181,58 79,39

LV sin
outliers

Total (Tg) 32,43 35,79 40,18 68,33 131,41 282,87 253,51 844,52
x̄ 42,92 44,09 38,34 35,91 48,48 125,47 175,99 73,03

ANNRK Total (Tg) 33,85 37,40 37,75 78,80 162,82 286,06 276,31 913,00
x̄ 44,66 46,36 36,10 41,25 59,91 126,28 190,70 77,89

ANNRK sin
outliers

Total (Tg) 34,04 35,01 41,81 70,93 122,35 257,54 252,29 813,97
x̄ 45,08 44,13 40,19 37,52 45,43 114,29 177,69 72,05

x̄ (Tg) 34,13 36,63 40,46 74,37 144,25 283,09 260,65 873,58
x̄* 45,04 45,19 38,65 38,94 53,06 125,07 179,87 75,12

±DS (Tg) 1,93 3,83 1,61 5,88 19,09 10,77 8,31
±DS* 2,52 4,66 1,55 3,01 6,92 4,53 5,30

*Mg ha−1

1T g = 106Mg = 1012g
OK: Kriging Ordinario; CK: Co-Kriging; LV: Kriging Ordinario con semivariogramas locales;
ANNRK: Kriging de residuales de red neuronal.
DS: Desviación estándar.

Tanto en el contenido total de CO del área, como en el promedio por hectárea, se observó
una diferencia significativa (P < 0,0001) entre las líneas de modelación, considerando los
subsectores (divisiones administrativas) como bloques (Apéndice II). Además no existieron
diferencias significativas entre los métodos en la cuantificación de ambas magnitudes
considerando las líneas de modelación como bloques (datos no mostrados).

En los distintos subsectores, los promedios por hectárea fluctúan en el rango de 35,57 a
178,32 Mg ha−1 en la línea de modelación sin outliers y de 36,10 a 190,70 Mg ha−1 en la línea
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de modelación con todos los datos. La diferencia promedio entre las líneas de modelación es
de 5,77 ± 1,2 Mg ha−1, lo que equivale a 78,16 ± 15,8 Tg de CO en toda el área de estudio,
lo que refuerza la influencia de los outliers en el proceso de modelación, ya que al incluirlos,
la estimación del contenido total de CO en el área de estudio aumenta un 8,95%.

Las mayores diferencias considerando métodos y líneas de modelación se presenta en el
subsector VIII, debido a la mayor superficie que posee y a la mayor heterogeneidad de la
naturaleza de los suelos (Luzio, 2010). Además, en la línea de modelación sin excluir outliers,
se observa que los valores máximos del contenido total se presentan en los métodos LV y
ANNRK debido al ya comentado efecto de suavizado que presentan los métodos OK y CK.

Las estimaciones realizadas son consistentes con otros estudios. Muñoz et al. (2007)
presentan valores de CO para el ecosistema mediterráneo árido (Alfisol del subsector VII),
el cual abarca los subsectores RM, VI y VII, del orden de 30 – 40 Mg ha−1. Dixon et al.
(1994) señalan valores de 120 Mg ha−1 para ecosistemas de bosques de latitudes bajas (escala
global) comparables con los obtenidos para el subsector IX, al igual que Matus et al. (2008),
quienes realizaron su estudio en Andisoles del subsector IX, presentando contenidos de CO
de 122,5 Mg ha−1.

En definitiva, considerando los antecedentes discutidos, entre los cuatro métodos planteados,
no es posible recomendar uno particular, ya que su comportamiento depende de la naturaleza
de los datos. Sin embargo, nuevas herramientas surgen día a día, y métodos basados en
geostadística multivariada como CK comienzan a fusionarse con métodos locales como
LV2, abriendo nuevas posibilidades para estudiar fenómenos de esta clase. Por otra parte,
la problemática del calentamiento global y la emisión y captura de carbono está presente
en el pensamiento colectivo, habiéndose generado un incremento notable en el número de
investigaciones del carácter de ésta.

2Dr. Budiman Minasny, The University of Sydney, Australian Centre for Precision Agriculture, 2010,
Australia (Comunicación personal).
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CONCLUSIONES

Basándose en cuatro diferentes métodos, es posible ajustar modelos de predicción espacial
del contenido de CO en el área de estudio, presentando todos ellos buenos resultados en la
caracterización de los procesos involucrados, con valores de R2 entre 0,67 y 0,90.

Debido a la detección de outliers, se generaron dos líneas de modelación, una con todos los
datos y otra que los excluye.

El método Co-Kriging (CK) es el que obtuvo mejores resultados (R2 = 0,90), excluyendo los
outliers. Métodos con enfoque local como Kriging Ordinario con semivariogramas locales
(LV) y Kriging de residuales de red neuronal (ANNRK), se comportaron de mejor manera
(R2 = 0,69), sin excluir los outliers.

La exclusión de los outliers generaron una disminución de 8,95% en las predicciones del
contenido total de CO en el área de estudio, reforzando la importancia que implica el análisis
correcto de éstos.

Con respecto al contenido de CO almacenado en los primeros 25 cm de suelo de los
110.000 km2 que abarca el área de estudio, este trabajo presenta metodologías simples para su
estimación a escala regional y que pueden ser utilizados en distintos escenarios, dependiendo
de calidad de la información y de los objetivos específicos del investigador.
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APÉNDICES

Apéndice I. Índice Moran local de Anselin.
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Apéndice II. Test de Wilcoxon para determinar diferencias entre las líneas de modelación
utilizando subsectores como bloques.
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