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ESTUDIO DE MODELOS MATEMÁTICOS PARA COMPORTAMIENTO SOCIAL EN
PROCESOS EPIDEMIOLÓGICOS

En el presente trabajo se propone una metodología para el análisis de modelos matemáti-
cos, que permitan entender, caracterizar y estudiar procesos epidemiológicos, tomando en
consideración cómo diferentes factores afectan la propagación de una enfermedad. Entre es-
tos factores se consideran el comportamiento social, la segmentación espacial y la consiguiente
dinámica de desplazamiento entre los elementos de dicha segmentación.

Se presentan resultados numéricos para estudiar las capacidades de simulación de dinámi-
cas epidemiológicas. Se prueba la calidad del ajuste de modelos a partir de datos simulados,
buscando recuperar los parámetros que determinan la dinámica con la que se generan dichos
datos. Se determinan además, situaciones favorables y condiciones de control sobre la ame-
naza, como también la optimización las estrategias que satisfagan restricciones asociadas a
la valorización de las mismas.

Para posibilitar un buen entendimiento de las herramientas consideradas, en el primer
capítulo se presentan algunas nociones biológicas y matemáticas como base del estudio epi-
demiológico, para luego desarrollar los modelos que sirven como base del presente trabajo.
En el segundo capítulo, se muestran las formulaciones de la metodología y se de�ne una
sintaxis que facilita la de�nición de los sistemas, acercando lo expuesto a profesionales de
diferentes áreas. Mientras que en el tercer capítulo se presentan diferentes casos de estudio
que permiten determinar las ventajas y alcances de la metodología.

Entre los resultados obtenidos, se destacan la modulación de la velocidad de movimiento
en la similitud de los modelos segmentados con los modelos que no consideran segmentación
espacial, la mejora en la calidad del ajuste ante el aumento de la frecuencia de los datos,
como también ante la disminución de grados de libertad, y la posibilidad de determinar
estrategias favorables en procesos epidemiológicos de los que no se tiene caracterización de
sus parámetros, a partir del primer 40% de los datos.
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Introducción

Durante los últimos tiempos la popularidad de las teorías conspirativas es indiscutible,
abarcando desde sociedades secretas que, desde las sombras, manejan el devenir de las prin-
cipales cúpulas políticas, económicas y religiosas [7, 8], hasta relatos de seres extraterrestres
que deambulan entre nosotros. Esto se debe en parte a la necesidad de explicaciones, como
también por la capacidad locuaz de algunos personajes medianamente conocidos, que las
masas tienden a creer en los relatos que se nutren principalmente de la imaginación.

Dentro de estas teorías, las que buscan explicar la aparición de las grandes enfermedades
resultan, en algunos casos, demasiado novelescas, como sacadas de un libro de ciencia �cción,
y que son las que argumentan el bombardeo estelar de meteoritos cargados de nuevas cepas
de virus o bacterias, con la �nalidad diezmar a la población antes de una conquista extrate-
rrestre [21]. Por otro lado, también aparecen algunas creencias basadas en la modi�cación
inescrupulosa de agentes patógenos, en pos del bene�cio económico de unos cuantos grupos
farmacéuticos, y que resultan más cercanas a la realidad. Pero independiente de cual sea la
causa que se quiera creer cierta, las variaciones y aparición de enfermedades, que rayan en la
denominación de pandemia, ha llegado a ser alarmante.

Repetidamente a lo largo de la Historia, se han presentado procesos infecciosos a gran
escala, como las evidencias de Viruela en momias egipcias con datación entre los años 1200-
1100 a.c. [20], pasando por las grandes pandemias del viejo mundo, como la Peste Bubónica,
también llamada Peste o Muerte Negra, que entre los años 1348 y 1420 diezmó la población
europea entre un 30% a un 60% [2], para llegar �nalmente hasta la cercana crisis de la
In�uenza A (H1N1) del año 2009, siendo esta última del mismo subtipo causante de la
In�uenza o Gripe Española (1918) y perteneciendo al género de virus causantes de otras
pandemias del siglo XX, como son los subtipos H2N2 de la In�uenza Asiática (1957) y H3N2
(1968)[19].

Por esto, el análisis de crisis pasadas y la capacidad de anteponerse a nuevos procesos in-
fecciosos resulta de gran interés, siendo primordial la generación de un amplio entendimiento
de los mismos, posibilitando la evaluación de diferentes situaciones en busca de las más
favorables. Es así que surge la necesidad de entender las dinámicas que gobiernan el compor-
tamiento de las enfermedades, para plantear modelos descriptivos que se ajusten de buena
manera a los sistemas biológicos subyacentes a cada proceso.

Hoy es sabido, que los mecanismos de acción de las enfermedades se presentan en una
amplia gama de mecanismos, pero comparten la característica de ser generados por agentes
microscópicos, tales como virus, bacterias, hongos, priones, entre otros. Pero este conocimien-
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to no resulta ser del todo novedoso, pues la noción de invisibles criaturas vivientes como
agentes de enfermedades, se remonta al menos a las cartas de Aristóteles, aunque no fue
desarrollada como teoría hasta el siglo XVII. En dicha época se demuestra la existencia de
microorganismos, a partir de los avances realizados por Leeuwnhoek (1653) en la mejora de
lentes que permite la confección de los primeros microscopios. Para tomar forma al plantearse
sus formalizaciones hacia el año 1840 con la primera expresión de la Teoría Germinal de las
Enfermedades presentada por Henle, Desarrollada luego por Koch, Lister y Pasteur, que
conllevan a los principios de la Asepsia [6].

En cuanto a las herramientas que describen estos conocimientos, se han desarrollado mode-
los matemáticos, que van desde los primeros modelos poblacionales, como la Ley de Malthus
(1978) o el modelo logístico planteado por Verhulst (1838-1845), hasta los modelos comparti-
mentalizados de Kermack y Mckendrick (1927) [16]. Mientras que también se han explorado
herramientas diferentes a los modelos continuos en sistemas de ecuaciones diferenciales, como
son modelos de redes y autómatas, por referenciar algunos.

Todos estos modelos representan un conjunto de herramientas bastante capaces de descri-
bir procesos epidemiológicos, pero no logran del todo estudiar e implementar, procesos en los
que juegue un papel importante la distribución espacial de los individuos, la segmentación
etaria y la incidencia de factores emocionales, como por ejemplo el miedo a la enfermedad,
lo cual in�uye en los comportamientos de las personas.

En el área de los factores emocionales, o de comportamiento social, podemos encontrar
trabajos en variados esfuerzos, aplicados bajo los principios de que el comportamiento se basa
en la prevalencia de la enfermedad, o en las creencias personales. Esto nos permite diferenciar
dos principales canales de afección del comportamiento, la presión social y las interacciones
entre los individuos.

Tomando en cuenta lo realizado y con lo que resultaría útil contar, es que se plantea
en el presente desarrollo, estudiar la dinámica de un proceso infeccioso, considerando como
se relacionan, y afectan entre sí, factores epidemiológicos, espaciales y de comportamiento
social.

Para esto, a lo largo de esta memoria, se considera el desarrollo de dos líneas principales
de trabajo, la primera que busca determinar un modelo teórico capaz de abarcar los tres
elementos antes nombrados, mientras que la segunda, en un tenor más práctico, se enfoca
en la utilización de herramientas computacionales que permitan ajustar y evaluar diferentes
escenarios.
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Capítulo 1

Antecedentes

Antes de realizar las labores propias del modelamiento, es necesario entender de la manera
más acabada posible el proceso que se quiere estudiar, para poder así determinar tanto los ele-
mentos relevantes, como los alcances y limitaciones que presentan las diferentes herramientas
disponibles.

Por este motivo, se presentan a continuación una revisión de teorías y descubrimientos
en el ámbito biológico, que permiten trazar una línea base de conocimiento de los procesos
infecciosos, nombrando algunas conjeturas que a lo largo de la historia han permitido alcanzar
el presente estado de entendimiento.

Luego son presentadas las bases matemáticas clásicas del modelamiento matemático de
poblaciones, desde los primeras descripciones del crecimiento exponencial hasta las aplicadas
a dinámicas epidemiológicas, repasando diferentes alternativas y herramientas útiles a la hora
de estudiar y analizar los modelos. Dando de�niciones y conceptos, necesarios para una buena
comprensión de lo expuesto.

1.1. Biología de las Enfermedades

La Epidemiología es usualmente de�nida como el estudio de la ocurrencia y los factores
determinantes de enfermedades en poblaciones humanas, pero también puede entenderse
como el estudio del estado de la salud de poblaciones. Es por esto que resulta necesario
contar con las nociones de salud y enfermedad [5].

Generalmente se traduce el estar sano por no estar enfermo y estar enfermo por no estar
sano, pero las de�niciones de salud y enfermedad son mucho más complejas, por lo que
no existe un consenso de de�nición en estas materias. Pero resulta interesante revisar las
concepciones de pueblos originarios de Latinoamérica, como el pueblo Aymara de Bolivia,
Shipo-Conibo de Perú, Ngöbe de Panamá y Mapuche, entre otros. En sus relatos se relaciona
la salud con el funcionamiento armónico de los aspectos físicos, mentales y espirituales de una
persona, estando además, en armonía con el medio ambiente, los aspectos socioculturales y
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el entorno natural. Mientras que las enfermedades, son entendidas como el re�ejo de quiebres
en esta armonía, encontrándose causas tanto naturales como mágicas [10].

Cabe destacar que la Organización Mundial de la Salud (OMS), de�ne la salud como un
estado de completo bienestar físico, mental y social, y no solamente la ausencia de afecciones
o enfermedades [5]. Aunque cabe destacar, que es una de�nición estática y se basa en aspectos
subjetivos como el bienestar, el que se entiende como el sentirse bien, pero muchas veces puede
tenerse esta sensación y padecer de una enfermedad que todavía no ha dado síntomas, con lo
que no se deja de estar enfermo. Como en el caso del cáncer o el VIH, que es una enfermedad
que demora hasta 10 o 15 años en presentar sintomatología. Entonces, esta de�nición se
basa en aspectos subjetivos y olvida un poco los aspectos objetivos medibles, por lo que
es necesario agregar el concepto de adecuado funcionamiento del organismo, con respecto a
demandas externas e internas.

La salud se puede asumir entonces como un estado o condición a la que está sujeta la vida
de cada individuo, mientras que la enfermedad es un proceso natural, es decir, un conjunto
de partes sucesivas de un fenómeno. El límite exacto entre salud y enfermedad no siempre es
notorio, muchas veces es un continuo en el que se puede decir que a medida que se pasa de
uno a otro va disminuyendo el bienestar, aumentando el malestar, teniendo en un extremo
la óptima salud y en el otro la muerte. Entre ellos existe una zona en la cual no hay una
situación concreta de salud o enfermedad y se superponen ambas condiciones. Con lo que
pasando desde el óptimo de la salud a la enfermedad y muerte, va disminuyendo la capacidad
del organismo de mantener la condición interna estable.

Dado este entendimiento de una enfermedad, dos ciencias son necesarias a considerar. En
primer lugar, la Patogenia, que se re�ere al estudio de los mecanismos involucrados en el
completo desarrollo de una enfermedad. Y en segundo, la Etiología, que estudia el origen
de la misma. Se denominan factores etiológicos a los causantes de la enfermedad y pueden
subdividirse en tres tipos:

• E�ciente: es aquel que tiene que estar para que la enfermedad se provoque.

• Coadyuvante: es aquel que ayuda a que el factor etiológico e�ciente actúe.
• Predisponente: es aquel que hace más probable la enfermedad.

Hoy es sabido que en la etiología e�ciente existen diversos agentes, pudiendo agruparse
en agentes físicos, como son el exceso de calor o frío, traumatismos y eventos climáticos,
agentes químicos como el consumo de agua, cigarrillos, alcohol o drogas y la contaminación
ambiental, y �nalmente agentes biológicos entre los que se encuentran el hombre, virus,
bacterias y hongos, entre otros. Algunos de estos factores etiológicos e�cientes pueden actuar
también como coadyuvantes y predisponentes, como es el caso de los eventos climatológicos.

Antecedentes del grupo de agentes físicos ya estaban presentes en las concepciones de salud
de los pueblos originarios [10], mientras que los agentes químicos son propios del desarrollo
moderno. Pero el conocimiento acerca de los pertenecientes al grupo de agentes biológicos ha
sido desarrollado en la Teoría Germinal de las Enfermedades.

Formalmente desarrollada a partir de los trabajos de Henle y Koch, plantea que existen
algunas enfermedades causadas por microorganismos que no pueden ser advertidos a simple
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vista. Pero esta noción no resulta ser del todo novedosa, pues ya desde las cartas de Aristóteles
es posible encontrar indicios de pequeñas criaturas vivientes como causantes de enfermedades,
aunque no pudo ser corroborado hasta el desarrollo del primer microscopio, gracias a los
avances en el área de la óptica alcanzados por Leeuwenhoek en el siglo XVII [6].

1.2. Modelamiento Matemático

Un modelo es un objeto, concepto o conjunto de relaciones, que se utiliza para representar
y estudiar de forma simple y comprensible una porción de la realidad empírica.

Los modelos y la realidad están relacionados a través de la abstracción y la interpretación.
El primero de ellos nos obliga a encontrar cuales son los elementos más importantes del pro-
blema y cuáles son los accesorios. Para saber si un elemento es o no importante tendremos
que ver su efecto relativo en la evolución del sistema. En cuanto a la interpretación, debemos
de entenderla como la manera en que las componentes del modelo (parámetros, variables)
y su comportamiento pueden estar relacionadas con las componentes, características y com-
portamiento del sistema real que queremos modelar.

Por tanto, la primera de las fases necesaria para construir un modelo matemático es
establecer ciertas hipótesis, de�nir las variables y desarrollar las matemáticas adecuadas
para poder resolver el problema. La fase siguiente es tratar de simpli�car las herramientas
matemáticas utilizadas. Los resultados que se deducen del modelo matemático nos deberían
llevar a poder efectuar algunas predicciones sobre el mundo real. El paso siguiente sería
recoger datos de la situación de la que se ha extraído el modelo y compararlos con las
predicciones.

Si no coinciden, los datos que ya poseemos nos pueden servir para modi�car las hipótesis.
Si las predicciones coinciden con la realidad, entonces las hipótesis son correctas y también
lo son las variables de�nidas.

1.2.1. Dinámicas Poblaciones con Aplicaciones Epidemiológicas

Los primeros modelos que buscan analizar la evolución de una población no modelan
procesos infecciosos si no que toman en consideración la dinámica en que una sola especie
cambia su tamaño. Un clásico ejemplo es la Ley de Crecimiento Exponencial, con la que
Malthus predijo el desastre que ocurriría debido a que los suministros de alimentos no po-
drían ser aumentados para mantener el ritmo de crecimiento de la población a una tasa de
crecimiento constante positiva per cápita. Otro ejemplo es el Modelo Logístico, en el que el
tamaño de la población afecta a las tasas de nacimiento y muerte [6].

En el campo de las enfermedades, sin duda alguna, los pioneros trabajos de Kermack
y McKendrik [16, 17, 18], sientan las bases del modelamiento epidemiológico moderno. Su
planteamiento tiene como primer elemento al modelo SIR, en el cual se considera la seg-
mentación de una población en tres subpoblaciones para describir la dinámica de una enfer-

5



medad. Las subpoblaciones consideradas son

• S(t), para representar a los individuos Susceptibles a contraer la enfermedad.

• I(t), que da cuenta de la cantidad de Infectados dentro del sistema.

• R(t), como el conjunto de individuos Recuperados del proceso infeccioso.

Asumiendo que la población se mantiene constante (S+I+R = N), es decir, sin considerar
nacimientos y muertes, las subpoblaciones se relacionan según la dinámica descrita por el
sistema de ecuaciones

S ′ = −αSI/N
I ′ = αSI/N − βI (1.1)

R′ = βI

Basados en el modelo anterior, es posible encontrar diferentes variaciones que agregan
estados y modi�can la dinámica, para modelar diferentes procesos infecciosos. Entre estos se
encuentra el modelo SEIR en el que se agrega el estado Expuesto como un estado intermedio
entre el estado susceptible e infectado. Considerando al expuesto como un individuo no
contagioso, se describe la dinámica como

S ′ = −αSI/N
E ′ = αSI/N − δE (1.2)

I ′ = δE − βI
R′ = βI

1.2.2. Comportamiento Social

El comportamiento humano juega un papel importante en la propagación de enfermedades
infecciosas, y la comprensión de la in�uencia del comportamiento de la propagación de en-
fermedades puede ser clave para mejorar los esfuerzos de control. Si bien las respuestas de
comportamiento con frecuencia se reportan anecdóticamente, ha habido poca investigación
sistemática sobre como los cambios de comportamiento pueden afectar la dinámica de la
enfermedad. Modelos matemáticos para la propagación de enfermedades infecciosas son una
herramienta importante para investigar y cuanti�car dichos efectos, sobre todo porque la
propagación de la enfermedad entre los seres humanos no puede ser objeto de dirigir el estu-
dio experimental.

Se reconocen dos principales fuentes de información sobre las que las personas actúan, la
primera de ellas es la global, es decir, la que está disponible para todos. Ejemplos de esta
son los medios de comunicación, sitios web y comunicados de autoridades de salud pública.
Mientras que por otro lado, se tienen el esparcimiento de la información mediante contactos
interpersonales, es decir, una fuente de información local [11].

Estas dos fuentes son re�ejadas en los modelos presentados por el Dr Dirk Helbing co-
mo base del comportamiento social[13] y sus posteriores aplicaciones, desde el estudio del
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movimiento de peatones[15] hasta la dinámica del transporte desde el punto de vista de un
sistema de partículas[14]. Considerando la información global como la fuerza externa que
cambia estados, mientras que la local se describe a partir de las interacciones entre los ele-
mentos. Para su entendimiento, se detallan a continuación las formulaciones de los modelos
de ecuaciones de tipo-Boltzmann y se dan las las líneas de extensión para su versión continua,
las ecuaciones de Boltzmann-Fokker-Planck.

Ecuaciones de tipo-Boltzmann

Las ecuaciones de tipo-Boltzmann, pueden entenderse como la generalización de la ecuación
de Boltzmann para la interacción de gases. En éstas, se considera tanto la acción de una
fuerza externa al sistema, como también las interacciones entre los elementos. Presentándose
como una alternativa a la dinámica de cambios de estado para conjuntos muy grandes, se
derivan, a partir de un modelo tipo Master Equation, una expresión que permite describir la
probabilidad de encontrar una cierta con�guración de estados en un tiempo t. Con esto se
logra trabajar de mejor manera con sistemas que poseen un cierto grado de �uctuaciones, no
manejables con modelos deterministas.

Formalmente, se considera una población de tamaño N � 1, distribuidos en subpobla-
ciones de�nidas por las clases a ∈ A, con A un conjunto �nito de clases, y un conjunto de
estados Ω, también �nito. Con x ∈ Ω, se busca determinar una Ley de Probabilidad (l.d.p.)
P (x; t) de permanencia de individuos en estado x al tiempo t.

Para esto, se describe la dinámica de cada tipo de individuos, a partir de la l.d.p. Pa(x; t),
es decir, se consideran las dinámicas de cada clase de individuos, logrando así una descripción
diferenciada de cada subgrupo. Tomando Na como la cantidad de individuos del tipo a ∈ A,
es posible describir la l.d.p. que describe los cambios de estado en el sistema como:

P (x; t) =
∑
a∈A

Na

N
Pa(x; t) (1.3)

Para obtener una descripción explicita de Pa(x; t), se considera que la tasa de cambio
instantánea de la probabilidad Pa(x; t) viene dada por la fracción de elementos de clase a que
entran en el estado x menos los elementos que salen por unidad de tiempo, es decir

d

dt
Pa(x; t) =

∑
x′∈Ωx′ 6=x

(wa(x|x′; t)Pa(x′; t)− wa(x′|x; t)Pa(x; t)) (1.4)

Asumiendo que la tasa wa(x′|x; t) está compuesta por dos partes, la acción de fuerzas
externas y la correspondiente a las interacciones con otros individuos. Se tiene entonces la
forma

wa(x′|x; t) = wa(x
′|x; t) +

∑
b∈A

∑
y∈Ω

∑
y′∈Ω

Nb w̃ab(x
′, y′|x, y; t)Pb(y, t) (1.5)

Para encontrar la forma explícita de la tasa wa(x′|x; t), se denota

wab(x
′, y′|x, y; t) = Nb w̃ab(x

′, y′|x, y; t),
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y se considera entonces
W a(x′|x; t) =

∑
y′∈Ω

wab(x
′, y′|x, y; t) (1.6)

Con lo que se elimina la dependencia de la tasa wa(x′|x; t), al cambio de estado del elemento
de clase b, importando sólo el cambio ocurrido con el elemento de clase a.

Para describir las interacciones de pares, se denota la interacción llevada a cabo entre dos
elementos de estado x e y, con resultado de cambio de estado de x a otro x′ como, x′

y←− x.
Se asume que las interacciones se encuentran separadas en dos grupos

• Proceso Imitativo: x′ x′←− x

• Proceso Evitativo: x′ x←− x

Con esto, considerando δxy como la Delta de Kronecker, se reduce la expresión (1.6) a

W a(x′|x; t) = νab(t)R
1
ab(x

′|x; t)δyx′ + νab(t)R
2
ab(x

′|x; t)δyx (1.7)

Luego, reemplazando (1.7) en (1.5), se obtiene

wa(x′|x; t) = νa(t)Ra(x
′|x; t) +

∑
b∈A

νab(t)
[
R1
ab(x

′|x; t)Pb(x
′; t) +R2

ab(x
′|x; t)Pb(x; t)

]
(1.8)

Finalmente, aplicando (1.8) en (1.4), se tiene la forma para dtPa(x; t) como sigue

d

dt
Pa(x; t) =

∑
x′∈Ω

νa(t) [Ra(x|x′; t)Pa(x′; t)−Ra(x
′|x; t)Pa(x; t)]

+
∑
b∈A

∑
x′∈Ω

νab(t)
[
R1
ab(x|x′; t)Pb(x; t) +R2

ab(x|x′; t)Pb(x′; t)
]
Pa(x

′; t) (1.9)

−
∑
b∈A

∑
x′∈Ω

νab(t)
[
R1
ab(x

′|x; t)Pb(x
′; t) +R2

ab(x
′|x; t)Pb(x; t)

]
Pa(x; t)

Las tasas de cambio de (1.9) pueden describirse de forma explícita, ya que para modelos
de comportamiento, usualmente se asume

Rk
ab(x

′|x, t) := fkab(t)R
a(x′|x, t) (1.10)

con lo que las tasas de cambio descrita en (1.7) (1.10) tienen las siguientes interpretación

• νa(t) es la medida de la tasa de cambio espontáneo (o inducido externamente) de un
individuo de la subpoblación a.

• Ra(x
′|x, t)[Ra(x′|x, t)] es la predisposición de un individuo de la subpoblación a de

cambiar su comportamiento de x a x′ espontáneamente [en interacciones de pares].

• νab(t) := Nbν̃ab(t) es la tasa de interacción de un individuo de la subpoblación a con
uno de la subpoblación b.

8



• f 1
ab es la medida de la frecuencia de procesos imitativos.

• f 2
ab es la medida de la frecuencia de procesos evitativos.

Finalmente, se puede describir explícitamente la forma de las tasas de presiposición como

Ra(x′|x, t) =
exp (Ua(x′, t)− Ua(x, t))

Da(x′, x, t)
(1.11)

Ra(x
′|x, t) =

exp (Ua(x
′, t)− Ua(x, t))

Da(x′, x, t)
(1.12)

donde Ua(x, t) y Ua(x, t) representan la utilidad de permanecer en el estado x al tiempo t, para
las interacciones de pares y cambios espontáneos respectivamente. Mientras que Da(x

′, x, t)
es una función simétrica en los estados, que da cuenta de la distancia entre los mismos. Con
esto se describe la predisposición como la ganancia en utilidad, dividido por la di�cultad de
cambiar de un estado x a uno x′.

Ecuaciones de Boltzmann-Fokker-Planck

Asumiendo el conjunto de los estados Ω ∈ Rn como continuo. En donde cada dimensión
representa un diferente aspecto del comportamiento estudiado. En la formulación continua,
las sumas (1.4) (1.5) se escriben como integrales

d

dt
Pa(x, t) =

∫
Ω

(wa(x|x′, t)Pa(x′, t)− wa(x′|x, t)Pa(x, t)) dnx′

=

∫
Ω

(wa[x|x− x′, t]Pa(x− x′, t)− wa[x′|x, t]Pa(x, t)) dnx′ (1.13)

donde

wa[x|x− x′, t] = wa(x′|x, t)

= wa(x
′|x, t) +

∑
b∈A

∫
Ω

∫
Ω

Nbw̃ab(x
′, y′|x, y, t)Pb(y, t)dny′dny (1.14)

Una reformulación de la ecuación de tipo-Boltzmann continua (1.13) con una aproximación
de Taylor de Segundo Orden (llamado expansión de Kramer-Moyal), se obtiene una suerte
de ecuaciones difusivas, llamadas ecuaciones de Boltzmann-Fokker-Planck

∂

∂t
Pa(x, t) = −

n∑
i=1

∂

∂xi
(Kai(x, t)Pa(x, t)) +

1

2

n∑
i,j=1

∂

∂xi

∂

∂xj
(Qaij(x, t)Pa(x, t)) (1.15)

con el coe�ciente de deriva efectiva

Kai :=

∫
Ω

(x′i − xi)wa(x′|x, t)dnx′ (1.16)
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y el coe�ciente de difusión efectiva

Qaij :=

∫
Ω

(x′i − xi)(x′j − xj)wa(x′|x, t)dnx′ (1.17)

En donde el coe�ciente de deriva Kai gobierna el cambio sistemático de la distribución
Pa(x, t), mientras que el coe�ciente de difusión Qaij describe su esparcimiento debido a �uc-
tuaciones de variación individual de cambios en comportamiento.

Análogo al caso discreto, se pueden separar las tasas de deriva y difusión en transiciones
espontáneas (o inducidos externamente) (k=0), proceso imitativo (k=1) y proceso evitativo
(k=2)

Kai =
2∑

k=0

Kk
ai Qaij =

2∑
k=0

Qk
aij (1.18)

donde

K0
ai := νa(t)

∫
(x′i − xi)Ra(x

′|x, t)dnx′

K1
ai :=

∑
b∈A

νab(t)f
1
ab(t)

∫
(x′i − xi)Ra(x′|x, t)Pb(x′, t)dnx′ (1.19)

K2
ai :=

∑
b∈A

νab(t)f
2
ab(t)

∫
(x′i − xi)Ra(x′|x, t)Pb(x, t)dnx′

y además

Q0
aij := νa(t)

∫
(x′i − xi)(x′j − xj)Ra(x

′|x, t)dnx′

Q1
aij :=

∑
b∈A

νab(t)f
1
ab(t)

∫
(x′i − xi)(x′j − xj)Ra(x′|x, t)Pb(x′, t)dnx′ (1.20)

Q2
aij :=

∑
b∈A

νab(t)f
2
ab(t)

∫
(x′i − xi)(x′j − xj)Ra(x′|x, t)Pb(x, t)dnx′

1.2.3. Espacialidad

Otro factor importante en el esparcimiento de una enfermedad es la segmentación del
espacio en que se desenvuelven los individuos, llevando consigo la descripción la dinámica de
movimiento asociada. Usualmente se considera un modelo difusivo para describir la dinámica
del movimiento entre las particiones, aunque este proceso tiene la desventaja de �perder
información� conforme pasa el tiempo, ya que no es posible realizar una identi�cación de
los individuos una vez ingresados a una cierta ubicación. Esto conlleva a la imposibilidad de
modelar procesos cotidianos como son las trayectorias de ida y vuelta de un individuo a su
trabajo, lugar de estudios, centro médico o cualquier otra ubicación de interés.

Es por esto que se toma en cuenta el trabajo propuesto por Belik [4] en el cual se propone
diferenciar un lugar recurrente a donde un conjunto de individuos vuelve a lo largo de la
dinámica, ver �gura 1.1
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Figura 1.1: Comparación Modelos con Movimiento. Dos enfoques para realizar dinámicas de

movimiento entre un conjunto de locaciones (a) Enfoque difusivo, en el que para la movilidad sólo im-

portan la ubicaciones de salida y llegada. (b) Enfoque recursivo, considera además la locación recurrente de

los individuos.

El enfoque difusivo considera que las tasas de movimiento entre las locaciones solo depende
de éstas, de�nida a partir de las tasas ωmn para el movimiento desde n a m y ωnm para el
sentido contrario. Se generaliza el movimiento de un individuo en estado X como:

d

dt
Xn =

∑
m 6=n

(ωnmXm − ωmnXn)

Aplicando este concepto a un modelo SIR (1.1), se obtiene:

d

dt
Sn = −α In

Nn

Sn +
∑
m 6=n

(ωnmSm − ωmnSn)

d

dt
In = α

In

Nn

Sn − βIn +
∑
m 6=n

(ωnmIm − ωmnIn) (1.21)

d

dt
Rn = Nn − Sn − In

El término Nn corresponde a la cantidad de individuos en la ubicación n una vez alcanzado
el equilibrio en los viajes. Este valor se obtiene de la relación

Nn/Nm = ωnm/ωmn

Si se considera un modelo en el que los individuos vuelvan a una locación especí�ca antes
de movilizarse a otra, se tiene un modelo con las características de viaje recurrente. Para
esta descripción, además de la información de la locación actual, es necesaria la notación
de la recurrente, obteniéndose un individuo de la forma Xk

n. Las tasas de movilidad han de
tener esta consideración, con lo que ωkmn da cuenta de la fracción de individuos de locación
recurrente en k cambia desde n a m por unidad de tiempo. Análogamente a la ecuación
(1.21), se tiene que la descripción para el cambio de la proporción de individuos Xk

n viene
dada por:

d

dt
Xk
n =

∑
m6=n

(
ωknmX

k
m − ωkmnXk

n

)
(1.22)
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Aplicándolo a un modelo SIR (1.1) se obtiene un sistema de ecuaciones como sigue:

d

dt
Skn = − α

Nn

Skn
∑
m

Imn +
∑
m 6=n

(
ωknmS

k
m − ωkmnSkn

)
d

dt
Ikn =

α

Nn

Skn
∑
m

Imn +
∑
m6=n

(
ωknmI

k
m − ωkmnIkn

)
(1.23)

d

dt
Rk
n = N

k

n − Skn − Ikn

Análogamente al caso anterior, se considera Nn como la cantidad de individuos en la
locación n una vez alcanzado el equilibrio. En este caso, su valor viene dado por:

Nn =
∑
k

δnk + (1− δnk)ωkkn/ωknk
1 +

∑
m 6=k

ωkmk/ω
k
km



1.2.4. Redes

Una vez considerada la segmentación o partición del espacio en el que se mueven los
individuos, resulta natural la pregunta de cómo modelar la forma de conectar los elementos
de dicha partición. Para esto se revisan algunos de los modelos clásicos de redes.

Existen dos conceptos que resaltan al estudiar los modelos de redes expuestos en las últimas
décadas. El primero de éstos es el de pequeño mundo que describe la propiedad de que, a
pesar de su tamaño, en la mayoría de las redes existe un camino relativamente corto entre dos
nodos. Siendo su manifestación más popular, la del concepto de �seis grados de separación�,
descrito por el psicólogo social Stanley Milgram (1967), quien concluyó que había un camino
de conocidos con una longitud típica de alrededor de seis entre la mayoría de los pares de
personas en los Estados Unidos. Otro concepto es el de �escala libre�, que da cuenta de la
manera en que se distribuye el grado de conexión de cada nodo, siendo la característica
intrínseca de las redes referenciadas como �reales�, que han sido estudiadas desde principios
de los 90's [1].

Erdös-Rényi

En el primer artículo publicado sobre la materia de grafos aleatorios, Erdös y Rényi pre-
sentan su de�nición como n nodos etiquetados y conectado por m aristas, que son escogidos
al azar de la n(n − 1)/2 aristas posibles [9]. Una de�nición alternativa y equivalente a un
grafo aleatorio es el modelo binomial. En ésta se comienza con n nodos desconectados, y
cada par de nodos se conecta con probabilidad p, ver Figura 1.2. Con esto, el número total
de aristas es una variable aleatoria con el valor de esperado E(m) = pn(n−1)

2
. Si G0 es un

grafo con nodos n y m aristas, la probabilidad de obtener por este proceso de construcción
viene dada por P(G0) = pm(1− p)

n(n−1)
2
−m.
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Figura 1.2: Grafo Erdös-Rényi: Ilustración del proceso de evolución de la formación del grafo aleatorio

de erdös y rényi para 10 nodos y valores de p = 0; 0, 1; 0, 25

A pesar de ser propuesto este modelo antes de la de�nición de la característica de pequeño
mundo, las redes propuestas por Erdös y Rényi presentan esta cualidad, permitiendo re�ejar
variados comportamientos y dinámicas en situaciones de estudio.

Watts-Strogatz

Watts y Strogatz propusieron un modelo de un parámetro que interpola entre un entra-
mado de dimensión �nita y ordenada un grafo aleatorio [22], ver Figura 1.3. El algoritmo
detrás del modelo es la siguiente:

1. Comienzo ordenado: Comience con una red de anillo con n nodos en la que cada nodo
está conectado a los primeros k vecinos

(
k
2
a cada lado

)
. Con el �n de tener una red

dispersa pero conectada en todo momento, se considera n� 1.

2. Selección aleatoria: Volver a colocar aleatoriamente cada arista del mallado con prob-
abilidad p tal que las auto conexiones y aristas duplicadas se excluyen. Este proceso
introduce pnk

2
aristas de largo alcance que conectan los nodos con otras vecindades.

Mediante la variación de p, se puede estudiar la transición entre el estado de orden
(para p0) y el completamente aleatorio (p = 1).

Figura 1.3: Modelo Watts-Strogatz: Ilustración del proceso de evolución de la formación del grafo

aleatorio de watts y strogatz para 10 nodos, 4 vecinos y valores de p = 0; 0, 15; 0, 5
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Barabási-Albert

Modelo de redes que da cuenta de las características topológicas encontradas en el estu-
dio de variadas redes empíricas, como son la interconexión de páginas web a partir de sus
hipervínculos, la red física de la World Wide Web, hasta redes de interacciones sexuales [1].
El algoritmo del modelo Barabási-Albert [3] es la siguiente:

1. Crecimiento: A partir de un pequeño número (m0) de nodos, en cada paso de tiempo,
se añade un nuevo nodo con m (≤ m0) aristas que unen el nuevo nodo a m distinta los
nodos que ya están presentes en el sistema.

2. Unión preferencial: Al elegir los nodos a los que se conecta el nuevo nodo, se supone
que la probabilidad Π que un nuevo nodo se conecta al nodo i depende del grado ki del
nodo i , de tal manera que

Π(ki) =
ki∑
i

ki

1.3. Optimización

Considerando la disposición de datos reales, que den cuenta de un proceso epidemiológico,
es necesario contar con herramientas que permitan ajustar dichos datos a los modelos. Por
esto, resultan útiles algunas nociones de Optimización y de la Teoría de Control.

Los modelos de optimización buscan determinar el valor de las variables independientes,
sujetas en muchos casos a restricciones, que maximizan o minimizan el valor de una función.

Se dice que dada una función escalar f , x∗ ∈ Dom f es mínimo local de f si existe una
vecindad V tal que

f(x∗) ≤ f(x) ∀x ∈ Dom f ∩ V

Se denota mínimo global al menor de los mínimos locales y resulta ser la solución del
problema de optimización

mı́n
x∈Ω

f(x) (1.24)

con Ω = Dom f .

En el problema (1.24) el conjunto de condiciones que debe cumplir el mínimo x∗ se en-
cuentran de�nidas en el dominio de la función Ω, pero estas pueden ser descritas de forma
explícita al considerar restricciones en el problema de optimización. Tomando {hi(x)}mi=1 y
{gj(x)}pj=1 como los conjuntos de restricciones, de desigualdad e igualdad respectivamente,
se tiene el problema de optimización

mı́n
x

f(x)

s.a. hi(x) ≤ 0 ∀i = 1, . . . ,m (1.25)

gj(x) = 0 ∀j = 1, . . . , p

14



Existen diferentes maneras de abordar el problema (1.25) de forma teórica, como son el
método de Lagrange o las condiciones de Karush-Kuhn-Tucker, por nombrar algunos. En
cuanto a los métodos numéricos para encontrar una solución del problema, se encuentran los
métodos del Gradiente, Newton, Quasi-Newton y métodos de Punto Interior. Éste último se
presenta en mayor detalle por ser el método a utilizar en el presente trabajo.

1.3.1. Métodos de Punto Interior

Un conjunto de técnicas utilizadas para resolver problemas de optimización no lineales
son los llamados Métodos de Barrera o de Punto Interior. Considerando una reformulación
del problema (1.25) asumiendo f ∈ C2(Rn) y que el problema es factible, es decir,

∃x̂ dom f tq hi(x̂) < 0 ∀i = 1, . . . ,m

Dada por

mı́n f(x) +
m∑
i=1

I−(hi(x)) (1.26)

s.a. gj(x) = 0 ∀j = 1, . . . , p

con I−(u) = 0 si u ≤ 0, I−(u) =∞ si u > 0. Por la forma del problema (1.26), se procede a
realizar una aproximación vía una barrera logarítmica, obteniéndose un sistema de la forma

mı́n f(x)− 1

t

m∑
i=1

log(−hi(x)) (1.27)

s.a. gj(x) = 0 ∀j = 1, . . . , p

1.4. Control

El elemento básico es el de sistema dinámico, dado por un sistema de ecuaciones diferen-
ciales de la forma

x′(t) = f(x(t)) (1.28)

x(0) = x0

en donde a partir de la condición inicial x0 ∈ Rn y la descripción de la dinámica dada por
f : Rn → Rn, se obtiene la evolución del sistema dada por x : [0,∞)→ Rn.

Se entiende la evolución del sistema (1.28) como un sistema libre, ya que no existen
variables externas que afecten la misma. En contraste, se plantea un sistema controlado de
la forma

x′(t) = f(x(t), u(t)) (1.29)

x(0) = x0
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en donde u : [0,∞) → Rm se denomina control y afecta la manera en que evoluciona el
sistema.

Es importante considerar que no siempre es posible tener conocimiento de todas las varia-
bles de estado x(t), pudiendo solo accederse a funciones de ellas, denominadas observables.
Se considera entonces el sistema controlado y observado de�nido por

x′(t) = f(x(t), u(t)), x(0) = x0 (1.30)

y(t) = o(x(t), u(t))

con o : Rn × Rm → Rr

En el caso que la dinámica del sistema (1.30) sea descrita por funciones lineales, puede
representarse como

x′(t) = Ax(t) +Bu(t), x(0) = x0 (1.31)

y(t) = Cx(t) +Du(t)

con A ∈ Rn×n, B ∈ Rn×m, C ∈ Rr×n, D ∈ Rr×m, y pueden de�nirse las matrices de
controlabilidad

LC =
[
B|AB|A2B| . . . |An−1B

]
(1.32)

y la matriz de observabilidad

LO =



C

CA

CA2

...

CAn−1


(1.33)

A partir de éstas dos matrices es posible analizar la controlabilidad y observabilidad del
sistema (1.31) con el criterio de Kalman, pero en casos más generales, donde no se tenga la
linealidad del sistema, es necesario recurrir al principio del máximo de Pontryagin.

1.5. Discretizaciones

No siempre es posible resolver un sistema de ecuaciones diferenciales de manera teórica,
pero es posible determinar una aproximación de la misma a través de métodos numéricos. Se
presentan diferentes alternativas para resolver problemas de valores iniciales de primer orden
de la forma

dy

dx
= f(x, y) (1.34)

y(x0) = y0
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1.5.1. Método de Euler

Es una de las técnicas más sencillas para resolver el problema de valores iniciales, aplica
el hecho de que la derivada de una función evaluada en un punto representa la pendiente de
la recta tangente a la función en dicho punto. En el caso del problema (1.34) se obtiene la
linealización para y(x) cerca del punto (x∗, y∗) dada por

L(x) = f(x∗, y∗)(x− x∗) + y∗ (1.35)

Evaluando la ecuación (1.35) en el conjunto de puntos equiespaciados, de paso h > 0,
{xn+1 = xn + h/n ∈ N, h > 0}, considerando que L(x) ≈ y(x), se obtienela relación

y1 = L(x1) = f(x0, y0)(x1 − x0) + y0 = hf(x0, y0) + y0

y2 = L(x2) = f(x1, y1)(x2 − x1) + y1 = hf(x1, y1) + y1

y3 = L(x3) = f(x2, y2)(x3 − x2) + y2 = hf(x2, y2) + y2

...

yn+1 = L(xn+1) = f(xn, yn)(xn+1 − xn) + yn = hf(xn, yn) + yn

(1.36)

Con lo que se obtiene la forma de recurrencia que de�ne el método

yn+1 = yn + hf(xn, yn) (1.37)

Este método tiene un error local de truncamiento es de orden O(h2), mientras que el error
global de truncamiento es de O(h).

Existe una mejora para el método de Euler, conocida como la fórmula de Heun dada por

yn+1 = yn + h
f(xn, yn)− f(xn+1, y

∗
n+1)

2
(1.38)

en donde y∗n+1 se estima a partir de la fórmula de Euler (1.37). El error local de truncamiento
de la fórmula de heun (1.38) es O(h3), mientras que el error global de truncamiento es O(h2)

1.5.2. Runge-Kutta

Uno de los métodos más utilizados, debido a ser de los más exactos para obtener soluciones
aproximadas del problema (1.34), es el método de Runge-Kutta de cuarto orden. Existen
diferentes órdenes del método, deducidos a partir del desarrollo en serie de Taylor de y(xn+h)
dado por

y(xn+1) = y(xn + h) =
k∑
i=0

hi

i!
y(i)(xn) +

hk+1

(k + 1)!
y(k+1)(c) (1.39)
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en donde el término fuera de la sumatoria representa el residuo de la aproximación por la
serie de orden k y c ∈ (xn, xn+1). Se deriva el método de Runge-Kutta de orden k a partir de
la aproximación de Taylor del mismo orden.

Cuando k = 1, el método de Runge-Kutta coincide con la fórmula de Euler (1.37), mientras
que al considerar k = 2 el procedimiento de Runge-Kutta de orden 2 consiste en determinar
las constantes a, b, α, β de manera que la fórmula

yn+1 = yn + ak1 + bk2 (1.40)

con
k1 = hf(xn, yn)

k2 = hf(xn + αh, yn + βk1)

coincida con un polinomio de Taylor de segundo grado. Es posible demostrar que una condi-
ción para que esto ocurra es que las constantes se relacionen de forma que

a+ b = 1, aα = bβ =
1

2

De aquí se desprende que al tomar a = b = 0,5, el método de Runge-Kutta de orden 2
coincide con la fórmula de Heun (1.38). Con esto se obtiene que los errores de truncamiento
son O(h3) y O(h2) para local y global, respectivamente.

El procedimiento de Runge-Kutta de cuarto orden corresponde a determinar las constantes
para que la fórmula

yn+1 = yn + ak1 + bk2 + ck3 + dk4 (1.41)

con
k1 = hf(xn, yn)

k2 = hf(xn + α1h, yn + β1k1)

k3 = hf(xn + α2h, yn + β2k1 + β3k2)

k4 = hf(xn + α3h, yn + β4k1 + β5k2 + β6k3)

coincida con un polinomio de Taylor de cuarto grado. El conjunto de valores más usado
genera la fórmula dada por

yn+1 = yn + 1
6

(k1 + 2k2 + 2k3 + k4)

k1 = hF (xn, yn)

k2 = hF (xn + 1
2
h, yn + 1

2
k1)

k3 = hF (xn + 1
2
h, yn + 1

2
k2)

k4 = hF (xn + h, yn + k3)

(1.42)

El error de truncamiento local de la fórmula (1.42) es O(h5), mientras que el de trun-
camiento global es O(h4).
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1.5.3. Métodos Multipaso

Los métodos antes descritos realizan el cálculo de yn+1 con base en yn, por lo que se
denominan métodos de un paso, pero es posible de�nir métodos que tomen en consideración
más elementos para la determinación de yn+1. Uno de los más utilizados es el método de
Adams-Bashforth/Adam-Moulton de cuarto orden, en el que la predicción viene dada por la
fórmula de Adams-Bashforth

y∗n+1 = yn +
h

24
(55f(xn, yn)− 59f(xn−1, yn−1 + 37f(xn−2, yn−2)− 9f(xn−3, yn−3)) (1.43)

con n ≥ 3, para luego sustituir el valor de y∗n+1 en la correción Adam-Moulton, obteniendo

yn+1 = yn +
h

24

(
9f(xn+1, y

∗
n+1) + 19f(xn, yn)− 5f(xn−1, yn−1) + f(xn−2, yn−2)

)
(1.44)

La fórmula (1.43) requiere conocer los valores y0, y1, y2, y3, para obtener el valor y4, por
lo que es necesario estimar, usualmente con Runge-Kutta, los valores y1, y2, y3 a partir de la
condición inicial y0. Con esto se tiene que la fórmula (1.44) tiene la misma propiedad de error
que el método Runge-Kutta, es decir, O(h5).

1.6. Cinética Química

Resulta útil contar con una notación simple de entender a la hora de describir procesos al-
tamente complejos. Por esto, se toma como base los desarrollos de la cinética de las reacciones
químicas.

Para ejempli�car, se consideran reacciones de orden cero, de la forma:

A
k0−→ B (1.45)

Dando cuenta de que un elementos de tipo A se transforma en un elemento B a una tasa
k0. Se tiene entonces, que la tasa de decrecimiento de A, y por consiguiente, aumento de B,
descrito como EDO, viene dada por:

− dA

dt
=
dB

dt
= k0A (1.46)

Si se considera una reacción de orden 1, en la que dos elementos, A y B, interactúan para
formar otros dos diferentes, C y D a una tasa k1, se tendrá una descripción de la forma:

A+B
k1−→ C +D (1.47)

Mientras que las tasas de cambio de los elementos vendrían dadas por:

− dA

dt
= −dB

dt
=
dC

dt
=
dD

dt
= k1AB (1.48)
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Con esto, es posible describir la cinética a partir de un sistema de reacciones, por ejemplo:

A+B
k1−→ A+D

A+ C
k2−→ B + E (1.49)

E
k3−→ B

A partir de las leyes de conservación similares a las descritas en (1.46) y (1.48), se tiene
que las relaciones entre tasas de cambio para las tres reacciones vienen dadas por:

−dA1l

dt
= −dB1l

dt
=
dA1r

dt
=
dD1r

dt
= k1AB

−dA2l

dt
= −dC2l

dt
=
dB2r

dt
=
dE2r

dt
= k2AC

−dE3l

dt
=
dB3r

dt
= k3E

Así, considerando el aporte de cada reacción (lados izquierdo y derecho) en el cambio de
las cantidades de los elementos, es posible describir el sistema de EDO como:

dA

dt
=

dA1i

dt
+
dA1d

dt
+
dA2i

dt
= −k1AB + k1AB − k2AC

dB

dt
=

dB1i

dt
+
dB2d

dt
+
dB3d

dt
= −k1AB + k2AC

dC

dt
=

dC2i

dt
= k2AC

dD

dt
=

dD1d

dt
= k1AB

dE

dt
=

dE2d

dt
+
dE3l

dt
= k2AC − k3E

(1.50)

donde los subíndices representan el número de la reacción y el lado de la misma, con i a la
izquierda y d para derecha.
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Capítulo 2

Formulaciones

Dados los antecedentes expuestos en el capítulo anterior, se plantea una metodología para
la descripción de procesos epidemiológicos con la consideración de múltiples factores modu-
ladores. Un primer factor que se busca resaltar son las interacciones psicosociales, entendidas
como la predisposición a actuar de una determinada manera ante los estímulos externos.
También se considera el factor de la movilidad entre diferentes ubicaciones que, al generar
diferentes concentraciones de población, facilita la diseminación de la enfermedad en lugares
altamente poblados. Por otro lado, el factor etario resulta importante la segmentación de la
población al modular la infectividad de una enfermedad.

Para la de�nición de un modelo epidemiológico complejo que relacione los factores modu-
lares con la enfermedad en sí, se considera la generación de éste separada en tres etapas.
En primer lugar, la determinación del modelo local de la dinámica, que describa todos los
elementos de interés. Para seguir en segundo lugar con la de�nición de una segmentación
espacial, con la consiguiente consideración de una cierta topología y de�nición de las tasas
de movimiento. Finalmente, se considera la extiensión el modelo local, replicándolo en cada
elmento de la segmentación y agregando la dinámica del movimiento.

Se consideran tres principales aplicaciones de este modelo: simulación, ajuste y opti-
mización. La primera de estas aplicaciones se fundamenta tanto en la di�cultad de obtener
datos reales como también en la necesidad de estudiar las dinámicas, sirviendo para el análisis
de los escenarios favorables que se puedan de�nir y la generación de datos. La segunda apli-
cación busca la determinación de los parámetros del modelo que mejor se ajusten a los datos,
analizando la calidad del ajuste a partir de datos sintéticos, parciales y con ruido. Finalmente,
la tercera aplicación busca determinar escenarios favorables ante una amenaza, de�niendo, a
partir de un modelo ajustado, variables de control que permitan tanto minimizar el impacto
de la enfermedad, como también, valorizando diferentes elementos del modelo, obtener una
con�guración que maximice dicho valor.
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2.1. Modelo

Indepediente del proceso epidemiológico a estudiar, los conjuntos para caracterizar a los
elementos del sistema resultan ser los mismos.

Se considera una población de tamaño N � 1 que se distribuye en subpoblaciones de
tipos en el conjunto A. Se sume que la pertenencia de cada individuo a una subpoblación no
cambia a lo largo de la dinámica, pero que ésta caracteriza su comportamiento y la manera
en que se ve afectado por la enfermedad, siendo ambas propiedades descritas a partir de la
diferenciación de tasas en función de la subpoblación. El conjunto de estados a considerar se
compone de dos conjuntos, el primero Ω para modelar el comportamiento, mientras que el
segundo D para dar cuenta de la etapa en la enfermedad. Y �nalmente, para la consideración
de espacialidad, se determina una segmentación del espacio en locaciones en el conjunto T .

De�nidos estos conjuntos, se busca describir para modelos con movimiento difusivo, la
forma de la ley de probabilidad P a

n (x, d; t) para encontrar un individuo de tipo a ∈ A, ubicado
en n ∈ T y estados (x, d) ∈ Ω × D al tiempo t. Y para los modelos con ubicación recurren-
te, análogo al anterior se busca describir la ley P a

kn(x, d; t), para individuos con ubicación
recurrente en k ∈ T .

Tomando como ejemplo un modelo SIR, ver ecuación (1.1), se desarrollan las tres partes
de la metodología antes enunciada.

2.1.1. Sistema de Ecuaciones Local

Notando que la dinámica de los modelos compartimentalizados puede describirse bajo
las interacciones descritas en las ecuaciones de tipo-Boltzmann, ver ecuación (1.9), siendo
el contagio un proceso imitativo y el paso del estado infectado al recuperado un cambio
espontáneo, se reescribe el sistema SIR, ver ecuación (1.1), en base a las probabilidades
P (d; t) de encontrar un individuo con estado de la enfermedad d ∈ D al tiempo t > 0, como
sigue

d

dt
P (s; t) = −ν(t)α(t)P (i; t)P (s; t)

d

dt
P (i; t) = ν(t)α(t)P (i; t)P (s; t)− β(t)P (i; t) (2.1)

d

dt
P (r; t) = β(t)P (i; t)

donde ν(t) representa la cantidad de encuentros promedio por unidad de tiempo, α(t) la
fracción de nuevos infectados dada una interacción entre un individuo susceptible y uno
infectado, mientras que β(t) da cuenta de la duración media de la infección, es decir la tasa
de recuperación. Típicamente la tasa de infección ν(t)α(t)P (i; t) se presenta escalada por el
total de individuos en el sistema, pero se omite en este caso, pues al tratarse de probabilidades,
ésta toman valor 1.

Se extienden las ecuaciones del sistema (2.1), tomando en consideración la segmentación
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en subpoblaciones indexadas por a ∈ A, para describir las probabilidades P a(d; t)

d

dt
P a(s; t) = −

∑
a′∈A

νaa
′
(t)αa(t)P a(s; t)P a′(i; t)

d

dt
P a(i; t) =

∑
a′∈A

νaa
′
(t)αa(t)P a(s; t)P a′(i; t)− βa(t)P a(i; t)

d

dt
P a(r; t) = βa(t)P a(i; t)

(2.2)

donde se da cuenta de la diferenciación por subpoblación en la dependencia de las tasas de
a, a′ ∈ A. Siendo P a(d; t) la probabilidad de encontrar un individuo de la subpoblación a en
el tiempo t > 0 y las tasas νaa

′
(t) ,αa(t) y βa(t) representan la cantidad de encuentros entre

individuos de subpoblaciones a y a′, la fracción de nuevos infectados y el tiempo promedio
de duración de la infección para un individuo de la subpoblación a, respectivamente.

Considerando luego la dinámica descrita por el comportamiento social, cada ecuación de
(2.2) se extiende en los términos de la dinámica del comportamiento social, ver sección 1.2.2

Sa(x, d; t) =
∑
x′∈Ω

Ra(x, d|x′, d; t)P a(x′, d; t)P a(x, d; t)

−
∑
x′∈Ω

Ra(x′, d|x, d; t)P a(x, d; t)

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x, d|x′, d; t)P a′(x, d′; t)P a(x′, d; t)

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, d|x′, d′; t)P a′(x′, d′; t)P a(x′, d; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x′, d|x, d; t)P a′(x′, d′; t)P a(x, d; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, d|x′, d′; t)P a′(x, d′; t)P a(x, d; t)

(2.3)

donde d ∈ D representa cualquier estados de la enfermedad. Ra(x′, d|x, d; t) es la predisposi-
ción de cambiar espontáneamente de estado x a x′, νaa

′
(t) la cantidad promedio de encuentros

entre individuos de las subpoblaciones a, a′, Raa′
i (x′, d|x, d; t) la predisposición de cambiar de

un individuo de subpoblación a de estado x a x′ debido a un proceso imitativo (i = 1) o
evitativo (i = 2) ante un encuentro con un individuo de subpoblación a′. Con la consideración
de los elementos anteriores, se completa el modelo local.

El primer término de Sa(x, d; t) en (2.3) representa el proceso de cambio espontáneo de
individuos en estado x′ al estado x, mientras que es segundo representa el proceso inverso,
es decir, el cambio de x a x′. Por su parte, el tercer término da cuenta del cambio de estado
desde x′ a x por un proceso imitativo y el cuarto término describe el mismo cambio pero en
el caso de un proceso evitativo. Finalmente, el quinto término re�eja el proceso imitativo de
cambio desde x a x′, mientras que el sexto lo hace para un proceso evitativo.
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Con estos términos, se extienden las ecuaciones de (2.2) para describir el cambio de las
probabilidades P a(x, s; t) como se muestra a continuación

d

dt
P a(x, s; t) = −

∑
x′∈Ω

∑
a′∈A

νaa
′
(t)αa(x, x′; t)P a(x, s; t)P a′(x′, i; t)

+
∑
x′∈Ω

[Ra(x, s|x′, s; t)P a(x′, s; t)−Ra(x′, s|x, s; t)P a(x, s; t)]

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x, s|x′, s; t)P a′(x, d′; t)P a(x′, s; t)

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, s|x′, d′; t)P a′(x′, d′; t)P a(x′, s; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x′, s|x, s; t)P a′(x′, d′; t)P a(x, s; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, s|x′, d′; t)P a′(x, d′; t)P a(x, s; t)

d

dt
P a(x, i; t) =

∑
x′∈Ω

∑
a′∈A

νaa
′
(t)αa(x, x′; t)P a(x, s; t)P a′(x′, i; t)− βa(x; t)P a(x, i; t)

+
∑
x′∈Ω

[Ra(x, i|x′, i; t)P a(x′, i; t)−Ra(x′, i|x, i; t)P a(x, i; t)]

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x, i|x′, i; t)P a′(x, d′; t)P a(x′, i; t)

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, i|x′, d′; t)P a′(x′, d′; t)P a(x′, i; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x′, i|x, i; t)P a′(x′, d′; t)P a(x, i; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, i|x′, d′; t)P a′(x, d′; t)P a(x, i; t)r

d

dt
P a(x, r; t) = βa(x; t)P a(x, i; t)

+
∑
x′∈Ω

[Ra(x, r|x′, r; t)P a(x′, r; t)−Ra(x′, r|x, r; t)P a(x, r; t)]

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x, r|x′, r; t)P a′(x, d′; t)P a(x′, r; t)

+
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, r|x′, d′; t)P a′(x′, d′; t)P a(x′, r; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

1 (x′, r|x, r; t)P a′(x′, d′; t)P a(x, r; t)

−
∑
x′∈Ω

∑
a′∈A

∑
d′∈D

νaa
′
(t)Raa′

2 (x, r|x′, d′; t)P a′(x, d′; t)P a(x, r; t)

(2.4)
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2.1.2. Partición del Espacio

En la concepción de un modelo local, está presente el supuesto de que todos los elementos
se distribuyen de manera uniforme, pudiendo generar encuentros con cualquier otro individuo
del sistema. Pero típicamente este supuesto no se respeta en situaciones reales. En primer
lugar, la concentración de individuos varía en diferentes ubicaciones, generando lugares con
una mayor probabilidad de encuentro, y en segundo término, existen segmentaciones por las
cuales ciertos individuos nunca transitan, con lo que se ven imposibilitados los encuentros
arbitrarios.

Considerando una partición del espacio T , es necesaria la determinación de la topología
de conexión de los diferentes elementos n ∈ T . Usualmente se considera la movilidad rea-
lizada entre elementos contiguos de la partición pero, para considerar casos más generales,
se propone la utilización de la topología propia de modelos de redes aleatorias, ver sección
1.2.4.

Suponiendo que se restringen las posibilidades de movimiento de los individuos solo por las
aristas de un grafo G = (V,E) dado, es necesario determinar las tasas de cambio de ubicación.
Basados en los viajes difusivos y recurrentes, ver sección 1.2.3, se estiman las tasas ωnm para
dar cuenta del cambio de individuos desde la locación m a la n con (m,n) ∈ E, en el caso de
un modelo difusivo. Mientras que las tasas ωnmn y ω

n
nm se determinan en el caso de un modelo

recurrente, para describir como los individuos cambian desde su locación recurrente n hacia
m y viceversa, con (m,n) ∈ E.

2.1.3. Extensión del Modelo

De�nida la topología de conectividad entre los elementos de la partición, se extiende
cada ecuación del sistema local (2.4) según el modelo de movilidad de�nido. Para el modelo
difusivo, se extienden las probabilidades P a(x, d; t) a P a

n (x, d; t) y a cada ecuación se agregan
los términos difusivos

Ma
n(x, d; t) =

∑
n′∈T

[ωnn′(t)P
a
n′(x, d; t)− ωn′n(t)P a

n (x, d; t)] (2.5)

Para el caso de un modelo recurrente, las probabilidades P a(x, d; t) se extienden según las
locaciones, para obtener P a

kn(x, d; t) y se consideran los términos de viaje recurrente

Ma
kn(x, d; t) =

∑
n′∈T

[
ωknn′(t)P

a
kn′(x, d; t)− ωkn′n(t)P a

kn(x, d; t)
]

(2.6)

En ambos modelos, si cierta arista (n,m) /∈ E entonces ωnm = ωmn = 0 para el modelo
difusivo, mientras que ωnnm = ωnmn = ωmnm = ωmmn = 0 para el recurrente.

Otro punto importante a tener en consideración, es la escalabilidad de las tasas de las
reacciones, es decir, re�ejar el comportamiento de la dinámica ante un aumento de la densidad
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de individuos. En el caso de sistemas de reacciones químicas, un cambio del volumen o
temperatura, actúa como modulador de la tasa de encuentro entre dos elementos del sistema.
Mientras que en el caso de dinámicas poblacionales, distribuyendo a los individuos de manera
proporcional al área de cada locación, se considera como principal modulador de la tasas de
encuentro a las fracciones de individuos, que cambian el estado de otros, dentro del total en
una cierta locación. Se reescribe entonces la tasa de encuentro para los modelos difusivos

νaa
′

n (t) = νaa
′
(t)

(∑
a∈A

∑
d∈D

∑
x∈Ω

P a
n (x, d; t)

)−1

(2.7)

Y para los modelos recurrentes, de la forma

νaa
′

n (t) = νaa
′
(t)

(∑
a∈A

∑
k∈T

∑
d∈D

∑
x∈Ω

P a
kn(x, d; t)

)−1

(2.8)

Mientras que las tasas que acompañan a elementos de orden 1 en los sistemas, como
son la recuperación, el cambio de ubicación y los cambios de estados espontáneos, no se
ven afectados por el escalamiento al depender solo de la cantidad de elementos y no de los
encuentros. De manera general, el escalamiento afecta a las los términos de orden n de los
sistemas, ponderando las tasas por el factor de escalamiento elevado a n− 1.

Con la consideración de todos estos elementos, se obtienen descripciones locales para el
modelo SIR de la forma

d

dt
P a
kn(s, x; t) = −

∑
a′∈A

∑
x′∈Ω

∑
k′∈T

νaa
′

n (t)αa(t)P a
kn(s, x; t)P a′

k′n(i, x′; t)

+Sakn(s, x; t) +Ma
kn(s, x; t)

d

dt
P a
kn(i, x; t) =

∑
a′∈A

∑
x′∈Ω

∑
k′∈T

νaa
′

n (t)αa(t)P a
kn(s, x; t)P a′

k′n(i, x′; t)

−βa(t)P a
kn(i; t) + Sakn(i, x; t) +Ma

kn(i, x; t)

d

dt
P a
kn(r, x; t) = βa(t)P a

kn(i; t) + Sakn(r, x; t) +Ma
kn(r, x; t)

(2.9)

en donde Sakn(d, x; t) describe la dinámica del comportamiento social, ver ecuación (2.3),
y Ma

kn(d, x; t) la dinámica del movimiento, ver ecuaciones (2.6), ambos términos para el
modelo de movimiento recurrente. Reemplazando los términos de comportamiento social y
de movilidad por San(d, x; t) y Ma

n(d, x; t) se obtiene un modelo análogo para un modelo
difusivo.

Análogamente es posible extender cualquier dinámica epidemiológica descrita localmente,
considerando las interacciones de los estados de la enfermedad d ∈ D con los estados en Ω y
subpoblaciones en A descritas en el modelo de comportamiento social.
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2.2. Aplicaciones

De�nido el modelo extendido, resulta de interés entender las capacidades del mismo, estu-
diando la calidad del ajuste, capacidad predictiva y posibilidad de control ante una amenaza
epidémica. Asumiendo la existencia de datos reales, el primer paso de dicho entendimiento,
es la determinación de un modelo que se ajuste de buena manera a los datos, para luego,
proceder al estudio de escenarios favorables y, de ser posible, encontrar un control óptimo
para llevar al sistema fuera de la amenaza.

Pero usualmente los datos a los que se tiene acceso resultan ser insu�cientes, además de
contener errores y no ser muy completos. Por este motivo, es necesaria la realización de un
arduo proceso de completamiento de datos, �ltraje de información relevante y generación de
estimaciones de las observaciones de interés, entre otras. Es así, que al tratarse de un proceso
que, en su extensión, se escapa de los tiempos acotados del presente trabajo, se aborda la
necesidad de datos, contra los cuales realizar los ajustes, generando datos de manera sintética.

Se acota así el estudio de los modelos a datos simulados, generados con los mismos modelos,
a partir de la capacidad de simulación que presentan estos. El estudio se centra luego en la
recuperación de los parámetros con los que se generaron los datos, para así tener un marco
de referencia con el que valorar el ajuste. Finalmente, se resuelven problemas de control para
sistemas locales, para luego extender estos resultados a modelos más generales, además de
plantear para la resolución numérica.

2.2.1. Simulación

Dado el sistema de ecuaciones que modela el proceso de interés y una condición inicial de
los estados del sistema, dados por

dP (t)

dt
= F (t, P (t)) , t ≥ 0

P (0) = P0

(2.10)

donde F : Rn × [0,∞) → Rn, n ∈ N el número de estados representados por el vector
P (t) ∈ Rn que describe la probabilidad de cada estado, con P : [0,∞) → Rn y P0 ∈ Rn la
condición inicial, es posible determinar una solución analítica dependiendo de la forma de
que tenga F . Pero en muchos casos, la alternativa más viable es realizar la construcción de
una solución aproximada con la utilización de métodos numéricos.

Como fue descrito en el capítulo anterior, ver sección 1.5, entre los métodos más utilizados
se encuentran Euler y Runge-Kutta, en sus diferentes versiones y mejoras, siendo éste último
el elegido para el presente trabajo.

Tomando la partición canónica del intervalo de tiempo [0, T ] dada por

P ([0, T ], n) =

{
ti =

kT

n

/
i = 0, 1, 2, . . . , n

}
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Y de�niendo Pi = P (ti), se obtiene la evolución de la trayectoria de P , mediante Runge-
Kutta, resolviendo

Pi+1 = Pi + 1
6

(k1 + 2k2 + 2k3 + k4)

k1 = hF (ti, Pi)

k2 = hF (ti + 1
2
h, Pi + 1

2
k1)

k3 = hF (ti + 1
2
h, Pi + 1

2
k2)

k4 = hF (ti + h, Pi + k3)

donde h representa el largo de los elementos de la partición, en este caso, al tratarse de la
partición canónica, h = T

n
.

Con este procedimiento es posible determinar soliciones muméricas como la que se muestra
en la �gura 2.1.
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Figura 2.1: Simulación modelo SIR: Ejemplo de la resolución numérica, aplicando el método de Runge-

Kutta, de un modelo SIR, con tasas α = 0,1, β = 0,5, ν = 10, y agregación de infectados en el día 10.

2.2.2. Ajuste

Considerando un conjunto de observaciones de datos reales, {yi}ni=0 ⊂ Rm, realizadas en
los tiempos {ti}ni=0, se busca estimar los parámetros θ del sistema que de�ne el modelo, al
resolver el problema de mínimos cuadrados

mı́n
θ

n∑
i=0

‖ŷi − y(ti)‖2
2

s.a. 0 ≤ P (t) ≤ 1

P ′(t) = F (t, P (t)|θ)
y(t) = o(P (t))

(2.11)
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con o : Rn → Rm la función de observaciones, que transforma las variables de estado a
descripciones observables. Típicamente o(·) es una función lineal, pero la forma no lineal
de F , además de la restricción diferencial, impiden la aplicación de herramientas usuales de
optimización.

Para resolver esta complicación, se procede a discretizar la restricción diferencial según el
método de Runge-Kutta y reescribir el problema (2.11) considerando el conjunto de tiempos
{ti}ni=1 equiespaciados para obtener una partición canónica

mı́n
θ

n∑
i=0

‖ŷi − yi‖2
2

s.a. 0 ≤ Pi ≤ 1, i = 0, 1, 2, . . . , n

Pi+1 = Pi + 1
6

(k1
i + 2k2

i + 2k3
i + k4

i )

yi = o(Pi)

(2.12)

con
k1
i = hF (ti, xi|θ)
k2
i = hF (ti + 1

2
h, xi + 1

2
k1
i |θ)

k3
i = hF (ti + 1

2
h, xi + 1

2
k2
i |θ)

k4
i = hF (ti + h, xi + k3

i |θ)

El problema (2.12) tiene en sus restricciones elementos no lineales, dados por la forma de
los sistemas epidemiológicos, por lo que se utilizan métodos de punto interior, ver sección
1.3.1, para encontrar el conjunto de parámetros.

2.2.3. Control

Puede abordarse el problema de control de manera teórica, de�niendo en los modelos epi-
demiológicos variables de control para luego aplicar herramientas como la matriz de Kalman
y el principio del Máximo de Pontryagin. Resulta natural pensar en una de estas variables
como la posibilidad de tratar a la población, tanto de manera preventiva, vacunando a los sus-
ceptibles para disminuir la cantidad de nuevos contagiados llevándolos al estado recuperado
al brindarles inmunidad, o de manera reactiva, al tratar a los individuos ya infectados. La
manera reactiva tiene mayor utilidad en el caso de enfermedades mortales, reduciendo la
peligrosidad de la enfermedad, por lo que se considera como medida de control en el presente
trabajo.

Agregando a las dinámicas descritas en el modelo SIR (2.1) el paso espontáneo de los
individuos infectados a individuos vacunados a una tasa τ . Los individuos vacunados, al
igual que los recuperados, no participan de la dinámica de la enfermedad, con lo que se
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obtiene el sistema SIRV descrito por

d

dt
P (s; t) = −ν(t)α(t)P (i; t)P (s; t)

d

dt
P (i; t) = ν(t)α(t)P (i; t)P (s; t)− β(t)P (i; t)− τ(t)P (i; t) (2.13)

d

dt
P (r; t) = β(t)P (i; t)

d

dt
P (r; t) = τ(t)P (i; t)

Por otro lado, al considerar las interacciones dadas a partir del comportamiento social
ante una enfermedad, es posible de�nir un modelo en el que existen individuos con diferentes
tasas de infección. Asumiendo que existen algunos individuos tienen un comportamiento
�precavido� y modi�can su conducta para reducir las posibilidades de infección, se caracteriza
el modelo SIRP, considerando Ω = {x1, x2} para obtener

d

dt
P (s, x1; t) = −

∑
x∈Ω

ν(t)α(x1, x; t)P (i, x; t)P (s, x1; t)

d

dt
P (i, x1; t) =

∑
x∈Ω

ν(t)α(x1, x; t)P (i, x; t)P (s, x1; t)− β(x1; t)P (i, x1; t)

−R(i, x2|i, x1; t)P (i, x1; t)−R1(i, x2|i, x1; t)P (i, x1; t)P (i, x2; t)

d

dt
P (i, x2; t) = −β(x2; t)P (i, x2; t)

+R(i, x2|i, x1; t)P (i, x1; t) +R1(i, x2|i, x1; t)P (i, x1; t)P (i, x2; t)

d

dt
P (r, x1; t) = β(x1; t)P (i, x1; t) +R(r, x1|r, x2; t)P (r, x2; t)

d

dt
P (r, x2; t) = β(x‘2; t)P (i, x2; t)−R(r, x1|r, x2; t)P (r, x2; t)

(2.14)

donde se asume que el estado x2 representa a los individuos precavidos que cambian su
comportamiento solo al estar infectados, con la tasa R(i, x2|i, x1; t) para cambios espontá-
neos y la tasa R1(i, x2|i, x1; t) para interacciones imitativas. Los individuos recuperados con
comportamiento precavido P (r, x2; t) cambian espontáneamente con la tasa R(r, x1|r, x2; t).

Debido a que la dinámica con la que los individuos cambian su estado de comportamiento
es intrínseca a los individuos, se de�ne como variable de control a R(i, x2|i, x1; t), entendién-
dola como la fuerza externa, aplicada a partir de políticas gubernamentales, que permite
modular la enfermedad.

Finalmente, a partir de los modelos extendidos, es posible aislar ciertos nodos altamente
poblados, para disminuir la propagación de la enfermedad, de�niendo las tasas de movimiento
ω como las variables de control.
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En todos los casos anteriores, se busca minimizar la cantidad total de infectados, por lo
que el problema a resolver viene dado por

mı́n
u

∫ T

0

P (i; t)dt

s.a. 0 ≤ P (t) ≤ 1

P ′(t) = F (t, P (t)|u)

P (i, t) = oi(P (t))

(2.15)

donde P (t) representa el vector de probabilidades, compuesto con todos los elemento del
sistema a describir, y P (i; t) la observación de todos los individuos infectados obtenida a
partir de la función de observaciones oi. Se considera u como el vector de variables de control
de�nida en cada caso.

Se presenta además la posibilidad de mezclar los diferentes modelos controlados y con-
siderar una segmentación etaria para responder preguntas como, por ejemplo, si resulta más
conveniente aplicar campañas publicitarias que concienticen a los individuos, vacunar a la
población o cerrar colegios, al valorizar cada medida y resolver el problema de optimización
que maximiza el valor conjunto de las medidas, o minimiza los costos de implementación de
las mismas.

2.3. Implementación

Dada la complejidad de los modelos, se realiza un estudio numérico de los mismos, tanto
para la simulación como el ajuste y control. Para facilitar además la manera en la que se
describen los modelos, se de�ne una sintaxis, inspirada en los sistemas de reacciones químicas,
ver sección 1.6, con lo que se obtiene una reducción de la complejidad con la que se describen
los sistemas de ecuaciones.

2.3.1. Sintaxis

La sintaxis planteada en el presente trabajo, se compone de una serie de instrucciones
descritas como líneas en un archivo de texto plano, en la que los dos primeros caracteres
de cada línea dan cuenta del tipo de instrucción. Se consideran en la presente versión los
siguientes tipos de instrucciones:

• $N : da cuenta que el contenido de la línea corresponde al nombre del modelo.

• $R: para denotar una regla. Ésta debe componerse por un lado izquerdo, uno derecho
y una velocidad de reacción, separadas por los símbolos �->� y �@�.

• $I: condición inicial de los elementos involucrados en la dinámica del sistema.

• $P : perturbación del sistema, que agrega elementos al cumplirse la condición temporal.
La condición temporal y cantidad de elementos a agregar se separan por el símbolo
�=>�.
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• $T : de�nición del valor que toman ciertas tasas.

El nombre del modelo es opcional, pero resulta ser útil al trabajar con diferentes modelos.
En cuanto a las reacciones, es importante notar que todos los procesos enunciados en las
ecuaciones del sistema (2.9), representan cambios espontáneos o interacciones de pares, por
lo que es posible describirlos de manera similar a reacciones químicas de orden cero y uno,
respectivamente. Cada elemento a interactuar en una reacción debe ser de la forma P (ξ) con
ξ dependiendo del modelo a considerar. Para ejempli�car se considera el modelo base SIR,
ver sistema (2.1).

$N Modelo SIR

$R P(s)+P(i) -> P(i)+P(i) @ nu*alpha/P()

$R P(i) -> P(r) @ beta

$I P(s) = 1.

$P si t == 10 => P(i)=+1./7000000

$T alpha=0.1

$T beta=0.5

$T nu=10

En este caso, ξ ∈ D representa un estado de la enfermedad, por lo que los elementos que
interactúan en las reacciones son P (s), P (i), P (r). En el ejemplo se presentan dos tipos de
reacciones, la primera es de orden 1 y describe una interacción de pares en la que un individuo
susceptible cambia su estado a infectado por acción de otro individuo infectado. La segunda
reacción representa el cambio espontáneo de un individuo infectado a estado recuperado.
Ambas reacciones cuentan con un lado izquierdo y uno derecho, que representan los reactivos
y los productos respectivamente. Por otro lado, ambas reacciones cuentan con sus respectivas
tasas de reacción que de�ne la velocidad a la que se lleva a cabo la misma. Ésta tasa puede
estar compuesta por expresiones matemáticas, variables de�nidas en las instrucciones de tasas
y funciones de elementos del sistema, siendo P () la representación de la suma de todos los
elementos del sistema. La condición inicial del sistema es P (s) = 1., representando que toda
la población es susceptible, y se agrega una cantidad de (7 · 106)−1 infectados al cumplirse
la condición que el tiempo sea igual a 10 unidades, en el presente caso, representan días. Se
de�nen además las tasas alpha, beta y nu.

Modelos más generales pueden ser representados de manera análoga para describir sistemas
más complejos. Para el sistema (2.2), se considera A = {ai}Ni=1 y se describe ξ ∈ D × A, de
forma que los elementos a considerar son de la forma P (d, a) con d ∈ D, a ∈ A. Para el caso
del sistema (2.4), se toman los conjuntos anteriores y se escribe P (d, x, a) con x ∈ Ω.

Al considerar sistemas con espacialidad, se considera el conjunto de locaciones T = {i}Li=0,
y se utiliza la notación P (ξ|n : i) con i ∈ T para el modelo difusivo y P (ξ|k : j, n : i) con
i, j ∈ T para el modelo recurrente. Con esto, los separadores admitidos de los estados son �,�
y �|�, pudiendo ocuparse indistintamente, pero se aconseja separar las locaciones del resto de
los estados con �|�.

Cabe destacar que al considerar un modelo con espacialidad deben ser agregadas las
reacciones de cambio de locación y replicar las reacciones locales en cada locación. Éste
par de consideraciones inspira la implementación de un conjunto de programas capaz de
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extender los modelos y transformar los mismos a sistemas de ecuaciones diferenciales, para
luego aplicar herramientas numéricas para simular, ajustar y controlar el sistema.

2.3.2. Programas

Los programas realizados para la ejecución de las aplicaciones mencionadas anteriormente,
ver sección 2.2, se implementan con el lenguaje de programación Python debido a la fácil
interpretación y programación que tiene este lenguaje.

Dichos programas se agrupan en clases y script, siendo las clases las encargadas de la
interpretación de la sintaxis antes de�nida, ver sección 2.3.1, y los scripts los programas que
ejecutan las diferentes aplicaciones.

Dos clases son implementadas, la primera de ellas es la clase Ciudad que es capaz de inter-
pretar un sistema descrito en forma de reacciones y generar un archivos con las transcripciones
del sistema necesarias para simular y optimizar el mismo. Además entrega las funcionalidades
de de�nición de una partición aleatoria del espacio, considerando las topologías descritas en
la sección 1.2.4 y los tipos de movimiento de�nidos en la sección 1.2.3, para luego generar
una extensión del sistema local a uno de mayor complejidad. La otra clase implementada es
la denominada Sistema, que es generada por una instancia de la clase Ciudad y permite la
simulación del sistema descrito en base a reacciones, a partir de la discretización del sistema
con el método Runge-Kutta implementado en el modelo scipy de Python. Ésta clase torga
además una herramienta de visualización de las simulaciones posibilitando la selección de las
variables de estado a gra�car.

Otra salida generada automáticamente por la clase Ciudad es el archivo sistema.apm,
que resulta ser la transcripción del sistema en reacciones en un modelo interpretable por la
aplicación APMonitor.

El lenguaje de modelamiento APMonitor es un software de optimización entera mix-
ta y ecuaciones algebraicas diferenciales. Cuenta con optimizadores de gran escala lineales,
cuadráticos, no lineales, y programación entera mixta (NA, QP, PNL, MILP, MINLP). Entre
sus modos de funcionamiento se incluyen la reconciliación de datos, optimización en tiempo
real, simulación dinámica y control predictivo no lineal, disponible a través de MATLAB,
Python, o desde una interfaz de navegador. Entre los métodos de optimización que ejecuta,
se encuentra la optimización de punto interior, ver sección 1.3.1, a partir de la librería de
optimización IPOPT programada en C++. Además entrega una sintaxis simple para la im-
plementación de problemas con restricciones de tipo diferencial, realizando internamente la
discretización de las mismas. Por éste motivo, simpli�ca el planteamiento de los sistemas, sin
tener que recurrir directamente a métodos como los descritos en la sección 1.5.

Cada uno de los scripts programados utiliza la clase Ciudad para la transcripción del
sistema descrito como reacciones en un archivo sistema.py o sistema.apm, dependiendo si el
caso a estudiar requiere simulación u optimización, y están conformados por una secuencia de
instrucciones que resuelven la problemática a estudiar, por lo que no se describen en detalle.
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Capítulo 3

Casos de Estudio

Para estudiar las capacidades de los modelos propuestos, se plantean diversos escenarios
a través de los cuales se analiza la simulación, ajuste y control de los mismos. Partiendo
del sistema base SIR se generan tres extensiones de segmentación, de�nidos a partir de
las dinámicas de movimiento consideradas, además de diferentes modelos derivados, que
consideran la interacción de diferentes tipos de individuos, para abarcar todas las aplicaciones
recientemente descritas.

Para el caso de la simulación, se consideran principalmente resultados grá�cos para deter-
minar la forma que tienen las trayectorias de los modelos extendidos, en comparación con el
modelo local. En los casos de ajuste y control, se presentan resultados numéricos, calculados
a partir de los valores de las respectivas funciones objetivo y la diferencia de las tasas es-
peradas, para poder determinar la calidad del ajuste. Mientras que en el caso de control, se
presentan las condiciones �nales de las distintas probabilidades, para determinar la estrategia
más e�ciente.

3.1. Simulación

Para estudiar las capacidades de simulación que ofrecen los modelos, se plantea comenzar
con un sistema SIR local, entendiéndolo como aquel en el que todos los individuos tienen
posibilidad de generar encuentros con cualquier otro. Este concepto caracteriza un sistema
bien revuelto y representa una de las premisas básicas para considerar los modelos compar-
timentalizados clásicos, ver sección 1.2.1.

El modelo local es luego extendido a sistemas segmentados con diferentes modelos de
movimiento y topología de conectividad entre las locaciones, comparándolas y estudiando las
características emergentes.
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3.1.1. Modelo Base: SIR local

Como fue descrito en la sección 2.1 el modelo base de simulación es el sistema SIR,
considerando que inicialmente toda la población es susceptible a adquirir la enfermedad y
que un individuo infectado es agregado al inicio del día 10, se obtiene el sistema descrito en
reglas como sigue

$N Modelo SIR

$R P(s)+P(i) -> P(i)+P(i) @ nu*alpha/P()

$R P(i) -> P(r) @ beta

$I P(s) = 1.

$P si t == 10 => P(i)=+1./7000000

$T alpha=0.1

$T beta=0.5

$T nu=10

En este sistema se asume que la población está constituida por siete millones de individuos
susceptibles al comienzo de la simulación. Debido a que se busca determinar la evolución de
la probabilidad de encontrar un individuo en cada estado de la enfermedad, los valores se
estandarizan obteniendo una condición inicial de probabilidad 1 de encontrar un individuo
susceptible y la agregación de un individuo infectado se describe como uno dividido en siete
millones. Las tasas de�nidas para este caso son alpha = 0,1 para la efectividad de la infección,
beta = 0,5 para la tasa de recuperación y nu = 10 para la cantidad de encuentros promedio
de cada individuo.

Con la aplicación de las funcionalidades de la clase Ciudad, se traduce el sistema en
reacciones a un archivo Python que implementa una instancia de la clase Sistema. Con esta
clase, se realiza la simulación de la evolución del sistema en los primeros 100 días, obteniéndose
el resultado que se muestra en la �gura 3.1.1.
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Figura 3.1: Simulación sistema SIR base: Ejemplo de la resolución numérica, aplicando las rutinas

implementadas sobre un modelo SIR, con tasas alpha = 0,1, beta = 0,5, nu = 10, y agregación de un

infectado en el día 10.
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3.1.2. Extensiones

Tomando como base el modelo anterior, se procede a estudiar el comportamiento de la
evolución de los sistemas compartimentalizados en diferentes situaciones, utilizando la fun-
cionalidad de extensión del sistema implementada en la clase Ciudad.

Se presenta la evolución de la enfermedad por locación para comparar los modelos de
movimiento difusivo y recurrente, utilizando para el modelo difusivo tasas de movimiento
constantes, mientras que para el modelo recurrente tasas constantes y variables en el tiempo.

Para esto, se genera aleatoriamente un grafo de Erdös-Rényi de 20 nodos y 40 aristas para
cada modelo, con la función partición de la clase Ciudad. Cada nodo de�ne un elemento de
la partición del espacio y se asume que el cambio de individuos entre dos de ellos se realiza
sólo a través de las aristas de�nidas del grafo. El tipo de movimiento se ve representado por
etiquetas sobre las aristas que contienen los valores de las tasas dependiendo del caso.

Las condiciones iniciales y las perturbaciones se escalan para mantener las proporciones
del modelo base. Repartiendo la cantidad de individuos susceptibles iniciales de manera
uniforme entre las locaciones de�nidas, y considerando la perturbación que agrega al sistema
un individuo infectado limitada a la locación cero.

Los modelos estudiados solo di�eren en la manera en la que los individuos pueden cambiar
de ubicación, por lo que se detallan a continuación.

Difusivo tasa Constante

Al considerar un modelo con movimiento difusivo, es necesario almacenar la locación de
cada individuo, como también determinar la forma en la que cambian de locaciones. Para
de�nir dicho cambio de locación, se toma cada nodo del grafo descrito anteriormente y se
elige una tasa total de salida con distribución uniforme entre 0,1 y 0,6. Luego, para cada
vecino de este nodo se elige aleatoriamente una fracción de la tasa total de salida. De este
modo, cada arista posee dos tasas de movimiento, una en cada sentido.

A partir de este grafo se extiende el modelo base con la función transforma_modelo para
luego obtener un archivo Python con la clase Sistema del modelo extendido y se realiza la
simulación de 100 días del sistema. Luego se compara el modelo base con el este modelo, ver
�gura 3.2, estudiando además la evolución temporal de la cantidad de individuos en cada
locación, ver �gura 3.3

A simple vista de la �gura 3.2, es posible notar que en el modelo extendido la velocidad
de propagación de la enfermedad es menor que en el modelo base, re�ejado en la forma más
amplia que tiene la curva de infectados en el modelo extendido. A pesar de esto, la cantidad
�nal de individuos recuperados es prácticamente el mismo en ambos modelos.

En cuanto a la forma que presentan las curvas de la cantidad de individuos, ver �gura 3.2
derecha, gran parte de ellas tienden a alcanzar un comportamiento estable con el avance del
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Figura 3.2: Comparación de Sistema Difusivo Constante: A la izquierda se muestra la evolución

del modelo base, mientras que a la derecha, la evolución global del modelo extendido. El grá�co inferior

representa la evolución de la cantidad de individuos en cada locación.

tiempo, lo cual se justi�ca en la estabilidad alcanzada en la distribución de los individuos al
modelar sistemas difusivos con tasas constantes, ver sección 1.2.3.

Al analizar el avance de la enfermedad en cada locación, ver �gura 3.3, llama la atención
la manera paulatina en la que las locaciones se ven afectadas. Al día 20, sólo seis locaciones
presentan indicios de una baja infección, mientras que al día 40 todo el sistema cuenta con
infectados, observándose diferentes porcentajes de susceptibles en cada locación. Al avanzar
los días la infección tiende a alcanzar un equilibrio a lo largo de todos los elementos de la
segmentación del espacio. A pesar de esto, en los días 60 y 80 aun persiste la presencia de
infectados, desapareciendo �nalmente en el día 100.

Recurrente tasa Constante

El modelo con movimiento recurrente y tasa constante es derivado de manera similar
al anterior, sólo que en este caso se mantiene la manera en que se determinan las tasas
de movimiento, pero se di�ere en la información almacenada de cada individuo. Para este
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Figura 3.3: Evolución Sistema Difusivo Constante: Descripciones instantáneas del sistema extendido.

El grafo representa la segmentación del espacio, mientras que el tamaño de los nodos da cuenta de la cantidad

de individuos en cada locación. La escala de colores representa a la cantidad de individuos no susceptibles

en cada locación, es decir, la suma de infectados y recuperados, mientras que el color rojo del borde de cada

nodo representa la presencia de infectados. Se toman descripciones para los días 0, 20, 40, 60, 80 y 100.

modelo es necesario tener conocimiento de la locación recurrente de cada individuo además
de la locación actual, restringiendo el movimiento de cada individuo entre su nodo recurrente
y los nodos conectados a este. Se tienen así dos tasas para cada arista, una de ida y una de
vuelta, descritas por ωknk para abandonar la locación recurrente k y ωkkn para volver a ella,
siendo calculada cada una según la metodología del modelo difusivo constante.

La implementación se realiza de manera análoga al caso anterior, extendiendo el modelo
base a uno compartimentalizado según la conectividad del grafo descrito y simulando 100
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días. Se compara también el modelo base con el modelo recurrente contante, ver �gura 3.4,
y se estudia además la evolución temporal, ver �gura 3.5.
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Figura 3.4: Comparación de Sistema Recurrente Constante: A la izquierda se muestra la evolución

del modelo base, mientras que a la derecha, la evolución global del modelo extendido. El grá�co inferior

representa la evolución de la cantidad de individuos en cada locación.

En este caso, ver �gura 3.4, la diferencia en la velocidad de propagación de la enfermedad es
aún más marcada, notando que la curva de infectados en el modelo segmentado presenta una
forma más amplia y alcanza un máximo menor que la correspondiente en el modelo base. De
esto se concluye que el avance de la enfermedad es menor en el modelo compartimentalizado
al contrastarlo con el modelo base, de manera similar a lo ocurrido en el modelo anterior.
También se observa una tendencia a la estabilidad en la cantidad de individuos por locación,
siendo menos marcada que en el caso difusivo constante.

En cuanto al avance de la enfermedad por locación, ver �gura 3.5, se nota que la presencia
de infectados se extiende antes de observar cambios sustanciales en las locaciones afectadas,
ya que se observan seis locaciones con borde rojo sin notar cambios en la escala de color de
las mismas. Conforme avanza el tiempo, las locaciones van cambiando su color dentro de la
escala de manera desigual, re�ejando que la enfermedad no avanza de manera similar a lo
largo del conjunto de locaciones. Finalmente, hacia el �n de la simulación, se observa que la
proporción de susceptibles es diferente en cada elemento de la segmentación.
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Figura 3.5: Evolución Sistema Recurrente Constante: Descripciones instantáneas del sistema exten-

dido. El grafo representa la segmentación del espacio, mientras que el tamaño de los nodos da cuenta de

la cantidad de individuos en cada locación. La escala de colores representa a la cantidad de individuos no

susceptibles en cada locación, es decir, la suma de infectados y recuperados, mientras que el color rojo del

borde de cada nodo representa la presencia de infectados. Se toman descripciones para los días 0, 20, 40, 60,

80 y 100.

Recurrente tasa Variable

El modelo con movimiento recurrente y tasa variable nace de la observación de situaciones
cotidianas, en las que los individuos cambian su locación principalmente dos veces al día, en
las mañanas para asistir a trabajos, centros de estudio o cualquier otra ubicación y vuelven
a sus hogares en la tarde. Para lograr este efecto, se consideran dos tasas que varían en el
tiempo, una de ida centrada en las 8:00 horas y una de vuelta centrada en las 16:00. Para
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cada caso se considera que la tasa varía como una función gaussiana de varianza equivalente
a dos horas.

La amplitud de cada función gaussiana es determinada de manera aleatoria entre las
locaciones conectadas a la locación recurrente de cada individuo, análogo al caso difusivo
constante. Estas amplitudes son multiplicadas por 10 y 100 respectivamente para la tasa de
ida y de vuelta, de manera de compensar el corto intervalo y el rápido descenso de la función
gaussiana y poder así apreciar cambios en las cantidades. Se destaca además que el mayor
factor que multiplica la tasa de vuelta se debe a que la cantidad de individuos que cambian
su locación es proporcional a los que pueden transportarse por cada arco, por lo que la tasa
de vuelta debe ser mayor para permitir que los individuos vuelvan a su locación recurrente.
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Figura 3.6: Comparación de Sistema Recurrente Variable: A la izquierda se muestra la evolución

del modelo base, mientras que a la derecha, la evolución global del modelo extendido. El grá�co inferior

representa la evolución de la cantidad de individuos en cada locación.

La comparación del modelo compartimentalizado con el base, ver �gura 3.6 presenta car-
acterísticas similares a los anteriores, al presentar una velocidad de propagación de la enfer-
medad mayor en el modelo compartimentalizado, presentando mayor similitud, en amplitud
y forma de la curva de infectados, con el modelo difusivo constante. La forma en la que
cambia la cantidad de individuos resulta un comportamiento diferente a los antes expuestos,
presentando las oscilaciones esperadas en el proceso de movimiento hogar-trabajo. Se observa
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además un período de transiente en las curvas de movimiento que se estabiliza alrededor del
día 60.

La evolución de la enfermedad a lo largo de las locaciones, ver �gura 3.7, avanza pau-
latinamente, compartiendo características con los modelos anteriores al mostrar presencia de
infectados en varias locaciones antes de que se observen efectos importantes de la enfermedad.
Se llega también a un estado de homogeneidad en la cantidad de no susceptibles, mostrando
similitudes con el modelo difusivo constante.

No Susceptibles al tiempo: 0.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0 No Susceptibles al tiempo: 20.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0

No Susceptibles al tiempo: 40.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0 No Susceptibles al tiempo: 60.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0

No Susceptibles al tiempo: 80.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0 No Susceptibles al tiempo: 100.000 días

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0

Figura 3.7: Evolución Sistema Recurrente Variable: Descripciones instantáneas del sistema extendido.

El grafo representa la segmentación del espacio, mientras que el tamaño de los nodos da cuenta de la cantidad

de individuos en cada locación. La escala de colores representa a la cantidad de individuos no susceptibles

en cada locación, es decir, la suma de infectados y recuperados, mientras que el color rojo del borde de cada

nodo representa la presencia de infectados. Se toman descripciones para los días 0, 20, 40, 60, 80 y 100.
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3.1.3. Velocidad de Movimiento

Dadas las similitudes determinadas en las anteriores simulaciones, se plantea el estudio del
efecto de la tasa de velocidad en el comportamiento de los modelos compartimentalizados.
Para esto se toman los tres modelos de la sección anterior 3.1.2 y se multiplican todas las tasas
de movimiento de cada modelo por los factores {0,1, 1, 10}. Se presentan los resultados grá�cos
de la evolución global, para el cambio de la probabilidad de encontrar susceptibles, infectados
y recuperados, como también la forma en la que las locaciones cambian sus respectivas
probabilidades de encontrar individuos en ellas.
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Figura 3.8: Comparación velocidades modelo difusivo constante: Cada �la representa el modelo con

las tasas de velocidad ponderadas por los factores 0.1,1,10. La columna izquierda muestra la dinámica global,

mientras que la derecha da cuenta del cambio en la cantidad de individuos en cada locación.
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Figura 3.9: Comparación velocidades modelo recurrente constante: Cada �la representa el modelo

con las tasas de velocidad ponderadas por los factores 0.1,1,10. La columna izquierda muestra la dinámica

global, mientras que la derecha da cuenta del cambio en la cantidad de individuos en cada locación.

Para el caso difusivo constante, ver �gura 3.8, es claro que la velocidad afecta la dinámica
de la enfermedad, acentuando las pendientes de las curvas al aumentar el factor de multi-
plicación. Este efecto da cuenta del aumento en la velocidad de la infección, lo cual resulta
interesante al tomar en consideración que las tasas de la enfermedad no se ven afectadas.
En cuanto al movimiento de los individuos, se puede notar que conforme aumenta el factor
de multiplicación, las probabilidades asociadas a la cantidad de individuos se estabilizan con
mayor rapidez. Con esto al llegar al factor 10, la dinámica de la enfermedad presenta un
comportamiento similar al del modelo base.
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Figura 3.10: Comparación velocidades modelo recurrente variable: Cada �la representa el modelo

con las tasas de velocidad ponderadas por los factores 0.1,1,10. La columna izquierda muestra la dinámica

global, mientras que la derecha da cuenta del cambio en la cantidad de individuos en cada locación.

Por otro lado, la forma en la que se comporta el sistema frente al aumento del factor de
multiplicación tiende a presentar similitudes con el modelo base en el que todos los elementos
se encuentran en la misma locación.

En el caso del modelo recurrente constante, ver �gura 3.9, el efecto es similar al anterior,
con un aumento de la inclinación de pendientes en las curvas levemente menor, pero superando
el período de transiente en el movimiento con mayor facilidad. Presenta también similitudes
con el modelo base.
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El caso del modelo recurrente variable, ver �gura 3.10, presenta las mismas caracterís-
ticas principales de los anteriores, pero dado que los factores multiplicadores solo afectan
la amplitud y no la forma de las tasas de ida y vuelta, es posible notar en las curvas de
movimiento pequeñas �uctuaciones para el factor 0,1, aunque la tendencia de las mismas
curvas se asemeja a las del modelo recurrente constante.

3.1.4. Transiente

Es claro el efecto de la velocidad en el período de transiente, necesario para alcanzar el
equilibrio en la cantidad de individuos en las diferentes locaciones, por lo que se realiza el
estudio del efecto que tiene la adición de un individuo infectado con respecto al período de
transiente. Basándose en los modelos extendidos con movimiento difusivo constante, recu-
rrente constante y recurrente variable, ver sección 3.1.2, se adiciona un individuo infectado
en los días 10, 20, 40, 80. Para comparar los resultados, se presentan 100 días de simulación,
partiendo el día en que se adiciona un infectado al sistema.
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Figura 3.11: Movimiento modelo difusivo constante: Estabilización en la cantidad de individuos

durante los primeros 200 días de la enfermedad.

El movimiento de los individuos en el modelo difusivo constante, ver �gura 3.11, no logra
llegar completamente a un equilibrio durante los 200 días de simulación, pues cuatro loca-
ciones tienden a aumentar sostenidamente la cantidad de individuos. A pesar de este hecho,
la evolución de la enfermedad a partir de la adición de infectados en los días del 10 al 100
no presentan diferencias signi�cativas, ver �gura 3.12, manteniendo similitudes en cada caso
con el modelo base, ver �gura 3.1.1.

La dinámica del movimiento de los individuos en modelo recurrente variable, ver �gura
3.13, presenta un pronunciado cambio durante los primeros 30 días. Partiendo desde la dis-
tribución uniforme de los individuos entre las locaciones, hasta tomar diferentes valores entre
0,02 y 0,08. Al menos siete locaciones siguen presentando cambios hasta el día 200, pero a
una menor tasa que la presentada en los primeros 30 días.
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Figura 3.12: Esparcimiento de la enfermedad: Comparación de la dinámica de la enfermedad para la

adición de infectados en diferentes días. En la primera �la se presenta el resultado para los días 10,20 de

izquierda a derecha, mientras que en la segunda �la para los días 40, 80.
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Figura 3.13: Movimiento modelo recurrente constante: Estabilización en la cantidad de individuos

durante los primeros 200 días de la enfermedad.

Al igual que en caso anterior, la evolución de la enfermedad no presenta diferencias sig-
ni�cativas en base al día en que se adiciona el individuo infectado, ver �gura 3.14. Pero es
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Figura 3.14: Esparcimiento de la enfermedad: Comparación de la dinámica de la enfermedad para la

adición de infectados en diferentes días. En la primera �la se presenta el resultado para los días 10,20 de

izquierda a derecha, mientras que en la segunda �la para los días 40, 80.

posible notar un cambio en la forma de la curva de infectados de los dos primeros mode-
los, correspondientes a la adición de infectados en el período transiente, con respecto a los
cuatro restantes que adicionan al infectado en un período más equilibrado. Sin embargo, las
condiciones �nales de la simulación prácticamente no di�eren en cada caso.

El período de transiente en el caso del modelo recurrente variable, ver �gura 3.15, tiene
sentido de análisis al tomarlo en cuenta con respecto a la tendencia del movimiento. Este pre-
senta una duración menor a los 50 días, a partir del cual los individuos �uctúan, establemente,
entre sus locaciones recurrentes. En este caso, al igual que en el modelo difusivo contante,
todos los modelos presentan similitud con el modelo base, ver �gura 3.1.1, sin presentar
diferencias entre ellos a pesar del período de transiente.

Con estos resultados es posible descartar el efecto del transiente en la similitud que pre-
senta la dinámica de los modelos extendidos con el modelo base, dejando como principal
causante a la velocidad con la que los individuos cambian de locación.
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Figura 3.15: Movimiento modelo recurrente variable: Estabilización en la cantidad de individuos

durante los primeros 200 días de la enfermedad.
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Figura 3.16: Esparcimiento de la enfermedad: Comparación de la dinámica de la enfermedad para la

adición de infectados en diferentes días. En la primera �la se presenta el resultado para los días 10,20 de

izquierda a derecha, mientras que en la segunda �la para los días 40, 80.
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3.2. Ajuste

Otra aplicación del modelo teórico planteado, es la capacidad de ajustarse a datos epi-
demiológicos reales, pero dada la di�cultad de obtener datos reales de buena calidad y con-
�abilidad, se presentan diferentes situaciones de análisis con datos generados por los mismos
modelos. Estas situaciones se separan en cuatro grupos para analizar la sensibilidad del
ajuste, según la cantidad de puntos, la relación entre la cantidad de variables ajustadas y la
cantidad de parámetros, en modelos extendidos y el primer porcentaje de puntos.

Para la obtención de resultados de todas estas situaciones, se utiliza la aplicación APMoni-
tor. Se considera el modelo base, ver sección 3.1.1, en el que se adiciona un individuo infectado
en el día 10 de simulación. Debido a que APMonitor no cuenta con la implementación de
perturbaciones, se traslada el inicio de los datos ajustados al día 10, para considerar así la
perturbación como una condición inicial. Para la generación de datos se sigue considerando
la adición del individuo infectado como una perturbación, para dar tiempo de equilibrio en
los modelos con diferentes locaciones.

3.2.1. Cantidad de puntos

Debido a que la formulación discreta del problema de ajuste, ver problema 2.12, toma
en cuenta la discretización de Runge-Kutta para resolver el problema continuo, ver 2.11, la
distancia entre los puntos de�ne el error de la aproximación. Por esto resulta determinante
la utilización de una secuencia de mediciones su�cientemente cercanas en tiempo.

Para asimilar la poca disponibilidad de datos reales, se genera la simulación con un paso
de 0,05 días, pero sólo se selecciona un dato al día. Al requerirse una menor distancia entre
los puntos, se interpolan los datos diarios para presentar una posible manera de solucionar
la poca disponibilidad de datos reales.

El sistema utilizado para la generación de estos datos, es el modelo SIR de parámetros
alpha = 0,1, beta = 0,5 y nu = 10.

Se consideran tres casos de ajuste, en los que se busca recuperar los parámetros epidemi-
ológicos alpha y beta, que dan cuenta de la tasa de contagio y recuperación, respectivamente.
A partir de datos separados por cuatro días, un día y doce horas. En todos los casos se
considera el problema de optimización 2.11 con la función objetivo∑

ti

||P (ti)− P̂ (ti)||22 (3.1)

para P (t) = (P (x, t), P (i, t), P (r, t))t los vectores a ajustar y P̂ (t) los análogos con mediciones
reales, el conjunto ti en el intervalo [10, 100]. Eligiendo el límite inferior para considerar al
adición del individuo infectado como condición inicial.

Es claro al analizar la �gura 3.17, que el ajuste mejora al reducir la distancia entre los
puntos (h), ya que las curvas de valores simulados y ajustados disminuyen su separación,
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Figura 3.17: Comparación separación de puntos: Determinación de los parámetros del modelo sir, a

partir de datos generados con el mismo sistema. De izquierda a derecha se presentan las dinámicas de los

modelos ajustados para datos espaciados en cuatro días y un día. Abajo se presenta la dinámica con datos

espaciados por doce horas.

líneas punteadas y continuas respectivamente. Se resumen las tasas obtenidas y la función
objetivo.

h alpha beta Error

Cuatro días 0,045 0,199 0,700

Un día 0,079 0,381 0,076

Doce horas 0,089 0,434 0,038

Tabla 3.1: Resumen de ajuste por cantidad de puntos: Valores ajustados para los parámetros alpha y

beta para los tres casos separación de puntos. EL error representa el valor de la función objetivo del problema

de ajuste.

En la tabla 3.1, se corroboran los resultados de la simple inspección de la �gura 3.17. Se
mejora la cercanía de los parámetros ajustados a los esperados y se reduce el error del ajuste,
mientras se reduce la distancia entre los puntos.
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3.2.2. Relación entre cantidad de variables y parámetros

En el estudio anterior se utilizan todas las variables de estado para realizar el ajuste, pero
en condiciones reales no se cuenta con la descripción de la dinámica de cada subconjunto de
la población. Es por esto que se revisan las capacidades de ajuste con menos variables de
estado y su relación en la determinación de diferentes cantidades de parámetros. Se considera
un espaciado del tiempo de 1 día en todas los ajustes.

Se utilizan tres modelos para este estudio. El primero es el ya ampliamente utilizado mo-
delo SIR y dos extensiones que muestran las capacidades de modelamiento de las ecuaciones
de tipo Boltzmann, ver sección 1.2.2, estos son los modelos SIRP y SIRE.

Modelo SIR

Se compara la determinación de parámetros epidemiológicos en dos casos. El primero con
objetivo en las curvas de susceptibles, infectados y recuperados (s-i-r), mientras que en el
segundo caso sólo se considera como objetivo del ajuste la curva de los infectados (i). Los
parámetros simulados son los mismos que en la sección de análisis de puntos.
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Figura 3.18: Ajuste modelo SIR con objetivo s-i-r: Resultado del ajuste del modelo SIR con respecto

a todas las variables como función objetivo. Se presentan las variables objetivo a la izquierda y los elementos

del sistema a la derecha.

Al considerar como objetivo del ajuste a los elementos s-i-r, ver �gura 3.18, se obtiene un
muy buen ajuste, dando cuenta de la cercanía de las curvas de datos simulados y ajustados.
En el grá�co izquierdo se muestran las curvas de las variables ajustadas, entre los días 10
y 100 que son utilizados para realizar dicho ajuste. En el grá�co derecho se muestra la
dinámica completa para todas las variables del sistema. En ambos casos las líneas punteadas
representan los valores simulados, mientras que las continuas a los valores ajustados.

En el caso de ser el objetivo de ajuste sólo la curva de infectados, ver �gura 3.19, el ajuste
no es tan bueno como el anterior, presentándose mayores diferencias entre valores simulados
y ajustados. Se presentan los parámetros obtenidos en la tabla 3.2.
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Figura 3.19: Ajuste modelo SIR con objetivo i: Resultado del ajuste del modelo SIR con respecto

a la variable de infectados como función objetivo. Se presentan las variables objetivo a la izquierda y los

elementos del sistema a la derecha.

Resulta interesante que el modelo que tiene el menor error del ajuste, en este caso la
correspondiente a los objetivos s-i-r, presenta parámetros más alejados de los reales, ver
tabla 3.2. En este caso no es posible usar de comparación la función objetivo, pues esta se
aplica a una diferente cantidad de variables en cada caso. Por este motivo se presenta en la
tabla la función elementos.

Objetivo alpha beta Error de ajuste Error de sistema

s-i-r 0,079 0,381 0,276 0,276

i 0,087 0,462 0,075 0,530

Tabla 3.2: Resumen de ajuste por cantidad de puntos: Valores ajustados para los parámetros alpha y

beta para las dos funciones objetivo. EL error de ajuste representa el valor de la función objetivo del problema

de ajuste, mientras que el error de sistema es la aplicación de la función 3.1 a todos los elementos del sistema.

Modelo SIRP

El modelo SIRP es una extensión del modelo SIR, ver sistema 2.14, que toma como
adicional consideración el estado de precaución de cada individuo. Se consideran dos estados
de precaución x1,x2, siendo el último el representante de los individuos que toman medidas
para reducir las posibilidades de contagio. En la sintaxis de�nida en el presente trabajo, ver
sección 2.3.1,el sistema viene dado por

$N Modelo SIRP

$R P(x1,i) -> P(x2,i) @ Rx2x1

$R P(x2,r) -> P(x1,r) @ Rx1x2

$R P(x1,i)+P(x2,i) -> P(x2,i)+P(x2,i) @ nu*R1x2x1/P()

$R P(x1,i)+P(x1,i) -> P(x1,i)+P(x2,i) @ nu*R2x2x1/P()

$R P(x1,s)+P(x1,i) -> P(x1,i)+P(x1,i) @ nu*alpha/P()
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$R P(x1,s)+P(x2,i) -> P(x1,i)+P(x2,i) @ 0.1*nu*alpha/P()

$R P(x1,i) -> P(x1,r) @ beta

$R P(x2,i) -> P(x2,r) @ beta

$I P(x1,s) = 1.

$P si t == 10 => P(x1,i)=+1./7000000

$T Rx1x2=0.1

$T Rx2x1=0.05

$T R1x2x1=0.4

$T R2x2x1=0.01

$T alpha=0.1

$T beta=0.5

$T nu=10

Se diferencian dos grupos de tasas, las epidemiológicas alpha, beta, y las asociadas a la
dinámica social. Siguiendo la nomenclatura de las ecuaciones de tipo Boltzmann, ver sección
1.2.2, Rx1x2 y Rx2x1 representan las tasas de cambio espontáneo desde el estado x2 al x1
y viceversa, mientras que las tasas R1x2x1 y R2x2x1 representan el cambio desde el estado
x1 al x2 por interacciones de pares en procesos imitativos y evitativos respectivamente.

Es posible asociar la tasa espontánea Rx2x1 como una fuerza externa, por ejemplo una
política gubernamental que busque favorecer las buenas prácticas ante una enfermedad, de
manera de disminuir la posibilidad de contagio.

Se presentan tres casos de estudio en base a este sistema. El primero para determinar
las tasas epidemiológicas, el segundo para las sociales y el tercero para determinar todas las
tasas. En todos los casos se utilizan como objetivo las trayectorias s-i-r, representando para
este modelo, la suma sobre los estados de precaución de los individuos susceptibles, infectados
y recuperados, respectivamente.
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Figura 3.20: Ajuste modelo SIRP de tasas epidemiológicas: Resultado del ajuste del modelo SIRP

con respecto a las variables s-i-r como función objetivo. Se presentan los elementos epidemiológicos en la

izquierda y los elementos sociales del sistema en la derecha.
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Figura 3.21: Ajuste modelo SIRP de tasas sociales: Resultado del ajuste del modelo SIRP con respecto

a las variables s-i-r como función objetivo. Se presentan los elementos epidemiológicos en la izquierda y los

elementos sociales del sistema en la derecha.
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Figura 3.22: Ajuste modelo SIRP de todas las tasas: Resultado del ajuste del modelo SIRP con

respecto a las variables s-i-r como función objetivo. Se presentan los elementos epidemiológicos en la izquierda

y los elementos sociales del sistema en la derecha.

Al analizar los tres casos, ver �guras 3.20, 3.21 y 3.22, es posible notar que los elementos
considerados como objetivo del ajuste presentan un error pequeño en comparación con el
ajuste de las trayectorias de las dinámicas sociales.

La calidad del ajuste de cada caso es determinado por los errores presentados en la tabla
3.4, de donde se observa que el caso en el que se determinan las variables epidemiológicas, es
el que presenta el menor error total. También se desprende que no hay una relación directa
entre la cantidad de tasas a determinar con la calidad del ajuste, ya que al determinar las
cuatro tasas sociales se obtiene un ajuste con mayor error que al determinar las siete tasas
del sistema.
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Tasas alpha beta nu Rx1x2 Rx2x1 R1x2x1 R2x2x1

simulados 0,1 0,5 10 0,1 0,05 0,4 0,01

epidemiológicas 1,029 0,462 0,859

sociales 0,0005 0,119 0,0003 0,030

todas 0,191 0,499 0,220 0,002 0,0 0,003 0,010

Tabla 3.3: Comparación de tasas ajustadas, modelo SIRP : Resultado del ajuste de constantes en

cada caso, contrastado con las tasas simulados.

Caso Error s-i-r Error x1-x2 Error total

epidemiológicas 0,030 0,034 0,035

sociales 0,317 1,398 2,060

todas 0,029 0,124 0,078

Tabla 3.4: Comparación de errores de ajuste, modelo SIRP : Errores en el ajuste de las variables

epidemiológicas, sociales y total para cada caso estudiado.

Modelo SIRE

El modelo SIRE se desprende también del modelo SIR, buscando re�ejar como el factor
etario modula la dinámica de una enfermedad, al atacar con más fuerza a individuos de
muy corta o avanzada edad. Permite a su vez la evaluación de estrategias de vacunación,
considerando la alta valoración social con que gozan las campañas de protección a infantes.
La descripción del modelo en la sintaxis de�nida, ver sección 2.3.1, se presenta a continuación

$N Modelo SIRE

$R P(a1,s)+P(a1,i) -> P(a1,i)+P(a1,i) @ nu_11*alpha_1/P()

$R P(a1,s)+P(a2,i) -> P(a1,i)+P(a2,i) @ nu_12*alpha_1/P()

$R P(a1,s)+P(a3,i) -> P(a1,i)+P(a3,i) @ nu_13*alpha_1/P()

$R P(a2,s)+P(a1,i) -> P(a2,i)+P(a1,i) @ nu_12*alpha_2/P()

$R P(a2,s)+P(a2,i) -> P(a2,i)+P(a2,i) @ nu_22*alpha_2/P()

$R P(a2,s)+P(a3,i) -> P(a2,i)+P(a3,i) @ nu_23*alpha_2/P()

$R P(a3,s)+P(a1,i) -> P(a3,i)+P(a1,i) @ nu_13*alpha_3/P()

$R P(a3,s)+P(a2,i) -> P(a3,i)+P(a2,i) @ nu_23*alpha_3/P()

$R P(a3,s)+P(a3,i) -> P(a3,i)+P(a3,i) @ nu_33*alpha_3/P()

$R P(a1,i) -> P(a1,r) @ beta_1

$R P(a2,i) -> P(a2,r) @ beta_2

$R P(a3,i) -> P(a3,r) @ beta_3

$I P(a1,s) = .2

$I P(a2,s) = .7

$I P(a3,s) = .1

$P si t == 10 => P(a2,i)=+1./7000000

$T alpha_1=0.3

$T alpha_2=0.1

$T alpha_3=0.2
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$T beta_1=0.3

$T beta_2=0.5

$T beta_3=0.2

$T nu_11=10

$T nu_12=5

$T nu_13=2

$T nu_22=12

$T nu_23=3

$T nu_33=2

Para este modelo se diferencian las tasas epidemiológicas, para dar cuenta de las distintas
probabilidades de contagio con alpha_i, los diferentes tiempos de recuperación modulados
por beta_i y las diferentes cantidades de encuentro promedio entre las diferentes segmenta-
ciones etarias nu_ij. Se considera como distribución inicial de edades un 20% de menores,
70% de jóvenes y adultos, y 10% de adultos mayores.
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Figura 3.23: Ajuste modelo SIRE de tasas de encuentro: Resultado del ajuste del modelo SIRE con

respecto a las variables s-i-r como función objetivo. EL grá�co superior izquierdo muestra el ajuste de las

variables objetivo, mientras que la superior derecha muestra las variables s-i-r para el grupo etario a1. En la

�la inferior se muestra el ajuste para las variables del grupo etario a2 a la izquierda y a3 a la derecha.
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Debido a que la dinámica de la enfermedad se desarrolla en 100 días, no se considera la
dinámica de cambio en los grupos etáreos. Así, el grupo etario puede entenderse como una
clase de las formulaciones de las ecuaciones de tipo Boltzmann, ver sección 1.2.2.

Se consideran dos casos de estudio. El primero para determinar las tasas de encuentros
promedio nu_ij, �gura 3.23, y un segundo que busca ajustar las doce tasas del modelo,
�gura 3.24. En ambos casos se utilizan las trayectorias s-i-r para de�nir la función objetivo.
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Figura 3.24: Ajuste modelo SIRE de todas las tasas: Resultado del ajuste del modelo SIRE con

respecto a las variables s-i-r como función objetivo. EL grá�co superior izquierdo muestra el ajuste de las

variables objetivo, mientras que la superior derecha muestra las variables s-i-r para el grupo etario a1. En la

�la inferior se muestra el ajuste para las variables del grupo etario a2 a la izquierda y a3 a la derecha.

Las características presentadas en estos dos casos de ajuste, son similares a las determi-
nadas con anterioridad. El ajuste de las variables objetivo resulta bastante cercano a los datos
simulados, aunque la calidad del ajuste en el resto de las variables presenta grandes errores.

Al analizar los resultados numéricos asociados a los ajustes del modelo SIRE, ver tabla 3.5,
se puede observar que al ajustarse menos parámetros, el error asociado a cada grupo etario
es menor, así como también el error de todas las variables del sistema. Pero se nota además,
que el error de ajuste, de las variables objetivo, es menor en el caso de la determinación de
todas las tasas, explicado por el mayor grado de libertad.
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Caso Error s-i-r Error a1 Error a2 Error a3 Error total

encuentros 0,024 0,027 0,112 0,061 0,200

todas 0,005 0,496 1,697 0,391 2,583

Tabla 3.5: Comparación de errores de ajuste, modelo SIRE : Errores en el ajuste de las variables de

encuentro, sociales y total para cada caso estudiado. Se presentan los errores de las variables objetivo s-i-r,

como también las asociadas a las variables epidemiológicas de cada grupo etario.

3.2.3. Extensiones

En la sección de ajuste, se presentan tres modelos extendidos para estudiar la dinámica
de una enfermedad en consideración del movimiento al que se ven afectados los individuos
dentro de una ciudad, ver sección 3.1.2. Resulta también interesante estudiar las posibilidades
de recuperar los parámetros en un modelo de alta complejidad.

Como en los casos anteriores, se generan datos simulados, en este caso a partir del mod-
elo SIR. Se toman los modelos extendidos según las dinámicas de movimiento difusivo de
tasas constantes y de movimiento recurrente de tasas constantes y variables. Todos sobre las
conectividades de�nidas por los grafos de la sección de simulación.

Dos casos son presentados, el primero para determinar las constantes epidemiológicas
alpha y beta a partir de la dinámica extendida, considerando la segmentación en locaciones
y los consecuentes movimientos entre las mismas. Para este caso se asumen conocidas todas
las tasas de movimiento. Un segundo caso, busca ajustar un modelo SIR base, a partir de los
elementos globales s-i-r, es decir la suma sobre todas las locaciones de susceptibles, infectados
y recuperados.

Dinámica Extendida

Para el caso de la dinámica extendida, sólo se presenta el resultado para el modelo difusivo
constante, debido a que las instancias de movimiento recurrente no lograron ser resueltas con
las capacidades computacionales utilizadas.

Analizando el ajuste para el modelo difusivo constante, ver �gura 3.25, es posible notar
que los datos ajustados son bastante cercanos con a los simulados, teniendo un error de
ajuste de 0,045. Por su parte, las trayectorias correspondientes a la dinámica epidemiológica
en cada locación, ver �gura 3.26, presentan errores de 0,0008, 0,003, 0,0006 y 0,001, para las
locaciones {0, 5, 10, 15} respectivamente. Estos valores discrepan un poco con las separaciones
que pueden observase en la inspección de los grá�cos en la �gura 3.26, pero es importante
notar que las probabilidades de encontrar un individuo en cada locación han de sumar 1, con
lo que cada dinámica epidemiológica local se encuentra escalada.
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Figura 3.25: Ajuste modelo SIR difusivo: Resultado del ajuste del modelo SIR con respecto a todas

las variables globales s-i-r como función objetivo.
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Figura 3.26: Locaciones en ajuste modelo SIR extendido: Resultado del ajuste del modelo SIR con

respecto a las variables globales s-i-r como función objetivo. Se presenta la comparación de los datos simulados

y ajustados para las locaciones {0, 5, 10, 15}.
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Dinámica Local

Dado el comportamiento similar que presentan los modelos extendidos con el modelo base,
para velocidades su�cientemente grandes, ver sección 3.1.3, se propone un enfoque para lidiar
con la complejidad de los modelos extendidos. En este caso se generan los datos con los tres
modelos de movimiento antes descritos, y se ajustan las tasas alpha y nu, asumiendo un
sistema local, es decir, se considera que sólo existen tres variables que describen la dinámica.
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Figura 3.27: Ajuste local para modelo SIR extendido: Se presentan las trayectorias ajustadas, con-

trastadas con las respectivas trayectorias simuladas. En la parte superior se muestran los resultados para el

modelo difusivo constante y recurrente constante, mientras que en la parte inferior, se muestra el del modelo

recurrente variable.

Revisando los resultados de este caso, ver �gura 3.27, se observa que los modelos difusivo
constante y recurrente variable, presentan los mejores ajustes, con errores de 0,043 y 0,056,
respectivamente. Mientras que el modelo recurrente variable se ajusta con un error de 0,098.

Esta diferencia se explica por la similitud que los modelos difusivo constante y recurrente
variable presentan con el modelo base, modulado por las velocidades de movimiento. No se
presenta así un efecto del modelo de movimiento utilizado.
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3.2.4. Porcentaje

El último caso de estudio que se plantea abordar, en lo referente a las capacidades de
ajuste, es quizás el que goza de mayor relevancia. Debido a que las estrategias de mode-
lamiento buscan poder enfrentarse a situaciones catastró�cas, es necesario poder adaptarse
a nuevos procesos infecciosos, de los cuales no se tengan conocimiento previo en la dinámica
de esparcimiento.

Por esto se plantea determinar las tasas epidemiológicas, del modelo SIR, con los datos
de los primeros días de la enfermedad. Se aplica este estudio a los primeros 30,40,50 y 60
primeros días de la simulación. Cabe destacar que la enfermedad comienza a afectar al sistema
en el día 10, desde el inicio de la simulación, por lo que los ajustes son realizados con 20,30,40
y 50 días respectivamente.
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Figura 3.28: Ajuste con datos parciales: Resultado del ajuste del modelo SIR con respecto a la variable

i como función objetivo. Se presenta la comparación de la calidad del ajuste con datos parciales de 20 y 30

días en la parte superior, de izquierda a derecha. En la parte inferior se presentan los relativos a 40 y 50 días

de datos, izquierda y derecha respectivamente.
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La �gura 3.28 da cuenta de la mejora que se obtiene al contar con mayor información
del proceso. Pero la obtención de la misma, depende del avance de la enfermedad, con lo
que la generación y ajuste de un modelo no resulta muy provechosa, si el objetivo es evaluar
medidas con las que contrastar el impacto de la enfermedad.

3.3. Optimización

La funcionalidad que presenta mayor utilidad en los modelos planteados, es la de control
u optimización. Esta se re�ere principalmente a la facultad, que presentan algunas variables
en los sistemas, de modular la infección, buscando mitigar el impacto que esta tenga en un
determinado grupo de personas.

Se consideran tres modelos controlables, el ya nombrado modelo SIRP, que cuenta con un
tipo de individuos que son menos contagiosos al tomar ciertos resguardos, cuyo cambio se
regula por la tasa espontánea Rx2x1, además de las interacciones entre los individuos.

Por otro lado, se presenta el modelo SIRV que toma en consideración la disponibilidad de
vacunas, o algún tratamiento, para los individuos infectados. Este último modelo, al afectar
a los individuos ya infectados, es un modelo reactivo, pudiendo adaptarse como un modelo
preventivo al considerar vacunaciones sobre individuos susceptibles para otorgarles inmunidad
a ciertas enfermedades.

Finalmente, se considera un modelo que combina ambas estrategias de control. Este modelo
se denomina modelo SIRPV.

3.3.1. Modelo SIRP

Para probar diferentes medidas de control se consideran la tasa Rx2x1 = 0 para la gene-
ración de datos, buscando determinar el valor que debe tomar para minimizar∑

tj

||P (i; tj)|| (3.2)

con P (i; t) la probabilidad de encontrar un individuo infectado al tiempo t. Esta proba-
bilidad da cuenta de la suma de todos los individuos infectados en el sistema, sobre todos los
otros estados considerados.

El primer caso de estudio de este modelo considera Rx2x1 ∈ [0, 0,05] y resuelve el problema
antes descrito, con el sistema dinámico como restricción del problema. Se observa en el
resultado, ver �gura 3.29, que la agresividad de la enfermedad se ve disminuida por la acción
de cambio espontáneo al estado menos contagioso. En este caso, se obtiene que Rx2x1 =
0,049996 y un aumento en la probabilidad de encontrar un individuo susceptible al �nal de
la simulación de 0,344, mayor a la esperada 0,230 sin la aplicación de la fuerza externa que
cambia espontáneamente a los individuos de estado x1 a x2.

63



0 20 40 60 80 100
tiempo [dias]

0.0

0.2

0.4

0.6

0.8

1.0

Pr
ob

ab
ili

da
d

P(s) real
P(i) real
P(r) real
P(s) control
P(i) control
P(r) control

0 20 40 60 80 100
tiempo [dias]

0.0

0.2

0.4

0.6

0.8

1.0

Pr
ob

ab
ili

da
d

P(x1) real
P(x2) real
P(x1) control
P(x2) control

Figura 3.29: Control del modelo SIRP con Rx2x1 ≤ 0,05: Comparación de trayectorias simuladas

y controladas con tasa de cambio espontáneo limitada en 0,05. A la izquierda se presentan las variables

epidemiológicas y a la derecha las sociales.

El segundo caso planteado, otorga una mayor holgura a la tasa Rx2x1, de�niendo como
cota superior 0,1. En este caso, el valor determinado es justamente la cota superior, y se
obtiene una probabilidad �nal para los susceptibles de 0,377, ver �gura 3.30, siendo mayor
a la alcanzada con el caso anterior. Se obtiene además una mayor cantidad de individuos
precavidos de estado x2, reduciendo así la capacidad de contagio de la enfermedad.
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Figura 3.30: Control del modelo SIRP con Rx2x1 ≤ 0,1: Comparación de trayectorias simuladas

y controladas con tasa de cambio espontáneo limitada en 0,1. A la izquierda se presentan las variables

epidemiológicas y a la derecha las sociales.

Para el tercer modelo se toman consideraciones diferentes. En este caso, se trata de emular
el comportamiento que se propone tener frente a una amenaza. Considerando ya determinadas
las tasas epidemiológicas, se busca controlar el sistema a partir del estado que tiene este en
el día 40 de la simulación. Se considera Rx2x1 ≤ 0,05 como en el primer caso.

Es posible apreciar, ver �gura 3.31, que la dinámica ajustada se mantiene igual a la de
datos, hasta el día 40, en el cual se aplica el cambio de la tasa Rx2x1 al valor determinado
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0,05. En este caso no se obtiene una reducción de la peligrosidad de la enfermedad, como en
el primer caso, llegando a una probabilidad �nal de susceptibles de 0,292.

0 20 40 60 80 100
tiempo [dias]

0.0

0.2

0.4

0.6

0.8

1.0

Pr
ob

ab
ili

da
d

P(s) real
P(i) real
P(r) real
P(s) control
P(i) control
P(r) control

0 20 40 60 80 100
tiempo [dias]

0.0

0.2

0.4

0.6

0.8

1.0

Pr
ob

ab
ili

da
d

P(x1) real
P(x2) real
P(x1) control
P(x2) control

Figura 3.31: Control parcial del modelo SIRP con Rx2x1 ≤ 0,05: Trayectorias controladas con límite

en la tasa Rx2x1 ≤ 0,05, para condiciones iniciales dadas por el estado del sistema en el día 40 de simulación.

A la izquierda se presentan las variables epidemiológicas y a la derecha las sociales.

3.3.2. Modelo SIRV

El modelo SIRV, ver sistema 2.13, considera cuatro tipos de individuos para la de�nición de
la dinámica de la enfermedad. Los tres primeros se desprenden del modelo SIR y se adiciona
un estado para dar cuenta de los individuos vacunados. Se considera que los individuos
vacunados, al igual que los recuperados, no interactúan de manera directa en la dinámica de
la enfermedad y una vez que un individuo llega a ese estado, no sale de él. La sintaxis del
modelo viene dada por

$N Modelo SIRV

$R P(s)+P(i) -> P(i)+P(i) @ nu*alpha/P()

$R P(i) -> P(v) @ tau

$R P(i) -> P(r) @ beta

$I P(s) = 1.

$P si t == 10 => P(i)=+1./7000000

$T alpha=0.1

$T beta=0.5

$T tau=0

$T nu=10

Siendo la tasa tau la que da cuenta de la velocidad de vacunación de individuos infectados,
y toma valor cero al ser la variable que se busca estimar. Para la generación de datos, se
considera igual a cero y se busca determinar su valor, limitando la cantidad de individuos
vacunados. Con esto, se da cuenta de algunas limitaciones que presentan las campañas de
vacunación, permitiendo evaluar la conveniencia de la misma.
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Se presentan dos casos de estudio para este modelo, el primero para dar cuenta del efecto
de la limitaciones en la cantidad de individuos vacunados y el valor máximo de la tasa tau,
y un segundo caso con datos parciales.
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Figura 3.32: Control modelo SIRV limitado: Estrategias de control para cotas superiores de tau y

cantidad de individuos vacunados. El grá�co superior presenta las trayectorias controladas para tau ≤ 0,1 y

P (v) ≤ 0,3. El grá�co inferior izquierdo tiene como cotas tau ≤ 0,2 y P (v) ≤ 0,3, mientras que el inferior

derecho tau ≤ 0,2 y P (v) ≤ 0,15.

En el resultado del primer caso, ver �gura 3.32, se aprecia que los límites para tau y P (v)
se relacionan para modular la fuerza del control, los resultados se resumen en la tabla 3.6.

cota tau cota P (v; t) tau P (v; 100) control

0,1 0,30 0,099 0,109

0,2 0,30 0,200 0,147

0,2 0,15 0,200 0,145

Tabla 3.6: Resumen de control modelo SIRV : Valores ajustado para el parámetro tau y valor �nal de

la trayectoria controlada de vacunados, para cada combinación de cotas.

Analizando la tabla 3.6 resaltan los valores determinados para la tasa de vacunación tau,
ya que ésta alcanza la cota de�nida en cada caso. Para la trayectoria controlada de P (v; t),

66



no se tiene el mismo comportamiento, obteniéndose valores �nales menores a la cota de�nida.

La capacidad de control mejora signi�cativamente al considerar tau = 0,2, llegando a
una probabilidad �nal de encontrar susceptibles de 0,483 y 0,489, para las cotas sobre los
vacunados de 0,30 y 0,15, respectivamente. Mientras que al acotar tau por 0,1 solo se logra
alcanzar una probabilidad para susceptibles �nales de 0,350.

El segundo caso se plantea para controlar una enfermedad en curso, tomando como condi-
ción inicial el valor de los que toman las variables del proceso en el día 40 de simulación,
limitando tau por 0,1 y P (v; t) por 0,3. Como puede observarse en los resultados, ver �gu-
ra 3.33, la capacidad de control se ve reducida, logrando una probabilidad de susceptibles
�nales de 0,287. Se determinan los valores de tau = 0,1 y 0,075 como probabilidad �nal de
vacunados.
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Figura 3.33: Control del modelo SIRV con datos parciales: Trayectorias controladas con límites

tau ≤ 0,1 y P (v) ≤ 0,3, para condiciones iniciales dadas por el estado del sistema en el día 40 de simulación.

3.3.3. Modelo Final: SIRPV

El último modelo a estudiar busca comprar las dos medidas de control ya señaladas, la
utilización de vacunas y cambio en el comportamiento de los individuos para hacerlos menos
contagiosos, considerando los pasos a seguir en en una proceso infeccioso real. Este modelo
se denomina SIRPV y se detalla a continuación.

$N Modelo SIRPV

$R P(x1,i) -> P(x2,i) @ Rx2x1

$R P(x2,r) -> P(x1,r) @ Rx1x2

$R P(x2,v) -> P(x1,v) @ Rx1x2

$R P(x1,i)+P(x2,i) -> P(x2,i)+P(x2,i) @ nu*R1x2x1/P()

$R P(x1,i)+P(x1,i) -> P(x1,i)+P(x2,i) @ nu*R2x2x1/P()

$R P(x1,s)+P(x1,i) -> P(x1,i)+P(x1,i) @ nu*alpha/P()

$R P(x1,s)+P(x2,i) -> P(x1,i)+P(x2,i) @ 0.1*nu*alpha/P()

$R P(x1,i) -> P(x1,v) @ tau
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$R P(x2,i) -> P(x2,v) @ tau

$R P(x1,i) -> P(x1,r) @ beta

$R P(x2,i) -> P(x2,r) @ beta

$I P(x1,s) = 1.

$P si t == 10 => P(x1,i)=+1./7000000

$T Rx1x2=0.1

$T Rx2x1=0.0

$T R1x2x1=0.4

$T R2x2x1=0.01

$T alpha=0.1

$T beta=0.5

$T nu=10

$T tau=0.0

Al igual que en los casos anteriores, las tasas relativas a los elementos de control se de�nen
como cero, para generar los datos simulados.

Para este estudio se generan datos con un modelo extendido del modelo SIRPV, de
movimiento difusivo y tasa constante con 20 locaciones. Se toman las trayectorias globales
de las variables y con los 40 primeros días se determinan los parámetros epidemiológicos en
un modelo local, ver sección 3.2.4. A partir de los parámetros calculados, se determinan las
mejores estrategias de control en dos casos, uno que limita independientemente la cantidad
de individuos vacunados y la tasa de cambio espontáneo, y un segundo que considera la
competencia entre ambas estrategias. El resultado de ambos casos se evalúa en el modelo
extendido y se comparara con la evolución del proceso no controlado.
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Figura 3.34: Control modelo SIRPV : Comparación de la estrategia de control para el modelo SIRPV

con el modelo no controlado de tasas independientes. Las tasas de control toman valores de tau = 0,1 y

Rx2x1 = 0,1.

El primer caso busca determinar el valor de las tasas de control, tau y Rx2x1, de manera
de reducir el impacto de la enfermedad, considerando cotas superiores para las tasas de 0,1 y
la restricción que las cantidad de vacunados no puede ser mayor al 15 % de la población total.
Dada la complejidad de resolver el problema extendido en diferentes locaciones, se procede a
determinar un modelo local que permita estimar las medidas aplicables a la dinámica exten-

68



dida, con la información de los primeros 40 días de simulación. Con el modelo local ajustado
se obtienen los valores de las tasas de control, y éstas se evalúan luego en el modelo extendido,
para así veri�car que sean válidas también al considerar las dinámicas de movimiento.

Analizando el resultado del primer caso, ver �gura 3.34, se puede ver que el compor-
tamiento de la dinámica controlada disminuye la intensidad de la enfermedad, generando un
quiebre en la curva de infectados al implementar vacunaciones desde el día 40. Es posible
apreciar también que la probabilidad de encontrar susceptibles al �nal de la simulación mejo-
ra signi�cativamente a considerar la dinámica controlada, llegando a 0,423. Dichas mejoras
se obtienen con valores para las tasas de tau = 0,1 y Rx2x1 = 0,1.
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Figura 3.35: Evolución del modelo SIRPV controlado: Comparación de la dinámica del modelo

controlado y el no controlado a partir de imágenes de los días 40, 70 y 100, respectivamente en cada �la,

considerando el modelo no controlado en la columna izquierda y el controlado a la derecha.
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Comparando la evolución temporal de las dinámicas controlada y no controlada, ver �gu-
ra 3.35, es clara la similitud que se presenta en el día 40, ya que las estrategias de control
inician ese día. Conforme pasan los días es posible apreciar las diferencias que presenta la
dinámica controlada, pues al día 70 aún pueden apreciarse diferentes porcentajes de no-
susceptibles, descrito por los diferentes colores, mientras que en el caso del modelo no con-
trolado la situación de la enfermedad en cada locación parece ser la misma. Llegando al día
100, se observan diferencias signi�cativas encontrando una probabilidad de no-susceptibles
del 80% en el caso del modelo no controlado y levemente menor a 60% en el controlado.

El segundo caso de estudio presenta las mismas características que el primero, re�riéndose
a las tasas por determinar, las cotas y la manera en la que se determina el modelo local que
representa la dinámica extendida. Su única diferencia es la consideración de una restricción
extra, que impide que ambas estrategias de control lleguen a sus respectivas cotas. A modo
de prueba se considera la restricción dada por

P (v; t)

0,15
+
Rx2x1

0,1
≤ 1 (3.3)

Debido a que las cotas superiores para P (v; t) y Rx2x1 son respectivamente 0,15 y 0,1,
la restricción 3.3 evita que ambos valores lleguen a sus respectivos máximos, determinando
una combinación de ambos que permita minimizar la función objetivo 3.2. La interpretación
que tiene esta restricción es la valorización de cada estrategia, para de�nir la combinación
óptima dado un presupuesto de�nido.
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Figura 3.36: Control modelo SIRPV combinado: Comparación de la estrategia de control para el

modelo SIRPV con el modelo no controlado de tasas independientes. Las tasas de control toman valores de

tau = 0,1 y Rx2x1 = 0,056.

El resultado del caso combinado, ver �gura 3.36, presenta una mejora con respecto a la
situación no controlada, pero ésta no alcanza los niveles del caso independiente. Se obtiene
una probabilidad �nal de susceptibles de 0,381 con tasas tau = 0,1 y Rx2x1 = 0,056. Al
evaluar los valores obtenidos, se obtiene que la restricción 3.3 no se satisface en el modelo
extendido, pues

P (v; 100)

0,15
+
Rx2x1

0,1
=

0,078

0,15
+

0,056

0,1
= 1, 08
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Para explicar esta contradicción a la restricción, es necesario recordar que la estrategia de
control es evaluada en el modelo local, donde si es respetada, pues la probabilidad �nal de
encontrar un individuo vacunado es de 0, 066.

Resulta interesante notar que el valor de la tasa Rx2x1 no alcanza su cota superior, dando
cuenta de que la mejor estrategia es la vacunación. A pesar de esto, es necesario tener en
consideración que no se considera un valor real de cada estrategía, pues el objetivo es evaluar
la de�nición de una combinación de estrategias. Dicho esto, es claro que la predisposición a
privilegiar una estrategia sobre otra puede variar dependiendo de la restricción utilizada.
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Figura 3.37: Evolución del modelo SIRPV combinado controlado: Comparación de la dinámica del

modelo controlado y el no controlado a partir de imágenes de los días 40, 70 y 100, respectivamente en cada

�la, considerando el modelo no controlado en la columna izquierda y el controlado a la derecha.
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En cuanto a la evolución de la estrategia de control combinada, ver �gura 3.37, se obtiene
una dinámica similar a la del caso independiente, notando las diferencias marcadas hacia
el día 70 y llegando a una situación �nal, en el día 100, en el que la fuerza con que la
enfermedad ataca cada sistema es diferente. Para el caso del modelo no controlado, se observa
una cantidad de no-susceptibles equivalentes al 80%, mientras que en el modelo controlado
se obtienen valores levemente mayores al 60%.
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Conclusión

Es amplio el contenido abordado en el presente trabajo, partiendo desde la revisión de
modelos, aparentemente de diferentes áreas, hasta el estudio de variadas situaciones en las
que revisan las capacidades y limitaciones de los modelos planteados. Es por esto que la
recapitulación de los contenidos resulta necesaria para plantear el orden en el que se de�nen
los elementos a estudiar.

Principalmente, el presente estudio muestra un desarrollo numérico de las capacidades de
los modelos descritos, pero la base teórica resulta de vital importancia en la consideración
de los estudios de�nidos. Se omiten detalles de las implementaciones realizadas en el afán
de facilitar la lectura y entendimiento de los conceptos explicados, atendiendo al carácter
práctico que gozan los modelos, resaltando así los resultados más allá de la forma en que son
obtenidos.

Partiendo de las bases teóricas, se plantea un modelo con simples herramientas de modela-
miento como son los sistemas de ecuaciones diferenciales ordinarias. Se destaca que, con
su fácil interpretación y aplicación, son capaces de describir procesos altamente complejos,
manteniendo las posibilidades de implementación y estudio, presentando así, un conjunto de
herramientas acorde con el desarrollo de una memoria.

El solo hecho de plantear un modelo conjunto, que tome en consideración una amplia
variedad de factores, resulta en un modelo de alta complejidad, con muchas variables a
determinar y que requiere un proceso sistemático de utilización. Por esto se de�ne una sin-
taxis limpia, legible y de fácil interpretación, que comparte carácteristicas con herramientas
disponibles para la simulación, al tener como base los sistemas de reacciones químicas.

En base a modelos descritos en esta sintaxis, la generación de instancias aplicables de los
mismos modelos, resulta simple al contar con programas capaces de transcribirlos a elementos
ejecutables, permitiendo así la repetición y validación de los resultados obtenidos.

Todos estos elementos, planeamientos teóricos, formulación de modelos e implementaciones
que permiten simpli�car la tarea de realizar los estudios, se complementan con las conside-
raciones de discretizaciones y estrategias de optimización, y consiguientemente, de control,
desarrollando un conjunto de bases para la implementación, autocontenida, de programas
que permitan revisar las aplicaciones de simulación, ajuste y control. A pesar de esto, se
utilizan las rutinas implementadas en APMonitor, para mantener el enfoque en los modelos
y dejar el desarrollo de las herramientas en un segundo plano.
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Entrando de lleno en los casos de estudio, se describen los resultados en la misma seg-
mentación presentada con anterioridad: simulación, ajuste y control.

En cuanto a las capacidades de simulación que presentan los modelos analizados, se re-
visan en primer lugar, las características de los modelos extendidos, en el sentido de la
compartimentalización del espacio, con la consiguiente dinámica de movimiento entre las
partes descritas. De este estudio, se desprenden las primeras similitudes observables entre
los modelos extendidos y el modelo local, a partir de las cuales, se determinan dos posibles
causas, independiente de la dinámica de movimiento utilizada. Estas causas son la velocidad
de movimiento y la adición de infectados durante el período de transiente, determinando el
relevante papel que juega la velocidad de movimiento de los individuos en la dinámica global
de los modelos extendidos.

Resulta interesante que la velocidad de movimiento module, en cierta forma, la similitud
que tiene un modelo extendido con uno local, pero al considerar las premisas básicas de los
modelos epidemiológicos clásicos, resalta la relativa a la posibilidad de encuentro de todos
los elementos dentro del sistema. Así, es posible intuir que, a pesar de de�nirse una dinámica
extendida, si la velocidad de movimiento de los individuos es lo su�cientemente grande, en
comparación a la velocidad de esparcimiento de la enfermedad, éstos tienen la posibilidad
de generar encuentros arbitrarios, concluyendo que, en algunos casos los modelos locales
permiten una descripción acabada de la dinámica de una enfermedad.

Como segundo grupo de estudios se encuentran los casos de ajuste, representando el primer
paso en la aplicación de los modelos en situaciones reales. Aunque debido a la di�cultad de
obtención de datos reales con�ables, se generan todos los estudios a partir de datos simulados
con los mismos modelos, pero cuyo comportamiento está basado en estadísticas reales, como
por ejemplo los datos de la in�uenza A(H1N1) recientemente ocurrida en nuestro país (2009).

Se obtienen resultados razonables en cada estudio, determinando que la cantidad de puntos
juega un papel importante en la calidad del ajuste, ya que ésta de�ne la calidad de la
discretización con la que se resuelve el sistema de ecuaciones asociado a cada modelo. Como
también que los de grados de libertad, dados por la cantidad de parámetros a estimar con
respecto a la cantidad de trayectorias contra las que se realiza el ajuste, permiten un bajo
error de ajuste, a pesar de no obtener los parámetros esperados. Este hecho conlleva a la
consideración de aplicar heurísticas sobre el proceso de optimización, de manera de determinar
un conjunto de parámetros que permitan describir las trayectorias objetivo, con una cierta
probabilidad asociada a cada uno.

En la misma línea de ajustes, se estima la capacidad de obtener modelos que describan la
dinámica extendida de una enfermedad, pero en consideración de la gran cantidad de grados
de libertad de�nidos al tratar de determinar las tasas de movimiento, se opta por obtener
sólo las tasas relacionadas con el proceso epidemiológico. Se determina que al conocer las
tasas de movimiento, es decir, al disminuir los grados de libertad, los parámetros ajustados
representan la dinámica en cada locación, a pesar de ser determinados a partir de variables
globales.
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Se estudia además, la capacidad de ajustar modelos locales a datos generados a partir
de dinámicas extendidas, obteniéndose buenos resultados en las variables globales, al consi-
derarse modelos con velocidad de movimiento su�cientemente grandes.

Como último estudio de ajuste, se presenta la capacidad que tienen los modelos ante
procesos epidemiológicos de los que se carece de información, es decir, la posibilidad que
tienen de determinar los parámetros que gobiernan la dinámica de una enfermedad con datos
parciales. Como es de esperarse, la calidad del ajuste presenta mejoras ante la consideración
de un mayor porcentaje de datos, pero para el caso estudiado, se determina que con la
información contenida en los primeros 40 días, de un total de 100 días, se tiene información
su�ciente para estimar la dinámica de la enfermedad.

El tercer grupo de estudios realizados, toma en consideración los estudios anteriores, para
de�nir estrategias de mitigación de la enfermedad. En los primeros casos, se consideran pro-
cesos epidemiológicos históricos, ya que se considera la trayectoria simulada en su totalidad,
y se determinan las variaciones que presentan los controles al ser menos restrictivos con
los valores asequibles de los parámetros de control. Por otro lado, se estudia la posibilidad
de determinar estrategias de control en procesos epidemiológicos activos, determinando los
parámetros de control con datos parciales.

Se obtiene que en el caso de datos parciales, las estrategias obtenidas, son menos e�cientes
que en los casos de datos completos, pero presentan una manera de atacar situaciones reales,
en procesos epidemiológicos poco estudiados.

Finalmente, se presenta un modelo de protocolo de estimación de estrategias para situa-
ciones reales, a partir de la determinación de parámetros de la enfermedad y parámetros de
control con datos parciales, considerando el uso combinado de elementos de control. Se obtiene
un sistema capaz de ajustarse a situaciones nuevas, respetando restricciones y permitiendo
así evaluar la mejor distribución de recursos.

Con todos estos estudios, se presenta un bosquejo de las capacidades de los modelos
planteados, destacando la simplicidad de representación y extensión de dinámicas locales, co-
mo también las consideraciones en las que son válidos los mismos. Pero por otro lado, se pre-
sentan las complicaciones que surgen al tratar de determinar un gran número de parámetros
con poca información disponible. Se destaca además, la poca ganancia obtenida al comple-
jizar de sobremanera los modelos, ya que en algunos casos, modelos simples pueden entregar
la misma información relevante.

Estas complicaciones, antes que desmerecer la utilización de los modelos planteados, dan
pautas a seguir en la utilización de los mismos. De�nen bases sobre las cuales se deben
considerar y, por sobre todo, la necesidad de incorporar información del fenómeno a modelar,
antes de complejizar el modelo. Pudiendo incorporar tasas variables en el tiempo, para dar
cuenta de factores no considerados, como es el caso de la estación del año.

Se plantean así un variado conjunto de trabajos futuros, entre los que se destaca el na-
tural estudio de las características de los modelos contra datos reales, la utilización de dife-
rentes fuentes de información, de manera de reducir los grados de libertad del sistema, el
planteamiento de estrategias de control más so�sticadas como cierre de colegios, vacunaciones
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preventivas segmentadas por edad y diferenciación de locaciones para la determinación de
lugares en donde privilegiar la utilización de recursos. Se desprenden también estudios sobre
la forma en que se conectan las locaciones, para aprovechar así la implementación de las tres
topologías de�nidas por los modelos de grafos aleatorios, entre otros.

Desde un punto de vista teórico, se destaca el uso de diferentes herramientas matemáticas
para abordar los problemas tratados en la memoria, como son la resolución de los proble-
mas de optimización, a partir de metodologías de punto interior, para la determinación de
parámetros, caracterizada como un problema inverso, y estrategias de control. Cabe notar
que el problema de optimización general es de alta complejidad, debido al alto número de
parámetros, las no linealidades del modelo y las diferentes naturalezas de las restricciones
incluidas, lo cual implica el uso de herramientas teóricas avanzadas.
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