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RECONSTRUCCIÓN DE IMÁGENES GEOLÓGICAS BASADA EN LA TEORÍA DE
COMPRESSED SENSING

En el ámbito de interpolación geoestad́ıstica, el principal problema para estimar variables
regionalizadas es la baja cantidad de datos medidos. Este tipo de problemas están extrema-
damente indeterminados, es decir, presentan una mayor cantidad de grados de libertad que
restricciones, lo que deriva en múltiples soluciones.

Este trabajo aborda el problema de interpolación de perfiles de permeabilidad desde un
enfoque de reconstrucción de imágenes. En particular, el trabajo es motivado por el reciente
desarrollo de la teoŕıa RIPless de Compressed Sensing, herramienta que ha introducido un
nuevo paradigma de adquisición de datos, permitiendo muestrear a tasas muy por debajo de
las establecidas por las técnicas convencionales. El enfoque consiste en modelar las estruc-
turas multicanal como imágenes que presentan una descomposición sparse en algún dominio
transformado y utilizar esta información para reconstruir la imagen original a partir de un
muestreo sub-cŕıtico y no estructurado. Ésta es la principal diferencia con los métodos tra-
dicionales, los cuales utilizan modelos estad́ısticos como información a priori para el proceso
de estimación.

La principal contribución de este trabajo fue la contextualización del problema de inter-
polación espacial en el marco de Compressed Sensing, generando claras conexiones con los
resultados teóricos de esta nueva herramienta. De este análisis, se formuló el problema de
selección de base óptima, el cual indicó que bajo el esquema de medición aleatoria de pixeles,
la DCT es la base que permite inducir un determinado error de reconstrucción con la menor
cantidad de mediciones, superando incluso a las transformadas wavelet.

En la ĺınea de los resultados obtenidos, este enfoque presenta prometedores desempeños,
incluso en el régimen sub-cŕıtico del 2 % al 4 % de datos medidos. En cuanto a los aspectos
prácticos de procesamiento, la descomposición en distintos niveles de escala (bloques) para
su reconstrucción y posterior promedio, mostró mejoŕıas sustanciales en la estimación de las
variables de permeabilidad. También se constató que, dada la naturaleza binaria de las imáge-
nes estudiadas, una etapa de categorización genera importantes mejoras en los desempeños
del método.

Finalmente, esta memoria abrió diversas ramas de estudio para trabajos futuros, dentro
de los cuales destacan: implementación de otros algoritmos; estudio de técnicas de post-
procesamiento más elaboradas; extender el análisis a diferentes estructuras o modelos geológi-
cos; incorporación de información a priori en esquemas de reconstrucción; y uso conjunto de
métodos convencionales y regularización sparse.
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3.4. Metodoloǵıa Propuesta . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

4.1. Coeficientes Transformados para el perfil presentado en la Figura 3.1 . . . . 23
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Caṕıtulo 1

Introducción

1.1. Antecedentes Generales

En el contexto de exploración terrestre, el principal problema para caracterizar propie-
dades f́ısicas del subsuelo es la escasa información a la cual se tiene acceso, ya sea por
motivos estructurales, como por motivos económicos. La rama de la geociencia encargada
de la caracterización de variables regionalizadas distribuidas en el espacio mediante el uso
de herramientas estad́ısticas es la Geoestad́ıstica. En particular, la interpolación de datos a
partir de un conjunto muy reducidos de muestras conforma la esencia de problemas inversos
en geociencia. Ejemplos clásicos y atingentes para Chile son la exploración minera para la
determinación de zonas con alta ley de cobre y la caracterización de canales subterráneos.

Dentro de los métodos convencionales para tratar con la falta de información (datos) se
destacan aquellas técnicas que incorporan información de un modelo, ya sea inferido a partir
de los mismo datos (variograma), o proporcionado por expertos o imágenes caracteŕısticas del
fenómeno estudiado (simulación) [1, 2]. Estos últimos corresponden a la familia de enfoques
estocásticos, donde la variabilidad toma un rol fundamental y es representativo de la incerti-
dumbre del modelo. Usualmente estos esquemas de interpolación no proporcionan una única
solución, a diferencia de diversas técnicas, como por ejemplo, en el ámbito de procesamiento
de imágenes.

1.2. Antecedentes Espećıficos

En el marco de procesamiento de señales, las técnicas de reconstrucción de imágenes son
un conjunto de enfoques utilizados para eliminar las distorsiones y/o ruido adicionados a una
imagen debido a tanto el proceso de captura de ésta como la transmisión por medio de un
canal. T́ıpicamente, el proceso de adquisición es modelado de la siguiente manera

y = A(x+ ω) + η (1.1)
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donde x representa la imagen, y los datos observados, A la matriz de distorsión, ω la incer-
tidumbre asociada a la variable x y η ruido aditivo asociado a la captura de las muestras.
Enfoques clásicos de reconstrucción de imágenes son: image denoising, deblurring, inpainting,
zooming y super-resolution [3–5]. Es en este contexto que el problema de interpolación de
datos en geoestad́ıstica puede ser abordado no como un problema de simulación, selección
de modelo o preservación de estad́ısticos, si no, como un enfoque donde la información a
priori se incorpore a partir de un modelo de señal, el cual es universal, independiente de la
estructura o datos observados.

La reciente introducción de la teoŕıa de Compressed Sensing (CS) ha generado un nuevo
paradigma en el problema de muestreo y reconstrucción de señales [6–10]. En palabras sim-
ples, CS ofrece un esquema de adquisición y compresión simultáneos que permite muestrear a
tasas muy por debajo de la estipulada por el teorema de muestreo clásico. La teoŕıa estandar
establece cotas muy elevadas a las cuales la información debe ser adquirida, lo cual genera pro-
blemas tales como: capacidad de almacenamiento, transmisión, procesamiento, limitaciones
de hardware y elevado costo económico. CS busca la resolución de problemas indeterminados,
es decir, sistemas con una mayor cantidad de incógnitas que ecuaciones, basado en la idea
de que la señal sub-muestreada pertenece a un subconjunto del espacio original.

Este trabajo aborda el problema de interpolación geoestad́ıstica desde un enfoque de
reconstrucción de imágenes. En particular, el trabajo es motivado por el reciente desarrollo
de the RIPless Theory of Compressed Sensing [11]. Este nuevo paradigma rompe con la
resolución clásica considerando un nuevo tipo de información estructural: un modelo de señal
dado por la descomposición en un espacio transformado.

1.3. Objetivo General

Estudiar, desarrollar e implementar la técnica de Compressed Sensing para la resolución
de problemas inversos en geoestad́ıstica, aplicado a la caracterización de perfiles de permea-
bilidad binarios presentes en el subsuelo.

1.4. Objetivos Espećıficos

Introducir este nuevo paradigma como una alternativa a la resolución de problemas
inversos en geoestad́ıstica.

Adquirir una base de datos que represente suficientemente bien el fenómeno y/o estruc-
tura de los perfiles de permeabilidad.

Caracterizar las propiedades de las imágenes geológicas en función de los diversos do-
minios transformados estudiados.

Contextualizar el problema de interpolación espacial en la teoŕıa de CS. Determinar el
esquema de muestreo y base óptima.

2



Implementar y resolver en Matlab el problema de optimización que plantea CS para
imágenes 2D.

Calcular las métricas de desempeño. Determinar los reǵımenes de operación, desem-
peños promedios e incertidumbre del método.

1.5. Estructura de la Memoria

El trabajo se estructura de la siguiente manera:

En el Caṕıtulo 2 se presenta la revisión bibliográfica. Se incluye una breve descripción
del estado del arte del problema y se detallan los conceptos básicos de Compressed
Sensing para la comprensión del trabajo.

En el Caṕıtulo 3 se presenta la implementación del trabajo. En esta sección se incluye: el
modelamiento del problema, las hipótesis de trabajo, la contextualización del problema
bajo la teoŕıa de Compressed Sensing, la selección de base óptima y la metodoloǵıa
utilizada.

En el Caṕıtulo 4 se muestran y analizan los resultados obtenidos.

En el Caṕıtulo 5 se presentan las conclusiones del trabajo y las posibles ĺıneas de
investigación futuras.
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Caṕıtulo 2

Revisión Bibliográfica

En el ámbito de interpolación geoestad́ıstica, el principal problema para estimar variables
regionalizadas es la baja cantidad de datos medidos. T́ıpicamente este tipo de problemas
están extremadamente indeterminados, es decir, presentan una mayor cantidad de grados de
libertad que restricciones, lo que deriva en múltiples soluciones. Es en este caso que incorpo-
rar información a priori, ya sea de un modelo variográfico, una imagen [1,2], o un modelo de
señal [9], es fundamental para la estimación óptima de los datos ocluidos.

2.1. Métodos Convencionales

Existen diversas técnicas que permiten inferir la información faltante, como por ejemplo
vecinos más cercanos e inverso de la distancia. Sin embargo, estos métodos presentan di-
versas falencias en cuanto a: la incorporación de modelos anaĺıticos, posibles agrupaciones
de los datos y preservación de continuidad de la variable estudiada. Enfoques que mejoran
considerablemente estos desempeños son: interpolación de Kriging y métodos de simulación.

2.1.1. Interpolador de Kriging

Kriging [12] es un conjunto de métodos de interpolación espacial que permiten la predic-
ción de variables regionalizadas a partir del conocimiento parcial de éstas. Éste pertenece a la
familia de mı́nimos cuadrados y propone que las variables ocluidas se pueden modelar como
una combinación lineal de los datos conocidos. Luego, el problema consiste en encontrar los
ponderadores óptimos para la regresión. El modelo estad́ıstico utilizado es el variograma [12],
el cual proporciona una medida de la disimilitud entre los datos según su distancia de sepa-
ración.

Existen diversas variantes y extensiones de este método, pero la construcción del kriging
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se caracteriza por presentar 4 principios básicos:

1. Abstracción: las variables regionalizadas son consideradas variables aleatorias, es de-
cir, poseen una función de distribución de probabilidad (PDF por su sigla en inglés) y
funciones de correlación con el resto de las variables distribuidas en el espacio.

2. Linealidad: el estimador X̂0, donde X es la variable aleatoria, es una combinación
lineal af́ın de las variables medidas, es decir

X̂0 = λ0 +

p∑
i=1

λiXi (2.1)

donde X̂0 es el estimador de la variable X en la posición a estimar, λ el vector de
parámetros de la regresión y {Xi}pi=1 el conjunto de datos medidos.

3. Insesgo: el estimador debe tener un valor esperado que coincida con el de la variable
aleatoria a estimar.

E{X0 − X̂0} = 0 (2.2)

4. Optimalidad: λ es escogido de tal manera de minimizar la esperanza del error cuadráti-
co (LMSE).

λ̂ = argmin
λ∈Rp+1

E{(X0 − X̂0)2} (2.3)

Algunas caracteŕısticas del kriging son: considera disposición espacial en el proceso de
estimación, como cercańıa a datos medidos y redundancia entre estos; permite incluir in-
formación de un modelo, como el variograma; otorga solución única; considera zonas con
redundancia o sobre-muestreo, distribuyendo los pesos {λi} según corresponda; y es un esti-
mador insesgado (por construcción).

Este enfoque puede generar regresiones negativas, lo cual no se condice con la realidad
y hay que tener ciertas consideraciones en los procesos de cálculo. Es un método no auto-
matizado, y que vaŕıa fuertemente según la expertiz de quien genera el modelo. En cuanto
al uso de modelos variográficos, éste puede ser no adecuado, dado que diversas estructuras,
incluso siendo muy diferentes perceptualmente, presentan variogramas similares [13], lo cual
descalifica al variograma como modelo representativo uńıvoco del fenómeno estudiado.

2.1.2. Simulación Multi-Punto

Por otro lado, Simulación Multipunto (MPS por su sigla en inglés) es una técnica de in-
terpolación ampliamente utilizada en caracterización de estructuras geológicas [13–17]. MPS
identifica cuatro problemas respecto a los métodos clásicos: los datos son insuficientes para
caracterizar un modelo, tanto estad́ıstico como estructural, por lo que es necesario incorporar
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más información en el proceso de estimación; modelos basados en estad́ısticos de primer y se-
gundo orden, como el variograma, no permiten replicar estructuras realistas, siendo incapaces
de discriminar entre diferentes modelos (ver Figura 2.1); no incorporan información experta
en el proceso de estimación; y obtener modelos estad́ısticos anaĺıticos es altamente comple-
jo. Este enfoque utiliza un conjunto pequeño de mediciones para reconstruir una imagen,
simulando los pixeles restantes acorde a una estructura previamente establecida, mediante
estad́ısticos de orden superior e información estructural.

Figura 2.1: Ejemplo de imágenes con los mismos variogramas. Imagen extráıda de [13].

Para incorporar información experta y estad́ısticos de mayor orden, esta técnica hace uso
de imágenes de entrenamiento con el fin de extraer el modelo estructural y las distribuciones
condicionales necesarias para la estimación [1, 18], factor decisivo en el desempeño de esta
técnica. El principio del método se explica a continuación:

1. Se escoge v́ıa Monte-Carlo un objeto aleatorio (pixel) desconocido y se determinan sus
q vecinos más cercanos donde exista conocimiento de la variable en cuestión, como se
muestra en la Figura 2.2.a.

2. Se estima la probabilidad condicional p(x|y), determinando la frecuencia relativa para
cada posible valor de la variable x condicionado a los q vecinos seleccionados (evento),
a partir de la imagen de entrenamiento (ver Figura 2.2.b).

3. Luego, el valor del pixel se obtiene mediante la simulación de la variable dadas las
distribuciones estimadas en el punto anterior.

?

(a)

?

(b)

Figura 2.2: Ilustración de Metodoloǵıa Simulación Multi-punto. (a) Imagen de datos adqui-
ridos y (b) ejemplo de búsqueda de patrones en imagen de entrenamiento.
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2.2. Compressed Sensing

La teoŕıa clásica de adquisición de datos, basada en el Teorema del Muestreo de Shannon-
Nyquist [19, 20], propone un esquema minucioso y estructurado que preserva ı́ntegramente
la información contenida en la señal muestreada, condicionando la tasa a la cual ésta debe
ser adquirida. Este teorema establece que una señal de ancho de banda limitado puede ser
representada uńıvocamente a partir de sus muestras equiespaciadas. Sin embargo, las señales
naturales contienen información de alta frecuencia, y por consiguiente, las tasas de muestreo
suelen ser muy elevadas.

TEOREMA 1. Teorema del Muestreo. Sea x(t), y su respectiva transformada de fourier
X(F ), una señal de soporte finito tal que |X(F )| = 0 ∀F > B. Sea x(n) = (x(n/Fs))n∈Z
la versión muestreada de x(t) a intervalos equiespaciados por Ts = 1

Fs
. Luego, es posible

recuperar la señal x(t) a partir de sus muetras x(n), utilizando el interpolador mostrado en
la Ecuación (2.4), si 2B < Fs.

x(t) =
∑
n∈Z

x(n)sinc (tFs − n) (2.4)

En el marco de procesamiento de imágenes, la interpolación de datos (pixeles) es conocida
como Inpainting. El objetivo de esta técnica es inferir los pixeles faltantes a partir de los datos
observados e información a priori (esparsidad, estructura, modelos estad́ısticos). En los últi-
mos años, el concepto de esparsidad1 ha tomado gran relevancia en este tipo de problemáticas,
puesto que los objetos de interés (imágenes) t́ıpicamente están contenidos en un subconjunto
de dimensión considerablemente más pequeña que la imagen en cuestión [3,21,22]. Desde este
punto de vista, la teoŕıa de Compressed Sensing (CS) [6–10] ha motivado y contribuido de
manera sustancial al desarrollo de nuevas técnicas de adquisición de datos y reconstrucción
de señales. CS ha establecido garant́ıas teóricas en la resolución de problemas indetermina-
dos, y ha sido aplicada en diversas problemáticas y ramas cient́ıficas [7, 23–26]. Esta teoŕıa
ha permitido el diseño de distintos escenarios de adquisición, lo cual ha derivado en estra-
tegias mucho más inteligentes de muestreo. En palabras simples, CS ofrece un esquema de
adquisición y compresión simultáneos. Explota la redundancia caracteŕıstica presente en las
señales naturales (imágenes, sonido, por mencionar algunas) para reducir considerablemente
la cantidad de mediciones necesarias para su adquisición, incluso muy por debajo de la cota
proporcionada por el teorema del muestreo de Shannon-Nyquist [19,20].

Dentro de la filosof́ıa de CS, existen dos teoŕıas: RIP2 y RIPless. En particular, la teoŕıa
RIPless de CS, recientemente elaborada por Candès y Plan [11], ofrece diversas garant́ıas
para problemas donde la matriz de adquisición presenta una determinada estructura y la
redundancia de la señal no es suficiente para garantizar un buen desempeño. Estipula la

1En inglés, el concepto sparsity hace referencia a la propiedad de una señal de ser representada con una
cantidad de coeficientes mucho menor que la dimensión de ésta (ver Definición 1). Sin embargo, su traducción
literal no es representativa de la idea que se desea ilustrar. Es por ésto, que durante el desarrollo de esta
memoria se hace uso de la palabra esparsidad, la cual no existe en el vocabulario español, pero śı refleja el
concepto que se desea plasmar.

2Para mayor detalle sobre la teoŕıa RIP de CS, ver [27]
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necesidad de realizar un balance entre la complejidad de la señal y la ortogonalidad de las
bases de adquisición y compresión.

Jafarpour, en [23], desarrolla diversos estudios experimentales que muestran el potencial
de CS en la resolución de este tipo de problemáticas. Si bien, provee un claro marco expe-
rimental, no realiza ninguna conexión con la teoŕıa actual. Tampoco establece criterios de
desempeños ni realiza estudios sistemáticos en cuanto a las caracteŕısticas o propiedades de
señal de las imágenes geológicas.

En esta sección se presentan las definiciones y teoremas de CS necesarios para su estudio
e implementación. En particular, las propiedades descritas son proporcionadas por el tra-
bajo the Probabilistic and RIPless theory of Compressed Sensing desarrollado por Candès y
Plan [11]. Esta teoŕıa es elaborada sobre la idea de un muestreo lineal aleatorio, es decir,
donde la matriz A en (2.5) es generada a partir de m realizaciones i.i.d de un objeto aleatorio
{a ∼ ρ(a)} ∈ Rn.

2.2.1. Muestreo Lineal

Como se mencionó anteriormente, en el marco de CS el esquema de adquisición es lineal,
es decir, cada muestra se obtiene como una suma ponderada de las componentes del vector
x. Luego, se define el vector de datos y como

y = Ax ∈ Rm (2.5)

donde y representa los datos observados, x la señal original y A la matriz de muestreo de
dimensión m × n, con m ≪ n. CS estipula que bajo ciertas condiciones sobre A y x, es
posible reconstruir la señal original a partir de las muestras y de manera perfecta o casi
perfecta. [11]

2.2.2. Definiciones de Compressed Sensing

DEFINICIÓN 1. Sea un vector x ∈ Rn. Se dice que x es k-sparse si como máximo tiene
k coeficientes distintos de cero, es decir

soporte(x) = |{x(i) : x(i) 6= 0}| ≤ k (2.6)

donde x(i) es la componente i-ésima del vector x. Al conjunto de todas las señales k-sparse
se denota como Σk, y en base a ésto, se define la mejor aproximación k-sparse, xk, como
aquella señal que minimiza el funcional

xk = argmin
x̃∈Σk

||x− x̃||p (2.7)

en alguna norma `p.
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DEFINICIÓN 2. Sea un vector x ∈ Rn. Se dice que x es compresible si existen C, p ∈ R+

tal que

|x(ni)| ≤ Ci−
1
p (2.8)

donde |x(ni)| ≤ |x(ni−1)|, es decir, la magnitud de sus coeficientes decae polinomialmente a
medida que se recorren las componentes de x de forma descendente. Esta propiedad repre-
senta la capacidad de x de ser aproximada por una señal k-sparse.

Dadas estas nociones de estructuras de señales, que enfocan el análisis en el soporte de
éstas, CS provee resultados en la ĺınea del algoritmo de reconstrucción, Ecuación (2.11), y el
número cŕıtico de mediciones para garantizar, con una alta probabilidad, la reconstrucción
perfecta o sub-óptima de x. Antes de postular el teorema de CS, es necesario establecer con-
diciones sobre la matriz de muestreo A en (2.5).

DEFINICIÓN 3. Se dice que una matriz A satisface la propiedad isotrópica si ésta es
generada por realizaciones i.i.d de un vector aleatorio a(w) de tal modo que

E{aa†} = In×n (2.9)

Notar que E{aa†} corresponde a la matriz de correlación de a(w), y por consiguiente, las
componentes del vector a(w) deben ser no-correlacionadas y de varianza unitaria.

DEFINICIÓN 4. Sea una matriz A generada por realizaciones de un vector aleatorio a(w).
Entonces, se define la coherencia µ de A como

máx
i
|a(w, i)|2 ≤ µ (2.10)

donde a(w, i) es la componente i-ésima del vector aleatorio a(w).

Considerando las definiciones anteriores, CS establece que es posible reconstruir una señal
sparse o aproximadamente sparse bajo un escenario cŕıtico de sub-muestreo.

2.2.3. Minimización en norma-`1

Como se mencionó con anterioridad, el fomentar esparsidad es fundamental para obte-
ner un buen rendimiento. En este contexto, la regularización con norma `1 ha mostrado
sobresalientes desempeños en promover soluciones sparse, como se ejemplifica en la Figura
2.3 [3,21,22]. Si bien, la norma `0

3 permite la reconstrucción exacta de una señal con soporte
mı́nimo, éste corresponde a un problema combinatorial, el cual en la práctica es intratable
computacionalmente. Además, no presenta buenos desempeños en imágenes compresibles ni
es robusto a datos ruidosos. En general, cualquier norma `q tal que 0 ≤ q ≤ 1 fomenta
esparsidad en la solución, pero q = 1 es el caso cŕıtico donde aun se tiene un problema de
optimización convexo.

3Se define la norma `0 de una señal como la cantidad de coeficientes no nulos presentes en ella.
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Figura 2.3: Geometŕıa de regularización sparse. (a) Bola en norma `q con 0 < q < 1, donde
se observa que no corresponde a un problema convexo, pero promueve soluciones sparse.
(b) Bola en norma `1, donde se aprecia que el problema es convexo y la solución promueve
esparsidad. (c) Bola en norma `2, donde se aprecia que la solución no necesariamente es
sparse.

En particular, el problema clásico es denominado basis pursuit (BP), Ecuación (2.11),
el cual es un problema convexo de minimización en norma `1 y puede ser resuelto median-
te programación lineal [9, 28, 29]. Existen diversos algoritmos desarrollados para resolver el
problema de minimización convexa BP, tales como: soluciones greedy con desempeños garanti-
zados: Orthogonal Matching Pursuit [30,31]; iterative hard-thresholding [32]; y Co-Samp [33],
por mencionar algunos dentro de la literatura. Donoho, en [34], establece condiciones bajo
las cuales las soluciones del problema de optimización en norma `0 (combinatorial e inviable
computacionalmente) y BP (convexo y con garant́ıas bien establecidas) coinciden. A conti-
nuación se presenta el resultado principal de CS.

TEOREMA 2. [11, Th. 1.2]. Sea x ∈ Rn una señal arbitraria. Sea y las muestras adqui-
ridas a través del operador lineal A ∈ Rm×n, con m < n, mostrado en la Ecuación (2.5).
Consideremos x̂ como la solución del siguiente problema de optimización convexa

x̂ = argmin
x̃∈Rn

||x̃||1 s.a Ax̃ = y. (2.11)

Luego, si A satisface la propiedad isotrópica mostrada en (2.9), entonces para todo nivel de
esparsidad k ∈ N y constante β ∈ R+, con probabilidad 1− 6/n− 6e−β, se tiene que

||x̂− x||2 ≤
C1(1 + α)√

k
||x− xk||1 (2.12)

si la cantidad de datos adquiridos (filas de la matriz A) cumple con

m ≥ Cβ · µ · k · log n (2.13)

donde µ es la coherencia definida según (2.10), α =

√
(1+β)kµ logn logm log2 k

m
, Cβ = (1 + β)C0

y C0,1 constantes.
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OBSERVACIÓN 1. Del Teorema 2 se desprenden importantes observaciones:

1. Los factores relevantes que definen la cantidad de muestras cŕıticas son la esparsidad
(o compresibilidad) y la coherencia µ de la matriz de muestreo (Ecuación (2.13)).

2. El error de reconstrucción está acotado por el error de aproximación k-sparse de x
(Ecuación (2.12)).

3. Si la señal x ∈ Σk, entonces la reconstrucción es perfecta (ver Ecuación (2.12)).

4. En el caso de que k ≪ n, la cantidad de muestras cŕıticas se encuentra muy por debajo
de n y de la cota establecida por el teorema del muestreo.

2.3. Transformaciones Separables

En el ámbito de procesamiento de señales, t́ıpicamente la extracción de caracteŕısticas
o tratamiento de datos se realiza posterior a una transformación de éstos. El objetivo de
esta transformación vaŕıa según la aplicación, dentro de las cuales destaca la compresión
de datos. La DCT (Discrete Cosine Transform), transformación utilizada en el algoritmo
JPEG [35], y Wavelets, utilizada en el reciente algoritmo de compresión JPEG2000 [36], son
dos casos emblemáticos en compresión de datos. En diversos escenarios se ha establecido la
superioridad de las wavelets, en particular la familia inducida por los filtros Daubechies [37],
sobre la DCT en cuanto a capacidad de compresión. Ambos espacios transformados presentan
sus respectivas matrices de transformación y extensiones al caso bidimensional, las cuales se
detallan a continuación.

2.3.1. Transformada Coseno Discreta 1D

La Transformada Coseno Discreta (DCT por su sigla en inglés, [38]) es una de las trans-
formaciones más utilizadas en procesamiento de señales, más precisamente en audio, procesa-
miento de imágenes y compresión de datos. Esta base proporciona información en frecuencia,
al igual que la transformada de fourier (FFT), pero a diferencia de esta última, trabaja
únicamente con valores reales, lo cual permite disminuir la carga computacional. La DCT
ofrece altos niveles de compresibilidad concentrando mayoritariamente la enerǵıa en las bajas
frecuencias. La expresión utilizada se muestra en la ecuación (2.14)

z(k) = αk

n∑
i=1

x(k) cos

(
π(2i− 1)(k − 1)

2n

)
(2.14)

donde

αk =


1√
n

si k = 1√
2

n
∼

(2.15)
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o equivalentemente en su representación matricial z = Φx, con Φ(i, j) = αi cos
(
π(2j−1)(i−1)

2n

)
.

2.3.2. Transformada Wavelet 1D

El objetivo de esta sección es presentar los conceptos básicos para la construcción de las
matrices de transformación wavelet, a pesar de que finalmente no fueron utilizadas en los
procesos de reconstrucción. Los motivos de esta decisión se detallan en la Sección 4.1. Los
aspectos prácticos de la implementación matricial de esta transformación se incluyen en el
apéndice, al igual que el desarrollo de matrices de mayor orden de profundidad.

La familia de transformaciones wavelet, en particular las Daubechies (Db, [37]), son un
conjunto de operadores que permiten obtener altos niveles de compresión en la mayoŕıa de
las señales naturales. A diferencia de la FFT y DCT, las Db presentan una resolución tanto
temporal como en frecuencia, permitiendo comprimir mientras se mantiene la estructura ori-
ginal de los datos. Particularmente, presentan excelentes desempeños comprimiendo señales
continuas por tramos, propiedad presente en los perfiles de permeabilidad considerados en
este trabajo. Como se ilustra en la Figura 2.4, esta transformación se obtiene mediante pro-
cesos de decimación, es decir, etapas de filtrado y downsampling, organizando los coeficientes
en diferentes niveles de escala, dependiendo de la cantidad de iteraciones sobre la banda de
aproximación.

x(i) Coeficientes de 
Nivel 1

Coeficientes de 
Nivel 2

Coeficientes de 
Nivel 3

g(i)

h(i)

2

2

g(i)

h(i)

2

2

g(i)

h(i)

2

2

Figura 2.4: Diagrama de Transformación Wavelet. g(i) representa un filtro pasa-bajo y h(i)
un filtro pasa-alto.

2.3.3. Transformaciones 2D

Como se mencionó anteriormente, las transformaciones descritas presentan una extensión
a espacios bidimensionales. No obstante, existe una familia de dominios que permiten reducir
el problema matricial (imágenes) al análisis vectorial, preservando las dependencias estruc-
turales entre los coeficientes transformados. Este tipo de espacios presentan un esquema de
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transformación con orientaciones verticales y horizontales. Más precisamente, dada una ima-
gen X ∈ RN×M , se dice que la base es separable si el proceso puede descomponerse en dos
etapas: la transformación de cada columna de forma independiente y la transformación de
cada fila resultante. En otras palabras, una transformación separable es aquella que opera de
forma independiente sobre cada dimensión del objeto. Matemáticamente, esta definición se
expresa como

Z = ΦXΨ† ; X = Φ†ZΨ (2.16)

donde X representa la imagen, Z la imagen transformada, Φ la matriz de transformación de
tamaño N ×N y Ψ la misma matriz de transformación de tamaño M ×M . En la Ecuación
(2.17) se muestra la expresión para el cálculo de la transformación DCT 2D. En la Figura
2.5 se muestra el esquema de transformación wavelet Daubechies para imágenes 2D.

Z(i, j) = αiαj

N∑
k=1

M∑
l=1

X(i, j) cos

(
π(2k − 1)(i− 1)

2N

)
cos

(
π(2l − 1)(j − 1)

2M

)
(2.17)

donde

αi =


1√
N

si i = 1√
2

N
∼

αj =


1√
M

si j = 1√
2

M
∼

(2.18)

g(i) 2

2h(i)

h(i)

g(i) 2

2

h(i)

g(i) 2

2

Filas

Columnas

jA

1jA

1jD

1jD

1jD

horizontal

vertical

diagonal

Figura 2.5: Diagrama de Transformación Wavelet 2D. g(i) representa un filtro pasa-bajo y
h(i) un filtro pasa-alto. Aj representa la banda de aproximación con j niveles de profundidad,
Dj+1 los detalles de la sub-imagen Aj en la iteración j + 1.
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2.4. Indicadores de Comparación entre Señales

Para caracterizar los desempeños de reconstrucción de imágenes, es necesario establecer
métricas que permitan identificar y cuantificar la similitud entre la señal original (imagen
geológica) y su respectiva reconstrucción. En geoestad́ıstica, uno de los criterios convenciona-
les para establecer desempeños está basado en la reproducción de modelos estad́ısticos [39],
algunos de los cuales se muestran a continuación:

Reproducción de Datos: este criterio consiste en verificar que el sesgo y varianza en
las posiciones medidas son pequeños. Tanto Kriging como los métodos de simulación
estiman de forma perfecta, y con varianza nula, los datos en las posiciones conocidas, es
decir, X̂i = Xi, donde Xi pertenece al conjunto de datos medidos. Luego, para verificar
esta propiedad, se utiliza la gráfica conformada por los puntos (X̂i,Xi) y se verifica que
ésta se distribuye en la recta de pendiente unitaria.

Reproducción de Histogramas: en este caso, se verifica que el histograma objetivo
sea reproducido por los datos una vez realizada la simulación. Este histograma a priori
puede ser obtenido a través de las mediciones directas o mediante el uso de modelos
geológicos de entrenamiento (MPS). En otras palabras, se busca que la distribuciones
a priori y a posteriori sean similares. Es importante señalar que esta figura de mérito
solo se requiere en los métodos de simulación. En Kriging, el histograma no se preserva
dado el efecto de suavizamiento que este genera.

Reproducción de Estad́ısticos Promedio: este método de evaluación consiste en
verificar que las estad́ısticas globales, más precisamente, los momentos de primer y
segundo orden, en promedio se mantienen en torno a la media y varianza del histogra-
ma o distribución a priori respectivamente, es decir, que el proceso de estimación sea
ergódico. Con el fin de comprobar esta propiedad, para cada realización se calcula la
media y varianza de su respectivo histograma. Luego, con ello se genera un histograma
global de cada momento. Finalmente, para una cantidad suficiente de realizaciones, se
deseaŕıa que la esperanza de las medias coincida con el valor esperado a priori, y que
la media de las varianzas coincida con la varianza a priori.

Reproducción de Variograma: el variograma es un estad́ıstico de segundo orden
que busca cuantificar la disimilitud entre los datos como función de la distancia de
separación. El variograma es calculado para diversas realizaciones (escogidas de forma
aleatoria) y comparado con el modelo variográfico a priori.

En el marco de procesamiento de señales, el error cuadrático medio (MSE por su sigla en
inglés, [40]) es un ı́ndice clásico de comparación entre señales. Una variante de este indicador
es la razón señal a ruido (SNR por su sigla en inglés), la cual indica la diferencia (o error en
el marco de reconstrucción) porcentual entre dos señales en decibeles.

SNR = −20 log

(
||x− x̂||2
||x||2

)
(2.19)
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Este ı́ndice realiza una comparación punto-a-punto con la señal original. Sin embargo, éste
podŕıa no ofrecer un indicador adecuado, puesto que un error elevado en una componente
no necesariamente significa un mal desempeño en cuanto a la reconstrucción o reproducción
de la estructura geológica. Generalemente, las métricas de evaluación conllevan un análisis
perceptual, t́ıpicamente realizado por un experto. El ı́ndice de similitud estructural (SSIM
por su sigla en inglés, [41]) es un indicador de similitud entre imágenes. A diferencia del
SNR, el SSIM busca cuantificar la diferencia perceptual existente entre dos imágenes. Las
caracteŕısticas que mide el SSIM son: la luminosidad, el contraste y la estructura4. Bajo
ciertas simplificaciones, el indicador se calcula según la siguiente expresión

SSIM(X, Y ) =

(
2µxµy + C1

µ2
x + µ2

y + C1

)(
2σxy + C2

σ2
x + σ2

y + C2

)
(2.20)

donde C1, C2 son constantes, µx la media de la imagen X, σ2
x la varianza de la imagen X

(análogo para la imagen Y ) y σxy la covarianza entre las imágenes. Si X e Y son similares,
entonces el valor del indicador será cercano a 1. Por el contrario, si las imágenes son diferen-
tes, entonces el ı́ndice presentará valores cercanos a 0.

La capacidad perceptual humana se caracteriza por percibir y extraer la estructuras ob-
servadas. Es por esto que la aplicación de este indicador a la imagen en su totalidad no tiene
sentido, pues las estructuras internas no son identificadas. Con el fin de capturar dichas es-
tructuras, se descompone la imagen en M bloques disjuntos y el operador descrito en (2.20)
se calcula sobre las nuevas sub-imágenes. Finalmente, el ı́ndice se calcula como

MSSIM =
1

M

M∑
i=1

SSIM(Xi, Yi) (2.21)

donde Xi es el bloque i-ésimo de X, Yi es el bloque i-ésimo de Y , M la cantidad de bloques
y SSIM(·, ·) el operador definido en la Ecuación (2.20).

4Para mayor detalle ver [41].
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Caṕıtulo 3

Contextualización del Problema de
Interpolación Espacial en la Teoŕıa de
Compressed Sensing

3.1. Modelamiento e Hipótesis del Problema

El problema consiste en la estimación de variables regionalizadas, más precisamente, de
indicadores categóricos de permeabilidad, a partir de sondajes distribuidos en el espacio. Se
modelan los datos como pixeles perteneciantes a una imagen 2D (en escala de grises y en
el plano XY), y por ende, los datos a estimar representan pixeles ocluidos (ver Figura 3.1).
Cada medición es asociada a un pixel, con lo cual se construye una imagen que representa la
distribución de permeabilidad presente en el subsuelo. La posición de los datos conocidos es
aleatoria, y presenta una distribución uniforme en el espacio, como se muestra en la Figura
3.1.b.

(a) (b)

Figura 3.1: Ejemplo de imagen multicanal de 200 × 200 pixeles. (a) Imagen original y (b)
imagen incompleta con el 2 % de datos. Los pixeles de color gris representan datos que deben
ser estimados.
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El reciente desarrollo de la teoŕıa RIPless de CS [11] ofrece diversas garant́ıas teóricas
para la resolución de problemas inversos donde el proceso de adquisición presenta una de-
terminada estructura, como en el presente caso. La principal hipótesis que garantiza buenos
desempeños de CS es que las imágenes de perfiles de permeabilidad presentan elevados nive-
les de compresión, es decir, son bien aproximadas por una cantidad de datos mucho menor
en relación al tamaño de la imagen. En la Figura 3.2 se ilustra el grado de compresibilidad
de las imágenes consideradas en el desarrollo de este trabajo, en la cual queda de manifiesto
que las imágenes son bien representadas por un conjunto muy reducido de datos (coeficientes
transformados). En variados enfoques y algoritmos [21, 22], el fomentar soluciones sparse es
la principal caracteŕıstica para la selección de los diccionarios (bases) a utilizar. Sin embargo,
en [11] establecen que bajo ciertos procesos de muestreo, la esparsidad (o compresibilidad) no
es la única figura de mérito relevante, y por ende, el diccionario debe ser escogido en función
del esquema de adquisición utilizado.

(a) (b) (c)

Figura 3.2: Ilustración de Compresibilidad en Perfiles de Permeabilidad. (a) Imagen original,
(b) aproximación con el 5 % de los coeficientes más significativos en el dominio DCT y (c)
aproximación con el 5 % de los coeficientes más significativos en el dominio wavelet.

3.2. Vectorización

Como se estipuló en la Sección 2.2, la teoŕıa de CS está definida para señales unidimen-
sionales. La extensión natural a la reconstrucción bidimensional (imágenes) es vectorizar la
matriz concatenando las filas de ésta. Sin embargo, en general se tiene que el operador de vec-
torización y transformación no conmutan, ya que las transformaciones a matrices permiten
extraer información estructural y dependencias espaciales, las que son eliminadas al realizar
la vectorización. En esta sección se propone un método que permite encontrar la matriz de
transformación U tal que vec(ΦXΨ†) = U · vec(X).

PROPOSICIÓN 1. Sea la matriz X ∈ RN×M y su transformación Z = ΦXΨ† ∈ RN×M .
Adicionalmente, considere las versiones vectorizadas x = vec(X) y z = vec(Z). Luego, existe
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una matriz U tal que z = Ux con

U(:,M(i− 1) + j) = vec(φi · ψ†j) con (i, j) ∈ {1, · · · , N} × {1, · · · ,M} (3.1)

donde φi es la columna i-ésima de Φ y ψj la columna j-ésima de la matriz Ψ. Adicionalmente,
si Φ y Ψ definen una transformación ortonormal, entonces dicha propiedad es heredada por
U .

Este resultado es fundamental para la reducción del problema bidimensional al esquema
clásico de CS. Mediante este procedimiento se garantiza que las dependencias espaciales
presentes en las transformaciones 2D prevalecerán una vez realizada la vectorización. Ver
apéndice para la demostración. En lo que respecta al resto del trabajo, las ecuaciones y
proposiciones hacen referencia al problema vectorizado, asumiendo la equivalencia planteada
en la proposición 1.

3.3. Matriz de Muestreo, Isotroṕıa y Coherencia

En la Figura 3.1 se presenta un ejemplo de imagen multicanal. Es directo apreciar que
la imagen no es sparse ni compresible, puesto que todos los valores son distintos de cero.
Sin embargo, es posible obtener una representación equivalente de la imagen que śı posea
caracteŕısticas redundantes (esparsidad o compresiblidad) aplicando sobre ésta una transfor-
mación U . En otras palabras, la señal x es sparse en un dominio transformado. Denotaremos
como U † la matriz de transformación, que para efectos del estudio se considerará ortonormal;
x el vector representativo de la imagen; y z la imagen en el dominio alternativo, con lo que
se tiene que

x = Uz ; z = U †x (3.2)

donde † representa el operador de trasposición.

Como se mencionó en la Sección 3.1, la posición de los datos medidos sigue una distribución
uniforme, lo cual condiciona la matriz de medición A del problema. Luego, la matriz de
muestreo se construye escogiendo de forma aleatoria m filas de la matriz identidad. Si la i-
ésima fila es escogida, entonces x(i) formará parte del conjunto de datos medidos. Es simple
demostrar que este tipo de matrices cumple con la propiedad isotrópica definida en (2.9),
salvo por un factor de normalización

√
n. Es más, si A satisface (2.9), entonces la matriz

A ·U también, en tanto U sea una transformación ortonormal1. Luego, si se define Ã ∈ Rm×n

como la matriz formada por las m filas seleccionadas de la matriz identidad, U ∈ Rn×n la
matriz de transformación y A ∈ Rm×n la matriz de muestreo equivalente, entonces el proceso
de adquisición se puede expresar como

y =
√
nÃx =

√
nÃUz = Az ∈ Rm (3.3)

donde z es una señal sparse.

1Ver apéndice para la demostración
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Dada la nueva matriz de adquisición mostrada en (3.3), es directo notar que ésta corres-
ponde a la selección aleatoria de filas de la matriz U ponderadas por un factor

√
n. Luego,

considerando la definición de coherencia establecida en la Ecuación (2.10), la expresión para
µ está dada por

µ(U) = nmáx
i,j
〈ai, uj〉2 = nmáx

(i,j)
|uij|2 = NM máx

i,j,p,q
|φp(i)ψq(j)|2 (3.4)

donde ai es la fila i-ésima de la matriz de muestreo Ã, uj la columna j-ésima de la matriz U ,
uij = U(i, j), φp(i) = Φ(i, p) y ψq(j) = Ψ(j, q).

3.4. Formalización del Problema

Una vez identificados los elementos necesarios para la implementación de CS, a continua-
ción se presenta la derivación directa del Teorema 2 para señales compresibles en dominios
alternativos.

TEOREMA 3. [11]. Sea x ∈ Rn una señal arbitraria y z sus respectivos coeficientes trans-
formados dada una base U . Sea y el vector de muestras adquiridas seleccionando de forma
aleatoria componentes del vector x, como se muestra en la Ecuación (3.3). Consideremos ẑ
como la solución del siguiente problema de optimización convexa

ẑ = argmin
z̃∈Rn

||z̃||1 s.t y = Az̃ =
√
nÃUz̃ (3.5)

Luego, para todo nivel de esparsidad k ∈ N y constante β ∈ R+, con probabilidad 1 −
6/n− 6e−β, se tiene que, si m ≥ Cβµ(U)k log n, entonces

||x̂− x||2 = ||ẑ − z||2 ≤
C1(1 + α)√

k
||z − zk||1 (3.6)

donde µ(U) es la coherencia definida según (3.4), x̂ = Uẑ y α la constante definida en el
Teorema 2.

3.5. Selección de Base Óptima

El Teorema 3 es válido para cualquier transformación, y establecer la base óptima se pre-
senta como uno de los factores decisivos para la obtención de un buen desempeño. El desaf́ıo
principal de la interpolación en la geociencia es el caracterizar modelos geológicos a partir
de una cantidad muy reducida de mediciones. Es por esto que el criterio establecido para
la selección de la transformación U es la minimización de la cantidad de muestras cŕıticas
necesarias para inducir un error de reconstrucción ε (ver Ecuación (2.13)). Como se esta-
bleció previamente en la Sección 2.2, los factores más condicionantes sobre la cantidad de
muestras cŕıticas son: la coherencia, la cual depende del esquema de muestreo

√
nÃ (fijo para
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efectos del problema) y el dominio transformado U (ver Ecuación (3.4)); y la esparsidad, la
cual depende únicamente de la capacidad de compresión de la matriz U .

Para cuantificar la compresibilidad de una base U , el análisis es basado en la Ecuación
(3.6), la cual ofrece una cota para el error de reconstrucción en el dominio canónico (pixeles)

en función del error de aproximación en el dominio transformado. Dado que α ≤ log
3
2 n (ver

Teorema 2), es posible estandarizar el procedimiento para cualquier nivel de adquisición o
transformación. Luego, definimos la capacidad de compresión κ como

κ(x, U, ε) = mı́n

{
1 ≤ k ≤ n :

||z − zk||1√
k

≤ ε

}
(3.7)

donde z = Ux, zk la mejor aproximación k-sparse de z, U la matriz de transformación y
ε la tolerancia del error. Notar que el factor ||z−zk||1√

k
es proporcional a la cota del error de

reconstrucción establecida por la teoŕıa de CS, Ecuación (3.6), y por ende, κ proporciona un
indicador de que tan sparse es la señal a reconstruir.

Finalmente, dada una colección de bases {Uj : j ∈ J }, la definición de capacidad de
compresión en (3.7) y la coherencia definida en (3.4), el criterio se basa en la minimización
de la siguiente expresión.

j∗(ε) = argmin
j∈J

µ(Uj) · κ(x, Uj, ε) (3.8)

Notar que µ(Uj) · κ(x, Uj, ε) es un factor proporcional al nivel de adquisición cŕıtico es-
tablecido en la Ecuación (2.13), donde se han descartado los términos independientes del
dominio transformado.

3.6. Metodoloǵıa de Trabajo

En esta sección se establece la metodoloǵıa definida para el desarrollo del trabajo. Para la
obtención de una base de datos representativa de los perfiles de permeabilidad, se utilizó el
algoritmo de simulación multipunto FILTERSIM [16] desarrollado en SGeMS [42]. En parti-
cular, se generaron cien imágenes categóricas de 200×200 pixeles con diversas orientaciones.
Se enfoca arbitrariamente el análisis en imágenes horizontales, puesto que la teoŕıa de CS es
invariante a la orientación del canal en cuestión2. La Figura 3.3 muestra algunos ejemplos de
las imágenes multicanal generadas mediante MPS.

El principal limitante de este tipo de problemas de optimización es la gran carga compu-
tacional que implica la resolución de éste. Con el fin de reducir dicha carga, el enfoque

2En el apéndice B.4 se proporcionan reconstrucciones con distintas imágenes y orientaciones, con el fin
de ilustrar la conjetura anterior. Estas imágenes no son incluidas en el análisis puesto que no se realizaron
estudios sistemáticos sobre ellas, y sólo se incorporan para ilustrar la invarianza de CS ante la estructura de
canal observada.
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Figura 3.3: Ejemplo de imágenes multicanal generadas para el desarrollo de este trabajo.

usualmente utilizado consiste en descomponer la imagen en bloques de dimensión menor,
permitiendo reducir el costo de cómputo considerablemente de O(n log n) [43] a O

(
n
l

log n
)
,

donde l representa la cantidad de sub-problemas. El esquema de adquisición permite dicho
desacoplamiento, a diferencia de otros esquemas de muestreo o teoŕıas (RIP por mencionar
un ejemplo). El algoritmo utilizado para resolver el problema de optimización planteado en
(3.5) es `1-MAGIC, desarrollado por Candès y Romberg [44].

En la Figura 3.4 se presenta un esquema de bloques de la metodoloǵıa propuesta, la cual
se detalla a continuación.

Selección de 
Imagen

Extracción de 
Datos

Descomposición por Bloques 
y Reconstrucción

Post-procesamiento:
Imagen Promedio y Thresholding

Cálculo de Índices 
de Desempeño

Figura 3.4: Metodoloǵıa propuesta para el desarrollo del trabajo.

1. Se selecciona una imagen de la base de datos obtenida mediante MPS.

2. Se realizan los estudios de selección de base óptima.

3. Se extrae un determinado porcentaje de datos de forma aleatoria con distribución
uniforme. Se repite el proceso para diversos niveles de adquisición p (1-10 %).

4. Se descompone la imagen en bloques de tamaño L × L y se resuelve el problema de
optimización (3.5) para cada sub-imagen generada. Se repite para diversos tamaños
de bloque L (de 40 × 40 a 200 × 200 pixeles), con la finalidad de establecer si existen
ganancias al incorporar información a distintos niveles de escala.

5. Los resultados obtenidos para cada conjunto de datos son procesados: las soluciones
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para cada tamaño de bloque son promediadas y posteriormente la reconstrucción es
categorizada. La primera etapa permite integrar los diferentes niveles de escala, y la
segunda busca explotar el conocimiento a priori de la variable estudiada.

6. Los puntos 3, 4 y 5 se repiten para distintas matrices de muestreo, es decir, variando
la posición de los datos medidos, con el fin de estudiar la variabilidad en cuanto a la
realización del operador de adquisición.

7. Finalmente se calculan los ı́ndices de desempeños establecidos previamente en la Sección
2.4.
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Caṕıtulo 4

Resultados Experimentales

4.1. Selección de Base Óptima

Como se estableció en la Sección 2.3, se consideraron para el estudio dos bases emblemáti-
cas en cuanto a compresión de datos: la transformada coseno (DCT) y las transformaciones
wavelet inducidas por la familia de filtros de dos canales Daubechies (Db). En relación a las
bases wavelets, se exploraron filtros de orden 1 al 9, con niveles de profundidad que variaban
entre 1 y 5 iteraciones. Ejemplos de los coeficientes transformados se presentan en la Figura
4.1.

(a) (b) (c) (d)

Figura 4.1: Coeficientes transformados para el perfil presentado en la Figura 3.1. (a) Coeficien-
tes transformados DCT, (b) coeficientes de la wavelet de haar con un nivel de profundidad,
(c) coeficientes de la wavelet de haar con dos niveles de profundidad y (d) coeficientes de la
wavelet de haar con tres niveles de profundidad.

Se puede apreciar la capacidad de compactación de la enerǵıa en ambas bases (comple-
mentar con Figura 3.2). En el caso de la DCT, la concentración se genera en torno a las
bajas frecuencias, debido a la propiedad de continuidad por tramos que presentan las imáge-
nes multicanal estudiadas en este trabajo. Sin embargo, las Dbs presentan una capacidad
superior de compresión en este tipo de estructuras, ya que capturan de buena forma las dis-
continuidades, a diferencia de la DCT, la cual necesitaŕıa un elevado número de componentes
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de alta frecuencia para identificarlas. También se puede apreciar la capacidad de preservar
la estructura original de la imagen en la familia de transformaciones Dbs.

En la Figura 4.2 se muestra la evolución del indicador de compresión κ(·) para las bases
estudiadas, aplicado al perfil de la Figura 3.1. Notar que κ(·) es un ı́ndice relacionado con:
el error de reconstrucción inducido por el algoritmo de optimización (Ecuación (3.6)), con
la capacidad de compresión de la base y es uno de los factores predominantes en el nivel
de adquisición cŕıtico de la Ecuación (2.13). La superioridad de las bases wavelets de orden
inferior es clara sobre la DCT, en lo que respecta a la compresibilidad que éstas proporcionan
en los perfiles de permeabilidad. En otras palabras, para un nivel de tolerancia ε dado, las
representaciones sparse necesarias por las Dbs de orden inferior son de menor complejidad
(requieren una menor cantidad de coeficientes) que en el caso de la DCT. En particular, la
wavelet de haar (Db1) presenta los mejores desempeños, superando en todo rango de error al
resto de las bases. En general, se aprecia un comportamiento persistente al aumentar el orden
del filtro Dbx. Este se explica por la naturaleza intŕınseca de los canales de permeabilidad y
la estructura de los elementos de la base Db1. Como se mencionó con anterioridad, los perfiles
estudiados presentan zonas continuas por tramos y discontinuidades abruptas en los cam-
bios de permeabilidad, caracteŕısticas presenten también en los átomos1 de la wavelet de haar.
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Figura 4.2: Índice de Capacidad de Compresión κ(x, U, ε) para perfil presentado en la Figura
3.1. Cada curva representa la evolución de κ(x, U, ε) como función de 1/ε para una base en
particular. DCT hace referencia a la transformada coseno y Dbx a la base wavelet de orden
x con 5 niveles de profundidad.

Cuando se introduce el factor de coherencia en el análisis, es decir, µ(U) definida en la

1Átomos hace referencia a los elementos pertenecientes a una base.
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Ecuación (3.4), la tendencia mostrada en la Figura 4.2 se invierte, presentándose como base
óptima el dominio DCT por sobre wavelet. La Figura 4.3 presenta los resultados obtenidos al
integrar µ(U) en el estudio. En la gráfica se muestra el logaritmo del indicador de selección
de base definido en (3.8) como función del error tolerado 1/ε. Se puede observar que la
ganancia en compresibilidad presentada en la Figura 4.2 no compensa la alta coherencia del
dominio wavelet. Matemáticamente, la base DCT está normalizada por el largo de la señal
(ver Ecuación (2.14)), con lo que, dada la definición de coherencia en (3.4), se obtiene un
valor de µ(DCT ) = 4 constante, a diferencia de las Dbx, las cuales están normalizadas por
el largo del filtro l, y por ende, presentan una coherencia proporcional a n/l. Una razón
más fundamental de este comportamiento se obtiene al incorporar en el análisis la resolución
temporal presente en las Dbs. Al preservar información temporal (o espacial en el caso de
imágenes), esta base es altamente coherente con el espacio de medición (dominio de los
pixeles), y por ende, la coherencia, que puede ser vista como el producto interno entre los
elementos de la base de medición y transformación, presenta un valor elevado. Por otro
lado, el dominio de la frecuencia es completamente incoherente (FFT) o casi perfectamente
incoherente (DCT) con el espacio canónico, lo que deriva en valores pequeños de µ(U). En
la Tabla 4.1 se presentan los valores numéricos de µ(U) obtenidos en el análisis, donde se
aprecian los altos valores para la familia Daubechies.

Tabla 4.1: Coherencia de los dominios DCT y wavelet inducida por filtros Daubechies de
orden 1 al 9 con cinco niveles de profundidad.

DCT
Daubechies

1 2 3 4 5 6 7 8 9√
µ(U) 2.00 100.00 139.95 130.21 102.20 104.92 112.84 106.33 91.30 86.41
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Figura 4.3: Índice de Selección de Base definido en Ecuación (3.8) para perfil en Figura 3.1.
Cada curva representa la evolución de ln (µ(U)κ(x, U, ε)) como función de 1/ε para una base
en particular. DCT hace referencia a la transformada coseno y Dbx a la base wavelet de
orden x con 5 niveles de profundidad.
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En conclusión, dado el esquema de adquisición establecido en la Sección 3.1, el cual selec-
ciona pixeles de forma aleatoria con distribución uniforme, la DCT es la mejor base (dentro
del conjunto de bases estudiadas) que permite inducir un error de reconstrucción ε con la
menor cantidad de mediciones. En concecuencia, la DCT es la base utilizada en los procesos
de reconstrucción mostrados en las siguientes secciones.

4.2. Análisis Inter-bloque

En la Figura 4.4 se presentan los resultados para distintos tamaños de bloques. Cada
sub-bloque es reconstruido de forma independiente. Si bien, en promedio cada sub-imagen
presenta la misma cantidad de muestras, existe la probabilidad de que en determinados sec-
tores de la imagen exista una mayor concentración de datos, lo cual explica la presencia de
bloques con una mejor reconstrucción. Como se puede apreciar, el descomponer la imagen
introduce artefactos que deterioran las soluciones del algoritmo, afectando los desempeños
obtenidos. No obstante, como se observa en la Figura 4.4.(h), estos efectos pueden ser mer-
mados mediante un proceso que consiste en promediar las estimaciones obtenidas para los
distintos niveles de escala (tamaños de bloque). Incluso, se mostrará que promediar las diver-
sas reconstrucciones permite mejorar sustancialmente los desempeños de estimación, incluso
por sobre los indicadores obtenidos al considerar la imagen completa.

(a) (b)

(c) (d) (e) (f) (g) (h)

Figura 4.4: Reconstrucción de Compressed Sensing para distintos tamaños de bloque con
el 4 % de los datos medidos. (a) Perfil de permeabilidad original, (b) datos adquiridos, (c)
reconstrucción utilizando bloques de 40×40 pixeles, (d) reconstrucción utilizando bloques de
70× 70 pixeles, (e) reconstrucción utilizando bloques de 100× 100 pixeles, (f) reconstrucción
utilizando bloques de 150 × 150 pixeles, (g) reconstrucción utilizando bloques de 200 × 200
pixeles y (h) reconstrucción Promedio.
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La Figura 4.4 muestra los resultados obtenidos para una realización de la matriz de mues-
treo A con un nivel de adquisición del 4 % de pixeles medidos2. Como se detalló en la Sección
3.6, la reconstrucción se realiza seccionando la imagen en bloques (de 40× 40 a 200× 200 pi-
xeles, Figuras 4.4.c-g), con lo que luego se calcula la reconstrucción promedio (Figura 4.4.h).
Finalmente, cada imagen es categorizada conservando la proporción de datos de alta y baja
permeabilidad obtenida a partir de las mediciones. Esta etapa proporciona mejoras sustan-
ciales en los desempeños de estimación, debido principalemente a la caracteŕıstica binaria de
las imágenes consideradas en este trabajo3.

De los resultados mostrados en la Figura 4.4 se desprende que conforme aumenta el tamaño
de bloque de las sub-imágenes, la calidad de las reconstrucciones aumenta, en desmedro de
la carga computacional, la cual también aumenta. Una razón superficial es que los artefactos
incorporados debido a las transiciones entre los bloques disjuntos disminuyen. Una razón más
fundamental es que los grados de libertad, es decir, los coeficientes significativos, crecen de
forma sub-lineal con respecto al tamaño de la señal. En otras palabras, al aumentar el tamaño
de la imagen a reconstruir, ésta se vuelve más compresible, logrando ser representada con
una menor cantidad de coeficientes. En concecuencia, bajo un mismo nivel de muestreo, más
estructura es capturada por los datos, con lo cual el algoritmo de reconstrucción es capaz
de inferir de mejor manera los datos faltantes. En la Figura 4.5 se presenta el indicador de
comparación entre señales SNR. La gráfica muestra el error de aproximación −20 log(||x −
xk||2/||x||2) como función de la esparsidad k[ %], donde xk representa la mejor aproximación
k-sparse de x en el dominio DCT. Como se puede apreciar, a medida de que el bloque aumenta
de tamaño, las representaciones k-sparse aproximan de mejor manera al perfil original.
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Figura 4.5: Metrica de aproximación sparse para base DCT. Curva SNR calculada según
Ecuación (2.19). Las curvas son presentadas como función del porcentaje de coeficientes
significativos para diferentes tamaños de bloque.

2En el apéndice B.2 se proporciona una mayor cantidad de reconstrucciones con el fin de ilustrar el efecto
inducido al descomponer la imagen original en sub-bloques. Se presentan diversas realizaciones de la matriz
de muestreo para distintos niveles de adquisición.

3En el apéndice B.1 se ilustra la ganancia obtenida al categorizar las soluciones proporcionadas por el
algoritmo de reconstrucción.
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Las Figuras 4.6 y 4.7 muestran los resultados promedio obtenidos como función del tamaño
de bloque utilizado en el esquema de reconstrucción y el porcentaje de pixeles adquiridos (1-
10 %), sobre un total de 25 realizaciones de la matriz de muestreo A. En ambos casos, se
observa una mejora en la calidad de las soluciones conforme aumenta el tamaño de bloque,
en particular, en el régimen del 2-5 % de mediciones para sub-imágenes de baja dimensión.
Adicionalmente, se presentan los resultados con y sin post-procesamiento (categorización),
donde se aprecia una mejora sustancial en los indicadores de desempeño para un nivel de
adquisición del 2 % o superior.
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Figura 4.6: . Desempeños de reconstrucción para indicador SNR como función del porcentaje
de pixeles medidos. Cada curva representa un tamaño de bloque distinto. (a) Resultados de
CS sin categorización y (b) resultados de CS con etapa de categorización.

De los resultados mostrados en las Figuras 4.6 y 4.7 es posible constatar que la solu-
ción promedio sobre todos los tamaños de bloque permite mejorar considerablemente los
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Figura 4.7: . Desempeños de reconstrucción para indicador MSSIM como función del porcen-
taje de pixeles medidos. Cada curva representa un tamaño de bloque distinto. (a) Resultados
de CS sin categorización y (b) resultados de CS con etapa de categorización.

desempeños en ambos indicadores. Esta estrategia, en conjunto con el proceso de catego-
rización establecen el mejor escenario de reconstrucción. La reconstrucción promedio (ver
Figura 4.4.h) incrementa significativamente la calidad de la solución en comparación a los
desempeños individuales de cada bloque (ver Figuras 4.4.c-g). Cada nivel de escala introduce
artefactos a la reconstrucción, los cuales son reducidos al promediar todas las soluciones obte-
nidas, puesto que los artefactos particulares son filtrados4, y sólo prevalecen las caracteŕısticas
(patrones o estructuras) persistentes en cada solución. Sin embargo, no existe justificación
de este fenómeno en la teoŕıa RIPless de CS [11], y su comprensión es objeto de análisis para
un trabajo futuro. En consecuencia, el incremento en el desempeño mediante el promedio
de las soluciones a diferentes escalas es una estrategia muy relevante e interesante de ana-

4En el marco de filtrado de señales, promediar datos representa un filtro pasa-bajos.
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lizar, en cuanto a la aplicación práctica en este enfoque de estimación de variables geológicas.

Finalmente, para el mejor escenario de reconstrucción (imagen promedio y categorización
de la solución), la Figura 4.8 presenta ejemplos de resultados para una realización de la
matriz de muestreo. Como primera observación, es claro el elevado desempeño, desde un
punto de vista perceptivo, para un nivel de adquisición superior al 4 %. Un resultado más
interesante es el presentado en la última columna de la Figura 4.8, en donde se observa que
este enfoque permite reproducir las estructuras presentes en el perfil original, incluso en un
régimen sub-cŕıtico de muestreo del 2 %.

Figura 4.8: Reconstrucciones Promedio para distintos nivel de adquisición. La primera fila
presenta las imágenes con datos ocluidos. Los pixeles grices representan datos no medidos.
La segunda fila presenta las reconstrucciones promedio para una realización de la matriz de
muestreo. De izquierda a derecha por columna: nivel de adquisición del 10 %, 8 %, 5 % y 2 %
respectivamente.

4.3. Variabilidad inducida por la Matriz de Muestreo

Dado que la matriz de muestreo A es un objeto aleatorio, es importante establecer la
variabilidad intŕınseca que el proceso de adquisición induce sobre los desempeños de recons-
trucción. Para ello, y como se describió previamente, se generaron 25 realizaciones de la
matriz de medición para cada porcentaje de datos medidos. En definitiva, el objetivo de esta
sección es establecer que tan robusto es CS en cuanto a la posición de los datos adquiridos y
verificar la relación que existe entre esta variabilidad y la cantidad de mediciones.

Con el fin de ilustrar la variabilidad de CS, en la Figura B.8 se muestran los resultados de
reconstrucción para el mejor escenario establecido en la sección anterior. Los resultados se
presentan para distintas realizaciones de la matriz de muestreo (organizado por columnas) y
distintos niveles de adquisición (organizado por filas). Se puede apreciar que para un nivel de
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adquisición del 5 % de los pixeles o superior, CS es casi invariante a la realización espećıfica
de la matriz aleatoria A, definida en la Ecuación (3.3). Por otro lado, en el régimen del 2 %
de datos medido, mostrado en la última fila de la Figura B.8, la variabilidad es mayor, debido
a que la escasa información aumenta la probabilidad de descomponer la imagen en bloques
con una cantidad de datos insuficientes para el proceso de reconstrucción en el esquema por
bloques establecido anteriormente, y en consecuencia, esto deriva en una alta incertidumbre.
En general, y como se esperaba, la variabilidad aumenta conforme disminuye la cantidad
de datos medidos. Formalmente, esto se muestra en la Figura 4.10 donde se presentan los

Figura 4.9: Ilustación de variabilidad como función de la matriz de muestreo. Cada columna
representa una realización independiente de A. La primera columna representa la mejor
solución obtenida según ı́ndice MSSIM y la cuarta columna la peor reconstrucción. Desde
arriba hacia abajo por fila: perfil original, nivel de adquisición del 10 %, del 5 % y del 2 %
respectivamente.
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resultados promedio con sus respectivas desviaciones estándar para distintos niveles de mues-
treo. En cada gráfica se muestran los resultados con y sin proceso de categorización, donde
se aprecia directamente la mejora al incorporar esta etapa en el estudio. Sin embargo, si
bien existe mejora en cuanto al sesgo de la estimación (promedio), aumenta la varianza con
respecto a la solución promedio original de CS. Esto se debe a que CS ofrece soluciones
continuas, y por ende, las diferencias entre una realización y otra son menores. Este efecto
también explica los resultados para SNR mostrados en 4.10, donde se aprecia que categorizar
la imagen reconstruida para niveles de adquisición bajos (1-3 %) no ofrece mejoŕıa en cuanto
al error cuadrático medio. No obstante, estos efectos no se aprecian en el indicador MSSIM,
puesto que la categorización permite mejorar la estimación de la estructura de canal de la
imagen original. En conclusión, la variabilidad es un factor intŕınseco en este tipo de esque-
mas, debido a la naturaleza aleatoria del operador de medición, y está fuertemente ligada al
nivel de adquisición del problema.
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Figura 4.10: Desempeño promedio y desviación estándar de la solución promedio sobre 25
realizaciones de la matriz de muestreo. (a) Indicador SNR y (b) indicador MSSIM. La curva
azul representa los datos categorizados y la curva roja los datos directamente proporcionados
por CS.

32



4.4. Selección de Bloques para Reconstrucción Prome-

dio

Los primeros inconvenientes detectados sobre la reconstrucción por bloques fueron: la
pérdida de compresibilidad al reducir el tamaño de la imagen a reconstruir y los artefactos
incorporados en la soluciones debido a las transiciones entre bloques contiguos, efecto redu-
cido mediante la obtención de la solución promedio. Sin embargo, los resultados obtenidos
para niveles de adquisición bajos (1-3 %) y tamaños de bloques pequeños (40× 40 - 90× 90
pixeles) muestran que dichas soluciones presentan desempeños que se encuentran muy por
debajo que los obtenidos para las reconstrucciones promedio. Ésto se atribuye al limitado
número de datos presentes en las sub-imágenes generadas, lo que hace casi imposible obtener
o inferir cualquier estructura presente en los datos. En consecuencia, estas imágenes recons-
truidas podŕıan no aportar o incluso deteriorar las soluciones promedio obtenidas (ver Figura
B.8). Ésto inspira la idea de generar un criterio de selección de bloques, más precisamente,
de determinar el tamaño de bloque mı́nimo dentro del esquema de reconstrucción planteado
en la secciones anteriores, con el fin de mejorar los desempeños y reducir tiempo de cómputo.
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Figura 4.11: Desempeños promedio y desviación estándar de CS como función del número
de bloques considerados en la reconstrucción promedio. Los resultados son calculados sobre
25 realizaciones de la matriz de muestreo. El indicador MSSIM se calcula sobre las versiones
categorizadas de la soluciones proporcionadas por el algoritmo de reconstrucción.

Los resultados obtenidos se muestran en la Figura 4.11, en la cual se presenta el indi-
cador MSSIM promedio sobre 25 realizaciones de la matriz de medición, como función de
la cantidad de bloques considerados en la reconstrucción promedio, comenzando desde los
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bloques de mayor tamaño5. Las curvas corresponden a los niveles de adquisición del 10 %,
7 %, 4 % y 2 %. De la gráfica mostrada, es posible distinguir tres conclusiones relevantes en
cuanto al desempeño e incertidumbre de las soluciones obtenidas. En primera instancia, se
observa que la variabilidad intŕıseca de las soluciones proporcionadas por CS no es función
de la cantidad de bloques promediados, siendo casi invariante a través de toda la curva.
Como segundo comentario, existe una ganancia progresiva al incorporar un nuevo bloque de
reconstrucción para niveles de adquisición superiores al 4 %. En el régimen del 1-3 %, integrar
bloques de menor tamaño inducen un leve deterioro en el desempeño promedio. Finalmente,
para el caso umbral de diez soluciones promediadas, la ganancia es marginal, y por ende, el
tiempo de cómputo se reduce considerablemente al no requerir la reconstrucción mediante la
descomposición en bloques pequeños (40× 40− 90× 90 pixeles).

5Solo se proporciona el indicador MSSIM ya que el ı́ndice SNR presenta el mismo comportamiento.
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Caṕıtulo 5

Conclusiones

Los objetivos de esta memoria se cumplieron a cabalidad. Se logró desarrollar e implemen-
tar la técnica de Compressed Sensing para la reconstrucción de canales de permeabilidad,
realizando un minucioso estudio en cuanto a las propiedades de señal de las imágenes consi-
deradas en el trabajo y generando claras conexiones con las garant́ıas teóricas de CS.

Un nuevo esquema de resolución de problemas inversos en geoestad́ıstica para perfiles
de permeabilidad es propuesto y desarrollado en este trabajo, formulando el problema en
el marco de procesamiento de señales, bajo un estado aleatorio y sub-cŕıtico de muestreo.
Este nuevo enfoque muestra prometedores resultados en el desaf́ıo de interpolación geológica,
presentando buenos desempeños incluso en el escenario bajo el 4 % de datos adquiridos. Una
de las principales contribuciones de este trabajo es la contextualización de esta problemática
en el marco de Compressed Sensing, donde una clara conexión con los resultados teóricos
de CS (en particular, la nueva teoŕıa RIPless de CS) y procesos prácticos de refinamiento
de señales se han establecido. De este análisis teórico, se ha justificado el uso de la DCT
como la base óptima que permite reducir la cantidad de muestras necesarias para inducir
un determinado nivel de error, incluso superando a la familia de las wavelets Daubechies, a
pesar de que éstas presentan niveles de compresión superiores a la DCT. En cuanto al uso
del algoritmo de reconstrucción de CS, la descomposición del perfil en bloques, y la posterior
integración de éstos en una única solución (imagen promedio) ha mostrado ser un buen
enfoque para mejorar los resultados proporcionados por CS. Finalmente, la inclusión de una
etapa de categorización presenta una sustancial mejora en los desempeños de estimación de
la variable estudiada, incluso en los reǵımenes de sub-muestreo bajo el 4 % de datos medidos.

5.1. Trabajo Futuro

En palabras simples, la idea fundamental de este trabajo es capturar la estructura de la
imagen a través de la organización de sus coeficientes en algún dominio transformado (DCT),
y utilizar esta información a priori para estimar las variables faltantes. Es en este proceso
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donde se encuentra la principal diferencia con los métodos convencionales, donde la fuente de
información es incorporada mediante modelos estad́ısticos, obtenidos a través de imágenes
de entrenamiento (MPS), y/o directamente de los datos medidos. En consecuencia, el uso
conjunto de ambos enfoques, es decir, la incorporación de información estructural desde un
modelo de señal e información estad́ıstica de métodos tradicionales, podŕıa generar mejoras
a los desempeños presentados en este trabajo. En esta ĺınea, la incorporación de datos simu-
lados al conjunto de datos medidos, distinguiendo la incertidumbre en cada dato simulado,
podŕıa ser un caso de estudio muy interesante, puesto que existen garant́ıas bien establecidas
en la teoŕıa de CS para problemas inversos en ambientes ruidosos. En cuanto a la teoŕıa de
CS, se han desarrollado diversas técnicas que permiten incorporar información adicional en
la estructura de la señal reconstruida, tales como enfoques bayesianos, dependencias en el
dominio transformado o modificación de la función objetivo. En consecuencia, la incorpora-
ción de información adicional es fundamental para la mejora de los desempeños obtenidos.

En el contexto de reproducción de estructuras geológicas, la aplicación de CS a otros
modelos geológicos, como litoloǵıa, modelos en tres dimensiones, fenómenos no estaciona-
rios o variables continuas, es una arista que necesariamente debe ser estudiada. La dificultad
radica en la complejidad de dichos modelos, lo cual limita fuertemente los desempeños de CS.

En cuanto a los algoritmos y técnicas de procesamiento de datos utilizados en este trabajo,
es imperante su estudio y refinamiento con el fin de mejorar los desempeños del problema
clásico de CS. En el ámbito computacional, existen diversos métodos que permiten abordar
el problema estándar de CS (basis pursuit). Sin embargo, el análisis de algoritmos alternati-
vos a la resolución de problemas de optimización con restricciones, basados en otras teoŕıas
(como message-passing [45]) se presenta como un interesante caso de estudio. En el marco del
problema denominado inpainting, diversos algoritmos han sido desarrollados [3, 21, 22], y su
estudio e implementación podŕıan ser de gran aporte al enfoque de resolución de problemas
inversos en geoestad́ıstica planteado en este trabajo.

En cuanto a la naturaleza de las variables regionalizadas, en variados escenarios éstas re-
presentan categoŕıas, y por ende, una reconstrucción continua no tiene sentido. En esta ĺınea,
existen estudios en el escenario de reconstrucción categórica o binaria de CS [46,47], lo cual
permitiŕıa incorporar la etapa de categorización en el problema de optimización directamente.

Finalmente, y como se mostró en la sección de resultados, la resolución a distintos niveles
de escala y la categorización permiten una mejora sustancial en la estimación de las variables
ocluidas. Es por ésto, que el análisis y desarrollo de técnicas de post-procesamiento más
elaboradas, que permitan depurar las soluciones proporcionadas por CS (eliminar artefactos
y mejorar la conectividad por mencionar algunos aspectos), es fundamental para futuros
trabajos.
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Apéndice A

Demostraciones

A.1. Demostración Proposición 1

Sea x, z ∈ Rn las representaciones vectoriales de las matrices X,Z ∈ RN×M respectiva-
mente, con Z = ΦXΨ†. Luego, se cumple que

X(k, i) = x[M(k − 1) + i] con
k = 1, · · · , N
i = 1, · · · ,M (A.1)

Considere la base canónica de matrices de tamaño N×M , {M̂ij}. Entonces, para cualquier
matriz X ∈ RN×M se tiene que

X =
N∑
i=1

M∑
j=1

X(i, j)M̂ij (A.2)

Considerando la transformación separable definida en la Ecuación (2.16), se tiene que

Z = ΦXΨ†

= Φ

(
N∑
i=1

M∑
j=1

X(i, j)M̂ij

)
Ψ†

=
N∑
i=1

M∑
j=1

X(i, j)
(

ΦM̂ijΨ
†
)

=
N∑
i=1

M∑
j=1

X(i, j)φiψ
†
j (A.3)

Luego, la familia de matrices {φiψ†j}i,j ∈ RN×M son una base de la transformación sepa-
rable definida por el par (Φ,Ψ). Finalmente, si definimos la matriz U tal que

U(·,M(i− 1) + j) = vec
(
φiψ

†
j

)
(A.4)
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donde U(·, k) representa la columna k-ésima de U , se tiene que z = Ux. Además, si Φ,Ψ
definen matrices ortonormales, entonces U hereda dicha propiedad.

〈up, uq〉 =
N∑
i=1

M∑
j=1

φk1(i)ψl1(j)φk2(i)ψl2(j)

=

(
N∑
i=1

φk1(i)φk2(i)

)(
M∑
j=1

ψl1(j)ψl2(j)

)
= 〈φk1 , φk2〉 · 〈ψl1 , ψl2〉
= δ(k1 − k2)δ(l1 − l2) (A.5)

A.2. Construcción Matriz de Transformación Wavelet

Para caracterizar de forma matricial la transformación wavelet, es necesario establecer el
proceso de decimación mostrado en la Figura 2.4 como un operador sobre vectores. Sea el
vector x ∈ Rn y el filtro pasa-bajo g(k) definido como

z(k) = g`x(k) + g`−1x(k − 1) + · · ·+ g1x(k − `+ 1) (A.6)

Este proceso puede ser representado mediante la construcción de la siguiente matriz de fil-
trado.

G̃ =


. . . . . . . . .

0 · · · g1 · · · g` 0 · · · 0 0
... 0 · · · g1 · · · g` 0 · · · 0
...

. . . . . . . . . . . . . . .
...

 (A.7)

con lo que se tiene que z = G̃x. La etapa de downsampling se obtiene eliminando las com-
ponentes pares de z, o equivalentemente, eliminando las filas pares de G̃, obteniendo una
nueva matriz G ∈ Rn/2×n y el vector transformado za = Gx ∈ Rn/2. Del mismo modo se
define la matriz de filtrado pasa-alto H, obtiendo zd = Hx ∈ Rn/2. Luego, los coeficientes
transformados se obtienen a través de la expresión en (A.8).

z =

(
za
zd

)
=

(
G
H

)
· x = Φx (A.8)

En general, los filtros son diseñados tal que los coeficientes de éstos generen una base
ortonormal, lo que se traduce en que Φ−1 = Φ†.

A.2.1. Construcción Matriz de Transformación Wavelet de Orden
Superior

Las transformaciones wavelet de orden superior se obtienen mediante la aplicación sucesiva
de la transformación sobre la banda de aproximación za. Como supuesto, consideremos que
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Φn ∈ Rn×n, la matriz definida en (A.8), es diádica. Luego, si definimos la matriz

Wk =

(
Φ n

2k−1
0

0 Ik

)
(A.9)

donde Φ n

2k−1
es la matriz de transformación de tamaño n

2k−1 × n
2k−1 e Ik representa la matriz

identidad de tamaño
(
1− 1

2k−1

)
n×

(
1− 1

2k−1

)
n, entonces la transformación de orden k, Φ(k),

se puede expresar como
Φ(k) =WkΦ

(k−1) (A.10)

A.3. Demostración de Isotroṕıa de la Matriz de Mues-

treo

Sea el vector aleatorio a(w) ∼ ρ que toma valores dentro de la familia de vectores {ai}ni=1

definidos como

ai(j) =

{ 1√
ρi

si i = j

0 en otro caso
(A.11)

con probabilidad P{a(w) = ai} = ρi. Luego, la matriz A generada por realizaciones i.i.d del
vector aleatorio a(w) satisface la propiedad isotrópica (Ecuación (2.9)) ya que

E{aa†} =
n∑
i=1

aia
†
iρi

=
n∑
i=1

M̂i

= In×n (A.12)

donde M̂i(j, k) = δ(i − j)δ(i − k). Notar que el caso desarrollado en el trabajo considera
ρi = 1

n
.

Un corolario directo de esta propiedad es que si A es isotrópica, entonces B = U · A
también satisface la propiedad de isotroṕıa, en cuanto U sea una base ortonormal.

E{bib†i} = E{(Uai)(Uai)†}
= E{U · aia†i · U †}
= U · E{aia†i} · U †

= U · I · U †

= In×n
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Apéndice B

Imágenes Complementarias

B.1. Proceso de Categorización

Figura B.1: Ilustración de mejora debido al proceso de categorización. La primera fila presenta
las reconstrucciones promedio sin proceso de categorización. La segunda fila presenta las
soluciones promedio categorizadas. De izquierda a derecha por columnas: nivel de adquisición
del 10 %, 7 %, 5 %, 2 % y 1 % respectivamente.
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B.2. Análisis Inter-bloque

Figura B.2: Reconstrucción de Compressed Sensing para distintos tamaños de bloque con
el 10 % de los datos medidos. Cada fila representa una realización de la matriz de mues-
treo y cada columna un tamaño de bloque particular. De izquierda a derecha por columna:
descomposición en bloques de tamaño 40 × 40, 70 × 70, 100 × 100, 150 × 150, 200 × 200 y
reconstrucción promedio.
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Figura B.3: Reconstrucción de Compressed Sensing para distintos tamaños de bloque con
el 4 % de los datos medidos. Cada fila representa una realización de la matriz de muestreo
y cada columna un tamaño de bloque particular. De izquierda a derecha por columna: des-
composición en bloques de tamaño 40 × 40, 70 × 70, 100 × 100, 150 × 150, 200 × 200 y
reconstrucción promedio.
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Figura B.4: Reconstrucción de Compressed Sensing para distintos tamaños de bloque con
el 2 % de los datos medidos. Cada fila representa una realización de la matriz de muestreo
y cada columna un tamaño de bloque particular. De izquierda a derecha por columna: des-
composición en bloques de tamaño 40 × 40, 70 × 70, 100 × 100, 150 × 150, 200 × 200 y
reconstrucción promedio.

47



B.3. Variabilidad inducida por Matriz de Muestreo

Figura B.5: Ilustación de variabilidad como función de la matriz de muestreo. Cada columna
representa una realización independiente de A y cada fila un nivel de adquisición distinto.
Desde arriba hacia abajo por fila: nivel de muestreo del 10 %, 8 %, 6 %, 5 %, 3 %, 2 % y 1 %
respectivamente.
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B.4. Desempeños según la Orientación del Perfil

Figura B.6: Reconstrucciones para imagen multicanal horizontal. Cada columna representa
una realización independiente de la matriz de muestreo. Cada fila representa un nivel de
adquisición distinto. Desde arriba hacia abajo por fila: perfil original, nivel de adquisición del
10 %, 4 % y 2 % respectivamente.
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Figura B.7: Reconstrucciones para imagen multicanal vertical. Cada columna representa
una realización independiente de la matriz de muestreo. Cada fila representa un nivel de
adquisición distinto. Desde arriba hacia abajo por fila: perfil original, nivel de adquisición del
10 %, 4 % y 2 % respectivamente.

50



Figura B.8: Reconstrucciones para imagen multicanal diagonal. Cada columna representa
una realización independiente de la matriz de muestreo. Cada fila representa un nivel de
adquisición distinto. Desde arriba hacia abajo por fila: perfil original, nivel de adquisición del
10 %, 4 % y 2 % respectivamente.
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