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Resumen Ejecutivo       RESUMEN DE LA MEMORIA 

PARA OPTAR AL TITULO DE 

INGENIERO CIVIL INDUSTRIAL 

POR: IGNACIO MENARES 

FECHA: ENERO 2017 

PROF. GUÍA: SR. ÁNGEL JIMÉNEZ 

El presente trabajo de título tiene como objetivo la medición cuantitativa de los tiempos de 

respuesta a notificaciones según el nivel  teórico de carga cognitiva y el perfil de uso de una persona 

con su Smartphone. Esto se calcula gracias a la instalación de una aplicación dedicada a recolectar 

datos de contexto en las que se encuentra un usuario y la información entregada por un cuestionario 

diseñado especialmente para medir posibles casos de sobreuso de Smartphone de un usuario. El 

proyecto toma en consideración una desagregación de la forma en que se interactúa con una 

notificación junto con el perfil de uso del Smartphone, consideraciones que no han sido estudiadas 

en profundidad en el estado del arte.  

Esta memoria está dentro del marco del proyecto Fondecyt “A Cognitive Resource-Aware 

Mobile Service Framework to Support Human-Computer-Interactions in Ubiquitous Computing 

Environments” liderado por el Profesor Ángel Jiménez. El problema tipo de estudio de este 

proyecto es cuando un usuario debe dividir su atención entre una actividad primaria física – por 

ejemplo, caminar, hablar – e interacciones del usuario con un computador, ya sea de escritorio, 

Tablet o Smartphone. 

La aplicación mide el nivel teórico de carga cognitiva del usuario, tomando en 

consideración el nivel de ruido, la actividad física y el nivel de luminosidad. La investigación se 

desarrolla en terreno, solicitando al usuario instalar la aplicación y para luego como interactúa con 

esta y su Smartphone en el día a día. Se realizó el experimento en 2 ocasiones distintas debido a 

problemas con el instrumento de medición. Un total de 88 entregaron datos útiles que fueron 

estudiados y 150 personas completaron el cuestionario sobre el perfil de uso de Smartphone. 

Se usaron análisis estadísticos para ver si existen diferencias significativas entre los tiempos 

de respuesta para las distintas variables recolectadas y se aplicó el proceso de Knowledge 

Discovery in Databases para obtener una correcta aplicación de los algoritmos de minería de datos. 

Son usados los algoritmos de Support Vector Machine, Regresiones Logísticas y un algoritmo de 

Deep Learning para hacer clasificaciones sobre el tipo de interacción con una notificación enviada 

y el perfil del usuario. 

Los resultados indican que existen diferencias significativas en los tiempos de respuesta a 

una notificación según el nivel de carga cognitiva y el perfil de uso. Los mejores resultados para 

las clasificaciones son obtenidas por el algoritmo de Deep Learning, obteniendo un poder 

predictivo cercano al 90%.
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Capítulo 1 

Introducción 
 

En este capítulo se introduce el trabajo realizado, indicando los antecedentes generales 

y el contexto institucional en el cual se desarrolla el trabajo de memoria. La introducción 

contiene una descripción del proyecto, los objetivos, las hipótesis de investigación, y los 

resultados esperados del trabajo. El capítulo finaliza indicando los alcances y la metodología 

usada para el desarrollo del proyecto. 

 

1.1 Antecedentes generales 

 

No es ninguna sorpresa que el Smartphone sea una de las herramientas más importantes 

de la sociedad actual. Larry Rosen PhD muestra su preocupación por este hecho con las 

siguientes palabras: “La tecnología está cambiando nuestro mundo más que nunca antes. El 

catalizador de esto es el Smartphone” [1], he incluso algunos investigadores han llegado a 

sugerir que en un futuro muchos usuarios preferirán un Smartphone como principal 

computador [2]. Esta visión se hace cada vez más presente gracias a la llegada de la telefonía 

móvil 4G y la preferencia de los países desarrollados por usar sus Smartphone para acceder 

a internet y a las redes sociales [3] [4]. Las altas tasas de adopción que ha tenido esta 

tecnología muestran una sociedad que está cada vez más conectada con servicios 

computacionales [5], logrando un mejor acceso a la información y comunicación entre 

usuarios, pero también produciendo una gran dependencia de las personas por sus 

Smartphone. Un ejemplo de esto es el caso de Chile donde estudios recientes afirman que 

aproximadamente 6 de cada 10 personas adultas sufre de nomofobia1 y declaran que el 

Smartphone es su artículo tecnológico prioritario [6]. Esto es preocupante si se considera que 

cuando las personas interactúan con sus Smartphone o están usando distintos recursos 

                                                 
1 Nomofobia: miedo irracional a salir del hogar sin un teléfono celular. 



 

 

 6 

cognitivos2 [7], los cuales tienen una capacidad limitada [8] y además compiten con otras 

tareas que pueda estar haciendo una persona, dificultando la coordinación de todas. En otras 

palabras, desde la perspectiva de la interacción, estar con un Smartphone es cognitivamente 

costoso y es importante darle un buen uso a esta tecnología. 

En el marco de la computación ubicua, área de la computación que tiene como uno de 

sus principales objetivos minimizar la distracción del usuario [9] y hacer que la interacción 

entre un computador y el usuario sea lo más natural posible [10], las actuales notificaciones 

de un Smartphone son un problema. Aún la tecnología no hace una diferenciación que tome 

en cuenta el contexto del usuario, por lo que muchas notificaciones son presentadas de una 

manera molesta, ya sea con visualizaciones en la pantalla, vibraciones, sonidos o una luz 

LED parpadeante que suele continuar en caso de que el usuario no responda a la notificación 

[11].  

Esto no solo está en contra de los principios de la tecnología ubicua, sino que al no 

considerar los factores externos e internos con los que interactúa un usuario, se producen 

problemas como: la pérdida de productividad, dificultad para realizar tareas, aumento en los 

niveles de estrés y ansiedad [12] [13] [14].  

Múltiples estudios han comprobado la importancia de avanzar en el área de manejo de 

notificaciones e interrupción de los usuarios [15] [16] [17] [18]. Otros se han dedicado a 

proponer modelos de predicción de momentos adecuados o a diseñar interfaces gráficas más 

amigables e inteligentes para interrumpir lo menos posible [19]. 

Esto tiene un impacto no solo en la calidad y vida de las personas, sino que también 

permite desarrollar sistemas computacionales y oportunidades de negocio en el ámbito de la 

experiencia de usuarios.  

 

1.2 Contexto institucional  

 

El trabajo de título se desarrolla en el marco del proyecto Fondecyt 11130252: “Cognitive 

Resource-Aware Mobile Service Framework to Support Human-Computer-Interactions in 

Ubiquitous Computing Environments” [20] otorgado en el año 2013 al profesor del 

Departamento de Ingeniería Industrial, Ángel Jiménez Molina. El proyecto busca desarrollar 

un mecanismo de ingeniería cognitiva que seleccione, diseñe y desarrolle funcionalidades, 

durante el tiempo en que se ejecute el servicio, tomando en consideración el contexto 

situacional y los recursos cognitivos empleados por el usuario de acuerdo a las tareas y 

                                                 
2 Recursos cognitivo: sensación, percepción, atención, control central, control motor, entre otros. 
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actividades de interacción humano computador realizadas. Estas tareas también son llamadas 

tareas HCI por sus siglas en inglés. 

 

El objetivo general del proyecto Fondecyt es reducir el agotamiento de recursos 

cognitivos mientras se proveen servicios computacionales. Los objetivos específicos del 

proyecto son: 

 Modelar relaciones entre recursos mentales, tareas HCI y actividades físicas; 

 Definir métricas para evaluar el agotamiento de recursos cognitivos 

 Crear algoritmos de Binding3 

 Diseñar un modelo computacional para analizar servicios según demandas cognitivas 

e interferencias 

 Desarrollar un framework para dispositivos móviles que englobe los puntos 

mencionados anteriormente.  

 

1.3 Descripción del proyecto 

 

1.3.1 Proyecto 

 

El proyecto busca medir si existen diferencias significativas en la recepción e 

interacción de un usuario con una notificación, según su perfil de uso y adicción a los 

Smartphone, la actividad del usuario y su nivel teórico de carga cognitiva. Para lograr esto 

se estudia la recepción de las notificaciones que tiene un usuario según los datos que capturen 

distintos sensores integrados en un Smartphone y otros datos de contexto capturados por una 

aplicación diseñada especialmente para el proyecto. Además de estudiar la existencia de 

diferencias significativas en la forma de recepción a una notificación, se hace minería de 

datos para profundizar en los resultados obtenidos. 

 

1.3.2 Oportunidad de investigación 

 

Distintos autores proponen que uno de los momentos óptimos para entregar 

notificaciones es cuando el usuario finaliza la actividad principal en la que sus recursos 

cognitivos están ocupados. La teoría que hay detrás de esa afirmación es que se produce un 

                                                 
3 Algoritmo capaz de seleccionar el servicio idóneo a entregar según el contexto en el que está inmerso el 

usuario. 
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relajo en la carga cognitiva de un usuario cuando se termina una tarea y se prepara para iniciar 

una nueva actividad [21].  

El problema es que existen dificultades para entregar notificaciones cuando hay una 

baja en la carga cognitiva de las personas en un ambientes que no están controlados, ya que 

la falta de datos de contexto dificulta el proceso de identificación que tan receptivo puede 

estar una persona a una interrupción. A esto también se le suma las características propias de 

cada persona y el uso que ésta le da a su Smartphone.  

La oportunidad de investigación que ofrece este trabajo ayuda a entender cómo 

reaccionan segmentos de usuarios con diferentes niveles de adicción y uso de Smartphone 

cuando se exponen a situaciones que deberían requerir un nivel de carga cognitiva distinta. 

Los aportes de este estudio busca obtener son la identificación de momentos óptimos 

de interrupción dado el patrón de uso del usuario, sin la necesidad de usar sensores o recursos 

externos que no puedan ser obtenidos por el mismo dispositivo móvil. También se espera que 

los resultados obtenidos puedan ser integrados al trabajo propuesto en el proyecto Fondecyt 

11130252: “A Cognitive Resource-Aware Mobile Service Framework to Support Human-

Computer-Interactions in Ubiquitous Computing Environments” [22] 

Los siguientes sensores integrados en un Smartphone son usados para la recolección 

de datos: micrófono, acelerómetro, GPS, giroscopio y sensor de luz. Además la aplicación 

diseñada para el experimento recolecta datos considera datos del estado del Smartphone, la 

hora, el estado de la pantalla.  

 

1.4 Objetivos 

 

1.4.1 Objetivo general 

 

Medición cuantitativa sobre la forma de respuesta a notificaciones en Smartphone 

según carga cognitiva y perfil de uso y adicción del usuario a dispositivos móviles para 

futuras aplicaciones en computación ubicua.  

 

1.4.2 Objetivos específicos 

 

1) Investigar sobre gestión de interrupción en el contexto de notificaciones en 

dispositivos móviles, y distintos modelos para estudiar la carga cognitiva del usuario 

y el perfil de uso y adicción de un usuario con su Smartphone. 
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2) Diseñar e implementar la investigación en terreno del proyecto, fundamentando con 

la teoría cognitiva Wickens y el perfil de adicción de un usuario a su Smartphone. 

3) Determinar si existen diferencias significativas en la recepción e interacción con una 

notificación de Smartphone, según el perfil de adicción de un usuario y actividades 

que requieran niveles de demanda cognitiva distintas. 

4) Evaluar modelos de minería de datos y comparar los resultados con trabajos 

anteriores. 

 

1.4.3 Hipótesis de investigación 

 

En el área de gestión de notificaciones en tareas HCI los estudios muestran que 

existen distintos momentos óptimos y formas de notificar a un usuario según su contexto 

situacional. También, distintos estudios de psicología y medicina indican la existencia de 

diferentes tipos de usuarios de Smartphone y las correlaciones de éstos con patologías 

asociadas su uso excesivo. Esta memoria explora en los efectos que tiene el envío de 

notificaciones según el perfil de adicción de un usuario a un Smartphone y cuando los 

sensores de un Smartphone indican que un usuario se encuentran en situaciones que requieren  

distintos niveles de carga cognitiva para poder contestar un mensaje. Para esto se tienen las 

siguientes hipótesis de investigación:  

  

H1: Según la carga cognitiva de un usuario, existe una diferencia en el tiempo de 

respuesta a una notificación. 

 

H2: Existe una diferencia significativa en los tiempos de respuesta a una notificación 

según el perfil de adicción de un usuario.  

 

1.5 Resultados esperados 

Los trabajos esperados de esta memoria son:  

1) Estado del arte sobre gestión de interrupción según perfil de adicción y carga 

cognitiva de un usuario de Smartphone. 

2) Diseño experimental. 

3) Aceptación o rechazo de las hipótesis de investigación. 

4) Identificación o descubrimiento de patrones de uso de Smartphone y nivel de 

clasificación de algoritmos de minería de datos comparado con trabajos 

anteriores.  
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1.6 Alcances 

 

Esta memoria no tiene considerada el desarrollo de la aplicación usada para la 

recolección de datos del uso de Smartphone del usuario, sólo propuestas de mejora en las 

funcionalidades y en el diseño de una aplicación previamente discutida entre los profesores 

Ángel Jiménez y Gonzalo Huerta. También se utilizan modificaciones de pruebas sobre el 

perfil de adicción y sobreuso  desarrolladas en Corea del Sur e implementadas a nivel mundial 

en distintos países [23], otros test o variables psicológicas como es el caso del grado de 

introversión de un usuario, no serán consideradas en este estudio.  

 

1.7 Metodología 

 

La siguiente metodología usada en la memoria está basada en literatura clásica para el 

diseño de investigaciones y propuestas de recolección de datos en Smartphone. [24] [25] 

 

1) Estudio del estado del arte: se recopila y explica la literatura relevante en tópicos 

relevantes de la gestión de interrupción de notificación de Smartphone, los problemas 

ocasionados por el sobreuso y adicción a esta tecnología, y el uso de recursos 

cognitivos compartidos al usar un Smartphone. También se estudian los procesos y 

modelos usados para tratar los datos y obtener resultados. 

2) Selección de sensores y aplicaciones tecnológicas a utilizar: al implementar un 

logger4 es necesario estudiar también las restricciones de los sensores e instrumentos 

que ayudan a recolectar datos de mejor forma. 

3) Diseño experimental: una vez comprendido el estado del arte, se determinan 

los datos de interés para la investigación y la forma de recolectar la 

información según restricciones técnicas y de usabilidad.  

4) Realización de un pre experimento: se explica a los participantes de la investigación 

el objetivo del estudio, el rol que le corresponde y el uso que se le dará a la 

información recolectada. Esto último es necesario para asegurar la privacidad y la 

confianza de los participantes con el fin de que actúen de forma natural. También se 

recolectan los datos del usuario que son pertinentes y no pueden recolectarse por 

medio del logger. 

5) Realización del experimento: se aplica el logger previamente testeado a los 

participantes de la investigación. 

                                                 
4 Dispositivo electrónico que registra datos de sensores , instrumentos o aplicaciones.  
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6) Recolección de datos post experimento: se interactúa con el usuario para recolectar 

datos cualitativos sobre la relación del usuario con el experimento. En esta fase se 

aplica el test de uso y adicción. 

7) Análisis de datos: se utilizan técnicas estadísticas para aceptar o rechazar las hipótesis 

de investigación. También se usan técnicas de minería de datos para ver si es posible 

identificar o descubrir patrones, y predecir o clasificar el tipo de interacción que 

tendrá el usuario dado los datos obtenidos. 

8) Resultados: se explican y visualizan los resultados procedentes de los análisis previos. 

9) Discusión: contextualización de los resultados obtenidos y comparación de éstos con 

trabajos anteriores. Discutir las aplicaciones que tienen los hallazgos del estudio. 

10) Conclusiones 
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Capítulo 2 

2   

Marco Teórico  
 

Este capítulo tiene por objetivo indicar el marco teórico en el que se desarrolla la 

memoria, explicando en detalle conceptos que son necesarios para entender el marco en el 

que se desarrolla la memoria.  

El capítulo comienza explicando el concepto de carga cognitiva y el Modelo de 

Múltiples Recursos de Wickens. Luego se explican formas de capturar la carga cognitiva de 

un usuario y distintas metodologías y consideraciones para el diseño de investigaciones 

usando Smartphone. Luego se hace una breve reseña histórica de los estudios relacionados 

con la interrupción de tareas y la gestión de interrupción en Smartphone, entregando un 

resumen de trabajos anteriores que son tomados como punto de comparación en la memoria. 

Se termina el capítulo con una descripción de los modelos y herramientas usadas para 

analizar y estudiar la información recolectada. 

 

2.1 Competencia de recursos cognitivos y modelo de 

Wickens 

 

Los recursos cognitivos(o recursos mentales) son el principal activo usado para lograr 

cualquier tipo de trabajo mental, como por ejemplo: tomar decisiones, planificar y resolver 

problemas usando algún proceso reflexivo [7] [26]. Por ejemplo, para procesar información 

principalmente se usan los recursos de atención, percepción, memoria de trabajo, memoria 

de largo plazo, y control motor [27]. Identificar estos recursos es importante ya que al realizar 

distintas tareas, se necesita la coordinación de múltiples recursos que influyen en la carga 

cognitiva (o carga mental) de una persona [28] [29].  

El concepto de carga cognitiva representa el nivel percibido de esfuerzo requerido 

para realizar una tarea en función del trabajo mental producido [30] [31]. Por lo tanto, si 
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hacemos una analogía con el cuerpo humano, notamos que el cuerpo necesita usar energía de 

los músculos para poder moverse y el cerebro necesita de recursos cognitivos para actuar de 

forma eficiente. Cabe destacar que el concepto de carga cognitiva no solo está limitado a 

actividades que requieran un alto nivel de esfuerzo mental. Éste es un constructo 

multidimensional que está determinado por las características de: la tarea a realizar (ej. 

demanda de recursos, nivel de desempeño), el usuario (ej. automatización, experiencia) y el 

contexto ambiental en el que ocurre la tarea que se busca realizar [29] [32]. 

En el marco de esta memoria, se toman en consideración los recursos cognitivos que 

Oulasvirta et al [27] indican relevantes para interacciones con un Smartphone. Estos recursos 

se observan en la siguiente tabla. 

# Recurso cognitivo Detalle 

1 Control motor Sincronización, timing, control y 

finalización de acciones motoras  

 (manos) Manipulación de objetos físicos 

 (piernas) Posicionamiento y movimiento de sí mismo 

2 Sensación Consumo de estímulos externos 

3 Percepción Organización de información de los sentidos 

4 Atención  Buscar, seleccionar e integrar 

5 Control central Control meta-nivel de las operaciones 

cognitivas – selección, inhibición, 

actualización, desplazamiento  

6 Memoria de trabajo Retención de información previa  

7 Memoria prospectiva Control proactivo y sincronización de 

acciones 

8 Memoria episódica “Tiempo de viaje” mental 

9 Memoria semántica Conocimiento adquirido 

10 Pensamiento 

consciente 

Manipulación consciente de los materiales 

de la memoria – abstracción, inferencia, 

razonamiento, resolución de problemas 

Tabla 1: Recursos cognitivos relevantes al usar un Smartphone.Traducción literal extraída 

de [27] 
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Wickens creo la teoría de Múltiples Recursos (MRT5 por sus siglas en inglés), teoría que 

permite modelar la carga cognitiva de una persona al crear una arquitectura que relaciona: la 

demanda de recursos de una tarea, la superposición de distintos recursos y las políticas de 

asignación de estos recursos [7]. 

Con este modelo es posible predecir los niveles de interferencia producidos en tareas que 

se ejecutan de forma simultánea y determinar la existencia de un agotamiento de recursos 

cognitivos (CRD6 por sus siglas en inglés), fenómeno que puede producir, entre otras cosas: 

aumento de errores, estrés y frustración, reducción en la capacidad de planificación mental, 

dificultad para tomar decisiones y resolver de problemas [33] [34] [35]. Para evitar sufrir los 

problemas asociados con el CRD es importante saber gestionar las interrupciones y evitar 

estar constantemente haciendo múltiples tareas. 

Esta teoría toma en consideración los siguientes fundamentos sobre los recursos 

cognitivos: 

1) Modularidad funcional: el sistema cognitivo se divide en módulos que son 

funcionalmente distintos y que operan en diferentes niveles.  

2) Operaciones con módulos paralelos: los módulos cognitivos pueden operar de forma 

paralela. 

3) Capacidad limitada: los módulos cognitivos son limitados. 

4) Operaciones centralizadas en serie: la coordinación entre los módulos está 

centralizada y ocurre en serie. 

Y los siguientes supuestos se hacen sobre la competencia de los recursos: 

1) Multitasking: en cualquier momento el sistema cognitivo puede realizar múltiples 

tareas. 

2) Pool de recursos: las tareas en operación pueden reservar los recursos cognitivos hasta 

su término. 

3) Tareas diferenciadas: diferentes tareas necesitan cantidades distintas de recursos 

cognitivos. Además, la automatización y habilidad del usuario para cada tarea puede 

modificar la cantidad de recursos necesarios.  

4) División de recursos preferencial: los recursos no se distribuyen de forma equitativa 

sino que de forma jerárquica según motivaciones intrínsecas como las necesidades y 

metas de una persona. 

5) Castigo por agotamiento de recursos: las tareas que no reciban la cantidad de recursos 

cognitivos necesarios son pospuestas, reducidas en velocidad, puestas en espera o 

terminadas sin ser completadas.  

                                                 
5 MRC: multiple resource theory 
6 CRD: cognitive resource depletion. 
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El modelo de Wickens consta de 4 categoría principales: etapas de procesamiento, 

modalidades de percepción, canales visuales y códigos de procesamiento. 

La siguiente figura indica la arquitectura propuesta por Wickens en su modelo de 

múltiples recursos.  

 

 

 

 

A continuación se detallan cada una de las dimensiones del modelo de múltiples recursos 

en la figura 1.  

 

 Etapas de procesamiento 

Esta dimensión indica que existen módulos diferenciados en los recursos necesarios en 

las etapas de percepción, cognición, y respuesta para concretar una tarea. Además, las 

tareas que se estén realizando de forma simultánea y requieran un alto uso de recursos 

cognitivos que se comparten tendrán problemas en su desempeño. 

 Códigos de procesamiento 

Dimensión que indica la distinción entre las actividades lingüísticas o verbales, y las 

actividades espaciales. Estas actividades se procesan de forma distinta, por lo que 

Figura 1: Arquitectura modelo de múltiples de recursos. Extraída de [7] 
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mientras se estén realizando tareas que ocupen código espacial y verbal no habrá 

interferencia alguna. 

 Modalidades de percepción 

Dimensión que distingue la forma de percibir un estímulo. Se hace una división de la 

atención entre la vista y la audición, siendo estos los canales principales por el cual llega 

un estímulo (también puede ser por tacto pero tiene menor importancia en el modelo). 

Procesar estímulos de forma paralela que llegan vía visual-visual o auditivo-visual tiene 

distintas dificultad debido la interferencia que hay entre las modalidades de percepción. 

Esta dimensión no se manifiesta en la cognición ni en la respuesta. 

 Canales visuales 

Por último, se hace una separación en el canal visual, distinguiendo la visual focal y la 

visión ambiental. La visión focal se utiliza primordialmente para reconocer objetos y 

percibir sus detalles. La visión ambiental en cambio, es una visión periférica responsable 

de la percepción de la orientación y el movimiento. 

 

 Para ejemplificar de mejor forma el modelo de recursos cognitivos, a continuación se 

muestra una adaptación gráfica del modelo de Wickens [22] para el caso en que una persona 

se encuentra manejando y escribiendo en su Smartphone de forma simultánea.  

 

Figura 2: Sistema de procesamiento humano. Extraída de [22] 
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 La figura muestra los tipos de interferencia que se producen cuando dos actividades 

que comparten recursos se hacen de forma simultánea. A continuación se detallan estas 

interferencias: 

 

- Interferencia por el canal: interferencia producida cuando recursos de distintas tareas que 

se realizan simultáneamente comparten un mismo canal. Si esto ocurre la dimensión 

perceptual deja de procesar información, interrumpiendo alguna de las tareas. [22] 

- Interferencia en la etapa de procesamiento: interferencia producida cuando distintas 

tareas que se desarrollan de forma simultánea piden usar la misma capa de procesamiento. 

Las capas de procesamiento pueden ser: perceptual, cognitiva o de respuesta. 

- Interferencia en el código de procesamiento: interferencia producida cuando se comparte 

el código de procesamiento para distintas tareas. Esos códigos de procesamiento pueden 

ser espaciales o verbales, y se encuentran en las etapas de percepción, cognición y de 

respuesta.  

 

En el marco de los recursos cognitivos utilizados cuando uno se encuentra en actividades 

de interacción humano computador (HCI) se destacan los recursos compartidos con 

actividades físicas. Es común que cuando se interactúa con un Smartphone, también se esté 

caminando, escuchando música, en medio de una conversación o trabajando, por lo que un 

Smartphone ayuda a que se produzcan distintas interferencias y así producir CRD.  

La carga cognitiva es uno de los conceptos más usados en la investigación y práctica de 

la ergonomía7 [36] [7] [37]. Este concepto ha adquirido mayor importancia en el último 

tiempo debido a que la alta exposición a la tecnología moderna impone una mayor demanda 

cognitiva a los usuarios [29]. 

 

2.2 Métodos de recolección de datos  

 

2.2.1 Carga cognitiva 

 

En la mayoría de los estudios sobre la carga cognitiva se distinguen tres formas de poder 

catalogar el nivel de carga cognitiva del usuario. A continuación se explica brevemente cada 

una de las categorías. 

                                                 
7 Ergonomía: estudio de la adaptación de máquinas, muebles y utensilios a la persona que los usa, para lograr 

mayor comodidad y eficacia. 
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2.2.1.1  Análisis de tareas  

 

El método basado en el análisis de tareas ha sido el método más usado para medir el 

nivel de carga cognitiva [29]. Este método se basa en técnicas de registro directo de la 

capacidad de un operador para realizar una tarea primaria y obtener un desempeño aceptable. 

El mayor problema de este tipo de estudios sobre la carga cognitiva, es que el sujeto de prueba 

tiene que estar inmerso en sólo una actividad primaria para medir correctamente la carga 

cognitiva. Este enfoque no es el más adecuado si es que se busca crear un ambiente de estudio 

de computación ubicua ya que el usuario cambia frecuentemente entre hacer una y múltiples 

tareas [38], pero tiene la ventaja de que ayuda a mejorar la validez interna de un experimento 

y son fáciles de implementar en comparación con los otros métodos mencionados a 

continuación.  

 

2.2.1.2  Métodos subjetivos  

 

Estos métodos subjetivos son métodos basados en el cual las personas pueden 

expresar abiertamente, mediante palabras o algún cuestionario, el nivel de carga cognitiva 

que sienten luego de haber realizado distintas tareas. Entre los reportes y cuestionarios más 

usados se encuentra el test de NASA-Task-Load-indeX (NASA-TLX), el Subjective Workload 

Assesment Technique (SWAT), y el Rating Scale Mental Effort (RSME) [29]. Todos estos 

test suelen tener un buen poder predictivo del nivel de carga cognitiva de un usuario.  

Uno de los mayores problemas de este tipo de enfoques es que suelen ser difíciles de 

aplicar debido a que son pruebas extensas y que no permiten medir la carga cognitiva de 

forma continua, hecho fundamental en un sistema ubicuo donde se requiere información 

automática e inmediata para poder brindar el mejor servicio necesario [38].  

 

 

2.2.1.3  Mediciones psicofisiológicas  

 

Las métodos fisiológicos son una medida natural de medir la carga cognitiva ya que, 

por definición, realizar cualquier tipo de trabajo demanda una activación fisiológica8 [38]. 

                                                 

8 Activación fisiológica o activación cerebral: desencadenamiento de mecanismos a nivel del tronco cerebral 

en los que participan el sistema nervioso autónomo y el sistema endocrino. 
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La ventaja que tienen los métodos de medición psicofisiológicas es que pueden medir en 

tiempo real la carga cognitiva al realizar una o múltiples tareas. También son capaces de 

detectar la carga cognitiva cuando no existe un cambio en el desempeño de una o más tareas. 

Para capturar mediciones psicofisiológicas es necesario una variedad de sensores, por lo que 

los estudios de mediciones psicofisiológicas suelen ser estudios en condiciones de laboratorio 

con un alto nivel de control [29]. Estos sensores pueden ser incomodos de utilizar y los datos 

procedentes de estos necesitan de un complejo procesamiento de datos para un análisis 

adecuado [39]. 

 

En esta memoria se usan métricas de análisis de tareas que se pide realizar al usuario 

y métodos subjetivos para ver el nivel de molestia percibido por una interrupción creada. 

Estas tareas son notificadas por medio del Smartphone y se usan los datos de los sensores del 

dispositivo para obtener datos del contexto en el cual se encuentra el usuario. Con los datos 

de los sensores del Smartphone se puede hacer un análisis de distintas actividades del usuario 

y obtener una mejor aproximación de la carga cognitiva del usuario.  

 

2.2.2 Interacción con Smartphone 

 

Para entender la forma que tienen las personas para relacionarse con un Smartphone 

existen diferentes metodologías de investigación, siendo las más características los estudios 

en terreno y los estudios en laboratorios. Cada uno de estos métodos tiene sus ventajas y 

limitaciones [40], y están asociadas a la forma en que se diseña el experimento y la 

interacción que tiene el sujeto de prueba con los observadores. Para ejemplificar algunas 

diferencias, los estudios de laboratorio tienen una mayor validez interna debido a que se tiene 

mayor control sobre los sucesos que le ocurren al sujeto de pruebas, mientras que los estudios 

en terreno tienen una mayor validez externa.  

En el marco de esta memoria se investiga recolectando datos en terreno del uso de 

smartphones de distintos usuarios, por lo que se profundiza en las metodologías existentes 

para este tipo de investigación. Éstas se dividen en las siguientes dos categorías. 

2.2.3 Metodologías tradicionales 

 

 En esta categoría se encuentran todas las formas de recolectar datos en las que el 

sujeto de pruebas tiene que entregar o contestar algún tipo de información especial o existe 

un observador presente que puede recolectar datos de interés sobre el usuario. Entre los más 
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famosos se encuentran los reportes personales, los estudios diarios, las observaciones y los 

estudios etnográficos [25]. 

            Este tipo de metodologías tiene ciertas limitaciones cuando se aplican a 

investigaciones en terreno. Primero, se destaca el hecho de que la presencia de un observador 

puede sesgar la respuesta de los participantes del estudio. La presencia de un observador de 

forma invasiva impacta en la validez de la data que se quiere recolectar [41]. Un segundo 

limitante es que estos métodos requieren de una respuesta del usuario, por lo que además de 

interrumpir al usuario, se agrega una carga adicional al usuario al obligarlo a reportar algo.  

            Una forma de mitigar estos sesgos es entregando tareas que sean habituales y 

conocidas. Para mitigar los efectos del observador en las respuestas de los participantes se 

suele asegurar la anonimidad de la información y se intenta ocultar lo más posible la 

presencia del observador en el experimento.  

 

2.2.4 Metodologías naturalistas 

 

Las metodologías naturalistas logran la recolección de información con una cantidad 

mínima o nula de sesgos en caso de ser bien implementadas [25]. Estas metodologías brindan 

acceso a información del usuario sin necesidad de que exista un observador presente o 

requerir que el usuario entregue un reporte propio sobre su situación. Cabe destacar que este 

tipo de metodología no necesariamente es mejor que las metodologías tradicionales. En caso 

de que se quiera medir el efecto de ciertas tareas en específico u obtener un mayor grado de 

control sobre la investigación para mejorar la validez interna, este tipo de metodologías no 

se puede aplicar en su totalidad, existiendo un trade-off entre el nivel de control y el nivel de 

naturalidad.  

Para el caso específico de un Smartphone, es común usar registradores de datos o 

loggers para recolectar distintos datos. Los loggers son programas y dispositivos que 

recolectan información de sensores y datos del sistema operativo. Normalmente están 

integrados con aplicaciones del Smartphone que tienen un fin en particular.  

Tosell et al propone los siguientes factores a considerar para llevar a cabo una 

metodología naturalista en un Smartphone usando loggers [25]. 

 

 Variables: las variables de interés para la investigación afectan fuertemente en la 

naturaleza de ésta. En una metodología naturalista se tiene que tener cuidado en que 

variables elegir ya que ciertos datos no se pueden recolectar sin exponer artificialmente 



 

 

 21 

al sujeto de pruebas a distintas situaciones. También algunas variables son sensibles, por 

lo que recolectarlas puede llevar a prácticas no éticas o que incomoden al usuario. 

 

 Privacidad: la privacidad se tiene que considerar en más de un nivel. Si la privacidad de 

su información no está asegurada, las personas pueden negarse a actuar o adaptar su 

comportamiento, disminuyendo o invalidando los resultados de la investigación [42]. 

Para asegurar la naturalidad de las respuestas del usuario es necesario que éstos sepan 

cómo se va a usar la información que se va a recolectar [25]. Otras medidas para asegurar 

la privacidad son el asignar una identificación nominal o numérica a un participante y no 

su nombre u otra información que pueda conectar los datos obtenidos de un participante, 

manteniendo así su anonimidad.  

 

 Molestia: la molestia incrementa la reactividad9, por lo tanto es una de las variables más 

importantes para lograr una investigación que logre capturar datos de forma naturalista. 

Existen múltiples formas de que un logger moleste a un usuario y le recuerde que está 

siendo observado. Ejemplos típicos son con notificaciones que pidan al usuario responder 

alguna pregunta o que ejecute cierta acción. Esta variable es especialmente importante ya 

que existe un fuerte trade-off entre el valor obtenido por la información recolectada al 

molestar al usuario con alguna tarea, y la pérdida de naturalidad debido a que se 

interrumpió el normal actuar de éste. Una metodología completamente naturalista no 

debería requerir ninguna acción adicional del usuario.  

 

 Interfaz: es importante conocer el tipo de interfaz con la cual interactúa el registrador de 

datos. Cuando se le pide al usuario interactuar con una interfaz que no es conocida se 

incrementa la variabilidad de los resultados. Para mitigar este problema es necesario usar 

una interfaz intuitiva para el usuario o estudiar los resultados luego de que el usuario se 

adapte a la nueva interfaz [43].  

 

 Tareas: las tareas que una investigación busca estudiar pueden variar entre tareas 

construidas por el usuario en un ambiente con validez externa, a tareas construidas por el 

investigador en un ambiente de laboratorio controlado. Un enfoque naturalista busca 

investigar las tareas que normalmente haría un usuario con su Smartphone.  

 

 Tecnología: los Smartphones suelen usarse en conjunto con otras tecnologías. Un 

ejemplo de esto es el uso complementario que se da entre un Smartphone y el computador 

de escritorio o notebook para leer y responder un correo electrónico. En esta metodología 

                                                 
9 Reactividad: modificación en un comportamiento natural debido a que se está midiendo este comportamiento. 

[83] 
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se sugiere que el Smartphone sea la tecnología primaria con la cual se interactúe y que 

existan incentivos para que eso se mantenga. 

 

 Participantes: en la metodología naturalista es importante seleccionar cuidadosamente los 

sujetos participantes de la investigación. Preferentemente es mejor evitar sujetos de 

prueba que tengan una relación con el diseño del experimento. Otras consideraciones ha 

tomar en cuenta son tratar de incluir participantes de otras regiones o países, eliminar o 

mantener al mínimo las reuniones con los investigadores durante la investigación, e 

informar a todos los participantes para que se usarán sus datos y que se mantiene anónima 

toda información personal de los resultados del experimento. 

 

 Duración del estudio: los estudios que tienen una mayor duración permiten que el efecto 

de estar siendo observados desaparezca con el tiempo [44]. También hay sucesos que 

ocurren en ocasiones muy particulares, por lo que estudios de poca duración no lograrían 

captar esos datos. No existe una regla o consenso general de lo que debería durar un 

estudio para poder decir que es naturalista, sino que simplemente se considera que 

estudios de mayor duración en general son más naturales. Tosell et al recomienda 

considerar factores como el nivel de familiaridad con el dispositivo de estudio para elegir 

la duración del estudio.  

La siguiente tabla resume las 9 consideraciones que Tosell et al propone para diseñar una 

metodología naturalista usando registradores de datos (loggers) en smartphones.  

 

Variables de diseño Consideraciones 

Variables de estudio ¿Qué variables son necesarias? ¿Qué variables se ignorará? 

Privacidad ¿Son los datos capturados potencialmente sensibles para el 

sujeto de prueba? 

Molestia ¿Cómo se recolecta la data? ¿Es de forma automatizada o se 

requiere que el participante reporte información? 

Interfaz ¿Con qué interfaz interactuará el participante? ¿Es una 

interfaz nueva diseñada para el experimento o está oculta y se 

ejecuta sin que el participante se entere? 

Tareas ¿Qué tareas tendrá que hacer el participante? ¿Son tareas 

naturales del usuario o artificiales diseñadas por el 

experimento? 
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Tecnología ¿Qué tecnologías se usan para el experimento? ¿El 

participante está familiarizado con los dispositivos usados? 

Participantes ¿Quiénes son los participantes? ¿Están seleccionados al azar 

o están relacionados con la investigación? 

Escenarios ¿Dónde se llevará a cabo el estudio? ¿Se hará en un 

laboratorio o en terreno? 

Duración del estudio ¿Por cuánto tiempo se recolectarán datos? ¿Es un estudio 

transaccional o longitudinal? 

 

Tabla 2: Consideraciones para el diseño de una investigación con loggers. Extraída de [25] 

Tomando en consideración estas variables para el diseño de una investigación es 

posible identificar que tan naturalista es una investigación. La siguiente figura compara el 

nivel de realismo que tiene cada una de las variables.  

 

     

Privacidad  

  

Variables    

 

Nivel de molestia   

 

Interfaz    

 

Tareas     

 

Tecnología  

   

Participantes    

   

Escenario    

   

Sensible  No sensible 

Pocas Muchas 

Interrupción frecuente Sin interrupción 

Nueva/cambiante Estándar/fija/invisible 

Construidas por el Exp. Común del usuario 

Elegida por el Exp. Elegida por el usuario 

Aleatorios Involucrados 

Artificial/laboratorio Real/terreno 

Bajo realismo Alto realismo 
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Duración del estudio 

  

          

Este diagrama se usa en el diseño para identificar posibles limitaciones en el estudio 

y entregar recomendaciones para futuras investigaciones usando loggers en smartphones. 

 

2.2.5 Consideraciones adicionales 

 

Además de las metodologías mencionadas con anterioridad, es pertinente abordar 

consideraciones adicionales relevantes para esta memoria y el diseño de la investigación. 

Dicho esto, a continuación se presentan las principales fuentes de invalidación interna. 

 

Fuente o amenaza a la validez interna Descripción 

Historia Eventos externos que ocurren en un 

experimento que afecta sólo a algunos 

participantes. 

Maduración Participantes cambian o maduran frente a 

experimentación. 

Inestabilidad del instrumento de medición Poca o nula confiabilidad del instrumento de 

medición. 

Inestabilidad del ambiente experimental Condiciones del ambiente no son iguales para 

todos los participantes.  

Administración de pruebas Aplicación de pruebas previas que puedan 

afectar resultados futuros del experimento. 

Instrumentación Pruebas o instrumentos aplicados a los 

grupos no son equivalentes. 

Regresión Seleccionar participantes que tengan 

puntuaciones extremas en la variable medida. 

Selección Grupos del experimento no equivalentes.  

Minutos Años 

Figura 3: Diagrama de realismo y naturalidad de cada variable de investigación. Extraído de [25] 
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Mortalidad Participantes abandonan el experimento con 

el tiempo. 

Difusión de tratamientos Participantes de distintos grupos interactúen 

entre sí y afecten sus resultados. 

Compensación Participantes del grupo de control perciban 

que no reciben beneficios y eso los 

desmoralice y afecte los resultados. 

Conducta del experimentador Comportamiento del experimentador afecte 

los resultados.  

Tabla 3: Principales fuentes de invalidación externa. Basado en  [24] 

 

2.3 Gestión de interrupción y Smartphones 

 

Con la llegada de los dispositivos móviles las personas se encuentran potencialmente 

siempre accesibles para ser interrumpidos. Producto de esto ha incrementado la atención de 

áreas de investigación relacionadas con la psicología cognitiva, ergonomía, ciencias de la 

computación, y marketing [45]. La evidencia de estas investigaciones sugiere que las 

interrupciones y notificaciones suelen ser molestas, por lo que es importante lograr 

mecanismos para la mejora de la interrupción de las personas.  

A continuación se realiza un breve repaso histórico de los distintos estudios realizados 

en el ámbito de la gestión interrupción en las personas.  

En las décadas de 1990 e inicios de 2000, múltiples estudios se centraron en las 

características que hacen a una notificación molesta y los efectos de éstas en la productividad 

de las personas [45] [46] [21] [33], investigando principalmente interrupciones en el área de 

trabajo e interrupciones producidas por mensajes instantáneos en computadores y teléfonos 

celulares. Dentro de los estudios sobre las características de la interrupción, se destacan la 

investigación sobre la complejidad de la interrupción [47] [48], el contenido de la 

interrupción y su similitud con la actividad primaria [49] [34], el control sobre el mecanismo 

de interrupción [50] [51], y la disponibilidad para recuperar la actividad interrumpida 

otorgadas por la interrupción [34] [15]. En cambio los estudios de la época sobre los efectos 

de las interrupciones en la productividad se enfocaron en investigar cómo una interrupción 

afecta en el tiempo necesario para completar una actividad primaria y en la variación de 

desempeño luego de ser interrumpido [50] [33] [21] [35]. Estos estudios indicaron los 

problemas de ser interrumpidos en el área de trabajo y fueron desarrollados en diversas áreas 
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como por ejemplo en interacción humano-computador, aviación, medicina, marketing, y 

conducción de vehículos [45] [16] [52] [27]. 

También, en estos años se estudió la anatomía de una interrupción y los tipos de 

notificaciones que llevan a una interrupción. Trafton crea el siguiente diagrama para explicar 

el proceso en el que una persona es interrumpida de su actividad primaria por una notificación 

que tiene involucra una actividad o tarea a realizar [53]. 

 

 

 

La figura indica la línea de tiempo de un proceso en que la interrupción provoca un 

cambio en la tarea primaria de una persona.  

Cabe destacar que no siempre que una persona reciba una notificación existirá un 

cambio en la actividad primaria o se llevará a cabo la tarea secundaria pedida por la 

notificación. Se identifican 4 tipos de formas en que se puede lidiar con una interrupción, 

éstas son: atención inmediata, atención negociada (persona es consciente de la interrupción 

y decide cuándo actuar), atención programada (tiempo en que se tiene una interrupción está 

predefinido) y atención mediada (agente inteligente determina cuando es mejor interrumpir 

al usuario) [50] [51]. También se identifican 11 factores que influencian la interrupción que 

pueda tener una persona [46], éstos son: 1) la actividad actual de un usuario, 2) la utilidad de 

un mensaje, 3) el estado emocional del usuario, 4) el modo en que se le interrumpe, 5) la 

frecuencia de las interrupciones, 6) el nivel de control sobre el agente interruptor, (7) las 

actividades previas y futuras en el momento de ser interrumpido, (8) el compromiso con la 

actividad actual del usuario, (9) el historial y probabilidad de respuestas anteriores, (10) la 

expectativas sociales del grupo cercano y (11) la tasa de eficiencia de las tareas del usuario. 

Los estudios de esta época ayudaron a contextualizar la importancia de la gestión de 

interrupción al cuantificar el impacto negativo y efectos de distintos tipos de interrupciones 

en el trabajo de las personas [48] [54] [17], y también ayudaron a desarrollar distintas teorías 

para explicar la interrupción y reanudación de actividades (teoría de memoria para tareas, 

teoría de cambio de tareas, etc) [55] [56] [57] [58]. Estas teorías están basadas en el uso de 

Comienza 

actividad 

primaria 

Notificación 

de actividad 

secundaria 

Comienza 

actividad 

secundaria 

Termino de 

actividad 

secundaria 

Continuar 

actividad 

primaria 

Retraso de interrupción Retraso de reanudación 

Figura 4: Anatomía de una interrupción. Elaboración propia a partir de postulado en [53] 
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los recursos cognitivos de control central, memoria prospectiva y memoria de trabajo; y los 

códigos y etapas de procesamiento expuestos anteriormente en el modelo de múltiples 

recursos de Wickens.  

En los últimos años, la alta demanda y tasa de adopción de los Smartphone ha logrado 

que estos dispositivos tomen más importancia de estudio a nivel mundial. Nuevos tópicos de 

investigaciones como por ejemplo el desarrollo de interfaces ergonómicas que no 

incrementen la carga cognitiva del usuario [59] [60] [19], o la identificación de momentos y 

creación de modelos para la entrega de notificaciones de forma inteligente [22] [18] [61] [62] 

[63] han ido en incremento. Estos estudios muestran la importancia y beneficios de lograr 

una interacción con los Smartphones de forma más ubicua y, además de profundizar en los 

problemas en la productividad de una persona, también se exponen los problemas 

psicofisiológicos que puede producir el sobreuso de un Smartphone y la sobreexposición a 

interrupciones producto de esto [64] [13] [23] [65] [66] [67]. 

A continuación se muestra un diagrama con los distintos tipos de interacción que una 

persona puede tener con un Smartphone [68]. Para complementar la información del 

diagrama, en cada uno de sus cuadrantes se explica cómo sería el tipo de interacción para el 

caso específico en que se tenga que actualizar una aplicación de un Smartphone. 

 

Figura 5: Diagrama de interacción. Elaboración propia basado en [68] 
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Como la mayoría de las notificaciones de un Smartphone son de forma proactiva y 

ocurren en el primer plano para llamar la atención de un usuario, es común que éstos estén 

constantemente pendientes de sus Smartphones.  

Existe poca literatura sobre la correlación entre diferentes patrones de conducta y 

problemas psicofisiológicos producidos por un Smartphone en las personas [69]. Esta 

memoria busca profundizar en el tema e identificar momentos propicios para la entrega de 

mensajes.  

 

2.4 Trabajos anteriores 

 

Esta memoria busca analizar la forma de respuesta de un usuario a distintas notificaciones 

según datos de contextos y su perfil de adicción. A continuación se indican estudios que 

profundizan de estas áreas, se muestran los resultados obtenidos y el tipo de estudio que se 

llevó a cabo.  

 

 Oulasvirta et al. [27] 

Objetivo Diseño y validación de Framework para explicar naturaleza de 

recursos cognitivos en Smartphone. 

Experimento Tareas desarrolladas por experimento: realizar distintas actividades 

físicas y tareas de búsqueda Web con un Smartphone. 

N= 28; T= horas. 

Resultado Diferencia significativa entre tiempos de respuesta y frecuencia de 

recursos atencionales usados según carga cognitiva y localización. 

De esta investigación se pudo ligar el modelo de carga cognitiva de Wickens con el uso 

de los Smartphone de manera clara, siendo una de las principales inspiraciones para el 

desarrollo de la memoria. 

 Poppinga et al. [11] 

Objetivo Identificación de momentos oportunos para entregar notificaciones 

usando sensores del Smartphone. 

Experimento Tareas desarrolladas por experimento: responder a un mensaje que 

pregunta sobre estado anímico actual y nivel de molestia percibida. 

N= 79; T= 76 días; Notificaciones = 6.581 
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Resultado Identificación de tiempos y variables significativas. Sobre 70% de 

precisión y recall usando Machine Learning. 

El estudio de Poppinga et al. tiene similitudes en el diseño del instrumento de medición 

usado este trabajo de investigación, por lo que sus resultados sirven como un buen punto de 

comparación.  

 Pejovic et al. [62] 

Objetivo Desarrollo de mecanismos para identificar momentos oportunos  

para interrupciones producidas por smartphones. 

Experimento Tareas desarrolladas por experimento: responder una notificación 

con preguntas de contexto sobre estado de ánimo e interrupción.  

N= 10; T= 30 días; Notificaciones = 1.285  

Resultado Aumento de satisfacción y baja en tiempo de respuesta a mensaje en 

comparación con asignación aleatoria. 

Esta investigación comparte en cierto modo algunas de las hipótesis de investigación y 

el diseño experimental. 

 Mehrotra et al. [70] 

Objetivo Identificación de factores que afectan en el tiempo de respuesta y 

aceptación a una interrupción  

Experimento Tareas desarrolladas por experimento: responder a preguntas sobre 

tipo de personalidad, razones por las cuales se respondió o no a un 

mensaje y el nivel de molestia de éstos. 

N= 20; T= 2 meses ; Notificaciones = 10.372 

Resultado Identificación de factores del mensaje y de las características del 

usuario.  

De esta investigación se puede sacar una explicación teórica que ayude a entender la 

naturaleza de los resultados obtenidos al ligar ciertos factores con el diseño experimental. 

 Mehrotra et al. [61] 

Objetivo Identificación de factores que afectan en el tiempo de respuesta y 

aceptación a una interrupción  

Experimento Instalación de aplicación que registra datos de todas las 

notificaciones y que a la vez manda sus propias notificaciones. 
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Tareas desarrolladas por experimento: responder a pregunta sobre 

lugar donde se encuentra y relación social con remitentes de las 

distintas notificaciones. 

N= 35; T= 3 semanas; Notificaciones = 4.069 generadas y sobre 

70.000 notificaciones estudiadas. 

Resultado Identificación de factores del mensaje y de características de 

contexto social que influyen en la recepción a un mensaje. Predictor 

con sensibilidad de 70% y especificidad de un 80%. 

 Ahn et al. [69] 

Objetivo Identificación de patrones de uso según adicción a Smartphone 

Experimento Testeo de nivel de adicción y luego instalación de aplicación que 

monitorea y analiza el uso del Smartphone. 

N= 30; Notificaciones = 11.346 

Resultado Identificación de preferencia según tipo de aplicaciones y nivel de 

adicción a Smartphone. 

Fuente de inspiración para el diseño y planteamiento de hipótesis del trabajo de título. 

 

 Lee et al. [64] 

Objetivo Identificación de patrones de uso según adicción  

Experimento Testeo de nivel de adicción y luego instalación de aplicación que 

monitorea y analiza el uso del Smartphone. 

N= 95 T= varía según usuario. 

Resultado Identificación de preferencia según tipo de aplicaciones, uso de 

aplicaciones y nivel de adicción a Smartphone. 

  Turner et al. [71]  

Objetivo Propuesta y evaluación predictiva de Framework para el estudio de 

notificaciones usando sensores del Smartphone. 

Experimento Tareas desarrolladas por experimento: responder a notificaciones 

que indican de tareas pendientes previamente agregadas por el 

usuario. 

N= 93; T= 6 meses; Notificaciones = 11.346 
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Resultado Sobre 60% de precisión y recall para distintas etapas de respuesta a 

una notificación usando Machine Learning. 

El diseño experimental de esta memoria toma en consideración las metodologías y 

resultados de estos estudios. 

 

2.4.1 Framework de estudio de loogers 

 

La siguiente figura explica el framework usado para estudiar las respuestas a una 

notificación en el estado del arte. 

 

Figura 6: Convención sobre cómo determinar una interrupción en un Smartphone. 

Elaboración propia basado en  

 

Turner et al profundiza en el framework mencionado, al dividir en distintas etapas la 

forma de respuesta a una notificación [71].La forma propuesta para estudiar el proceso de 

respuesta a una notificación se observa en la siguiente figura. 

 

Figura 7: Framework sobre forma de respuesta a notificación en Smartphone. Elaboración 

propia basado en [71] 

 

La figura 12 muestra 4 etapas de estudio en la que un usuario debe decidir qué hacer 

luego de ser interrumpido. Estas etapas son:  



 

 

 32 

 D1: En esta etapa ocurre la interacción con una notificación y un usuario. Si la 

notificación logra llamar la atención de un usuario por medio de un sonido, vibración 

o señal visual, el usuario tendrá que decidir si prender el Smartphone para ver de qué 

se trata el mensaje. 

 D2: Luego de prender el Smartphone, un ícono gráfico o mensaje indica la existencia 

de una o más notificaciones pendientes. El usuario al ver estos íconos o mensajes 

tendrá que decidir si el remitente o tipo de interrupción es lo suficientemente 

importante para continuar prestando atención a la interrupción. Si se cumplen estas 

condiciones se desbloquea el Smartphone para continuar a leer el contenido de la 

interrupción. 

 D3: Al decidir reaccionar y atender la o las notificaciones, el usuario interactúa con 

el Smartphone. Acá se abren las distintas notificaciones pendientes, se lee el 

contenido y se informa de los motivos por el cual se le interrumpió. Luego de esto, 

en caso de que se requiera, el usuario evalúa si responder o entregar algún input a la 

aplicación que interrumpió su actuar. 

 D4: En esta fase se requiere un input del usuario para completar el ciclo pedido por 

la interrupción. Si el usuario completó todas las tareas pedidas por la interrupción, se 

considera que la respuesta del usuario es una respuesta completa. Caso contrario se 

considera una respuesta parcial.  

 

2.5 Proceso Knowledge Discovery in Databases  

 

Para el análisis exploratorio de datos se utilizará el proceso Knowledge Discovery in 

Databases (KDD), metodología que procesa, transforma, analiza y aplica minería de datos 

en los resultados obtenidos [72]. Son 9 las etapas principales de este proceso, las cuales se 

proceden a explicar brevemente a continuación: 

 

1) Comprensión del problema y planteamiento de objetivos: Se desarrolla un entendimiento 

del problema y se establecen los objetivos estratégicos necesarios para poder llevar a cabo 

todo el proceso KDD.  

 

2)  Selección: Se estudia el tipo de datos disponibles y su calidad. Es necesaria una 

evaluación sobre la factibilidad de explicar el problema planteado con los datos 

disponibles. Si se da el caso en que los datos no logran esta condición, se estudia la 

posibilidad de recolectar más datos. Los datos que se seleccionan son el input para todo 

el posterior análisis del proceso KDD. 



 

 

 33 

 

3) Preprocesamiento: Se trabaja con los datos disponibles para solucionar problemas 

existentes en la base de datos. Algunos ejemplos de preprocesamientos comunes con los 

datos son los tratamientos de valores perdidos, eliminación de datos fuera de rango y del 

ruido, entre otras. 

 

4) Transformación: En esta etapa se intenta agregar valor a los datos al transformarlos en 

medidas acordes al problema de estudio para que se puedan ajustar mejor al problema.  

 

5) Selección de la tarea de minería de datos: Se selecciona el tipo de minería de datos con 

el que se trabajará, dentro de los que se destaca una clasificación, regresión o 

cluzterización. 

 

6) Selección de algoritmo de minería de datos: Se consideran los beneficios e 

inconvenientes de los distintos algoritmos y como se relaciona con el problema objetivo. 

 

7) Implementación: Se aplica el o los algoritmos de minería de datos. En esta fase es 

recomendable correr los algoritmos reiteradas veces para no llegar a conclusiones 

apresuradas con respecto a los resultados. 

 

8) Evaluación e interpretación: Se analizan los resultados obtenidos en relación con los 

objetivos planeados. Según los resultados obtenidos es posible que se tenga que re-

evaluar los algoritmos y tratamientos de datos realizados. 

 

9) Conocimiento descubierto: En caso de obtener algún insight, se obtuvo un conocimiento 

que es replicable y se finaliza el proceso. 

 

2.6 Técnicas de minería de datos  

 

De forma general, se pueden dividir las técnicas de minería de datos según su objetivo. 

Existen los algoritmos que buscan verificar una hipótesis y otros que intentan descubrir algún 

patrón o información adicional de los datos. 

Las técnicas de descubrimiento son las que intenta crear algún modelo de comportamiento 

a partir de datos y modelos entrenados. Éstas se dividen en 2 categorías, las cuales son las técnicas 

de descripción y los de predicción. Las técnicas de descripción intentan explicar e interpretar 

datos al encontrar relaciones entre los distintos datos. En cambio, los métodos de predicción 

buscan crear algún modelo capaz de tomar datos de entrenamiento y predecir el comportamiento 
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de otros datos. Los modelos predictivos a su vez también se dividen en 2 categorías, los cuales 

son los algoritmos de clasificación y los de regresión. Los algoritmos de clasificación buscan 

predecir si un registro se puede clasificar en un grupo particular, mientras que los algoritmos de 

regresión intentan generar un pronóstico al encontrar la ponderación de distintas variables dentro 

de un modelo. [72] 

 

2.7 Algoritmos de minería de datos 

 

En esta memoria se utilizan algoritmos de minería de datos para poder clasificar el nivel 

de uso y el tipo de interacción que tendrá un usuario con su Smartphone y las notificaciones 

entregadas por el instrumento de investigación. A continuación se explican los algoritmos 

usados en esta memoria. 

 

 Support Vector Machine [72] 

 

Es un algoritmo famoso por su buen desempeño y flexibilidad de ajuste parámetros 

para obtener mejores resultados. En la mayoría de los casos SVM es un clasificador binario, 

pero en este trabajo se usará también como un clasificador multinomial. 

Para el caso de un clasificador binario, se crea un set de entrenamiento 

{(𝒙𝟏,𝒚𝟏),(𝒙𝟐,𝒚𝟐),……….,(𝒙𝒏,𝒚𝒏)} con 𝒙 igual a los vectores de datos e 𝒚 es la etiqueta de la 

clase que toma el valor de 1 o -1 si pertenece o no a la clase en cuestión.  

Se crea una función lineal 𝒇(𝒙)=<𝒘.𝒙> +𝒃 que cumpla que si 𝒙 es positivo 𝒇(𝒙) ≥𝟎. 

Esto produce la siguiente relación entre 𝒙 e 𝒚. 

 

Con esta función, lo que hace el algoritmo es encontrar el hiperplano que clasifique 

los datos de entrenamiento en clases positivas y negativas. 
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Figura 8: Ejemplo de hiperplano SVM binario  

Este hiperplano se suele calcular al resolver el siguiente problema de optimización:  

 

 

Pero dependiendo de la naturaleza de los datos utilizados para el modelo de SVM, 

existen modificaciones a esta función.  

Para el caso de modelos multiclase de SVM, un enfoque que se suele usar es resolver 

múltiples clasificaciones binarias que logren entregar todas las combinaciones posibles de 

clasificación. [73] 

 

 Regresión Logística [72] 

 

Algoritmo utilizado para clasificar, el cual es un tipo de regresión lineal generalizada. 

La principal característica de este tipo de regresión es que predicen con cierta probabilidad 

la pertenencia o no a cierto grupo, por lo que sus valores se encuentran entre 0 y 1. Existen 

regresiones logísticas binarias y multinomiales.  

La forma más simple de una regresión logística se define como:  

 

𝒇𝜽(𝒙)=𝒉(𝜽𝑻𝒙) 

𝒉(𝒚)=
1

1+𝑒𝑥𝑝−𝑦 
 

Con: 

 

o 𝒇𝜽: es una regresión logística.  

o 𝒙: caso que se quiere clasificar. 

o 𝜽 son los parámetros de la regresión. 

o 𝒉 es la función logística entre 0 y 1. 
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La función de costo que es la que se busca minimizar para encontrar los parámetros 

necesarios para clasificar se define así:  

𝑱(𝜽)= −𝟏𝒏 [Σ𝒛𝒊𝒍𝒐𝒈𝒇𝜽(𝒙𝒊)+(𝟏−𝒛𝒊)𝐥𝐨𝐠 (𝟏−𝒇𝜽(𝒙𝒊))] 

Con: 

 

𝒛: etiqueta de la clase y 𝒙 los datos. 

 

 Deep Learning [73] 

 

Se usa el término Deep Learning para referirse a un conjunto de algoritmos que modelan 

una serie de transformaciones no-lineales. En esta memoria se usan modelos de multicapas 

de redes neuronales prealimentadas para modelos predictivos.  

Para facilitar la explicación de qué es una red neuronal multicapa prealimentada, se 

explica primero que el concepto de una neurona en Machine Learning ya que ésta es la unidad 

básica dentro del modelo. La neurona representa la combinación ponderada de distintas 

variables tal como se observa en la figura 9.   

 

Figura 9: Neurona. Extraído de [73] 

Con: 

𝒙: Variable de entrada (input) 

𝒘: Peso de cada variable en la neurona.  

b: umbral de activación de una neurona (bias). 

𝛼 =  ∑ 𝑤𝑖𝑥𝑖 + 𝑏

𝑛

𝑖=1
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La combinación de los pesos ponderados de cada input es agregada en una función de salida 

𝒇(𝜶) transmitida por la neurona . Esta función 𝒇 representa la función de activación no lineal 

usada luego en una red de neuronas, el cual genera un feature que es usado para explicar el 

modelo deseado. 

 

Una red neuronal multicapa prealimentada consiste en muchas capaz de neuronas 

interconectadas (Ver figura 10), partiendo por una capa de input que parte siendo los features 

del modelo, pero que luego de pasar por capas de activación no-lineal, se crean nuevos 

features. Esto se repite según la cantidad de capas del modelo, y se termina el algoritmo 

cuando en la última capa se hace una regresión o clasificación con los features.  

 
Figura 10: Múltiples neuronas interconectadas 

 

Para determinar el modelo óptimo se minimiza la siguiente función de costo. 

L(W, B | j) 

Con: 

W es el conjunto de {W𝑖}
1:𝑁−1

 

Wi: matrix de pesos conectado en la capa i e i+1 para una red de N capaz. 

B es el conjunto {bi}1:𝑁−1
 

bi columna de los bias para la capa i+1 
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Capítulo 3 
 

3   

Diseño e Implementación 
 

Este capítulo indica la instrumentación para recolectar datos, el diseño de investigación 

realizado, las limitaciones de la investigación y otros aspectos relevantes en la 

implementación del estudio.  

 

3.1 Instrumentación 

 

Para la investigación sobre el uso de Smartphone se utilizan dos instrumentos. El 

primer instrumento es una aplicación para dispositivos Android diseñada especialmente para 

la captura de datos de contexto usando distintos sensores que se encuentran integrados en un 

Smartphone. El segundo es una traducción de un test diseñado para medir el nivel de uso y 

adicción de un usuario hacia su Smartphone. A continuación se detallan ambos instrumentos: 

 

3.1.1 Aplicación de captura de datos 

 

Se creó una aplicación para la recolección de datos llamada ActivityMonitor. Esta 

aplicación fue desarrollada en Android y tiene como principales funciones 1) capturar datos 

de contexto en el que se encuentra el Smartphone de un usuario y 2) capturar el tiempo y 

forma en que un usuario responde a distintas notificaciones generadas artificialmente. La 

aplicación una vez instalada funciona de la siguiente forma:  

Lo primero que hace la aplicación es solicitar el correo electrónico y el teléfono del 

usuario para poder identificar al usuario. Una vez completada la información se entrega un 
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mensaje que confirma la participación del usuario en el experimento y también indica 

instrucciones básicas acerca del funcionamiento de la aplicación, el rol del usuario en el 

experimento, políticas de privacidad y un correo de contacto.  

 

     

Figura 11: Formulario de inicio   Figura 12: Mensaje de confirmación 

 

Luego la aplicación empieza a mandar notificaciones de forma aleatoria, siguiendo 

una ponderación de la distribución de notificaciones mencionada en el trabajo de Dingler et 

al [74]. La notificación indica que hay un nuevo mensaje (Fig. 8) y una vez que se accede a 

éste se abre una interfaz gráfica que pregunta acerca de cómo se siente uno (Fig. 9). La 

interfaz permite al usuario indicar su estado de ánimo entregando el emoticón que más lo 

identifique en ese momento. Para finalizar con la interacción, se pide deslizar el dedo en la 

pantalla hacia una dirección aleatoria.  
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Figura 13: Mensaje de la notificación  Figura 14: Interfaz de interacción 

  

Cinco segundos antes de que se envié la notificación, se capturan datos del micrófono 

y del nivel de luz capturado por el sensor de luz. También se captura el dato sobre la 

interacción que tuvo el usuario con la notificación, siendo las opciones posibles: ignorar, 

borrar o responder.  

La aplicación además está constantemente capturando datos registrados por el sensor 

de WiFi, el sensor de geolocalización, el acelerómetro y el sensor de radio del Smartphone.  

La siguiente figura explica a grandes rasgos el flujo del proceso de captura de datos 

de la aplicación. 

 

Figura 15: Proceso general de entrega y respuesta de notificaciones  

 

A continuación se hace una descripción más clara de los datos recolectados el sistema 

operativo y por cada sensor: 

Recolección 
datos 

Micrófono 
y luz

Aviso de 
notificación

Detalles de 
notificación

Pregunta 
de estado 
de ánimo

Deslizar el 
dedo en la 

pantalla 
según 

intrucción

Cierre de 
aplicación y 
entrega de 

datos a 
servidor



 

 

 41 

Estado del Smartphone 

 Phone Status: guarda el estado del dispositivo en determinado tiempo. Los estados 

posibles son: On (Smartphone prendido) y Off (Smartphone apagado). 

 WiFi Status: indica si el usuario está conectado a una red WiFi. 

 Conectividad: indica si el usuario tiene su Smartphone en servicio y si se encuentra 

intercambiando datos con alguna red. 

Sensores 

 Giroscopio: sensor que registra la orientación espacial del Smartphone.  

 Micrófono: graba los sonidos cercanos al dispositivo. 

 Acelerómetro: mide la aceleración en el movimiento del dispositivo con respecto al 

vector de gravedad. 

 GPS: indica la geolocalización del usuario, el tipo de conexión que se está usando 

para obtener las coordenadas correspondientes, y precisión del dato. 

 Radio: la aplicación recolecta datos de la radio de cada Smartphone, pero en este caso 

particular el valor obtenido fue siempre nulo, por lo que no se considera en el análisis.  

Para ayudar a contextualizar los datos capturados por los sensores, la aplicación se 

conecta con una API (interfaz de programación de aplicaciones por sus siglas en inglés) de 

Google llamada Google’s Activity Recognition API [75]. Esta API permite detectar las 

siguientes actividades en las que se encuentra el usuario: 

Situación detectada Descripción 

In_Vehicle El dispositivo se encuentra en un vehículo. 

On_Bicycle El dispositivo se encuentra trasladándose en bicicleta.  

On_Foot El dispositivo está con un usuario que se encuentra corriendo 

o caminando. 

Running El dispositivo está con un usuario que se encuentra corriendo. 

Still El dispositivo no se encuentra moviendo. 

Tilting La orientación espacial cambió significativamente con 

respecto al vector de gravedad.  

Unknown No es posible detectar la actividad actual del dispositivo. 

Walking El dispositivo está con un usuario que se encuentra caminando. 

Tabla 4: Actividades reconocidas por la API de detección de actividades de Google.  [75] 
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Todos los datos recolectados por los sensores, el sistema de Android, y los patrones 

de actividad que reconoce la API de Google se guardan en un servidor que indica la fecha y 

hora en la que ocurrieron los distintos eventos. 

 

3.1.2 Test de sobre uso y adicción a Smartphone 

 

Además de los datos recolectados por la aplicación, este trabajo administra un test 

que mezcla una modificación del Smartphone Addiction Scale (SAS) [23] y el Smartphone 

Addiction Propeneness Scale (SAPS) [77] que son cuestionarios usados para medir el nivel 

de dependencia y uso a esta tecnología. 

    El cuestionario SAS consiste en 33 preguntas que buscan representar seis factores de 

análisis asociados con el nivel de uso y adicción del usuario. Para cada pregunta se tiene que 

responder el nivel de representación con una pregunta asociada mediante una escala Likert 

del 1 al 6 (Muy en desacuerdo a Muy de acuerdo). 

A continuación se explica cada uno de los seis factores que se logran identificar mediante 

el test: 

1. Perturbación en la vida cotidiana 

Explica problemas causados por el Smartphone relacionados con dolores corporales y 

dificultades para realizar tareas o actividades cotidianas. Entre estos problemas se 

encuentran: dificultades para dormir, trabajar y concentrarse; sufrir de aturdimiento o visión 

borrosa; y tener dolor en las muñecas y en la parte posterior del cuello por uso excesivo del 

dispositivo.  

 

2. Anticipación positiva 

Mide la sensación de satisfacción al estar usando un Smartphone, la facilidad que el 

dispositivo tiene para aliviar el estrés mediante su uso, y la sensación de vacío cuando uno 

se encuentra sin un Smartphone.  

 

3. Retiro 

Estudiar la sensación de retiro involucra estar impaciente, inquieto e intolerante sin un 

Smartphone; estar constantemente pensando en el dispositivo móvil, incluso cuando no se 

está usando; e irritarse cuando se es molestado cuando se está usando el dispositivo.  
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4. Relación con el ciberespacio  

Dimensión que mide la relación que tiene un usuario con sus amigos y contactos por 

medio de servicios de redes sociales (SNS por sus siglas en inglés) y servicios de mensajería 

instantánea en su Smartphone, en comparación con las relaciones que se tienen en la vida 

real. Estar constantemente revisando un Smartphone para ver si se tienen notificaciones de 

algún SNS o servicio de mensajería instantánea y preferir la interacción con personas por 

Smartphone en vez de en la vida real, dan señales de que se tiene una relación de dependencia 

con el ciberespacio.  

 

5. Uso excesivo 

Se refiere al incontrolable uso que tiene un usuario con su Smartphone. Esto se puede 

evidenciar cuando el usuario muestra una necesidad de usar el Smartphone inmediatamente 

después de que lo dejó de usar o cuando éste se procura de llevar siempre un cargador ya la 

carga diaria del Smartphone no le es suficiente para sus necesidades.  

 

6. Tolerancia 

La tolerancia indica el nivel de control que se tiene sobre el uso consiente de un 

smartphone. Se dice que un usuario tiene poca tolerancia en caso de que reiteradas veces 

intenta controlar la cantidad de uso de su smartphone pero falla en llegar a ese objetivo.  

 

El test SAPS consiste en un cuestionario de 15 preguntas que busca identificar cuatro 

factores asociados con el uso de un smartphone. La escala de la encuesta en una Likert del 1 

al 4 (nunca a siempre). Los factores que identifica incluyen el Retiro, Relación con el 

ciberespacio, Tolerancia, y Perturbación de funciones adaptativas. La perturbación de 

funciones adaptativas mide tanto uso excesivo como la Perturbación en la vida cotidiana. 
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3.2 Diseño de investigación 

 

3.2.1 Diseño 

 

El diseño de la investigación consiste en la recolección de datos sobre la forma de 

respuesta de distintos usuarios al ser expuestos a notificaciones artificiales, siguiendo la 

lógica de negocios previamente explicada en la sección de aplicación de captura de datos. 

Estas notificaciones tienen por objetivo simular las notificaciones que el usuario recibe día a 

día en su Smartphone. La idea del estudio es que bajo esta simulación de notificaciones, se 

puedan identificar correlaciones entre los datos entregados por el sistema y los sensores de 

un Smartphone, y la forma de respuesta de un usuario a estas notificaciones. 

Para diferenciar la forma de respuesta de un usuario, se estudian los siguientes 

parámetros: 

1) Tiempo de respuesta: representa el tiempo que el usuario se demora en responder a 

una de las notificaciones entregadas por la aplicación.  

2) Tiempo por sesión: mide el tiempo de actividad de un usuario entre que un usuario 

prende su celular y luego este se apaga. 

3) Tiempo de finalización: se define como el tiempo de uso de aplicación, es decir el 

tiempo que el usuario se demora en completar las tareas solicitadas por la aplicación. 

4) Tasa de aceptación: indica la cantidad de notificaciones aceptadas y respondidas del 

total de notificaciones enviadas.  

5) Tasa de cancelación: mide la proporción de notificaciones eliminadas de la barra de 

notificaciones del total de notificaciones enviadas. 

 

Figura 16: Tiempos de respuesta y situaciones de análisis. Elaboración propia  
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La figura 13 indica los tiempos de medición usados en la literatura y la subdivisión 

por decisiones consideradas en esta memoria. Las decisiones que tienen un * (D3 y D4) 

indican momentos en que el usuario puede no priorizar las notificaciones entregadas por la 

aplicación y usar sus Smartphone para interactuar con otras aplicaciones. 

Como las tareas que el usuario tiene que hacer son artificiales, es posible que existan 

sesgos en las respuestas y en la forma de interactuar con la aplicación. Para identificar los 

factores de los sesgos se dividen las fases del experimento en tres categorías: 

 

1. Inicio de la aplicación y primeros pasos 

Esta categoría se caracteriza por ser el tiempo en que el usuario se familiariza con la 

aplicación e indica su sexo y edad dentro de ésta. Se espera que en este periodo las tasas de 

respuestas sean mayores y los tiempos respuesta sean menores ya que el usuario tiene muy 

presente que se le está midiendo su comportamiento [76]. Para eliminar este sesgo, se 

estudiaran los datos dejando un periodo de entrenamiento para el usuario.  

 

2. Interacción continua con la aplicación 

Esta categoría se caracteriza porque el usuario ya interioriza el hecho de estar siendo 

monitoreado y puede que incluso ignore deliberadamente las notificaciones al identificar que 

son enviadas por la aplicación [70]. Una forma de reducir este sesgo es usando el framework 

explicado en la figura 8 para estudiar si una notificación fue respondida de forma parcial y 

además estudiar el tiempo de uso del Smartphone debido a la influencia de la notificación.  

 

3. Termino y aplicación de test 

Terminado el estudio los usuarios completarán un formulario para determinar el nivel de 

adicción a los Smartphone que tenga cada uno. Debido a que el usuario es consciente de que 

el test busca medir su nivel de adicción, es posible que el usuario no conteste de forma sincera 

debido a la sensibilidad de los datos que se piden [77]. Para minimizar esta posibilidad, se 

tiene que explicar al usuario que toda información recolectada es de forma anónima y no se 

puede hacer una conexión entre los datos recolectados por la aplicación y el test con el 

usuario.  

Usando el diagrama de realismo y naturalidad de la Fig.2, y tomando en consideración el 

diseño de la investigación, se propone el siguiente esquema para ejemplificar el nivel de 

naturalidad del experimento. 
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Privacidad  

  

Variables   

  

 

Nivel de molestia   

 

Interfaz    

 

Tareas     

 

Tecnología  

   

Participantes    

   

Escenario    

   

Duración del estudio  

 

 

 

3.2.2 Consideraciones iniciales y limitaciones del diseño  

 

Debido a la naturaleza de la aplicación, el tipo de investigación que se realiza se 

conoce como una investigación no experimental longitudinal. Esto implica que no se puede 

hacer una manipulación intencional de las variables independientes, el nivel de control que 

se tiene sobre los resultados de la investigación son limitados y la recolección de datos no es 

en un momento único, sino que es continuo a través del tiempo. [24]. Este tipo de estudios 

logran establecer relaciones entre variables sin precisar sentido de causalidad. Por lo tanto, 

todos los resultados obtenidos para validar las hipótesis y planteamientos son del tipo 

correlacional.  

Sensible  No sensible 

Pocas Muchas 

Interrupción frecuente Sin interrupción 

Nueva/cambiante Estándar/fija/invisible 

Construidas por el Exp. Común del usuario 

Elegida por el Exp. Elegida por el usuario 

Aleatorios Involucrados 

Artificial/laboratorio Real/terreno 

Minutos Años 

X 

X 

X 

X 

X 

X 

X 

X 

X 

Ilustración 1: Diagrama de realismo a naturalidad proyectado 
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Las variables dependientes de la investigación son el tiempo de respuesta a una 

notificación, la tasa de aceptación y el grado de molestia percibida. Se usan como variables 

independientes todos los datos capturados por la aplicación y el test de nivel de adicción a 

Smartphones. También estos datos se usan en el proceso KDD, por lo que cualquier 

correlación o resultado exploratorio encontrado queda sujeto los tratamientos y minería de 

datos realizados.  

Los datos capturados son de situaciones en las que el usuario está en terreno, no en 

un ambiente controlado por la investigación. Esto implica que existe una mayor variabilidad 

esperada de los resultados, pero a la vez aumenta la validez ecológica y ayuda desarrollar 

aplicaciones para casos en que no se tenga control de las actividades del individuo de estudio. 

Cabe destacar que no se conocen los motivos por los que un usuario responde o no a 

las notificaciones entregadas por la aplicación, siendo posible que exista un sesgo en los datos 

obtenido de las tasas de respuestas a las notificaciones. Para mitigar este error una opción es 

estudiar el tiempo de duración de una sesión –tiempo en que una persona prende su 

Smartphone, interactúa con él y luego lo apaga–, producto de una notificación entregada por 

la aplicación y no solo la respuesta a lo que pide la notificación. Otra opción es hacer un 

tratamiento de datos y filtros adecuados para poder evaluar los resultados. Según la 

distribución de los resultados se harán las correcciones necesarias para disminuir estos 

sesgos. 

Los escenarios de estudio para el nivel de carga cognitiva tienen que ver con 

actividades físicas y estímulos sensoriales que puedan ser captadas por los Smartphone que 

tengan instalada la aplicación desarrollada para la investigación. Los casos en que el usuario 

esté expuesto a una carga cognitiva alta pero se encuentre quieto trabajando, estudiando o 

poniendo atención en clases no podrán ser identificados. También casos en que el usuario 

este sufriendo de estrés, ansiedad, frustración o algún otro problema psicológico que 

perjudique la forma en que responda a distintos estímulos no puede ser capturada y estudiada 

por la aplicación. Sólo se estudian situaciones con distinto nivel de carga cognitiva basadas 

la actividad física y nivel de ruido ambiental. Todas estas situaciones necesitan un mayor 

nivel de recursos cognitivos para poder llevarse a cabo tareas de forma simultanea según el 

modelo de Múltiples Recursos de Wickens [7] 

Al usar como base teórica el modelo de Múltiple Recursos de Wickens, se asumen 

todos los supuestos mencionados en el marco teórico (capítulo 2). 
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3.3 Grupo de estudio 

 

La investigación se llevó a cabo con la colaboración de estudiantes de ingeniería de la 

Facultad de Ciencias Físicas y Matemáticas. La selección de este grupo de estudio está 

fundamentada debido a que existe un grandes facilidades de poder reclutar participantes, la 

alta tasa de adopción de Smartphones de este segmento, y existente vulnerabilidad al uso 

excesivo a los Smartphones [78] [42] [79].  
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Capítulo 4 
 

4  4  

Implementación 
 

Se hizo un llamado público en la plataforma electrónica usada para fines docentes de 

la Universidad de Chile, U-cursos, y se pegaron afiches en la facultad invitando a participar. 

El llamado consistió en una invitación para ayudar en una investigación a cargo del profesor 

Ángel Jiménez del Departamento de Ingeniería Civil Industrial. Dentro del llamado y el 

afiche se indica el tiempo de duración del experimento, se menciona la necesidad de que los 

interesados tengan un Smartphone con un sistema operativo Android, se asegura la 

anonimidad de la información recolectada, y se explica el incentivo económico por participar, 

incentivo que consiste en tres premios de $50.000 a repartir entre los participantes que hayan 

bajado la aplicación y completado la encuesta mencionada en la sección anterior. 

Debido a errores en la transferencia de datos de la aplicación, muchos datos que la 

aplicación debía recolectar no se integraron a la base de datos a la cual se tenía acceso. Es 

por eso que se tuvo que recurrir a un segundo llamado, bajo las mismas condiciones, a 

participar en la investigación. Cuando se hizo este llamado, se dio también la posibilidad de 

dejar de ser parte del experimento y hacer la encuesta, debido a la insistencia de ciertos 

participantes.   

Cabe mencionar que por problemas técnicos, la aplicación no logra capturar el 

momento en que un usuario desbloquea su Smartphone, por lo que las etapas D1 y D2 no 

podrán distinguirse. Tampoco se logró capturar el input sobre el estado emocional del 

usuario. 
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Capítulo 5 

5   

Experimentación y Análisis de Resultados 
 

En este capítulo se presentan los resultados obtenidos del experimento. Para esto se siguen 

las etapas del modelo KDD con el fin de detallar tanto la preparación de los datos como la 

aplicación de modelos estadísticos y de minería de datos. 

 

5.1 Grupo experimental 

 

Un total de 109 personas bajaron la aplicación pero por errores de software solo se 

consideraron 88 personas que capaces de aportar con alguna información para la 

investigación. El parámetro considerado para esto es que el usuario tengo al menos datos de 

micrófonos y del estado de la pantalla por al menos 3 días. De las 88 personas consideradas, 

sólo 43 personas tienen registros de la variable interacción. 

 

5.2 Formato de resultados 

 

Todos los datos de los sensores siguen la misma estructura general en la base de datos en 

la que son alojados. Cada dato de sensor en la base de datos tiene las siguientes columnas:  

 Sense_start_time: es el timestamp UNIX en milisegundos, el cual es el número de 

milisegundos totales transcurridos desde el 1 de enero de 1970. 

 Data_type: indica el sensor del cual proviene le dato.  

 User_id: indica el usuario de los datos entregados por el sensor. 

 Data: es un string que contiene toda la información capturada por el sensor, 

incluyendo también los datos de las 3 columnas mencionadas con anterioridad. Esta 
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información depende fuertemente de cada sensor, por lo que se tuvieron que hacer 

scripts separados para poder separar la información relevante de cada sensor.  

 

5.3 Procesamiento de datos 

 

A continuación se explica el procedimiento para analizar los distintos sensores y de 

los datos obtenidos por el sistema operativo de Android recolectados gracias a la aplicación 

ActivityMonitor. 

 

5.3.1 Micrófono 

 

5.3.1.1      Selección 

 

Los datos del sensor del micrófono representan la amplitud del ruido registrado en el 

ambiente, por lo que elegir esta variable es útil para conocer el contexto auditivo en el que 

está un usuario. 

 

5.3.1.2      Pre-procesamiento 

 

Los datos del micrófono son los únicos datos que se guardan como una lista de strings 

en vez de un dato único dentro de una celda en la base de datos. Se hizo un script en MySQL 

que identifica la lista de valores guardados en un periodo dado, obteniéndose en el proceso 

muchos valores repetidos. Obtenidos los datos en MySQL, se hizo un script en R para romper 

la lista y obtener cada uno de los datos del sensor para ese determinado instante. También se 

limpiaron los primeros datos entregados por el sensor, siendo siempre una serie de datos 

nulos.  

 

5.3.1.3      Transformación 

  

Debido a la alta variabilidad de información de este sensor, se optó por hacer un 

análisis exploratorio para intentar clusterizar el nivel de ruido y poder dividirlo en categorías 

según el nivel de ruido.  
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5.3.2 Sensor de luz 

 

5.3.2.1      Selección 

 

El nivel de luz indica la luminosidad en lux al cual está expuesto el Smartphone del 

usuario. Se seleccionó esta variable ya que ayuda a entender posibles lugares en donde el 

Smartphone está expuesto.  

 

5.3.2.2      Pre-procesamiento 

 

Se obtuvieron los datos del sensor de luz que se encuentran en la base de datos 

separando el valor de la luminosidad capturada y el máximo de luminosidad que el sensor 

puede capturar.  

Los datos que no tenían un valor negativo o con un valor de luminosidad superior a 

su rango máximo fueron eliminados. Debido a que este sensor entrega muchos datos con 

diferencias de 1 segundo o menos, se estudió la posibilidad de hacer un match entre los datos 

del sensor de luz y los datos del micrófono que tuvieran exactamente la misma fecha, esto ya 

que vendrían siendo los datos pareados según como está pensada la aplicación, pero debido 

a que al implementar este tratamiento se redujo significativamente la cantidad de datos a 

estudiar, no se hizo una unión condicionada. 

 

5.3.2.3      Transformación 

 

Se mantuvo el valor original del sensor y además se hizo una transformación para 

normalizar los datos. Esta normalización corresponde a la división entre el valor detectado 

de luminosidad y el máximo rango de luminosidad que detecta cada dispositivo, siendo 

entonces el porcentaje de luminosidad la nueva variable de estudio del sensor de luz.  

Al igual que en el caso del micrófono, se hizo un análisis exploratorio para intentar 

clusterizar el nivel de luz y poder dividir en categorías el nivel de luz. 
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5.3.3 Sensor de radio 

 

5.3.3.1      Selección 

 

Debido a que la gran mayoría de los datos recolectados por la aplicación sobre este 

sensor tenían datos nulos, no se seleccionó esta variable para analizarla. 

 

5.3.4 Sensor de GPS 

 

5.3.4.1      Selección 

 

El sensor de GPS entrega datos sobre el tipo de conexión por la cual se está recibiendo 

la señal de GPS y la velocidad con la cual se mueve el usuario. Los posibles valores son GPS, 

Network o Fused. Estos valores indican ayudan a entender si un usuario se encuentra 

conectado a una red o se encuentra utilizando un paquete de datos para obtener su 

localización.  

No se seleccionó la latitud ni longitud de los datos obtenidos por motivos de 

privacidad y temas éticos. Tampoco se seleccionó la precisión ya que no fue posible 

normalizar de forma correcta los datos, mostrando una diferencia entre los datos de varios 

órdenes de magnitud.  

 

5.3.4.2      Pre-procesamiento 

 

Se obtuvieron los datos de geolocalización que se encuentran en la base de datos, 

separando con un script en MySQL los datos del proveedor de la señal de localización y la 

velocidad.  

El único tratamiento de datos realizado fue eliminar los duplicados.  
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5.3.5 Interacción con la aplicación 

 

5.3.5.1      Selección 

 

Se seleccionó a la variable interacción para poder hacer análisis básicos y estudiar el 

comportamiento de la variable con respecto a los otros datos de los sensores. 

 

5.3.5.2      Pre-procesamiento 

 

Se obtuvieron los datos del tipo de interacción según el tipo de respuesta indicada en 

la base de datos. Las respuestas guardadas no hacían mención a el tipo de emoticón el usuario 

ingresaba, si no que indicaban si había un caso igual a dismiss o que no se respondió. 

 

5.3.5.3      Transformación 

 

Se transformó el tipo de respuesta a un factor más fácil de estudiar, dejando como 

posibles respuestas: Borrado y Visto. También, en caso de que haya llegado una notificación 

y el usuario no haya interactuado con una notificación anterior, se cambió el valor anterior 

de interacción a Acumulado, para indicar que es un tipo de interacción diferente.  

 

5.3.6 API de Google 

 

5.3.6.1      Selección 

 

El dato entregado por la API de Google indica la actividad del usuario que registra el 

Smartphone. Se seleccionó esta variable ya que es la principal variable que se tiene para 

poder identificar la actividad física en la que se encuentra un usuario. 
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5.3.6.2      Pre-procesamiento 

 

Se hizo un script en MySQL que separara la precisión y el tipo de dato obtenido. Se 

eliminaron los datos repetidos y que registraran una misma actividad de forma consecutiva. 

También se eliminaron todos los datos con un precisión bajo 75% y los datos con indicaran 

type = unknown.  

 

5.3.7 Estado de pantalla 

 

5.3.7.1      Selección 

 

El estado de pantalla se seleccionó para entender de mejor forma el tipo de interacción 

que un usuario tiene un su Smartphone por lo que se hizo un script en MySQL para recolectar 

el dato de estado de pantalla. 

 

5.3.7.2      Pre-procesamiento 

 

Los datos que registraran indicaran una continuidad en el estado del Smartphone se 

eliminaron, tomando solo en consideración los primeros registros de un determinado estado 

de la pantalla.  

 

5.3.7.3      Transformaciones  

 

Se crearon 2 variables adicionales al hacer distintas transformaciones de los datos del 

estado de la pantalla .La primera es el tiempo en que el smartphone pasa prendido por día y 

hora. La segunda es la cantidad de veces que se enciendo la pantalla de un Smartphone por 

día y hora. 
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5.3.8 Conectividad del Smartphone 

 

5.3.8.1      Selección 

 

A pesar de que saber el estado de la conectividad del Smartphone puede ayudar a saber 

si se está interactuando o compartiendo información por internet, no se seleccionó este dato 

ya que la granularidad por segundo y el constante cambio de los datos hizo imposible poder 

concluir el estado de la conectividad del Smartphone. Se hicieron transformaciones para 

poder simplificar el análisis de este dato pero de todas formas no se pudo llegar a un consenso 

producto que cada segundo registraba múltiples estados diferentes. 

 

5.4 Análisis Estadístico 

 

El siguiente apartado presenta estadísticos descriptivos los datos obtenidos por la 

aplicación ActivityMonitor y el cuestionario sobre el perfil de adicción y uso que un usuario le 

da a su Smartphone. También se muestran los resultados de los test de hipótesis usados para 

validar las hipótesis de investigación.  

 

5.4.1 Análisis exploratorio de datos 

 

5.4.1.1  Micrófono y sensor de luz  

 

 

Debido a que el micrófono y el sensor de luz son los únicos valores con múltiples datos 

distintos en un rango corto de tiempo, y además no tienen una forma de poder ser 

interpretados intuitivamente, se hicieron análisis estadísticos enfocados en poder encontrar 

alguna forma de interpretar los resultados. 

  La figura 14 muestra la distribución de los datos del micrófono. De la gráfica se observa 

la existencia de unos pocos valores extremos, debido a estos se procedió a transformar el dato 

al aplicar un logaritmo natural. 
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Figura 17:Histograma datos micrófono 

 

Debido a la presencia de valores extremos, se transformó los datos del micrófono.  

 

 

 

Figura 18: Histograma logaritmo micrófono 

 

Se hicieron tests de normalidad para ver si se puede usar un enfoque paramétrico y 

usar ANOVA para los valores obtenidos en distintas situaciones usando el micrófono. 

Analizando el gráfico de Cullen y Frey (Fig.16) y el resumen de test de normalidad (Fig.17) 

se observa que la distribución con mejor ajuste es la distribución uniforme, a pesar de tener 
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buenos resultados en el test QQ. La tabla 5 en cambio, indica un alto kurtosis, lo que dificulta 

asumir un enfoque paramétrico para esta variable. Por ahora no se asumirá normalidad y se 

volverá a hacer el análisis con los nuevos datos recolectados. 

min:   0 

max:  10,39 

median 5,57 

mean 5,81 

stand. dev 2,16 

skewness  0,23 

Kurtosis  2,04 

Tabla 5: Resumen datos log-micrófono 

 

 

Figura 19: Gráfico de Cullen y Frey - Micrófono 
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Figura 20: Resumen tests de normalidad 

 

Para terminar con el análisis descriptivo de micrófono, se clusterizan los datos del 

micrófono con el fin de poder categorizar de manera intuitiva los resultados obtenidos. Para 

esto se usó el algoritmo k-means, entregando los resultados que se observan en la figura 18.  

 

Figura 21: Selección cluster micrófono 
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Se eligieron 3 clusters ya que la disminución de la suma de cuadrados no es tan 

pronunciada en el cuarto cluster en comparación con los 3 primeros casos. Al tomar esta 

cantidad de clusters los resultados del logaritmo de los datos del micrófono se pueden 

clasificar de la siguiente forma: 

 Silencio o poco ruido  Ruido Mucho ruido 

Ln(Micrófono)  [0 - 4,91) [4,91-7,30] (7,30 - inf) 

 

Para el caso del sensor de luz se usó el mismo tipo de análisis que para en los datos 

del micrófono. El histograma en esta ocasión muestra una menor probabilidad de que se siga 

una distribución normal, y el gráfico de Cullen y Frey no muestra cercanía con ninguna 

distribución.  

 

 

Figura 22:Histograma porcentaje luminocidad 

 

Figura 23: Gráfico de Cullen y Frey - Porcentaje de luminocidad 
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 Por lo tanto se descarta la posibilidad de usar enfoques paramétricos con el 

porcentaje de luz captada. Solo falta ahora intentar clusterizar la cantidad de luz que se 

obtiene, usando los mismos algoritmos del análisis del micrófono.  

 

Figura 24: Selección cluster- Sensor de luz 

Se utilizaron 3 clusters para poder categorizar los datos del porcentaje lumínico captado. Los 

resultados de los clusters se observan a continuación:  

 En bolsillo o poca luz Luz ambiente Exterior o expuesto al sol 

Porcentaje(Luz)  [0- 42,85 ) [42,85-80] [80, 100] 

 

 

5.4.1.2  Pantalla 

 

El análisis de los datos de pantalla toma en consideración el tiempo promedio total 

que un celular pasa prendido por día y la cantidad de veces promedio que se prende el celular 

por día. Para eso se utilizaron funciones de agregación de datos y se hizo el cálculo de tiempo 

entre un teléfono pasa de un estado prendido a uno apagado para cada caso. 

 Prom (min) Std.desv(min) Prom(Sesiones) Std.dev(Sesiones) 

Lunes 299.16 171.81 109.54 75.90 

Martes 337.22 198.00 102.36 68.43 

Miércoles 341.22 185.59 113.90 64.60 

Jueves 327.11 163.86 108.36 53.60 



 

 

 62 

Viernes 271.13 176.81 106.55 70.62 

Sábado 286.47 183.41 96.64 94.27 

Domingo 321.26 210.80 81.30 51.38 

Tabla 6: Media y desviación estandat por día 

 

Si se comparan estos resultados con los de otros estudios que examinan el tiempo de 

uso de Smartphones en estudiantes universitarios [69] [64], se observa que en el caso chileno 

los usuarios de Smartphones tienen un comportamiento levemente menor al del caso coreano 

para la cantidad de minutos usando su dispositivo, pero es significativamente menor para el 

caso de la cantidad de sesiones por día. 

 

 

 

 

Figura 25 Distribución sesiones 
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Figura 26Distribución tiempo de uso 

 

Analizando la distribución de sesiones y minutos con respecto a su total, se observa 

que existe un incremento la cantidad de tiempo que se está en usando un Smartphone entre 

las 22 y 23 hrs. Esto también se observa en otros estudios similares [69], y muestra que la 

recolección de los datos de tiempo de uso tiene un comportamiento similar entre los jóvenes 

de Chile y Corea del Sur.  

 

5.4.2 Test de SAS y SAPS 

 

Se hicieron traducciones para los test de SAS y SAPS de inglés a español los cuales 

fueron revisados y validados por 2 magister en traducción de la Pontificia Universidad 

Católica de Chile. Traducido el test se realizó a el cuestionario a un grupo de control de 20 

personas, las cuales dieron feedback sobre preguntas que no se entendían o que no tenían 

sentido. Se realizaron los cambios pertinentes y se creó un nuevo test el cual contiene 33 

preguntas las cuales mezcla preguntas del test SAS y el test SAPS.  

El test fue respondido por 150 personas, con 93 respuestas de hombres (62%) y 57 

respuestas de mujeres (38%). El promedio de edad de los que contestaron la encuesta es de 

22.32 ± 3.26 
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Figura 27 : Histograma resultados encuesta 

 

 Se hizo un test de Shapiri-Wilk dando como resultado un p-valor de 0.9053, lo que 

muestra que los resultados distribuyen de forma normal. Al realizar un análisis de 

componente, se observó que con 6 componentes de logra explicar el 54% de la varianza, 

resultado que no es favorable para usar los mismos factores usados internacionalmente. 

También se realizó un test de Scree para determinar la cantidad de factores dado el valor de 

los eigenvalues, donde el test indicó que el óptimo son 9 factores (Ver anexo 2) y al realizar 

un análisis exploratorio de factores con una rotación oblicua Oblimin, se demostró que no es 

posible homologar el test SAS en Chile.  

  

 Del test realizado, se procedió a estudiar las 15 preguntas correspondientes al test 

SAPS de sobreuso. Al realizar el mismo tipo de análisis mencionado anteriormente, se 

observa que cuatro componentes explican un 65% de la varianza, lo cual es consistente con 

el estado del arte para este tipo de test [82].  

 El test de Scree indicó que al menos 3 factores pueden ser suficientes (Ver anexo 3) 

y los resultados del análisis exploratorio con rotación oblicua Oblimin indican 4 factores los 

cuales se pueden observar en la sección de anexos.  
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Figura 28: Histograma test uso (SAPS) 

  

También se probó la validez interna del test, entregando un Alfa de Cronbach igual a 

0.73, lo cual se considera confiable [83].  

Por último, se realizó un test de Kaiser-Mayer-Olkin para medir que la muestra con 

la que se hicieron los análisis es adecuada para comprobar la validez del test [84]. El resultado 

del test 0.82, lo que indica que la muestra es significativa. 

Como los resultados del test de uso fueron favorables, se usarán los resultados de este 

test para dividir la muestra de usuarios según usuarios activos y usuarios normales de 

Smartphone. Para hacer la distinción entre tipos de usuarios se usó la metodología propuesta 

por Lee et al [64], en donde se considerará como una persona que es potencialmente adicta a 

un Smartphone si tiene un puntaje total en el test mayor a 46 o en el factor correspondiente a 

la Perturbación en la vida cotidiana tiene una puntuación mayor a 14.  

 La cantidad de personas adictas bajo esas condiciones es igual a 33 (38%) y son 54 

(62%) la cantidad de personas que usan su Smartphone de forma más moderada. Este 

resultado es consistente con lo expuesto por Lee et al [64], el cual es un 37% de adictos y 

63% de uso común. 
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 Las siguientes figuras muestran la cantidad de sesiones y el tiempo promedio de uso 

de Smartphone según el perfil de uso del Smartphone mencionado anteriormente. 

 

Figura 29: Tiempo de uso por día según perfil de adicción 

 

Figura 30: Frecuencia de uso por día según perfil de adicción 

 

 De las figuras se observa que hay una notoria diferencia entre el modo de un 

Smartphone entre los distintos perfiles.  
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5.4.3 Test de Hipótesis 

 

El objetivo de esta sección es comprobar estadísticamente que existen diferencias 

significativas entre los tiempos de respuestas a notificaciones según carga cognitiva y perfil de 

adicción, y otras variables que sirven para explicar el contexto de un usuario a la hora de 

interactuar con una notificación.  

Cabe mencionar que se comprobó usando un paquete estadístico en R que la distribución 

de los datos no sigue una distribución normal, se tienen que hacer test de hipótesis no 

paramétricos para testear las distintas hipótesis de investigación. Se hizo un Mann-Whitnet U test 

para los test de hipótesis relacionados con el perfil de adicción y un Kruskall-Wallis Rank Sum 

test para las otras variables que no son binarias. 

Para ser consistente con el framework propuesto por Turner et al es necesario testear 

según las distintas fases de una respuesta, es decir, cuando se prende un celular, luego cuando se 

desbloquea, y por último cuando se interactúa con la notificación. En este caso particular no se 

puede diferenciar la acción de desbloquear, por lo que se reducen los casos a testear.  

Primero se testea el tiempo de respuesta a prender el Smartphone. Para esto se modifica 

la base de datos para solo estudiar los casos en que el Smartphone haya estado apagado cuando 

llegó la notificación. 

 

Tiempo de respuesta para prender el celular. N = 9,906 

Variable Perfil Tipo 

Actividad  

Nivel Ruido Nivel Luz Proveedor 

GPS 

Día 

Semana 

Etapa del 

día 

P-Value 0.02559 2.2e-16 2.2e-16 0.5761 2.2e-16 5.319e-07 2.2e-16 

Se rechaza la hipótesis nula para todas las variables con excepción del nivel de luminosidad. 

 

 Calculado la primera fase se procede a estudiar el tiempo de demora en interactuar 

con la notificación y ver si existen diferencias significativas entre estos tiempos de demora 

dadas las variables estudiadas con anterioridad.   

 

Tiempo de respuesta para prender el celular e interactuar con una notificación.  N = 2.836 

Variable Perfil Tipo 

Actividad 

Nivel Ruido Nivel Luz Proveedor 

GPS 

Día 

Semana 

Etapa del 

día 

P-Value 2.2e-16 0.05007 1.758e-07 0.9637 0.005157 0.4048 1.512e-10 



 

 

 68 

Se rechaza la hipótesis nula para el tipo de actividad, el nivel de ruido y la etapa del día. 

 

De los resultados obtenidos se puede concluir que ciertas variables de contexto 

influyen tanto en el tiempo de demora para reaccionar a una notificación, como en el tiempo 

demorado para interactuar con esta. 

Las variables que ayudan a entender el contexto cognitivo de una persona y que 

además muestran significancia cercana al 95% en los tiempos de reacción e interacción son 

el tipo de actividad captado por la API de Google y el nivel de ruido en el ambiente.  

También se realizó un test de hipótesis para ver si existen diferencias significativas 

en el tiempo tomado para interactuar con una notificación cuando se tiene el Smartphone 

prendido.  

 

Tiempo de respuesta para interactuar con una notificación dado que el celular está prendido.  N = 1,407 

Variable Perfil Tipo 

Actividad 

Nivel 

Ruido 

Nivel Luz Proveedor 

GPS 

Día 

Semana 

Etapa del 

día 

P-Value 2.348e-14 0.04245 8.161e-06 0.1865 0.03124 0.1687 0.001039 

Se rechazan las hipótesis nulas para todas las variables con excepción del nivel 

luminosidad y el día de la semana.  

 

Por último, como complemento a las hipótesis de investigación mencionadas en la 

sección 1, se estudió la existencia de diferencias significativas entre la duración de una sesión 

producto de la llegada de una notificación dado las variables mencionadas anteriormente.  

Tiempo de respuesta para prender el celular e interactuar con una notificación.  N = 9,906 

Variable Perfil Tipo 

Actividad 

Nivel Ruido Nivel Luz Proveedor 

GPS 

Día 

Semana 

Etapa del 

día 

P-Value 0.06707 1.932e-13 2e-16 0.1417 2.2e-16 3.218e-06 2.2e-16 

Se rechazan las hipótesis nulas para todas las variables con excepción del nivel 

luminosidad y el perfil de adicción del usuario.  
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5.5 Minería de datos 

 

Esta sección tiene como objetivo mostrar el proceso utilizado en distintos algoritmos de 

minería de datos con el fin de clasificar el tipo de interacción que tendrá un usuario con una 

notificación y el perfil de adicción de un usuario.  

La clasificación del tipo de interacción del usuario con una notificación se se divide además 

en 2 partes. La primera es el caso en que se busca clasificar dado que el usuario puede ver, borrar 

o ignorar la notificación. El segundo caso sólo clasifica con una base de datos en la que el usuario 

vio o borró la notificación entregada.  

 

5.5.1 Deep Learning 

 

Como se mencionó en la sección 2.7, el modelo de Deep Learning utilizado en esta 

memoria es una red neuronal multicapa prealimentada. Se tomaron consideraciones 

adicionales para no lograr un sobreajuste (overfitting en inglés) del modelo. Estas 

consideraciones incluyen una modificación a la función de costo a la siguiente función:  

 

𝐿′ (𝑊, 𝐵| 𝑗) = 𝐿(𝑊, 𝐵| 𝑗) + λ1𝑅1(𝑊, 𝐵| 𝑗)  + λ2R2(𝑊, 𝐵 | 𝑗) 

Con 

λ1𝑅1(𝑊, 𝐵| 𝑗) : suma de todos los pesos y umbrales de activación del modelo. 

λ2𝑅2(𝑊, 𝐵| 𝑗) : suma de los pesos y umbrales de activación del modelo al cuadrado. 

λ1, λ2: constantes muy pequeñas. 

 

 Estas restricciones hacen que muchos pesos se conviertan en 0, lo que añade 

estabilidad y mejora la generalización del modelo. 

También se usó una función de Dropout la cual desactiva neuronas con cierta 

probabilidad [85] y se limitó el máximo peso que puede tener la suma de un peso al cuadrado.  
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5.5.2 Machine Learning 

 

A diferencia del caso de Deep Learning, en los algoritmos de Machine Learning no 

crean sus propios features, por lo que es necesario entregar una serie de posibles features y 

luego usar algún tipo de algoritmo que seleccione los más adecuados. 

 

5.5.2.1      Features  

 

Como se clasifican 2 modelos distintos, se crearon distintos sets de features para cada 

caso particular. Los features propuestos para la clasificación de la interacción con una 

notificación son las siguientes variables:  

 Fecha en que llegó la notificación. 

 Etapa del día. 

 Cantidad de notificaciones acumuladas por el usuario. 

 Frecuencia promedio de sesiones. 

 Mediana del tiempo de uso del Smartphone. 

 Tiempo de sesión. 

 Sexo del usuario. 

 Nivel de luminosidad. 

 Dato de luminosidad. 

 Nivel de amplitud. 

 Dato de amplitud del sonido. 

 Fechas de registro de los sensores. 

 Perfil de adicción. 

 Estado de la pantalla. 

 

Para la clasificación se usó el mismo set de variables mencionadas anteriormente pero 

excluyendo todo dato correspondiente a una fecha, ya que no se busca condicionar el análisis 

a un periodo en particular, si no que con respecto a los datos capturados por los sensores y 

forma de uso del Smartphone. 

 

 

 



 

 

 71 

5.5.2.2      Selección de features  

 

Para seleccionar los features en cada modelo se usó el algoritmo y paquete estadístico 

Boruta de R. Este es un algoritmo que encuentra todas las variables relevantes, del tipo 

wrapper basado en un algoritmo de clasificación tipo Random Forest. Se seleccionó este 

algoritmo debido a que puede detectar posibles interacciones entre variables y no necesita 

que todas los features sean del tipo numérico con el fin de sacar correlaciones. El algoritmo 

entrega una medida de la importancia de cada feature, la cual indica la perdida de la exactitud 

en la clasificación del Random Forest causada por la permutación aleatoria de cada feature. 

[86] 

Los resultados de la selección de features y la importancia de cada uno para los 

modelos que se buscan clasificar se observan en las siguientes figuras.  

 

Figura 31: Selección de features con su importancia – Modelo: Interacción 
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Figura 32: Selección de features con  importancia – Modelo: perfil de adicción 

 

Para el caso de los features sobre la interacción, se observa que la cantidad de 

notificaciones acumuladas es la variable más importante, seguida por las fechas en que se 

mandó la notificación y si estaba prendido el Smartphone para esa fecha. No se seleccionó el 

estado de la pantalla previo a la notificación (screen1) y el nivel de luminosidad (nivelL). 

Una explicación para intentar explicar el hecho de que el estado de la pantalla previo al 

mensaje no sea de importancia que existen otras variables que logra explicar el estado del 

teléfono pero con más información (fechaS1) y que al saber el estado de la pantalla en el 

momento siguiente (screen2) se puede inferir el estado de screen1.  

Todos los features para el perfil de uso fueron seleccionados, donde se observa que 

la frecuencia de uso y la mediana del tiempo de uso son los más importantes. 
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5.5.3 Modelamiento 

 

Se utilizan 3 algoritmos de Minería de datos. Support Vector Machine, Regresiones 

Logísticas y Redes Neuronales Prealimentadas. Estos modelos son usados para clasificar el 

tipo de respuesta a una notificación y el perfil de adicción de un usuario. Para incorporar el 

framework de Turner et al. se dividieron las clasificaciones de la interacción con la 

notificación para un caso general, un caso en que el Smartphone se encontrara prendido y 

otro en el que estuviera apagado.  

La proporción de datos para testear los modelos de clasificación son de 30% del total, 

quedando el otro 70%  como entrenamiento, y se tomaron pedidas para mitigar el balanceo 

de clases para el caso de clasificación de interacción con 3 clases.  

 

5.5.3.1      Interacción - 3 clases  

 

 Caso Gral 

 Precisión Recall Spec Accuracy 

Deep Learning 92,8% 93,6% 96,2% 96,8% 

SVM 93,6% 93,6% 93,6% 93,6% 

Logit 93,6% 93,6% 93,6% 93,6% 

Figura 33: Comparación de modelos - Interacción 3 clases,caso general 

 

 Caso Prendido 

 

 Precisión Recall Spec Accuracy 

Deep Learning 89,7% 87,4% 91,3% 94,5% 

SVM 41,6% 51,8% 86,2% 78,5% 

Logit 49,0% 74,0% 82,0% 82,40% 

Figura 34: Comparación de modelos – Interacción 3 clases, caso prendido 
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 Caso Apagado 

 

 Precisión Recall Spec Accuracy 

Deep Learning 89,9% 89,1% 94,3% 95,4% 

SVM 62,0% 69,7% 84,4% 71,9% 

Logit 42,4% 64,3% 79,2% 67,5% 

Figura 35: Comparación de modelos - Interacción 3 clases, caso apagado 

 

 Los mejores resultados se observan con el algoritmo de Deel Learning, seguido por 

el modelo de SVM y por último el modelo Logit Multinomail. 

La baja precisión de los modelos de SVM y Logit para el caso de que el Smartphone 

este prendido se puede explicar por el desbalanceo de los datos y la alta reducción de datos 

producto de estudiar un caso particular. La alta especificidad muestra una preferencia hacia 

elegir que se acumulará un mensaje- 

 

5.5.3.2      Interacción - 2 clases  

 

 Caso General 

 Precisión Recall Spec Accuracy 

Deep Learning 94,7% 94,4% 89,7% 92,8% 

SVM 93,2% 91,7% 89,9% 92,1% 

Logit 89,0% 95,1% 92,0% 86,0% 

Figura 36 : Comparación de modelos – Interacción 2 clases, caso general 

 

 Caso Prendido 

 Precisión Recall Spec Accuracy 

Deep Learning 92,8% 93,6% 96,2% 96,8% 
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SVM 92,6% 92,2% 84,9% 89,8% 

Logit 89,0% 95,1% 92,0% 86,0% 

Figura 37: Comparación de modelos – Interacción 2 clases, caso prendido 

 

 Caso Apagado 

 Precisión Recall Spec Accuracy 

Deep Learning 92,8% 93,6% 96,2% 96,8% 

SVM 98,9% 94,7% 91,7% 94,4% 

Logit 96,0% 93,0% 92,4% 92,0% 

Figura 38 : Comparación de modelos – Interacción 2 clases, caso apagado 

 

 Como era de esperar, se observa que al reducir la clase de la variable de interacción 

los resultados promedios mejoraron. Los mejores resultados para especificación y exactitud 

fueron obtenidos por el modelo de Deep Learning, pero en precisión y recall el modelo de 

SVM logra un mejor ajuste.  

 

5.5.3.3      Perfi l de usuario  

 

 Precisión Recall Spec Accuracy 

Deep Learning 84,4% 85,8% 89,1% 87,7% 

SVM 81,4 79,4 83,4 83,4 

Logit 68,4 72,4 74,4 78,4 

Figura 39: Comparación de modelos - Perfil del usuario 

 

 Siguiendo la línea de los resultados anteriores, el modelo de Deep Learning entrega 

los mejores resultados. Cabe destacar que los resultados entregados por el SVM son similares 

a los resultados obtenidos por Lee et al[64] al buscar clasificar el tipo de adicción entre 

usuarios.  
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 Como el modelo de Deep Learning es el que entrega mejores resultados, se calculó el 

tiempo de demora en testear los resultados para ver si es posible hacer una predicción en 

tiempo real. Para cada uno de los diferentes modelos de interacción y el modelo sobre el 

perfil del usuario, se obtuvo en promedio un tiempo de demora inferior a 0.05ms por lo que 

es factible implementar el modelo en tiempo real.  
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Capítulo 6 

6   

Discusión  
 

 El estudio tenía como objetivo estudiar el comportamiento de los usuarios al recibir 

notificaciones bajo distinto nivel de carga cognitiva teórica. Se creó la aplicación para 

recolectar datos, y se implementó el estudio en dos ocasiones diferentes debido a que el 

desempeño de la aplicación no fue el esperado una vez implementado por primera vez. 

Posterior a la experimentación se hizo un test a los participantes para poder identificar una 

posible adicción y su nivel de sobreuso de la tecnología de Smartphone. Luego de eso se 

implementó el cuestionario de forma masiva para mejorar la validez interna de los resultados 

obtenidos por el cuestionario. A pesar de que la segunda aplicación sí entregó mejores 

resultados que la primera, también se observó información incompleta e incoherente entre 

los distintos sensores. Después de múltiples filtros se estudió un total de 22.310 mensajes. 

 El análisis estadístico demostró que existe una diferencia significativa en el tiempo 

de respuesta a una notificación, tanto en demorado en prender el Smartphone, como en el 

tiempo usado para responder, según la actividad del usuario y el nivel de ruido detectado por 

la aplicación. Esto logra comprobar la importancia de la carga cognitiva a la hora de 

interactuar con un Smartphone, validando la hipótesis de investigación.  

 El test realizado para medir la adicción y sobreuso de un usuario a un Smartphone no 

entregó los factores deseados, por lo que se procedió a estudiar las 15 preguntas que 

corresponden al test de sobreuso, test que sí entregó resultados consistentes con la literatura. 

Una de las razones por las que se estima que el test de 33 preguntas no funcionó, es debido a 

que contiene un factor que la mayoría de los identificaron como algo que nunca ocurría. Este 

factor es el que corresponde a problemas fisiológicos por el sobreuso del Smartphone, como 

dolor de cuello u ojos y mareos. El test de 15 preguntas sí logra identificar los factores como 

era de esperarse y al ponderar los puntajes se obtiene un resultado consistente con el del 

estado del arte. El test de hipótesis si comprueba una significancia estadística en el tiempo 

de reacción a una notificación tanto en el tiempo demorado para prender el celular como en 

interactuar con el mensaje cuando el Smartphone se encuentra apagado según el perfil de 

adicción, pero cuando se encuentra prendido no exista dicha diferencia. Una razón que puede 
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explicar este fenómeno es que el tipo de notificación que envía la aplicación no entrega mayor 

utilidad al usuario, por lo que un usuario adicto si puede estar más atento a su Smartphone y 

prender y/o interactuar con una notificación de forma más rápida, pero una vez que sabe qué 

tipo de mensaje tiene, no hay incentivos para contestar de forma apresurada. 

 Luego de limpiar y mezclar los datos obtenidos por el test con los obtenidos por la 

aplicación, y realizar el tratamiento de datos correspondiente, se hicieron modelos de 

clasificación cuyo objetivo es discriminar el tipo de interacción que el usuario tendrá con una 

notificación para un caso general, y cuando el Smartphone se encuentra prendido o apagado. 

También se usaron modelos de clasificación para identificar el tipo de interacción que un 

usuario tiene con su Smartphone dado sus resultados del test de sobreuso diseñado. 

Al aplicar los modelos, en la mayoría de los casos los mejores resultados fueron obtenidos 

por el modelo de Deep Learning. Este resultado no es sorprendente dado la naturaleza del 

algoritmo y las restricciones asociadas a los modelos de Machine Learning sobre la necesidad de 

datos completos para usar modelos cada etiqueta a clasificar. Esta condición dejaba con un total 

de hasta 700 casos a estudiar, en comparación con el modelo de Deep Learning que nunca 

restringe datos. 

 También cabe destacar que los datos están desbalanceados, tanto en la proporción entre 

hombres y mujeres, como en la proporción entre el tipo de interacción con las notificaciones. A 

pesar de que se hicieron tratamientos para intentar balancear los resultados y evitar overfitting, 

es posible que haya existido algún sesgo que ayudó en los resultados obtenidos, ya que están 

sobre un 10% mejor en accuracy que con respecto al estado del arte. Como no se han estudiado 

casos en los que se hayan usado algoritmos de Deep Learning, se hace difícil poder comparar 

bien los resultados obtenidos. Para el caso de los resultados obtenidos para la clasificación del 

perfil de adicción, los resultados del modelo de Deep Learning son de un 6% mejor que con 

respecto al estado del arte. 

 Como cada uno de los modelos de clasificación tuvo un tiempo de ejecución con los datos 

de testeo inferior a 0.05ms, es posible implementar el modelo en tiempo real y así predecir si un 

usuario interactuará con un mensaje. Esto tiene una gran utilidad dentro de cualquier industria 

que busque mejorar la conversión de sus notificaciones. Sin embargo, se destaca el hecho de que 

el tipo de notificaciones entregas es altamente invasiva y no entrega mayor utilidad a el usuario, 

por lo que los motivos para interactuar con el usuario son un misterio y por lo tanto no es 

homologable el estudio para notificaciones con un alto valor, como por ejemplo un mensaje de 

texto de un relativo. 
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7   

8   

 

Capítulo 7 

9   

Conclusiones y trabajos futuros 
 

El lograr mecanismos no invasivos para poder interactuar con un usuario por Smartphone 

es uno de los desafíos de la Computación Ubicua, tanto porque no produce un aumento drástico 

en la carga cognitiva, como por el hecho de que existe una tendencia mundial de usar cada vez 

más el Smartphone [87], lo que produce problemas como el ciberstress, dependencia frustración 

o baja en el desempeño de una actividad, entre otros factores mencionados en la sección 2.  

En este trabajo se comprobó que existen diferencias en los tiempos de respuesta a una 

notificación según la carga cognitiva. Además este análisis se hizo no solo estudiando el tiempo 

entre que llega una notificación y el usuario interactúa con ésta, sino que también toma en 

consideración el tiempo demorado en prender el Smartphone y los tiempos cada sesión según la 

carga cognitiva.  

También se comprobó que existe una diferencia significativa a la hora de interactuar con 

una notificación según el perfil de uso de un usuario, pero esta diferencia solo se observa cuando 

el Smartphone se encuentra apagado. 

Los modelos de clasificación para el tipo de interacción son superiores a los del estado 

del arte y son similares para el perfil de uso de un usuario. 

Algunos posibles pasos futuros son crear notificaciones con contenido variable que se 

asemeje al tipo de notificaciones invasivas que recibe diariamente una persona, y buscar 

mecanismos para estudiar el tipo de notificaciones con las que el usuario interactúa. También 

agregar el tipo de sonido y estado de vibración con el cual está configurado el Smartphone, y 

detectar si un usuario desbloqueó el Smartphone. 
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11  Anexos 
 

Anexo 1: Afiche del llamado a participar en la investigación 
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Anexo 2: Resultado test de Scree para selección de factores . Test con 33 preguntas 

 

Anexo 3: Resultado test de Scree para selección de factores. Test con 15 preguntas  
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Anexo 4: Análisis factorial. Test con 33 preguntas  

 

 

 

 

  TC1 TC2 TC5 TC6 TC3 TC4 h2 u2 com 

P1 0.78 -0.11 0.15 -0.08 -0.10 -0.16 0.63 0.37 1.2 

P2 0.82 0.00 0.08 0.05 -0.03 -0.14 0.68 0.32 1.1 

P3 0.33 0.10 0.10 -0.43 0.18 0.21 0.37 0.63 3.1 

P4 0.38 0.08 0.23 -0.36 0.26 0.18 0.48 0.52 4.1 

P5 -0.12 0.78 0.00 -0.05 0.17 -0.16 0.62 0.38 1.3 

P6 -0.02 0.80 -0.04 0.13 0.08 -0.05 0.70 0.30 1.1 

P7 0.15 0.53 0.04 0.06 -0.27 -0.01 0.38 0.62 1.7 

P8 0.19 0.60 0.20 -0.05 -0.29 0.09 0.56 0.44 2.0 

P9 0.04 0.34 0.06 0.54 0.04 0.14 0.61 0.39 1.9 

P10 -0.12 0.48 0.22 0.42 -0.11 0.02 0.60 0.40 2.7 

P11 0.09 0.56 -0.13 0.03 -0.05 0.37 0.52 0.48 2.0 

P12 0.00 0.24 0.12 0.49 0.24 0.14 0.58 0.42 2.3 

P13 0.10 0.02 0.06 0.68 0.06 0.08 0.58 0.42 1.1 
P14 0.27 0.10 0.10 0.51 0.04 0.20 0.60 0.40 2.1 

P15 0.60 0.07 0.14 -0.06 0.10 0.12 0.52 0.48 1.3 

P16 0.26 -0.03 0.33 0.23 0.14 0.12 0.45 0.55 3.6 

P17 -0.01 0.09 0.13 -0.11 0.43 0.43 0.47 0.53 2.4 

P18 -0.11 0.05 0.09 -0.04 -0.09 0.76 0.58 0.42 1.1 

P19 -0.04 -0.22 0.00 0.19 -0.01 0.74 0.60 0.40 1.3 
P20 -0.06 0.19 0.65 -0.02 0.10 0.06 0.52 0.48 1.3 

P21 0.05 -0.03 0.76 -0.07 0.08 0.03 0.61 0.39 1.1 

P22 0.04 -0.04 0.65 0.24 -0.32 0.07 0.58 0.42 1.8 

P23 -0.03 0.32 0.25 0.12 0.14 0.08 0.30 0.70 2.8 

P24 0.13 0.14 -0.14 0.02 0.56 0.11 0.40 0.60 1.5 

P25 0.57 0.13 -0.02 0.06 0.27 0.18 0.62 0.38 1.8 

P26 0.42 0.06 0.40 0.11 0.14 -0.04 0.55 0.45 2.4 

P27 0.51 -0.08 0.19 0.21 0.18 0.12 0.59 0.41 2.1 

P28 0.58 -0.16 0.13 -0.06 0.20 0.15 0.56 0.44 1.7 

P29 0.46 -0.15 -0.01 0.26 0.29 0.05 0.49 0.51 2.6 

P30 -0.63 -0.05 0.18 -0.34 -0.18 -0.08 0.66 0.34 2.0 

P31 0.01 0.02 0.20 0.21 0.61 -0.23 0.55 0.45 1.8 

P32 -0.72 -0.12 0.22 0.06 0.31 -0.05 0.54 0.46 1.7 

P33 0.29 -0.06 0.29 0.05 0.34 0.01 0.42 0.58 3.0 
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Anexo 5: Análisis factorial. Test con 15 preguntas  

  TC3 TC2 TC1 TC4 h2 u2 com 

P13 0.85       0.65 0.35 1.3 

P5 0.78       0.73 0.27 1.1 
P1 0.71       0.61 0.39 1.2 

P11 0.49       0.56 0.44 2.1 

P4 0.42       0.58 0.42 2.9 

P3   0.88     0.76 0.34 1.0 

P7   0.78     0.60 0.40 1.0 

P6   0.75     0.68 0.32 1.2 
P2   0.27     0.24 0.76 2.9 

P12     0.84   0.66 0.34 1.1 

P9     0.72   0.59 0.41 1.0 

P15     0.49   0.63 0.37 3.4 

P8     0.41 -0.12 0.61 0.39 3.1 

P10       0.82 0.72 0.28 1.1 
P14       0.70 0.69 0.31 1.4 

 

 

 


