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DIAGNÓSTICO DE LA DEGRADACIÓN EN REBOILERS: UN MODELO EN BASE AL
APRENDIZAJE PROFUNDO

En el presente trabajo de título tiene por objetivo general desarrollar un modelo en base al
aprendizaje profundo que diagnostique el estado de salud de reboilers utilizados en bombas.
Por otra parte, los objetivos específicos son estudiar los datos y procesarlos para que sean
utilizables en el modelo, realizar un modelo de aprendizaje profundo genérico y realizar un
análisis de los resultados obtenidos con los cuales se diagnosticará el estado de salud de los
reboilers. La motivación para la realización de este trabajo de titulo recae en la necesidad
de las empresas en disminuir sus perdidas por fallas en maquinarias las cuales tienen un
monitoreo prácticamente nulo.

Dentro de los antecedentes, esta el uso de distintos tipos de redes como MLP (Multi-Layer
Perceptron) que consiste en una red neuronal completamente conectada entre si. Otra de las
redes a utilizar es la denominada CNN (Convolutional Neural Network), la cual se caracteriza
por encontrar características en imágenes, además de de los conceptos involucrados en cada
una de estas. También se realiza una comparación con un SVM (Support Vector Machine),
el cual es un tipo de Supervised Machine Learning utilizado para clasificación. Por otro lado,
la metodología a seguir es básicamente, recibir los datos, procesarlos, realizar el modelo,
probarlo, verificar la validez del mismo y finalmente realizar el diagnostico.

Los recursos utilizados se traducen principalmente en los datos a usar en los modelos y
una computadora con GPU, Linux y TensorFlow.
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Capítulo 1

Introducción

Uno de los principales problemas en los sectores industriales es su escasa inversión en la
detección de temprana de fallas en las maquinarias. Ya que, en general los problemas relacio-
nados con fallas son tratados según las instrucciones del fabricante, es decir, se reemplazan
piezas cada cierto tiempo, o bien, simplemente se espera a la falla de algún componente, lo
cual generalmente se presenta con disminución en la producción o la detención de la máquina.

Esto muestra la importancia de desarrollar un método de identificación de fallas, que
maximice el tiempo de operación de las máquinas y sea lo menos invasivo posible, para así no
interferir en las labores de producción de estas mismas. Una forma de obtener distintos datos
útiles sin afectar la producción de las máquinas, son los sensores, los cuales son capaces de
obtener datos como presión, temperatura, vibraciones, niveles de aceite, entre otros. Estos
datos por si solos no entregan ninguna información sobre si la maquina tiene una falla, por
lo cual estos datos deben ser tratados de algún modo de obtener el estado de salud de la
maquinaria. Uno de los métodos más efectivos de utilización de los datos de sensores en la
obtención del estado de salud de una maquinaria es el aprendizaje profundo (Deep Learning).

Para comprender lo que es el aprendizaje profundo, es importante primero comprender lo
que es el aprendizaje automático (Machine Learning). El aprendizaje automático es una rama
de la inteligencia artificial, la cual esta involucrada en la creación de algoritmos que pueden
modificarse a si mismos, sin necesidad de la intervención humana para obtener el resultado
deseado, lo cual es logrado en base a alimentarse a través de datos estructurados.[21]

Por otro lado, el aprendizaje profundo (Deep Learning), utiliza capas de algoritmos, donde
cada una de estas capas da una interpretación diferente de los datos ingresados. Dichas capas
de algoritmos son denominadas como red neuronal, el cual posee este nombre ya que tienen
como objetivo imitar la función de una red cerebral.[21]

Estos 2 métodos que utilizan la inteligencia artificial son de gran utilidad para poder
determinar el estado de salud de alguna maquinaria, sin embargo, es importante conocer
la forma de los datos a estudiar para ver cual es mas óptima, ya que el Machine Learning
requiere datos estructurados y con etiquetas, en cambio el Deep Learning depende de las
capas, las cuales pueden ser modificadas por el programador.[21]
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El presente trabajo de título busca desarrollar un algoritmo en base al aprendizaje pro-
fundo que sea capaz de diagnosticar el estado de salud de reboilers en un sistema de bombeo.
Para ello se utilizarán datos provenientes de sensores ubicados en distintos puntos de un
reboiler de la industria papelera. Estos datos serán tratados y procesados para poder ser
ingresados a un modelo de red neuronal. Es importante destacar que la base de datos recibi-
das servirá para realizar el modelo, pero se busca obtener un modelo genérico, es decir, que
funcione con distintos conjuntos de datos.

1.1. Antecedentes básicos generales

Dentro del sistema de bombas en la industria, existe un componente denominado reboiler.
Los reboilers son intercambiadores de calor de tubos, que son los encargados de evaporar el
agua proveniente del generador, y de este modo controlar el nivel de vapor en el sistema.[20]

Figura 1.1: Esquema de un reboiler [19]
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Uno de los problemas mas comunes de los reboilers es la formación de incrustaciones de
sulfato en sus tubos, los cuales funcionan como aislante y dificultan el intercambio térmi-
co. En casos extremos, el tubo queda completamente tapado impidiendo el paso del fluido
intercambiador.[20]

Figura 1.2: Reboiler con tubos tapados [19]

Los datos a utilizar para la realización del modelo se obtendrán de sensores colocados en
distintos puntos de los reboilers a estudiar, los cuales pertenecen a una empresa del rubro
papelero. Los datos obtenidos de los sensores vendrán sin un procesamiento previo, por lo
cual, para utilizarlos en el modelo, estos deberán ser tratados y procesados para poder ser
ingresados al modelo.

1.2. Motivación

Las bombas industriales son un pilar fundamental en el funcionamiento de distintas indus-
trias, por lo cual, es de vital importancia conocer el estado de salud de estas, y de este modo
planificar el mantenimiento de estas y evitar bajas en la producción y perdidas monetarias
asociadas a fallas en las bombas.

De esta forma, la motivación consiste en realizar un modelo genérico (que sirva para
distintos conjuntos de datos, y no solo un reboiler en específico) que estudie el estado de
salud de los reboilers, para así, ayudar a la industria a disminuir sus perdidas producidas por
fallas inesperadas.
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1.3. Objetivos

1.3.1. Objetivo general

• Desarrollar algoritmo capaz de diagnosticar el estado de salud de reboilers de bombas
industriales.

1.3.2. Objetivos específicos

• Estudiar datos sin procesar y observar su comportamiento en busca de alguna tendencia
o utilidad de estos.

• Procesar los datos, de forma de que puedan ser utilizables en un modelo de aprendizaje
profundo.

• Realizar un modelo de aprendizaje profundo, por medio de la utilización de redes MLP
y CNN.

• Desarrollar dentro un modelo, una forma de verificar la validez del modelo y así observar
si es capaz de recibir distintos conjuntos de datos (evitar sobre-ajuste).

• Comparar los resultados de las redes neuronales con un SVM.

• Realizar un análisis de los resultados obtenidos, y con ellos lograr identificar cual es el
mejor método para realizar el diagnóstico del estado del reboiler.

1.4. Alcances

El presente trabajo de titulo tiene como alcance el diagnostico del estado de salud actual
de los reboilers en un sistema de bombas industriales, por lo cual, no se realizara prognosis,
es decir, predecir el estado de salud de los reboilers en un futuro.
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Capítulo 2

Antecendetes

El modelo a realizar para la memoria tiene distintos tipos tipos de redes neuronales in-
volucradas, las cuales serán la clásica red artificial neuronal (ANN o MLP) y las redes con-
volucionales (CNN). Además se utilizará una SVM para comparar los resultados con los
modelos anteriormente nombrados. También es importante conocer varios conceptos relacio-
nados con el tema, para así al momento de explicar resultados o analizar el modelo, estos
sean comprendidos por el lector. En el presente capitulo se abordaran dichos temas.

2.1. Conceptos generales

2.1.1. Overfitting (sobre ajuste)

El overfitting o sobre ajuste consiste en que el modelo solo reconoce los datos particulares
ingresados, y en el momento que se le ingresen datos nuevos, el modelo sera incapaz de iden-
tificar el comportamiento de estos. Este problema tiene diversas causas, donde las principales
son cuando en modelo es muy complejo, el tamaño de los datos de entrenamiento es muy
pequeño y/o la existencia de muchos parámetros de aprendizaje [1][3].

2.1.2. Underfitting (sub ajuste)

A diferencia del caso anterior, el underfitting o sub ajuste consiste en que el modelo es
incapaz de reconocer la estructura de los datos de entrenamiento, por lo cual, no puede realizar
un diagnostico correcto. Este fallo generalmente es producido por un modelo demasiado
simple. En la siguiente imagen se muestra de forma ilustrativa los 2 conceptos anteriormente
nombrados [1][3].
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Figura 2.1: Comparación estados de los modelos [3]

2.1.3. Validación cruzada

Cuando los datos de entrenamiento son escasos, de tal modo que es inviable realizar
construir un set de validación adecuado. Una solución es la utilización de la validación cruzada
(Cross-Validation) es una técnica que divide los datos de entrenamiento en K sub-conjuntos
no superpuestos. Luego el set de entrenamiento y validación se ejecutan K veces, donde cada
vez que se entrena se hace en K-1 subconjuntos y se valida un subconjunto diferente (el no
usado en el entrenamiento). Finalmente el error de los sets de entrenamiento y validación se
calcula promediando los resultados de los K experimentos [19].

2.1.4. Matriz de confusión

Una matriz de confusión se define como una matriz de k x k, donde cada columna co-
rresponde a la etiqueta predicha y cada fila a la etiqueta real del modelo. Esta matriz nos
indica el rendimiento del modelo. Las matrices de confusión más comunes son de 2x2 como
se observa en la siguiente imagen [1][6][18].

Figura 2.2: Composición matriz de confusión 2x2 [1]
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Donde:

• TP (True Positive): Son las muestras son correctamente clasificadas como positivas.

• FN (False Negative): Son las muestras incorrectamente clasificadas como negativas.

• FP (False Positive): Son las muestras incorrectamente clasificadas como positivas.

• TN (True Negative): Son las muestras correctamente clasificadas como negativas.

2.1.5. Accuracy

El accuracy es una métrica utilizada para evaluar el desempeño de un modelo. Esta consiste
en el cociente entre las predicciones que el modelo realizo correctamente y el numero total
de predicciones, por lo cual, el accuracy no indica el porcentaje de datos correctamente
clasificados. Dentro del desarrollo de un modelo es de vital importancia obtener valores
cercanos a 1, es decir, que clasifique con la mínima cantidad de errores posibles [1]. Utilizando
los valores obtenidos de la matriz de confusión, el accuracy se puede calcular de la siguiente
forma:

Accuracy = TP + TN

TP + FN + FP + TN
× 100 (2.1)

2.1.6. Batch size y epoch

El batch size es la cantidad de muestras que se le entregara a la red para que esta entrene
[1]. Por ejemplo si tenemos 1000 datos y fijamos un batch size de 100, significa que los 100
primeros datos pasaran por la red para ser entrenados, inmediatamente después desde el 101
al 200 entraran en la red para ser entrenados y así hasta llegar al 1000, de este modo cuando
pasan todos los datos por la red, se cumple 1 época (epoch). Las épocas se definen como el
numero de veces que a la red es entrenada.
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2.2. Redes neuronales

Los seres humanos a lo largo de sus vidas aprenden una gran cantidad de tópicos, empe-
zando desde el lenguaje hasta conocimientos tan complejos como para construir un robot.
Los diversos aprendizajes obtenidos a lo largo de la vida son debido a las redes neuronales
ubicadas en nuestro cerebro. De igual forma que nuestro cerebro, las redes neuronales pue-
den ser replicadas en modelos computacionales, y con ellas, en base a un conjunto de datos,
aprender patrones y poder diagnosticar el estado de salud de distintas maquinarias.

Las redes neuronales artificiales se definen como un sistema de procesamiento de datos
por medio de elementos (neuronas) conectados entre si, tal como un cerebro humano.

Las redes neuronales tienen como ventaja que caracterizan modelos no lineales, modelan
fenómenos complejos sin tener una base de datos anterior, no hay que suponer distribuciones
de probabilidad y es adecuado para problemas multidimensionales.

2.2.1. MLP (Multi-Layer Perceptron)

Las redes MLP son aquellas que están constituidas por capas, donde cada capa esta
compuesta por nodos, donde cada nodo esta completamente conectado con los nodos de la
capa posterior. Este tipo de red esta compuesta de 3 partes, una capa de entrada, una o más
capas ocultas y una capa de salida. A continuación se explica la estructura, funcionamiento
y algunos conceptos básicos de este tipo de red [1].

2.2.1.1. Estructura y conceptos básicos

Para conocer una red neuronal es importante conocer su estructura y que la compone, a
continuación se observan la estructura principal de red y algunos conceptos básicos:

• Capa entrada: Es la capa que recibe la información a modelar [1][7].

• Pesos: Asociada a cada conexión de neurona artificial, es la intensidad de señal, similar
a la señal sináptica del cerebro humano [1][7].

• Sesgo: Asociada a cada neurona, es la encargada de ajustar la señal de la neurona [1][7].

• Función de activación: Es aquella que le quita la linealidad a los datos que ingresan a
la neurona [1][7].

• Capa salida: Es la capa que contiene las neuronas de salida del modelo, las cuales
realizan la clasificación de este. Cada 1 de las neuronas tiene una característica, por
ejemplo, un rodamiento con 2 modos de falla (A, B), las neuronas de salida serian 3,
la primera con A, la segunda con B y la tercera con estado sano [1][7].
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• Capa oculta: Son las capas ubicadas entre la capa de entrada y la capa de salida. En
ellas se realizan la mayoría de los cálculos del modelo. Como su nombre lo indica, estas
capas son ’ocultas al ojo humano’, es decir, no se observan los resultados parciales
obtenidos en estas capas [1][7].

En la siguiente es posible observar algunos de los conceptos nombrados anteriormente:

Figura 2.3: Elementos de una red neuronal [1]

2.2.1.2. Funcionamiento

El funcionamiento de la red neuronal se puede definir en los siguientes pasos:

1. Inicializar los pesos: Esto sucede en la primera época de funcionamiento del modelo.

2. Calcular los valores de entrada a la primera capa oculta: Antes de entrar a las
capas ocultas, los pesos y el sesgo se relacionan por medio de una función lineal del
tipo Ax+B, con A el peso, x la neurona (que tendrá el valor de los datos ingresados)
y b el sesgo. Todas las neuronas de la capa de entrada se conectan con cada una de
las neuronas de la capa oculta, por lo cual el valor que ingresa a dichas neuronas de la
capa oculta es la sumatoria de las distintas funciones lineales obtenidas [1].

3. Cálculo de valores de salida de las capas ocultas: Al valor ingresado anterior-
mente, en cada neurona se le aplica una función de activación, y de esa forma cada
neurona obtiene un valor. Estas neuronas se conectan con otra capa oculta, donde al
igual que en el punto anterior, todas las neuronas de esta capa se conectan con cada
una de las neuronas de la capa sub-siguiente por medio de una función lineal entre
su valor y el peso de la conexión con la nueva neurona. Después de pasar por todas
las capas ocultas, la ultima capa oculta se conecta con la capa de salida de la misma
manera [1][2].

4. Cálculo de valores de la capa de salida: La capa de salida recibe las señales de
la ultima capa oculta, y por medio de una función de activación (distinta a las de las
capas ocultas), realiza la predicción del modelo [1].
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5. Cálculo de error y actualización de los pesos: Luego de obtener los valores de la
capa de salida, se calculan los errores y se actualizan los pesos de las neuronas, esto
por medio del algoritmo Backpropagation [1].

6. Iteración: Este proceso se repite el numero de épocas asignado al modelo.

7. Revisión del modelo: Se revisa que finalizadas todas las épocas, el modelo tenga un
accuracy y un error mínimo, y que además no este overffited.

La siguiente imagen muestra el funcionamiento de 1 neurona, con valores numéricos en
forma de ejemplo:

Figura 2.4: Ejemplo funcionamiento de una neurona [1]

Como se dijo anteriormente, dentro de la neurona se le aplica una función de activación
a la función linea, dicha función de activación va a variar dependiendo las condiciones de los
datos a trabajar, entre las funciones de activación más usadas se encuentran:

• Identidad: No es de mucha utilidad en modelos complejos, pues con esta se mantiene
la linealidad de la función. Esto no es conveniente ya que el aprendizaje de la red usa
el gradiente de la función, y la derivada de una función lineal es una constante [1][8].

• Step: Esta función se caracteriza por ser binaria, donde vale 1 si el parámetro de
la función es mayor a cero, y 0 en todos los otros casos. Esta función tiene como
inconveniente que solo da como resultados 0 y 1, esto provoca que los pesos de las
neuronas sean irrelevantes. Otro problema es el mismo de la identidad, el cálculo del
gradiente para el backpropagation [1][8].

• Sigmoid: Es una función que toma valores entre 0 y 1. El problema que tiene este tipo
de función es que en los valores cercanos a 0 y 1 tiene variaciones muy pequeñas, esto
provoca que los gradientes serán pequeños y provocara un mal aprendizaje. De igual
modo esta función es utilizable en algunos tipos específicos de modelos [1][8].

• Tanh: Esta función toma valor entre -1 y 1. Se comporta de manera muy similar a la
función sigmoid en su comportamiento, aún así, su gradiente en los extremos es más
fuerte que la sigmoid, por lo que tiene errores un poco menores en el gradiente causados
por eso. Es utilizada cuando el dataset esta normalizado entre -1 y 1 [1][8].
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• ReLU: Esta función toma valores entre 0 y infinito, esto evita los problemas de gra-
diente anteriormente nombrado, ya que aunque gráficamente se vea lineal en la zona
positiva, no lo es, y al no tener cota superior, el gradiente no sera más pequeño en zonas
especificas. Esta es muy utilizada, especialmente cuando los datos están normalizados
entre 0 y 1 [1][8].

• SoftMax: Esta función ’aplana’ la salida para que los valores estén entre 0 y 1, aún
más, hace que la suma de las salidas sea igual a 1. Este tipo de función es óptima para
las neuronas de salida de la red, ya que al realizar diagnostico estamos calculando una
probabilidad de que este en dicho estado, por lo cual la suma de las salidas debe ser 1
[1][8].

Figura 2.5: Resumen funciones activación [1]

2.2.1.3. Backpropagation

El Backpropagation es un algoritmo que propaga hacia atrás los errores en la red, esto
por medio de la técnica del gradiente descendiente, la cual, consiste en evaluar la pendiente
en un punto esto por medio del cálculo del gradiente negativo, ya que el gradiente positivo
muestra el incremento de la pendiente. Luego de llegar al nuevo punto, este proceso se repite
de forma iterativa hasta obtener un gradiente negativo que sea tan ínfimo que no suponga
mayor cambio a la función, es decir, el mínimo local. Este método se utiliza principalmente
en funciones de costo no convexas, es decir, que poseen distintos puntos donde la pendiente
vale cero y no solo el mínimo global [1][18].

Figura 2.6: Gráfico función no convexa [1]
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El Backpropagation tiene por objetivo actualizar los pesos de las neuronas y de este modo
minimizar el error y mejorar el desempeño de la red neuronal [1]. Este tipo de entrenamiento
que tienen las redes neuronales tiene los siguientes pasos a seguir:

1. Inicializar los pesos: En la primera época, se inicializan los pesos de las neuronas de
forma aleatoria [1].

2. Obtención valores de salida: Posterior a recorrer toda la red, se obtiene el valor de la
ultima capa de la red [1].

3. cálculo del error y gradiente: Esto se hace comparando el valor obtenido de cada neurona
de salida con el valor real deseado, para esto usamos la formula del error cuadrático
medio [1].

Ez =
N∑

i=1
(ti − yi) (2.2)

Con:

• Ez error en la neurona z.

• ti el valor real.

• yi el valor obtenido del modelo.

Ahora bien, utilizando la técnica del gradiente descendiente, nombrada anteriormente,
el error puede reducirse ajustando cada peso en la dirección:

A = −
Z∑
z=1

dEz
dwji

(2.3)

4. Actualización de los pesos: Para actualizar los pesos, matemáticamente consiste en apli-
car la regla de la cadena al ajuste A (ecuación 2.3) y agregarle una taza de aprendizaje
η [1]. Esto de traduce de la siguiente manera:

w
′

ni = wni + ηδn
dfn(e)

de xn (2.4)
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Donde:

• w′
in es el peso actualizado.

• win es el peso anterior.

• η es el learning rate (taza aprendizaje).

• δn es el error de la neurona n.

• dfn(e)
de es la derivada de la función de activación.

.

5. Iteración del proceso: Luego este proceso se repite de forma iterativa, para de que de
esta forma la red vaya mejorando y así obtener un error mínimo.

Figura 2.7: Backpropagation [1]
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2.2.2. CNN (Convolutional Neural Network)

Es una red neuronal de múltiples capas, las cuales se utilizan para encontrar patrones y
características, principalmente en imágenes, ya que a diferencia de las MLP, a este tipo de
red neuronal se le ingresa información en forma de matriz (imagen) [11].

Para comprender el funcionamiento de una CNN es necesario entender como funciona una
convolución. El termino convolución se refiere a la combinación matemática de dos funciones
para producir una tercera función. En el caso de las CNN,la convolución se realiza entre los
datos de entrada y el filtro, para de este modo obtener un mapa de características [21].

A modo de ejemplo del funcionamiento de una convolución en una red CNN podemos
considerar lo siguiente. Suponer una imagen de entrada de 5x5 y utilizar un filtro de tamaño
3x3, este filtro se recorrerá toda imagen, y en cada posición que este el filtro de 3x3 se
multiplica termino a termino y se suman los valores obtenidos. En la siguiente imagen se
muestra el ejemplo anteriormente nombrado con números:

Figura 2.8: Ejemplo convolución [9]

Así, cuando el filtro esta en la primera posición se realiza una operación de (1x1 + 1x0
+ 1x1 + 0x0 + 1x1 + 1x0 + 0x1 + 0x0 + 1x1) = 4, luego el filtro se mueve a la derecha y
vuelve a realizar la misma operación lineal entre la imagen y el filtro, de ese modo hasta que
el filtro recorra toda la imagen.

Las distintas capas de la CNN funcionan del mismo modo, y mientras más profundo sea
el modelo mejores características se obtendrán de la imagen. aún así, un modelo CNN no
puede clasificar, por lo cual a la salida de la ultima capa de la CNN se debe agregar una red
MLP. La información proveniente de una CNN esta en forma de imagen, pero la MLP solo
recibe datos en forma de vector, por lo cual las imágenes se ’aplanan’ para formar un vector
y ser ingresados a la MLP.
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Figura 2.9: Esquema funcionamiento red CNN [9]

De la figura 2.9 es posible observar que del resultado de la convolución se obtiene una
disminución de la dimensionalidad de la matriz (imagen), esto se puede corregir utilizando
padding y que así la imagen de salida de la capa tenga el mismo tamaño que la de entrada.
El avance que realiza el filtro (stride) es ajustable, aunque usualmente se utiliza el valor por
defecto (avanzar 1 espacio). Cuando la imagen es muy grande, el procesamiento es lento, por
lo cual se le pueden extraer sus características principales a través del Max Pooling.

2.2.2.1. Kernel size (tamaño filtro)

Un filtro es una matriz de pesos con el cual se convoluciona con la imagen de entrada. Este
filtro da una medida de que tan cercana es una característica al parche de entrada. Los filtros
mas pequeños recopilan información de forma local, mientras que los mas grandes recopilan
información global y representativa [21].
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2.2.2.2. Padding

El padding es una técnica que agrega ceros a las filas y columnas de la imagen, esto con
el objetivo de mantener los tamaños espaciales constantes después de la convolución y de
este modo mejorar el rendimiento de las siguientes convoluciones, ya que con esta técnica se
retiene la información de los bordes [21].

2.2.2.3. Stride

Es el tamaño del paso del filtro para recorrer la imagen de entrada despues de cada
convolución. Por defecto su valor es de 1 [21] .

2.2.2.4. Max Pooling

Es una técnica de reducción de dimensionalidad, esta consiste en identificar la propiedad
de mayor valor en un grupo y solo mantener dicho valor. En la siguiente imagen se observa
de forma más clara [9]:

Figura 2.10: Max Pooling [9]
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2.3. SVM (Support Vector Machine)

El Super Vector Machine (SVM), es un tipo de Supervised Machine Learning basado en
la teoría de aprendizaje estadístico, que puede ser utilizado en clasificación lineal o no lineal,
regresiones y en detección de valores atípicos [25][26].

La clasificación de los datos se realiza por medio de un hiper-plano, el cual separa en 2
clases distintas el conjunto de datos a estudiar.

Figura 2.11: Hiper-planos capaces de separar las clases [24]

Como se observa en la figura 2.11, existen muchos hiper-planos capaces de separar en 2
clases distintas el conjunto de datos. Aun así, existe un hiper-plano óptimo, el cual maximiza
el margen entre la decisión limite que separa las 2 clases, obtener dicho hiper-plano es el
objetivo del SVM [24][25].

Figura 2.12: Hiper-plano óptimo [24]
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Para encontrar este hiper-plano, se tiene un conjunto de vectores x ∈ Rn, asociables
a cualquiera de las 2 clases y ∈ +1, -1, se desea encontrar una función f(x) que permita
clasificar los datos en una de las clases y se busca un hiper-plano que tenga la forma de la
siguiente ecuación [26]:

wTx+ b = 0 (2.5)

En la figura 2.12 se observa un ejemplo donde cada vector x = (x1,x2) se asocia a cada
una de las dos clases (+1, -1). En la misma figura, es posible observar 2 rectas con una linea
punteada que acotan el margen del hiper-plano, estas rectas se denominan Vectores Soportes
(Support Vectors). Posterior a entrenada la maquina, se obtiene una función de decisión, con
la cual en base a los vectores (x1, x2) entrega un valor escalar [26]:

d(x,w, b) = wTx+ b =
n∑

i=1
wixi + b (2.6)

Como los valores de w son infinitos, se busca aquel que maximice el margen entre ambas
clases, el cual es 2

‖w‖ , que es la distancia entre que separa a los vectores soportes de clases
distintas y se obtiene de la siguiente ecuación [26]:

min1
2w

Tw (2.7)

Esto se traduce en que para cada Vector Soporte se cumple que yi[wTxi + b] = 1. De esta
forma podemos definir la siguiente restricción para la ecuación 2.7 [26]:

yi[wTxi + b] ≥ 1 (2.8)

Es posible escribir el Lagrangeano del problema, introduciendo un multiplicador αi aso-
ciado a cada vector xi, obteniendo así la siguiente ecuación [26]:

L(w, b, α) = 1
2w

Tw =
l∑

i=1
αiyi[wTxi + b]− 1 (2.9)

Para resolver el problema se utilizan las condiciones Karush-Khun-Tucker (KKT), las
cuales son suficientes y necesarias para la maximización de la ecuación 2.9. Así maximizando
αi y minimizando w y b se obtiene [26]:

∂L

∂w0
= 0⇒ w0 =

l∑
i=1

αiyixi (2.10)
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∂L

∂b0
= 0⇒

l∑
i=1

αiyi = 0 (2.11)

αiyi[wTxi + b]− 1] = 0, i = 1, ..l (2.12)

Reemplazando en el Lagrangeano primal, para obtener el dual, y a su vez minimizando el
dual, se obtienen los siguientes resultados [26]:

w0 =
l∑

i=1
αiyixi (2.13)

b0 = 1
NSV

NSV∑
i=1

(ys − xTs w0), s = 1, ...NSV (2.14)

Donde NSV representa el numero de SV (Suppot Vectors) encontrados en la optimización.
De esta forma se obtiene que el hiper-plano de decisión D(x) [26]:

D(x) =
l∑

i=1
w0xi + b0 =

l∑
i=1

yiαix
Tx+ b0 (2.15)
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Capítulo 3

Metodología

La metodología a utilizar se sintetiza en los siguientes pasos:

1. Recibir los datos: Datos provenientes de sensores ubicados en distintas partes del
reboiler a estudiar ubicada en una empresa del rubro minero.

2. Procesar los datos: Los datos no necesariamente vendrán en las condiciones óptimas
de trabajo, por ello se le realizan distintos procesos para que puedan ser utilizables en
el modelo (obtener características, etiquetarlos, dividir set de entrenamiento, testeo,
etc.).

3. Realizar modelo: Se realizara un modelo de redes neuronales que logre diagnosticar
el estado de salud del reboiler.

4. Hacer correr el modelo: Al modelo se le ingresan los datos ya procesados con los
cuales se corre el modelo. Se observa si los resultados obtenidos cumplen los requisitos
mínimos de diagnostico (Accuracy), y se realizan las modificaciones necesarias hasta
obtener un modelo que diagnostique de forma aceptable.

5. Validar el modelo: Revisar que el modelo sea genérico, es decir, que funcione con
distintos conjuntos de datos y no solo con los datos suministrados por la empresa, por
lo cual se tendrán datos (de los mismos sensores) pero que nunca hayan sido observados
por el modelo, para así validar el modelo.

6. Realizar diagnostico: Ya al haber comprobado la generalidad del modelo, se procede
a realizar el diagnostico del estado actual de salud del reboiler en base a los datos
entregados por una empresa del rubro minero.
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El siguiente diagrama muestra un resumen de la metodología a seguir:

Figura 3.1: Metodología a seguir

3.1. Recursos

Para la presente memoria no se requerirán recursos monetarios, por lo cual, no existen los
recursos pecuniarios.

3.1.1. No pecuniarios

• Datos provenientes de los sensores ubicados en el reboiler a estudiar

• Computadoras con GPU, Linux y TensorFlow ubicadas en Beauchef 851.
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Capítulo 4

Desarrollo

4.1. Datos sin procesar

Los datos obtenidos del reboiler para la implementación del modelo tienen las siguientes
características:

• Se utilizaron 118 sensores colocados a lo largo del del reboiler.

• Datos capturados desde el año 2.006 al año 2.018, lo que se traduce en 52.013.

• Intervalo de toma de datos de 2 horas.

• Datos indexados de la forma fecha-hora.

• Existencia de sensores apagados o no utilizados en la muestra.

• Existencia de varios periodos de tiempo sin datos.

• Datos aislados fuera de parámetros (valores del tipo 1033).

• La mayoría de los datos no están etiquetados, es decir, no se conoce su estado de salud
(solo hay 2.299 datos con etiqueta).

A estos datos no le es posible aplicar un modelo, ya que además de tener muchos vacíos, no
tiene etiqueta, por lo cual deben ser procesados antes de utilizarse.
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4.2. Procesamiento de datos

Como se menciona anteriormente, los datos no vienen en condiciones aptas para el modelo,
por lo cual se debe realizar una limpieza de estos. La limpieza consiste en algunos puntos,
los cuales se mencionan a continuación:

• Se elimina la columna que contiene fecha-hora.

• Se eliminan las columnas que tengan los sensores apagados, es decir, que no tengan
registros de datos.

• Se considera que un sensor tiene datos suficientes para ingresar al modelo cuando supera
el 75 % del total, en caso contrario el sensor es eliminado.

• Posterior a los pasos anteriores, se eliminan las filas que no tengan registro de datos
(NaN) y valores fuera de rango.

De esta forma se obtiene una matriz sin datos Nan o saltos temporales y con todos los
sensores funcionales, ahora es importante realizar un método para poder etiquetar los datos,
para así finalmente tener todos los componentes necesarios para ingresar los datos al modelo.

4.3. Etiquetado de los datos

Para etiquetar los datos se procede a utilizar 2 técnicas. La primera de ellas es el PCA
(Principal Component Analysis).

El PCA es una técnica de reducción de dimensionalidad de un conjunto de datos que posee
un gran numero de variables interrelacionadas. Al momento de reducir la dimensionalidad,
se busca conservar la mayor cantidad posible de varianza del conjunto de datos, esto se logra
a transformando los datos en un nuevo set de variables, denominado ’Principal Components’
(PCs), que no están correlacionados entre si (independientes) y están ordenados de forma
que los primeros retengan la mayor cantidad de variación presente en todas las variables
originales [22].
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Posterior a utilizar el PCA, se utiliza el método del DB-SCAN (Density-Based Spatial
Clustering of Applications with Noise).

El DB-SCAN es un algoritmo basado en la agrupación de datos basado en la densidad,
donde objetos similares se agrupan en clusters dependiendo de su densidad dentro de un
conjunto de datos dado. Los clusters se definen como regiones en las cuales los datos son
mas densos, separados por regiones de menor concentración [23]. De esta forma, utilizando
el DB-SCAN es posible agrupar en clusters datos con semejantes características.

Estas 2 técnicas son de vital importancia para etiquetar los datos, ya que con la primera
logramos reducir la dimensionalidad del problema y con la segunda podemos etiquetar los
datos (reconocer dentro del cluster y fuera del cluster). A la hora de realizar los métodos
anteriormente nombrados, se procedió de la siguiente manera:

• Inicialmente se comienza utilizando el PCA con un número de variables equivalente
al número de sensores y con ello obtener un gráfico que nos muestre que cantidad de
sensores son necesarios para obtener una mínima varianza acumulada de 80%. De ese
modo se obtiene el siguiente gráfico:

Figura 4.1: Varianza acumulada en PCA

Del gráfico podemos observar que la mínima cantidad de componentes (sensores) que
debemos utilizar para tener dicha varianza acumulada es de 14.

• Luego de obtener la cantidad mínima de sensores para obtener una muestra represen-
tativa, se procede a correr nuevamente el PCA, esta vez con el número de componentes
obtenidos (14) para de ese modo reducir la dimensionalidad.

• Posterior a reducida la dimensionalidad del problema, se procede a etiquetar, lo cual
se realiza con la ayuda del DB-SCAN. Esta técnica consiste en agrupar datos con
semejantes características en clusters. A la hora de realizar el DB-SCAN se debe definir
la distancia máxima entre los 2 puntos que se considera para que 2 puntos sean del
mismo vecindario (eps) y la cantidad de muestras (peso total) en un vecindario para
que un punto se considere punto central del vecindario (min samples).

24



• Las etiquetas existentes de la empresa (2.299), basadas en sus rangos de operación, se
comparan con la traza correspondiente en el tiempo de las etiquetas obtenidas a través
del DB-SCAN, y se hace una matriz de confusión para observar la precisión de este.

• Se iteran los 2 parámetros anteriormente nombrados (eps y min samples), hasta obtener
una matriz de confusión aceptable, es decir, minimizando los falsos positivos y buscando
una precisión mínima del 70 %. De ese modo utilizando eps= 4,1 y min samples= 7.000,
se obtiene la siguiente matriz de confusión:

Figura 4.2: Matriz de confusión normalizada entre etiquetas empresa vs predecidas

• Se procede a juntar los datos con sus respectivas etiquetas.

• A la matriz de datos ya etiquetados le se proceden a separar en Xtest, Xtrain, Ytest y
Ytrain de forma aleatoria (para no obtener siempre el mismo resultado).

• Finalmente los distintos sets son guardados en un archivo nuevo, para su posterior
utilización en el modelo.
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4.4. Experimentos

Luego de realizar los procesos anteriores, se obtiene una matriz apta para su utilización,
sin saltos temporales, sensores apagados y los datos etiquetados, por lo cual, ahora es posible
definir los experimentos a realizar.

4.4.1. Experimento 1: Red MLP

El primero de los experimentos a realizar consiste en diseñar una red MLP. A esta red se
le ingresaran los datos y se observaran varias medidas de precisión como el accuracy, matriz
de confusión y gráficos de perdida. Esta red tendrá ciertas características, las cuales son las
siguientes:

• Número de capas: Este hiper-parámetro fue seleccionado por medio de realizar ”ensayo
y error”, ya que se probaron distintos números de capas y se concluyo que el numero
óptimo de capas para este modelo era 10.

• Número de neuronas por capas: A lo largo de las capas el número de neuronas va
descendiendo, para que de este modo la red aprenda a lo largo de las capas [14][15][16].
El número inicial de neuronas es de 20000 y esta va descendiendo hasta 7 neuronas en
la ultima capa.

• Número de épocas: Se testeara la red con 100 y 200 épocas, para así observar la in-
fluencia de este parámetro en la red.

• Función de activación: Se utilizara ReLU, ya que los datos están normalizados entre
0 y 1. En la neurona final se utiliza la función sigmoid, ya que esta nos sirve como
clasificador binario.

• Dropout: Se utiliza un valor de 20 %, es decir, ignoramos el 20 % de las neuronas.

• Batch Size: Se utilizan distintos batch sizes para así observar la influencia de este
parámetro en la red. De igual modo, los batch size utilizados siempre sera divisor del
numero total de datos a entrenar.
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4.4.2. Experimento 2: Red CNN

El segundo de los experimentos a realizar consiste en diseñar una red CNN. A esta red, al
igual que a la anterior, se le ingresaran los datos y se observaran varias medidas de precisión
como el accuracy, matriz de confusión y gráficos de perdida. Una gran diferencia de este tipo
red con la anterior es la forma en que se le ingresan los datos, mientras que en la anterior
se le ingresan en forma de vector, en este caso se le pueden ingresar imágenes en 1D, 2D y
hasta 3D [18]. En el caso del presente experimento se le ingresaran imágenes con medida de
(1,14), ya que al realizar la limpieza de los datos se eliminaron muchos períodos de tiempo
sin información, lo cual provoca instantes en el tiempo que es imposible determinar el estado
de los datos. Este problema es resuelto al observar los distintos sensores en solo 1 período
de tiempo, ya que en ese instante es conocido el estado de los datos. Esta red tendrá ciertas
características, las cuales son las siguientes:

• Número de capas: Este hiper-parámetro fue seleccionado por medio de realizar ”ensayo
y error”, ya que se probaron distintos números de capas y se concluyo que el numero
óptimo de capas para este modelo era 10 (al igual que con la red MLP).

• Padding: Todas las capas tendrán padding, de forma que al finalizar cada convolución
la imagen de salida tenga el mismo tamaño que la de entrada.

• Número de épocas: Se testeara la red con 100 y 200 épocas, para así observar la in-
fluencia de este parámetro en la red.

• Función de activación: Se utilizara ReLU, ya que los datos están normalizados entre 0
y 1.

• Dropout: Se utiliza un valor de 20 %, es decir, ignoramos el 20 % de las neuronas.

• Batch Size: Se utilizan distintos batch sizes para así observar la influencia de este
parámetro en la red. De igual modo, los batch size utilizados siempre sera divisor del
numero total de datos ingresados.

• Al final de la red CNN habrá una red MLP, esto es debido a que las redes CNN se
utilizan como extractor de características y no para realizar diagnóstico.
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Figura 4.3: Esquema arquitectura utilizada

4.4.3. Experimento 3: SVM

El tercer experimento consiste en utilizar los datos en un SVM, de forma de comparar
los 2 resultados de las redes anteriores con los resultados obtenidos de esta herramienta del
Machine Learning. De este solo se obtiene la matriz de confusión, es decir, se compararán la
cantidad de aciertos y fallos que tienen al momento de diagnosticar el estado del reboiler.
Algunas características del SVM a utilizar son las siguientes:

• Función perdida: Se utiliza la función hinge, ya que esta es la utilizada para encontrar
el máximo margen de clasificación.

• Cantidad de iteraciones: Se utilizan 1.000.000 iteraciones, esto en la variable max_iter.

• Kernel: Se utiliza LinearSVC, ya que con esta es posible obtener un hiper-plano que
separe datos lineales.
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Capítulo 5

Resultados

En esta sección se observaran los resultados obtenidos de los distintos experimentos, ade-
más de sus respectivos análisis.

5.1. Experimento 1: Red MLP

5.1.1. 100 épocas

5.1.1.1. Batch Size de 157

• Accuracy y Loss

Indicador Valor
Acc. 0,9760

Val. acc. 0,9793
Test acc. 0,9767
Loss 0,0555

Val. loss 0,0591
Test loss 0,0677

Tabla 5.1: Valores de accuracy y loss batch 157
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• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.733 26

Negative 134 3.976

Tabla 5.2: Matriz de confusión batch 157

• Matriz de confusión normalizada

Figura 5.1: Matriz de confusión normalizada batch 157
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• Gráfico perdida vs épocas

Figura 5.2: Gráfico de perdida batch 157

• Gráfico accuracy vs épocas

Figura 5.3: Gráfico de accuracy batch 157

De los resultados obtenidos, se puede observar valores de accuracy superiores al 97 %, lo
cual indica un alto nivel de diagnostico del modelo. Con respecto a la tabla 5.2 y la figura 5.1,
se puede observar que este modelo presenta mas problemas con los falsos positivos, de igual
modo, son inferiores al 4 %, lo cual es un bajo valor. Con respecto a la figura 5.2 se puede
observar que el modelo va disminuyendo su perdida rápidamente hasta la época 50, donde
comienza a estabilizarse y por el lado de la figura 5.3, se observa que se obtiene un accuracy
cercano al 90 % en las primeras épocas, pero este aumenta su valor hasta aproximadamente
la época 50 donde nuevamente se comienza a estabilizar.
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5.1.1.2. Batch Size de 175

• Accuracy y Loss

Indicador Valor
Acc. 0,9772

Val. acc. 0,9802
Test acc. 0,9767
Loss 0,0518

Val. loss 0,0585
Test loss 0,0689

Tabla 5.3: Valores de accuracy y loss batch 175

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.727 32

Negative 128 3.882

Tabla 5.4: Matriz de confusión batch 175

• Matriz de confusión normalizada

Figura 5.4: Matriz de confusión normalizada batch 175
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• Gráfico perdida vs épocas

Figura 5.5: Gráfico de perdida batch 175

• Gráfico accuracy vs épocas

Figura 5.6: Gráfico de accuracy batch 175

De estos resultados se puede observar valores similares al caso anterior, ya que nuevamente
se obtiene un accuracy superior al 97 %. Con respecto a la tabla 5.4 y figura 5.4, es posible
observar que nuevamente la zona mas problemática son la de los falsos positivos, pero al igual
que el caso anterior, es inferior al 4 %. La figura 5.5 muestra como desciende la perdida a lo
largo de las épocas, llegando a valores inferiores a 10 % desde la época 40 en adelante. Por
su parte, la figura 5.6 el accuracy aumenta rápidamente a 90 %en las primeras épocas, para
luego ir aumentado hasta llegar a valores superiores al 95 %.
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5.1.1.3. Batch Size de 785

• Accuracy y Loss

Indicador Valor
Acc. 0,9712

Val. acc. 0,9754
Test acc. 0,9748
Loss 0,1130

Val. loss 0,1034
Test loss 0,1060

Tabla 5.5: Valores de accuracy y loss batch 785

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.735 24

Negative 149 3.961

Tabla 5.6: Matriz de confusión batch 785

• Matriz de confusión normalizada

Figura 5.7: Matriz de confusión normalizada batch 785
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• Gráfico perdida vs épocas

Figura 5.8: Gráfico de perdida batch 785

• Gráfico accuracy vs épocas

Figura 5.9: Gráfico de accuracy batch 785

Se observa nuevamente un accuracy cercano al 97 %. De la tabla 5.6 y la figura 5.7 es
posible observar un leve aumento de los falsos positivos, ya que con esta configuración se
obtienen valores de 4 %, aun así. Observando la figura 5.8 se observa como a lo largo de las
100 épocas la perdida disminuye hasta llegar a valores cercanos al 10 %. En la figura 5.9 se
puede notar como el accuracy aumenta rápidamente en las primeras épocas y se mantiene
practicamente estable a lo largo de las 100 épocas.
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5.1.2. 200 épocas

5.1.2.1. Batch Size de 157

• Accuracy y Loss

Indicador Valor
Acc. 0,9802

Val. acc. 0,9845
Test acc. 0,9791
Loss 0,0495

Val. loss 0,0397
Test loss 0,0505

Tabla 5.7: Valores de accuracy y loss batch 157

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.679 80

Negative 63 4.047

Tabla 5.8: Matriz de confusión batch 157

• Matriz de confusión normalizada

Figura 5.10: Matriz de confusión normalizada batch 157
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• Gráfico perdida vs épocas

Figura 5.11: Gráfico de perdida batch 157

• Gráfico accuracy vs épocas

Figura 5.12: Gráfico de accuracy batch 157

De los resultados obtenidos, se puede observar valores de accuracy superiores al 97 %.
Con respecto a la tabla 5.8 y la figura 5.10, se observa que los falsos positivos disminuyen
a un 2 %, pero los falsos negativos aumentan a un 3 %. Con respecto a la figura 5.11 se
observa una clara disminución de la perdida hasta la época 40 aproximadamente, desde la
cual comienza a disminuir de forma mas lenta la perdida. La figura 5.12 muestra como el
accuracy aumenta hasta la época 50 y desde dicha época comienza a estabilizarse.
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5.1.2.2. Batch Size de 175

• Accuracy y Loss

Indicador Valor
Acc. 0,9843

Val. acc. 0,9846
Test acc. 0,9734
Loss 0,0391

Val. loss 0,0474
Test loss 0,0576

Tabla 5.9: Valores de accuracy y loss batch 175

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.734 25

Negative 84 4.021

Tabla 5.10: Matriz de confusión batch 175

• Matriz de confusión normalizada

Figura 5.13: Matriz de confusión normalizada batch 175
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• Gráfico perdida vs épocas

Figura 5.14: Gráfico de perdida batch 175

• Gráfico accuracy vs épocas

Figura 5.15: Gráfico de accuracy batch 175

Se observa una leve mejoría en el accuracy, alcanzando valores cercanos a 98 %. Por
parte de la tabla 5.10 y la figura 5.13, es posible observar una leve disminución en los falsos
positivos, alcanzando un valor de un 2 %. Con respecto a las figuras 5.14 y 5.15, se observan
valores de perdida cercanos a 5 % desde las primeras épocas y accuracy superiores a 95 %
en la misma zona.
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5.1.2.3. Batch Size de 785

• Accuracy y Loss

Indicador Valor
Acc. 0,9793

Val. acc. 0,9805
Test acc. 0,9803
Loss 0,0646

Val. loss 0,0632
Test loss 0,0617

Tabla 5.11: Valores de accuracy y loss batch 785

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.744 15

Negative 120 3.990

Tabla 5.12: Matriz de confusión batch 785

• Matriz de confusión normalizada

Figura 5.16: Matriz de confusión normalizada batch 785
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• Gráfico perdida vs épocas

Figura 5.17: Gráfico de perdida batch 785

• Gráfico accuracy vs épocas

Figura 5.18: Gráfico de accuracy batch 785

Se observa un accuracy cercano al 98 %. De las tabla 5.12 y figura 5.16, se observa un
leve aumento de los falsos positivos con respecto al caso anterior, alcanzando un 3 %. Con
respecto a la figura 5.17 el grafico de perdida muestra como a lo largo de las 200 épocas
la perdida cae desde valores superiores al 30 % a valores inferiores al 10 %. Por el lado de
la figura 5.18, se logra notar como el accuracy es estable aproximadamente desde la época
25-30, obteniendo valores superiores al 95 %.
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5.2. Red CNN

5.2.1. 100 épocas

5.2.1.1. Batch Size de 157

• Accuracy y Loss

Indicador Valor
Acc. 0,9879

Val. acc. 0,9854
Test acc. 0,9839
Loss 0,0288

Val. loss 0,0362
Test loss 0,0368

Tabla 5.13: Valores de accuracy y loss batch 157

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.735 38

Negative 64 4.032

Tabla 5.14: Matriz de confusión batch 157

• Matriz de confusión normalizada

Figura 5.19: Matriz de confusión normalizada batch 157
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• Gráfico perdida vs épocas

Figura 5.20: Gráfico de perdida batch 157

• Gráfico accuracy vs épocas

Figura 5.21: Gráfico de accuracy batch 157

Se observa un accuracy superior 98 %. De la tabla 5.14 y figura 5.19, es posible observar
una gran estabilidad en la matriz de confusión, donde el valor mas fuera de rango son los
falsos negativos con solo un 3 %. Por parte de la figura 5.20 se observa como en las primeras
60 épocas presenta una clara disminución de la perdida llegando a valores inferiores al 5 %.
Por el lado de la figura 5.21, el accuracy aumenta hasta la época 50 hasta valores cercanos al
98 %, y desde dicha época el accuracy aumenta de forma mas estable hasta valores superiores
a dicho porcentaje.
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5.2.1.2. Batch Size de 175

• Accuracy y Loss

Indicador Valor
Acc. 0,9865

Val. acc. 0,9848
Test acc. 0,9838
Loss 0,0295

Val. loss 0,0415
Test loss 0,0472

Tabla 5.15: Valores de accuracy y loss batch 175

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.729 30

Negative 81 4.029

Tabla 5.16: Matriz de confusión batch 175

• Matriz de confusión normalizada

Figura 5.22: Matriz de confusión normalizada batch 175
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• Gráfico perdida vs épocas

Figura 5.23: Gráfico de perdida batch 175

• Gráfico accuracy vs épocas

Figura 5.24: Gráfico de accuracy batch 175

Se observa un accuracy superior al 98 %. De la tabla 5.16 y figura 5.22, es posible observar
que los falsos positivos tienen un valor del 2 %. Por parte de la figura 5.23 se observa como la
perdida baja hasta 5 % en la época 35-40, desde la cual se estabiliza y comienza a descender
de forma mas lenta. En la figura 5.24 se observa como en la época 20 se obtiene un accuracy
cercano al 98 %, y desde dicha época, el accuracy aumenta de forma mas lenta.
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5.2.1.3. Batch Size de 785

• Accuracy y Loss

Indicador Valor
Acc. 0,9861

Val. acc. 0,9886
Test acc. 0,9855
Loss 0,0328

Val. loss 0,0301
Test loss 0,0327

Tabla 5.17: Valores de accuracy y loss batch 785

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.715 44

Negative 55 4.055

Tabla 5.18: Matriz de confusión batch 785

• Matriz de confusión normalizada

Figura 5.25: Matriz de confusión normalizada batch 785
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• Gráfico perdida vs épocas

Figura 5.26: Gráfico de perdida batch 785

• Gráfico accuracy vs épocas

Figura 5.27: Gráfico de accuracy batch 785

Se observa un accuracy de 98 %. De la tabla 5.18 y figura 5.25, es posible observar que
tanto los falsos positivos como negativos tienen un valor de un 2 %. Por parte de las figuras
5.26 y 5.27, se puede observar que en las épocas iniciales el modelo comienza a tener errores
interiores al 10 % y un accuracy superior al 95 %.
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5.2.2. 200 épocas

5.2.2.1. Batch Size de 157

• Accuracy y Loss

Indicador Valor
Acc. 0,9915

Val. acc. 0,9879
Test acc. 0,9857
Loss 0,0205

Val. loss 0,0366
Test loss 0,0362

Tabla 5.19: Valores de accuracy y loss batch 157

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.707 52

Negative 46 4.064

Tabla 5.20: Matriz de confusión batch 157

• Matriz de confusión normalizada

Figura 5.28: Matriz de confusión normalizada batch 157
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• Gráfico perdida vs épocas

Figura 5.29: Gráfico de perdida batch 157

• Gráfico accuracy vs épocas

Figura 5.30: Gráfico de accuracy batch 157

Se observa un accuracy cercano al 99 %. De la tabla 5.20 y figura 5.28, se observa que
falsos negativos tienen un valor de 2 %, lo cual en este caso supera a los falsos positivos.
Por parte de las figuras 5.29 y 5.30, se puede observar que en las épocas iniciales el modelo
comienza a tener errores interiores al 5 % y un accuracy superior al 96 %, también se logra
observar que las curvas de perdida y accuracy comienzan a separarse desde la época 100.

49



5.2.2.2. Batch Size de 175

• Accuracy y Loss

Indicador Valor
Acc. 0,9901

Val. acc. 0,9885
Test acc. 0,9887
Loss 0,0227

Val. loss 0,0295
Test loss 0,0290

Tabla 5.21: Valores de accuracy y loss batch 175

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.742 17

Negative 60 4.050

Tabla 5.22: Matriz de confusión batch 175

• Matriz de confusión normalizada

Figura 5.31: Matriz de confusión normalizada batch 175
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• Gráfico perdida vs épocas

Figura 5.32: Gráfico de perdida batch 175

• Gráfico accuracy vs épocas

Figura 5.33: Gráfico de accuracy batch 175

Se observa un accuracy cercano a 99 %. De la tabla 5.22 y figura 5.31, se observa una
matriz de confusión estable, donde tanto los falsos negativos como positivos llegan solo al
1 %. Por parte de las figuras 5.32 y 5.33, se puede observar que en las épocas iniciales el
modelo comienza a tener errores interiores al 10 % y un accuracy superior al 95 %.
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5.2.2.3. Batch Size de 785

• Accuracy y Loss

Indicador Valor
Acc. 0,9908

Val. acc. 0,9884
Test acc. 0,9866
Loss 0,0216

Val. loss 0,0300
Test loss 0,0336

Tabla 5.23: Valores de accuracy y loss batch 785

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.697 62

Negative 30 4.080

Tabla 5.24: Matriz de confusión batch 785

• Matriz de confusión normalizada

Figura 5.34: Matriz de confusión normalizada batch 785
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• Gráfico perdida vs épocas

Figura 5.35: Gráfico de perdida batch 785

• Gráfico accuracy vs épocas

Figura 5.36: Gráfico de accuracy batch 785

Se observa un accuracy cercanos a 99 %. De la tabla 5.24 y figura 5.34, se observa que
tanto los falsos negativos como positivos es de 2 %. Por parte de las figuras 5.35 y 5.36, se
puede observar que en las épocas iniciales el modelo comienza a tener errores interiores al 10
% y un accuracy superior al 95 %.
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5.3. SVM

Es posible observar resultados positivos tanto para MLP como CNN, pero estas redes
llegan rápidamente a valores altos de accuracy y bajos de perdida. Por lo cual, para conocer
mas en profundidad las características de los datos se procede a comparar un SVM. Para ello
se obtuvo la matriz de confusión de esta, la cual se observa a continuación:

• Matriz de confusión

Predicted
Positive Negative

Tr
ue Positive 2.625 121

Negative 179 3.944

Tabla 5.25: Matriz de confusión SVM

• Matriz de confusión normalizada

Figura 5.37: Matriz de confusión normalizada SVM
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5.4. Tiempos de procesamiento

Modelo Épocas Tiempo procesamiento [s]
MLP 100 200
MLP 200 400
CNN 100 300
CNN 200 600
SVM - 20

Tabla 5.26: Distintos tiempos de procesamiento

5.5. Resumen de resultados

100 épocas
Modelo Batch Size Acc. Val. Acc. Test Acc. Loss Val. loss Test loss

MLP
157 0,9760 0,9793 0,9767 0,0555 0,0591 0,0677
175 0,9772 0,9802 0,9767 0,0518 0,0585 0,0689
785 0,9712 0,9754 0,9748 0,1130 0,1034 0,1060

CNN
157 0,9879 0,9854 0,9839 0,0288 0,0362 0,0368
175 0,9865 0,9846 0,9838 0,0295 0,0415 0,0472
785 0,9861 0,9886 0,9855 0,0328 0,0301 0,0327

Tabla 5.27: Comparación de los modelos 100 épocas

200 épocas
Modelo Batch Size Acc. Val. Acc. Test Acc. Loss Val. loss Test loss

MLP
157 0,9802 0,9845 0,9791 0,0495 0,0397 0,0505
175 0,9843 0,9846 0,9734 0,0391 0,0474 0,0576
785 0,9793 0,9805 0,9803 0,0646 0,0632 0,0617

CNN
157 0,9915 0,9879 0,9857 0,0205 0,0366 0,0362
175 0,9901 0,9885 0,9887 0,0227 0,0295 0,0295
785 0,9908 0,9884 0,9866 0,0216 0,0300 0,0336

Tabla 5.28: Comparación de los modelos 200 épocas
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Capítulo 6

Análisis de resultados

De los resultados obtenidos a través de la utilización de los modelos anteriormente nom-
brados, se pueden realizar las siguientes observaciones.

Se observa que los 2 tipos de redes (MLP y CNN) se obtienen resultados esperados, ya
que se obtienen valores superiores al 97 % de accuracy en prácticamente todos los casos, lo
cual indica la viabilidad de la utilización de ambos modelos en el diagnóstico de estado de
salud.

Con respecto a los resultados de la red MLP con 100 épocas, se observa que el mayor
problema son los falsos positivos, donde en el batch size de 785 alcanza un valor de un 4 %,
lo cual es un valor aceptable de error. Por otro lado, tanto el batch size de 157 como el de
175 arrojan valores un poco mejores, alcanzando un 3 % de falsos positivos. Con respecto a
las gráficas, se observa que el de perdida en todos los casos tiene un comportamiento similar,
teniendo en una zona un gran descenso de la perdida y luego estabilizándose, por otro lado, las
de accuracy se observa que en las primeras épocas aumenta rápidamente a valores superiores
al 90 %.

La red MLP con 200 épocas tiene menos falsos positivos en general, llegando a un valor
máximo de 3 % en la red con batch size de 785. A diferencia del caso anterior, aquí aumenta
levemente los falsos negativos, llegando a valores de un 3 % en el caso del batch size de
157. Es importante recordar que los falsos negativos son menos problemáticos que los falsos
positivos, ya que los falsos positivos son muestras incorrectamente clasificadas como positivas,
es decir, que al momento de identificar el estado de alguna pieza, el falso positivo indica que
dicha pieza esta funcional cuando en realidad esta fallando. Por otro lado, los falsos negativos
son conocidas como ’falsa alarma’, ya que son piezas identificadas como que fallan, pero en
realidad están funcionales.

Por el lado de las gráficas de la red MLP de 200 épocas, estas son muy similares al caso
anterior, solo que como en este caso son 200 épocas en vez de 100. Aun así, es importante
destacar la figura 5.14 (batch size 175), la cual muestra una estabilidad en la perdida desde
una época mas temprana.
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Por el lado de la red CNN de 100 épocas, se observa una disminución en los falsos positivos,
alcanzando valores máximos de un 2 %. También es importante destacar que los falsos
negativos aumentan levemente llegando a valores máximos de 3 %. Con respecto a las gráficas
de perdida, se observa que la red con batch size de 157 disminuye su perdida rápidamente
hasta cierto punto donde se estabiliza, la red de 175 obtiene dicho punto de estabilización en
una época mas temprana, y la de 785 esta estable desde épocas muy iniciales. Las gráficas
de accuracy presentan un comportamiento similar, donde la de batch size 157 se estabiliza
en una época mas tardía que los otros 2.

La red CNN de 200 épocas posee problemas de sobre-entrenamiento, esto a causa de que
en las gráficas de perdida, las curva de entrenamiento comienza a ser inferior a la curva de
validación, esto se observa de forma clara en el batch size de 157. También se observa que
todas las curvas llegan a errores y accuracy estables en muy pocas épocas. Con respecto a
los falsos positivos, estos en los 3 casos alcanzan solo un 1 %, y los falsos negativos llegan a
un máximo de 2 %.

En las curvas MLP se observa el comportamiento esperado, donde a lo largo de las épocas
la red va disminuyendo la perdida y aumentando su accuracy, de igual modo, en las primeras
épocas el accuracy en este tipo de redes es cercano al 90 %, lo cual indica un rápido aprendi-
zaje de este tipo de red. Por parte de las curvas en la red CNN, la mayoría de ellas presenta un
comportamiento donde en las primeras épocas hay una gran aprendizaje, tanto en accuracy
como en perdida, ya que en las primeras épocas se obtienen valores altos de accuracy y bajos
de perdida. De igual modo, ambas redes realizan un diagnóstico del estado de los reboilers,
llegando a errores inferiores al 4 % en todos los casos. También es importante comparar

El gran aprendizaje en las primeras épocas en ambas redes indica que los datos recibidos
tienen un comportamiento demasiado simple para la utilización de redes neuronales, por lo
cual se proceder a comparar los resultados obtenidos con técnicas del Machine Learning, en
este caso una SVM. De esta comparación se puede observar de la tabla 5.25 y la figura 5.37,
que se obtienen valores de al 96 % de precisión tanto en verdaderos positivos como negativos,
esto indica su alta capacidad de diagnóstico.
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Capítulo 7

Conclusiones

En base al trabajo realizado, resultados obtenidos y sus respectivos análisis, se procede a
concluir.

En primer lugar es importante destacar que los objetivos, tanto general como especifico, se
cumplen. Con respecto al objetivo general, se desarrolló un algoritmo, en este caso un modelo
de redes neuronales, el cual es capaz de diagnosticar el estado de salud de los reboilers de
bombas industriales. Por el lado de los objetivos específicos, es posible observar que se cumple
cada uno de ellos. Inicialmente los datos brutos son estudiados y procesados, de forma de
obtener un conjunto de datos aptos para su utilización en un modelo. Posteriormente se
realiza un modelo de aprendizaje profundo, el cual, no sufre sobre-ajuste (overffiting). Del
modelo realizado se obtienen diversos resultados, los cuales son analizados y se utilizan para
observar que combinación de parámetros es la mas apta para recibir los datos.

Con respecto a los datos recibidos, es posible observar que poseían muchos espacios tem-
porales sin información, sensores apagados y además carecían de etiqueta. Con esto se pudo
observar que la calidad de los datos no era la óptima, por lo cual, los datos fueron tratados,
de forma de obtener una matriz apta para el ingreso al modelo diseñado.

Por el lado del modelo, es importante destacar que se utilizaron 2 tipos de redes neuronales,
CNN y MLP, y que en ambas se obtuvieron valores superiores al 97 % de accuracy, y
observando los gráficos de perdida y los valores de validación, se concluye que en ninguno de
los casos estudiados el modelo sufre de overfitting.

Se observa que el modelo tiene un mejor accuracy es el que utiliza una red CNN, con un
batch size de 157 y 200 épocas. El mejor accuracy de una red MLP es el que tiene 200 épocas
y un batch size 785.

También se concluye la simplicidad de los datos, ya que el SVM logra obtener resultados
similares a las redes neuronales, solo teniendo un 4 % de falsos negativos y positivos.

Otro punto importante a destacar es el tiempo de procesamiento, ya que, comparando
ambas redes con la misma cantidad de épocas, la red MLP fue 1,5 veces mas rápida que la
red CNN. Además se observa que el SVM procesa 10 veces mas rápido que que la red MLP
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de 100 épocas.

Finalmente es importante destacar que la elección de la el método a utilizar para el diag-
nóstico influye directamente en los resultados obtenidos, por lo cual a la hora de seleccionar
una de ellas se debe estudiar cual es la prioridad de la empresa, mas precisión o menor tiem-
po, ya que a la hora de buscar la mejor precisión se selecciona la red CNN o MLP, ya que
ambas obtuvieron valores muy similares, pero si la empresa requiere de resultados rápidos y
que de igual forma sean confiables es recomendable utilizar el método SVM.
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Capítulo 9

Anexos

9.1. Parámetros y rangos de operación del reboiler

Valores y rangos de operación
Valor Rango

Conductividad de condensado 5 µS
cm

0-10 µS
cm

Nivel de tanque de condensado 50 % 40-60 %
Presión del vapor al hervidor 0 bar -0.3 - 0.7 bar

Temperatura del vapor al hervidor 100 ◦C 80 - 110 ◦C

Tabla 9.1: Valores y rangos de operación reboiler

9.2. Código pre-procesamiento de datos

from sk l e a rn . l inear_model import Log i s t i cReg r e s s i on
from sk l e a rn . decomposit ion import PCA
from sk l e a rn . c l u s t e r import KMeans #s i es que
from sk l e a rn . c l u s t e r import DBSCAN #s i es que
from sk l e a rn . p r ep ro c e s s i ng import StandardSca ler

from sk l e a rn . l inear_model import Log i s t i cReg r e s s i on

import numpy as np
import matp lo t l i b . pyplot as p l t
import pandas as pd

import keras
from keras . models import Sequent i a l
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from keras . l a y e r s import Dense
from keras . l a y e r s import Dropout
from keras . l a y e r s import Conv2D
from keras . l a y e r s import MaxPooling2D
from keras . l a y e r s import F lat ten
from keras . u t i l s import np_ut i l s

#%% ab r i r datos con e t i qu e t a

data_et = pd . read_excel ( ’ Datos_et . x lsx ’ , header = 0)

et_arauco1 = np . array ( data_et [ ’ Estado 2 ’ ] )

et_arauco = [ ]
f o r a in range ( ( et_arauco1 . shape [ 0 ] ) ) :

i f a>39719:
et_arauco . append ( et_arauco1 [ a ] )

et_arauco = np . asar ray ( et_arauco )
#et_arauco1 = et_arauco1 . t o l i s t ( )
r e l l e n o = np . ones (49526)∗10

et_arauco = np . concatenate ( ( r e l l e no , et_arauco ) , ax i s = 0)
et_arauco = pd . DataFrame ( et_arauco )

#%%
data= pd . read_excel ( ’DATOS1. xlsx ’ , header = 0) #s in e t i qu e t a

# Eliminando tiempo y agregando e t i qu e t a

data . drop ( [ " Fecha " ] , ax i s = 1 , i np l a c e = True )
data . drop ( [ 0 ] , ax i s = 0 , i np l a c e = True )
e l = data . no tnu l l ( )∗1

suma_el = e l . sum( )
ind i ce s_datos = [ ]
f o r z in range ( l en ( suma_el ) ) :

i f suma_el [ z ] >= e l . shape [ 0 ] ∗ 0 . 7 5 :
ind i ce s_datos . append ( z )

datos_up = data . i l o c [ : , ind i ce s_datos ] #f a l t a bor rar hac ia e l lado

#%%viendo e t i qu e t a buena

datos_test = np . hstack ( ( datos_up , et_arauco ) )

#%% borrar hac ia e l lado
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datos_as = np . asar ray ( datos_up )
datos_as_test = np . asar ray ( datos_test )

nuevos_datos = [ ]
nuevos_datos_test = [ ]
f o r row in range ( datos_as . shape [ 0 ] ) :

local_row = datos_as [ row , : ]
loca l_row_test = datos_as_test [ row , : ]
i f ( True in np . i snan ( local_row ) ) == False :
#and local_row [ 0 ] < 10∗∗5: # index 2 i s VAL356CI8017

nuevos_datos . append ( local_row )
nuevos_datos_test . append ( loca l_row_test )

nuevos_datos = np . asar ray ( nuevos_datos )
nuevos_datos_test = np . asar ray ( nuevos_datos_test )

#%% et i qu e t a s de arauco

et_arauco_post_preprocesamiento = nuevos_datos_test [ : , 7 0 ]
et_post = [ ]

f o r j in et_arauco_post_preprocesamiento :
i f j != 10 :

et_post . append ( j )

et_post = pd . DataFrame ( et_post )
et_buena = et_post . no tnu l l ( )∗1
et_buena = np . array ( et_buena )
et_post = np . array ( et_post )

f o r i in range ( l en ( et_post ) ) :
i f et_post [ i ] == 0 :

et_buena [ i ] = 0

et_buena = et_buena . astype ( i n t ) #e t i qu e t a s de arauco

#%%PCA

# Escalado para pca ( feature_range = (0 , 1 ) )
sc = StandardSca ler ( )
datase t = sc . f i t_t rans fo rm ( nuevos_datos )

#pca = PCA(n_components = datase t . shape [ 1 ] )
pca = PCA(n_components = 14)
dataset_pca = pca . f i t_t rans fo rm ( datase t )
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variance_pca = pca . expla ined_var iance_rat io_ # percentua l var i ance
p r i n t ( variance_pca )
p r i n t ( ’ suma : ’ , sum( variance_pca ) )

#%%DB−SCAN

dbscan = DBSCAN( eps =4.1 , min_samples=7000). f i t ( dataset_pca )

core_samples_mask = np . z e r o s_ l i k e ( dbscan . labels_ , dtype=bool )
core_samples_mask [ dbscan . core_sample_indices_ ] = True

l a b e l s = dbscan . labe l s_
n_clusters_ = len ( s e t ( l a b e l s ) ) − (1 i f −1 in l a b e l s e l s e 0)
n_noise_ = l i s t ( l a b e l s ) . count (−1)

#%%preprando comparacion matr iz de con fus i on

l a b e l s_ f i x = [ ]
f o r i in l a b e l s :

i f i <0:
l a b e l s_ f i x . append ( i ∗−1)

e l s e :
l a b e l s_ f i x . append ( i )

l a b e l s_ f i x = np . asar ray ( l a b e l s_ f i x )
f o r j in range ( l en ( l a b e l s_ f i x ) ) :

i f l a b e l s_ f i x [ j ] >1:
l a b e l s_ f i x [ j ]=1

et_pred ic t = l a b e l s_ f i x [32045 : ]

#%%Def in iendo matr iz de c o n f u s i n

import i t e r t o o l s
de f plot_confus ion_matrix (cm, c l a s s e s ,

normal ize=False ,
t i t l e =’Confusion matrix ’ ,
cmap=p l t . cm . Blues ) :

" " "
This func t i on p r i n t s and p l o t s the con fus i on matrix .
Normal izat ion can be app l i ed by s e t t i n g ‘ normal ize=True ‘ .
" " "
i f normal ize :

cm = cm. astype ( ’ f l o a t ’ ) / cm. sum( ax i s =1) [ : , np . newaxis ]
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pr in t ( " Normalized con fus i on matrix " )
e l s e :

p r i n t ( ’ Confusion matrix , without normal i zat ion ’ )

p r i n t (cm)

p l t . imshow (cm, i n t e r p o l a t i o n =’ nearest ’ , cmap=cmap)
p l t . t i t l e ( t i t l e )
p l t . c o l o rba r ( )
tick_marks = np . arange ( l en ( c l a s s e s ) )
p l t . x t i c k s ( tick_marks , c l a s s e s , r o t a t i on =45)
p l t . y t i c k s ( tick_marks , c l a s s e s )

fmt = ’ . 2 f ’ i f normal ize e l s e ’d ’
thre sh = cm.max( ) / 2 .
f o r i , j in i t e r t o o l s . product ( range (cm. shape [ 0 ] ) ,
range (cm. shape [ 1 ] ) ) :

p l t . t ex t ( j , i , format (cm[ i , j ] , fmt ) ,
ho r i zon ta l a l i gnment=" cente r " ,
c o l o r="white " i f cm [ i , j ] > thresh e l s e " b lack " )

p l t . y l ab e l ( ’ True l abe l ’ )
p l t . x l ab e l ( ’ Pred ic ted l abe l ’ )
p l t . t ight_layout ( )

#%%
from sk l e a rn . met r i c s import confus ion_matrix
conf_matrix = confus ion_matrix ( et_buena , e t_pred ic t )
p r i n t ( ’ Confusion Matrix : \ n ’ , conf_matrix )

p l t . f i g u r e ( )
plot_confus ion_matrix ( conf_matrix , c l a s s e s =[ ’ Healthy ’ , ’ Anomaly ’ ] ,
normal ize=True , t i t l e =’Et iquetas ARAUCO’ )

#%% et i qu e t a s

i n_c lu s t e r = [ ]
l abe l_ in_c lu s t e r = [ ] # 0 : normal data
out_c lus te r = [ ]
l abe l_out_c lus t e r = [ ] # 1 : anomaly data

f o r data_row in range ( datase t . shape [ 0 ] ) :
#and ( dataset_pre [ data_row ,0]<=110)

i f l a b e l s [ data_row ] == 0 : #and ( dataset_pre [ data_row ,1]<=95)
and ( dataset_pre [ data_row ,2]<=12) and
( dataset_pre [ data_row ,4] <=25):

i n_c lu s t e r . append ( nuevos_datos [ data_row , : ] )
l abe l_ in_c lu s t e r . append (0 )
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e l s e :
out_c lus te r . append ( nuevos_datos [ data_row , : ] )
l abe l_out_c lus t e r . append (1 )

dataset_pcaf=pd . DataFrame ( dataset_pca )
columnas = l i s t ( dataset_pcaf )

# In c l u s t e r Dataframe In f o
in_cluster_dataframe = pd . DataFrame ( in_c lus te r , columns=columnas )
in_c lu s t e r_desc r ibe = in_cluster_dataframe . d e s c r i b e ( )

# Out c l u s t e r Dataframe In f o
out_cluster_dataframe = pd . DataFrame ( out_cluster , columns=columnas )
out_c lus te r_desc r ibe = out_cluster_dataframe . d e s c r i b e ( )

#%%Dataset with l a b e l s
i n_c lu s t e r = np . asar ray ( i n_c lu s t e r )
out_c lus te r = np . asar ray ( out_c lus te r )

X_data = np . vstack ( ( in_c lus te r , out_c lus te r ) )
Y_data = np . vstack ( ( np . z e r o s ( ( i n_c lu s t e r . shape [ 0 ] , 1 ) ) ,
np . ones ( ( out_c lus te r . shape [ 0 ] , 1 ) ) ) )

#%%Train ing and Test ing s e t s
from sk l e a rn . p r ep ro c e s s i ng import MinMaxScaler
from sk l e a rn . mode l_se lect ion import t r a i n_t e s t_sp l i t

X_train , X_test , Y_train , Y_test = t r a i n_t e s t_sp l i t (X_data ,
Y_data , t e s t_ s i z e = 0.2)# , s h u f f l e = Fal se ) #que no revue lva

#s c a l e r = StandardSca ler ( )

s c a l e r = MinMaxScaler ( )
X_train = s c a l e r . f i t_t rans fo rm (X_train )
X_test = s c a l e r . t rans form (X_test )

#%%Guardando
np . savez ( ’ C l a s i f i c a c i o n . npz ’ ,

x_train = X_train ,
x_test = X_test ,
y_train= Y_train ,
y_test = Y_test )
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9.3. Código SVM

#%%SVM
from sk l e a rn . p i p e l i n e import P ip e l i n e
from sk l e a rn . p r ep ro c e s s i ng import StandardSca ler
from sk l e a rn . svm import LinearSVC
#from sk l e a rn . gr id_search import GridSearchCV

Y_vec = Y_train . r av e l ( ) #de ja r como vec to r s i n [ ]

svm_clf = P ip e l i n e ( ( ( " s c a l e r " , StandardSca ler ( ) ) ,
( " l i nea r_svc " , LinearSVC (C=1, l o s s = " hinge " ,
max_iter = 1000000))))# , verbose = True ) ) ) )
svm_clf . f i t ( X_train , Y_vec)
svm_pred= svm_clf . p r ed i c t ( X_test )

#svm_clf . n_support_
#pr in t ( svm_clf . suppot_vectors_ )
#parameters = {"SVM_C" : [ 0 . 0 0 1 , 0 . 1 , 10 , 100 , 10 e5 ] ,
"SVM_gamma" : [ 0 . 1 , 0 . 0 1 ] }

#gr id = GridSearchCV ( svm_clf , param_grid = parameters )

#%%Matriz de con fu s i on

from sk l e a rn . met r i c s import confus ion_matrix
conf_matrix = confus ion_matrix (Y_test , svm_pred )
p r i n t ( ’ Confusion Matrix : \ n ’ , conf_matrix )

p l t . f i g u r e ( )
plot_confus ion_matrix ( conf_matrix , c l a s s e s =[ ’ Healthy ’ , ’ Anomaly ’ ] ,
normal ize=True , t i t l e =’Rebo i l e r ARAUCO, SVM’ )
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9.4. Código Modelo MLP

import numpy as np
import matp lo t l i b . pyplot as p l t
import pandas as pd

import keras
from keras . models import Sequent i a l
from keras . l a y e r s import Dense
from keras . l a y e r s import LSTM
from keras . l a y e r s import Dropout
from keras . l a y e r s import F lat ten
from keras . u t i l s import np_ut i l s
from keras . l a y e r s import SimpleRNN
from keras . l a y e r s import Conv2D
from keras . l a y e r s import MaxPooling2D
from keras . l a y e r s import TimeDistr ibuted
from keras import op t im i z e r s

datase t = np . load ( ’ C l a s i f i c a c i o n . npz ’ )

X_train = datase t [ ’ x_train ’ ]
X_test = datase t [ ’ x_test ’ ]
y_train = datase t [ ’ y_train ’ ]
y_test = datase t [ ’ y_test ’ ]

#MLP

model = Sequent i a l ( )

model . add (Dense ( un i t s = 20000 , a c t i v a t i o n = ’ re lu ’ , input_dim = 14))
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 2000 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 1000 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 500 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )
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model . add (Dense ( un i t s = 250 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 125 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 75 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 30 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 15 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Dense ( un i t s = 7 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

#capa s a l i d a
model . add (Dense ( un i t s = 1 , a c t i v a t i o n = ’ sigmoid ’ ) )

model . compi le ( opt imize r = ’adam ’ , l o s s = ’ binary_crossentropy ’ ,
met r i c s = [ ’ accuracy ’ ] )
model_history = model . f i t ( X_train , y_train , batch_size = 785 ,
epochs = 200 , v a l i d a t i o n_ sp l i t = 0.3)# , s h u f f l e = True )

#%%###############################################
#### Pred ic i endo e l modelo y eva luandolo #########
##################################################

y_pred = model . p r ed i c t_c l a s s e s ( X_test )

#%%Evaluando e l modelo

t e s t_ lo s s , test_accuracy = model . eva luate (X_test , y_test ,
batch_size = 785)

#%%Def in iendo matr iz de con fus i on
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import i t e r t o o l s
de f plot_confus ion_matrix (cm, c l a s s e s ,

normal ize=False ,
t i t l e =’Confusion matrix ’ ,
cmap=p l t . cm . Blues ) :

" " "
This func t i on p r i n t s and p l o t s the con fus i on matrix .
Normal izat ion can be app l i ed by s e t t i n g ‘ normal ize=True ‘ .
" " "
i f normal ize :

cm = cm. astype ( ’ f l o a t ’ ) / cm. sum( ax i s =1) [ : , np . newaxis ]
p r i n t ( " Normalized con fus i on matrix " )

e l s e :
p r i n t ( ’ Confusion matrix , without normal i zat ion ’ )

p r i n t (cm)

p l t . imshow (cm, i n t e r p o l a t i o n =’ nearest ’ , cmap=cmap)
p l t . t i t l e ( t i t l e )
p l t . c o l o rba r ( )
tick_marks = np . arange ( l en ( c l a s s e s ) )
p l t . x t i c k s ( tick_marks , c l a s s e s , r o t a t i on =45)
p l t . y t i c k s ( tick_marks , c l a s s e s )

fmt = ’ . 2 f ’ i f normal ize e l s e ’d ’
thre sh = cm.max( ) / 2 .
f o r i , j in i t e r t o o l s . product ( range (cm. shape [ 0 ] ) ,
range (cm. shape [ 1 ] ) ) :

p l t . t ex t ( j , i , format (cm[ i , j ] , fmt ) ,
ho r i zon ta l a l i gnment=" cente r " ,
c o l o r="white " i f cm [ i , j ] > thresh e l s e " b lack " )

p l t . y l ab e l ( ’ True l abe l ’ )
p l t . x l ab e l ( ’ Pred ic ted l abe l ’ )
p l t . t ight_layout ( )

#%%Matriz de c o n f u s i n

from sk l e a rn . met r i c s import confus ion_matrix
conf_matrix = confus ion_matrix ( y_test , y_pred )
p r i n t ( ’ Confusion Matrix : \ n ’ , conf_matrix )

p l t . f i g u r e ( )
plot_confus ion_matrix ( conf_matrix , c l a s s e s =[ ’ Healthy ’ , ’ Anomaly ’ ] ,
normal ize=True ,

t i t l e =’Rebo i l e r ARAUCO’ )
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#%% G r f i c o de perdida t r a i n i n g y va l i d a t i o n s e t en
f u n c i n de l a s epoch

p l t . p l o t ( model_history . h i s t o r y [ ’ l o s s ’ ] )
p l t . p l o t ( model_history . h i s t o r y [ ’ va l_loss ’ ] )
p l t . t i t l e ( ’MLP model l o s s ’ )
p l t . y l ab e l ( ’ Loss ’ )
p l t . x l ab e l ( ’ Epoch ’ )
p l t . l egend ( [ ’ t ra in ’ , ’ va l i da t i on ’ ] , l o c =’upper r ight ’ )
p l t . show ( )

#%%Graf i co 4 cosas

p l t . s t y l e . use ( " ggp lo t " )
p l t . f i g u r e ( )
N = 200
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " l o s s " ] ,
l a b e l =" t r a i n_ l o s s " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " va l_ lo s s " ] ,
l a b e l =" va l_ lo s s " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " acc " ] ,
l a b e l =" tra in_acc " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " val_acc " ] ,
l a b e l ="val_acc " )
p l t . t i t l e ( " Train ing Loss and Accuracy " )
p l t . x l ab e l ( " Epoch #")
p l t . y l ab e l ( " Loss /Accuracy " )
p l t . l egend ( l o c=" lower l e f t " )
p l t . show ( )

9.5. Código Modelo CNN

import numpy as np
import matp lo t l i b . pyplot as p l t
import pandas as pd

import keras
from keras . models import Sequent i a l
from keras . l a y e r s import Dense
from keras . l a y e r s import LSTM
from keras . l a y e r s import Dropout
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from keras . l a y e r s import F lat ten
from keras . u t i l s import np_ut i l s
from keras . l a y e r s import SimpleRNN
from keras . l a y e r s import Conv2D
from keras . l a y e r s import MaxPooling2D
from keras . l a y e r s import TimeDistr ibuted
from keras import op t im i z e r s

datase t = np . load ( ’ C l a s i f i c a c i o n . npz ’ )
X_train_pre_img = datase t [ ’ x_train ’ ]
X_test_pre_img = datase t [ ’ x_test ’ ]
X_train = np . reshape (X_train_pre_img , [ −1 , 1 , 14 , 1 ] )
#Se cambia e l t ama o de l a ’ imagen ’ que queremos ( e l 1 de l f i n a l ) .
X_test = np . reshape (X_test_pre_img , [ −1 , 1 , 14 , 1 ] )
y_train = datase t [ ’ y_train ’ ]
y_test = datase t [ ’ y_test ’ ]

#%%CNN

model = Sequent i a l ( )

# capa entrada + primera capa
model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , input_shape = (1 , 14 , 1 ) , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(5 ,5)))
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
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#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) ) ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add (Conv2D( f i l t e r s = 256 , k e rne l_s i z e = (1 , 7 ) , a c t i v a t i o n =
’ re lu ’ , padding = ’ same ’ ) )
#model . add (MaxPooling2D ( poo l_s i ze =(1 , 2 ) ) )
model . add (Dropout ( ra t e = 0 . 2 ) )

model . add ( Flat ten ( ) ) #se usa s i l a ult ima capa usamos
return_sequences = True , se omite con f a l s e
( se pone como comentario )

# MLP post f l a t t e n
model . add (Dense ( un i t s = 500 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dense ( un i t s = 250 , a c t i v a t i o n = ’ re lu ’ ) )
model . add (Dense ( un i t s = 175 , a c t i v a t i o n = ’ re lu ’ ) )
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# capa s a l i d a
#adam = opt im i z e r s .Adam( l r = 0 .00001 , beta_1 = 0 . 9 , beta_2 =
0 .999 , e p s i l o n = None , decay = 0 . 0 , amsgrad = False )
#sgd = opt im i z e r s .SGD( l r = 0.000000000001 , decay = 1e−6, momentum
= 1 . 9 )
model . add (Dense ( un i t s = 1 , a c t i v a t i o n = ’ sigmoid ’ ) )

model . compi le ( opt imize r = ’adam ’ , l o s s = ’ binary_crossentropy ’ ,
met r i c s = [ ’ accuracy ’ ] )

model_history = model . f i t ( X_train , y_train , batch_size = 785 ,
epochs = 200 , v a l i d a t i o n_ sp l i t = 0.3)# , s h u f f l e = True )

#%%###############################################
#### Pred ic i endo e l modelo y eva luandolo #########
##################################################

y_pred = model . p r ed i c t_c l a s s e s ( X_test )

#%%Evaluando e l modelo

t e s t_ lo s s , test_accuracy = model . eva luate (X_test , y_test ,
batch_size = 785)

#%%Def in iendo matr iz de con fus i on
import i t e r t o o l s
de f plot_confus ion_matrix (cm, c l a s s e s ,

normal ize=False ,
t i t l e =’Confusion matrix ’ ,
cmap=p l t . cm . Blues ) :

" " "
This func t i on p r i n t s and p l o t s the con fus i on matrix .
Normal izat ion can be app l i ed by s e t t i n g ‘ normal ize=True ‘ .
" " "
i f normal ize :

cm = cm. astype ( ’ f l o a t ’ ) / cm. sum( ax i s =1) [ : , np . newaxis ]
p r i n t ( " Normalized con fus i on matrix " )

e l s e :
p r i n t ( ’ Confusion matrix , without normal i zat ion ’ )

p r i n t (cm)
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p l t . imshow (cm, i n t e r p o l a t i o n =’ nearest ’ , cmap=cmap)
p l t . t i t l e ( t i t l e )
p l t . c o l o rba r ( )
tick_marks = np . arange ( l en ( c l a s s e s ) )
p l t . x t i c k s ( tick_marks , c l a s s e s , r o t a t i on =45)
p l t . y t i c k s ( tick_marks , c l a s s e s )

fmt = ’ . 2 f ’ i f normal ize e l s e ’d ’
thre sh = cm.max( ) / 2 .
f o r i , j in i t e r t o o l s . product ( range (cm. shape [ 0 ] ) ,
range (cm. shape [ 1 ] ) ) :

p l t . t ex t ( j , i , format (cm[ i , j ] , fmt ) ,
ho r i zon ta l a l i gnment=" cente r " ,
c o l o r="white " i f cm [ i , j ] > thresh e l s e " b lack " )

p l t . y l ab e l ( ’ True l abe l ’ )
p l t . x l ab e l ( ’ Pred ic ted l abe l ’ )
p l t . t ight_layout ( )

#%%Matriz de con fu s i on

from sk l e a rn . met r i c s import confus ion_matrix
conf_matrix = confus ion_matrix ( y_test , y_pred )
p r i n t ( ’ Confusion Matrix : \ n ’ , conf_matrix )

p l t . f i g u r e ( )
plot_confus ion_matrix ( conf_matrix , c l a s s e s =[ ’ Healthy ’ , ’ Anomaly ’ ] ,
normal ize=True , t i t l e =’Rebo i l e r ARAUCO’ )

#%%Graf i co de perdida t r a i n i n g y va l i d a t i o n s e t en func ion de l a s epoch

p l t . p l o t ( model_history . h i s t o r y [ ’ l o s s ’ ] )
p l t . p l o t ( model_history . h i s t o r y [ ’ va l_loss ’ ] )
p l t . t i t l e ( ’CNN model l o s s ’ )
p l t . y l ab e l ( ’ Loss ’ )
p l t . x l ab e l ( ’ Epoch ’ )
p l t . l egend ( [ ’ t ra in ’ , ’ va l i da t i on ’ ] , l o c =’upper r ight ’ )
p l t . show ( )

#%%Graf i co accuracy
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p l t . p l o t ( model_history . h i s t o r y [ ’ accuracy ’ ] )

p l t . p l o t ( model_history . h i s t o r y [ ’ val_accuracy ’ ] )
p l t . t i t l e ( ’CNN model accuracy ’ )
p l t . y l ab e l ( ’ Loss ’ )
p l t . x l ab e l ( ’ Epoch ’ )
p l t . l egend ( [ ’ t ra in ’ , ’ va l i da t i on ’ ] , l o c =’ lower r ight ’ )
p l t . show ( )

#%%Graf i co 4 cosas

p l t . s t y l e . use ( " ggp lo t " )
p l t . f i g u r e ( )
N = 200
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " l o s s " ] , l a b e l =" t r a i n_ l o s s " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " va l_ lo s s " ] , l a b e l ="va l_ lo s s " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " acc " ] , l a b e l =" tra in_acc " )
p l t . p l o t (np . arange (0 , N) , model_history . h i s t o r y [ " val_acc " ] , l a b e l ="val_acc " )
p l t . t i t l e ( " Train ing Loss and Accuracy " )
p l t . x l ab e l ( " Epoch #")
p l t . y l ab e l ( " Loss /Accuracy " )
p l t . l egend ( l o c=" lower l e f t " )
p l t . show ( )

#p l t . s a v e f i g ( args [ " p l o t " ] )
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9.6. Pantalla de operación sistema bombeo

Figura 9.1: Pantalla operación [19]

79


	Introducción
	Antecedentes básicos generales
	Motivación
	Objetivos
	Objetivo general
	Objetivos específicos

	Alcances

	Antecendetes
	Conceptos generales
	Overfitting (sobre ajuste)
	Underfitting (sub ajuste)
	Validación cruzada
	Matriz de confusión
	Accuracy
	Batch size y epoch

	Redes neuronales
	MLP (Multi-Layer Perceptron)
	CNN (Convolutional Neural Network)

	SVM (Support Vector Machine)

	Metodología
	Recursos
	No pecuniarios


	Desarrollo
	Datos sin procesar
	Procesamiento de datos
	Etiquetado de los datos
	Experimentos
	Experimento 1: Red MLP
	Experimento 2: Red CNN
	Experimento 3: SVM


	Resultados
	Experimento 1: Red MLP
	100 épocas
	200 épocas

	Red CNN
	100 épocas
	200 épocas

	SVM
	Tiempos de procesamiento
	Resumen de resultados

	Análisis de resultados
	Conclusiones
	Bibliografía
	Anexos
	Parámetros y rangos de operación del reboiler
	Código pre-procesamiento de datos
	Código SVM
	Código Modelo MLP
	Código Modelo CNN
	Pantalla de operación sistema bombeo


