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ALGORITMOS DE APRENDIZAJE DE MAQUINAS PARA LA PREDICCION DE
BAND GAPS EN PANELES TIPO SANDWICH

Los band gaps corresponden a rangos de frecuencia para los cuales un material celular
bloquea la propagacion de ondas mecanicas, esta propiedad también puede ser exhibida
por paneles tipo sandwich y sus caracteristicas: la frecuencia media y ancho de banda,
son dependientes de la arquitectura del nucleo.

El desarrollo que han tenido las técnicas de manufactura aditiva, que permiten fabricar
estructuras cada vez mas intrincadas, sumado a la capacidad de variar las caracteristicas
de una propiedad, en materiales celulares, alterando su estructura, llevan a la necesidad
de desarrollar métodos eficientes para la optimizacion de propiedades en los materiales.

Se propone evaluar el desempefio que tienen ciertos modelos de aprendizaje de
maquinas al predecir las caracteristicas de band gaps en paneles tipo sandwich, a partir
de los parametros que definen la arquitectura del nucleo. Esto, debido a que esto modelos
podrian reemplazar al método en métodos finitos en el proceso de optimizacion
topoldgica. Reduciendo asi los costos computacionales.

Se plantean dos enfoques para entrenar los modelos de aprendizajes de maquinas. Cada
uno de estos es probado con los datos de tres estructuras diferentes de nucleos de
paneles. Y se emplea el método de busqueda de grilla para optimizar los pardmetros de
cada modelo.

Con todos los modelos se logra obtener buenas predicciones de frecuencia media y
ancho de band gaps negativos. Pero ninguno logra predecir correctamente los valores de
gaps positivos.

Luego de analizar los resultados, no es posible concluir gue sea posible emplear técnicas
de aprendizaje de maquinas para la prediccion de band gaps en diferentes topologias de
paneles tipo sandwich. Debido a esto se proponen alternativas que podrian ayudar a
obtener mejores resultados en la prediccion de band gaps positivos.
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Capitulo 1

Introduccioén

Los paneles tipo sdndwich son estructuras que se conforman por dos laminas delgadas
separadas por un nucleo de estructura ligera. EI empleo de estos materiales se hizo
comun luego de que en la Segunda Guerra Mundial se utilizaran en aviones de combate.
Desde entonces, se ha intensificado su uso debido, principalmente, a la buena relacion
peso-resistencia que presentan, siendo la estructura tipo panal una de las mas utilizada

[1].

Se ha demostrado que las propiedades mecanicas que presenta un panel tipo sandwich
son altamente dependientes de la estructura de su nucleo [2], esto ha abierto un campo
de investigacion en torno al estudio de distintas topologias y propiedades de los paneles,
con el fin de conseguir materiales que se adapten mejor a determinadas aplicaciones.

Entre las distintas propiedades que pueden presentar los materiales celulares, los que
incluyen al tipo de estructura ya mencionada, esta la exhibicion de band gaps, que
corresponden a rangos de frecuencias para los cuales el material impide la propagacion
de ondas mecanicas. Esta propiedad puede ser aprovechada para el desarrollo de
bloqueadores Yy filtros acusticos, concentradores de onda, etc.

Los avances que se han alcanzado en los ultimos afios en técnicas de manufactura
aditiva permiten una gran flexibilidad sobre la geometria que se quiera dar al nacleo de
un panel tipo sandwich, y no es errado anticipar que en un futuro préximo habra pocas
limitaciones, en términos de topologia o arquitectura, para las estructuras que deseen
fabricarse. Esto lleva a la necesidad de desarrollar métodos eficientes para el disefio y
optimizaciéon de arquitecturas de modo que tenga un buen desempefio para una
aplicaciéon determinada.

Uno de los métodos que se ha empleado para la optimizacion de band gaps es la
optimizacién topolégica. Y, si bien este método ha demostrado ser efectivo en la
optimizacion sobre diferentes topologias, se ve limitado al momento de evaluar



arquitecturas con mayores grados de libertad, debido en parte al gran costo
computacional que conllevan los calculos del método de elementos finitos. Este es un
inconveniente debido a que el dominio de disefio para los materiales celulares puede
tener muchos grados de libertad: materiales constituyentes, tipo de topologia, tamafio de
celda, grados de simetria, etc.

Una alternativa que permite reducir el costo computacional en la optimizacién topolégica
es el empleo de modelos subrogados, los cuales introducen una representacion del
modelo original, pero de menor dimensionalidad. Se ha demostrado que, utilizando
modelos subrogados, es posible alcanzar resultados similares a los logrados con el
método de optimizacion topoldgica tradicional, pero en un menor tiempo [3].

Los algoritmos de aprendizaje de maquina son una opcion para estudiar como posibles
modelos subrogados, debido a que permiten trabajar con problemas de regresién no
lineales. Para evaluar el desempefio de estos algoritmos como modelos subrogados, es
necesario primero determinar si pueden aproximarse a los modelos de elementos finitos,
entregando valores de salida similares a partir de los mismos datos de entrada.

Esta memoria propone el estudio de modelos regresivos de aprendizaje de maquinas
para la prediccion de frecuencia media y ancho de banda en paneles tipo sandwich, a
partir de los parametros que definen la arquitectura de su nudcleo.

1.1. Objetivos
1.1.1. Objetivo general

Evaluar el desempefio de diferentes algoritmos de aprendizaje de maquinas, en la
prediccién de la frecuencia media y ancho de band gap de distintas topologias de paneles
tipo sandwich, a partir de los parametros que definen la arquitectura de su celda unitaria.

1.1.2. Objetivos especificos

e Desarrollar métodos que permitan manipular e inspeccionar los datos y visualizar
resultados de manera agil.

¢ Implementar y entrenar, de manera iterativa, diferentes modelos de aprendizaje
de maquinas para la obtencion de las propiedades del band gaps, ajustando los
hiperparametros buscando obtener los mejores resultados de prediccidon posible.

e Generar predicciones con cada modelo, evaluar los resultados y comparar el
desemperio de cada uno.

1.2. Alcances

En este trabajo se estudia la factibilidad de emplear modelos de aprendizaje de maquinas
para la prediccion de band gaps. Para lo cual se prueban distintos algoritmos ajustandolos
de manera iterativa, con el fin de obtener los mejores resultados posibles en términos de
precision en la prediccion.



Sin embargo, no se cuenta con una métrica que determine el nivel necesario de precision
para establecer que el modelo es suficientemente bueno para el fin esperado. Es a partir
de los resultados obtenidos al final de los experimentos, que se desarrolla un andlisis
para determinar si es satisfactoria la precision alcanzada por los modelos.

Por otro lado, para comenzar el trabajo, se cuenta con los datos para entrenar y evaluar
los modelos de aprendizaje de maquinas los cuales fueron generados, previamente,
utilizando modelos en elementos finitos desarrollados en un trabajo anterior.

La generacion de estos datos por medio de los modelos en elementos finitos se encuentra
fuera de los alcances de esta memoria.



Capitulo 2

Antecedentes

Para contextualizar el estudio que se lleva a cabo, es necesario presentar los aspectos
tedricos y antecedentes en los que se sustenta este estudio.

La presente seccidn se divide en dos partes: en la primera se aborda lo relativo al objeto
en estudio, es decir, los materiales celulares, paneles tipo sandwich y band gaps; y, en
la segunda, se habla sobre el aprendizaje de maquinas y los algoritmos que se utilizan
para el desarrollo experimental.

2.1. Materiales celulares

Un material celular puede definirse como aquel que se constituye por celdas unitarias que
se unen a través de sus bordes y caras rellenando el espacio [4]. Se pueden enumerar
varios ejemplos de materiales celulares: los huesos y corcho, son ejemplos que pueden
encontrase en la naturaleza; mientras que las espumas y las estructuras tipo panal, son
ejemplos de materiales celulares fabricados por el Ser Humano. En la Figura 2-1 se
muestran la estructura de dichos materiales.

(d)

Figura 2-1 Ejemplos de materiales celulares: (a) corcho, (b) hueso trabecular, (c) espuma
y (d) estructura tipo panal. Modificado de [2].



La primera caracteristica que destaca en un material celular es la baja densidad que
posee en relacion con la densidad de su(s) material(es) constituyentes, esto hace que
sean atractivos para aplicaciones donde sea importante minimizar el peso.

También, dada la variedad de materiales y estructuras que se pueden lograr, hay una
amplia gama de aplicaciones que pueden darse a los materiales celulares tales como
estructurales, absorcion de energia y como aislantes térmicos, acusticos y eléctrico [2].

Las propiedades que presenta un material celular son dependientes de la estructura que
éste posee y se ha demostrado que es posible emplear técnicas para seleccionar la
arquitectura y materiales constituyentes que maximizan las propiedades objetivo [5].

Los avances que se han logrado en los ultimos afios en técnicas de manufactura aditiva
permiten fabricar estructuras cada vez mas intrincadas, esto ha fortalecido el concepto
de materiales celulares disefiados (Architected Cellular Materials) [6]. Esta idea consiste
en disefar la estructura de un material celular de modo tal que se ajuste a los
requerimientos de una aplicacion determinada.

2.1.1. Paneles tipo sandwich

Una estructura conformada por dos laminas delgadas y resistentes, separadas por un
nacleo ligero se denomina panel tipo sandwich [4]. Usualmente, las laminas son del
mismo material y espesor y soportan la mayor parte de las cargas de flexion, dejando al
nacleo bajo la accion de esfuerzos de corte [2]. En la Figura 2-2 se presenta un ejemplo
de panel tipo sandwich.

Lamina

===

Nicleo en I

corte Lamina
Figura 2-2 Panel tipo sandwich bajo
carga [6].

Histéricamente, el empleo de paneles tipo sandwich se remonta al siglo XIX, pero fue
durante el siglo XX que se comenzo a potenciar el uso de este tipo de estructuras para
ser empleadas en aplicaciones aeroespaciales, nautica, estructuras en trenes, etc. [1].



Tipicamente, el nudcleo del panel es un material celular, siendo las estructuras mas
usadas hasta ahora: espuma o solido continuo, estructura tipo panal, estructura de barras
(truss-core) y web-core [1]. En la Figura 2-3 se presentan esquema de estas estructuras.

Figura 2-3 Tipos de estructuras mas comunes en nucleos de paneles tipo
sandwich: (a) espuma o sélido continuo, (b) estructura tipo panal, (c) estructura
de barras y (d) web-core.

Los paneles que se estudian en esta memoria son del tipo con ndcleo de estructura de
barras y, ademas, cumplen con la caracteristica de poseer una estructura periddica. Esto
altimo es relevante, ya que permite imponer condiciones de borde que representan
periodicidad infinita y también aprovechar las distintas simetrias en la celda unitaria, lo
gue reduce los costos computacionales al momento de realizar calculos de la estructura
a traves del método de elementos finitos.

Si bien a esta tesis no le concierne la obtencion de propiedades en estructuras a través
del método de elementos finitos, es necesario comprender la idea de la simetria de la
celda unitaria para entender la estructura de los datos con los que se trabaja.

En un material peridédico el dominio de disefio es discretizado por un mallado de
elementos finitos, donde cada pixel del mallado corresponde a una variable de disefio.
Dado un mallado de N x N en una celda cuadrada, el dominio de disefio puede definirse
a partir de una celda con simetria respecto al eje de 45° y los ejes X e Y, Figura 2-4 (a);
una celda con simetria respecto Unicamente a los ejes X e Y, Figura 2-4 (b); o una celda
asimétrica, Figura 2-4 (c).

e

y
1
I
|

(a) (b)

Figura 2-4 Ejemplos de condiciones de simetria: (a)
dominio de disefio con 1/8 de la celda unitaria, (b)
dominio de disefilo con 1/4 de la celda unitaria y (c)
dominio de disefio con la celda completa [9].




2.1.2. Band Gaps

Al exponer un material a una onda mecanica, lo normal es que esta se propague a través
del material. Sin embargo, existen ciertos tipos de materiales que presentan un
comportamiento atipico frente a las ondas mecanicas de ciertas frecuencias: bloquean
totalmente su propagacion. Los materiales que exhiben esta propiedad se denominan
fononicos.

El fondn representa un quantum de energia elastica vibracional y gobierna varias
propiedades fisicas en materiales solidos, tales como la conductividad térmica y
propagacion de sonido. Se denomina band gap al rango de frecuencias para el cual la
onda mecanica no puede propagarse a travées del material [7].

Para obtener el band gap generado por una estructura, es necesario conocer el diagrama
de bandas que éste genera. Un ejemplo de diagrama de bandas se presenta en la Figura
2-5.

M

Frecuencia (Q)

0.8 - , , 7 .

0.4 - g 4

0.0

r X M B
Direccion del vector de ondas

Figura 2-5 Diagrama de bandas [23].

En el diagrama se puede observar una zona no interceptada por ni una de las bandas,
esta corresponde al band gap. I, X y M definen el perimetro de la representacion en el
espacio reciproco de la zona reducida de la celda unitaria, denominado también como la
Zona Irreducible de Brillouin (ZI1B) [8].



Al igual que otras propiedades, el band gap es dependiente de las caracteristicas del
material. En la Figura 2-6 se presenta el diagrama de banda de dos materiales diferentes:
un material monofasico (a) y un material bifasico (b). En esta figura se puede notar que
el diagrama de bandas del material bifasico presenta un band gap en torno a los 60 kHz.
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Figura 2-6 lzquierda, celda unitaria; medio, arreglo 3 x 3 de celdas; derecha
diagrama de bandas de (a) Material monofasico, (b) Material bifasico [23].

Entre las aplicaciones que pueden tener las estructuras que exhiben band gaps, se
encuentran guia-ondas de frecuencia selectiva, filtros y bloqueadores acusticos, y
concentradores de onda. Lo importante de destacar es que, independiente de la
aplicacion para la que se quieran emplear, es fundamental, para su éxito, lograr que el
ancho de banda sea lo mas grande posible. Es de ahi que surge la necesidad de
desarrollar técnicas para maximizar band gaps que puedan superar las dificultades
asociadas al alto costo computacional debido a la resolucion de calculos por medio de
método de elementos finitos [9].

2.2. Aprendizaje de maquinas

El aprendizaje de maquinas (ML, por sus siglas en inglés) es un area de estudio dentro
del campo de la inteligencia artificial que se caracteriza por la capacidad de ciertos
sistemas de aprender la solucion a problemas de manera automatica, sin necesidad de
gue una persona programe la secuencia de instrucciones para llegar a dicha solucion.

Las técnicas de ML son aplicables en problemas donde se desconocen los pasos
necesarios para convertir los valores de entrada en los valores de salida esperados, pero
se tiene un volumen de datos suficientes para entrenar un algoritmo capaz de detectar
patrones en dicha informacién. Entre los campos de aplicacién del aprendizaje de



magquinas se pueden mencionar la clasificacion de imagenes, reconocimiento de voz,
deteccion de fraudes, etc. [10].

A grandes rasgos, los problemas de aprendizaje de maquinas pueden categorizarse en
problemas de clasificacion y de regresion; mientras que, entre los métodos de
aprendizaje que pueden emplearse, se encuentran el aprendizaje supervisado,
aprendizaje no supervisado y aprendizaje reforzado.

El enfoque de esta memoria se encuentra en un problema de regresion: a partir de un
conjunto de atributos que caracterizan a la celda unitaria de un panel tipo sandwich, se
espera obtener valores reales positivos, asociados a frecuencias en el diagrama de
bandas.

Mientras que el método de aprendizaje que se utiliza es el entrenamiento supervisado.
Esto quiere decir que se emplean conjuntos de datos de entrenamiento con los cuales,
los distintos modelos implementados, se ajustan para mapear el camino desde el
conjunto de entrada X al conjunto de salida Y.

Existen diferentes algoritmos para la implementacién del aprendizaje de maquina, cada
uno tiene diferentes hiperparametros que son seleccionados buscando que el modelo se
ajuste de la mejor manera posible a las caracteristicas del problema.

Para el desarrollo de este estudio, se seleccionan dos algoritmos: K-Vecinos mas
Cercanos y Redes Neuronales Atrtificiales.

2.2.1. K-Vecinos mas Cercanos

El algoritmo de los K-Vecinos mas cercanos (KNN, por sus siglas en inglés), es un método
de aprendizaje muy sencillo. En éste se supone que, si se tiene conjunto de objetos
independientes, idénticamente distribuidos, para una distribucion y categorias dadas; es
probable que dos objetos cercanos posean la misma categoria o etiqueta [11].

Cuando se emplea este algoritmo, se almacena la informacion de los datos de
entrenamientos y sus etiquetas. Luego, al ingresar un nuevo dato sin etiqueta, el
algoritmo busca los k puntos mas cercanos y genera la etiqueta respectiva a partir de una
interpolacion.

Los parametros para escoger al momento de implementar este algoritmo son la cantidad
de vecinos a considerar, la métrica de distancia y el peso que cada vecino tiene asociado
al momento de ponderar los valores de cada uno.

Usualmente, la métrica de distancia que se emplea es la de Minkowski y se pueden
evaluar distintos valores de potencia (p).

Por altimo, la interpolacion puede ser configurada para que cada vecino aporte de igual
manera al promedio o que haya un peso asociado inverso a la distancia del vecino con
el punto que se esta evaluando.



2.2.2. Redes Neuronales Artificiales

Las redes neuronales artificiales (ANN o NN, por sus siglas en inglés) son modelos
bioinspirados cuyo estudio inici6 en la década de los cuarenta con una publicacion de
Warren McCulloch y Walter Pitts titulada “A logical calculus of the ideas immanent in
nervous activity” [12].

Son diversas las arquitecturas de redes neuronales que se conocen hoy en dia, cada una
se adapta de mejor forma a determinados tipos de datos y/o complejidades de problemas.
Sin embargo, el principio subyacente en todos los tipos de arquitecturas es formar un
modelo no lineal complejo, a partir de la interconexion densa de elementos
computacionales sencillos [13].

El perceptron multicapa es el ejemplo mas sencillo de NN, esta arquitectura se compone
de una capa de entrada, una cantidad arbitraria de capas ocultas y una capa de salida.
La unidad basica de esta arquitectura es la neurona o nodo, la cual suma las N entradas
multiplicadas por los pesos asociados a cada una. Luego, el resultado de esta suma
ponderada se entrega a una funcion no lineal. En la Figura 2-7 se muestra una
representacion de una neurona del perceptron multicapa.

Entradas Pesos

I

Funcién de
activacion

> ("f) » Activacion

Funcidon de
transferencia

Figura 2-7 Neurona del perceptron multicapa.
Modificado de [14].

En esta arquitectura cada capa posee una cantidad determinada de neuronas, todas
estas se encuentran conectadas a las neuronas de la capa siguiente, de modo que los
valores de entrada de un nodo corresponden a los valores de activacion de los nodos de
la capa anterior, a excepcion de la capa de entrada.

El entrenamiento de las redes neuronales consiste en ajustar los valores de los pesos
sinapticos de cada neurona, para esto se llevan a cabo dos etapas iterativas: Forward
Propagation y Back Propagation.

Durante el Forward Propagation, se entrega un valor de entrada a la red y se evalla su
salida, a partir de esto se calcula el error de la evaluacion respecto a un valor esperado.
Luego, con Back Propagation, se distribuye la contribucion del error por cada uno de los
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pesos y estos se actualizan de modo que se reduzca el valor de evaluacién en la proxima
iteracion [14].

Los parametros que definen la arquitectura de una red neuronal son la cantidad de capas,
el nimero de nodos por capas, y las funciones de activacion. Por otro lado, los
hiperparametros son valores que definen el modo en que se entrena la red, entre estos
se encuentran la tasa de aprendizaje, el método de optimizacion y la funcién de pérdida.

En el caso de un problema de regresion, para garantizar que el valor obtenido en la
prediccidn sea positivo, puede utilizarse la funcion de activacion ReLU en la capa de
salida. Y usualmente, la funcién de pérdida empleada para el entrenamiento es el error
cuadratico medio o el error absoluto medio [15].

2.2.3. Estandarizacion de datos

Es comun que los datos con los que se entrenan los modelos de aprendizaje de maquinas
posean distribuciones y ordenes de magnitud diferentes entre las diferentes variables. Un
ejemplo sencillo de esto es el caso de un modelo que prediga el precio de una casa a
partir de los metros cuadrados del terreno y cantidad de bafios.

Se puede anticipar que la variable “metros cuadrados” tenga valores que van de las
decenas a los miles de metros cuadrados, distribuidos de una manera mas o menos
uniforme. Mientras que la segunda variable podria tener la mayor cantidad de datos
concentrados en 1 y 2, y a medida que crece este valor, disminuye la cantidad de
muestras que las presentan.

Eso puede generar problemas en el entramiento debido a la posibilidad de que los
algoritmos tiendan a reconocer mejor a las variables con mayores 6rdenes de magnitud,
y también puede haber distribuciones mas faciles de aprender que otras.

La estandarizacion es una practica comun de preprocesamiento que tiene por objetivo
hacer que todas las variables de los datos se distribuyan segun una normal estandar. De
esta forma disminuye el efecto causado por la disimilitud entre las diferentes variables.

Los valores estandarizados se obtienen a partir de la siguiente ecuacion:

2-1

Donde u es la media y o la desviacion estandar de las variables de entrenamiento [16].

2.2.4. Ajustes de hiperparametros

Como ya se ha mencionado los hiperpardmetros son valores que se entregan al modelo
como argumento. Y estos no se ajustan de manera automatica por lo que parte del
proceso de implementar modelos de aprendizaje de maquinas, es buscar las
combinaciones de hiperparametros que generan los mejores resultados posibles.
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Debido a que realizar esta tarea de manera manual puede resultar tedioso y aun asi no
alcanzar los mejores resultados, es comun implementar busquedas automaticas de las
combinaciones de hiperparametros.

Existen dos aproximaciones para realizar esto: La busqueda exhaustiva, o de grilla, y la
busqueda aleatoria. En la primera se prueban todas las combinaciones posibles dentro
de un espacio de busqueda predefinido. Mientras que la segunda toma una cantidad de
combinaciones generadas automaticamente dentro de dicho espacio [17].

2.2.5. Métricas de evaluacion

Para evaluar el desempefio que tiene un modelo de aprendizaje de maquinas al predecir
valores, es necesario contar con métricas que indiquen la cercania de los valores
predichos con los valores reales.

Entre las métricas usadas para los modelos de regresion, son dos las que se toman en
esta memoria: el coeficiente de determinacién, R?, y el error absoluto medio, MAE, por
sus siglas en inglés. Que se definen con las siguientes ecuaciones.

I (i —9)°
R¥(y,9)=1-""——= 2-2
z'ln=1(:yl - y)z
1 n-1
MAE(,9) = —— > yi -5 23
samples

i=0

y e ¥y corresponden a los arreglos que contienen los valores reales y predichos,
respectivamente; y; se refiere al valor real asociado a la i-ésima muestra (etiqueta)
mientras que y; es la prediccion para la misma. Finalmente, n es la cantidad de muestras
empleadas para la evaluacion del modelo [18].
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Capitulo 3

Aproximacion al problema

En este capitulo se describen aspectos necesarios para comprender el problema que se
busca resolver. Se comienza describiendo las estructuras estudiadas y se dan las
caracteristicas de los datos empleados. Luego, se explica el método para calcular los
band gaps a partir de la informacién del diagrama de bandas.

3.1. Estructuras utilizadas

Los diferentes modelos de aprendizaje de maquinas son entrenados y evaluados
utilizando los datos de tres estructuras de paneles tipo sandwich, obtenidos a partir los
modelos en elementos finitos desarrollados por V. Galvez [19].

Las tres estructuras estudiadas en la memoria de Galvez poseen ndcleo de barray fueron
modeladas utilizando elementos tipo shell para las placas y elementos tipo beam, de dos
nodos, para las barras.

Las diferentes topologias fueron disefiadas definiendo una celda unitaria cuadrada para
el panel tipo sandwich, la cual se subdividié6 en celdas basicas. Y luego, imponiendo
condiciones de simetria en la celda unitaria, se determind la Zona Irreducible de Brillouin.

Se modelaron las topologias base para cada estructura considerando celdas unitarias
con elementos de barra de area transversal, altura y material definidas, y estableciendo
factores de disefio que modificaran el valor del radio de cada elemento de barra en la ZIB
y el largo de la celda unitaria. De este modo, se tiene que los valores de entrada de los
modelos en elementos finitos corresponden a los factores que modifican la geometria de
la celda unitaria.
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Las estructuras utilizadas en esta memoria se denominan piramide de base cuadrada,
kagome de base cuadrada y piramide central. En adelante llamadas estructura 1,
estructura 2 y estructura 3, respectivamente. En la Figura 3-1, Figura 3-2 y Figura 3-3 se
muestran los esquemas de la celda unitaria y ZIB de cada una; los colores que se
muestran en los esquemas de la ZIB indican el didmetro que posee cada elemento, los
cuales son modificados por medio de los factores de radio.

(b)

Figura 3-1 (a) esquema de la estructura 1 y (b) simetrias y ZIB
de la misma.

AVANVANV

VAN

(@) (b)

Figura 3-2 (a) esquema de la estructura 2 y (b) simetrias y ZIB de la
misma.
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(@) (b)

Figura 3-3 (a) esquema de la estructura 3 y (b) simetrias y ZIB de
la misma.

En estas figuras se puede notar que las tres estructuras poseen seis factores que
modifican los radios de los elementos de barra, por lo que, en total, considerando el factor
que modifica el largo de la celda unitaria, se tienen siete factores que determinan la
geometria de cada estructura de panel tipo sandwich.

El resultado que se obtiene con cada modelo en elementos finitos, ingresando diferentes
combinaciones de los siete factores, corresponde a las primeras bandas del diagrama de
bandas de la estructura.

3.1.1. Caracterizacion de los datos

Como ya se ha mencionado, para cada una de las estructuras se cuenta con un par de
conjuntos de datos correspondiente a los datos de entrada y salida del modelo. En
adelante, a estos conjuntos se les denomina X e Y, respectivamente.

X es un arreglo bidimensional de ngumpes filas Y ngeriputes COlumnas. Este conjunto de

datos se genero utilizando el método de muestreo de hipercubo latino, tomando puntos
dentro de espacio definido en el disefio de los modelos en elementos finitos. En el caso
de la estructura 1, el conjunto X posee valores reales entre 0,2 y 5, mientras que en la
estructura 2 y 3 los valores estan entre 0 y 1. Estos valores corresponden a los factores
gue modifican la geometria de las estructuras.

Por otro lado, ¥ es un arreglo tridimensional que posee ng,my.s arreglos bidimensionales,
cada uno de ellos con nygngs filas Y nfeqrures COluMNas. Este conjunto es generado

evaluando todos los puntos de X en los modelos en elementos finitos correspondientes a
cada estructura.
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Cada uno de los arreglos bidimensionales almacenados en Y corresponde al diagrama
de bandas generado por el punto en X correspondiente, por lo que los valores que se
hallan en dicho arreglo son valores reales no-negativos que representa frecuencias en
Hertz. npqnqs representa la cantidad de bandas que se toman del diagrama y nsegeyres €S

la cantidad de puntos con el que se discretiza el vector de ondas.

En la Figura 3-4 se puede ver un esquema representativo de los conjuntos de datos de
entrada y salida. Y en la Tabla 3-1 se entregan los valores que toman nsgmpies: Natrivutes:
Npanas Y Nreatures- € debe destacar que para los conjuntos de las tres estructuras
utilizadas en esta memoria se tienen los mismos valores.

(@) X
— — ' —
— X1 e X1
— X2 — X2
— X, — =
X Xn_atributes
n_samples ~— (N _
s )
— )
(b) ——  banday ——
——  banday ——

Y1

Y2

Y3 bandan_pandas

by

Yn_samples

——  bandgy —— =

bn_featur%
— o,

Figura 3-4 Estructura de los datos generados por modelos en elementos
finitos. (a) conjunto de entrada y (b) conjunto de salida.
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Tabla 3-1 Dimensiones de los conjuntos de entrada y salida.

Nsamples 20.000

Natributes 7
Npands 8

nf eatures 28

3.2. Calculo de band gap

El band gap generado por una estructura, puede calcularse a partir de los datos que se
tienen en el conjunto Y. Para explicar el algoritmo con el que se obtiene el band gap de
cada muestra, en la Figura 3-5 se presenta el diagrama de banda asociado a uno de los
puntos pertenecientes al conjunto de la estructura 3.

— i o s

r —- / ~ ~ —
T — s ., / T
e 5U .-\""'--.__‘{f '\-\.\_H-\-- "

el

R,

E 40

[af]

a 30 - —— banda 1
bt — banda 2
-

— handa 3
20 banda 4
— banda 5

banda G
10 4 — banda 7
— banda 8

D T T
r X M r
Direccion del vector de onda

Figura 3-5 Diagrama de bandas de muestra de la estructura 3.

Son dos supuestos los que se consideran para disefiar el algoritmo. El primero es que el
band gap puede encontrarse entre cualquier par de bandas sucesivas y el segundo es
que, como se puede notar en el diagrama presentado, las bandas se encuentran
ordenada de manera ascendente, es decir, Max(banda;) < Max(banda;,,).

Tomando dichos supuestos, sean banda; y banda;,, dos bandas sucesivas entre las que

hay un band gap, entonces, los valores de la frecuencia media y ancho de banda de dicho
band gap estan dados por:

Min(banda;,1) + Max(banda;)
freq = > 3-1

gap = Min(banda;,,) — Max(banda;) 3-2
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Puede suceder que una muestra presente mas de un band gap. En ese caso se considera
Gnicamente el band gap mas ancho.

A continuacion, se explica el seudocddigo con el que se calcula el band gap de cada
muestra. Para facilitar la compresion del procedimiento, se explica como calcular el band
gap de una sola muestra, sin embargo, esto puede realizarse de manera simultdnea para
todas las muestras, aprovechando la libreria NumPy. En la Figura 3-6 se presentan
esquemas que acompafan la explicacion del pseudocaodigo.

Algoritmo 1: Calculo de Band Gap.
Input: Arreglo de (npanas, Nreatures), PErteneciente a Y.
Output: Propiedades del band gap.

1. Obtener los valores minimos y maximos de cada banda.

2. Restar la frecuencia minima de la banda;,, con la méxima de la banda;!.

3. Seleccionar el maximo gap y guardar el valor i para ubicar la banda inferior.
4. Calcular la frecuencia media.

- — )
(a) (b) Mn(barda:)
Min(banda,) Max(banda,)
— — — —
Min(banda,) Max(banda,) gapi
Min(banda,) Max(banda,) . .
. . gapz
I pinMax = . : Gap = =
. . Min{bandag) Max(banda;) ga'py
Min(bandag) Max(bandag) — — — -/
L ) Ma 3g)

Figura 3-6 Diagramas célculo de band gaps (a) paso 1y (b) paso 2.

De acuerdo con el seudocédigo y lo mostrado en la Figura 3-6, el gap y frecuencia media
se obtienen con las siguientes ecuaciones:

gap = gap; = Max(Gap): gap; = threshold 3-3

Max(banda;) + Min(banda; )
f‘req = > 3-4

1 Se puede notar que la frecuencia minima de la primera banda y la frecuencia maxima de la Gltima banda
son descartadas. Esto debido a que dichos valores nunca influyen en el calculo de los band gaps.
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threshold es un valor entero positivo y arbitrario utilizado para descartar band gaps con
anchos de banda cercanos a cero. En el caso de que no se cumpla la condicion del
umbral, tanto la frecuencia media como el ancho de banda se vuelven cero.
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Capitulo 4

Metodologia

Todo el trabajo es desarrollado usando el lenguaje de programacion Python en su version
3.8.8 y el codigo es escrito utilizando Spyder 5.1.5.

Las principales librerias empleadas para el desarrollo de los experimentos son NumPy
1.21.2, para la manipulacion de los datos; scikit-learn 1.0.1, para la implementacion de
modelos de aprendizaje de maquinas, técnicas de preprocesamiento y meétricas de
evaluacion; y, por ultimo, Matplotlib para generar todos los gréficos y figuras necesarios
para la inspeccién de datos y visualizacion de resultados.

Como ya se menciond, para el desarrollo de los experimentos se cuenta con los tres
pares de conjuntos de datos, X e Y. En las proximas secciones se describen los
procedimientos llevados a cabo para lograr la implementacién de los diferentes modelos
de aprendizaje de maquinas, la obtencion de resultados y posterior analisis de los mismo.

4.1. Enfoques de resolucion

Se busca evaluar el desempefio de modelos de aprendizaje de maquinas en la obtencién
de las propiedades del band gap, a partir de los parametros que definen la arquitectura
de la celda unitaria.

Teniendo esto presente, se plantean dos alternativas para obtener la frecuencia media y
ancho de band gap empleando modelos de aprendizaje de maquinas. La primera consiste
en entrenar modelos que predigan los valores minimos y maximos de cada banda.

Segun se presentd en la seccion 3.2, si se conocen los valores minimos y maximos de
todas las bandas de una muestra, es posible obtener el band gap que esta genera. Por
lo que, si se entrenan modelos capaces de predecir los valores minimos y maximos de
cada banda, luego puede utilizarse un método que calcule el band gap generado por la
muestra a partir de los valores predichos.
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Por otro lado, la segunda alternativa consiste en entrenar modelos que predigan
directamente las propiedades del band gap a partir de los parametros de la geometria de
la celda.

Una consideracion que se toma para la evaluacion de estos enfoques consiste en aceptar
como validos los band gaps con gaps negativos. Es decir que el ancho de banda
calculado a partir del diagrama de bandas puede ser un valor positivo, nulo o negativo?.

La razdn para esta consideracion se encuentra en que al momento de realizar un proceso
de optimizacion topolégica de band gap entorno a una frecuencia media determinada, el
algoritmo, inicialmente, podria encontrarse en un punto con gap negativo. Por lo que con
cada iteracion se iria reduciendo este gap negativo, acercandose a cero, hasta
eventualmente alcanzar los gaps positivos.

4.2. Inspeccion de datos

Para facilitar la optimizacion de los hiperparametros de los modelos de aprendizaje de
maquinas y el analisis de los resultados, es til conocer caracteristicas basicas de los
datos con los que se estéa trabajando.

Debido a que se sabe que los datos en los conjuntos de entrada son valores reales
generados por el método de muestreo de hipercubo latino, la inspeccion de datos se
enfoca Unicamente en los conjuntos de salida para los tres enfoques.

En primer lugar, es relevante saber el nimero de datos que generan band gaps positivos,
negativos y nulos en cada estructura. Esto se muestra en la Tabla 4-1. Se destaca la
poca cantidad de datos con band gap positivos: menor al 2% para todas las estructuras.

Tabla 4-1 Cantidad de band gaps positivos, nulos y negativos en los conjuntos de datos
de cada estructura.

Estructura 1 | Estructura 2 | Estructura 3
B.G. Positivo | 248 319 386
B.G. Nulo 397 52 51
B.G. Negativo | 19.355 19.629 19.563
Total 20.000 20.000 20.000

2 Un band gap con ancho de banda negativo, es realidad un band gap nulo (frecuencia media y ancho de
banda iguales a cero). Sin embargo, al reemplazar en la ecuacién 3-3 la condicion de umbral gap; =
threshold por |gap;| = threshold se obtienen los band gaps de frecuencia media positiva y ancho de banda
negativo utilizados en el enfoque 3.

21



Para el enfoque 1, es util saber como se distribuyen los valores minimos y maximos de
cada banda. En la Figura 4-1 se presentan dos histogramas que muestran la distribucion
de los valores minimos (histograma superior) y maximos (histograma inferior) de la banda
4 en la estructura 1. En el Anexo A.1 se hallan los histogramas de valores minimos y
méaximos de todas las bandas de las tres estructuras.

Banda 4
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Figura 4-1 Histograma de valores minimos y maximos de la banda 4, estructura 1.

Frecuencia

En general se puede apreciar que en todos los casos los valores maximos estan mas
uniformemente distribuidos que los valores minimos. Esta diferencia es mayor en las
bandas de baja frecuencia y sobre todo en la estructura 1.

En la Tabla 4-2 se entrega el promedio de los valores minimos y méaximos de cada una
de las bandas de las estructuras 1, 2y 3.

Tabla 4-2 Promedio de valores minimos y maximos de bandas.

Estructura 1 Estructura 2 Estructura 3
Hmin [HZ] Hmax [HZ] Hmin [HZ] Hmax [HZ] Hmin [HZ] Hmax [HZ]
Banda 1 85 37.844 0 40.607 2 31.313
Banda 2 2.844 44,872 27 45.741 51 43.495
Banda 3 5.498 57.079 115 56.543 1.050 58.215
Banda 4 43.712 61.907 47.070 61.381 44,416 66.082
Banda 5 52.986 65.166 54.789 65.530 55.812 77.372
Banda 6 58.898 68.176 57.647 68.849 64.194 79.348
Banda 7 63.101 70.830 62.380 70.676 69.007 86.329
Banda 8 65.358 72.827 64.250 73.243 76.368 88.765

Otro dato interesante de analizar es entre cuéles de las ocho bandas se pueden generar
band gaps. En la Figura 4-2 se presenta el histograma de bandas que producen band
gaps positivos en la estructura 1. En el Anexo A.2 se presentan los histogramas
correspondientes a cada estructura.
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Figura 4-2 Histograma de bandas que producen band
gap positivo en la estructura 1.

Se destaca que, en las tres estructuras, las primeras bandas no producen band gaps.
Esto es relevante para el enfoque 1 debido a que, si se sabe que hay bandas irrelevantes
para el calculo de band gaps, estas pueden ser descartadas previamente, reduciendo asi
la dimensionalidad del vector de salida del modelo.

Por ultimo, se cuenta con los histogramas de frecuencia media y ancho de banda de band
gaps positivos (Figura 4-3 (a)) y band gaps no-positivos (Figura 4-3 (b)). En los anexos
A.3 y A.4 se encuentran estos histogramas para las tres estructuras.
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Figura 4-3 Histogramas de band gaps de la estructura 1. (a) band gaps positivos

y (b) band gaps no-positivos.
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Respecto a los band gaps positivos se puede observar que, para las tres estructuras, los
valores de ancho de band gap se encuentran bastante desbalanceados y, ademas, se
tiene una gran concentracion de puntos en torno a cero. Esta particularidad, nuevamente,
se ve acrecentada en la estructura 1.

Por otra parte, los band gaps negativos y nulos tiene una distribucion méas cercana a la
uniforme. Sobre todo, los valores de frecuencia media.

En la Tabla 4-3 se entrega el valor promedio de la frecuencia media y ancho de banda
de band gaps positivos para las tres estructuras. En la Tabla 4-4 se entregan los mismos
valores para los band gaps no-positivos.

Tabla 4-3 Promedio de la frecuencia media y ancho de band gaps positivos.

Estructura 1 | Estructura 2 | Estructura 3
u [HZ] p [HZ] p [HZ]
freq [HZ] 52.860 59.110 86.740
gap [Hz] 134 300 1.140

Tabla 4-4 Promedio de la frecuencia media y ancho de band gaps no-positivos.

Estructura 1 | Estructura 2 | Estructura 3
u [HZ] u [HZ] u [HZ]
freq [HZ] 65.610 62.050 69.820
gap [Hz] -3.850 -4.510 -6.300

4.3. Procedimiento

Inicialmente, los datos crudos vienen almacenados en archivos *.mat. El primer paso es
importar dichos archivos para poder trabajar los datos en Python con arreglos NumPy.
Durante el proceso de importacion, los datos pertenecientes a X se conservan de la forma
en que vienen, mientras que, por comodidad y dado el orden de magnitud de las
frecuencias con las que se trabaja, los valores que vienen almacenados en Y son
redondeados a la unidad, de modo que todos los valores de frecuencia de las bandas
son numeros enteros positivos o cero.

Luego de la importacion de datos, el desarrollo experimental para la memoria se divide
en cinco etapas. Estas son: Preprocesamiento, implementacién y ajuste de modelos,
prediccidn y posprocesamiento y, por ultimo, evaluacion.

Existen leves variaciones en cada etapa dependiendo del enfoque y algoritmo utilizado.
La explicacién de cada etapa se entrega en las siguientes seccionesy en el Anexo B.1y
B.2 se entregan los codigos implementados para uno de los modelos del enfoque 1y 2,
respectivamente.
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4.3.1. Preprocesamiento

El preprocesamiento consiste en el tratamiento de los conjuntos de datos previo a su uso
para el entrenamiento y evaluacién de los modelos de aprendizaje de maquinas.

El primer paso del preprocesamiento, para el enfoque 1, consiste en obtener los valores
minimos y maximos de cada banda vy, luego, eliminar los valores de las bandas que no
influyen en el calculo de band gaps.

Por otro lado, para el enfoque 2, se comienza obteniendo los valores de frecuencia media
y ancho de band gap de todas las muestras.

Luego, se realiza la division de los conjuntos de datos en los subconjuntos de
entrenamiento y evaluacion. Se destina el 90% de los datos para el entrenamiento de
todos los modelos implementados.

Ademas, debido a que en el enfoque 1 son predichos los diagramas de banda, la division
de conjuntos en este enfoque se realiza dejando todas las muestras que generan band
gap en el subconjunto de evaluacién. Mientras que en el enfoque 2, la division se realiza
manteniendo, en ambos subconjuntos, la misma proporcion de muestras que generan
band gaps positivos, respecto a los conjuntos originales.

Por ultimo, los datos de salida son estandarizados utilizando el método StandardScaler
de scikit-learn.

4.3.2. Implementacion y ajuste de modelos

Inicialmente se implementa un modelo de aprendizaje de maquinas fijando sus
hiperparametros en valores arbitrarios. Luego, se realizan, de manera iterativa,
busquedas de grilla para ajustar los hiperparametros con el objetivo de optimizar los
resultados.

Para KNN, los hiperparametros que se ajustan son ‘n_neighbors’, ‘weights’ y ‘p’. Mientras
que para RNN son ‘hidden_layer sizes’, ‘activation’, ‘solver’, ‘learning_rate’,
‘learning_rate_init’ y ‘tol’. Sin contar ‘max_iter’, ‘early_stopping’ y ‘n_iter_no_change’,
para RNN, el resto de los hiperparametros fueron dejados en sus valores por defecto [20]
[21].

Con el fin de obtener resultados replicables, durante el proceso de ajuste de los modelos
se establece una semilla random.

4.3.3. Prediccion y posprocesamiento

Antes de evaluar el desempefio de los modelos en las predicciones realizadas. Es
necesario realizar un tratamiento a los datos predichos. Este consiste, basicamente, en
descartar las predicciones que no cumplen con ciertas condiciones.

En el enfoque 1, lo esperado para los valores predichos es que cumplan las condiciones:
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Max(banda;) < Max(banda;,,) 4-1
Min(banda;) < Max(banda;) 4-2

Y en el enfoque 2, las condiciones que deben cumplir los valores predichos son:

freq >0 4-3
|gap| = threshold 4-4

En todos los casos, los valores de las muestras predichas que no cumplen con dichas
condiciones, se vuelven cero. Resultando en band gaps nulos.

4.3.4. Evaluacion

Para evaluar el desempefio de los modelos implementados se realizan diez ciclos de
entrenamiento y prediccion. En cada ciclo se registran las métricas de evaluacion de la
prediccion,R? y MAE, segUn corresponda, y también se mide el tiempo de ciclo. Luego
de los diez ciclos, estos valores son promediados.

El error absoluto medio es empleado en el enfoque 1 para medir la distancia entre valores
minimo y méximos prediccion y los valores reales esperados. Mientras que el coeficiente
de determinacion es usado tanto el en enfoque 1 como en el 2 para medir la calidad de
la prediccion de los band gaps.

Con el fin de poder analizar de mejor manera la forma en que se comporta la prediccion
de los band gaps, se evallua diferentes valores correspondientes al coeficiente de
determinacion. Estos son:

e R?*., Corresponde al coeficiente de determinacion entre los valores de
frecuencia media reales y predichas. Este valor también se segrega en R?s,.4—pos
Y R?freq-neg CON €l Objetivo de analizar la prediccion de band gaps positivos y
no-positivos de manera independiente.

* R?,,,: Corresponde al coeficiente de determinacién entre los valores de banda
reales y predichos. Al igual que el coeficiente anterior, éste se segrega en

2 2

R gap—pos y R gap—neg-

* R%panagap: Este valor se toma como el coeficiente de determinacion global de la

I . ) )

prediccion de band gaps. Corresponde al promedio simple entre Rf..q Y R*gqp, ¥

es utilizado para ordenar, segun desempefio, los diferentes modelos
implementados.

Ademas de estas métricas se elaboran graficos de dispersion y matrices de confusion. El
primero para constatar visualmente la calidad de la prediccion realizada comparandola
con los valores reales esperados. Mientras que la segunda sirve para conocer la cantidad
de datos que fueron correctamente identificados como band gap positivo o no-positivo.
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4.4. Modificacion de la proporcién de datos con band gap

Debido al bajo porcentaje de muestras que presentan band gaps, se propone como ultimo
experimento evaluar como influye la proporcibn de muestras con band gaps en los
resultados obtenidos.

Para esto se selecciona el modelo con mejores resultados de acuerdo con el R?,4n44ap

obtenido. Y se realizan con éste secuencias sucesivas de entrenamiento y prediccion,
disminuyendo entre cada secuencia quinientas muestras sin band gaps positivos
asociados.

En cada secuencia se registran los coeficientes de determinacion obtenidos, siguiendo la
misma segregacion indicada en la seccion 4.3.4. De este modo se obtiene un conjunto
de valores de R? asociados a cada proporcion de muestras con band gaps evaluada.

Este procedimiento se realiza cinco veces para obtener un valor medio para cada
coeficiente de determinacion.

En el Anexo B.3 se adjunta el cédigo implementado para este experimento.
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Capitulo 5

Resultados

A continuacion, se presentan los resultados obtenidos en este estudio. Todos los
resultados son generados con los distintos modelos, luego de los hiperparametros de
estos fuesen optimizados por el método de busqueda de grilla. Para conocer los
hiperparametros de cada modelo, revisar el Anexo C.

Este capitulo se divide en tres secciones. En las secciones 5.1 y 5.2 se entregan los
mejores resultados obtenidos con los enfoques 1 y 2, respectivamente. Estos son
presentados con graficos de dispersion para la prediccion de valores minimo y maximos
de las bandas correspondientes y del célculo de frecuencia media y ancho de band gap.
También se entregan los valores del coeficiente de determinacion y errores cuadraticos
medios obtenidos. Y por dltimo matrices de confusién sobre las etiquetas band gaps
positivo y no-positivo.

En la seccién 5.3 se entregan los resultados correspondientes a la modificacién del
porcentaje de muestras con band gaps para el entrenamiento del mejor modelo
implementado.

Los resultados obtenidos con los dos enfoques para las tres estructuras y empleando
RNN y KNN se encuentran en el Anexo D.
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5.1. Enfoquel

Los mejores resultados para el enfoque 1 son obtenidos con el modelo KNN
implementado para la estructura 2. El tiempo de entrenamiento de éste fue de 2
segundos.

En la Figura 5-1 se presentan los gréficos de dispersion de las predicciones de valores

minimo y maximos de las bandas para la estructura 2.
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Figura 5-1 Gréficos de dispersion de las predicciones de valores minimo y maximos de
bandas en la estructura 2. Prediccion realizada con KNN.

La Figura 5-2 corresponde al gréfico de dispersion de la frecuencia media y ancho de
band gap calculados a partir de los valores minimos y maximos predichos con el modelo

KNN.
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Figura 5-2 Graficos de dispersion de frecuencia media y ancho
de banda real vs. calculada, para la estructura 2. Predicciéon
realizada con KNN.

29



En la Tabla 5-1 se entrega el error absoluto medio obtenido de la prediccion, con KNN,
de los valores minimos y maximos de bandas para la estructura 2. Mientras que en la
Tabla 5-2 se entregan los coeficientes de determinacién del calculo de frecuencia media
y ancho de banda.

Tabla 5-1 Valores de MAE y correspondientes a la prediccion, con KNN, de minimos y
méaximos de bandas para la estructura 2.

MAE
p[Hz] | o[HZ]
Max. Banda 4 1.901 41
Min. Banda 5 1.492 25
Max. Banda 5 2.148 45
Min. Banda 6 1.596 32
Max. Banda 6 2.448 49
Min. Banda 7 1.887 36
Max. Banda 7 2.492 63
Min. Banda 8 1.986 36

Tabla 5-2 Valores de R? del calculo de frecuencia media y ancho de banda para la
estructura 2. Prediccion realizada con KNN.

RZ
vl o]
R? panagap 0,888 | 0,007
szreq 0,896 0,015
szreq—neg 0,893 0,016
szreq—pos 0,916 0,010
R? gap 0,879 | 0,004
Ry —neq 0,903 0,005
R ap—pos 47,167 | 0,724
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La Figura 5-3 corresponde a la matriz de confusion del célculo de band gaps de la
estructura 2, empleando los valores minimos y maximos predichos con KNN.

No

- 0.0
Positivo

Etiqueta real

Positivo 0.139 0.0
a2
5
We® &
qp

Etiqueta predicha
Figura 5-3 Matriz de confusion del
calculo de band gap, estructura 2.
Predicciones realizadas con KNN.

5.2. Enfoque 2

Los mejores resultados para el enfoque 2 son obtenidos con el modelo RNN
implementado para la estructura 2. El tiempo de entrenamiento de éste fue menor a 5
minutos.

En la Figura 5-4 se presentan los gréaficos de dispersion de la frecuencia media y ancho
de banda predichos con el modelo ya mencionado.
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Figura 5-4 Graficos de dispersion de la prediccion, con RNN, de
la frecuencia media y ancho de band gap para la estructura 2.
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En la Tabla 5-3 se entregan los coeficientes de determinacion de la prediccion de
frecuencia media y ancho de banda, realizada en la estructura 2 con el modelo RNN.

Tabla 5-3 Valores de R? de la prediccion de frecuencia media y ancho de banda para la
estructura 2. Prediccion realizada con RNN.

RZ
] o]
szandgap 0,942 0,007
R%freq 0,915| 0,012
R%froq—neg 0,916 | 0,013
szreq—pos 0,783 0,304
R o 0,970| 0,002
R? 0 —neq 0,970 | 0,002
R 0p—pos -7,975| 5,923

La Figura 5-5 corresponde a la matriz de confusion generada a partir de la predicciéon de
frecuencia media y ancho de band gap para la estructura 2, utilizando RNN.

No
Positivo

0.019

Etiqueta real

Positivo 0.009 0.007
)
By
(P

Etiqueta predicha

Figura 5-5 Matriz de confusion de la
prediccion de band gaps, utilizando
RNN para la estructura 2.
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5.3. Variacion de la proporcion de muestras con band gap

En la Tabla 5-4 se entregan los valores de coeficientes de determinacion obtenidos en la
evaluacion del modelo RNN implementado para la prediccion de frecuencia media y
ancho de banda de la estructura 3.

Estos valores corresponden al promedio de cinco rutinas de entrenamiento y evaluacion.
En la Tabla 5-5 se entrega el valor de la desviacion estandar.

Por ultimo, en la Figura 5-6 se grafica la evolucidn que tiene el coeficiente de
determinacion al variar la cantidad de muestras, eliminando datos sin band gaps positivos
asociados. Por simplicidad se grafican solamente el R?,na9ap Y R gap—pos-

Tabla 5-4 Promedios de coeficientes de determinacién obtenido en entrenamientos con
diferentes tamafos de conjuntos de datos.

n—SampleS R2 bandgap szreq szreq—neg szreq—pos Rzgap Rzgap—neg Rzgap—pos
20.000 0,948 0,927 0,931 0,423 0,968 0,968 -11,988
19.500 0,942 0,915 0,914 0,939 0,969 0,970 -10,354
19.000 0,942 0,916 0,916 0,889 0,969 0,969 -9,625
18.500 0,945 0,921 0,920 0,935 0,970 0,970 -7,952
18.000 0,941 0,915 0,917 0,638 0,967 0,967 -12,692
17.500 0,941 0,913 0,917 0,531 0,969 0,969 -10,115
17.000 0,943 0,921 0,921 0,953 0,966 0,966 -7,369
16.500 0,939 0,910 0,911 0,875 0,968 0,968 -11,559
16.000 0,943 0,922 0,923 0,841 0,966 0,965 -7,990
15.500 0,939 0,909 0,913 0,707 0,970 0,970 -7,862
15.000 0,944 0,918 0,918 0,940 0,969 0,969 -7,533
14.500 0,944 0,919 0,921 0,783 0,969 0,969 -9,843
14.000 0,937 0,912 0,913 0,853 0,963 0,963 -12,137
13.500 0,941 0,913 0,914 0,796 0,968 0,968 -5,871
13.000 0,934 0,904 0,905 0,835 0,964 0,963 -6,971
12.500 0,937 0,905 0,913 0,547 0,968 0,968 -4,461
12.000 0,938 0,912 0,913 0,883 0,963 0,963 -10,640
11.500 0,935 0,907 0,909 0,816 0,963 0,963 -11,754
11.000 0,936 0,908 0,909 0,812 0,964 0,963 -8,032
10.500 0,943 0,921 0,920 0,961 0,966 0,965 -8,994
10.000 0,939 0,911 0,913 0,810 0,966 0,966 -7,064
9.500 0,929 0,895 0,899 0,617 0,964 0,963 -9,017
9.000 0,936 0,910 0,915 0,572 0,962 0,961 -14,764
8.500 0,925 0,892 0,890 0,951 0,958 0,957 -10,532
8.000 0,929 0,897 0,896 0,938 0,960 0,960 -13,392
7.500 0,933 0,906 0,910 0,699 0,959 0,957 -9,496
7.000 0,936 0,912 0,910 0,946 0,960 0,959 -7,648
6.500 0,926 0,895 0,911 0,377 0,958 0,956 -16,195
6.000 0,926 0,896 0,910 0,459 0,956 0,955 -8,787
5.500 0,935 0,921 0,920 0,944 0,948 0,946 -8,302
5.000 0,927 0,902 0,906 0,791 0,951 0,950 -11,157
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Tabla 5-4 (Continuacion).

n—SampleS RZ bandgap szreq szreq—neg szreq—pos Rzgap Rzgap—neg Rzgap—pos
4.500 0,906 0,859 0,864 0,791 0,952 0,952 -10,401
4.000 0,911 0,878 0,874 0,938 0,943 0,944 -8,493
3.500 0,925 0,902 0,899 0,951 0,947 0,944 -11,455
3.000 0,909 0,869 0,882 0,715 0,949 0,947 -11,074
2.500 0,915 0,893 0,907 0,674 0,937 0,930 -11,236
2.000 0,893 0,861 0,890 0,584 0,926 0,916 -7,828
1.500 0,903 0,874 0,861 0,957 0,932 0,918 -6,622
1.000 0,865 0,802 0,845 0,645 0,928 0,908 -10,515

500 0,875 0,915 0,868 0,949 0,835 0,707 -11,488

Tabla 5-5 Desviacion estandar obtenidas con cinco ciclos de entrenamiento y

evaluacion.

n_samples R2 bandgap szreq szreq—neg szreq—pos Rzgap Rzgap—neg Rzgap—pos
20.000 0,003 0,006 0,007 0,477 0,003 0,003 3,741
19.500 0,007 0,014 0,014 0,040 0,001 0,000 5,669
19.000 0,009 0,018 0,018 0,132 0,003 0,003 7,158
18.500 0,003 0,007 0,007 0,034 0,001 0,001 2,962
18.000 0,004 0,008 0,007 0,606 0,002 0,002 7,362
17.500 0,006 0,012 0,009 0,817 0,002 0,003 5,588
17.000 0,010 0,021 0,022 0,016 0,005 0,005 1,707
16.500 0,005 0,010 0,009 0,178 0,002 0,002 6,313
16.000 0,007 0,013 0,015 0,217 0,004 0,004 6,303
15.500 0,007 0,015 0,015 0,344 0,001 0,001 4,236
15.000 0,009 0,017 0,017 0,032 0,001 0,001 2,153
14.500 0,006 0,013 0,012 0,316 0,003 0,003 6,951
14.000 0,004 0,009 0,011 0,162 0,001 0,001 5,309
13.500 0,008 0,016 0,015 0,266 0,002 0,002 5,404
13.000 0,009 0,018 0,018 0,183 0,002 0,002 3,998
12.500 0,011 0,021 0,016 0,819 0,003 0,003 3,293
12.000 0,008 0,018 0,018 0,160 0,005 0,005 4,913
11.500 0,015 0,028 0,024 0,267 0,004 0,003 8,199
11.000 0,009 0,017 0,013 0,305 0,002 0,002 2,277
10.500 0,006 0,012 0,012 0,010 0,003 0,003 8,047
10.000 0,003 0,009 0,009 0,286 0,004 0,005 3,557
9.500 0,015 0,029 0,029 0,428 0,001 0,002 4,031
9.000 0,005 0,006 0,009 0,478 0,005 0,005 4,962
8.500 0,020 0,040 0,041 0,013 0,002 0,002 6,034
8.000 0,012 0,022 0,022 0,018 0,002 0,002 6,833
7.500 0,017 0,033 0,025 0,485 0,003 0,003 2,847
7.000 0,018 0,031 0,032 0,026 0,005 0,005 5,519
6.500 0,007 0,014 0,009 0,525 0,004 0,004 12,249
6.000 0,015 0,029 0,008 0,971 0,006 0,007 6,302
5.500 0,007 0,013 0,013 0,013 0,006 0,007 6,479
5.000 0,012 0,023 0,016 0,327 0,005 0,005 5,461
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Tabla 5-5 (Continuacion).

n—SampleS RZ bandgap szreq szreq—neg szreq—pos Rzgap Rzgap—neg Rzgap—pos
4.500 0,031 0,059 0,065 0,333 0,005 0,004 5,355
4.000 0,021 0,041 0,043 0,015 0,002 0,005 8,113
3.500 0,013 0,024 0,026 0,014 0,005 0,005 5,159
3.000 0,039 0,073 0,048 0,481 0,006 0,006 2,106
2.500 0,021 0,042 0,013 0,540 0,004 0,005 5,112
2.000 0,024 0,047 0,043 0,406 0,007 0,008 3,322
1.500 0,037 0,067 0,078 0,010 0,011 0,015 3,684
1.000 0,039 0,075 0,049 0,301 0,006 0,014 8,976

500 0,031 0,059 0,065 0,333 0,005 0,004 5,355

-12.5 2
— R gap—pos

2
R bandgap

05 15 25 35 45 55 65 75 85 95 105 115 125 135 145 155 1865 175 185 195
Catidad de muestras [miles]

Figura 5-6 Variacion en el coeficiente de determinacién debido al cambio en la cantidad
de muestras sin band gap.
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Capitulo 6

Analisis y discusion

Tanto en el enfoque 1 como en el 2 se obtienen buenos valores en el coeficiente de
determinacion R?,4n444p, habiendo obtenido un valor méaximo de 0,888 en el enfoque 1
para la estructura 2 empleando KNN, y de 0,942 en el enfoque 2 para la misma estructura,
pero empleando RNN.

Esto habla de que si es posible ajustar modelos de aprendizaje de maquinas para obtener
las propiedades de band gaps. Sin embargo, todos los modelos implementados
presentan un sesgo que afecta la prediccion de band gaps positivos y el efecto es mayor
en la prediccion de los anchos de banda.

Lo dltimo se evidencia al observar que todos los valores de R?;,,_4 resultan negativos
mientras que R? ;4,05 POSee valores cercanos al R?panq4qp- PO otro lado, se tiene que
tanto R?fyec—neg COMO R?frqc_pos POSEEN Valores cercanos al coeficiente de determinacion

global, pero también ocurre que el primero tiende a ser menor que el segundo. La
explicacion de estos resultados debe analizarse de manera separada para cada enfoque.

La razén del mal desemperio en el calculo de ancho de band gaps positivos, en el enfoque
1, yace en la magnitud del error absoluto medio de la prediccion de los valores minimos
y maximos de las bandas.

Tomando como ejemplo los valores de MAE obtenidos en la prediccion de bandas de la
estructura 2 en la Tabla 5-1 y comparandolo con los promedios de los minimos y maximos
de las bandas de esta estructura, presentados en la Tabla 4-2, se puede notar que los
errores absolutos medios son relativamente bajos, estan en torno a los 2.000 Hz, mientras
gue los valores que se buscan predecir son superiores a los 50.000 Hz.

Sin embargo, el error obtenido en la prediccion de cada banda es considerablemente

mayor a la magnitud del ancho de banda promedio en band gaps positivos, que esta en
los 300 Hz (ver Tabla 4-3), mientras que el ancho de banda promedio en band gaps
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negativos es -4.500 Hz (Tabla 4-4). Esto explica el mal desempefio en la prediccion de
anchos de banda positivo.

Por otro lado, los promedios de las frecuencias medias y el rango de valores son similares
entre los band gaps positivos y negativos. El peor desempefio en la prediccion de
frecuencias medias de band gaps positivos, se atribuye a que estas se encuentran menos
uniformemente distribuidas (Ver Figura 7-10 y Figura 7-11).

Este analisis se refuerza al estudiar el modelo RNN del enfoque 1 implementado para la
prediccion de bandas de la estructura 3, llama la atencion los malos resultados obtenidos
con este modelo (R?,4n444p de -0,563). Si bien, aparentemente la prediccion de bandas
con este modelo es similar a las otras (ver Anexo D.1), el error absoluto medio obtenido
es considerablemente mas alto: en torno a 15.000 Hz para todas las bandas.

Para analizar los resultados obtenidos con el enfoque 2, hay que concentrarse en las
diferencias de distribuciones de frecuencia media y ancho de banda de band gaps
positivo y negativos (ver Anexo A.3y A.4).

El mal desempefio en la prediccion de ancho de band gap positivo (R?;4p—pos). Se
atribuye a dos posibles factores: El primero es el bajo porcentaje de muestras que
presentan band gap positivo, menor al 2% en todas las estructuras (ver Tabla 4-1), lo que
produce que los modelos se ajusten mejor a los band gaps no-positivos. Mientras que el
segundo factor el gran desbalance que se observa en la distribucion de ancho de bandas
positivos.

Los resultados entregados en la seccién 5.3 hablan sobre el efecto de estos factores. En
estos se muestra que los valores de R?;4,_pos Y R%gap-neg S€ Mantienen invariables a
medida que aumenta el porcentaje de muestras con band gaps positivos. De esto se
desprende que el mayor impacto en el desempefio de la prediccién, lo tiene el gran
desbalance de datos con band gap positivo.

Siguiendo en la linea de la prediccién de band gaps positivos y negativos, es interesante
analizar el porcentaje de band gaps positivos predichos como tal. Se puede obtener esta
informacion mirando las matrices de confusion.

En el enfoque 1, el que mejor realiza esta tarea es el modelo RNN implementado para la
estructura 3, que identifica correctamente el 21% de las muestras que poseen band gap
positivo (ver Figura 7-20b). Por otro lado, en el enfoque 2 el modelo RNN implementado
para la estructura 3 detecta el 73% de las muestras con band gap positivo (ver Figura
7-26b).

Sobre este Ultimo punto, se destaca ademas el mal desempefio que tienen los modelos
KNN para discernir entre band gaps positivos y negativos, en el mejor caso se detecto el
11% de los band gaps positivos (enfoque 2, estructura 3. Ver Figura 7-26a).

No se encuentra una razén valida que explique porque no se obtienen predicciones de

band gaps positivos con los modelos KNN en el enfoque 1. Pero en el enfoque 2 esto se
atribuye a la sobrerrepresentacion que tienen las muestras con anchos de banda
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negativos. Recordando cémo trabaja el algoritmo KNN, al momento de predecir una
muestra que posee band gap positivo, es probable que mas de un vecino corresponda a
un band gap negativo y en algunos casos con valores de ancho de banda muy lejanos a
cero.
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Capitulo 7

Conclusion

Al final de este trabajo, se logra desarrollar una metodologia para la implementacion y
evaluacion de modelos de aprendizaje de maquinas capaces de predecir band gaps en
distintas topologias de paneles tipo sandwich.

Pese a que el analisis agregado de las métricas de evaluacion muestra buenos
resultados: el mejor R?panagap €S 0,942, con el modelo RNN del enfoque 2 utilizado para
la estructura 2; mientras que el R?p4n4gqp, POSItivo, mas bajo es 0,369, con el modelo
RNN del enfoque 1 utilizado en la estructura 2. Si se examinan de manera desagregada,
se puede notar que todos los modelos tienen en comin el mal desempefio en la
prediccion de anchos de bandas de band gaps positivos: Todos obtienen un R? 4,05
menor a cero. Es este el principal aspecto a mejorar en este estudio.

En otras palabras, ninguno de los modelos implementados muestra un desempefio que
permita concluir que efectivamente sea posible emplear técnicas de aprendizaje de
maquinas para la obtencién de frecuencia media y ancho de band gaps, a partir de los
parametros que definen la topologia de la estructura.

Para mejorar los resultados en la prediccion de band gaps positivos, utilizando el enfoque
1, se propone buscar topologias con las que se consigan band gaps cuyos anchos de
bandas se encuentren, al menos, entre los 1.000 y 10.000 Hz. Esto debiese superar el
error absoluto medio obtenido en la prediccion de valores minimos y maximos de cada
banda.

Por otro lado, para mejorar los resultados del enfoque 2 se proponen dos alternativas:
Trabajar con topologias de paneles que produzcan band gaps distribuidos mas
uniformemente que los vistos en este trabajo. O, en su defecto, emplear durante el
preprocesamiento de datos, técnicas de oversampling y/o undersampling para problemas
de regresion, como los desarrollados por Yang y su equipo [22]. Ambas alternativas
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apuntan a superar el problema asociado al gran desbalance en los dantos de anchos de
banda positivo.

No obstante, los modelos implementados en esta memoria pueden servir para el
desarrollo de una metodologia de optimizacion topoldgica de band gaps a través de
modelos subrogados. Teniendo para esto en consideracion que, inicialmente, el estudio
debe limitarse a la optimizacion de band gaps negativos.
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A.l Histogramas de valores minimos y maximos de bandas
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Figura 7-1 Histogramas de valores minimos y maximos de banda 1. (a)
estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-2 Histogramas de valores minimos y maximos de banda 2. (a)

estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-3 Histogramas de valores minimos y maximos de banda 3. (a)

estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-4 Histogramas de valores minimos y maximos de banda 4. (a)
estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-5 Histogramas de valores minimos y maximos de banda 5. (a)

estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-6 Histogramas de valores minimos y maximos de banda 6. (a)
estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-7 Histogramas de valores minimos y maximos de banda 7. (a)

estructura 1, (b) estructura 2 y (c) estructura 3.
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Figura 7-8 Histogramas de valores minimos y maximos de banda 8. (a)

estructura 1, (b) estructura 2 y (c) estructura 3.
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A.2 Histogramas de bandas que producen band gaps
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Figura 7-9 Histogramas de bandas que producen band gap. (a) estructura 1, (b)
estructura 2 y (c) estructura 3
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A.3 Histogramas de frecuencia mediay ancho de band gaps
positivos
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Figura 7-10 Histogramas de frecuencia media y ancho de band gaps positivos.
(a) estructura 1, (b) estructura 2 y (c) estructura 3.
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A.4 Histogramas de frecuencia mediay ancho de band gaps
negativos y nulos
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Figura 7-11 Histogramas de frecuencia media y ancho de band gaps
no-positivos. (a) estructura 1, (b) estructura 2 y (c) estructura 3.
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Anexo B

Caodigos
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B.1 Cddigo enfoque 1

import numpy as np
import pandas as pd
import time

from sklearn.model selection import train test split
from sklearn.preprocessing import StandardScaler
from sklearn.neighbors import KNeighborsRegressor
from sklearn.metrics import r2 score

from sklearn.metrics import mean absolute error

from toolbox.save data import bring data in, save pkl

from toolbox.calculate bandgaps import (calculate bandgaps 1,
calculate bandgaps_2)

from toolbox.plots informe import (plot confusion 2,
pred MinMax scatt,

pred bandgap_ scatt)

from toolbox.bands processing import (get MinMax, reduce Bands,
postprocessing 1)

##### GENERAR DATOS A PARTIR DE ARCHIVOS *.MAT

# nombre de estructgura ('Estructura i, Nombre')
estructure = 'Estructura 1, Piramides'

# enfoque

version = 'enfoque 1 KNN VI1'
# prueba
gs = 'grid search 4'

# obtener datos
X, Bands, metadata = bring data in(estructure, version)

# directorio donde guardar resultados

loc = metadata['directory out']

loc2 = metadatal'directory out'l+'/l resultados/'+gs
##### PREPROCESAMIENTO

# calcular bandgaps
Bandgaps = calculate bandgaps_ 1 (Bands, positive only=False)

# obtener MinMax
Bands MinMax = get MinMax (Bands)

# reducir bandas

obj = [0, 1, 2, 3, 4, 15]
reduced Bands = reduce Bands(Bands MinMax, obj)
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# convertir Bandgaps a np.array
Bandgaps = Bandgaps[['freg', 'gap'l]]l.to numpy(na value=0)

# separar datos con bandgaps de los sin bandgaps 0 = sin bandgap

# (De esta forma se aprovechan todos los datos con bandgap para el test)
X 0 = X[np.where(Bandgaps[:,1] <= 0)]

X 1 = X[np.where(Bandgaps[:,1] > 0)]

reduced Bands 0 reduced Bands[np.where (Bandgaps[:,1] <= 0)]
reduced Bands 1 = reduced Bands[np.where(Bandgaps[:,1] > 0)]

# iniciar ciclos de entrenamiento y prediccidn
n cicles = 10

# DataFrames para guardar resultados

resultados MAE = pd.DataFrame(columns=['max3', 'min4', 'max4', 'min5', 'max5'",
'min6', 'max6', 'min7', 'max7',

'ming8"'])

resultados R2 = pd.DataFrame (columns=['time',
'r2',
'r2 freq', 'r2 freqg neg', 'r2 freq pos',
'r2 gap', 'r2 gap neg', 'r2 gap pos'l])
for j in range(n cicles):

start time = time.time ()
# data split
train size = 0.9

seed = None

X train, X rest, Y train, Y rest = train test split(X 0, reduced Bands O,
train size=train size,
random_ state=seed)

X test
Y test

np.concatenate ((X rest, X 1))
np.concatenate ((Y rest, reduced Bands 1))

# aplicar Scaler
n _bands = reduced Bands.shape[l]

Scalers = {}

for i in range(n bands):

scaler = StandardScaler ()
Y train[:,i,:] = scaler.fit transform(Y train[:,i,:])
Scalers[i] = scaler

# guardar dataset
np.savez('{}/data split.npz'.format(loc),
X train=X train,
Y train=Y train,
X test=X test,
Y test=Y test)

###4## IMPLEMENTAR Y ENTRENAR MODELO

# reshape al conjunto de salida
Y train = np.reshape(Y train, (-1, n bands*2))
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#parametros de modelo

params = {'n neighbors': 12,
'weights': 'distance',
'p': 1}

# instanciar modelo
Model = KNeighborsRegressor ()

# ajustar parametros
Model.set params (**params)

# entrenar
Model.fit (X train, Y train)

#### EVALUACION DE MODELO

# generar prediccion
Y pred = Model.predict (X test)

# registrar tiempo
run_time = time.time() - start time

# convertir a valores no-escalados
Y pred = np.reshape(Y pred, (-1, n bands, 2))

for i in range(n bands):
scaler = Scalers[i]

Y pred[:,i,:] = scaler.inverse transform(Y pred[:,i,:])

# postprocesamiento
Y pred = np.around(Y pred, decimals=0)

# eliminar predicciones invalidas
Y pred = postprocessing 1(Y pred)

# obtener bandgaps
Bandgaps_test = calculate bandgaps 2 (Y test,

positive only=False) .to numpy(na value=0)
Bandgaps_pred = calculate bandgaps 2 (Y pred,

positive only=False) .to numpy(na value=0)

# R2 Bandgaps
R2 = r2 score(Bandgaps test, Bandgaps pred, multioutput='raw values')

# R2 Bandgaps positivos

test positive = Bandgaps_test[np.where(Bandgaps test[:,1] > 0)]

pred positive = Bandgaps_ pred[np.where (Bandgaps test[:,1] > 0)]

R2 pos = r2 score(test positive, pred positive, multioutput='raw values')
# R2 Bandgaps negativos

test negative = Bandgaps_test[np.where(Bandgaps_ test[:,1] <=

0)1
pred negative = Bandgaps_pred[np.where(Bandgaps test[:,1] <= 0)]

R2 neg = r2 score(test negative, pred negative, multioutput='raw values')
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# MAE Bandas
Y test = np.reshape(Y test, (-1, n bands¥*2))
Y pred = np.reshape(Y pred, (-1, n bands¥*2))

MAE = mean absolute error(Y test, Y pred, multioutput='raw values')

# guardar scores

data = {'max3': MAE[O0], 'min4': MAE[1], 'max4': MAE[2], 'min5':
'max5"': MAE[4], 'min6': MAE[5], 'max6': MAE[6], 'min7':

'max’/7"'": MAE[8], 'min8': MAE[9]}

row = pd.Series(data=data)
row = np.around(row, decimals=0)
resultados MAE = resultados MAE.append(row, ignore index=True)

data = {'time': run time, 'r2': np.mean(R2), 'r2 freg': R2[0],
'r2 freq neg': R2 neg[0], 'r2 freg pos': R2 pos[0],

'r2:gap': R2[1], 'r2 gap neg': R2 neg[l], 'r2 gap pos':

row = pd.Series(data=data)
row = np.around(row, decimals=3)
resultados R2 = resultados R2.append(row, ignore index=True)

# verbose
print('iteracion {} completada'.format(j+1))

# guardar ultimos Scalers
save pkl(Scalers, 'Scalers', loc)

# guardar modelo y parametros
save pkl(Model, 'Model', loc2)
save pkl(params, 'Model params', loc2)

# guardar ultima prediccion

np.savez ('{}/prediction.npz'.format(loc2),
Y test=Y test,
Y pred=Y pred)

##### GRAFICAR

# parametros para texto en las figuras

text params = {'fig fontsize': 12,
'title fontsize': 12,
'xlabel fontsize': 12,
'vlabel fontsize': 12,
'ticks fontsize': 10,
'text fontsize': 14}

# Scater de prediccion Bandas
titles = []
band = int(len(obj)/2)

for i in range(n bands*2):

if i%2 ==
titles.append('Maximo banda {}'.format (band))
band += 1
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else:
titles.append('Minimo banda {}'.format (band))

figsize = (15, 5.3)
pred MinMax scatt((2, 5), Y test, Y pred, titles, metadata, figsize=figsize,
save=loc2, text params=text params)

# Scatter plot de frecuencia media y ancho de banda

figsize = (10, 5.3)

pred bandgap_ scatt (Bandgaps test, Bandgaps pred, metadata, figsize=figsize,
save=loc2, text params=text params)

# matriz de confusion
text params['ticks fontsize'] = 12

figsize = (5, 5)

plot confusion 2(Bandgaps_ test, Bandgaps pred, metadata, figsize=figsize,
save=loc2, text params=text params)
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B.2 Cddigo enfoque 2

import numpy as np
import pandas as pd
import time

from sklearn.model selection import train test split
from sklearn.preprocessing import StandardScaler
from sklearn.neighbors import KNeighborsRegressor
from sklearn.metrics import r2 score

from toolbox.save data import bring data in, save pkl

from toolbox.calculate bandgaps import (calculate bandgaps 1,
postprocessing 2)

from toolbox.plots informe import (pred bandgap scatt,
plot confusion_ 2)

##### GENERAR DATOS A PARTIR DE ARCHIVOS *.MAT

# nombre de estructgura ('Estructura i, Nombre')
estructure = 'Estructura 1, Piramides'

# enfoque

version = 'enfogque 3 KNN VI1'
# prueba
gs = 'grid search 3'

# obtener datos
X, Bands, metadata = bring data in(estructure, version)

# directorio donde guardar resultados

loc = metadatal'directory out']

loc2 = metadata['directory out']+'/1l resultados/'+gs
####4# PREPOCESAMIENTO

# obtener bandgaps
Bandgaps = calculate bandgaps_1(Bands, positive only=False)

# convertir Bandgaps a np.array
Bandgaps = Bandgaps[['freg', 'gap'l]]l.to numpy(na value=0)

# segregar datos con bandgaps positivos de los negativos, 0 = bandgap negativo
# (Se mantiene la proporcion de datos con bandgap en train y test)

X 0 = X[np.where(Bandgaps[:,1] <= 0)]

X 1 = X[np.where(Bandgaps[:,1] > 0)]

Bandgaps 0 = Bandgaps[np.where(Bandgaps[:,1] <= 0)]
Bandgaps_1 Bandgaps[np.where (Bandgaps[:,1] > 0)]

# iniciar ciclos de entrenamiento y prediccidn
n cicles = 10
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# DataFrames para guardar resultados

resultados R2 = pd.DataFrame (columns=['time',

"r2',

'r2 freq', 'r2 freq neg', 'r2 freq pos',
'r2 gap', 'r2 gap neg', 'r2 gap pos'l])

for j in range(n cicles):

start time = time.time ()
# data split
train size = 0.9

seed = None

X Otrain, X Otest, Y Otrain, Y Otest

X ltrain, X ltest, Y ltrain, Y ltest

X train

train test split(X 0, Bandgaps 0,
train size=train size,
random_ state=seed)

train test split(X 1, Bandgaps_ 1,
train size=train size,
random_ state=seed)

np.concatenate ((X Otrain, X 1ltrain))

Y train = np.concatenate((Y Otrain, Y ltrain))

X test

np.concatenate ((X Otest, X ltest))

Y test = np.concatenate((Y Otest, Y ltest))

# aplicar scaler
scaler = StandardScaler()

Y train = scaler.fit transform(Y train)

# guardar dataset

np.savez ('{}/data split.npz'.format(loc),

X train=X train,
Y train=Y train,
X test=X test,
Y test=Y test)

##4##4 IMPLEMENTAR Y ENTRENAR MODELO

# parametros de red

params = {'n neighbors': 18,
'weights': 'distance',
'p': 1}

# instanciar modelo
Model = KNeighborsRegressor ()

# ajustar parametros
Model.set params (**params)

# entrenar
Model.fit (X train, Y train)

##### EVALUAR MODELO

# generar prediccion
Y pred = Model.predict (X test)

# registrar tiempo
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run_time = time.time() - start time

# convertir a valores no-escalados
Y pred = scaler.inverse transform(Y pred)

# posprocesamiento
Y pred = postprocessing 2(Y pred, positive only=False)

# convertir nan a 0
Y pred = np.nan_to num(Y pred)

# R2 Bandgaps
R2 = r2 score(Y test, Y pred, multioutput='raw values')

# R2 Bandgaps positivos
test positive = Y test[np.where(Y test[:,1] > 0)]
pred positive = Y pred[np.where(Y test[:,1] > 0)]

R2 pos = r2 score(test positive, pred positive, multioutput='raw values')
# R2 Bandgaps negativos

test negative = Y test[np.where(Y test[:,1] <= 0)]
pred negative = Y pred[np.where(Y test[:,1] <=

R2 neg = r2 score(test negative, pred negative, multioutput='raw values')

# guardar scores
data = {'time': run time, 'r2': np.mean(R2), 'r2 freg': R2[0],
'r2 freq neg': R2 neg[0], 'r2 freg pos': R2 pos[0],
'r2 gap': R2[1], 'r2 gap neg': R2 neg[l], 'r2 gap pos': R2 pos[1l]}

row = pd.Series(data=data)
row = np.around(row, decimals=3)
resultados R2 = resultados R2.append(row, ignore index=True)

# verbose
print('iteracion {} completada'.format(j+1))

# guardar Scalers
save pkl(scaler, 'Scalers', loc)

# guardar modelo y parametros
save pkl(Model, 'Model', loc2)
save pkl(params, 'Model params', loc2)

# guardar prediccion

np.savez (' {}/prediction.npz'.format(loc2),
Y test=Y test,
Y pred=Y pred)

##### GRAFICAR

# parametros para texto en las figuras

text params = {'fig fontsize': 12,
'title fontsize': 12,
'xlabel fontsize': 12,
'ylabel fontsize': 12,
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'ticks fontsize': 10,
'text fontsize': 14}

# Scatter plot de frecuencia media y ancho de banda
figsize = (10, 5.3)

pred bandgap_ scatt(Y test, Y pred, metadata, figsize=figsize,
save=loc2, text params=text params)

# matriz de confusion
text params['ticks fontsize'] = 12

figsize = (5, 5)
plot confusion 2(Y test, Y pred, metadata, figsize=figsize,

save=loc2, text params=text params)
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B.3 Cddigo variacion proporciéon de band gaps

import numpy as np
import pandas as pd

from sklearn.model selection import train test split
from sklearn.preprocessing import StandardScaler
from sklearn.neural network import MLPRegressor

from sklearn.metrics import r2 score

from toolbox.save data import bring data in

from toolbox.bands processing import delete samples

from toolbox.calculate bandgaps import (calculate bandgaps 1,
postprocessing 2)

# nombre de estructgura ('Estructura i, Nombre')

estructure = 'Estructura 2, Kagome'

resultados = pd.DataFrame (columns=['r', 'r2',
'r2 freq', 'r2 freq neg', 'r2 freq pos',
'r2 gap', 'r2 gap neg', 'r2 gap pos'])

n bg = 319

for j in range(5):
print('Iniciando ciclo {}/5'.format(j+1))

for i in np.arange(0, 15500, 500, dtype=int):
# obtener datos
X, Bands, metadata = bring data in(estructure, '', save=False)

n samples = X.shape[0] - 1
r = n bg/n samples
##44## PREPOCESAMIENTO

# obtener bandgaps
Bandgaps = calculate bandgaps_1(Bands, positive only=False)

# convertir Bandgaps a np.array
Bandgaps = Bandgaps[['freg', 'gap'l]ll.to numpy(na value=0)

# eliminar samples
X, Bands, Bandgaps = delete samples (X, Bands, Bandgaps, i)

# segregar datos con bandgaps positivos de los negativos, 0 = bandgap
negativo

# (Se mantiene la proporcion de datos con bandgap en train y test)

X 0 = X[np.where(Bandgaps[:,1] <= 0)]

X 1 = X[np.where(Bandgaps[:,1] > 0)]

Bandgaps 0 = Bandgaps[np.where(Bandgaps[:,1] <= 0)]
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Bandgaps_1 = Bandgaps[np.where (Bandgaps[:,1] > 0)]
# data split
train size = 0.9

seed = None

X Otrain, X Otest, Y Otrain, Y Otest = train test split(X O,
Bandgaps_ 0O,

train size=train size,

random_ state=seed)

X ltrain, X ltest, Y ltrain, Y ltest
Bandgaps 1,

train test split(X 1,

train size=train size,

random_ state=seed)

X train np.concatenate((X Otrain, X ltrain))
Y train = np.concatenate((Y Otrain, Y ltrain))

X test np.concatenate ((X Otest, X ltest))
Y test = np.concatenate((Y Otest, Y ltest))

# aplicar scaler
scaler = StandardScaler()
Y train = scaler.fit transform(Y train)

##4### IMPLEMENTAR Y ENTRENAR MODELO

# parametros de red

params = {'hidden layer sizes': (128, 256, 512),
'activation': 'relu',
'solver': 'adam',
'learning rate': 'constant',
'learning rate init': 0.001,
'max_ iter': 5000,
"tol': le-3,
'early stopping': True,
'n iter no change': 50,
'verbose': False}

# instanciar modelo
Model = MLPRegressor (random state=seed)

# ajustar parametros
Model.set params (**params)

# entrenar
Model.fit (X train, Y train)

###4# EVALUAR MODELO

# generar prediccion
Y pred = Model.predict (X test)
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# convertir a valores no-escalados
Y pred = scaler.inverse transform(Y pred)

# posprocesamiento
Y pred = postprocessing 2 (Y pred, positive only=False)

# convertir nan a 0
Y pred = np.nan_to num(Y pred)

# R2 Bandgaps
R2 = r2 score(Y test, Y pred, multioutput='raw values')

# R2 Bandgaps positivos
test positive = Y test[np.where(Y test[:,1] > 0)]
pred positive = Y pred[np.where(Y test[:,1] > 0)]

R2 pos = r2 score(test positive, pred positive,
multioutput='raw values')

# R2 Bandgaps negativos
test negative = Y test[np.where(Y test[:,1] <= 0
pred negative = Y pred[np.where(Y test[:,1] <= 0

~ ~—
[y —

R2 neg = r2 score(test negative, pred negative,
multioutput='raw values')

# guardar scores

data = {'r': r, 'r2': np.mean(R2), 'r2 freg': R2[0],
'r2 freq neg': R2 neg[0], 'r2 freqg pos': R2 pos[0],
'r2 gap': R2[1], 'r2 gap neg': R2 neg[l], 'r2 gap pos':

R2 pos[1]}
row = pd.Series(data=data)
row = np.around(row, decimals=3)
resultados = resultados.append(row, ignore index=True)
#verbose

print('n samples: {}'.format(n samples))
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Anexo C

Hiperparametros seleccionados

En este Anexo se dan a conocer los pardmetros con los que son configurados los
diferentes modelos de aprendizaje de maquinas implementados en esta memoria.

Lo parametros que no se indican en las tablas son dejados en sus valores prestablecidos
segun la documentacion de scikit-learn, exceptuando los parametros para las RNN que
se indican en la Tabla 7-1.

Tabla 7-1 Hiperparametros comunes a todos los modelos RNN.

Hiperparametros Valor
max_iter 5000
tol 0.003
early stopping True
n_iter_no_change 50

C.1 Hiperparametros del enfoque 1

Tabla 7-2 Hiperpardmetros empleados en modelos KNN para el enfoque 1.

Estructura 1 Estructura 2 Estructura 3
n_neighbors 12 12 10
weights distance distance distance
p 1 1 1
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Tabla 7-3 Hiperparametros empleados en modelos RNN para el enfoque 1.

Estructura 1 Estructura 2 Estructura 3
hidden_layer sizes | (512,512, 128) (512,512 (512, 512, 256)
activation relu relu relu
solver adam adam adam
learning_rate _init 0.001 0.001 0.001

C.2 Hiperparametros del enfoque 2

Tabla 7-4 Hiperpardmetros empleados en modelos KNN para el enfoque 3.

Estructura 1 Estructura 2 Estructura 3
n_neighbors 18 13 11
weights distance distance distance
p 1 3 2

Tabla 7-5 Hiperparametros empleados en modelos RNN para el enfoque 3.

Estructura 1

Estructura 2

Estructura 3

hidden_layer sizes

(512, 512, 128, 128)

(128, 256, 512)

(512,512, 64, 512, 512)

activation

relu

relu

relu

solver

adam

adam

adam

learning_rate init

0.001

0.001
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Anexo D

Graficos de los resultados

A continuacion, se presentan todos los graficos de dispersion y matrices de confusion

generados a partir de las predicciones hechas para todas las estructuras, empleando
modelos de KNN y RNN.

En las siguientes secciones, se presentan los resultados obtenidos correspondientes a
cada uno de los enfoques.
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D.1 Enfoquel
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Figura 7-12 Graficos de dispersion de la prediccion de los valores minimos y maximos de
las bandas. Estructura 1. (a) prediccién realizada con KNN y (b) prediccién realizada con

RNN.

71
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Figura 7-13 Graficos de dispersién de la frecuencia media y ancho de band gap,
calculados a partir de los valores minimos y maximos predichos para la estructura 1. (a)
prediccion realizada con KNN y (b) prediccién realizada con RNN.
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Figura 7-14 Matriz de confusion del calculo de band gaps en estructura 1.
(a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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Figura 7-15 Graficos de dispersion de la prediccion de los valores minimos y maximos de
las bandas. Estructura 2. (a) prediccién realizada con KNN y (b) prediccién realizada con

RNN.
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(b)
Figura 7-16 Graficos de dispersiéon de la frecuencia media y ancho de band gap,

calculados a partir de los valores minimos y maximos predichos para la estructura 2. (a)
prediccion realizada con KNN y (b) prediccién realizada con RNN.
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Figura 7-17 Matriz de confusion del calculo de band gaps en estructura 2.
(a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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Figura 7-18 Graficos de dispersion de la prediccion de los valores minimos y maximos de
las bandas. Estructura 3. (a) prediccién realizada con KNN y (b) prediccién realizada con

RNN.
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Figura 7-19 Graficos de dispersién de la frecuencia media y ancho de band gap,

calculados a partir de los valores minimos y maximos predichos para la estructura 3. (a)
prediccion realizada con KNN y (b) prediccién realizada con RNN.
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Figura 7-20 Matriz de confusion del calculo de band gaps en estructura 3.
(a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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D.2 Enfoque 2

Estructura 1
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(b)

Figura 7-21 Gréficos de dispersion de la prediccion de frecuencia media
y ancho de banda para la estructura 1. (a) prediccién realizada con KNN
y (b) prediccién realizada con RNN.
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Figura 7-22 Matriz de confusion de la prediccion de band gaps en la estructura
1. (a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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Estructura 2
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Figura 7-23 Gréficos de dispersion de la prediccion de frecuencia media
y ancho de banda para la estructura 2. (a) prediccién realizada con KNN
y (b) prediccién realizada con RNN.
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Figura 7-24 Matriz de confusion de la prediccion de band gaps en la estructura
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2. (a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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Estructura 3
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Figura 7-25 Gréficos de dispersion de la prediccion de frecuencia media
y ancho de banda para la estructura 3. (a) prediccién realizada con KNN
y (b) prediccién realizada con RNN.
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Figura 7-26 Matriz de confusion de la prediccion de band gaps en la estructura
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3. (a) prediccion realizada con KNN y (b) prediccion realizada con RNN.
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D.3 R?*y MAE

A continuacion, se entregan todos los valores del coeficiente de determinacion y error
absoluto medio obtenidos para todas las predicciones.

Enfoque 1

En la Tabla 7-6, Tabla 7-7 y Tabla 7-8 se entregan los valores de MAE obtenidos de la
prediccién de los valores minimos y maximos de bandas, para las estructuras 1, 2y 3
respectivamente.

Tabla 7-6 MAE de la prediccién de valores minimos y maximos de bandas para la
estructura 1.

Prediccion KNN Prediccion RNN
u [Hz] o [Hz] u [Hz] o [HZ]
MAE\ax banda 3 2.909 34 6.488 1.824
MAEin banda 4 4.802 148 8.872 1.629
MAEmax banda 4 3.181 52 6.816 1.908
MAEin banda s 3.728 103 7.883 1.840
MAEnax panda s 3.518 58 7.014 1.961
MAEin banda 6 3.658 69 7.726 1.879
MAEwax banda 6 3.886 57 7.165 2.011
MAE in banda 7 4.049 76 8.115 1.967
MAE ax panda 7 4218 68 7.378 2.066
MAEin panda 8 4.102 77 8.034 1.989

Tabla 7-7 MAE de la prediccion de valores minimos y maximos de bandas para la
estructura 2.

Prediccion KNN Prediccion RNN
u [HZ] o [HZ] p [Hz] o [Hz]
MAE % banda 4 1.901 41 1.239 245
MAE in banda s 1.492 25 1.060 227
MAE .x banda s 2.148 45 1.247 250
MAE 1in banda 6 1.596 32 1.066 226
MAE 2% banda 6 2.448 49 1.308 280
MAEwin banda_7 1.887 36 1.227 244
MAE 2% banda 7 2.492 63 1.399 272
MAEin panda 8 1.986 36 1.308 245
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Tabla 7-8 MAE de la prediccion de valores minimos y maximos de bandas para la
estructura 3.

Prediccion KNN

Prediccion RNN

u [HZ] o [HZ] u [HZ] o [HZ]
MAE 0% panda 3 2.170 27 15.093 2.636
MAE iy panda 4 1.722 24 11.485 1.929
MAE 0% banda 4 2.438 38 17.046 2.969
MAE in panda s 2.107 32 14.422 2.488
MAE 0x panda s 2.959 51 19.458 3.496
MAE iy panda 6 2.372 40 16.202 2.816
MAEmay banda 6 2.997 51 19.938 3.479
MAEwmin panda_7 3.173 34 17.459 2.988
MAEmax banda 7 3.771 58 21.621 3.828
MAEmin panda s 3.548 62 19.404 3.347
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En la Tabla 7-9,
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Tabla 7-10 y Tabla 7-11 se entrega los R? obtenido al calcular la frecuencia y ancho de
band gap a partir de los valores minimos y maximos predichos, para las estructuras 1, 2
y 3 respectivamente.

Tabla 7-9 R? del célculo de frecuencia media y ancho de band gap para la estructura 1.

Prediccion KNN Prediccion RNN
VI o) vl o)
szandgap 0,665 0,010 0,369 0,116
szreq 0,786 0,016 0,208 0,228
R?freq-neg 0,773 0,017 0,277 0,212
R? freq—pos 0,835 0,005 -0,723 0,485
Rzgap 0,545 0,010 0,530 0,077
Rzgap_neg 0,568 0,008 0,561 0,072
Rzgap_pos -57,465 1,823 -64,402 9,153
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Tabla 7-10 R? del calculo de frecuencia media y ancho de band gap para la estructura

2.

Prediccion KNN

Prediccion RNN

U o U o
R? pandgap 0,888 0,007 0,857 0,041
R e 0,896 0,015 0,764 0,071
R? froq-neg 0,893 0,016 0,802 0,077
R? 1 oq—pos 0,916 0,010 0,358 0,288
R20 0,879 0,004 0,948 0,012
R2 0y —neq 0,903 0,005 0,957 0,013
R2 o -47,167 0,724 -17,830 3,378

Tabla 7-11 R? del célculo de frecuencia media y ancho de band gap para la estructura

3.

Prediccion KNN

Prediccion RNN

I o] vl o]
R? pandgap 0,663 0,006 -0,563 0,278
R%freq 0,811 0,012 -1,329 0,403
R?treq-neq 0,790 0,016 -1,759 0,572
R? treq—pos 0,821 0,009 -0,596 0,400
R, 0,515 0,012 0,202 0,163
R? 0y -neq 0,701 0,014 -0,139 0,268
R? 0 —pos -12,156 0,173 -3,192 0,717
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Enfoque 2

En la Tabla 7-12, Tabla 7-13 y
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Tabla 7-14 se entregan los valores de R? obtenidos para la prediccion de frecuencia
media y ancho de band gap, para las estructuras 1, 2 y 3 respectivamente, utilizando el
enfoque 2.

89



Tabla 7-12 R? de la prediccién de frecuencia media y ancho de band gap para la

estructura 1. Enfoque 2.

Prediccion KNN

Prediccion RNN

U o U o
R2yundgan 0,699 0,010 0,755 0,016
R e 0,806 0,015 0,858 0,014
R?freq—neq 0,805 0,015 0,858 0,014
R? o0 —vos 0,824 0,065 0,816 0,137
R,z 0,592 0,012 0,652 0,029
R2 0y —neq 0,592 0,010 0,653 0,030
R2 o -164,991 339,172 -128,663 157,864

Tabla 7-13 R? de la prediccion de frecuencia media y ancho de band gap para la

estructura 2. Enfoque 2.

Prediccion KNN

Prediccion RNN

v o U o
R? andaan 0,889 0,008 0,942 0,007
Rreq 0,871 0,014 0,915 0,012
R?froq—neq 0,872 0,012 0,916 0,013
R?f1eq—pos 0,743 0,276 0,783 0,304
R%,,, 0,907 0,005 0,970 0,002
R?,apneq 0,908 0,005 0,970 0,002
R2 o os -41,106 14,961 -7,975 5,923

90




Tabla 7-14 R? de la prediccion de frecuencia media y ancho de band gap para la

estructura 3. Enfoque 2.

Prediccion KNN

Prediccion RNN

U o U o
R?anagap 0,813 0,008 0,913 0,008
R req 0,830 0,010 0,897 0,015
R?froq—neq 0,828 0,010 0,895 0,015
R2freq—pos 0,850 0,041 0,924 0,040
R%,, 0,795 0,016 0,929 0,006
R? ap—neq 0,793 0,014 0,929 0,007
R2 o os -2,845 1,862 -1,838 1,963
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