
UNIVERSIDAD DE CHILE
FACULTAD DE CIENCIAS FÍSICAS Y MATEMÁTICAS
DEPARTAMENTO DE INGENIERÍA ELÉCTRICA

ACELERANDO EL APRENDIZAJE REFORZADO DE POLÍTICAS DE UN
AGENTE MÓVIL MEDIANTE RETROALIMENTACIÓN CORRECTIVA

MEMORIA PARA OPTAR AL TÍTULO DE INGENIERA CIVIL ELÉCTRICA

VALENTINA PAZ BRAIN DE LA BARRA

PROFESOR GUÍA:
JAVIER RUIZ DEL SOLAR

PROFESOR CO-GUÍA:
FRANCISCO LEIVA CASTRO

MIEMBROS DE LA COMISIÓN:
ISAO PARRA TSUNEKAWA

FRANCISCO RIVERA SERRANO

Este trabajo ha sido parcialmente financiado por proyecto FONDECYT 1201170

SANTIAGO DE CHILE
2022



RESUMEN DE LA MEMORIA PARA OPTAR
AL TÍTULO DE INGENIERA CIVIL ELÉCTRICA
POR: VALENTINA PAZ BRAIN DE LA BARRA
FECHA: 2022
PROF. GUÍA: JAVIER RUIZ DEL SOLAR

ACELERANDO EL APRENDIZAJE REFORZADO DE POLÍTICAS DE UN
AGENTE MÓVIL MEDIANTE RETROALIMENTACIÓN CORRECTIVA

Uno de los grandes desafíos que posee la aplicación del aprendizaje reforzado profundo, es
la falta de eficiencia de muestras durante el entrenamiento de un agente, en otras palabras,
el agente requiere de muchas iteraciones para converger a un comportamiento deseado.

Un enfoque utilizado para lidiar con este problema, es el de acelerar el aprendizaje de un
agente mediante el uso de feedback correctivo junto con el uso de recompensas.

Dada esta situación, se propone en este trabajo el incorporar una señal de retroalimenta-
ción correctiva para mejorar la eficiencia del aprendizaje de la política o comportamiento de
un agente, en particular, la eficiencia de muestras durante su entrenamiento.

Para llevar esto a cabo, se busca implementar un algoritmo híbrido, compuesto por un
algoritmo de aprendizaje reforzado profundo (DDPG) y un algoritmo de aprendizaje de má-
quinas interactivo (D-COACH). Este será empleado sobre un agente robótico móvil, con el
fin de llevar a cabo la tarea de navegación autónoma, más en especifico, la de planificación
local en 2D, en un ambiente de simulación.

El algoritmo híbrido propuesto, se contrasta con los algoritmos utilizados para su cons-
trucción, DDPG y D-COACH, además de un algoritmo secuencial compuesto por ambos.
Se compara la eficiencia de muestras entre estos algoritmos y el desempeño que logra cada
uno, mediante una evaluación sobre el mismo ambiente de entrenamiento y validación en un
ambiente nunca antes visto por el agente.
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Capítulo 1

Introducción

1.1. Motivación y antecedentes
Uno de los grandes paradigmas de aprendizaje de máquinas es el aprendizaje reforzado,

el cual busca determinar qué acciones debe escoger un agente al resolver una tarea, a medi-
da que este interactúa con su entorno. La política o comportamiento que el agente aprenda
dependerá de las recompensas recibidas por las acciones ejecutadas [1, 2].

El aprendizaje reforzado al ser combinado con el uso de técnicas de aprendizaje profundo,
es denominado aprendizaje reforzado profundo. Este campo de investigación ha sido capaz de
resolver múltiples tareas de toma de decisiones que poseen un gran grado de complejidad, a la
hora de poder representar los estados en los que se encuentra inmerso el agente al interactuar
en ambientes con observaciones de datos no estructurados, como imágenes, señales de audio,
luz, entre otras. El uso de aprendizaje reforzado profundo, abre una cantidad inmensa de
nuevas aplicaciones en los distintos campos del conocimiento tales como la robótica, finan-
zas, salud entre otros [2]; así el agente puede tener patrones de datos que le permiten tomar
mejores decisiones al verse dentro de ambientes de estado continuo no estructurados, es decir
donde el agente puede tomar acciones en un espacio continuo mediante el uso de información
no estructurada.

Estos agentes artificiales al encontrarse en ambientes desconocidos, deben adaptarse de
rápidamente, mediante su interacción con el ambiente, lo cuál no es fácil de conseguir debido
a las múltiples iteraciones que debe realizar el agente al aprender de manera autónoma. La
idea de introducir el aprendizaje que reciben los humanos en agentes artificiales nace de los
inicios de la inteligencia artificial con Alan Turing [3]. Este aprendizaje puede ser obtenido de
distintas fuentes, como en el caso de los humanos; estas pueden ser de la experiencia, a partir
de sus compañeros (otros agentes que interactúan en un mismo ambiente), profesores (como
humanos y modelos que enseñan de distintas formas como realizar la tarea deseada); pruebas
de ensayo-error (método que en el agente desarrolla la tarea sin saber si estará correcto o no
el resultado, y de haberla desarrollado exitosamente, es aceptada como una solución válida),
etc [4]. Dado el contexto de aprendizaje descrito, es natural plantear un método de aprendi-
zaje que involucre al humano como profesor, es ahí donde surge el Aprendizaje de Máquinas
Interactivo (IML), el cual incorpora al humano dentro del proceso de aprendizaje del agente,
mediante una señal de consejo que puede ser descrita de múltiples formas [5]. En particular,
la integración del consejo humano dentro del proceso de aprendizaje, es un método que ha
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sido ampliamente utilizado a lo largo de la literatura de aprendizaje reforzado, como un mé-
todo capaz de acelerar el proceso de aprendizaje mediante la incorporación de recompensas
intermedias [5, 6, 7].

Dentro de este trabajo se desea incorporar como señal de consejo la retroalimentación
correctiva [8, 9, 10], también llamada retroalimentación instructiva, la cuál implica implí-
citamente que la acción realizada es incorrecta, donde más allá de la crítica a la acción,
se entrega al agente la información sobre la acción correcta. Lo anterior, es empleado con
el fin de lograr una optimización y mejora en la calidad de las muestras utilizadas por el
agente para su aprendizaje, logrando obtener en otras palabras, una mejora en la eficiencia
de muestras, para así acelerar el aprendizaje de un agente autónomo en la realización de
distintas tareas. Lo descrito, ha sido aplicado en múltiples contextos y trabajos [11, 12, 13] ,
incluyendo al humano dentro del loop de aprendizaje reforzado profundo de distintas formas,
sobre distintos contextos.

Una de las tareas de interés, es la de planificación local 2D [14, 15], la cual se desarrolla
dentro del paradigma de navegación robótica [16], y consiste principalmente en el desafío
de que un agente robótico móvil, sea capaz de desplazarse en un ambiente 2D a partir de
las observaciones realizadas a partir de su interacción con el ambiente instantáneamente, a
lo largo de una serie de poses de navegación locales, con el fin de alcanzar el objetivo de
navegación determinado por alguna de sus planificaciones globales, esto mientras el agente
logra evitar obstáculos en el camino.

1.2. Descripción del problema
Uno de los desafíos que tiene la aplicación del aprendizaje profundo, es la falta de eficiencia

en el entrenamiento (interacción del agente con el mundo mediante exploración), es decir, que
el agente requiere de muchas iteraciones para poder converger a un comportamiento deseado.

Se plantea como solución a este problema la incorporación de retroalimentación correctiva
para mejorar la eficiencia del aprendizaje de la política o comportamiento de un agente, en
particular, la eficiencia de muestras durante su entrenamiento.

Se tiene como tarea a resolver por el agente robótico, la de planificación local en navega-
ción robótica, la cual se traduce en el lograr que el agente móvil logre desplazarse hacia su
objetivo local, sin chocar con paredes u obstáculos dentro del ambiente en el que se encuen-
tra, con el fin de probar su funcionamiento tanto en el ambiente en el que entrena, como en
alguno que no haya visto antes, y así evaluar su desempeño.

Esta tarea se llevará acabo mediante el aprendizaje de la política del agente con el uso de
aprendizaje reforzado profundo y aprendizaje de máquinas interactivo, sobre configuraciones
experimentales diseñadas en ambientes de simulación y potencialmente en el mundo real,
para validar su funcionamiento y buen desempeño de la tarea a realizar.

1.3. Objetivos
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1.3.1. Objetivos generales
El objetivo general de este trabajo, consiste en acelerar el entrenamiento de un agente

móvil mediante el uso combinado de aprendizaje reforzado profundo y retroalimentación co-
rrectiva. En otras palabras, que el agente sea capaz de realizar la tarea de planificación local
2D, de forma de que su aprendizaje sea más rápido al incluir al humano como profesor. Este
algoritmo híbrido, debe ser capaz de funcionar en ambientes de simulación, sobre mapas que
poseen obstáculos fijos en cada episodio de entrenamiento.

Como agente móvil se utilizará el robot Clearpath Husky A200 [17], junto con el uso de
dos sensores láser Hokuyo UTM-30LX-EW [18] dispuestos de modo que se puede tener una
visión del ambiente en 360° en torno al agente. Se hará uso de la plataforma de simulación
Gazebo 11 [19] y el framework de ROS-Noetic [20], para desarrollar una aplicación que
permita llevar a cabo el entrenamiento de la política del agente.

1.3.2. Objetivos específicos
Proponer e implementar un algoritmo que permita incluir retroalimentación correctiva
en el aprendizaje de la política de un agente robótico móvil para resolver la tarea de
navegación robótica, en un ambiente 2D.

Validar el algoritmo propuesto a través de una configuración experimental en una pla-
taforma de simulación, utilizando un agente robótico móvil.
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Capítulo 2

Marco teórico y estado del arte

2.1. Procesos de decisión de Markov
Los Procesos de Decisión de Markov (MDP)[1] son la formalización clásica del problema

de toma de decisión secuencial, donde el efecto de una acción en un estado o situación deter-
minada, influye sobre la obtención de las recompensas inmediatas y los estados subsecuentes
junto con las recompensas futuras asociadas a estos. En particular, esta formulación mate-
mática es utilizada para describir, teóricamente, el problema de aprendizaje reforzado, el cual
se traduce en el aprendizaje del comportamiento de un agente en un ambiente desconocido,
mediante su interacción con éste.

Un Proceso de Decisión de Markov µ, se define como una tupla µ = (S,A,P ,R), donde:

S es un conjunto de estados markovianos 1.

A un conjunto de acciones.

P(s, a, s′) es la función de transición de estados que modela la dinámica del MDP. Esta
función indica la probabilidad de transición de un estado s ∈ S a un estado siguiente
s′ ∈ S, dada una acción a ∈ A, lo cuál se representa mediante la siguiente expresión,
P(s, a, s′) = P(st+1 = s′|st = s, at = a).

R(s, a) es la función de recompensas, que indica la recompensa asociada a cada transición
de estado, esta se define como R(s, a) = E[rt|st = s, at = a].

Lo anterior, puede ser descrito como la interacción secuencial entre el agente y el ambiente
en cada paso de tiempo discreto t ∈ {1, 2, 3, ..., T}. Donde en cada paso de tiempo t, el agente
obtiene el estado st del ambiente, sobre el cual decide ejecutar una acción at. Un paso de
tiempo después (t + 1), como consecuencia de la acción ejecutada, el agente obtiene una
recompensa numérica rt dada por R(s, a), que transiciona al estado siguiente st+1, dado por
P(s, a, s′). En la Figura 2.1, se presenta la estructura de una MDP anteriormente descrita.

1 Los estados Markovianos [1] son la información disponible que posee el agente en un instante de tiempo
t = 0, 1, .., n sobre el ambiente, y que cumplan la propiedad de Markov, o de independencia entre estados.
Más en específico, que hay independencia entre el estado futuro (st+1) de los estados pasados (st−1), por
lo que la información relevante se encuentra en el estado presente o actual (st). La propiedad de Markov
se presenta mediante la siguiente expresión: P(st+1|st) = P(st+1|st, st−1, ...s0).

4



st

rt

st+1

at

rt+1

st+2

P(st+1 | st , at) P(st+2 | st+1 , at+1)

at+1

Figura 2.1: Estructura de un Proceso de Decisión de Markov.

2.2. Aprendizaje reforzado
El Aprendizaje Reforzado hace alusión al aprendizaje que adquiere un agente, tras rea-

lizar un mapeo del estado actual a las acciones que este puede realizar sobre el ambiente a
lo largo del tiempo, para lograr maximizar una señal numérica de recompensa [1]. Es im-
portante notar que el agente no es informado de las acciones que debe tomar, ya que este
debe descubrir las acciones que le permiten maximizar las recompensas utilizando el méto-
do de ensayo-error, con la finalidad de lograr el objetivo o meta de la tarea que desea resolver.

La representación de la interacción entre el agente y su entorno, se visualiza en la Figura
2.2.

st+1rt+1 at

strt

Ambiente

Agente

AcciónRecompensa Estado

Figura 2.2: Interacciones entre Agente-Ambiente.

Cualquier método que busque resolver problemas de este tipo, se considera como un mé-
todo de aprendizaje reforzado.

2.2.1. Recompensas, retorno y política
En el Aprendizaje Reforzado, el objetivo del agente es el de maximizar la suma de las

recompensas rt dada R(st, at), las cuales se describen mediante la función de retorno finito
descrita en la ecuación (2.1).
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Estas recompensas son definidas hasta un paso temporal final T , el cual de ser finito, gene-
ra un término de la secuencia temporal actual. Lo anterior es llamado episodio. Un episodio
posee un estado especial de término y de comienzo, los cuales definen el inicio y fin de un
episodio y no necesariamente son distintos de los estados que pueda obtener un agente. Las
tareas que poseen episodios, son llamadas tareas episódicas.

Gt =
T∑
k=t

rk (2.1)

En el caso donde no se tienen estados terminales (T = ∞) se tiene que la tarea no esta
acotada temporalmente. Es por lo anterior, que es relevante el uso del factor de descuento γ ∈
[0, 1], ya que permite definir dentro de un rango de tiempo acotado el problema, considerando
que las recompensas también poseen valores acotados, y que la función de retorno esperado
no obtendrá un valor infinito, donde en este caso particular γ < 1. Además, permite definir
un horizonte de relevancia de las recompensas, en donde se le asigna mayor importancia a
las recompensas más inmediatas cuando γ → 0, y en el caso en que γ → 1 se le asigna una
mayor relevancia a las recompensas futuras. Se introduce así la función de retorno esperado
con descuento en la Ecuación (2.2).

Gt =
T∑
k=t

γkrt+k (2.2)

El comportamiento del agente se define a partir de una función llamada política π(at|st).
Una política es una función que permite mapear desde un estado, las probabilidades de selec-
cionar las acciones posibles. A partir de la definición presentada en la Sección 2.1, entregado
un estado st al agente, este ejecuta una acción at dada por la función de política π(at|st),
con la que se genera un estado siguiente st+1 en su ambiente y obtiene una recompensa rt
asociada al estado y acción actual.

De la interacción agente-ambiente, se genera una distribución de probabilidad Pπ(·) sobre
las trayectorias τ = {s0, a0, ....sT , aT} que sigue el agente, donde el valor de T puede ser
acotado o infinito, tal como se menciona en al comienzo de la Sección 2.2. La distribución
de probabilidad sobre las trayectorias τ , se define a partir de la distribución sobre el estado
inicial P(s0), la probabilidad de transición de estados P(st+1|st, at) y la política del agente
π(at|st). La expresión es definida en la Ecuación (2.3).

Pπ(τ) =
T∏
t=1

P(s1) · π(at|st) · P(st+1|st, at) (2.3)

Formalmente, el objetivo del aprendizaje reforzado es el de maximizar la función de retorno
esperado evaluada sobre las trayectorias seguidas por el agente al interactuar con el ambiente.
Esto se presenta en la Ecuación (2.4).

J(π) = Eτ∼Pπ(τ)

[
T∑
t=1

γt−1R(st, at)
]

(2.4)
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2.2.2. Funciones de valor
Para lograr el objetivo descrito anteriormente, de maximizar la función presentada en la

Ecuación (2.4), se introducen dos funciones frecuentemente utilizadas para resolver el pro-
blema del Aprendizaje Reforzado, denominadas Funciones de Valor. Estas permiten registrar
en cada paso de tiempo t a lo largo de la interacción agente-ambiente, el retorno esperado
dependiendo de la política del agente. Estas se presentan a continuación:

Función de Valor-Estado: Es el retorno esperado que recibe un agente siguiendo una
política π a partir de un estado s, sobre una trayectoria τt = {st, at, ....sT , aT} recorrida
por el agente a partir del estado st. Esta se denota por V π(s), y se define en la Ecuación
(2.5).

V π(s) = Eτt∼Pπ(τt)

[
T∑
k=t

γk−tR(sk, ak)
∣∣∣∣∣ st = s

]
(2.5)

Función de Valor-Acción: Es el retorno esperado que recibe un agente siguiendo una
política π a partir de un estado s tras haber ejecutado una acción a, sobre la trayectoria
recorrida τt, a partir del estado st. Esta se denota por Qπ(s), y se define en la Ecuación
(2.6).

Qπ(s, a) = Eτt∼Pπ(τt)

[
T∑
k=t

γk−tR(sk, ak)
∣∣∣∣∣ st = s, at = a

]
(2.6)

Las funciones de valor V π(s) y Qπ(s, a), cumplen además la cualidad de tener una relación
de recurrencia entre ellas: Ambas funciones pueden ser descritas en función de la otra, en
la Figura 2.3 se presenta un diagrama de las relaciones entre funciones con un proceso de
decisión de Markov tomando 2 estados para tiempos t y t+ 1.

s

r

a

P(s'| s, a)

Qπ(s,a)

Relación de Qπ(s,a) en función de Vπ(s')

R(s, a)

s'

Vπ(s')

s

r

a

P(s'| s, a)

Qπ(s,a)

Relación de Vπ(s) en función de Qπ(s,a)

R(s, a)

s'

Vπ(s)

π(a|s)

Figura 2.3: Diagrama de relación entre funciones V π(s) y Qπ(s, a).

La función V π(s) se escribe en términos de Qπ(s, a), debido a que el valor de un estado
depende del valor de todas las acciones posibles para este estado, y de cómo cada acción puede
ser tomada bajo la política utilizada por el agente π(a|s). Esto se describe en la Ecuación
(2.7).

V π(s) = Ea∼π(a|s) [Qπ(s, a)] (2.7)
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En el caso de la función Qπ(s, a), esta se puede escribir en términos de V π(s), ya que la
primera depende de la recompensa obtenida tras la ejecución de una acción sobre el estado
actual, donde el estado siguiente s′ sigue la probabilidad de transición descrita por P(s′|s, a).
Lo anterior se presenta en la Ecuación (2.8).

Qπ(s, a) = R(s, a) + γEs′∼P(s′|s,a) [V π(s′)] (2.8)

Para cualquier MDP finito se puede definir una política óptima π∗ que es mejor o igual al
resto de las políticas π∗ ≥ π , ∀π. Lo anterior se debe a que las funciones de valor determinan
un orden parcial sobre las políticas; esto se traduce en que para una política π mejor o igual
a una política π′ (π ≥ π′) si y sólo si el retorno esperado de π es mayor o igual al de π′

(V π(s) ≥ V π′(s) ,∀s ∈ S).

Las políticas óptimas π∗ se obtienen a partir de la maximización del retorno esperado J(π),
de modo que π∗ = argmax

π
J(π). Puede haber una o más políticas óptimas, todas denotadas

por π∗. Estas políticas óptimas comparten la misma función de Valor-Estado, presentada en
la Ecuación (2.9). La función V ∗(s) se denomina función Valor-Estado óptima.

V ∗(s) = max
π

V π(s) , ∀s ∈ S (2.9)

Las políticas óptimas comparten también la función de Valor-Acción óptima Q∗(s, a) descrita
en la Ecuación (2.10).

Q∗(s, a) = max
π

Qπ(s, a) , ∀s ∈ S ∧ ∀a ∈ A (2.10)

2.2.3. Algoritmos de aprendizaje reforzado
De todas las formas de aprendizaje de máquinas, el aprendizaje reforzado es el más cercano

al aprendizaje realizado por humanos y animales, y muchos de estos algoritmos core fueron
inspirados por sistemas biológicos [1]. El objetivo de estos algoritmos consiste en encontrar la
política óptima π∗, a través de distintos enfoques. La política o comportamiento del agente,
tradicionalmente se plantea como una función que mapea desde el espacio de los estados al
de las acciones, donde esta puede ser una función determinista o estocástica, que se optimiza
a medida de que el agente interactúa con el ambiente y encuentra la maximización de su
función de recompensas a partir de este mapeo. En los casos donde el problema se torna más
complejo debido a la gran cantidad de estados que puede tener S y no sea directo el poder
utilizar una tabla que relacione estados con acciones por ejemplo, es necesario representar la
política como un modelo parametrizado πθ(a|s) = f(a|s; θ), donde θ son los parámetros que
se desean optimizar para obtener la política óptima. Lo anterior es utilizado en la práctica,
de forma tal que el problema a resolver se convierte en encontrar los parámetros θ∗ que
optimizan la política del agente, lo cual se presenta en la Ecuación (2.11).

θ∗ = argmax
θ

J(πθ) (2.11)

Existen múltiples métodos para resolver este problema, pero la estructura general de
funcionamiento de los algoritmos de aprendizaje reforzado se presenta en la Figura 2.4, la
cual consiste en:
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Generación de muestras: Se obtienen una cantidad finita de muestras o experiencia,
mediante la colección de tuplas (st, at, rt, st+1).

Estimación del retorno o ajuste del modelo: A partir de las muestras recolectadas
se estima el retorno esperado, donde se busca maximizarlo para obtener una política
óptima.

Optimización de la política: Tras realizar la estimación anterior, se optimiza la
política actual mediante la obtención de una nueva política mejorada, por ejemplo,
utilizando la expresión ∇θJ(πθ) para actualizar los parámetros θ de la política. Otra
forma de hacerlo es mediante el uso de una función de valor.

Estimación del Retorno
/ Ajuste del Modelo

Optimización de la
política

Generación de muestras
(Ejecución de la política)

Figura 2.4: Anatomía de los algoritmos de aprendizaje reforzado.

En cuanto a la clasificación de estos algoritmos (Ver Figura 2.6), existen dos grandes ramas
en base a las cual se puede dividir el aprendizaje reforzado, la primera es el aprendizaje directo
o libre de modelo (Model-Free), esto implica que no se posee una representación del ambiente
y se busca aprender la política a partir de la interacción del agente con el ambiente mediante
el paradigma de prueba-error. La segunda consiste en el aprendizaje mediante el uso de un
modelo del ambiente o función de predicción de las transiciones de estados y recompensas
(Model-Based), lo cual puede ser utilizado para planificación de las acciones futuras del
agente, entre otras utilidades como la generación de muestras sintéticas. Lo anterior se puede
plasmar en el esquema que se presenta en la Figura 2.5.

Aprendizaje
del Modelo

RL Directo

Experiencia

Planificación

Modelo

Actuación

Función de Valor /
Política

Figura 2.5: Relación entre aprendizaje, planificación y actuación.

Dentro de los tipos de modelos Model-Free, existen tres grandes categorías de aprendi-
zaje:

Basado en Funciones de Valor: Esta clase de algoritmos aprende la política de
forma implícita, mediante el uso de funciones parametrizadas V π

θ (s) o Qπ
θ (s, a), para

encontrar los parámetros θ que logran la aproximación de las funciones mencionadas a
sus valores óptimos correspondientes a cada función de valor V ∗(s) o Q∗(s).
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Aprendizaje de la Política: Este tipo de método busca aprender de manera directa
los parámetros θ de la política πθ(a|s), mediante la optimización de la función J(πθ).
Se optimiza en dirección de ∇θJ(πθ), donde se realiza una optimización de gradiente
ascendente sobre los parámetros de la política.

Actor-Crítico: En este caso, se utilizan ambos métodos mencionados anteriormente,
donde la política representa al actor y la función de valor al crítico. El actor indica la
acción a ejecutar y el crítico entrega una estimación de su desempeño.

Algoritmos de
Aprendizaje Reforzado

Model-Free Model-Based

Optimización de la
políticaActor-Crítico Q-learning Aprendizaje del Modelo Dado un modelo

Figura 2.6: Tipos de algoritmos de aprendizaje reforzado.

Una última característica relevante en el funcionamiento de los algoritmos, es si funcionan
como algoritmos On-Policy u Off-Policy. Los algoritmos On-Policy se caracterizan por eva-
luar y actualizar la política π, a partir de experiencia evaluada en la misma política, donde
esta experiencia se renueva cada vez que la política es actualizada. En el caso de los algoritmos
Off-Policy, estos actualizan la política π a partir de experiencia sampleada de interacciones
previas a lo largo de todo el entrenamiento que ha tenido el agente con el ambiente, obtenida
mediante una distribución arbitraria µ, distinta de la política π en entrenamiento. En general
se considera que los algoritmos Off-Policy logran optimizar la eficiencia de muestras debido a
la reutilización de experiencias previas de otros episodios pasados durante el entrenamiento
de la política.
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2.3. Aprendizaje reforzado profundo
Si bien el aprendizaje reforzado ha sido bastante popular en los últimos años debido a su

éxito en el diseño (del problema y de las características a utilizar) y resolución de problemas
de toma de decisión secuencial [2], tales como desarrollar un agente capaz de jugar Atari [21],
lograr jugar contra equipos de principiantes de Dota [22] o incluso derrotar al campeón del
juego AlphaGo [23]; muchos de estos logros se deben a la integración del aprendizaje profun-
do o deep learning [24], que permite abordar problemas con un grado de complejidad mayor
al momento de representar los estados complejos o con información no estructurada como
imágenes o señales de sonido, y las acciones del sistema mediante el uso de redes neuronales
profundas.

La combinación de ambos, es llamada aprendizaje reforzado profundo, el cual resulta ser
de gran utilidad en problemas que poseen un espacio de estados de alta dimensionalidad. El
gran éxito del aprendizaje reforzado profundo, se debe a que se puede utilizar la información
o datos obtenida/os por el agente en su interacción con el ambiente, y ser procesada para
obtener características de alto, medio y bajo nivel de la información sin procesamiento, lo
cual permite aprender distintos niveles de abstracción de los datos sin la necesidad de un
experto para diseñar las características de manera manual, pues estas son aprendidas por la
red neuronal empleada [2].

2.3.1. Funciones de aproximación y redes neuronales profundas
La aproximación de función es una familia de técnicas matemáticas y estadísticas utiliza-

das para representar una función de interés cuando esta es difícil de representar de manera
exacta o explícita.

En particular, la aproximación de función es utilizado para representar políticas, funciones
de valor, y modelos de avance o forward models de forma paramétrica o no. Las redes neuro-
nales profundas, modelos lineales, entre otros son utilizados como funciones de aproximación
para representar las distintas funciones de interés en los distintas tareas de aprendizaje re-
forzado [25]. Para efectos de esta memoria, se desea enfocar la atención en redes neuronales
profundas feed forward.

Redes neuronales artificiales (ANN)

Las redes neuronales artificiales son modelos matemáticos utilizados para modelar tareas
de distintos tipos, como de predicción, clasificación, etc; con el fin de relacionar los valores de
salida con los datos de entrada del sistema, mediante el ajuste de los parámetros del modelo.
A continuación se describen los modelos neuronales a utilizar, incluyendo un diseño de red
particular a utilizar.

1. Redes neuronales prealimentadas o feedforward: Son una serie de modelos de
regresión logística apiladas de manera que la salida de cada modelo es la entrada del otro
hasta la capa final, que posee un modelo de regresión logística o lineal, dependiendo de si
el problema es de clasificación o regresión [26]. Estas se definen mediante las ecuaciones
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presentadas a continuación:

p(y|x, θ) = N(y|wT z(x), σ2) (2.12)
z(x) = g(V · x) = [g(vT1 · x), ..., g(vTH · x)] (2.13)

Donde g(·) es una función de activación no lineal (2.13), o función de transferencia (co-
mo la función logística), z(x) es una capa oculta, con H neuronas o unidades ocultas,
V es la matriz de pesos que une las entradas con los nodos ocultos, y w es el vector de
pesos que une la capa oculta con la salida de la red. Es importante la no linealidad de la
función g(·), ya que en caso contrario, colapsa en un gran modelo de regresión lineal [26].

En la Figura 2.7, se presenta una visualización de una red feed forward, donde los círculos
simbolizan las neuronas del sistema y las flechas las conexiones entre estas.

Capa
Entrada

Capa
Oculta

Capa
Salida

Figura 2.7: Diagrama de red neuronal feed forward.

2.3.2. DQN: Deep Q-Networks
El algoritmo DQN, se introduce por primera vez en el trabajo “Playing Atari with Deep

Reinforcement Learning” [21, 27], donde se utilizan redes neuronales profundas como aproxi-
madores de funciones de valor-acción, con el fin de aprender políticas a partir de observaciones
de alta dimensionalidad, utilizando aprendizaje reforzado. En el primer trabajo en particu-
lar, se utilizan los frames de imágenes de una serie de 7 videojuegos de Atari 2600, donde
se obtienen resultados satisfactorios en el área de estudio del aprendizaje reforzado, y logra
superar el conocimiento experto humano en algunos de estos juegos.

Al ser combinado con el método Experience Replay [28], se almacenan muestras para ser
utilizadas en el aprendizaje de tipo off-policy, de forma que se obtienen muestras sampleadas
en minibatches de forma aleatoria para ser utilizados en el aprendizaje de la política del
agente. Esto logra evitar la correlación entre las observaciones que percibe el agente durante
su aprendizaje.

DQN logra introducir una metodología para estabilizar, controlar y modelar políticas cons-
truidas en base al uso de redes neuronales profundas, donde estos últimas son modelos que
pueden variar en diseño y complejidad [29], además del contexto donde estas pueden ser
utilizadas, tales como en el procesamiento de imágenes, audio, señales, entre otros. Lo ante-
rior, vuelve este trabajo uno de los más importantes como la base del aprendizaje reforzado
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profundo que hoy se conoce.

La metodología introducida se presenta en Algoritmo 1, que al utilizar redes neuronales
como aproximadores de la función de valor-acción, y permite construir un modelo de la polí-
tica que se adapta a una entrada con datos no estructurados, como lo son los píxeles en este
caso. Además, se utiliza una red neuronal objetivo o target Q-Network [27], la cual es una
copia de la red que aproxima a la función de valor-acción, y que actualiza cada C iteraciones
sus parámetros, haciendo copia de los parámetros del aproximador de función de la función
valor-acción. Lo expuesto, permite que se reduzca la posibilidad de oscilación o divergencia
de los parámetros θ, ante algún retraso en la actualización de la red Qθ(s, a). Esto permite
calcular la variable yj sin afectar la optimización de la función de valor-acción.

La limitante que posee DQN, se relaciona con el espacio de acciones de control utilizado,
ya que estas son de naturaleza discreta, lo cual acota las aplicaciones de este algoritmo en
tareas de control que necesiten un espacio de acción continuo.

Algoritmo 1: Deep Q-Network (DQN)
Inicializar replay buffer D.
Inicializar función de valor Qθ(s, a) de parámetros θ
Inicializar función target Qθ̄(s, a) de parámetros θ̄ ← θ
for episodio = 1, .., M do

Se obtiene s1
for t = 1, .., T do

Con probabilidad ε, se elige at aleatoriamente, si no at = arg max
a∈A

Qθ(st, a)
Ejecutar acción at en el ambiente, observar rt, st+1.
Guardar transición (st, at, rt, st+1, ) en D.
Samplear un minibatch aleatorio de transiciones (sj, aj, rj, st+1) de D.

Calcular yj =
rj si sj+1 es un estado terminal
rj + γ ·max

a′
Qθ̄(sj+1, a

′) caso contrario

Actualizar Qθ(s, a) minimizando L(θ) = 1
N

∑N
j=1(yj −Qθ(sj, aj))2

Actualizar la red target Qθ̄(s, a) cada C iteraciones: θ̄ ← θ
end

end

2.3.3. DDPG: Deep Deterministic Policy Gradient
Deep Deterministic Policy Gradient (DDPG)[30] es un algoritmo model free de tipo actor-

crítico (off-policy), basado en Deterministic Policy Gradient (DPG)[31] para operar sobre
espacios de acción continuos.

Este algoritmo al modelar la política del agente, mediante una red neuronal profunda,
logra ampliar las aplicaciones de DQN, en contextos donde se necesite un espacio de acciones
de tipo continuo.

13



DDPG utiliza los descubrimientos de DQN [21], mediante el uso de aproximadores de
funciones neuronales para las funciones actor-crítico, donde sus parámetros son capaces de
ajustarse de forma estable y robusta, ya que:

1. Hacen uso de muestras almacenadas en un Replay Buffer, durante el entrenamiento off-
line, con el fin de reducir la correlación entre muestras. Esto debido a que se pueden
samplear de manera aleatoria muestras de este Replay Buffer. Este método se conoce
como Experience Replay [28].

2. Se entrenan a partir de una red neuronal objetivo o target Q-Network [27], con el fin de
entregar targets consistentes.

Se presenta el algoritmo de aprendizaje a continuación:

Algoritmo 2: Deep deterministic policy gradient (DDPG)
Inicializar las redes de actor µϕ(s) y crítico Qθ(s, a) con pesos ϕ y θ.
Inicializar las redes target, actor µϕ̄(s) y crítico Qθ̄(s, a) con pesos ϕ̄ y θ̄.
Inicializar Replay Buffer R.
for Episodio = 1,2,..,M do

Inicializar un proceso aleatorio V para exploración.
Se obtiene observación inicial s1.
for t= 1,2,..,T do

Seleccionar acción at = µϕ(s) + Vt.
Ejecutar acción at sobre el ambiente.
Observar la recompensa rt y el nuevo estado st+1.
Almacenar la transición (at, st, rt, st+1) en R.
Samplear un minibatch de muestras aleatorias de tamaño N (ai, si, ri, si+1).
Se define la etiqueta yi = ri + γQθ̄(si+1, µϕ̄(si+1))
Actualizar la red Q minimizando la función L(θ) = 1

N

∑N
i=0 (yi −Qθ(si, ai))2

Actualizar la red µ maximizando la función J(ϕ) = 1
N

∑N
i Qθ(si, µϕ(si))

Actualizar las redes target: θ̄ ← λθ + (1− λ)θ̄ y ϕ̄← λϕ+ (1− λ)ϕ̄
end

end
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2.4. Navegación robótica autónoma
Los robots móviles autónomos son robots que pueden realizar las tareas deseadas, como

lo son la navegación y exploración autónomas, en entornos estructurados o no estructurados
sin una guía humana continua [16]. Los grandes problemas que enfrenta la navegación, se
pueden representar según las siguientes etapas [16]:

Percepción del mundo: Percibir el mundo mediante sensores para obtener caracte-
rísticas del mundo como imágenes, mediciones láser, mediciones de ondas sonoras, entre
otras.

Planificación del camino: Utilizar las características para crear una secuencia orde-
nada de “puntos” objetivos que el robot debe alcanzar.

Generación de camino: Generar un camino a través de la secuencia de puntos obje-
tivos obtenida.

Seguimiento del camino: Controlar que el robot móvil pueda seguir la ruta prevista,
mediante algún diseño de control.

Dentro de la navegación, existen tres categorías globales a partir de las cuales se pueden
definir distintos tipos de navegación robótica [16]:

Navegación basada en mapas (Map-Based): Este tipo de sistemas dependen de
modelos geométricos o mapas topológicos del ambiente. Los robots poseen a priori la
información del ambiente, tal que su sistema de navegación integra la información del
mapa del ambiente entregado.

Navegación basada en mapas construidos (Map-Building-Based): Sistemas
que utilizan sensores para construir su propio modelo geométrico o topológico del am-
biente y utilizar estos para navegar. Este tipo de navegación se diferencia del primero,
debido a que este debe pasar por una etapa de exploración, tal que pueda obtener una
representación interna del espacio mediante sus sensores, para luego poder realizar la
tarea de navegación.

Navegación sin mapa (Mapless): Estos son sistemas que no utilizan representacio-
nes explícitas sobre el espacio donde se llevará a cabo la navegación, si no que recurre
al reconocimiento de objetos encontrados en el ambiente o el seguimiento de estos me-
diante la generación de movimientos basados en observaciones obtenidas a partir de sus
sensores.

En este trabajo, se desean abarcar sistemas de navegación sin presencia de un mapa, de-
bido a que en términos prácticos, no siempre se posee un mapa del lugar donde se desea
navegar [32].

Dado lo anterior, se enfoca la atención sobre la tarea de planificación local, que permite
al robot tener una percepción local de su ambiente y mejorar las decisiones que se deseen
tomar al momento de realizar una tarea, más en específico de navegación, a medida de que
este se encuentra en interacción con el ambiente.
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2.4.1. Navegación robótica basada en aprendizaje reforzado pro-
fundo

En la actualidad se han realizado múltiples trabajos relacionados con la navegación robó-
tica incorporando el uso del aprendizaje reforzado profundo [15, 32, 33, 34], con el interés
de encontrar la política óptima a través de la guía del robot a su posición objetivo mediante
su interacción con el ambiente. Esta tarea sigue siendo desafiante al momento de modelar la
política o comportamiento del robot, para lograr alcanzar el objetivo de navegación, debido
a que aún no se tiene un modelamiento o parametrización estandarizado.

Una de las ventajas de incorporar el aprendizaje reforzado profundo, es que facilita la na-
vegación sin el uso de mapas y reduce la dependencia en la precisión de las mediciones de los
sensores [33], gracias al uso de modelos neuronales que permiten relacionar estas mediciones
con las acciones deseadas.

Muchos algoritmos de DRL como DQN, DDPG, PPO [35] entre otros, han sido utiliza-
dos dentro del contexto de navegación robótica basada en DRL. Estos métodos permiten
describir el proceso de navegación mediante un proceso de decisión de Markov, que utiliza
la información observada por el robot, mediante sus sensores, con la meta de máximizar el
retorno esperado [33].

En el trabajo realizado en [15], se realiza un estudio exhaustivo de distintos tipos de
configuraciones tanto en el vector de observaciones como en las parametrizaciones utilizadas
a partir del uso de sensores de LiDAR. Esto se realiza con el fin de encontrar una aproximación
robusta para el diseño de planificadores locales basados en aprendizaje reforzado. A partir
de este trabajo, se encuentran múltiples herramientas e ideaciones útiles para incorporar
en este trabajo, dentro de las cuales se buscan utilizar las parametrizaciones, ambientes de
entrenamiento y la función de recompensa, adaptándolas en el contexto de esta memoria.

2.5. Aprendizaje de máquinas interactivo
Para efectos de esta memoria, el aprendizaje de máquinas interactivo o interactive machi-

ne learning (IML), se conoce como un área de investigación que reúne una serie de técnicas
en las que los humanos se hacen parte del aprendizaje de los agentes, mediante señales de
aprendizaje que se pueden conceptualizar como instrucciones, demostraciones o retroalimen-
tación, entre otras [5]. Se tiene un diagrama de proceso genérico de aprendizaje reforzado con
guía humana, adaptable para las distintas formas en las que este puede ser integrado dentro
de un agente artificial, para comprender el funcionamiento general de esta área de estudio.
Este diagrama de procesos se presenta en la Figura 2.8.

Conversión de
consejo en

representación
interna

Conversión del
consejo en  una

operación
utilizable por el

agente

Entrega de
consejo o

guía
humana 

Integración del
consejo

reformulado en
la base de

aprendizaje del
agente

Conceptuar el
valor del
consejo.

Figura 2.8: Proceso del aprendizaje reforzado con guía humana genérico [5].
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A partir de lo anterior, se describe el proceso de aprendizaje reforzado con guía humana de
forma genérica, de manera que se comienza por realizar una descripción de cómo la guía hu-
mana es proveída al sistema del agente, lo cuál se puede diseñar de múltiples formas. Luego,
se continua con la codificación de la información percibida del consejo para ser transformada
en una representación interna del agente. Finalmente se busca integrar esta señal de consejo
dentro del algoritmo de aprendizaje del agente, de forma de que pueda ser utilizada como
una función interna que sea entendida por este, para influir dentro de las acciones y estados
futuros.

Existen muchas formas de materializar la guía humana dentro del aprendizaje del agente
[5, 36], estas en general se pueden clasifican en 5 grandes categorías [5]:

Limitaciones Generales

Instrucciones Generales

Guía Humana

Retroalimentación Correctiva

Retroalimentación Evaluativa

En particular se desea profundizar dentro del marco de trabajo que involucra la Retroali-
mentación Correctiva.

2.5.1. Retroalimentación correctiva humana
El esquema de interacción de retroalimentación correctiva que se tiene (Figura 2.9), con-

siste en que el humano a partir de la obtención del par acción-estado, es capaz de indicarle
al agente mediante una señal Ht de retroalimentación, cómo mejorar el rendimiento de la
acción del agente para dicho estado.

at
st

Ambiente

Agente

AcciónEstado

Ht

Retroalimentación

Humano

Figura 2.9: Esquema de aprendizaje reforzado utilizando retroalimentación
o feedback.

Existen múltiples razones por las que es de interés de estudio el incorporar la retroali-
mentación humana en el aprendizaje de máquinas, comenzando por la facilidad y variedad
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en la forma en la que esta puede ser incorporada. La razón por la cuál se desea estudiar en
particular, se encuentra asociada a la eficiencia de muestras, por lo que se desea encontrar
la forma de caracterizar esta señal de tal forma de que el agente logre un buen desempeño
con la menor cantidad de ejemplos posible. Si bien ha sido un área de estudio con muchos
exponentes, sigue siendo de interés el cómo integrar esta señal de forma de que el agente
obtenga una buena interpretación de esta [36].

En este trabajo, el enfoque expuesto en la señal de retroalimentación correctiva se plantea
en COACH [8, 9, 10], la cuál implica implícitamente que la acción realizada es incorrecta,
donde más allá de la crítica a la acción, se entrega al agente la información sobre la acción
correcta (información como: se debe ir más despacio, falta moverse más a la derecha, etc),
lo cual ha sido visto como una buena forma de incorporación de retroalimentación, debido a
que requiere menor exploración que la retroalimentación evaluativa (retroalimentación que se
entrega una vez que el agente ya realizó una acción) y se le permite saber al agente sobre las
acciones que este realiza, sin esperar a que este escoja la mejor [5]. Se estudia en especifico,
la variación de este algoritmo, que contempla el uso de redes neuronales profundas. Este
algoritmo se denomina D-COACH.

D-COACH: Deep COrrective Advice Communicated by Humans

En COACH [8], la retroalimentación correctiva ht sobre las acciones at del agente son
descritas a partir de tres valores: ht := {−1, 0, 1}, donde el valor negativo indica si la acción
realizada debe ser disminuida en magnitud (si se debe reducir la velocidad, giro del agente,
etc.), el valor 1 indica si esta debe ser incrementada y el valor 0 indica que el agente no
necesita corrección de la acción ejecutada. Esta señal en conjunto con una magnitud de error
e permiten generar una señal de error, que permite actualizar los parámetros de la política
πθ(·) del agente.

error = ht · e (2.14)

Este framework utiliza dos funciones de aproximación, una asociada a la política del agen-
te πθ(·) y otra al modelo de retroalimentación humana Hψ(·), donde cabe notar que no se
utilizan funciones de valor que utilizan recompensas/costos para modelar el proceso de apren-
dizaje.

COACH introduce como funciones de aproximación, modelos lineales de funciones bases.
Con lo anterior se construye la política del agente πθ(s) = ϕ(s) · θ y el modelo de predicción
de retroalimentación humana πψ(s) = ϕ(s) · ψ que busca modelar la magnitud del error del
agente, para actualizar los parámetros θ de la política πθ(·). Ambos modelos, la política del
agente πθ(·) y el modelo de retroalimentación humano Hψ(·), actualizan sus parámetros a
partir del uso de SGD una vez recibida la señal de retroalimentación ht.

Lo anterior, explica la estructura básica de la retroalimentación correctiva utilizada en
COACH [8]. Sobre este trabajo, se han desarrollado otros que incorporan el uso de redes
neuronales profundas como D-COACH [9] o combinar el uso de la retroalimentación correc-
tiva con algoritmos de aprendizaje reforzado clásico [10]. En el Algoritmo 3, se presenta la
estructura de D-COACH [9], que aprovecha el uso de las redes neuronales profundas como
aproximadores de función de la política del agente.
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Algoritmo 3: D-COACH
Inicializar magnitud de error e.
Inicializar parámetros máximos y mínimos (m y M) para el replay buffer .
Inicializar intervalo b de actualización del replay buffer.
Inicializar replay buffer B = [].
for t = 1,2,..,N do

Observar el estado st
Ejecutar at = π(st)
Obtener retroalimentación humana ht
if ht! = 0 then

Se define el error errort = ht · e
Se define la etiqueta ylabel = at + errort
Almacenar la transición (at, st) en B.
Actualizar red π(·), utilizando SGD con par (st, ylabel)
if largo(B) ≥ m then

Actualizar red π(·), utilizando SGD con mini-batch sampleado del buffer B.
end
if largo(B)>M then

B = B[2 : M + 1]
end

end
if mod(t, b) = 0 y largo(B) ≥ m then

Actualizar red π(·), utilizando SGD con mini-batch sampleado del buffer B.
end

end



Capítulo 3

Formalización del problema

3.1. Descripción general
Como ha sido mencionado anteriormente, el problema a resolver consiste en lograr que

un agente móvil representado por un robot Clearpath Husky A200 [17] (Figura 3.1), logre
llevar a cabo la tarea de planificación local en 2D. En este trabajo se busca a través de la
combinación de un algoritmo de aprendizaje profundo con un de aprendizaje de máquinas
interactivo, más en específico de los algoritmos DDPG y D-COACH.

Figura 3.1: Simulación del robot Husky en la plataforma Gazebo.

Se busca parametrizar la política del agente, utilizando un modelo neuronal diseñado es-
pecíficamente para el contexto de navegación local bidimensional, utilizando una nube de
puntos y odometría del robot, según a lo propuesto en [15]. La idea es lograr obtener una
política óptima o mediante el entrenamiento de esta utilizando los algoritmos descritos, junto
con las observaciones capturadas del ambiente de navegación, a partir de los sensores incor-
porados en el robot.

En este contexto, se incorporarán parametrizaciones, funciones de recompensas y am-
bientes de simulación del trabajo realizado en [15], para modelar el sistema de navegación
a utilizar. Se utilizará el framework de D-COACH [9, 10], para implementar un algoritmo
de tipo híbrido que logre incorporar los beneficios del aprendizaje reforzado profundo y el
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aprendizaje de máquinas interactivo, con el fin de mejorar la eficiencia de muestras en el en-
trenamiento de la política del agente, y comparar esto con los métodos de manera individual,
además de compararlo con un método que utiliza a D-COACH y DDPG de manera secuencial.

Para modelar la señal de retroalimentación correctiva humana ht, se utilizará el plan global
del agente, que se computa a partir de la librería global_planner [37], con el fin de automatizar
y simplificar la obtención de esta señal. El plan global utilizado, brindará como información
las poses óptimas a las cuales debería llegar el robot, con el fin de llegar a la posición objetivo.

Para lograr que el agente logre su objetivo, se realizará la acción de control sobre la ve-
locidad lineal y angular del robot, se utilizarán dos sensores láser Hokuyo UTM-30LX-EW
[18] y también se usarán sensores de colisiones, colocados estratégicamente en el robot. Todo
lo anterior esta pensado para ser simulado en la plataforma de simulación de Gazebo.

En las subsecciones siguientes, se presentarán el espacio de acciones, observaciones, uso
de la retroalimentación humana correctiva, el algoritmo híbrido propuesto a usar, parame-
trización de la política y función de valor, el ambiente de entrenamiento, la señal de re-
troalimentación humana y la función de recompensa, que permiten modelar el problema a
tratar.

3.2. Espacio de observaciones
Las observaciones a utilizar se dividen en tres categorías:

Odometría (Oodom): Estimaciones de velocidad lineal y angular del agente a partir
del uso de los encoders del robot.

Oodom = (v̂x, v̂θ) (3.1)

Posición Objetivo (Oobjetivo): Posición relativa del punto objetivo con respecto al
eje principal del robot.

Oobjetivo = (xobjetivo, yobjetivo) (3.2)

Mediciones de Rango (Opcl): Nube de puntos 2D de tamaño variable [15], cap-
turadas a partir de los sensores LiDAR que se encuentran dispuestos en los costados
laterales, sobre la plataforma del robot. Estos sensores entregan en coordenadas pola-
res una distancia ρi y un ángulo θi por cada punto i, y se genera el vector de puntos
(x1, x2, .., xk), a partir de la Ecuación (3.3). Para construir la nube de puntos, se utiliza
la librería ira_laser_tools [38], que permite integrar la información de las mediciones de
rango de ambos sensores.

Opcl =
{
{(ρi cos(θi)), (ρi sin(θi))}k≤n

i=1 si k ≥ 0
0 si k = 0 (3.3)

En la Figura 3.2, se presenta el diagrama de acciones (vxt , vθt ) en colores fucsia y verde
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respectivamente, junto con las observaciones del robot: Posición objetivo Oobjetivo en color
rojo y cyan, las mediciones de rango de los sensores láser Opcl en color gris y la observación
de odometría del robot Oodom es simplemente una estimación de las acciones del robot, por
lo que siguen la misma referencia que estas.

Vө

Vx

Өtarget

ρtarget

( Xtarget, Ytarget )

Figura 3.2: Diagrama de acciones de velocidad en la base móvil, posición del
objetivo de navegación con respecto al origen de la base del robot y campo
de visión de sensores Láser.

3.3. Retroalimentación humana correctiva
En la sección 2.5.1, se habla del aprendizaje correctivo y se explica de manera general

el principio de funcionamiento y modelamiento del algoritmo D-COACH, el cual utiliza la
señal de retroalimentación o feedback humano correctivo, entregado por un profesor humano
o artificial. Para efectos de esta memoria se genera una señal humana artificial, mediante
la corrección de las acciones que realizará el agente, incorporando una señal de error que
será generada a partir de la posición (ρt+1, θt+1) próxima del agente generada por su política,
la cual se comparará con la posición entregada por el planificador global (o global planner)
del robot, el cual entrega la posición más cercana ρgp

t+1, θ
gp
t+1 a la cual debería llegar en un

instante de tiempo siguiente t+ 1. A partir de la diferencia de estas posiciones, definidas en
(3.4) y (3.5), se generará un vector de error que será empleado para crear la señal correctiva
humana ht.

etρ = ρgp
t+1 − ρt+1 (3.4)

etθ = θgp
t+1 − θt+1 (3.5)

Una vez obtenida esta señal de error, se genera el vector ht = (htρ, htθ), el cual indica
si la acción debe ser reducida (signo negativo) o aumentar en magnitud (signo positivo), a
partir del cumplimiento de un vector umbral mínimo eumbral = (eumbralρ , eumbralθ ) para cada

22



componente de error et = (etρ, etθ), tal que si et supera el umbral se toma el signo del error,
en caso contrario se toma como valor 0. Lo anterior se muestra en (3.6).

hti =
{

sign(eti) si eti ≥ eumbrali

0 si eti < eumbrali

(3.6)

Donde i ∈ {ρ, θ}.

Finalmente, se incorpora un vector de valores estáticos efixed = (eρ, eθ), con el fin de
incorporar una magnitud de error fija para modelar la señal de error a utilizar para generar
las acciones con retroalimentación correctiva, de manera discreta. Esto se muestra en (3.7).

error =
(
hρt · eρ , hθt · eθ

)
(3.7)

3.4. Espacio de acciones
Se tendrá control sobre la velocidad lineal y angular del agente, considerando que el

agente tiene capacidad de observación de 360°, donde las velocidades se encuentran dentro
del intervalo [vmin, vmax], que se compone de las velocidades mínimas y máximas alcanzadas
por el robot en [rad/s] de forma angular y [m/s] en lineal, notando que este no tendrá
restricciones con tomar velocidades negativas, es decir que podrá retroceder y girar en ambos
sentidos. Las acciones a generar a partir de la política se presentan en (3.8).

at =
(
vxt , vθt

)
(3.8)

3.5. Parametrización de la política
Para llevar a cabo el entrenamiento de la política, se utilizan un algoritmo de aprendizaje

reforzado off-policy de tipo actor-crítico (DDPG), de aprendizaje de máquinas interactivo (D-
COACH), y uno que fusione ambos paradigmas de aprendizaje (modelo híbrido: D-COACH
y DDPG). Se usan así, dos arquitecturas de redes neuronales profundas, para parametrizar
tanto la política como la función de valor, donde la última no es empleada para el algoritmo
D-COACH.

Se presenta en la Figura 3.3, la arquitectura multi-modal PCL propuesta, que se ob-
tiene del trabajo realizado en [15]. Esta permite integrar los distintos tipos de observaciones
obtenidos por el agente, e involucrarlos dentro del proceso de aprendizaje de la política del
agente. Esta posee una pequeña adaptación, donde se cambia la función de activación de la
salida de la velocidad lineal, de una sigmoide a una tangente hiperbólica, debido al intervalo
de operación a usar por esta misma.

Para el caso del actor o la política, este posee como entradas de la red las observaciones y
como salida las acciones, que son en este caso la velocidad lineal y angular del robot. Estas
últimas se presentan en color amarillo.
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Dentro de la Figura, la expresión Fc(n), hace referencia a una capa de una red neuronal
feedforward fully-connected, que posee n neuronas. Las funciones de activación LReLU, Tanh
y Linear, son las funciones Leaky ReLU, tangente hiperbólica y lineal respectivamente.

En el caso de la función de valor Q(s, a), se reciben como entradas de la red las observa-
ciones y acciones, donde estas últimas se representan en línea punteada celeste. Esta red, a
diferencia de la anterior, posee sólo una salida asociada a la estimación de la función de valor
misma, también referenciada en celeste.

Fc(32)
LReLU

Fc(64)
LReLU

Fc(512)
LReLU 

Fc(64)
LReLU

Fc(32)
LReLU

Fc(32)
LReLU

Fc(64)
LReLU

Max pooling Concatenate

Fc(256)
LReLU 

Fc(256)
LReLU 

Fc(1)
Linear

Fc(1)
Tanh

Fc(1)
Tanh 

p1 p2 pk

OPCL

.....

Oodom Otargeta a

vx vθ Q(s,a)

Leyenda

Común

Solo Actor

Solo Crítico

Figura 3.3: Diagrama de red neuronal empleada para parametrizar la polí-
tica y función de valor. Esta arquitectura se extrae del trabajo realizado en
[15].

3.6. Algoritmo híbrido propuesto: D-COACH y DDPG.
En esta sección se introduce un algoritmo de carácter híbrido. El fin de juntar un al-

goritmo de aprendizaje reforzado (DDPG) con uno de aprendizaje de máquinas interactivo
(D-COACH), es de combinar las mejores características de estos algoritmos en la resolución
de alguna tarea.

D-COACH, logra agilizar el aprendizaje de la política mediante el uso de la señal de re-
troalimentación correctiva, la cual indica como mejorar cada acción emitida por el agente en
cada instante de tiempo, donde si bien se logra encontrar una buena solución a la tarea, esta
no necesariamente es una política óptima. DDPG por su lado, permite estabilizar y refinar el
comportamiento de la política del agente, pero con la desventaja de tardar una gran cantidad
de iteraciones para lograr esto.
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Combinados, se espera lograr que el agente pueda obtener una política óptima en una can-
tidad de iteraciones de entrenamiento reducida. Cabe destacar que a diferencia de DDPG,
el algoritmo D-COACH al ser un algoritmo de aprendizaje interactivo no utiliza una función
de recompensa para el entrenamiento de su política.

Este algoritmo utiliza cuatro redes neuronales profundas, para modelar el aproximador de
función de la política µϕ(s) y la función de valor Qθ(s, a), junto con la copia de cada una
de estas para construir las redes target. Estos modelos se definen en la sección 3.5, donde el
modelo de la política µϕ(s), se actualiza tanto por el paradigma de aprendizaje de D-COACH
como el de DDPG. Estas redes se inicializan con pesos distribuidos de manera aleatoria.

Se hace uso de dos replay buffers, el primero es utilizado por D-COACH, es un replay buffer
(BCOACH) que toma ventanas móviles de M muestras, que luego son sampleadas de forma
aleatoria en batches de tamaño b, con los cuales se entrena el modelo neuronal de la política.
Luego el segundo replay buffer (BDDPG), utilizado por el tipo de actualización utilizada en
DDPG, es un replay buffer que posee tamaño Md, donde este tamaño es lo suficientemente
grande como para almacenar información de forma histórica, considerando muestras desde el
primer instante de entrenamiento, hasta el final. Este también samplea muestras en batches
de tamaño bd, de manera aleatoria, con el fin de actualizar la política del agente.

Para realizar la actualización de los parámetros de la política y función de valor, se utilizan
3 tipos de enfoques:

Feedback: Este tipo de actualización se realiza sobre los parámetros de la política del
agente, y ocurre cada vez que el agente se desvíe del plan global a partir de un error
umbral, asociado a cada una de las acciones del agente. En este caso, para la velocidad
lineal y angular. Una vez detectado este error, se emplea la señal errort descrita en la
sección 3.3, sobre la cual se define la etiqueta con la acción corregida yt = at + errort,
y se utiliza como valor target para la función de perdidas utilizada por D-COACH, que
busca asemejar lo más posible las acciones emitidas por la política a las acciones corre-
gidas yt.

Esta actualización de parámetros, se realiza en dos oportunidades dentro de este en-
foque: Una en cada paso de tiempo con la muestra actual, y otra con el replay buffer
BCOACH una vez que posee un mínimo de m muestras, tal como se realiza en [9].

Factor de regularización de entrenamiento α: Se introduce este factor que busca
regular la forma en la que aprende la política el agente. Este factor se encuentra acotado
entre un valor máximo y mínimo, y posee una tasa de decaimiento lineal. Lo anterior
implica que α decae a partir de una iteración que se determina de manera empírica, y
afecta en la importancia de las funciones de costos utilizadas para actualizar al actor,
además de si se debe considerar la actualización realizada por D-COACH o no. Esto se
diseña de la siguiente manera:

• Regularización de las funciones de costos: Se regula el impacto de las fun-
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ciones de de costo, mediante el uso del valor del factor α, como factor que escala
las funciones J(ϕ) y F (ϕ), que son las funciones de perdidas utilizadas en la actua-
lización de la política de DDPG y D-COACH, respectivamente. Esto impacta en
cuanto pondera el error de cada una sobre la actualización de los pesos de la red
neuronal del actor. Esto esta implementado de forma que α al decaer en cada paso
de tiempo, le da más importancia a la actualización realizada por DDPG, debido a
que el factor pondera como 1 − α sobre la función J(ϕ) utilizada originalmente en
DDPG (Algoritmo 2). En contraposición, este factor le quita relevancia a lo largo
del entrenamiento a la función F (ϕ), utilizada por D-COACH.

Este parámetro se fija en este caso, en el valor α = 0.5 como factor inicial, con el
fin de que ambas funciones posean la misma importancia al comienzo del entrena-
miento, pero que esto mute una vez que este vaya transcurriendo. Así se utilizan el
uso de la retroalimentación para acelerar la fase inicial del entrenamiento de manera
correctiva sobre las acciones iniciales, acompañado del uso de la función de recom-
pensas que logra modelar el comportamiento del agente a partir de las observaciones.

• Umbral de relevancia: Al momento de decaer a lo largo del tiempo de entrena-
miento, α cuando toma valores que comienzan a ser pequeños, le entrega una muy
baja relevancia al error calculado por la función F (ϕ). Por lo anterior, una vez que
α obtiene valores iguales o inferiores al umbral k, se decide no actualizar más los
pesos de las redes mediante el uso de D-COACH, y se continua solamente con la
actualización de DDPG.

Temporal: Este tipo de actualización se realiza cada x cantidad de iteraciones de en-
trenamiento, sobre los parámetros de D-COACH. Esta puede realizarse, una vez que se
cumpla la cantidad mínima de m muestras en el replay buffer BCOACH y que se cumpla
también que el factor de regularización haya superado el umbral k.

Además, en cada iteración se realiza la actualización de las redes actor-crítico de DDPG,
junto con sus respectivas redes target, utilizando la muestras del replay buffer BDDPG. La
actualización de parámetros de las redes target, se lleva a cabo utilizando los parámetros
de las redes actor-crítico, sumado a un factor de suavizado de estos parámetros.

A lo largo del documento, se referirá a este algoritmo como híbrido.
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Algoritmo 4: D-COACH y DDPG (híbrido)
Inicializar las redes de actor µϕ(s) y crítico Qθ(s, a) con pesos ϕ y θ.
Inicializar las redes target, actor µϕ̄(s) y crítico Qθ̄(s, a) con pesos ϕ̄ y θ̄.
Inicializar magnitud de error e y umbral de error para indicar el uso de feedback
eumbral.

Inicializar Replay Buffers: BD-COACH = [] y BDDPG.
Inicializar parámetros máximos y mínimos (m y M) para el Replay Buffer BD-COACH.
Inicializar intervalo b de actualización del Replay Buffer BD-COACH.
for t = 1,2,..,N do

Observar el estado st
Ejecutar at = µϕ(st) sobre el ambiente.
Observar la recompensa rt y el nuevo estado st+1.
Almacenar la transición (at, st, rt, st+1) en BDDPG.
Obtener retroalimentación humana ht y error de posición et
while α > k do

if et > eumbral then
Se define el error errort = ht · efixed
Se define la etiqueta ylabel = at + errort
Almacenar la transición (at, st) en BD-COACH.
Actualizar la red µ minimizando la función
F (ϕ) = α · 1

N

∑N
i=0 (ylabel − µϕ(st))2, con par (st, ylabel)

if largo(BD-COACH) ≥ m then
Actualizar la red µ minimizando la función F (ϕ), con minibatch
sampleado del Replay Buffer BD-COACH.

end
if largo(BD-COACH) > M then

BD-COACH = BD-COACH[2 : M + 1]
end

end
if mod(t, x) = 0 and largo(BD-COACH) ≥ m then

Actualizar la red µ minimizando la función F (ϕ), con minibatch sampleado
del Replay Buffer BD-COACH.

end
end
Samplear minibatch de N muestras aleatorias (ai, si, ri, si+1) de BDDPG.
Se define la etiqueta yi = ri + γQθ̄(si+1, µϕ̄(si+1))
Actualizar la red Q minimizando la función L(θ) = 1

N

∑N
i=0 (yi −Qθ(si, ai))2

Actualizar la red µ maximizando la función J(ϕ) = (1− α) · 1
N

∑N
i Qθ(si, µϕ(si))

Actualizar las redes target: θ̄ ← λθ + (1− λ)θ̄ y ϕ̄← λϕ+ (1− λ)ϕ̄
end

3.7. Función de recompensa
Para modelar la función de recompensa, se pretende considerar los aspectos planteados en

[15]. Se utiliza la distancia euclidiana ρobjetivo
t definida en (3.9), para determinar la distancia

entre la pose actual del robot en el instante de tiempo t con respecto a la posición objetivo
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a la cual se desea llegar.

ρobjetivo
t =

√
(xobjetivo − xt)2 + (yobjetivo − yt)2 (3.9)

A partir de esta distancia, se generan tres alternativas para modelar la recompensa del
agente (Ecuación 3.10). La primera consiste en la colisión del agente, a partir de la cual se le
otorga una penalización grande. Luego, se generan dos intervalos posibles, uno que entrega
una recompensa de éxito, una vez que el agente se encuentra dentro de un rango cercano a
la posición objetivo a la cual se quiere llegar. La última es la recompensa de navegación, que
se otorga en caso de que el robot no alcance el umbral mínimo de cercanía a la meta.

rt =


rnavegart si ρobjetivo

t > ρumbral
t ,

rexitot si ρobjetivo
t ≤ ρumbral

t ,

rcolisiont si el agente colisiona.
(3.10)

La recompensa de navegación, a su vez, se descompone en 4 recompensas:

Seguimiento del objetivo: Consiste en una recompensa que se modela con el fin de
que el agente mantenga su dirección a la posición objetivo. Esta se define a partir de la
siguiente expresión:

robjetivo
t = vmax

v̂xt
· cos

(
θobjetivo
t

)
+ A · 1{ρobjetivo

t ≤ρobjetivo
t−1 } − B (3.11)

Peligro: Penalización en caso de estar cerca de algún obstáculo. Se define una región
de peligro definida en el intervalo [dmin, dmax], tal que si la observación menor de Opcl es
mayor a dmax no hay peligro para el agente, en caso de estar dentro del intervalo, hay un
peligro de colisión no grave y en caso de ser menor a dmin hay un peligro mayor. Dado el
tipo de peligro que corre el agente, cambia la penalización entregada. Esta penalización,
se introduce en este trabajo.

rt =


C1 si Omin

pcl t > dmax

C2 si Omin
pcl t ∈ [dmin, dmax]

C3 si Omin
pcl t < dmin

(3.12)

Penalización a velocidad angular: Penalización al agente cuando este navega con
grandes velocidades angulares. También penaliza las grandes variaciones de velocidad
angular entre cada paso de tiempo consecutivo.

rvθ
t = −2Kvθ

t · 1{Kvθ
t >D} (3.13)

Kvθ
t = 1

2vθmax
max{2|v̂θt |, |v̂θt − v̂θt−1|} (3.14)

FOV: Penalización a distancias angulares superiores a 240º del agente con respecto a
la posición objetivo. Esto con el fin de orientar al agente de frente en su llegada a la
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posición de destino.

rfov = (3 · cos
(
θobjetivo
t

)
− 5) · 1{|θobjetivo

t |>120ř} (3.15)

Así, finalmente, la función de recompensa de navegación, se describe como la suma ponde-
rada de las recompensas mencionadas, donde el ponderador se fija con el fin de dar más/menos
relevancia a cada componente. Esta se presenta en la Ecuación siguiente:

rnavegart = 2 · robjetivo
t + 0.75 · rpeligro

t + 2 · rvθ
t + 0.75 · rfov (3.16)

Los parámetros de las funciones utilizados se presentan en la Tabla 3.1.

Tabla 3.1: Parámetros utilizados en las penalizaciones presentes en la fun-
ción de recompensas.

Parámetro A B C1 C2 C3 dmin (m) dmax (m) D
Valor 5 6 0 -2 -4 (0.75, 0.4) (1.27, 0.97) 0.5
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Capítulo 4

Entrenamiento y evaluación del
agente en simulaciones

4.1. Ambiente de entrenamiento
Para entrenar a un agente bajo el paradigma del aprendizaje reforzado, se opta por el uso

de una plataforma de simulación debido a que esta permite mayor flexibilidad en cuanto a
diseño e implementación, además de control de parámetros del sistema de control y ambiente.
Otra razón de peso, se relaciona con la fase de exploración necesaria en caso de tener que
entrenar a una gente de RL en el mundo real, ya que esto puede implicar la ejecución de
acciones que pueden ser potencialmente peligrosas tanto para el robot como para su entorno.

Se hace uso del simulador Gazebo 11 [19], junto con el framework de ROS-Noetic
[20], para caracterizar y desarrollar aplicaciones tanto para el ambiente de entrenamiento
como para el agente robótico. El entrenamiento se lleva a cabo utilizando el lenguaje de
programación Python, donde se emplea la librería Pytorch 1.10.0 [39]. Se utiliza el sistema
operativo Ubuntu 20.04 para llevar a cabo este trabajo.

4.1.1. Mapa y posiciones válidas
Se utiliza el mapa del ambiente de simulación presentado en la Figura 4.1.b, para generar

el plan global a utilizar como señal de retroalimentación automatizada, junto con la genera-
ción de poses iniciales y finales para cada episodio.

Para la generación del plan global, se hace uso de la librería navfn [40], que permite generar
un camino desde la pose inicial del robot a la posición objetivo, evitando los obstáculos y las
áreas cercanas a estos, con el fin de evitar rutas óptimas infactibles. Este camino generado,
indica cada una de las poses que el agente debería tomar para lograr llegar de forma óptima
a su destino. La granularidad de este plan depende de la resolución del mapa utilizado, y en
este caso se posee un gran grado de concentración de poses para los planes generados; por lo
que se realiza un submuestreo cada 15 muestras, con el fin de adaptar esta cantidad al agente
utilizado. La muestra t+15 será equivalente a la muestra t+1 utilizada para el cálculo de la
señal de error explicada en la Sección 3.3.

Dentro de este mapa se indican también las poses válidas que puede tomar el agente.
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Estas son clave para determinar las posiciones iniciales y finales de cada episodio. Se calculan
a partir de una estimación realizada, donde se obtiene el radio máximo del robot desde el
centro de la base, sumado a un error de estimación de 25 cm, y se generan circunferencias en
las que el robot puede aparecer en cualquier rotación realizada a partir del centro de estas.
Se utiliza el radio máximo, en lugar del footprint por simplicidad de cálculo.

Una vez encontradas todas las poses posibles, se realiza un submuestreo de estas, y se
seleccionan las poses de inicio y termino de cada episodio a partir de estas.

Los mapas utilizados para entrenamiento y validación del sistema, se introducen en [41] y
han sido utilizados en otros trabajos como en [15, 42], donde el ambiente y mapa utilizados
en entrenamiento (Figura 4.1), serán llamados ambiente y mapa simple. Para validación (
Capítulo 5), se llamarán mapa y ambiente complejo. Ambos mapas poseen una dimensión de
16 mts2.

(a) Ambiente Sim-
ple

(b) Mapa Sim-
ple

Figura 4.1: Ambiente y mapa de simulación utilizando en el entrenamiento
y evaluación de las políticas del agente. (a) Ambiente simple simulado en
Gazebo. (b) Mapa del ambiente simple, con las posiciones de inicio y
término válidas para el agente en este ambiente de simulación.

4.1.2. Condiciones episódicas del ambiente
Se fijan las siguientes condiciones episódicas:

Distancia mínima entre pose inicial del agente y posición objetivo: Se define
una distancia mínima de 5 metros, entre la pose inicial del agente y la posición objetivo
a la cual se desea llegar. Esto con el fin de eliminar los casos en donde la ruta sea muy
sencilla debido a lo corto de la trayectoria.

Posiciones episódicas aleatorias: En cada episodio se tiene una disposición distinta
para la pose inicial y la posición final. Esta configuración, se determina de forma aleatoria
al comienzo de cada episodio, considerando la restricción de distancia y las poses válidas
generadas. Así el agente enfrentará desafíos distintos y variables en cada episodio.
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Condiciones de término: Se termina un episodio, cuando ocurre cualquiera de los
tres siguientes eventos:

• Colisión del agente: Este evento ocurre cuando la caja de colisión del agente tiene
contacto con alguna de las murallas del mundo utilizado. Esto junto con la recom-
pensa de valor negativo, busca evitar que el agente repita este comportamiento.

• Tiempo límite (Time-Out): Esto ocurre cuando el agente no es capaz de llegar
a la posición objetivo, en una cantidad determinada de pasos. Se fija una cantidad
máxima de pasos por episodio, con el fin de acotar la cantidad de pasos que el agente
emplea para llegar a un objetivo, y acotar la extensión de los episodios.

• Cumplimiento en el objetivo del agente: Este caso ocurre cuando el agente
logra llegar a la posición de destino, donde se considera un umbral mínimo de error
entre la pose final del agente y la posición final deseada. Se asocia a una recompensa
positiva, con el fin de modelar el comportamiento deseado para el agente.

4.2. Experimentos y Resultados
Se utilizarán los algoritmos DDPG, D-COACH, DDPG y COACH secuencial y el propues-

to híbrido (Algoritmo híbrido de DDPG y COACH), para entrenar la política presentada en
la Sección 3.5, una cantidad de cinco veces por algoritmo.

Los experimentos se realizan en la plataforma de simulación, siguiendo las condiciones
episódicas mencionadas en la Sección anterior. Para cada episodio, el agente tendrá como
máximo 200 interacciones con el ambiente, para cualquiera de los algoritmos utilizados. Se
emplea un controlador que utiliza una tasa de frecuencia fija, velocidades lineales y angulares
acotadas, con valores que se presentan en la Tabla 4.1.

El entrenamiento, se realiza con la finalidad de que el agente logre obtener una política con
la cual pueda desempeñar bien la tarea de planificación local 2D, a lo largo de las iteraciones
de entrenamiento.

Para evaluar el buen desempeño de las políticas del robot, sobre el mismo ambiente en don-
de se realiza el entrenamiento, se evalúan 200 veces las políticas obtenidas en entrenamiento
cada x iteraciones de entrenamiento. Lo anterior, se hace con el fin de obtener distintas mé-
tricas de rendimiento, las cuales permiten verificar que tan bien funciona la política del agente.

Las métricas a utilizar en este trabajo se presentan a continuación:

Avg. Episode Reward o Retorno Promedio por Episodio: Es el promedio de los
retornos no descontados que obtiene el agente, a medida de que se evalúa su desempeño
a lo largo de cada episodio de evaluación.

Avg. Success Rate (SR) o Tasa de Éxito Promedio: Esta tasa, es la razón entre
el número de episodios en los que el agente logra llegar a la posición objetivo, sobre
el número de episodios en los que el agente es evaluado. Se utiliza un umbral de 0.3
metros, donde si el agente logra acercarse al objetivo de navegación a una distancia
menor o igual a la distancia umbral, se considera que logró llegar al objetivo.
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Avg. Collision Rate (CR) o Tasa de Colisiones Promedio: Razón entre los
episodios donde el agente colisionó sobre la cantidad de episodios totales de evaluación.

Avg. Time-out Rate (TR) o Tasa de Tiempo Límite Promedio: Es la razón
entre la cantidad de episodios de evaluación donde el agente supera el máximo de inter-
acciones permitidas por episodio para lograr la tarea, sobre el número total de episodios.

Avg. Episode Steps Pasos Promedio por Episodio: Es el promedio de las in-
teracciones agente-ambiente obtenidas o pasos de tiempo, antes de llegar a un estado
terminal.

Tabla 4.1: Parámetros del controlador utilizado.

Parámetro Valor

Control
Frecuencia de control (Hz) 5.0
[vxmin, vxmax] (m/s) [-1.0, 1.0 ]
[vθmin, vθmax] (rad/s) [-1.0, 1.0 ]

DDPG
Para llevar a cabo el entrenamiento utilizando DDPG en el ambiente de simulación, se

realiza un entrenamiento de 400 mil pasos, donde cada uno de los episodios acepta una can-
tidad máxima de 200 interacciones agente-ambiente. A lo largo de cada paso de tiempo, se
utiliza un ruido de exploración generado por un proceso estocástico Ornstein–Uhlenbeck [43],
que es sumado a las acciones obtenidas por la política del agente, con el fin de introducir un
proceso de exploración inicial que vaya decayendo a lo largo del entrenamiento, para lograr
visitar una mayor cantidad de estados sin desviarse totalmente en la ejecución de la tarea.
Este ruido se diseña a partir de los parámetro presentados en la Tabla 4.2, junto con los pa-
rámetros utilizados en el entrenamiento de la política por el algoritmo DDPG. En particular,
no se hace uso del factor de decaimiento en los experimentos utilizados, conservando el valor
del ruido inicial, ya que se encuentra una mejor performance con esta configuración.

Tabla 4.2: Parámetros de entrenamiento utilizados por el algoritmo DDPG.

Parámetro Valor

DDPG

Tasa de aprendizaje del actor 0.0001
Tasa de aprendizaje del crítico 0.001
Factor de suavizado λ 0.001
Factor de descuento γ 0.99
Tamaño máximo del Experience Replay 400000
Tamaño del minibatch 256

Ruido de
Exploración
O-U

Factor Inicial 1.0
Frecuencia de Sampleo (Hz) 2.5
µ 0.0
σ 0.3
θ 0.15
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Los resultados relacionados con la evolución de la política a lo largo del entrenamiento,
se presentan en la Figura 4.2. A partir de la Figura 4.2.d, donde se presenta la tasa de
éxito, se observa que la curva posee un comportamiento convergente sobre el 90 % de éxito,
encontrando su valor más alto en la iteración número 370000. Esto indica que la tarea logra
ser ejecutada con un buen desempeño al ser evaluada sobre el mismo ambiente donde esta fue
entrenada. Así mismo, al interpretar la curva asociada a la tasa de colisiones (Figura 4.2.a),
se tiene que esta no supera el 10 % a partir de los 350000 pasos de tiempo y que al comenzar
no superaba el 50 % de las veces en las que ocurría, por lo que es un factor que se logra
mejorar y minimizar rápidamente durante los primeros 150 mil pasos de entrenamiento. Así
mismo se logra ver una optimización en la cantidad de pasos (interacciones agente-ambiente)
ejecutados a lo largo del entrenamiento (Figura 4.2.c) y una curva de recompensas que logra
obtener valores de penalización cercanos a cero finalizando el entrenamiento (Figura 4.2.b),
notando también que los valores más negativos del comienzo del entrenamiento son asignados
principalmente por la mayor tasa de colisiones y de time-out del agente.

(a) Collision Rate (b) Avg. Reward

(c) Avg. Steps (d) Success Rate

Figura 4.2: Resultados de DDPG: Evaluación de política en ambiente simple.

D-COACH
Para entrenar el agente utilizando D-COACH, se emplean 80 mil pasos de entrenamiento

debido a que mantiene un comportamiento de carácter estacionario al extender más el entre-
namiento, sin encontrar una solución que mejore de forma considerable.
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Se utilizan los parámetros presentados en la Tabla 4.3, donde se presentan los valores
empleados para el cálculo de la señal de feedback automatizado empleado en el entrenamiento.

Tabla 4.3: Parámetros de entrenamiento de D-COACH.

Parámetro Valor

D-COACH

Tasa de aprendizaje de la política 0.00025
Error fijo efixed (m) [1.0, 0.25]
Error umbral eumbral (m) [0.01, 0.02]
Tamaño máximo del Experience Replay 1000
Tamaño mínimo del Experience Replay 16
Tamaño del mini batch 256
Intervalo de actualización b 1

En el caso de D-COACH, los resultados obtenidos se presentan en la Figura 4.3. A lo
largo del entrenamiento, se tiene una cantidad de pasos promedio cercana a los 75 pasos por
episodio (Figura 4.3.c).

La mejor política se encuentra casi a la mitad del entrenamiento en los 50 mil pasos. Si
bien D-COACH no logra llegar más allá de un 55 % en la ejecución correcta de la tarea de
navegación local con el set de parámetros encontrados (Figura 4.3.d), se logra llegar a este
valor antes de las 60 mil iteraciones, donde DDPG alcanza sólo un 40 % y logra alcanzar el
60 % recién a los 100 mil pasos de tiempo.

Uno de los problemas de D-COACH, es que no identifica cuando está logrando de forma
exitosa la tarea y cuando esta cometiendo una penalización grave, lo cual generalmente se
introduce mediante la función de recompensas en el caso del aprendizaje reforzado. Debido
a lo anterior, es difícil lograr una mejor performance, ya que solo aprende de la señal de
retroalimentación correctiva. Pese a lo anterior, logra llegar a una solución buena en una
cantidad inferior de pasos de tiempo.

La cantidad de colisiones a lo largo del entrenamiento no logra bajar del 40 % de las
veces (Figura 4.3.a), reflejado en la función de recompensas promedio (Figura 4.3.b) que se
estabiliza en las penalizaciones de valores negativos cercanos a −500. Lo anterior indica que,
a pesar de ser entrenado en un ambiente simple con una baja cantidad de obstáculos, tiene
dificultad para evadirlos en la realización de la tarea.
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(a) Collision Rate (b) Avg. Reward

(c) Avg. Steps (d) Success Rate

Figura 4.3: Resultados de D-COACH: Evaluación de política en ambiente
simple.

DDPG y D-COACH: Secuencial
Este algoritmo, emplea los mismos parámetros utilizados en D-COACH y DDPG, men-

cionados en las Tablas 4.3 y 4.2. Se entrena en un total de 200 mil iteraciones, tal que se
entrena primero la política utilizando el algoritmo D-COACH a lo largo de 50 mil pasos, paso
de tiempo donde logra el mejor desempeño este algoritmo por si sólo; y luego se continua con
el entrenamiento, utilizando el algoritmo DDPG hasta los 200 mil pasos.
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(a) Collision Rate (b) Avg. Reward

(c) Avg. Steps (d) Success Rate

Figura 4.4: Resultados de DDPG y COACH (Secuencial): Evaluación de
política en ambiente simple.

Los resultados obtenidos con el algoritmo secuencial, revelan que al usar DDPG posterior
a encontrar una política buena definida por D-COACH, si bien permite llegar a un 90 % de
tasa de éxito a las 180 mil iteraciones como máximo, en promedio sólo logra alcanzar un 74 %
mientras que DDPG posee una tasa de un 83.3 % (Figura 4.4.d). Lo anterior, indica que este
algoritmo posee un buen desempeño en una baja cantidad de iteraciones, pero no es capaz
de mejorar la eficiencia de muestras en este contexto.

En las Figuras 4.4.c, 4.4.a y 4.4.b, se puede observar que tiene un comportamiento favorable
en la disminución de colisiones a lo largo del entrenamiento (bajo un 20 %), junto con un
aumento en las recompensas obtenidas, logrando también una cantidad promedio de pasos
por episodio cercana a los 75 pasos, lo cual indica que también descienden las veces en las
que el agente no logra llegar al objetivo del episodio por un time-out.
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DDPG y D-COACH: Híbrido
Este algoritmo es entrenado a lo largo de 170 mil pasos, y emplea los parámetros presen-

tados en la Tabla 4.4. Para el caso de las acciones utilizadas por este algoritmo, se utiliza el
mismo ruido de exploración, pero que comienza con un factor de 0.3 y decae desde los 82 mil
pasos. En la tabla son especificados los parámetros utilizados por este algoritmo.

Tabla 4.4: Parámetros de entrenamiento de Algoritmo híbrido (COACH Y
DDPG).

Actualiza Parámetro Valor

D-COACH
&

DDPG
(Híbrido)

D-COACH

Tasa de aprendizaje del actor 0.0002
Error fijo efixed (m) [1.0, 0.15]
Error umbral eumbral (m) [0.01, 0.028]
Tamaño máximo del Experience Replay 256
Tamaño mínimo del Experience Replay 16
Tamaño del mini batch 128
Intervalo de actualización b 8

DDPG

Tasa de aprendizaje del actor 0.0001
Tasa de aprendizaje del crítico 0.001
Tamaño del mini batch 128
Tamaño máximo del Experience Replay 400000

Híbrida Factor inicial de regularización α0 0.5
Factor final de regularización αF 0.05

Los resultados asociados al algoritmo híbrido (Figura 4.5), son bastante alentadores ya
que al fusionar ambas técnicas, se logra llegar a un 93 % de tasa de éxito en la iteración
150 mil, lo que reduce en un 58 % la cantidad de iteraciones utilizadas para encontrar un
buen ajuste de parámetros sobre el aproximador de función utilizado en comparación con
DDPG (Figura 4.5.d). Si bien el valor es levemente más bajo que el obtenido con DDPG,
logra superar el 90 % lo cual es excelente.

Al comparar el algoritmo híbrido con el algoritmo secuencial, donde ambos utilizan DDPG
y COACH en su composición, se puede observar que ambos cumplen con el objetivo de eficien-
cia de muestras, con respecto a un algoritmo de DRL como DDPG. El algoritmo propuesto
logra tener un mejor desempeño tanto en eficiencia de muestras como en tasa de éxito obte-
nida, logrando llegar a una política con una tasa máxima de 93 % a las 150 mil iteraciones, y
una tasa promedio de 91.79 % que supera tanto a DDPG que sólo alcanza una tasa de éxito
de un 82 % como al algoritmo secuencial que llega a una tasa de 61.75 %.

En la Figura 4.5.a, se observa que la tasa de colisiones es más alta al comienzo en com-
paración con los algoritmos anterior alcanzando valores cercanos al 80 %, pero logra decaer
de forma abrupta cerca de los 60 mil pasos de entrenamiento, rodeando valores cercanos al
10 %. Las recompensas episódicas promedio (Figura 4.5.d), logran converger a penalizacio-
nes pequeñas cercanas a 0, presentando las mayores penalizaciones a los episodios iniciales
donde hay una mayor tasa de colisiones y de time-out. Aquí se llega a una cantidad de pasos
promedio de 70 por episodio (Figura 4.5.c).
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(a) Collision Rate (b) Avg. Reward

(c) Avg. Steps (d) Success Rate

Figura 4.5: Resultados de DDPG y COACH (Híbrido): Evaluación de polí-
tica en ambiente simple.

En las Figuras 4.6.a, 4.6.b, 4.6.c y 4.6.d, se puede visualizar la evolución del entrenamiento
de todos los algoritmos en conjunto, donde las líneas punteadas representan el promedio de
los últimos 5 puntos de entrenamiento con el fin de mostrar la tendencia del entrenamiento
hasta ese punto. Se evidencia con mayor claridad el excelente desempeño que posee el algo-
ritmo híbrido con respecto al resto de los algoritmos evaluados.
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(a) Collision Rate (b) Avg. Reward

(c) Avg. Steps (d) Success Rate

Figura 4.6: Resultados de todos los algoritmos: Evaluación de política en
ambiente simple.
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Finalmente se puede observar en las Tablas 4.5 y 4.6, el resumen de la evaluación realizada
sobre los 4 algoritmos implementados, sobre la iteración con mejor desempeño.

Tabla 4.5: Resultados de Evaluación: Promedio de las métricas obtenidas a
partir de la mejor política obtenida en entrenamiento para cada experimen-
to.

Algoritmo SR TR CR Avg. Steps
DDPG 0.947 ± 0.019 0.034 ±0.03 0.033 ± 0.016 70.135 ± 7.478
D-COACH 0.5 ± 0.037 0.021 ±0.014 0.477 ± 0.051 76.501 ± 6.297
Híbrido 0.918 ± 0.02 0.019 ± 0.011 0.063 ± 0.017 68.05 ± 4.457
Secuencial 0.82 ± 0.025 0.034 ± 0.011 0.138 ± 0.064 79.221 ± 6.345

Tabla 4.6: Resultados de Evaluación: Mejor política para cada algoritmo,
obtenida del total de experimentos realizados.

Algoritmo SR TR CR Avg. Steps
DDPG 0.975 0.005 0.02 61.81
D-COACH 0.605 0.01 0.385 82.93
Híbrido 0.945 0.015 0.04 76.09
Secuencial 0.9 0.03 0.069 79.32

En la tabla 4.5, se presentan los valores promediados de la iteración donde se tiene la me-
jor política de entrenamiento total para cada algoritmo, sobre los 5 experimentos realizados,
junto con la desviación estándar asociada a cada uno de estos. Se observa que el algoritmo
híbrido y DDPG, poseen una muy buena tasa de éxito superior a un 90 %, y con una baja
desviación estándar en los resultados. El algoritmo secuencial, les sigue con una tasa de éxito
promedio de un 82 %, y una baja variabilidad en la cantidad de pasos promedio por episodio
de entrenamiento. D-COACH presenta un desempeño menor, con una tasa de éxito de un
50 %, pero en una cantidad de pasos mucho menor que cualquiera de los otros algoritmos, lo
que indica el gran potencial que posee este algoritmo, al momento de encontrar una buena
política en pocas iteraciones.

Por otro lado, en la Tabla 4.6, se tienen los resultados obtenidos para las mejores políticas
de cada algoritmo. En esta última, se observa que algoritmo híbrido si bien no logra alcanzar
el mismo desempeño obtenido por DDPG, logra llegar a una tasa de éxito de la tarea lo su-
ficientemente alta (94.5 %) a los 150 mil iteraciones de entrenamiento a diferencia de DDPG
que logra en 370 mil alcanzar un máximo de 97.5 %, lo cual optimiza notablemente la rapidez
del aprendizaje del agente, gracias al complemento de D-COACH.

Ambos algorítmos que usan DDPG y D-COACH en su composición, logran obtener polí-
ticas con un buen desempeño, pero sólo el algoritmo híbrido es capaz de mejorar la eficiencia
de muestras en el entrenamiento de manera exitosa.
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Capítulo 5

Validación de las políticas del agente
en simulaciones

Este capitulo, presenta los resultados obtenidos a partir de la validación de la política
entrenada para cada algoritmo en simulación. Esto se realiza en un ambiente distinto nunca
antes visto por el agente, con el fin de validar que el agente tenga la capacidad de poder
resolver la tarea de navegación local de manera generalizada, junto con observar su com-
portamiento y evaluar su desempeño. Se validarán las mejores políticas obtenidas para cada
algoritmo, tomando en cuenta la iteración donde se tuvo mejor desempeño en promedio de
los 5 experimentos realizados.

(a) Ambiente
complejo

(b) Mapa
complejo

Figura 5.1: Ambiente y mapa de simulación utilizando en la validación de
las políticas del agente. (a) Ambiente complejo simulado en Gazebo. (b)
Mapa del ambiente complejo, con las poses de inicio y término válidas para
el agente en este ambiente de simulación.

Para validar cada una de las mejores políticas obtenidas por cada algoritmo, se consideran
las mismas condiciones episódicas utilizadas en el entrenamiento, donde estas son evaluadas
500 veces en el ambiente de validación presentado en la Figura 5.1. En este ambiente se pre-
senta una dificultad de obstáculos mayor, pero se mantiene la forma de las paredes exteriores
y tamaño del ambiente de 16mts2, con un alto y ancho de 16 metros.
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Los resultados de validación se presentan en las Tablas 5.1 y 5.2, donde se observa que
sólo DDPG logra obtener un rendimiento superior al 90 % en la tasa de éxito de la tarea,
tanto en promedio de la evaluación de la mejor métrica en el ambiente complejo, como la
mejor métrica obtenida a partir de dicha política. En el caso de D-COACH, el agente falla de
manera rotunda al cambiar de ambiente, no logrando alcanzar ni un 20 % en la tasa de éxito,
y tomando valores cercanos al 90 % en la tasa de colisiones. Lo anterior indica, que DDPG es
capaz de entrenar una política que puede generalizar su aprendizaje de la tarea en distintos
espacios sin el uso de un mapa, mientras que D-COACH sólo es capaz de entregar políticas
que si bien no funcionen de manera perfecta por sí solas, logran converger rápidamente en
una tasa de éxito superior al 50 %, que sólo son validas para el mismo ambiente de navegación
utilizado en entrenamiento. El algoritmo secuencial por su lado, obtiene valores similares al
algoritmo híbrido propuesto, logrando un mejor desempeño que D-COACH, pero no supera
al algoritmo híbrido en cuanto a eficiencia de muestras ni en la tasa de éxito.

Tabla 5.1: Resultados de Validación: Promedio de las métricas obtenidas a
partir de la mejor política obtenida en entrenamiento para cada experimen-
to.

Algoritmo SR TR CR Avg. Steps
DDPG 0.91 ± 0.064 0.02 ± 0.007 0.072 ± 0.056 70.197 ± 6.332
D-COACH 0.104 ± 0.038 0.0175 ± 0.025 0.878 ± 0.061 49.92 ± 18.58
Híbrido 0.52 ± 0.074 0.0267 ± 0.013 0.453 ± 0.086 58.19 ± 9.475
Secuencial 0.47 ± 0.006 0.058 ± 0.054 0.47 ± 0.005 71.41 ± 10.1

Tanto el algoritmo híbrido como el secuencial, heredan la falencia de D-COACH, ya que
no logran generalizar bien su aprendizaje en este ambiente nuevo, donde el algoritmo híbrido
posee una mejor tasa de éxito máxima (cercana al 58 %), pero que no es suficiente para ser
utilizada como una política autosuficiente y autónoma.

Esto expone el trade-off entre la eficiencia de muestras y la generalización de aprendizaje
de la tarea. Al introducir la aceleración del aprendizaje por parte del algoritmo D-COACH
sobre el algoritmo DDPG, se pierde generalización por parte de la política del agente de la
tarea a realizar.

Tabla 5.2: Resultados de Validación: Mejor política para cada algoritmo,
obtenida del total de experimentos realizados.

Algoritmo SR TR CR Avg. Steps
DDPG 0.956 0.014 0.03 61.47
D-COACH 0.156 0.062 0.78 80.05
Híbrido 0.582 0.042 0.376 65.5
Secuencial 0.48 0.025 0.495 75.43
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Capítulo 6

Conclusión y trabajo futuro

La presente memoria busca introducir, explicar teóricamente, revisar el estado del arte
relacionado, formalizar y presentar los resultados obtenidos, a partir del estudio de la imple-
mentación de un sistema híbrido que logre integrar el aprendizaje reforzado profundo con el
aprendizaje de maquinas interactivo, más en específico con una señal de retroalimentación
correctiva. Lo anterior, con el fin de acelerar el aprendizaje de un agente robótico móvil, en
el contexto de navegación robótica local.

A lo largo del trabajo, se presentan los principios teóricos y conceptos clave, que buscan
dar una base de conocimiento al lector, con el propósito de que pueda asimilar y entender
la teoría detrás del aprendizaje de máquinas interactivo, aprendizaje reforzado profundo y la
navegación robótica local. Se presentan luego, algoritmos y trabajos relacionados que permi-
ten dar un piso sobre el cual se puede plantear el trabajo actual.

Finalmente, se propone una formalización al problema de estudio y se presentan los resul-
tados asociados a esta propuesta. Este problema se formaliza mediante la propuesta, diseño
e implementación de un algoritmo híbrido de aprendizaje reforzado profundo con el uso de
una señal de retroalimentación correctiva, entregada a partir de un planificador global, que
da a conocer las poses que debería tomar el agente a lo largo de la ejecución de la tarea a
resolver. Esta señal será utilizada sobre las acciones del agente móvil, que en este caso son
las velocidades lineal y angular.

Esto se implementa en simulaciones utilizando el framework de ROS-Noetic, en el con-
texto de navegación robótica local, donde se utiliza el robot Clearpath Husky A200 junto con
el uso de sensores láser Hokuyo UTM-30LX-EW.

El algoritmo propuesto, se construye a partir de los algoritmos DDPG (DRL) y D-COACH
(IML). Este algoritmo híbrido, es comparado junto con los algoritmos que fueron utilizados
para su construcción, en otras palabras, los algoritmos DDPG y D-COACH a secas, junto
con un algoritmo secuencial construido a partir de estos dos. Estos 4 algoritmos, se emplean
para entrenar una política, la cuál es evaluada y validada en simulaciones.

El objetivo general consiste en realizar la tarea de planificación local 2D, donde esta ade-
más de ser cumplida, debe realizarse tal que su aprendizaje sea más rápido o acelerado,
mediante el uso de este algoritmo híbrido.
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Este algoritmo es diseñado de tal forma, que se busca compatibilizar y potenciar los be-
neficios de cada algoritmo por separado, con la intención de llegar a una política deseada en
la menor cantidad de interacciones posibles, durante la etapa de entrenamiento. Posterior-
mente, se realiza una evaluación de este en el mismo ambiente de entrenamiento, seguido de
una validación en un ambiente nuevo para el agente.

En la evaluación de los cuatro algoritmos, se logran resultados satisfactorios, ya que tanto
el algoritmo híbrido como el secuencial logran una excelente solución sobre el 90 % de tasa
de éxito, para la mejor política, pero solo el algoritmo híbrido permiten obtener una eficien-
cia de muestras en el entrenamiento del agente, en un 58 % menos de pasos de entrenamiento.

Al momento de validar las mejores políticas obtenidas por cada algoritmo en un ambiente
de simulación distinto, DDPG logra obtener políticas con un desempeño superior al 90 % en
su tasa de éxito, mientras que el algoritmo híbrido alcanza como mejor tasa de éxito un 58 %.
D-COACH, por su parte obtiene una tasa de éxito inferior al 20 %, lo que demuestra lo difícil
que es para este algoritmo generalizar el aprendizaje obtenido.

Dado lo anterior, se concluye que si bien el uso de los algoritmo híbrido y secuencial dentro
de un ambiente específico logra acelerar de manera exitosa el aprendizaje de la tarea de pla-
nificación local 2D, no son buenos al momento de generalizar la tarea y emplear la política en
ambientes distintos, efecto que pudo haber sido inducido por el uso de D-COACH en ambos
algoritmos, ya que este le dice al algoritmo que hacer, pero nunca que no debe hacer. Además
del uso del plan global, que condiciona el aprendizaje del agente a la morfología del ambiente
de entrenamiento, por la falta de exploración.

El algoritmo híbrido logra un mejor desempeño que el algoritmo secuencial, tanto en la
tasa de éxito de la política como en la cantidad de iteraciones en las que llega al mejor re-
sultado. Lo anterior, invita a profundizar en el estudio de la implementación realizada, sus
propiedades y el potencial que este pueda tener.

Como trabajo futuro, se propone hacer un análisis en los factores que puedan afectar en
la generalización del aprendizaje en el algoritmo híbrido. Un factor a considerar, puede ser
el de poner énfasis en la etapa de exploración del agente, mediante el estudio de la magni-
tud del ruido de exploración utilizado o el uso de una señal de retroalimentación correctiva
con probabilidad aleatoria. Otro factor interesante de estudiar, puede ser la exploración de
distintos tipos de algoritmos de IML, con el fin de mejorar la eficiencia de muestras de ma-
nera generalizada. El factor relacionado con la naturaleza de la señal de retroalimentación
correctiva, en el sentido de ser entregada por un humano o de manera artificial, es otra línea
de investigación interesante de estudiar, ya que bajo un ambiente con seguridad tanto para
el robot como el ambiente, se puede hacer entrenamiento del agente robótico sin el uso de
simuladores al utilizar una señal de feedback humano.
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