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RESUMEN 

 

El cáncer de mama (CM) es el cáncer más común en mujeres. A nivel 

nacional e internacional representa cerca del 15% de la mortalidad por cáncer en 

población femenina, resultando en un importante problema de salud pública. La 

forma óptima de abordarlo es el diagnóstico temprano, mediante métodos de 

tamizaje. La detección de factores de riesgo para el CM identificados (i.e, sexo, 

edad, historia familiar y factores hormonales) permiten un uso óptimo de los 

recursos de tamizaje, estos factores dependen directamente de la genética y los 

cambios en ella para cada individuo. A nivel genético, se identifican genes de 

susceptibilidad para el CM, que al presentar ciertas mutaciones generan alta 

predisposición. Sin embargo, estas mutaciones son de baja frecuencia, 

existiendo otras variantes genéticas de mayor frecuencia con menor efecto 

individual en el riesgo de CM, pero que permiten la acumulación de efectos 

patogénicos en la población. Estas variantes son detectables en estudios de 

asociación de genoma completo (GWAS), aunque no son capaces de detectar 

directamente todas las variantes causales, permiten la derivación de puntajes de 

riesgo poligénico (PRS) mediante el procesamiento de un efecto estimado de las 

variantes genéticas en GWAS. Los PRS captaron la atención del área biomédica 

y comercial, pero aún presentan margen de mejora. La teoría Omnigénica postula 

que la interconexión entre vías de regulación es suficiente para que todos los 

genes expresados afecten al desarrollo de la patología en tejidos relevantes para 
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esta, sugiriendo que integrar el efecto de variantes genéticas obtenidas de 

GWAS, junto a las interacciones moleculares de las regiones que las contienen 

a nivel de RNA y/o proteína, podrían mejorar el rendimiento de los PRS. En este 

trabajo, hipotetizamos que “la integración de redes de interacción molecular, 

generadas en base a variantes genéticas asociadas a cáncer de mama, mejoran 

el rendimiento de puntajes de riesgo poligénico en la predicción de riesgo de la 

enfermedad”. Para validar esta hipótesis, se trabajó con los siguientes objetivos: 

(i) selección y análisis de variantes genéticas conocidas y asociadas a CM, 

mediante su importancia a nivel estadístico poblacional; (ii) determinación de las 

redes de interacción molecular características de los genes o regiones en que se 

localizan las variantes genéticas seleccionadas; (iii) generación de un nuevo 

modelo de puntajes de riesgo poligénico para CM, a partir de una estrategia de 

priorización de genes vecinos dentro de las redes de interacción. En el desarrollo 

del trabajo, utilizamos herramientas bioinformáticas, bases de datos, además de 

información a nivel genómico y transcriptómico caso/control para CM, para la 

derivación de un puntaje poligénico integrativo. Se obtuvo un rendimiento 

predictivo con tendencia al aumento, levemente superior no significativo, al 

integrar la información de redes de interacción obtenida en los 2 modelos 

generados. Se concluye que los resultados mostraron cierta relación entre la 

interacción molecular de genes expresados en tejido mamario y un mejor PRS, 

pero son necesarios datos de mejor calidad, para un enfoque más específico y 

robusto.  
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ABSTRACT 

Breast cancer (BC) is the most common cancer in women. Both in Chile 

and worldwide, it represents about 15% of cancer mortality in the female 

population, resulting in a major public health problem. The optimal way to address 

it is early diagnosis, by using screening methods. The detection of identified risk 

factors for BC (i.e., sex, age, family history and hormonal factors) allow optimal 

use of screening resources, these factors depend directly on genetics and 

changes in it for each individual. At the genetic level, susceptibility genes for BC 

were identified in families at risk, which when presenting certain mutations 

generate high predisposition (monogenic effects). However, these mutations are 

rare, and large combinations of variants of higher frequency and smaller individual 

variant effect sizes on the risk of BC, but that allow the distribution of pathogenic 

effects in the population. These variants and respective effects are detected in 

genome-wide association studies (GWAS), although they are not able to directly 

detect causal variants of the disease, they allow the derivation of polygenic risk 

scores (PRS) by processing an estimated effect of the genetic variants in GWAS. 

The PRS captured the attention of the biomedical and commercial area, but still 

have room for improvement. The Omnigenic theory postulates that the 

interconnection between regulatory pathways is sufficient for all the genes 

expressed to affect the development of pathology in tissues relevant to it, 

suggesting that integrating the effect of genetic variants obtained from GWAS, 

together with the molecular interactions of the regions that contain them at the 
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level of RNA and / or protein, could improve the performance of PRS. In this work, 

we hypothesized that "the integration of molecular interaction networks, 

generated based on genetic variants associated with breast cancer, improves the 

performance of polygenic risk scores in the prediction of disease risk." To validate 

this hypothesis, we worked with the following objectives: (i) selection and analysis 

of genetic variants known and associated with BC, through their importance at the 

population statistical level; (ii) determination of the molecular interaction networks 

characteristic of the genes or regions in which the selected genetic variants are 

located; (iii) generation of a new model of polygenic risk scores for BC, based on 

a strategy of prioritization of neighboring genes within interaction networks. In the 

development of the work, we used bioinformatics tools, databases, as well as 

information at the genomic and transcriptomic case/control level for BC, for the 

derivation of an integrative polygenic score. A predictive performance with a 

slightly higher non-significant tendency to increase was obtained when integrating 

the interaction network information obtained in the 2 generated models. It is 

concluded that the results showed some relationship between the molecular 

interaction of genes expressed in breast tissue and a better PRS, but better quality 

data are needed, for a more specific and robust approach. 
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1. INTRODUCCIÓN 

1.1. Cáncer de mama 

El cáncer de mama es el cáncer más común en mujeres en el mundo. 

Según valores estimados para el año 2020, representa cerca del 24% de los 

nuevos casos y 15% de la mortalidad por cáncer en mujeres. Es el cáncer de 

mayor diagnóstico en 157 de 185 países, y de mayor mortalidad en 110 países 

[1]. En Chile, para la población femenina las cifras rondan el 21% de nuevos 

diagnósticos y el 13% de mortalidad entre los casos de cáncer [2], convirtiéndose 

en un importante problema de salud pública tanto a nivel mundial como nacional. 

Para enfrentar esta problemática, el diagnóstico temprano es de vital importancia, 

ya que conduce a una mejor prognosis del desarrollo de la patología [3], sobre 

todo en etapas previas a la metástasis, proceso al cual se le atribuye cerca del 

90% de la mortalidad asociada a cáncer [4], más aún si es diagnosticado como 

tumor primario removible a través de cirugía [3]. A causa de esto, algunos 

investigadores reportan que las tasas de sobrevida a 5 años en países 

desarrollados alcanzan cifras sobre el 80% (e.g. Estados Unidos 83,9%, Japón 

81,6%), mientras que países de menor desarrollo rondan el 50% o inferior (e.g. 

India 52%, Argelia 38,8%). Estas cifras se dan principalmente debido al mejor 

acceso a recursos de diagnóstico y tratamiento, así como a mejores políticas 

públicas de control en los países desarrollados [5]. Entre las herramientas de 

tamizaje para el diagnóstico temprano del cáncer de mama se destaca la 
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mamografía, la cual ha sido asociada con importantes reducciones en las tasas 

de mortalidad (20 a 30% pertenecientes al 30% de descenso en la mortalidad 

desde 1990) [6]. Sin embargo, este recurso diagnóstico funciona una vez ya 

iniciado el potencial cáncer, aumentando el riesgo de detectar un cáncer en 

estadio avanzado por una consulta tardía, y no permite reconocer de manera 

previa la población que podría desarrollar la patología. Por lo tanto, es necesaria 

una clara identificación de los factores de riesgo asociados con esta enfermedad, 

para adelantarse al desarrollo de la patología e integrarlos a nuevos métodos 

diagnósticos, resultando en un uso óptimo de herramientas de tamizaje e imagen 

en poblaciones con alta predisposición para su desarrollo, permitiendo emplear 

los recursos de salud pública de manera eficaz. 

1.2. Factores de riesgo. 

Entre los factores de riesgo para el desarrollo de cáncer de mama se 

encuentra, en primer lugar el sexo, ya que se sabe que el cáncer de mama afecta 

principalmente a mujeres. En población estadounidense se reporta que el cáncer 

de mama en hombres comprende apenas el 1% de los casos totales [7].  

La edad, ya que existe una alta relación entre la incidencia del cáncer 

mamario y el aumento en la edad de las mujeres [3]. En Chile, por ejemplo, la 

tasa de mortalidad por cáncer de mama comienza a ascender desde los 35 años, 

con una tasa de 31/100.000 (según quinquenio de edad), hasta una tasa 10 veces 

mayor en mujeres sobre los 80 años, según datos del periodo 2009-2013 [8], esta 
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relación es producida en parte por la acumulación de mutaciones somáticas en 

genes capaces de gatillar los procesos carcinogénicos [9].  

El historial familiar de cáncer de mama, ya que se estima que existe un 

aumento cercano al doble del riesgo en mujeres con un familiar de primer grado 

que presente cáncer de mama, y aún mayor si este es diagnosticado antes de 

los 50 años de edad [10]. Este factor de riesgo está asociado con mutaciones 

germinales de largo efecto patogénico que se transmiten de modo Mendeliano a 

través de las generaciones. Por ejemplo, las alteraciones en genes BRCA son 

una de las fuentes principales, no solo en cáncer de mama, sino también en 

cáncer ovárico [11]. 

Factores hormonales, como se ha visto en estudios que relacionan 

procesos fisiológicos con alzas del riesgo de presentar cáncer de mama, como 

por ejemplo menarquia temprana y menopausia tardía, así como ausencia de 

embarazos, los cuales son procesos asociados a estados hormonales en la mujer 

[12]. Se identifican hormonas clave en el desarrollo tumoral en cáncer de mama, 

principalmente los estrógenos endógenos o exógenos y progesterona 

(ovariectomía reduce riesgo de cáncer de mama) [3], cuyos receptores funcionan 

como blanco farmacológico para terapia hormonal junto al receptor HER2, y la 

ausencia de estos define un cáncer de mama como triple negativo, reduciendo 

las opciones de tratamiento [13]. Además, se ha reportado que los patrones de 

expresión de estos receptores hormonales en conjunto con otros genes permiten 

clasificar el cáncer de mama en diferentes subtipos. Dentro de estas 
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clasificaciones, la más habitual es la conocida como PAM50, que utiliza 50 genes 

para la clasificación, y que comprende cinco subtipos: Luminal A, Luminal B, 

Basal, Her2 y Normal-like [14]. 

1.3. Predisposición genética a cáncer de mama. 

En los factores de riesgo antes mencionados, la genética y los cambios en 

ella inciden de manera directa, y por esta razón el cáncer puede ser considerada 

una enfermedad genómica [15]. En la actualidad se identifican genes de 

susceptibilidad a CM como BRCA1, BRCA2 y TP53 (supresores de tumores), en 

los cuales las variantes genéticas relacionadas a la enfermedad son 

generalmente de alta penetrancia (cada variante patogénica presenta un gran 

tamaño de efecto). Lo que implica que la patología se presenta en un alto 

porcentaje de individuos que portan la variante genética. Sin embargo, dado que 

el efecto que conllevan es deletéreo, son de baja frecuencia en la población. Solo 

cerca de un 5% de los casos de cáncer de mama son producto de deficiencias 

en los genes de alta penetrancia [16], por otro lado, existen innumerables 

variantes genéticas de menor penetrancia (baja o intermedia), pero de una mayor 

frecuencia en la población, las cuales presentan una razón de probabilidades, del 

inglés Odds Ratio (OR) entre 1,2 y 1,5. Esta es una medida probabilística del 

riesgo de presentar una condición en una población, dada la presencia de un 

factor de riesgo, respecto de la ausencia de ese factor de riesgo (valores 

superiores a 1 indican mayor riesgo) [17]. Normalmente, estas variantes son 

identificadas mediante estudios de asociación de genoma completo (GWAS) [18]. 
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1.4. Estudios de asociación de genoma completo.  

Conocidos como GWAS, por su sigla en inglés (Genome Wide Association 

Studies), corresponden a estudios de gran escala, cuyo objetivo es genotipificar 

variantes en loci genómicos para detectar cuales están mayormente asociadas 

con rasgos o patologías [19]. GWAS detecta variantes genéticas comunes que 

podrían no ser las causales de la patología, pero sí determina una región génica 

en desequilibrio de ligamiento (fenómeno producido cuando hay alelos que 

debido a su cercanía física en un cromosoma se presentan juntos de una manera 

más frecuente de lo que se esperaría por azar [20]) con la variante genética 

causal [21]. Entre las limitaciones del uso de GWAS, los microarreglos para 

genotipado utilizados, usualmente identifican variantes que son comunes en una 

población en particular (Europea, principalmente). Como consecuencia, se 

destaca la sobrerrepresentación de población de ancestría europea en las bases 

de datos públicas utilizadas normalmente como referencia, limitando la precisión 

de diagnóstico genético en otras poblaciones, por diferencias en frecuencia 

alélica y estructuras de desequilibrio de ligamiento [22]. Entre los hallazgos que 

captaron la atención de los investigadores, se destaca que, a pesar de encontrar 

cientos de variantes genéticas asociadas a rasgos complejos, estos no 

conseguían explicar la totalidad de heredabilidad esperada, lo que es 

denominado heredabilidad perdida [23]. En cuanto al cáncer de mama, se han 

asociado sobre 1.200 variantes genéticas a la fecha en GWAS Catalog [24], una 

de las bases de datos que recopila estudios GWAS en un repositorio público de 
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alta calidad. A partir de esta modalidad de estudios, surgió la metodología de 

predicción de riesgo denominada puntajes de riesgo poligénico (PRS, del inglés 

Polygenic Risk Scores). 

1.5. Puntajes de riesgo poligénico.  

Esta metodología de predicción utiliza algoritmos que en general calculan 

la suma de las variantes genéticas de riesgo correspondientes a un fenotipo de 

interés en cada individuo, y luego la ponderada por la estimación del tamaño del 

efecto de GWAS para cada variante [25]. El tamaño de efecto específico para 

cada variante en el GWAS es en general expresado en OR para fenotipos 

binarios o en coeficiente beta de regresión para fenotipos continuos [26]. Existe 

esperanza en que los puntajes de riesgo poligénicos puedan mejorar las 

condiciones de salud al acelerar el diagnóstico y adaptar a los pacientes a 

tratamientos personalizados. Por esta razón, su uso se ha generalizado en las 

disciplinas biomédicas, con un creciente número de empresas empezando a 

comercializar esta tecnología [27]. Dado que son derivados de las estadísticas 

GWAS, estos mantienen el mismo problema de la sobrerrepresentación europea, 

generando rendimientos menos eficientes en poblaciones de otra ancestría [27]. 

La evaluación del rendimiento de los puntajes de riesgo poligénico como 

predictores tiene como procedimiento estándar construir curvas de característica 

operativa del receptor (ROC, del inglés Receiver Operating Characteristic), y 

evaluar el área bajo la curva [28]. Estudios recientes en cáncer de mama informan 

un rendimiento de 0,68 de área bajo la curva ROC [29]. Actualmente, estudios 
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continúan la búsqueda de métodos para mejorar su rendimiento. Algunos han 

logrado estratificar y otorgar correctamente valores de riesgo equiparables al de 

enfermedades monogénicas [29], otros también manejaron las diferencias entre 

poblaciones realizando correcciones por ancestría [30], mientras que otros han 

integrado el genoma personal y herramientas de machine learning, combinadas 

con el historial clínico del paciente, para predecir resultados clínicos relacionados 

a aneurisma aórtico abdominal [31]. 

1.6. Teoría Omnigénica y redes de interacción molecular.  

Con los esfuerzos por entender la incógnita de la heredabilidad perdida en 

GWAS, en adición a las observaciones de varios grupos, que indicaban que los 

SNPs asociados a una patología están enriquecidos en la cromatina activa y en 

particular en tipos celulares relevantes para la patología, surge la teoría 

omnigénica, que postula que las vías de regulación están lo suficientemente 

interconectadas de manera que todos los genes expresados en células 

relevantes para el desarrollo de una patología son responsables de perturbar 

funciones en los genes principales de la patología. Además, afirma que la mayor 

parte de la heredabilidad puede ser explicada por genes fuera de las principales 

vías de la patología [32]. Estas perturbaciones funcionales, dependiendo del tipo 

de gen afectado por la variante genética, pueden desarrollarse a distintos niveles 

de interacción. En primer lugar, interacciones del tipo DNA-proteína, mermando 

acción de proteínas de unión a DNA; RNA-RNA, para genes no codificantes, que 

incluyen entre otros los lncRNAs y miRNAs que actúan en la regulación de RNAs 
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mensajeros; RNA-proteína, como ejemplo mRNAs que son sometidos a splicing 

y presentan regiones de unión a elementos reguladores de splicing; y proteína-

proteína, ya sea interacción física o enzimática, donde el rango de efecto para el 

gen varía entre pérdida parcial y total de función.  

Basado en lo enunciado por la teoría omnigénica y la diversidad de los efectos 

en la funcionalidad de las variantes genéticas, se propone analizar y caracterizar 

las variantes genéticas asociadas a cáncer de mama, en conjunto a las 

interacciones conocidas a nivel molecular que presenta el gen o la región 

genómica donde se localizan estas variantes genéticas y sus productos (RNA y/o 

proteína), considerando la generación de redes de co-expresión para obtener el 

contexto en el que se expresan los genes afectados, ya que a menudo, genes 

que participan en las mismas vías o generan complejos proteicos, son co-

regulados [33], realizando un catastro de las potenciales perturbaciones que cada 

variante realiza a las vías relacionadas con el cáncer de mama, y de esta manera 

otorgar robustez al efecto de la variante e integrar abordajes de redes 

moleculares a los puntajes de riesgo poligénico. 
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2. HIPÓTESIS Y OBJETIVOS 

Hipótesis  

“La integración de redes de interacción molecular, generadas en base a 

variantes genéticas asociadas a cáncer de mama, mejoran el rendimiento 

de puntajes de riesgo poligénico en la predicción de riesgo de la 

enfermedad”. 

 

Objetivo General 

Evaluar si la integración de redes de interacción molecular mejora el rendimiento 

en el cálculo de puntajes de riesgo poligénico, en la predicción del riesgo de 

cáncer de mama 

 

Objetivos específicos: 

 

1. Seleccionar y analizar variantes genéticas conocidas, asociadas a cáncer 

de mama, mediante su importancia a nivel estadístico poblacional. 

2. Determinar las redes de interacción molecular características de los genes 

o regiones en que se localizan las variantes genéticas seleccionadas. 

3. Generar un nuevo modelo de puntajes de riesgo poligénico para cáncer 

de mama, a partir de una estrategia de priorización de genes vecinos dentro de 

las redes de interacción.  



10 
 

3. METODOLOGÍA 

 

3.1. Objetivo 1: Seleccionar y analizar variantes genéticas conocidas, 

asociadas a cáncer de mama, mediante su importancia a nivel estadístico 

poblacional. 

3.1.1. Selección y preprocesamiento de datos genéticos 

Para la generación de un puntaje de riesgo inicial, se utilizaron las métricas 

estadísticas de asociación resumidas de GWAS para cáncer de mama definidas 

a partir del estudio “Pan-UK Biobank” [34], que entregan las estadísticas de 

asociación de variantes genéticas con cáncer de mama de población europea, y 

además contiene información sobre poblaciones no-europeas, y otros rasgos o 

enfermedades. Se utilizó la información genotípica y fenotípica de poblaciones 

caso/control para cáncer de mama disponible en el estudio accedido a través de 

un estudio disponible en el repositorio dbGaP [35], llamado “Cancer Genetic 

Markers of Susceptibility” (CGEMS), el cual comprendió en sus primeras etapas 

el genotipado de 528.173 SNPs en población europea con el chip HumanHap 

550 de Illumina [36], con lo que posteriormente, se realizó la imputación de 

31.326.389 variantes genéticas utilizando MaCH [37][38].  

Se realizó la conversión de las variantes genéticas imputadas desde los 

formatos de salida (extensiones: “.dose” e “.info”) de Minimac2 [39], productos de 

la imputación empleada en el estudio, obtenidos desde dbGaP, a uno de los 
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formatos ampliamente usados de la suite de herramientas genéticas PLINK 

(extensiones: “.bed”, “.bim” y “.fam”), con el programa “GCTA” [40]. Además, se 

realizó un filtro preliminar según la calidad de imputación informada de RSQ > 

0,3, que corresponde a la correlación al cuadrado entre los genotipos imputados 

y los genotipos verdaderos no observados [41]. Posteriormente, se realizó un 

control de calidad a las variantes genéticas presentes con el programa PLINK 

versión 1.9, que incluyen: remoción de variantes genéticas con MAF (Minor Allele 

Frequency) menor a 0,01; filtrado de muestras según heterocigosidad y según 

nivel de parentesco entre muestras [26].   

3.1.2. Generación de PRS base 

Se utilizó como herramienta de generación de PRS a LDpred2, disponible 

en el paquete de R “bigsnpr” [42], a partir de las estadísticas de asociación de 

GWAS mencionadas anteriormente, utilizando 1.500 individuos, 

correspondientes a un 66,43% del total de la población caso/control que superó 

los controles de calidad con PLINK, los que fueron seleccionados aleatoriamente 

para ser usados en una validación cruzada de 10 iteraciones, como conjunto de 

entrenamiento/testeo, utilizando en cada iteración un 10% de población (150 

individuos) para el testeo, con el objetivo de seleccionar uno de los modelos de 

generación de PRS incluidos en LDPred2. Los 3 modelos de ejecución 

principales de LDPred2 son: (i) el modelo infinitesimal [43], que asume que todas 

las variantes genéticas tienen un efecto y son causales [44]; (ii) el modelo “Grid”, 

el cual requiere de un conjunto de datos de validación para ajustar hiper-
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parámetros (p, la proporción de variantes causales; y h2, que corresponde a la 

heredabilidad de SNP), este modelo se subdivide en 2 (GRID-SP y GRID-NOSP), 

considerando un tercer hiper-parámetro llamado ”Sparsity”, el cual estima la 

proporción de variantes genéticas con efecto cero; y finalmente (iii) el modelo 

automático, que realiza el ajuste de hiper-parámetros sin necesidad de un 

conjunto de datos de validación [42]. LDPred2 también es capaz de realizar el 

control de calidad de SNPs duplicados, ambigüedad de hebras y filtrar variantes 

genéticas comunes para ambos conjuntos de datos (GWAS y CGEMS). Una vez 

obtenidos los nuevos efectos beta, se generaron los puntajes de riesgos 

individuales con la función “big_prodVec()”, y finalmente “AUCBoot()”, para la 

generación de la curva ROC y la obtención del rendimiento asociado a la AUC. 

La comparación entre rendimientos de modelos de LDPred2, para elegir el 

modelo a emplear para generar el PRS base, se realizó con el paquete de R 

“pROC” [45], que emplea por defecto el método “delong” descrito en DeLong et 

al. (1988) [46], para realizar la comparación de 2 curvas ROC, esto utilizando la 

población total de entrenamiento/testeo (1500 individuos). 

3.1.3. Anotación genómica de las variantes seleccionadas 

Se realizó el análisis de las variantes genéticas seleccionadas con 

LDPred2 utilizando la herramienta Variant effect Predictor de Ensembl [47], en su 

versión web. La búsqueda de elementos genómicos, se designó en una región 

de 5.000 pares de bases río arriba y río abajo de cada variante genética. 
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3.2. Objetivo 2: Determinar las redes de interacción características de los 

genes o regiones en que se localizan las variantes genéticas 

seleccionadas 

3.2.1. Expresión de genes en tejido mamario 

En primer lugar, se utilizó los datos generados por la iniciativa “The 

Genotype-Tissue Expression” (GTEx), que tiene como objetivo analizar la 

expresión en múltiples tejidos [48], para obtener la información referente a la 

expresión normal en tejido mamario. Los datos de expresión provenientes de 

GTEx fueron filtrados según sexo, manteniendo los datos de muestras 

femeninas, quedando así 168 perfiles de expresión, con mujeres que van de los 

20 a los 79 años. A su vez, de la matriz fueron removidos los genes PAR Y, que 

dan cuenta de la expresión pseudoautosómica del cromosoma Y, dejando un 

total de 56.156 genes, esta cantidad de genes se definió por la cantidad en la 

matriz de ensembl geneIDs, notación empleada por el proyecto GENCODE [49]. 

La matriz de datos construida a partir de estos perfiles fue filtrada, manteniendo 

los genes por abundancia de RNAs, según el umbral CPM > 0,035, dado que, 

para este valor de cuentas por millón, se alcanza el valor de 2.2 cuentas en el 

tamaño promedio de las librerías de muestras (aproximadamente 63 millones de 

cuentas), estableciendo que este valor de CPM se alcance en al menos el 10% 

de las muestras. De esta manera, se estableció una lista de genes expresados 

normalmente en el tejido mamario. 
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Por otro lado, para analizar los genes expresados en el cáncer de mama, se 

utilizaron muestras de tejido mamario normal adyacente al tumor y tumor 

primario, disponibles en la iniciativa “The Cancer Genome Atlas” (TCGA), desde 

el proyecto de estudio TCGA-BRCA [50]. La obtención de los datos se realizó a 

través del paquete de R “TCGAbiolinks”, junto a metadatos con información 

clínica de los individuos vinculados a las muestras, para ambos RNA-seq y 

microRNA-seq [51]. En adición, también se utilizó la cuantificación de isoformas 

de microRNA-seq para TCGA-BRCA, el cual informa la cuantificación respecto a 

las diferencias en la posición genómica, y permite realizar el conteo de expresión 

según hebra.  La generación de la matriz se realizó con un script in house de 

Python, que toma la información de isoformas que integran cada muestra 

(Ilustración 1), realiza la suma de las cuentas de las isoformas que corresponden 

a un mismo identificador del tipo MIMAT00000XX, y la guarda en la matriz, 

identificando a las muestras de origen en cada columna.  La recuperación de la 

hebra 5p o 3p se realizó con un script en R que convierte los IDs del tipo 

MIMAT00000XX a hsa-let-XX-5p o hsa-let-XX-3p según corresponda, 

empleando el paquete “miRBaseConverter” [52]. 
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Se realizó un filtro de los individuos en los conjuntos de datos obtenidos 

desde TCGA, manteniendo sólo los individuos femeninos que presenten a la vez 

datos de RNA-seq y microRNA-seq, con muestras pareadas (tumor primario y 

tejido sólido normal) en ambos casos, generando un subconjunto de 198 

muestras, con la información de 99 individuos. 

3.2.2. Análisis de expresión diferencial en subtipos de cáncer de mama   

Los genes diferencialmente expresados se obtuvieron con el paquete de 

R DESeq2 [53], estableciendo como punto de corte de expresión diferencial un 

Log2FC de ±2 en general para RNA-seq, con excepción de los lncRNAs, en los 

cuales se estableció el mismo punto de corte utilizado para microRNA-seq de 

Log2FC ±1. Para ambos casos, se usó un p-value ajustado (también llamado 

FDR, por “False Discovery Rate”) <= 0,05. Esta métrica es utilizada para reducir 

el número de falsos positivos en los análisis que generan gran cantidad de datos. 

Derivado de este análisis, se extrajo la matriz de cuentas normalizada por 

 

Ilustración 1. Formato cuantificación de isoformas. Formato de archivo que informa la 

cuantificación de isoformas para microRNA-seq de cada muestra en el proyecto TCGA-BRCA. 
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DESeq2, con la que se realizó un análisis de componentes principales para 

reducir la dimensionalidad de los datos. Para esta, se utilizaron los 500 genes 

(valor por defecto) que mostraron mayor varianza en su expresión en la totalidad 

de las muestras, tanto para RNA-seq, como para miRNA-seq. 

3.2.3. RNAs de competencia endógena (ceRNAs)  

En colaboración con el Dr. Ignacio Wichmann (Pontificia Universidad 

Católica, Chile), quien trabajó con generación de redes de competencia 

endógena en su tesis doctoral titulada “Identification of long noncoding RNAs in 

competing endogenous RNA network throughout the gastric precancerous 

cascade” [54], se desarrolló un script de R in house para descubrir los lncRNAs 

participantes en la regulación de la expresión proteica, por medio de mecanismos 

de competencia endógena. Para tanto, se analizaron en conjunto la expresión de 

RNA total y de isoformas de miRNAs desde TCGA utilizando el paquete de R 

“SPONGE”, el cual permite identificar rápidamente redes de interacción de 

ceRNAs, y a su vez, cuantificar la participación de múltiples miRNAs a cada 

interacción ceRNA [55]. Para esto, se utilizó además una matriz de interacciones 

del tipo miRNA-mRNAs y miRNA-lncRNAs, previamente generada en nuestro 

laboratorio en el trabajo de tesis magistral de Allan Peñaloza [56], la cual emplea 

información de interacción de 4 bases de datos de interacciones miRNAs-mRNAs 

blanco, de las cuales 3 son de interacciones por predicción (TargetMiner [57], 

miRDB [58] y TargetScanHuman [59]), en donde se mantuvieron aquellas 

interacciones presentes simultáneamente en las 3 bases de datos, y una base 
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de datos con interacciones validadas(TarBase [60]); finalmente, otras 2 bases de 

datos de interacciones miRNA-lncRNA, lncBase [61] y starBase [62]. Previo al 

análisis con SPONGE, las matrices de expresión fueron filtradas por abundancia, 

manteniendo las muestras con CPM (counts per million) superiores a 0,035 para 

RNA y de 1 para miRNA (valores dependen del tamaño promedio de las librerías), 

en al menos el 5% de las muestras, y finalmente normalizadas a TMM con 

transformación logarítmica, aplicando el paquete edgeR [63]. La generación de 

redes ceRNA con SPONGE en general consta de 4 etapas: (i) Se identifican 

aquellos miRNAs que probablemente tienen un efecto regulador a través de la 

búsqueda de correlaciones negativas con genes marcados como objetivos en la 

matriz de interacción; (ii) luego se filtra los pares de genes que compartan 

regulación por uno o más miRNAs, generando el coeficiente “mscor” (del inglés, 

multiple miRNAs sensitivity correlation), implementado por los autores de 

SPONGE, que da cuenta del efecto de múltiples miRNAs en la correlación entre 

2 genes evaluados; (iii) en seguida se establece las significancias de las 

interacciones encontradas por medio de un muestreo de la distribución nula de 

mscor; (iv) y finalmente, se filtran las interacciones por grado de significancia, 

donde se estableció el umbral de p-value ajustado < 0,05 [55]. La visualización 

de las redes generadas se realizó en Cytoscape [64]. Para tener una idea del rol 

que estarían cumpliendo estos lncRNAs por medio del mecanismo de 

competencia endógena, se realizó un análisis de enriquecimiento funcional 

utilizando las extensiones de Cytoscape: BINGO para la búsqueda de términos 
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GO asociados a las proteinas [65], EnrichmentMap para visualización de vías 

enriquecidas en los términos (umbral establecido de 5*10-7 > FDR) [66] y 

Autoannotate para agrupar los términos más frecuentes entre las vías más 

enriquecidas [67]. 

3.2.4. Redes de interacción proteína-proteína  

Se realizó la búsqueda en la base de datos STRING (versión 11), la cual 

presenta datos de interacción entre proteínas, ya sean físicas o funcionales, las 

que se filtraron por puntuación combinada (valor obtenido al evaluar los orígenes 

y análisis que respaldan a cada interacción) ≥ 0,4, para obtener interacciones de 

confiabilidad media a superior [68], un filtro adicional se realizó a las proteínas 

interactuantes obtenidas, usando la lista de genes generada a partir de los datos 

de expresión de GTEx. Se reemplazó la anotación original de Ensembl ID, 

utilizada en la base de datos de STRING, a “Gene Symbol”, con el paquete de R 

“EnsDb.Hsapiens.v86” [69]. 

3.2.5. Redes de regulación de factores de transcripción  

Se utilizó el paquete de R “DoRoThea”, el cual es una colección de 

regulones (grupo de genes regulados por un factor de transcripción), que 

almacena la información referente a genes blanco y sus factores de transcripción 

a partir de 4 fuentes de evidencia: (i) levantamiento bases de datos o literatura 

con una curación de datos manual por un experto humano;  (ii) experimentos de 

ChIP-seq; (iii) inferencia en base a datos de GTEx; y, finalmente, (iv) predicción 

computacional en base a motivos de unión en promotores, pertenecientes a 
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humano y ratón. Con eso, DoRoThea define 5 niveles de confianza, designados 

de la “A” hasta la “E”, según el respaldo de la información en las 4 fuentes de 

evidencia, donde “A” constituye información curada y “E” solo contempla 

predicciones [70]. Se realizó una selección de aquellas interacciones 

pertenecientes a humano, descartando el nivel “E” de confianza, y se generó el 

filtrado en base a la abundancia de expresión en tejido mamario para los genes 

blanco y factores de transcripción, según los datos de GTEx, de la misma manera 

en que se realizó para las interacciones proteína-proteína. 

3.2.6. Redes de interacción lncRNA-DNA y lncRNA-proteína 

Para enriquecer la cantidad de interacciones de ncRNAs, se hizo descarga 

de los datos disponibles en la base de datos lncRNAfunc [71], un repositorio 

dedicado a compilar información sobre la función de los lncRNAs en cáncer 

humano, integrando, por ejemplo, interacciones lncRNA-DNA y lncRNA-proteína, 

entre otros, haciendo uso de los datos depositados en TCGA. Se filtraron aquellas 

interacciones que no aparezcan respaldadas por experimentos, y que cuyos 

interactores no estén en la lista de expresión generada a partir de los datos de 

GTEx, exceptuando miRNAs, no incluidos en dicha lista de expresión. 

3.2.7. Módulos de co-expresión  

Para generar módulos de co-expresión y evaluar vías involucradas con 

potencial interacción con los genes afectados por cada variante genética, se 

utilizó la herramienta CEMiTool [72], usando como entrada la matriz de expresión 

de RNA-seq normalizada en TMM, aplicando también la red de interacción de 



20 
 

proteínas, obtenida a partir de STRING [68] como red de referencia. La 

herramienta CEMiTool permite realizar una reducción de elementos según su 

abundancia en la matriz de expresión de manera automática (25% de menor 

expresión promedio), requerida para hacer uso de la función VST (Variance 

Stabilizing Transformation), recomendada en la publicación original de la 

herramienta, para datos de RNA-Seq.  CEMiTool realiza una selección de genes 

basados en p-values obtenidos a través del modelado de la varianza como una 

distribución gamma inversa, determina un criterio de similitud entre pares de 

genes y finalmente estos son separados en módulos utilizando de manera interna 

el paquete de R “Dynamic Tree Cut package” [72]. El análisis con CEMiTool 

también genera un análisis de enriquecimiento de conjuntos de genes (GSEA, 

Gene Set Enrichment Analysis), el cual da cuenta de la actividad transcripcional 

de los módulos detectados, informando una puntuación normalizada de 

enriquecimiento (NES), basada en cuan representados están los integrantes de 

estos módulos en los extremos de una lista ordenada de genes, según cambios 

de expresión en las condiciones presentadas, para lograr esto, CEMiTool emplea 

otro paquete de R llamado fgsea [73]. El enriquecimiento funcional de los 

integrantes de cada módulo se llevó a cabo con el paquete de R “clusterProfiler” 

[74], utilizando el conjunto de datos de MSigDB hallmarks 2020 [75], accedidos 

desde la web de enrichR [76], el enriquecimiento de términos, se realizó 

considerando un p-value ajustado menor a 0,05. 
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3.3. Objetivo 3: Generar un nuevo modelo de puntajes de riesgo 

poligénico para cáncer de mama, a partir de una estrategia de 

priorización de genes vecinos dentro de las redes de interacción  

3.3.1. Creación del modelo y estrategias de priorización de genes  

La matriz de interacción se generó con un script in house escrito en 

python3, el cual transforma la lista de interacciones obtenida de los análisis 

anteriores o de bases de datos, haciendo uso de la función crosstab del módulo 

de Python “pandas” [77], en una matriz que suma las interacciones encontradas 

entre genes. Cabe destacar que los diferentes tipos de interacción encontrados 

(proteína-proteina, ceRNA, miRNA-mRNA, etc.), se ponderaran con el mismo 

valor (1), ya que de otra manera la complejidad de los modelos y la información 

requerida para generarlos, aumentan significativamente. En adición, se generó 

una tabla de priorización, la que contiene los genes que se expresan 

diferencialmente en alguno de los subtipos PAM50 y/o que forman parte de 

alguno de los módulos de co-expresión detectados por CEMiTool. 

Con eso, se generaron 2 modelos, el primero basado netamente en la 

cantidad de interacciones a 2 niveles desde los genes afectados, y sin 

priorización de genes: 

𝐼𝑆𝐺 = 𝐼𝑁𝑇𝐺 + ∑
𝐼𝑁𝑇𝑔𝑖

2

𝐼𝑁𝑇𝐺

𝑖=1
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Donde ISg representa el puntaje de interacción de cada gen 

potencialmente afectado, INTg las interacciones de primer grado del gen, INTgi el 

número de interacciones de los interactores en primer grado del gen.  

El segundo modelo generado corresponde a una extensión del primer 

modelo, aplicando una priorización de genes, en la cual se integró la información 

obtenida sobre la expresión diferencial a lo largo de los subtipos PAM50 de 

cáncer mamario, y pertenencia a alguno de los módulos de co-expresión 

relacionados a procesos tumorales. Para esto se derivó un puntaje para cada gen 

con base en su grado de expresión diferencial general (valor absoluto de Log2FC 

en la comparación de todas las muestras tumorales contra los controles), 

amplificando según su estado de expresión diferencial en los subtipos PAM50 de 

cáncer de mama, esta amplificación parte del valor base 1, hasta un valor máximo 

de 6, que considera 4 subtipos (+1 por cada subtipo), y la expresión diferencial 

en la comparación general (+1). La bonificación por pertenencia a un módulo de 

co-expresión relacionado a cáncer se estableció en 10%, la relación a cáncer de 

los módulos se estableció según el enriquecimiento funcional generado a través 

de CEMiTool [72] y MSigDB hallmarks 2020 [75]. Las interacciones próximas 

aportan al puntaje de cada gen, usando el mismo criterio que para el primer 

modelo, reduciendo el valor del puntaje de cada interactor del gen evaluado a la 

mitad. Este planteamiento se resume en la siguiente ecuación: 



23 
 

𝐼𝑆𝐺 =  𝐼𝑁𝑇𝐺 ∗  𝐷𝐸𝑆𝐺 ∗  𝑀𝐺 +  ∑
𝐼𝑁𝑇𝐺𝑖 ∗  𝐷𝐸𝑆𝐺𝑖 ∗  𝑀𝐺𝑖

2

𝐼𝑁𝑇𝐺

𝐼=1

 

Donde se añaden los términos MG|MGi, que representan la bonificación 

otorgada, según la inclusión del gen en un módulo de co-expresión relacionado 

a cáncer, y finalmente DESG|DESGi que representan factores generados con la 

información de expresión diferencial. 

Una vez obtenidos los puntajes de interacción de cada gen (ISG), se 

procedió a realizar la normalización del rango de estos puntajes en un rango de 

valores de 1 a 6, en donde el gen con mayor ISG tomó el valor de 6 y aquellos sin 

información de interacción disponible, tomaron el valor de 1 (neutro 

multiplicativo), los valores normalizados se representan con el factor Ω.  

Finalmente, se utilizó una versión ampliada de la formula básica de 

generación de PRS individual para cada modelo, incluyendo el valor normalizado 

(Ωj) máximo de entre los genes cercanos de cada variante, determinados en el 

análisis previamente realizado con VEP de Ensembl [47]. La ecuación que 

resume lo expuesto se presenta a continuación. 

Ŝ = ∑ 𝑋𝑗𝐿𝐷𝑃𝑟𝑒𝑑2𝛽𝑗 ∗ Ω𝑚𝑎𝑥𝑗

𝑚

𝑗=1

 

Donde Ŝ representa el puntaje de riesgo individual, m el número total de 

variantes de riesgo que presenta un individuo, Xj la variante de riesgo evaluada, 
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LDPred2βj el valor del efecto de la variante calculado por LDPred2, y Ωmaxj el valor 

normalizado máximo entre los genes cercanos a la variante Xj. 

3.3.2. Evaluación del modelo generado  

Los modelos generados se compararon en rendimiento frente a los 

resultados generados por LDPred2, haciendo uso de la población de 

comparación previamente definida de 758 individuos, la cual se subdividió en tres 

grupos, dos grupos de 250 individuos y un grupo de 258, por selección aleatoria, 

para comprobar el desempeño en diferentes configuraciones poblacionales de 

una misma ancestría. 
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4. RESULTADOS 

4.1. Objetivo 1: Seleccionar y analizar variantes genéticas conocidas, 

asociadas a cáncer de mama, mediante su importancia a nivel 

estadístico poblacional. 

4.1.1. Generación de un conjunto de variantes genéticas de referencia y su 

nivel de efecto base en cáncer de mama 

El trabajo se inició estableciendo el modelo base, utilizando el conjunto de 

herramientas para la generación de puntajes de riesgo poligénico LDPred2 [42], 

la cual integra cuatro abordajes posibles de ejecución en la generación de PRS: 

(i) Infinitesimal, (ii) Grid-NOSP, (iii) Grid-SP y (iv) Automático. La herramienta fue 

aplicada en los datos del estudio CGEMS [36], haciendo una división aleatoria de 

los individuos del estudio en dos grupos para determinar los mejores 

rendimientos. El primer grupo estaba compuesto por 1.500 individuos, con el cual 

se realizó la validación cruzada de 10 iteraciones (Tabla 1); mientras que el 

segundo grupo contemplaba 758 individuos, los cuales serán utilizados en la 

comparación con los modelos generados más adelante en esta tesis, construidos 

a partir de las redes de interacción analizadas. 

El universo de variantes genéticas inicialmente de 31.326.389, posterior al 

control de calidad realizado con la herramienta PLINK, se redujo a 6.303.051, las 

cuales fueron utilizadas como entrada para los análisis comparativos utilizando 

los cuatro abordajes disponibles en LDPred2. Este tipo de análisis depende de la 
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intersección de las variantes en la cohorte caso/control (CGEMS) y las que 

componen los conjuntos de datos del resumen estadístico del GWAS de 

asociación a cáncer de mama (Pan-UK Biobank). De manera adicional, por 

recomendación de los autores de LDPred2, se consideraron solo variantes 

incluidas en HapMap3 [78]. Con eso, el universo final de variantes genéticas que 

entraron al análisis de efecto en cáncer de mama luego de ser filtradas para 

mantener solamente aquellas presentes en HapMap3 fue de 766.518. 

Validación Cruzada 10-fold 

K Infinitesimal Grid-NOSP Grid-SP Automático 

1 0,589523 0,601834 0,601254 0,584032 

2 0,539019 0,62455 0,643568 0,650704 

3 0,544759 0,6015 0,600406 0,58271 

4 0,619832 0,668406 0,661355 0,632194 

5 0,574441 0,593873 0,597906 0,610211 

6 0,609489 0,681744 0,687562 0,669993 

7 0,606196 0,608209 0,60184 0,584449 

8 0,503522 0,569172 0,569349 0,578427 

9 0,569325 0,576254 0,560265 0,555608 

10 0,588375 0,544391 0,526343 0,504714 

Promedio 0,5744481 0,6069933 0,6049848 0,5953042 

Tabla 1. Validación cruzada k=10. Valores de AUC en cada iteración para los 4 modelos de 

generación de PRS de LDPred2, y promedio final del rendimiento. 
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En este análisis, dado que los valores del efecto beta de cada variante 

cambia entre cada iteración, se utilizó como valor final de efecto, el promedio de 

las 10 iteraciones para cada variante genética. Como resultado, se obtuvo que 

para este conjunto de datos el rendimiento promedio de área bajo la curva ROC 

(AUC) más alto fue alcanzado por el modelo Grid-NOSP con 0,606, seguido del 

modelo Grid-SP (0,604), el cual, dado que es capaz de reducir el efecto de ciertas 

variantes genéticas a 0, reduce el universo de variantes genéticas en el PRS a 

500.689. Los otros dos modelos presentaron un rendimiento promedio inferior a 

0,6.   

Para la generación del PRS Base, comparativamente se reutilizó el 

conjunto de 1.500 individuos del entrenamiento/testeo, y de esta manera decidir 

entro los modelos GRID-SP y GRID-NOSP, dado que su diferencia de 

 

Figura 1. Comparación modelos GRID-SP y GRID-NOSP. Gráfica de curvas ROC, según 

su puntaje de riesgo poligénico individual. Método “delong”, paquete de R pROC. N=1500.  
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rendimiento promedio en la validación cruzada es baja (-0,002).  Se determinó 

que la diferencia entre las curvas ROC de ambos modelos, no es significativa 

(Figura 1).   

Con estos datos, se seleccionó el segundo modelo de mayor rendimiento 

(Grid-SP), como modelo de generación del PRS Base. Esta selección va en la 

dirección de estrategias en el área de los PRS como fine-mapping, que buscan 

 

Figura 2. Distribución en PRS base. Gráfico de densidad mostrando la distribución de los 

individuos en la población de comparación, según su puntaje de riesgo poligénico individual, 

en amarillo se representan los controles, en azul se representan los casos. N=758.  
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reducir el número de variantes genéticas y determinar la variante causal más 

probable en una región genómica [79]. En seguida, se procedió a calcular las 

puntuaciones individuales de riesgo poligénico en la población de comparación, 

obteniendo una distribución mostrada en la Figura 2, con lo que además se 

calculó el riesgo de presentar el cáncer de mama en los percentiles de mayor 

puntaje. Por ejemplo, para el percentil 5% superior se alcanzó un odds ratio 

aproximado de 2,944. 

4.1.2. Anotación de las variantes encontradas 

Una vez establecidas las 500.689 variantes genéticas de trabajo, 

utilizando sus rsID, se realizó la anotación de las variantes usando la herramienta 

de Ensembl VEP (Variant Effect Predictor) [47], la cual entrega información sobre 

los genes cercanos a las variantes genéticas de estudio y sus respectivas 

anotaciones. VEP logró encontrar 500.656 variantes genéticas del total, de las 

cuales 138.381 fueron categorizadas como intergénicas dentro del rango 

establecido (±5kb, ver metodología). En cuanto a genes potencialmente 

afectados, estos alcanzan la suma de 44.933, dentro de los cuales 16.638 se 

consideran genes codificantes de proteínas, 14.050 lncRNAs, 1.198 miRNAs, el 

resto se divide en pseudogenes, otros RNAs pequeños (como miscRNA, 

snoRNA, snRNA y scaRNA), y genes codificantes relacionados a las cadenas 

constante y variable de los receptores de células T o inmunoglobulinas. 
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4.2. Resultados del Objetivo N°2 

“Determinar las redes de interacción molecular características de los genes 

o regiones en que se localizan las variantes genéticas seleccionadas”. 

4.2.1. Evaluación de los datos obtenidos desde el repositorio TCGA 

El universo total de muestras disponible en el repositorio de datos de 

TCGA para cáncer de mama correspondientes al proyecto TCGA-BRCA, incluye 

a 1.097 individuos, de los cuales 1.085 son mujeres. Dado que los análisis 

realizados con estos datos tienen un fin comparativo, el universo de individuos se 

redujo en función de la disponibilidad de los análisis de RNA-seq (RNA total) y 

microRNA-seq (RNAs pequeños, con la respectiva muestra control en cada caso, 

permaneciendo muestras referentes a 99 mujeres en el análisis. En adición, se 

realizaron análisis de reducción de dimensionalidad según la expresión, mediante 

componentes principales (PCA), para corroborar que las muestras control 

presentaran patrones de expresión coherentes con su estado de muestras control 

(Figura 3). Con eso, se descartaron 2 muestras, en base al perfil de expresión 

de miRNAs: TCGA-BH-A18U-11, una muestra control; y TCGA-BH-A0BZ-01, 

esta última corresponde a una muestra tumoral, que agrupó con las muestras 

normales (Fig. Anexo 1). Cabe resaltar que, en ambos PCA generados, se 

observa una amplia dispersión de las muestras normales a lo largo del eje de la 

componente número 2, mayor a la mostrada por las muestras tumorales. 
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La información clínica de las 194 muestras (miRNA-seq y RNA-seq) 

provenientes de 97 individuos, obtenidas desde el proyecto TCGA-BRCA, y 

utilizadas en este proyecto de investigación, permitió utilizar la clasificación de 

las muestras según el test genético PAM50, el cual evalúa la actividad de 50 

genes para clasificar el tipo de cáncer de mama. Esta clasificación en general 

considera 5 subtipos: Luminal A, Luminal B, Basal, Her2 y Normal-like (no incluido 

en la investigación debido a que solo presentaba 2 muestras control, y su cada 

vez menor consideración en la literatura [80]). Además, se recuperó el estadio de 

cada tumor al momento de tomarse la muestra, observándose que la mayoría de 

 

Figura 3. Análisis de componentes principales. Graficas con las 2 primeras componentes 

principales. A: Datos de RNA-seq, componentes resumen el 53% de la varianza. B: Datos de 

miRNA-seq, componentes resumen el 34% de la varianza. N=194 muestras.   
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las muestras provienen de tumores en etapa II (57 de 97). La distribución de 

ambas informaciones puede observarse en la Figura 4.  

 

4.2.2. Análisis de expresión diferencial en subtipos de cáncer de mama 

Una vez generada la clasificación de las muestras, se procedió a realizar 

diversos análisis de expresión diferencial utilizando la herramienta DESeq2 [53]. 

Entre las comparaciones, se evaluó el total de las muestras tumorales versus los 

controles normales, y luego se subdividieron según el subtipo PAM50 versus la 

 

Figura 4. Distribución muestral subtipos PAM50. Composición de universo de muestras de 

cáncer mamario utilizadas, según clasificación de prueba genética PAM50 del paciente 

(Luminal A, Luminal B, Basal y Her2) y estadio tumoral (I a IV) para cada una de ellas. N=97  
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totalidad de los controles normales (dado el bajo número de controles en algunos 

subtipos). La comparación general entre muestras normales y tumorales (Figura 

5), arrojó un total de 5.662 elementos expresados diferencialmente (3.443 

sobreexpresados y 2.219 subexpresados) para los datos de RNA-seq (RNA 

total), mientras que para datos de microRNAs, se presentaron 306 expresados 

diferencialmente (203 sobreexpresados y 103 subexpresados).  

En cuanto a la cantidad total de genes diferencialmente expresados por 

subtipo (Figura 6), se desglosó el análisis de RNA-seq en los biotipos de 

anotación “Protein coding”, “lncRNA” y “Others”, según la clasificación de 

GENCODE v38 [49]. Este último incluye otros biotipos de RNAs, tales como 

scaRNA, snoRNA, snRNA y relacionados a pseudogenes). Además, también 

tenemos en nuestros datos el biotipo miRNAs, aportado por el análisis de miRNA-

 

Figura 5. Expresión diferencial en cáncer de mama. Análisis de expresión diferencial en 

cáncer de mama, mediante DESeq2. A: Expresión diferencial en datos de RNA-seq. 

B: Expresión diferencial en datos de miRNA-seq. 
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seq. En estos análisis, se observa que el subtipo Basal es el que tiene una mayor 

cantidad de genes sobreexpresados respecto a la condición normal (5.270); y 

que el subtipo Luminal B es el que posee una mayor cantidad de genes 

subexpresados (5.359). Para ambos casos, el mayor número de genes 

expresados diferencialmente corresponden a RNAs no codificantes largos (2.035 

y 2.357, respectivamente). El biotipo con menor cantidad de elementos 

expresados diferencialmente corresponde a los miRNAs, y es donde el subtipo 

 

Figura 6. Genes diferencialmente expresados por subtipo y biotipo. Se muestra la 

cantidad total de genes expresados diferencialmente separados en paneles según biotipo de 

RNA, incluyendo la expresión aumentada (rojo) y expresión reducida (azul), por subtipo 

PAM50 de cáncer de mama. El panel “Others” incluye las cantidades de genes para biotipos 

de RNAs menos abundantes.  
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Basal presenta la menor diferencia en términos numéricos, respecto a los demás 

subtipos PAM50.  

Se analizó también, cuan compartidos están los genes diferencialmente 

expresados entre los distintos subtipos de cáncer (Figura 7), para determinar 

genes que podrían actuar como núcleo del cáncer de mama, así como genes 

únicos de cada subtipo, con la finalidad de encontrar elementos a priorizar en las 

redes de interacción. Este análisis, se realizó para los 3 principales biotipos de 

RNA, partiendo por los RNAs codificantes de proteínas (Figura 7A), en donde se 

obtuvo que hay 704 elementos compartidos y el subtipo PAM50 Basal presentó 

una notable mayor cantidad de elementos sobreexpresados únicos (602). En el 

caso de los lncRNAs (Figura 7B), se observa que hay 871 de estos, compartidos 

por todos los subtipos, y nuevamente el subtipo PAM50 Basal presentó una muy 

mayor cantidad de elementos sobreexpresados únicos respecto al resto (1123). 

Cabe destacar que tanto para lncRNAs, como para codificantes de proteínas, el 

subtipo PAM50 Her2 fue el de mayor cantidad de elementos únicos 

subexpresados (494 y 329, respectivamente). Finalmente, para los miRNAs 

(Figura 7C), el subtipo Basal presenta la mayor cantidad de miRNAs 

sobreexpresados y subexpresados únicos (60 y 23, respectivamente), en cuanto 

a los compartidos por todos los subtipos, estos alcanzan valores de 46 para los 

subexpresados, y 75 para sobreexpresados. Estos resultados, muestran que el 

subtipo Basal es el que más difiere del resto, lo que es coherente con lo descrito 

en literatura, dado que a este se le relaciona con los tumores triple negativo, 
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mientras que los otros 3 subtipos restantes tienen carácter hormonal, 

combinando de distintas maneras la presencia de los receptores Her2, ER y PR.  

  

 

Figura 7. RNAs expresados diferencialmente compartidos entre subtipos. Diagramas de 

Venn indicando la cantidad de miRNAs expresados diferencialmente y su nivel de repartición 

entre los subtipos tumorales. Izquierda, cantidades de miRNAs de expresión reducida; 

derecha, las cantidades asociadas a miRNAs de expresión aumentada en cáncer de mama. 

A: RNAs codificantes de proteínas. B: lncRNAs. C: miRNAs. 
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4.2.3. Redes de competencia endógena de RNAs en cáncer de mama 

La generación de redes de ceRNAs, las cuales constan de 2 o más RNAs 

que compiten en la unión de miRNAs, y que afectan la regulación de los RNAs 

mensajeros, generan un acercamiento al rol que pueden estar cumpliendo 

algunos lncRNAs en el desarrollo o combate del cáncer de mama. Los resultados 

de este análisis realizado con la herramienta SPONGE arrojaron como resultados 

5.141.658 de interacciones, de las cuales 687.132 son consideradas 

estadísticamente significativas (FDR < 0,05).  

Dado que el enfoque de estos análisis es el rol de los lncRNAs, con parte 

de estas interacciones se representan visualmente las redes de interacción de 

ceRNAs en el software de visualización de redes Cytoscape [64], mostrando 

aquellas interacciones donde participan los lncRNAs determinados anteriormente 

como expresados diferencialmente en la comparación general de muestras de 

cáncer de mama (Figura 8A). Cabe señalar que los miRNAs involucrados han 

sido omitidos para mejorar la visualización. Se observa que la mayoría de las 

interacciones encontradas, son moduladas por lncRNAs que están 

subexpresados, esto se puede constatar, por la mayor cantidad de elementos 

que presentan al menos 200 interacciones dentro de la red ceRNA (etiquetados 

con nombre en Figura 8A). Los lncRNA, que cumplen esta condición son: HOXA-

AS3, CAHM, EMX2OS, CARMN, ADAMTS9-AS2, LINC02607, HOTAIRM1, 

MAGI2-AS3, MEG3, MIR99AHG, PCAT19, RP11-679B19.1, MIR100HG, 

SLC26A4-AS1, LINC02693, LINC00667 y HCG11. En concordancia, la mayoría 
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de las proteínas que interactúan con estos, están subexpresadas o no presentan 

una expresión diferencial significativa. Por otro lado, para los lncRNAs 

sobreexpresados, solo hay 2 de ellos que presentan una conectividad de al 

menos 200 interacciones, los cuales son LINC00511 y LCT-AS1. Al igual que con 

los lncRNAs subexpresados, hay en mayoría concordancia entre proteínas 

sobreexpresadas que interactúan con lncRNAs sobreexpresados. 

Para tener una visión indirecta de la funcionalidad y procesos biológicos 

en que podrían estar participando estos ceRNAs, se analizaron las proteínas 

involucradas en las redes de ceRNAs obtenidas de manera comparativa según 

la expresión diferencial. Las proteínas subexpresadas (Figura 8B), se 

relacionaron con regulación de procesos, entre ellos la regulación negativa de la 

proliferación celular, adhesión celular, formación de vasos sanguíneos, respuesta 

hormonal. Por otro lado, las proteínas sobreexpresadas (Figura 8C) mostraron 

relación con procesos de proliferación celular, organización del huso mitótico y 

replicación del DNA.  

Otros importantes participantes de estas redes de interacción son los 

miRNAs, por quienes se produce esta competencia de unión, en este ámbito se 

detectaron 546 miRNAs participantes, de los cuales, los que participan en una 

mayor cantidad de interacciones son: hsa-miR-27a-3p (1.819), hsa-miR-16-5p 

(1.588) y hsa-miR-1-3p (1.419). 



39 
 

 

 

Figura 8.  Red de Interacciones ceRNAs general. Red de interacción con lncRNAs 

expresados diferencialmente en análisis general, y enriquecimiento a nivel de vías biológicas 

de proteínas involucradas. A: Visualización de red en Cytoscape, se muestran proteínas y 

lncRNAs, colores indican expresión diferencial, subexpresión (azul), sobreexpresión (rojo) y 

no significativa (gris), se etiquetan lncRNAs con más de 200 interacciones. B: Enriquecimiento 

de vías biológicas en proteínas subexpresadas. C: Enriquecimiento de vías biológicas en 

proteínas sobreexpresadas. FDR < 5*10-7 (B, C) 
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4.2.4. Redes de regulación e interacción molecular en el tejido mamario 

Se trabajó con la base de datos GTEx para obtener perfiles de expresión 

normales en tejido mamario. Se estableció un umbral de expresión de 0,035 CPM 

con un mínimo de presencia en las muestras del 10% (Figura 9), con el cual, de 

los 56.156 genes que contemplaban las librerías de secuenciación de GTEx, se 

consideraron como expresados de manera relevante 33.871 genes.  

La versión 11 de la base de datos STRING para interacción de proteínas 

en humanos contiene 11.759.455 interacciones, de las cuales se realizó una 

búsqueda de aquellas que presentaran una puntuación combinada superior a 0,4, 

 

Figura 9. Perfil de expresión promedio genes GTEx. QQ-plot indicando niveles de 

expresión promedio en log(CPM) de los genes en el conjunto de datos de tejido mamario 

femenino. Línea roja indica el umbral de CPM aplicado. 
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dando cuenta de una confiabilidad intermedia, cumpliendo 1.985.196 

interacciones este requisito. Se filtraron, además, según la abundancia en la 

expresión de cada interactor que componen las interacciones proteína-proteína 

en los datos provenientes desde GTEx para tejido mamario femenino. Con este 

filtro, la cantidad de interacciones proteína-proteína que estarían ocurriendo de 

manera normal alcanza el valor de 1.832.315 interacciones. 

La red regulatoria a nivel transcripcional por parte de factores de 

transcripción en humanos se obtuvo desde la base de datos DoRoThea [70], y 

arrojó un total de 486.751 interacciones, donde se incluyen regulaciones tanto 

positivas como inhibitorias. Luego de realizar el filtro de expresión con GTEx, en 

los factores de transcripción y en los blancos regulatorios asociados a estos, el 

número de interacciones bajó a 463.170, divididas según grados de confiabilidad 

en 5 categorías, desde la A hasta la E, considerando E como el grado de 

confiabilidad más bajo, el que fue descartado por presentar solo regulaciones 

basadas en inferencia desde datos de expresión utilizando GTEx o por motivos 

Grado de confiabilidad  Cantidad 

Grado A 5.250 

Grado B 1.017 

Grado C 7.178 

Grado D 8.975 

TOTAL 22.420 

Tabla 2. Cantidad de regulaciones TF-blanco por grado de confiabilidad. 
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de unión en promotores, por lo cual 22.420 regulaciones que pasan los filtros de 

expresión se consideraron (Tabla 2). 

Finalmente, la última base de datos pública referente a interacciones 

moleculares a utilizar fue lncRNAfunc, en donde se pueden recuperar 

interacciones entre lncRNAs y otras moléculas validadas experimentalmente [71]. 

Desde este repositorio fuimos capaces de recopilar un número inicial de 

interacciones de 2.801, que posteriormente al filtro de expresión con GTEx fueron 

reducidas a 2.758 interacciones. 

4.2.5. Módulos de co-expresión de genes en el cáncer de mama 

El análisis de co-expresión fue utilizado para encontrar módulos de genes 

que comparten patrones de expresión similares. El paquete CEMiTool [72] 

detectó 13 módulos en los datos de expresión de las muestras provenientes de 

TCGA, los cuales están conformados por 5.273 genes, habiendo 248 genes que 

no clusterizan, los que son incluidos en el módulo Not.Correlated. El detalle de 

cantidad de genes asociado a cada módulo puede ser observado en la Tabla 3. 

Con los módulos detectados, se generó un análisis de enriquecimiento de 

conjuntos de genes (GSEA, Gene Set Enrichment Analysis) (Figura 10), en el 

cual se muestran los 13 módulos. Este análisis indica los cambios en la actividad 

transcripcional de estos a través de las muestras, basado en el puntaje de 

enriquecimiento normalizado (NES). 
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En primer lugar, se muestra la comparación de la actividad transcripcional 

de las muestras normales versus el conjunto de las muestras tumorales (Figura 

10A), apreciándose cambios más notorios, que consisten en un alza en la 

actividad transcripcional respecto a las muestras control, en los módulos M4 y 

M6, y algo más leve en los módulos M5, M9 y M10. Se determino por medio de 

un enriquecimiento funcional de términos GO (Figura 11), que los primeros 

módulos están integrados por genes relacionados con progresión del ciclo celular 

Modulo  Cantidad de genes 

M1 2.053 

M2 1.206 

M3 696 

M4 423 

M5 229 

M6 148 

M7 139 

M8 94 

M9 81 

M10 65 

M11 64 

M12 40 

M13 35 

Not.correlated 248 

Tabla 3. Cantidad de genes por módulo de co-expresión detectado. 
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(M4), elementos relacionados con transición epitelio-mesénquima y angiogénesis 

(M6); mientras que los 3 últimos con vinculación a respuesta inmune. Por otro 

lado, el análisis de co-expresión se realizó también generando el agrupamiento 

de las muestras tumorales según la clasificación PAM50 (Figura 10B), en donde 

se aprecian las diferencias en la actividad transcripcional entre los diferentes 

subtipos. De los módulos de co-expresión antes mencionados, el que presenta 

la mayor diferencia en cuanto a la actividad entre subtipos tumorales PAM50, es 

 

Figura 10. Análisis de enriquecimiento de conjuntos de genes. Mapas de calor en función 

del puntaje de enriquecimiento normalizado (NES), mostrando actividad de módulos. A: mapa 

de calor perteneciente al análisis de muestras control vs el total de muestras tumorales. B: 

mapa de calor perteneciente al análisis de muestras control vs muestras tumorales agrupadas 

según subtipo PAM50.   
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el módulo M3, relacionado a las respuestas a estrógenos temprana y tardía en el 

enriquecimiento funcional (Figura 11), el cual tiene una alta actividad en los 

subtipos de carácter hormonal (Luminal A, Luminal B y Her2) y baja actividad en 

el subtipo Basal. Los módulos 1 y 2 presentan mayor cantidad de elementos, a 

pesar de que su NES presenta un cambio entre condiciones menor al mostrado 

por los módulos M4 y M6, el análisis de enriquecimiento funcional los vincula a 

 

Figura 11. Enriquecimiento términos GO módulos de co-expresión. Significancia de 

asociación de términos GO a módulos de co-expresión seleccionados y la proporción de 

cobertura del término GO por los integrantes del módulo. p-value ajustado ≤ 0,05. 
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procesos como la transición epitelio mesénquima, angiogénesis, hipoxia y genes 

activados por la sobreexpresión de KRAS (Figura 11), un importante regulador y 

conocido por facilitar la progresión de diversos tipos de cáncer [81]. 

 

4.3. Resultados del Objetivo N°3 

“Generar un nuevo modelo de puntajes de riesgo poligénico para cáncer de 

mama, a partir de una estrategia de priorización de genes vecinos dentro de 

las redes de interacción”. 

4.3.1. Generación y prueba de un modelo PRS basado en la teoría 

omnigénica  

El total de interacciones obtenidas destinadas a nutrir los modelos es de 

2.592.742 (Tabla 4), lo que involucra la participación de 17.835 genes 

codificantes de proteínas, 1.763 lncRNAs y 562 miRNAs únicos. Estas abarcan 

17.715 genes cercanos a loci relacionados a cáncer de mama en GWAS, 

mientras que, otros 26.552 genes cercanos a estos loci, no tienen representación 

en las interacciones encontradas, de los cuales 9.252, pertenecen al grupo de 

genes con expresión relevante, según el umbral establecido para los datos de 

GTEx, y otros 947 corresponden a miRNAs. El resumen de las interacciones 

generadas y recopiladas se muestran en la Tabla 4.  
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Se generaron 2 modelos de re-ponderación de tamaño de efecto para las 

variantes genéticas previamente seleccionadas. El primero, llamado “INT Model”, 

comprende sólo información de interacciones, mientras que el segundo, “DE 

Model”, integra priorización por expresión diferencial y los siguientes módulos de 

co-expresión relevantes: M1, M2, M4 y M6. Se seleccionaron en función de su 

grado de relación con cáncer en el enriquecimiento funcional realizado y su NES. 

Para los modelos generados, se evaluó el rendimiento en la población de 

comparación compuesta de 758 individuos, la cual fue dividida aleatoriamente en 

3 subpoblaciones. Los rendimientos obtenidos para los modelos generados se 

Tipo de interacción  Fuente Cantidad Codificante 

de 

proteínas 

lncRNAs miRNAs 

Proteína-Proteína STRING db [93] 1.832.315 17.557 39 - 

miRNA-mRNA Tesis A. Peñaloza 

[76] – filtrado 

correlaciones 

SPONGE 

45.369 12.946 1.498 546 

ceRNA Este trabajo - 

SPONGE 

687.132 6.298 365 - 

TF-Target DoRoThea [24] 22.420 7.391 222 2 

lncRNA – 

mRNA/proteínas/DNA 

lncRNAfunc [110] 5.506 531 287 19 

TOTAL 
 

2.592.742 17.835 1.763 562 

Tabla 4. Resumen interacciones utilizadas en la generación de modelos. 
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muestran en la Tabla 5, en donde se obtuvo un rendimiento promedio de 0,614 

en el primer modelo, que considera sólo las interacciones. Este es levemente 

superior al registrado por el PRS Base (+0,0058). Por otro lado, el segundo 

modelo basado en interacción con priorización según los valores de expresión 

diferencial y módulos importantes de co-expresión, tuvo un rendimiento promedio 

también levemente superior al registrado por el PRS Base (+0,0056). Ambos 

rendimientos no son significativamente diferentes del rendimiento base, como se 

puede apreciar en la Figura 12, utilizando los valores de AUC de la totalidad de 

la población de comparación. Los odd ratios del percentil 5% superior de PRS en 

la población de comparación subieron de 2,943 a 3,406 en el primer modelo y 

Modelo  Población AUC 

PRS Base CGEMS – Subpob 1  0,6152640 

CGEMS – Subpob 2  0,5816825 

CGEMS – Subpob 3  0,6278964 

Promedio 0,608281 

INT Model CGEMS – Subpob 1 0,6104354 

CGEMS – Subpob 2 0,6015180 

CGEMS – Subpob 3 0,6303866 

Promedio 0,6141133 

DE Model CGEMS – Subpob 1 0,6149633 

CGEMS – Subpob 2 0,5937446 

CGEMS – Subpob 3 0,6330009 

Promedio 0,6139029 

Tabla 5. Rendimientos de los modelos en las 3 subpoblaciones de comparación. 
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hasta 3,986 en el segundo, esto dado que en este 5% superior el número de 

casos subió a 29 y 30 respectivamente, desde 28 en el PRS Base. 

  

  

 

Figura 12. Comparación modelos INT Model y DE Model. Gráfica de curvas ROC, según 

su puntaje de riesgo poligénico individual. Método “delong”, paquete de R pROC. A: INT 

Model, rendimiento AUC = 0,61396. B: DE Model, rendimiento AUC = 0,6144. N=758. 
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5. DISCUSION   

5.1. Rendimientos PRS 

El presente trabajo de investigación busca una aproximación a la 

importancia que pueden tener las redes de interacción que presentan los 

elementos próximos a los loci de las variantes genéticas asociadas al riesgo de 

padecer con una enfermedad, en este caso, cáncer de mama. Revisando los 

resultados presentados en el objetivo 1 de esta tesis, el rendimiento obtenido por 

los mejores modelos de LDPred2 sobrepasa por poco los 0,6 de área bajo la 

curva ROC, rendimientos más bajos que lo previamente informado por Khera et 

al, en 2018 para cáncer de mama (AUC = 0,68) [29]. Esto se puede explicar en 

parte por la diferencia en calidad de los conjuntos de datos utilizados, ya que para 

la publicación antes mencionada se utilizaron datos desde UK Biobank [82], los 

cuales presentan genotipos de sobre 400.000 individuos, favoreciendo 

poblaciones de validación y entrenamiento de mayor tamaño, lo que produce 

resultados más confiables. En adición a la diferencia en el tamaño muestral, los 

individuos en UK Biobank fueron genotipados con principalmente 2 microarreglos 

de sobre 807.000 marcadores genéticos (UK BiLEVE Axiom Array y UK Biobank 

Axiom Array), lo que también permite un mejor rendimiento en la posterior 

imputación de variantes genéticas, ya que esto aumenta la densidad de los SNPs 

que cubren cada cromosoma [83], frente a los 550.000 marcadores genéticos 

que detectaban los microarreglos en CGEMS (HumanHap550 de Illumina), el 
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estudio empleado para generar el PRS en este trabajo investigativo. 

Implementamos este conjunto de datos como alternativa a UK Biobank, debido a 

los costes y tiempo necesario para su adjudicación, pero sería ideal refinar los 

modelos propuestos en conjuntos de datos con una población de mayor tamaño, 

como un paso a futuro.  

5.2. Redes de Interacción y priorización de genes 

En el área de priorización de genes, uno de los primeros resultados son 

los perfiles de expresión, en el análisis de reducción de dimensionalidad con 

componentes principales, destaca la dispersión de las muestras normales en la 

componente 2, esto entre otras cosas podría deberse a la manipulación de las 

muestras en la fase preanalítica de la secuenciación. Cabe mencionar que el 

proyecto del cual proceden dichas muestras es de carácter internacional, por lo 

cual hay diferentes centros de obtención de muestra, así como centros de 

secuenciación que colaboraron para generar el proyecto TCGA-BRCA, de modo 

que la manipulación humana y el estado de los equipos utilizados pueden tener 

cierto grado de impacto, desafortunadamente. Además, a diferencia de otros 

proyectos en TCGA, como de cáncer gástrico, en que se indicaba la ciudad o 

país de adquisición [54], para las muestras de cáncer de mama estos datos no 

están informados, lo que nos impide generar una apropiada corrección del efecto 

batch, el cual a menudo no puede ser corregido en su totalidad por los métodos 

de normalización [84]. Otro factor para considerar en este ámbito es que las 

muestras normales consideradas en TCGA son adyacentes al tumor, extraídas a 
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más de 2 cm y/o no debe contener tumor según una revisión histopatológica. No 

obstante, esto no descarta que haya perturbaciones por los microambientes que 

generan los tumores a nivel molecular [85]. 

Las diferencias en cuanto a la expresión diferencial entre subtipos 

obtenidas concuerdan con lo esperado, dado que en general el subtipo PAM50 

Basal fue el que presentó mayor cantidad de elementos sobreexpresados únicos. 

Este subtipo tiene relación con los tumores triple negativo [86], que no son 

susceptibles a terapia hormonal, lo que los hace clínicamente de peor prognosis, 

mientras que para los otros 3 subtipos PAM50, presentan susceptibilidad a 

terapia hormonal, por utilizar para el desarrollo tumoral uno o más de los 

receptores ER, PR o Her2, esperándose que presentaran más elementos en 

común. 

Dado el alto número de genes involucrados en los resultados de expresión 

diferencial, co-expresión y redes de interacción, la discusión de estos estará 

enfocada en aquellos elementos que se destacan en sus respectivos análisis. 

Entre los genes con mayor nivel de expresión diferencial, como se aprecia en la 

Figura 5, se detectó entre los miRNAs de mayor sobreexpresión a mir-592, mir-

1269a y mir-449a. Este último incluso presentó 67 interacciones verificadas por 

correlación negativa en SPONGE, sugiriendo una participación importante 

posiblemente regulada por RNAs de competencia endógena. A pesar de que este 

miRNA está asociado a cáncer de mama en literatura, se detectaron puntos de 

vista contrarios en lo que se respecta a su función en este cáncer. Por un lado, 
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se menciona que funcionaria como un supresor de la migración y la invasión, a 

través de PLAGL2 (no encontrada SPONGE) [87]; mientras que por otro, se 

describe que promueve la progresión del cáncer a través de CRIP2 (también no 

encontrada SPONGE) [88], a su vez la visión de expresión diferencial de este 

miRNA, también es contraria en esas publicaciones, existiendo discrepancia con 

los datos generados en esta tesis respecto a la primera publicación [87], la que 

indica subexpresión de mir-449a en cáncer. Esto podría deberse al subtipo de 

cáncer mamario usado en aquella publicación, el cual no es especificado, 

mientras que, en los datos generados en este trabajo a nivel de subtipo, solo se 

encontró una reducción relacionada al subtipo PAM50 Basal (Log2FC = -1,298), 

la cual no fue significativa (p-value ajustado = 0,286) para las 15 muestras de 

este subtipo. Por otro lado, los subtipos de carácter hormonal presentaron una 

sobreexpresión significativa (p-value ajustado < 4,12e-5) sobre 4,3 Log2FC. 

Entre los miRNAs subexpresados, podemos destacar a mir-4732 y mir-486. El 

primero no presenta interacciones verificadas por correlación negativa en 

SPONGE, pero ha sido estudiado previamente en cáncer de mama, donde en 

general está subexpresado, pero han detectado una expresión mayor en tejidos 

positivos para metástasis de nodo linfático, sugiriendo, que cambia de un rol 

supresor en etapas tempranas a un rol promotor en etapas tardías de cáncer de 

mama [89]. El segundo presentó 52 interacciones respaldadas por SPONGE, 20 

de estas por su hebra 5p y 30 por la hebra 3p; ambos han sido ampliamente 

estudiados en varios cánceres, en específico para cáncer de mama se ha visto 
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que es un importante supresor y que además mejora el reconocimiento por el 

sistema inmune de células cancerígenas [90].  

Entre los datos de redes de competencia endógena se resaltaron 19 

lncRNAs que tenían una alta conectividad en la red general (Figura 8, Tabla 6), 

entre ellos solo dos se encuentran sobreexpresados, y corresponden a LCT-AS1 

y LINC00511. Estos interaccionan como ceRNA con una alta cantidad de genes 

codificantes de proteínas que también se encuentran sobreexpresados y, a su 

vez, presentan este mismo tipo de interacción entre sí, compartiendo 

principalmente dos miRNAs: hsa-miR-497-5p y hsa-miR-195-5p, los que 

comprenden la totalidad de los miRNAs respaldados por SPONGE para LCT-AS1 

y dos de los seis miRNAs que interactúan con LINC00511. Además, estos 

lncRNAs están presentes en cientos de interacciones miRNA-target respaldadas 

por SPONGE, 176 para hsa-miR-497-5p y 365 para hsa-miR-195-5p, estando 

ambos ya relacionados a cáncer en literatura. A diferencia de LINC00511, el cual 

aparece en diversas publicaciones asociadas a cáncer [91][92][93]. Además, a 

través de una búsqueda en PubMed y Google Scholar por LCT-AS1 no se 

encontraron publicaciones que relacionen a este lncRNA con cáncer, existiendo 

una publicación en que este es mencionado como resultado de análisis en el área 

de la inmunología [94]. Por otro lado, este lncRNA solo presenta una asociación 

en la base de datos de GWAS Catalog, que no está directamente relacionada a 

cáncer, sino que al conteo de células dendríticas plasmacitoides. Otros lncRNAs 

de alta conectividad que están subexpresados y de los que además presentan 
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escasas publicaciones que los involucran son RP11-679B19.1, LINC02693 y 

Gen Cáncer 

de mama 

(PMID) 

Otros tipos de 

cáncer (PMID) 

Rasgos 

asociados a 

cáncer GWAS 

Otros rasgos 

asociados en 

GWAS 

SLC26A4-AS1 34880202 32939012 0 2 

RP11-679B19.1 --- --- 0 0 

MAGI2-AS3 32730644 34026068 0 3 

LINC02693 --- --- 0 1 

MIR99AHG --- 32874129 2 19 

HOTAIRM1 32284737 33650656; 

31853186 

0 4 

LINC02607 --- --- 0 26 

CARMN 34162418 32305636 0 5 

EMX2OS 34703931 32273754 1 (CM) 23 

HCG11 33739352 33215418 0 4 

LCT-AS1 --- --- 0 1 

LINC00511 30482236 32042282 5 (CM) 20 

HOXA-AS3 --- 34659534 0 10 

PCAT19 --- 31819778 1 2 

LINC00667 31897133 34313922 0 1 

MIR100HG 33088216 30886062 0 32 

MEG3 33845141 28975980 1 (CM) 10 

CAHM 32190687 24799664 0 14 

ADAMTS9-AS2 34178640 32516127 1 (CM) 50 

Tabla 6. lncRNAs con alta conectividad en red ceRNA general, ejemplos de 

caracterización en cáncer disponibles en literatura, y asociaciones en GWAS. 
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LINC02607. El primero no presenta asociación en GWAS catalog, mientras que 

el segundo presenta una asociación relacionada al conteo de proteínas en 

hígado; y el último con varias asociaciones (26), las cuales abarcan entre otros 

al índice de masa corporal, conteo de neutrófilos, desarrollo cognitivo. 

En el análisis de co-expresión realizado se eligieron 4 módulos para 

bonificar en el segundo modelo (DE Model): M1, M2, M4 y M6, dado que guardan 

mayor relación al proceso cancerígeno. Otros módulos que también estaban 

enriquecidos en procesos biológicos relacionados a cáncer, como M5 y M9, 

guardaban relación con procesos propios de células inmunitarias, por lo que 

podría tener procedencia desde células inmunes presentes en los tejidos 

tumorales extraídos por parte del proyecto TCGA-BRCA, evidencia de esto es 

recopilada desde los genes Hubs de co-expresión mostrados en la Fig. Anexo 2, 

en donde para el módulo M9 se aprecian genes codificantes de proteínas, que 

codifican para el receptor LILRB4, el cual interactúa con el MHC1 [95]; CD53, 

proteína involucrada en transducción de señales en linfocitos T y células NK [96]; 

y finalmente NCKAP1L, que tiene una expresión específica en células 

hematopoyéticas [97]. Para el módulo M5 se observan genes codificantes para 

CD2, el cual es un marcador de linfocitos T de sangre periférica [98]; SLAMF6, 

expresada en células NK y linfocitos B y T [99]; IL2RG, componente importante 

de los receptores de interleucinas [100]; CD3D, involucrado en el desarrollo de 

células T [101]; y SLA2, rol en la regulación de respuesta mediada por linfocitos 

B y T [102].  
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5.3. Fortalezas, limitaciones y futuras perspectivas del estudio 

Sobre este abordaje de mejora de PRS, la idea de usar elementos de 

transcriptómica en el ajuste de PRS fue ejecutado en la tesis “Refining Polygenic 

Risk Score Models Through Fine Mapping and Functional Gene Modules” [103], 

en la cual se utilizó fine mapping y la generación de módulos de expresión, pero 

cuyo enfoque fue para reducir el número de variantes genéticas y usar p-values 

de asociación re-calculados en base al fine-mapping, manteniendo el efecto de 

las variantes genéticas calculado en GWAS, obteniendo así, rendimientos AUC 

menores (AUC = 0,6176)  al PRS base del GWAS original (AUC = 0,6656) en 

enfermedad inflamatoria intestinal. A diferencia de lo antes mencionado, en este 

trabajo de investigación, se obtuvieron rendimientos levemente superiores al 

PRS base, lo que sugiere que la integración de interacciones presenta un efecto 

positivo en la reponderación de los tamaños de efecto de las variantes genéticas 

asociadas a cáncer mamario, sin embargo, dado que estos aumentos no son 

significativos, aún queda trabajo que hacer en cuanto a la manera en que estos 

son integrados y formas en las cuales refinar estos puntajes. En este ámbito, hay 

publicaciones que hacen uso de datos de transcriptómica para refinar los PRS 

[104], aplicación de multi-omicas en análisis de GWAS [105], así como 

integración de vías biológicas por enriquecimiento en PRS [106], por lo que la 

premisa de esta investigación y sus métodos son de interés en el área de los 

puntajes de riesgo poligénico y su futura aplicación en el área clínica, una vez 

estos alcancen un alto grado de confiabilidad. Por otro lado, trabajar con 
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interacciones y la generación de estas posibilita encontrar blancos novedosos, 

como los antes mencionados lncRNAs, que no se han descrito para cáncer o 

cáncer de mama, lo que forma parte a su vez de los aspectos a mejorar de este 

trabajo de investigación, como la aplicación de validaciones experimentales, 

sobre todo en esta área más novedosa de las interacciones generadas, las redes 

de competencia endógena, área en que se pueden encontrar genes con potencial 

farmacológico o como marcadores, para apoyar diagnósticos o hacer 

seguimientos.  

Uno de los elementos que dificulta la integración ideal de las redes de 

interacción, es el sesgo natural que ocurre con el descubrimiento de estas, 

generalmente los genes de mayor importancia para ciertas patologías o procesos 

fisiológicos están mejor descritos y presentan un número mayor de interacciones 

conocidas, como es la diferencia en cuanto a conocimiento entre proteínas y 

lncRNAs. Estos últimos y otros ncRNAs han atraído más atención en el último 

tiempo, por lo que actualmente las proteínas tienen una base de información más 

extensa, como ejemplo el lncRNA LINC00052, a pesar de ser uno de los top 3 en 

cuanto a sobreexpresión (Figura 5), no presenta información de interacciones 

validadas en bases de datos, como por ejemplo en la recientemente publicada 

base de datos de lncRNAfunc, utilizada en este trabajo, y que además tiene foco 

en la información sobre cáncer aportada por TCGA [71].  

La falta de acceso a datos de transcriptómica a nivel de secuencias es otro 

de los factores limitantes, una vez que estos permitirían verificar la presencia de 
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las variantes genéticas seleccionadas en el PRS en los transcritos, para 

cuantificar los cambios que pueden producir en la expresión de manera 

específica, en vez de solo hacer un trabajo asociativo con los cambios en la 

expresión genética en cáncer de mama de manera general. A su vez, esto 

también implica que los datos dependen del conjunto de genes que se haya 

empleado por los investigadores, ya sea del proyecto TCGA o GTEx, al momento 

de realizar el conteo de lecturas posterior al mapeo, generando pérdida de 

información. 

Por otro lado, las nuevas tecnologías que se han expandido en los últimos 

años aumentan las opciones de mejorar los modelos haciéndolos más precisos. 

Como ejemplo de esto tenemos las tecnologías de single cell sequencing, o 

secuenciación de célula individual, la cual podría entregarnos perfiles de 

expresión de tejido ya sea normal o tumoral, más precisos, al ser capaces de 

diferenciar con mayor resolución la fuente de los RNAs, pudiendo clasificar según 

tipo celular y, de esta forma, filtrar células que no sean de interés, removiendo 

variabilidad introducida en la fase preanalítica dada por las diferentes 

poblaciones celulares que pueden ser capturadas desde un tejido como muestra. 

Esta heterogeneidad en las poblaciones celulares puede diluir señales 

relacionadas a tumorigenesis u otros procesos importantes en la investigación 

[107]. El proyecto GTEx se actualizó a mediados de 2021 a la versión 9, que 

contiene datos de single cell para múltiples tejidos, entre ellos tejido mamario 

[108]. También ha habido avances en nuevas anotaciones de regiones con 
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importancia en regulación, que tienen efecto en el desarrollo de enfermedades o 

rasgos complejos. Ejemplo de esto es una reciente publicación, en que 

desarrollan un mapa de restricción mutacional que abarca regiones no 

codificantes, basado en datos de 76.156 genomas humanos [109]. Previamente, 

este mismo proyecto (denominado gnomAD) realizó esta tarea con regiones 

codificantes utilizando datos de exomas y genomas, encontrando que las 

regiones codificantes se encuentran más restringidas que las no codificantes 

[110], y a su vez aquellas regiones no codificantes, que se encuentran más 

restringidas, se enriquecen con elementos reguladores y variantes genéticas 

implicadas en enfermedades y rasgos complejos [109]. Parte de esto ha sido 

posible por avances en el proyecto ENCODE, el cual ha añadido nuevas 

características en base a la accesibilidad del DNA y las modificaciones a la 

cromatina, generando un registro de elementos cis-reguladores candidatos 

(cCREs, candidate cis-regulatory elements) [111]. Finalmente, todos estos 

avances tienen potencial de mejorar el rendimiento y generar un mejor sustento 

a la hipótesis planteada, pero a su vez, complejizan la generación de los modelos 

al aumentar las variables. De esta manera, lo más óptimo probablemente sea 

aplicar un enfoque de machine learning, con la respectiva “caja negra” en el 

modelado que implican [112], si se tiene la cantidad suficiente de individuos para 

entrenar y validar los modelos generados. 
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6. CONCLUSIONES 

- Se confirmó que hay un sesgo de conocimiento en cuanto a interacciones 

a favor de los genes codificantes en desmedro de los no codificantes. 

- Se detectaron lcnRNAs de alta conectividad en redes de ceRNAs (por 

ejemplo: LCT-AS1, LINC02607 y LINC02693), que pueden ser 

importantes para validar y caracterizar en cáncer de mama. 

- Ambos modelos generados presentaron un leve aumento de rendimiento 

respecto al PRS base, no significativos, pero marcan una tendencia al 

aumento en la población de comparación total. 

- La tendencia al aumento sugiere que existe margen de mejora en la 

reponderación de los tamaños de efecto entre genes con evidencia de 

participación en el PRS. 

- Se detectaron 13 módulos de co-expresión, de los cuales 4 presentan la 

mayor relación a cáncer a nivel de tejido mamario. 

- Es necesario emplear conjuntos de datos de mayor tamaño, para evaluar 

con mejor resolución los rendimientos de los modelos generados. 

Finalmente se concluye que a pesar de presentar una tendencia de mejora 

en el rendimiento del PRS, los modelos generados no logran sustentar la 

hipótesis presentada: “La integración de redes de interacción molecular, 

generadas en base a variantes genéticas asociadas a cáncer de mama, mejoran 

el rendimiento de puntajes de riesgo poligénico en la predicción de riesgo de 

cáncer de mama”.  
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7. ANEXOS 

ANEXO 1: Complementario preparación de datos TCGA 

Muestras removidas provenientes de TCGA, por presentar patrones de 

expresión demasiado alejados de su condición (normal o tumoral) en el análisis 

de miRNA-seq normalizado con DESeq2, son mostradas en la Fig. anexo 1. 

 

 

 

 

 

Fig. Anexo 1. Análisis de componentes principales miRNA-seq inicial. Graficas con las 2 

primeras componentes principales previa a la remoción de 2 individuos. Datos de miRNA-seq, 

componentes resumen el 31% de la varianza. N=198 muestras.   
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ANEXO 2: Complementario resultados redes de co-expresión 

Genes con alta conectividad en los principales módulos de co-expresión 

detectados, en relación con el proceso tumoral, Fig. Anexo 2.  

 

Fig. Anexo 2. Módulos de co-expresión enriquecidos con interacciones proteína-

proteína. Se muestran los módulos con relación al proceso carcinogénico identificados en el 

enriquecimiento de proceso biológicos (M1, M2, M4, M5, M6, M9). 
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