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DETECCIÓN DE MEDIDAS ERRÓNEAS MEDIANTE ESTRATEGIAS DE
PARTICIÓN PARA LA ESTIMACIÓN DE ESTADO EN SISTEMAS ELÉCTRICOS DE

GRAN ESCALA

En la operación de los sistemas eléctricos de potencia, garantizar la seguridad y confiabili-
dad es esencial, lo que implica el monitoreo constante de las variables de control del sistema.
Sin embargo, el alto número de estas variables dificulta la toma de decisiones por parte del
operador del sistema (SO). Una herramienta como el estimador de estado (SE) se utiliza para
evaluar las condiciones del sistema a través de un conjunto de mediciones. No obstante, la
presencia de errores en las mediciones, el crecimiento de los sistemas eléctricos de potencia
(SEP) y la creciente incorporación de fuentes de enerǵıa renovable han complicado el proceso
de estimación. Como resultado, se ha desarrollado la estimación distribuida, que se basa en
la partición f́ısica de un SEP para aplicar estimaciones locales. En este trabajo, proponemos
un nuevo enfoque de partición basado en la agrupación nodal. Este enfoque divide el sistema
en áreas y distribuye las variables y mediciones considerando a la redundancia como métrica
de control del proceso de partición. Esto permite la estimación local y, a partir de los resul-
tados, la detección y corrección de mediciones incorrectas, asegurando estimaciones precisas
y eficientes en comparación con trabajos similares
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Caṕıtulo 1

Introducción

1.1. Motivación

La interconexión continua de los sistemas eléctricos de potencia, junto con las nuevas
tecnoloǵıas en generación, los avances en los sistemas FACTS, los desarrollos en sistemas de
medida como los PMU, y la creciente demanda de enerǵıa, han impulsado la evolución de
los Sistemas de Gestión de Enerǵıa (EMS1). Estos sistemas desempeñan un papel crucial al
garantizar la seguridad y confiabilidad de la operación del sistema eléctrico. El origen de esta
evolución se remonta al Blackout2 ocurrido en 1965, el cual dejó sin suministro eléctrico a
gran parte del nordeste de los Estados Unidos [1, 2].

Las consecuencias de las pérdidas masivas de suministro eléctrico, conocidas como apa-
gones, han tenido un impacto significativo tanto en términos económicos como en la vida
de millones de personas. Estos apagones han generado costos que se estiman en miles de
millones de dólares y han afectado a comunidades enteras.

En la actualidad, un Sistema de Gestión de Enerǵıa (EMS) se compone de una infra-
estructura fundamental que permite el monitoreo, optimización y control de un sistema de
enerǵıa eléctrica. El EMS desempeña un papel crucial al proporcionar conocimiento en tiem-
po real sobre la situación del sistema, lo que ayuda al Operador del Sistema (SO3) a tomar
decisiones y prevenir trastornos o apagones en la red eléctrica, [3–5] . Basándose en la infor-
mación proporcionada por el EMS, el SO tiene la responsabilidad de mantener la seguridad
del sistema, asegurando que todas las demandas de enerǵıa sean suministradas de acuerdo
con la capacidad del parque generador, sin violar los ĺımites operativos, como las capacidades
de las ĺıneas de transmisión, los ĺımites de tensión y los ĺımites de generación, [6–8]. El SO,
desde un centro de control, cumple con estas funciones a través de la ejecución de una serie
de protocolos, [9].

El proceso de monitoreo del sistema en un EMS se apoya en una herramienta fundamental

1
EMS: Energy Management System

2
Blackout: Pérdida del suministro eléctrico en una área

3
SO: System Operator
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conocida como estimador de estado (SE4) [10–13]. El SE se aplica a un sistema eléctrico
modelado matemáticamente y su función principal es determinar o aproximar el valor óptimo
de variables que no pueden ser capturadas directamente mediante sistemas de medición. La
estimación del estado del sistema es de vital importancia, ya que afecta diversas funciones
cŕıticas de las redes eléctricas.

Desde una perspectiva estad́ıstica, el algoritmo del estimador de estado se formula como
un problema de regresión múltiple no lineal. Su objetivo es aproximar el estado más probable
del sistema eléctrico de potencia a partir de las variables de estado, que generalmente están
representadas por tensiones y ángulos en cada nodo del sistema [14]. Estas variables informan
al SO sobre el punto de operación del sistema y las acciones que deben llevarse a cabo, en
caso necesario, durante estados de alerta, emergencia o situaciones extremas, para garantizar
el retorno del sistema a un estado seguro y normal de operación [15].

La formulación e implementación del estimador de estado en sistemas eléctricos de po-
tencia se remonta a la década de 1970. Fue desarrollado por Schweppe et al. [16, 17] y sus
colaboradores, quienes adaptaron el modelo a las caracteŕısticas de los parámetros (R-L-
C) y la topoloǵıa de la red (circuitos abiertos/cerrados), aśı como a un conjunto de datos
redundantes de entrada definidos como mediciones, [18].

En el contexto de la estimación de estado en un sistema de enerǵıa eléctrica (EPS5),
es fundamental contar con una herramienta que proporcione información confiable para la
operación del sistema. El estimador de estado calcula en tiempo real la mejor estimación
de la situación actual del sistema, suministrando datos precisos que son esenciales para la
supervisión y control del EPS, [19–21] .

Al abordar la estimación del estado en un sistema eléctrico de potencia que se encuentra
cerca de su estado de funcionamiento, se deben considerar varios aspectos importantes. Estos
incluyen el criterio de estimación a utilizar, la redundancia de las mediciones disponibles y
la distribución de probabilidad de los errores aleatorios. La estimación de estado del sistema
es la base para la operación y control efectivos del sistema eléctrico [22–24]. Los valores
estimados del estado del sistema permiten llevar a cabo las siguientes tareas:

(a) Supervisión del sistema: Los valores estimados del estado proporcionan informa-
ción actualizada sobre el funcionamiento del sistema eléctrico, lo que permite una
supervisión continua de las variables de interés, como voltajes, corrientes y cargas.
Esto ayuda a detectar desviaciones o anomaĺıas que podŕıan indicar problemas en
el sistema.

(b) Control de la operación: La estimación precisa del estado del sistema es fundamen-
tal para tomar decisiones informadas en la operación del EPS. Permite al operador
del sistema ajustar y controlar los parámetros del sistema, como la generación, la
tensión y la configuración de las ĺıneas de transmisión, de manera óptima y segura.

(c) Planificación y diseño: La estimación del estado del sistema también es valiosa para
la planificación y diseño de sistemas eléctricos. Proporciona información sobre el
comportamiento del sistema en diferentes escenarios y condiciones operativas, lo

4
SE: State Estimator

5
EPS: Electrical Power System
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que ayuda a tomar decisiones fundamentadas en la expansión de la infraestructura
y la integración de nuevas fuentes de enerǵıa.

En resumen, la estimación de estado en un sistema eléctrico de potencia es una herra-
mienta esencial para la operación, control, supervisión, planificación y diseño óptimos del
sistema. Proporciona información confiable y actualizada que respalda la toma de decisiones
en tiempo real y contribuye a la seguridad y confiabilidad del sistema eléctrico.

Es cierto que el proceso de estimación de estado en un sistema eléctrico de potencia puede
estar sujeto a diferentes fuentes de error, lo cual puede afectar la precisión de los resultados
estimados. Estos errores pueden originarse en los sistemas de medición, la topoloǵıa del
sistema y los parámetros de la red, [25, 26].

Sin embargo, se han desarrollado estrategias y procesos en la evolución de los estimadores
de estado en los sistemas de gestión de enerǵıa con el objetivo de reducir la influencia de las
mediciones erróneas en los valores estimados.

Actualmente, se están planteando enfoques que buscan mitigar los efectos de los errores
en la estimación del estado del sistema eléctrico de potencia (EPS). Estos enfoques incluyen
la identificación y corrección de posibles errores en las mediciones a través de técnicas de
validación y verificación de datos. Además, se consideran métodos de estimación robusta que
son menos sensibles a los errores en los parámetros y la topoloǵıa del sistema. El objetivo es
obtener resultados más confiables y precisos en la estimación del estado del EPS, [27–29].

La identificación de errores en la estimación de estado cumple una función importante, ya
que permite obtener una estimación no sesgada del estado del sistema eléctrico de potencia.
Al minimizar la influencia de esta condición, se mejora la precisión de los valores estimados
y se garantiza una base confiable para las decisiones operativas y de control del sistema,
[30, 31].

Para tener un enfoque gráfico del proceso de estimación de estado, en la Figura 1.1 se
representa un esquema general de las etapas de un estimador estado aplicado a un sistema
eléctrico de potencia (EPS).

1.2. Definición del Problema

La detección e identificación de medidas erróneas constituye el problema más importante
al aplicar un estimador de estado en un Sistema de Enerǵıa Eléctrica (EPS). La presencia
de estas medidas erróneas resta robustez al estimador y puede distorsionar sus resultados.
Asimismo, la eliminación de estas medidas involucra la resolución de varios problemas, como
la observabilidad, redundancia, exactitud de los valores estimados, robustez del estimador y
tiempo de procesamiento.

En la actualidad, la evolución del tema de detección e identificación de medidas erróneas
aún considera métodos tradicionales dentro del proceso de estimación de estado. Por ejemplo,
se utiliza el estimador de mı́nimos cuadrados ponderados (WLS), el cual se complementa

3



Figura 1.1: Estructura General de una Estimación de Estado en un EPS

con la prueba residual normalizada (LNR) para detectar e identificar errores graves. Sin
embargo, esta combinación no es robusta en presencia de errores individuales y/o múltiples
[32, 33]. Se ha demostrado que este fallo se debe a que las mediciones erróneas enmascaran
los errores de manera significativa, ya que no reflejan sus errores en los residuos del estimador
WLS [34, 35]. Además, el estimador WLS solo detecta e identifica datos incorrectos cuando
la redundancia local es suficiente. Por lo tanto, los sistemas de medición en los sistemas
eléctricos deben ser diseñados para satisfacer los requisitos de observabilidad y redundancia.
Esto implica que el número, tipo y distribución topológica de los dispositivos de medición
deben proporcionar sistemas de medición observables. Sin embargo, la alta redundancia en
los sistemas de medición a menudo no se logra debido a limitaciones técnicas y/o financieras
[36–38].

Existen otros métodos para la detección que se basan en el estimador de estado de mı́ni-
mo valor absoluto ponderado (WLAV), el cual permite la detección de múltiples medidas
erróneas, pero es propenso a fallar en presencia de un único error grave en un punto de in-
fluencia [39, 40]. También está el estimador de estado de mı́nima mediana cuadrática (LMS),
que puede manejar múltiples medidas erróneas. Sin embargo, estos métodos no son amplia-
mente aceptados debido a sus altos requerimientos de memoria y tiempo de cálculo [41].

Con el objetivo de mejorar y optimizar la detección e identificación de medidas erróneas,
se han desarrollado diversas técnicas de estimación de estado en la literatura internacional.
Un enfoque es la estimación centralizada, que se caracteriza por capturar toda la información
necesaria para el estimador en una unidad central. Sin embargo, para sistemas de gran tamaño
con cientos de barras y ĺıneas, este enfoque no solo implica una comunicación excesiva y cargas
computacionales elevadas, sino que también crea un único punto de fallo [42–46].

Se han desarrollado algunos avances que permiten reducir estos efectos mediante el uso de
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nuevos sistemas de medición [47–50]. Entre estos avances, se destaca el uso de las Unidades
de Medida Fasorial (PMU6), que realizan mediciones sincronizadas utilizando un sistema
de geo-referenciamiento GPS, lo cual proporciona una alta precisión en los datos. El uso de
PMU mejora significativamente la estimación de estado, ya que permite medir el fasor de
tensión en las barras y el fasor de corriente en las ramas, lo cual reemplaza matemáticamente
el sistema no lineal por un sistema lineal, [51].

Otro enfoque que ha sido desarrollado por varios investigadores es el concepto de es-
timación distribuida o jerárquica, conocido en la literatura como métodos de estimación
multi-área (MASE) [52–56]. Estos algoritmos dividen sistemas muy grandes en varios subsis-
temas y aplican una estimación local en cada uno de ellos, para garantizar la observabilidad
de cada subsistema, se establecen criterios para limitar las zonas o áreas, en cada subsistema
se definen el conjunto de variables de estado y las restricciones asociadas a las condiciones de
frontera entre subsistemas. Luego, se realiza una estimación local y se lleva a cabo el proceso
de detección e identificación de medidas erróneas; finalmente, se ensambla el sistema para
representar los resultados como una estimación global del sistema con referencia a una única
barra.

De acuerdo a lo expuesto anteriormente, queda claro la importancia de contar con un
conjunto de mediciones filtradas de errores, que permitan estimar con precisión las variables
de estado en el punto de operación de un sistema eléctrico. Es necesario tener en cuenta que la
eliminación de medidas en los métodos previamente reportados puede reducir la redundancia
y la pérdida de observabilidad del sistema. La propuesta presentada en este proyecto de
tesis se basa en el concepto de redundancia local mediante una estimación distribuida, con
el objetivo de mejorar el proceso de estimación y la detección e identificación de medidas
erróneas.

1.3. Hipótesis

Se plantea que es factible desarrollar un algoritmo de partición que permita construir
subsistemas en el proceso de estimación distribuido, considerando el número de mediciones
asociadas a cada barra, con el objetivo de mejorar el proceso de estimación de estado. Además,
se postula que mediante la implementación de este modelo de partición, se logrará mejorar
el proceso de identificación de mediciones erróneas.

1.4. Objetivos

1.4.1. Objetivo General

El propósito fundamental de esta investigación consiste en concebir y elaborar un al-
goritmo de partición destinado a la formación de subsistemas durante el procedimiento de

6
PMU: Phasor measuremnet unit
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estimación distribuida en sistemas eléctricos. Este algoritmo se diseñará tomando en consi-
deración el número de mediciones asociado a cada barra. La meta primordial es optimizar
el proceso de estimación de estado a traves de estimadores convencionales WLS y filtros Ba-
yesianos EKF y UKF, al mismo tiempo que se perfecciona la detección e identificación de
mediciones erróneas en el sistema eléctrico. Todo ello se llevará a cabo teniendo en cuenta la
naturaleza dinámica intŕınseca de los sistemas eléctricos.

1.4.2. Objetivos Espećıficos

Los objetivos espećıficos de esta Tesis son los siguientes:

1. Investigar y analizar de manera exhaustiva los métodos existentes de partición de siste-
mas eléctricos en el contexto de la estimación distribuida y la detección de mediciones
erróneas.

2. Desarrollar un algoritmo de partición que tome en cuenta el número de mediciones
asociado a cada barra, con el objetivo de construir subsistemas óptimos durante el
proceso de estimación distribuida.

3. Implementar y evaluar el rendimiento del algoritmo de partición en sistemas eléctricos
de prueba, con el fin de determinar su eficacia para mejorar el proceso de estimación
de estado y para la identificación de mediciones erróneas.

4. Evaluar y comparar el rendimiento del algoritmo propuesto con otros métodos de par-
tición existentes, considerando criterios de precisión, eficiencia y escalabilidad.

5. Minimizar la pérdida de información y su impacto en la robustez del estimador y en los
valores estimados, asegurando la integridad y confiabilidad del proceso de estimación
distribuida.

6. Proponer recomendaciones y pautas para la implementación y aplicación práctica del
algoritmo de partición en sistemas eléctricos reales, considerando aspectos técnicos,
operativos y económicos para garantizar su viabilidad y efectividad en entornos prácti-
cos.

Estos objetivos espećıficos se centran en desarrollar, implementar y evaluar el algoritmo
de partición propuesto, aśı como en analizar su efectividad y viabilidad en el contexto de la
estimación distribuida y la detección de mediciones erróneas en sistemas eléctricos.

1.5. Alcance del Trabajo

El alcance del trabajo propuesto se detalla a continuación:

1. Investigar y analizar métodos existentes de partición de sistemas eléctricos en el con-
texto de la estimación distribuida y la detección de mediciones erróneas:
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• Se revisarán y analizarán estudios e investigaciones previas relacionadas con la par-
tición de sistemas eléctricos y la detección de mediciones erróneas en la estimación
de estado.

• Se considerarán diversos métodos y enfoques utilizados en la literatura para com-
prender sus fortalezas, limitaciones y aplicabilidad en el contexto de esta investi-
gación.

2. Desarrollar un algoritmo de partición que considere el número de mediciones asociado a
cada barra para construir subsistemas óptimos en el proceso de estimación distribuida:

• Se diseñará y desarrollará un nuevo algoritmo de partición basado en criterios que
tengan en cuenta el número de mediciones disponibles en cada barra.

• El algoritmo se enfocará en optimizar la construcción de subsistemas para mejorar
la estimación de estado y la detección de mediciones erróneas.

3. Implementar y evaluar el algoritmo de partición en sistemas eléctricos de prueba:

• Se seleccionarán sistemas eléctricos de prueba representativos de diferentes ta-
maños y caracteŕısticas para implementar el algoritmo de partición.

• Se realizarán pruebas y simulaciones utilizando datos simulados o históricos para
evaluar el rendimiento del algoritmo en términos de precisión, eficiencia y escala-
bilidad.

4. Comparar el rendimiento del algoritmo propuesto con otros métodos de partición exis-
tentes:

• Se seleccionarán métodos de partición existentes utilizados en la estimación dis-
tribuida y la detección de mediciones erróneas para realizar una comparación
detallada.

• Se evaluarán y compararán los resultados obtenidos por el algoritmo propuesto con
los de otros métodos en términos de precisión, eficiencia y capacidad de detección
de mediciones erróneas.

5. Validar el método de partición y su aplicación en la detección y corrección de mediciones
erróneas.

• en los proceso de estimación de estado se aplicarán métodos convencionales, tales
como el de mı́nimos cuadrados ponderados WLS y Filtros Bayesianos tales como
el EKF iterativo

• Para la determinación de las mediciones erróneas se aplicará el Chi Cuadrado

6. Proponer recomendaciones y pautas para la implementación y aplicación práctica del
algoritmo de partición en sistemas eléctricos reales:

1.6. Metodoloǵıa

Para cumplir con los los objetivos, se revisó el marco teórico aplicado a una estimación
de estado distribuida en sistemas eléctricos de potencia que permitan determinar un mode-
lo en el proceso de partición, considerando los criterios matemáticos para que luego de su
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aplicación, compararlos con procesos de estimación de estado centralizado y distribuido y
determinar su eficiencia.

La estructura de la tesis se indica a continuación. En el Caṕıtulo 1 se presenta un breve
resumen del trabajo y la introducción de toda la propuesta basados en una estimación de
estado distribuido y la identificación de mediciones erróneas. Luego, en el Caṕıtulo 2 se
realiza una revisión del Estado de Arte, sobre los métodos aplicados en los procesos de
estimación distribuida analizando sus caracteŕısticas y alcances. En el Caṕıtulo 3, se desarrolla
la propuesta metodológica para la implementación del método de partición, en el Caṕıtulo
4, se detalla la implementación del modelo y los resultados del estudio; y, en el Caṕıtulo 5 se
presentan las conclusiones del trabajo final y el camino a seguir en trabajos futuros.
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Caṕıtulo 2

Estado del Arte

Desde la implementación de los estimadores de estado en los sistemas eléctricos de po-
tencia [57], se han realizado numerosos avances en este campo con el objetivo de mejorar
la robustez de los estimadores. Estos avances incluyen el desarrollo de nuevas técnicas y
algoritmos de estimación, la creación de métodos más eficientes para la detección e identifi-
cación de errores, la implementación de estrategias para corregir errores topológicos y ajustar
parámetros, y la utilización de estimadores que permitan modelar la dinámica del sistema.

En el presente trabajo, se propone un enfoque espećıfico, por lo tanto, a continuación
se describirán los desarrollos más relevantes que han contribuido al estado del arte en el
contexto de este proyecto de tesis.

2.1. Detección e Identificación de Mediciones Erróneas

Existen diversas fuentes de errores que pueden afectar el desempeño de los estimadores
del estado. Estas incluyen errores de topoloǵıa que pasan desapercibidos para el operador,
errores gruesos en las mediciones y transductores, errores de parámetros en la base de datos,
y la naturaleza no sincronizada de las mediciones convencionales. Sin embargo, el desarrollo
de unidades de mediciones sincronizadas ha abierto nuevas oportunidades para mejorar el
monitoreo de las redes de enerǵıa. Como se ha mencionado anteriormente, la detección e
identificación de medidas erróneas es una parte fundamental de cualquier estimador de esta-
do (SE). La capacidad del estimador para detectar datos incorrectos está relacionada con las
caracteŕısticas de los sistemas de medición, la configuración de la red y los parámetros de la
misma. Por tanto, diversos estudios se centran en la identificación de errores en los paráme-
tros, la detección de errores en la topoloǵıa y, especialmente, la detección e identificación de
mediciones erróneas [58, 59].

Según [60], uno de los beneficios fundamentales de utilizar un estimador de estado es
su capacidad para detectar, identificar y corregir errores en las mediciones. Este proceso se
conoce como procesamiento de datos erróneos, el cual puede llevarse a cabo como parte de la
estimación de estado o como un procedimiento de post-estimación, dependiendo del método,
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utilizado. Independientemente del enfoque de estimación de estado, la detectabilidad de los
datos erróneos depende de la configuración de las mediciones y la redundancia presente.

La medida errónea se refleja en un residual normalizado elevado, el cual no está relacionado
con la escala del sistema de enerǵıa, sino que depende únicamente de la redundancia de las
mediciones. Cuanto mayor sea el nivel de redundancia, mayor será la ventaja del elemento
diagonal en la matriz y, por lo tanto, será más fácil detectar los datos erróneos [22, 49].

Ma et al. [61, 62] presentaron un enfoque para detectar datos anómalos en los sistemas
SCADA, que pueden ser causados por mal funcionamiento de los dispositivos, ataques de
hackers u otro tipo de manipulación malintencionada. En su método, en lugar de utilizar
directamente las mediciones SCADA como fuente de datos erróneos, utilizan los residuales
calculados con la ayuda de un estimador de estado. Luego, mediante el algoritmo BACON
(Block Adaptive Computationally e�cient Outlier Nominator), determinan los valores at́ıpi-
cos que identifican los errores

Otros métodos para la detección, como el propuesto por [63], aplican técnicas de estima-
ción distribuida, donde los subsistemas se forman en base a sus niveles de tensión. Según los
autores, este enfoque reduce significativamente el impacto negativo de la falta de homogenei-
dad en el régimen calculado y la información telemétrica en el cálculo de los subsistemas de
una clase de tensión. Esto permite utilizar un método más eficiente de detección de medidas
erróneas para cada subsistema.

Por otro lado, [64] propone la aplicación de un concepto de error de propagación residual
en el área. Este método descompone todo el sistema en varias regiones no superpuestas, donde
los datos de medición errónea solo afectan a las mediciones dentro de cada región. El enfoque
propuesto considera un sistema de enerǵıa interconectado operado por múltiples operadores
de sistemas o centros de control, según los ĺımites administrativos. Sin embargo, los datos de
medición erróneos en una región administrativa pueden afectar los ı́ndices de rendimiento de
otras regiones debido al acoplamiento f́ısico entre los subsistemas. Por lo tanto, el método
evalúa qué regiones pueden ser afectadas por los datos erróneos de medición.

En el art́ıculo de Granelli et al., los autores plantean el problema como una optimización no
lineal con variables mixtas. Para resolverlo, se utilizan técnicas de optimización combinatoria,
como el método ”branch and bound”(BB) propuesto en [65], algoritmos genéticos (GA) y la
técnica de búsqueda Tabu (TS). Estos enfoques se estructuran en tres etapas principales:

i. Generación de una identificación tentativa de bad data

ii. Solución a la estimación de estado; y,

iii. Almacenamiento de memoria de los casos considerados.

Con el fin de acelerar la solución de la estimación de estado, se considera el uso de técnicas
de sensibilidad. Además, se destaca que el almacenamiento eficiente de casos resueltos y la
amplitud de la búsqueda desempeñan un papel cŕıtico en la determinación de la eficiencia de
los procedimientos. El cálculo de la estimación de estado en relación a un caso de identificación
se considera computacionalmente la parte más exigente de cada procedimiento.

En el estudio realizado por Tarali et al. en [66], se presenta una forma de detectar e iden-
tificar medidas erróneas en las mediciones utilizando mediciones fasoriales de PMU. Estas
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mediciones permiten transformar las medidas cŕıticas en redundantes, sin modificar el esti-
mador convencional inicial. Gracias a la sincronización del sistema de posicionamiento global
(GPS) de señales satelitales, es posible realizar mediciones directas, precisas y sincronizadas
de los fasores de tensión y corriente en el sistema eléctrico. Por otro lado, en [47] se plan-
tea que para hacer frente a las medidas erróneas, se puede optar por estimar primero las
ubicaciones o estimar simultáneamente sus ubicaciones y valores.

En el art́ıculo [67], se plantea que la identificación de múltiples datos erróneos es un
problema de optimización combinatoria. Para abordar este problema, se utiliza el método
basado en PSO (Optimización por Enjambre de Part́ıculas) con un procesamiento paralelo o
PC-clúster. Este enfoque utiliza un vector binario de m dimensiones que agrupa las mediciones
buenas y malas, lo que permite explorar las 2m combinaciones posibles. Estas combinaciones
se evalúan dentro de una función objetivo para determinar las mediciones erróneas.

En la literatura se ha destacado la importancia de contar con un sistema de medición
que garantice valores estimados confiables. Con el avance tecnológico, el uso de unidades de
medida fasorial (PMU) ofrece ventajas significativas. Estas unidades permiten establecer una
referencia de ángulo de fase en un tiempo de referencia mundial, lo cual es de gran ayuda
para capturar instantáneamente datos del sistema de enerǵıa. La utilización efectiva de esta
tecnoloǵıa resulta muy útil en la mitigación de apagones y en el monitoreo en tiempo real
del comportamiento del sistema de enerǵıa [68].

Por otro lado, en [69], Zhu et al. presentan una formulación basada en coordenadas rec-
tangulares utilizando PMU. Esta formulación permite el uso de medidas fasoriales de tensión
y corriente sin dificultades numéricas, lo que facilita la detección y la identificación de errores.
Además, se presenta una simplificación conveniente debido a cómo se puede desacoplar el nue-
vo Jacobiano en coordenadas rectangulares, lo que conduce a una prueba de observabilidad
más simple.

En [70], se plantea una estimación distribuida utilizando el concepto de ”SuperCalibra-
tor”. Este enfoque combina las caracteŕısticas de los equipos de medición sincronizados, como
las unidades de medida fasorial (PMU), con las medidas tradicionales para la estimación del
estado de un sistema eléctrico. El modelo propuesto considera las variables de estado como
la tensión de cada fase y la tensión referida al neutro.

La implementación de este enfoque se realiza a nivel de subestación, tratando cada sub-
estación como un subsistema. En esta implementación se aplican las siguientes técnicas o
etapas:

i. La estimación.

ii. Identificación de errores

iii. Procesamiento de alarmas, y,

iv. Para el acoplamiento de todos los sistemas considera una estimación coordi-
nada.
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2.2. Fuentes de Información

Como se ha mencionado anteriormente, el estimador de estado depende de un conjunto
de fuentes de información para estimar los estados del sistema. En este contexto, se pueden
destacar los siguientes elementos según [71]:

1. Los valores de los parámetros de diseño (R, L).

2. La información topológica o estructural (posición de interruptores).

3. El modelo matemático que represente el espacio de estado, el cual considera el modelo
de planta y el modelo del sistema de medición.

4. Los distintos tipos de medida:

(a) Tele-medidas: medidas en tiempo real desde las unidades remotas de las subesta-
ciones a través del SCADA y/o PMU.

(b) Pseudo-medidas: conjunto de datos históricos, menos precisión; por ejemplo, la
potencia generada en las centrales o la demanda de las subestaciones.

(c) Medidas virtuales: que no requieren ser medidas; por ejemplo la inyección cero en
las subestaciones de transporte (nudos de tránsito).

La mayoŕıa de las aplicaciones de Sistemas de Gestión de Enerǵıa (EMS) asumen que el
sistema se encuentra en un estado pseudoestático, lo que permite realizar análisis de corriente
alterna utilizando fasores. Para determinar el estado del sistema, se utiliza el modelo de la
red y los fasores de tensión en todas las barras. Si bien es posible estimar los fasores de
tensión en las barras basándose en un conjunto redundante de mediciones, la obtención de
mediciones directas de fasores solo es posible si se sincronizan las mediciones.

Las unidades de medida fasorial (PMU) son dispositivos que aprovechan el posiciona-
miento geo-referenciado satelital GPS para sincronizar las mediciones temporales. Estos dis-
positivos recopilan señales de tensión y corriente en los secundarios de los transformadores
de medida (CT y PT) y toman muestras a una velocidad de 48 muestras por ciclo. Posterior-
mente, estas muestras se procesan y sincronizan con la Hora Universal Coordinada (UTC)
mediante un receptor GPS, con una precisión de hasta 1 segundo, según se menciona en [72].

El estándar IEEE C37.118 describe los requisitos, el formato y el protocolo de comunica-
ción de datos proporcionados por los PMU, que son las unidades encargadas de capturar y
transmitir las mediciones de fasores y otros parámetros del sistema eléctrico.

2.3. Modelación del Sistema Eléctrico de Potencia

Para abordar el problema de estimación del estado en sistemas eléctricos de potencia,
es crucial comprender el comportamiento del sistema a través de su vector de estado y
su modelo matemático correspondiente. Una aproximación común es utilizar el enfoque de
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espacio de estado [73]. En este enfoque, el vector de estado del sistema eléctrico de potencia
en cada instante de tiempo se compone de los fasores de tensión de las barras, que pueden ser
descompuestos en magnitud y ángulo. Por lo tanto, el vector de estado se representa como
x(n) = (�1, �2, �3, . . . . . . , V1, V2, V3, . . . .), donde la dimensión del vector de estado para N
barras está determinada por las 2N-1 variables de estado necesarias. Estas variables incluyen
los módulos de tensión en las N barras y los ángulos de fase, medidos con respecto a una
barra de referencia conocida como ”slack”.

Los modelos propuestos en [74–76] describen la dinámica del sistema en tiempo lento.
Estos modelos asumen que el comportamiento del sistema es casi estacionario y se controla
en intervalos de tiempo de unos pocos minutos. Se plantea una transición discreta en el
tiempo lineal (predicción) de los estados para representar el comportamiento del sistema.

xt+1 = Ftxt + gt + wt (2.1)

Donde la matriz Ft y el vector gt describen el proceso de transición de los estados y
wt es el ruido del proceso. Un enfoque común y ampliamente aceptado para el cálculo de
F y g es la técnica de identificación de parámetros en ĺınea (Método del Holt), [77]. En
[74] se propone un método para calcular F y g sobre la base de una transición de estado
usando las ecuaciones de la red. La transición para cada estado tiene en cuenta el efecto
de las variaciones de estado vecino. De igual manera y en las siguientes secciones se deben
considerar las ecuaciones que modelan las inyecciones y flujos de potencia activa y reactiva
y que se presentan a continuación.

Ecuaciones de potencia:

Pi =
NX

j=1

ViVj (Gij cos ✓ij +Bij sin ✓ij) . (2.2)

Qi =
NX

j=1

ViVj (Gij sin ✓ij � Bij cos ✓ij) . (2.3)

Ecuaciones de flujo de potencia:

Pij = ViVj (Gij cos ✓ij +Bij sin ✓ij)�GijV
2
i . (2.4)

Qij = ViVj (Gij sin ✓ij � cos ✓ij)� V
2
i (Bij � bij) . (2.5)

donde:

Pi ,Qi :inyección de potencia activa y reactiva de la barra i-esima.
Vi ,Vj :los módulos de las tensiones entre barras i-esima y j-esima.
Pij ,Qij :flujo de potencia activa y reactiva entre las barras i-esima y j-esima.
✓ij = ✓i � ✓j :desfase entre las tensiones en las barras i y j.
Gij :componente real del elemento i, j-esimo de la matriz de admitancia nodal.
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Bij :componente imaginaria del elemento i, j-esimo de la matriz de admitancia nodal.
bij :Admitancia paralelo del modelo de la ĺınea que une el nodo i con el nodo j.

2.4. Estimación de Estado

El objetivo de la estimación de estado en un sistema eléctrico de potencia es encontrar la
mejor estimación bx del estado verdadero x que se ajuste a las medidas z relacionadas con x
a través de un modelo no lineal [78].

Este proceso implica el procesamiento de mediciones redundantes e imperfectas para
obtener la mejor estimación del estado del sistema. El estimador de estado actúa como un
filtro entre todas las mediciones recibidas de la red y las aplicaciones del Sistema de Gestión
de Enerǵıa (EMS) que requieren información precisa y confiable sobre el estado real de la
red [79, 80].

En la década de 1970, se desarrolló un nuevo tipo de estimador de estado que permitió
rastrear las condiciones de operación del sistema. Este estimador utilizaba series consecutivas
y no correlacionadas de mediciones que vaŕıan en el tiempo [81]. Se basaba en la suposición
de que la red se comporta de manera cuasi-estacionaria, determinada por cambios lentos y
dinámicos en la carga.

Como se sabe, el sistema de enerǵıa no es estático, sino que experimenta cambios a lo
largo del tiempo, aunque de manera muy lenta. Cuando las cargas cambian, la generación
debe adaptarse a esos cambios, lo que a su vez afecta los flujos de enerǵıa y las inyecciones en
todas las barras del sistema de enerǵıa. Estos cambios dinámicos en el sistema de potencia
no pueden ser capturados por un estimador de estado estático tradicional (SSE).

Por lo tanto, se desarrolló una nueva técnica llamada estimador de estado dinámico (DSE)
[82]. El DSE tiene en cuenta la dinámica del sistema y permite relacionar el vector de estado
con las observaciones a través del uso del espacio de estados. Esto implica que el modelado
de la dinámica del sistema debe ser capaz de establecer dicha relación.

Bajo esta nueva evolución, se plantea la implementación de dos enfoques para aplicar el
Estimador del Estado Distribuido (DSE): el enfoque centralizado y el enfoque descentralizado.
En el art́ıculo [83], se presenta el DSE centralizado que asume que el sistema es observable
mediante un sistema de medición compuesto por PMU. Este enfoque utiliza una reducción
de Kron para simplificar el sistema a las terminales de los generadores, pero requiere un
conocimiento preciso de los parámetros de cada componente del sistema y mediciones PMU
en tiempo real.

Por otro lado, el DSE descentralizado se implementa utilizando únicamente mediciones
PMU locales y cumple con el criterio de observabilidad local de los estados dinámicos. Este
enfoque permite aplicaciones de monitoreo y control a nivel local. A diferencia del DSE
centralizado, el DSE descentralizado es más rápido de ejecutar y no se ve afectado por la
inexactitud del modelo de otros componentes del sistema. Sin embargo, la redundancia de
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las mediciones locales es baja y se implementan controles locales, [84].

El DSE centralizado ofrece la ventaja de lograr una monitorización y control global,
además de contar con una mayor robustez frente a problemas de calidad y seguridad de datos
debido a la alta redundancia de las mediciones. No obstante, requiere una carga computacio-
nal elevada y se basa en suposiciones fuertes sobre la precisión de los modelos del sistema
dinámico completo. En contraste, el DSE descentralizado tiene un menor requerimiento de
mediciones y depende del modelo dinámico de los componentes de interés, lo que lo hace más
rápido de ejecutar. Sin embargo, la redundancia de las mediciones locales es baja y se limita
a controles locales

Por lo tanto, el análisis de un sistema dinámico requiere al menos dos modelos: primero,
un modelo que describe la evolución del estado con el tiempo (ecuación de estado o de
planta), y segundo, un modelo que relaciona las medidas ruidosas con el estado (ecuación
de observación o verosimilitud). La formulación probabiĺıstica del espacio de estados y el
requisito de actualizar la información con la recepción de nuevas medidas se llevan a cabo
idealmente mediante la aproximación Bayesiana.

En las siguientes secciones se presenta una breve descripción de dos tipos de estimadores: el
más utilizado en los desarrollos de estimación, que es el de mı́nimos cuadrados, caracterizado
por su naturaleza estática; y los estimadores basados en la teoŕıa Bayesiana, que permiten
capturar la dinámica del sistema.

2.4.1. Mı́nimos cuadrados Ponderados

El método de estimación de mı́nimos cuadrados ponderados (WLS) es un estimador de
tipo estático que se utiliza para encontrar el estado subyacente que minimiza la diferencia
entre las mediciones estimadas y las mediciones reales. Este método se basa en un modelo
determinado por el proceso de medición y utiliza pesos para dar mayor importancia a cier-
tas mediciones sobre otras. Referencias como [85, 86] abordan y discuten este enfoque de
estimación.

z = h(x) + v (2.6)

donde:
z el vector de m-medidas del sistema.
x el vector de n-variables de estado del sistema
hi función no lineal que relaciona la medida con el vector de estado x .
v el vector de error de m-medidas.

El estado del sistema, representado por el vector de estado x , está relacionado con las
mediciones recibidas z a través de un proceso no lineal descrito en la ecuación (2.6). En este
modelo, se asume que el error v es aleatorio y sigue una distribución normal con media cero
y covarianza R. El conjunto de mediciones incluye magnitudes de voltaje, inyecciones y flujos
de potencia.
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La estimación óptima del estado del sistema utilizando el método de mı́nimos cuadra-
dos ponderados (WLS) o estimación de máxima verosimilitud se define como la solución al
problema de optimización del error cuadrático, como se describe en la ecuación (2.7). Este
enfoque busca encontrar el estado del sistema que minimiza la diferencia cuadrática entre las
mediciones estimadas y las mediciones reales.

mı́n J(x) = mı́n
N�1X

j=0

[zi � hi(x)]
2

�2
(2.7)

El estimador WLS no tiene memoria, lo que significa que sus valores estimados se calculan
únicamente a partir de las entradas actuales del sistema, sin tener en cuenta el estado previo.
Sin embargo, debido a la naturaleza no lineal del modelo de un sistema eléctrico de potencia
y su dinámica, el estimador WLS no captura completamente este proceso.

Para abordar esta limitación, se propone un proceso iterativo que permite estimar las
magnitudes del vector de estado. Como resultado, se obtiene la siguiente ecuación

x
k+1 = x

k +
⇥
H

T (x)R�1
H(x)

⇤�1
H

T (x)R�1[z � h(x)] (2.8)

donde:

H es la construcción de la matriz Jacobiana
R matriz de covarianza de las mediciones w
z mediciones u observaciones del sistema
hi(x) ecuaciones del modelo matemático
x variables de estado.

Este proceso iterativo tiene en cuenta las relaciones no lineales del sistema y permite una
mejor estimación de las magnitudes del estado en cada iteración.

El método WLS se ha utilizado ampliamente en los centros de control de todo el mundo
debido a sus propiedades de simplicidad y rápida convergencia. Sin embargo, a pesar de que la
estimación estática del WLS puede ser aceptable en condiciones completamente observables,
no puede predecir el punto de funcionamiento futuro del sistema. Por lo tanto, para cada
nuevo conjunto de mediciones, el estimador debe reiniciarse utilizando un vector de estado
inicial x0, sin utilizar ninguna predicción del estado basada en estimaciones anteriores.

En los sistemas eléctricos actuales, donde las mediciones se realizan principalmente me-
diante SCADA, el WLS se utiliza comúnmente para resolver el problema de estimación de
estado. Estas mediciones incluyen la inyección de potencia en las barras, el flujo de poten-
cia en las ĺıneas y la magnitud del voltaje en las barras. Aunque el WLS es ampliamente
utilizado, no es robusto ya que falla en presencia de mediciones erróneas.

En contraste, el estimador de valor absoluto mı́nimo (LAV) es más robusto, pero tiene
un alto costo computacional. Una de las caracteŕısticas del estimador LAV es su capacidad
para rechazar automáticamente las mediciones erróneas. Al utilizar mediciones fasoriales, el
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estimador LAV ofrece dos ventajas importantes, según se describe en [87]:

1. Si el conjunto de mediciones consiste solo en fasores, el efecto de palanca de las medi-
ciones se puede eliminar fácilmente mediante un escalado estratégico;

2. El rendimiento computacional del estimador LAV será competitivo con el del estimador
WLS debido a la linealidad del problema de estimación para mediciones fasoriales.

2.4.2. Procesadores Bayesianos

Como se mencionó anteriormente, la aproximación Bayesiana en la estimación de estado
tiene como objetivo construir la distribución de probabilidad a posteriori del estado, consi-
derando toda la información disponible, incluyendo el conjunto de medidas recibidas. Este
tipo de estimador se conoce como filtro recursivo [88], ya que procesa los datos recibidos
secuencialmente en lugar de hacerlo en bloque, lo que evita la necesidad de almacenar todos
los datos. El filtro recursivo consta de dos etapas básicas: la etapa de predicción (a priori) y
la etapa de actualización (a posteriori).

En la etapa de predicción, se utiliza el modelo de movimiento para predecir el estado
de la distribución de probabilidad a posteriori en el tiempo t + 1. Se debe tener en cuenta
que el estado está sujeto a perturbaciones y se modela como ruido gaussiano. La predicción
desplaza, deforma y expande la distribución de probabilidad a priori.

En la etapa de actualización, se utiliza la medida en el tiempo t + 1 para modificar
la predicción de la distribución de probabilidad. Esta etapa incorpora la información de la
medida y ajusta la distribución a posteriori.

En la literatura se han propuesto desarrollos significativos relacionados con la modeli-
zación dinámica y el establecimiento de un espacio de estados. Bajo esta perspectiva, es
necesario establecer un modelo que capture el sistema y que pueda ser representado ma-
temáticamente. Para ello, se debe modelar el sistema de planta y establecer un modelo que
relacione las observaciones o mediciones. En el contexto de un sistema eléctrico de potencia,
se utilizan ecuaciones no lineales para modelar su dinámica [89]. A continuación, se presentan
las ecuaciones que definen el espacio de estados:

xt = f (xt�1, wt�1) (2.9)

zt = h (xt, vt) (2.10)

En el contexto del espacio de estados, la ecuación (2.9) describe la evolución del estado xt�1 al
estado xt en el intervalo de tiempo entre t�1 y t. Esta evolución tiene en cuenta el error wt�1,
que representa la incertidumbre en la actualización del estado. La ecuación (2.9) implica una
distribución de probabilidad a priori p(xt|xt�1), que refleja la información disponible sobre el
estado en el tiempo t� 1 para predecir el estado en el tiempo t.
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Por otro lado, la ecuación (2.10) representa el modelo de observación, que relaciona la
medida zt con el valor actual del estado xt. En esta ecuación, el término vt representa el
error estocástico asociado a la medida, que refleja la incertidumbre en la medición. La ecua-
ción (2.10) define una distribución de probabilidad de la medida p(zt|xt), que describe la
probabilidad de obtener la medida zt dado el estado xt.

Para establecer un espacio de estados, es necesario desarrollar un modelo que permita
representar la evolución del vector de estado en función de las señales de control impuestas.
En el trabajo de Blood et al. [90], se propone un modelo de planta basado en la ecuación de
balance de nodos.

fi(x,�) = Vie
j�i
X

VkYike
j(�j+�ik) � (Pi + jQi) = 0 (2.11)

Donde � =
⇥
P1P2 . . . PN Q1Q2 . . . . . . QN

⇤T
, representa el vector de inyección de poten-

cia activa y reactiva de dimensión 2N

Derivando la ecuación de balance fi(x,�), respecto a x, �, tenemos:

�fi(x,�)

�x
dx+

�fi(x,�)

��
d� = 0 (2.12)

H =
�fi(x,�)

�x
(2.13)

I =
�fi(x,�)

��
(2.14)

Siendo H la matriz Jacobiana del vector de estado, I representa la matriz identidad y des-
pejando dx de (2.12), se tiene:

dx = �H
�1
d� (2.15)

El diferencial dx representa la variación infinitesimal entre dos puntos de operación estáti-
ca (x1,�1) y (x2,�2), y que satisface la ecuación (2.12). Linealizando el diferencial en una
relación incremental y considerando un error de proceso wl, la ecuación (2.16) se puede
expresar de la siguiente manera:

�x = (x1 � x2) = �H
�1 (�1 � �2) + wl (2.16)

Considerando que los dos puntos de operación son estáticos dentro de un intervalo de tiempo
t y t+Ts, permite que el modelo quede como:

x [t+ Ts] = x[t]�H
�1
u[t] + wl (2.17)

Siendo u[t] = ��[t] = � [t+ Ts] � �[t] el vector de entrada que representa el cambio de
operación del sistema en el tiempo y que tiene dependencia de la demanda. En la ecuación
(2.17) se describe el modelo que asocia el nuevo punto de operación y el anterior, en donde
la entrada u[t] representa la variación de potencia cuando el sistema cambia su punto de
operación determinado por la demanda.
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2.4.3. Filtro de Kalman (EKF)

El Filtro de Kalman Extendido (EKF) es un algoritmo recursivo y óptimo utilizado para
estimar el estado de un sistema que evoluciona en el tiempo. Este filtro es considerado óptimo
debido a que minimiza un criterio espećıfico y utiliza toda la información disponible del
estado anterior para realizar el filtrado. Además, es recursivo, lo que significa que no requiere
almacenar datos previos, lo que facilita su implementación en sistemas de procesamiento en
tiempo real, [91].

El objetivo principal del EKF es estimar los estados de manera óptima, minimizando el
ı́ndice del error cuadrático medio. A diferencia del WLS, el EKF aprovecha la información
del estado del sistema para mejorar la precisión de la estimación. Esto se logra mediante la
utilización de un modelo dinámico que describe la evolución del estado en el tiempo y la
propagación de la incertidumbre asociada. A medida que se reciben nuevas medidas, el EKF
actualiza la estimación del estado utilizando tanto el modelo dinámico como las mediciones
disponibles.

En la literatura, se han realizado diversos trabajos que destacan las ventajas del Filtro de
Kalman Extendido en comparación con otros métodos, como el WLS. Estos estudios resaltan
el uso de la información del estado del sistema como un factor clave para mejorar la precisión
de la estimación, [92, 93].

Bajo estas consideraciones el Filtro de Kalman es implementado, considerando 2 etapas:

1. Etapa de Predicción en t+1, donde se determina la predicción de estado, y la matriz
de Covarianza,

x̄ [t+ Ts] = x̂[t]�H
�1
u[t] (2.18)

P̄ [t+ Ts] = bP [t] +Q (2.19)

2. Etapa de Corrección de la estimación, considerando la medición en t+1, se calcula el
vector de Ganancia, se actualiza la estimación y Covarianza.

K [t+ Ts] = P̄ [t+ Ts]H
T (x)

�
H(x)P̄ [t+ Ts]H

T (x) +R
 �1

(2.20)

x̂ [t+ Ts] = x̄ [t+ Ts] +K [t+ Ts] {z [t+ Ts]� h (x̄ [t+ Ts])} (2.21)

P̂ [t+ Ts] = P̄ [t+ Ts]�K [t+ Ts]H(x)P̄ [t+ Ts] (2.22)

donde:

K Ganancia de Kalman
x̂ es el estimado en t+ Ts (actualización)
H construcción de la matriz Jacobiana
R matriz inversa de la matriz de covarianza de las mediciones w
z mediciones u observaciones del sistema

Este proceso permite estimar el vector de estados, considerando un estado anterior. En la
Figura 2.1 se detalla el procedimiento del algoritmo.
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Figura 2.1: Algoritmo Filtro de Kalman

Dado que el EKF aproxima la funciones no lineales del modelo mediante una serie de
Taylor de primer orden a los términos óptimos, asumiendo que esta aproximación es suficien-
te para describir la dinámica del sistema, sin embargo, esta aproximación puede disminuir
el desempeño del filtro e incluso la convergencia ya que una caracteŕıstica fundamental del
EKF es que siempre aproxima p(xt/zt) a una Gaussiana, lo cual puede representar un incon-
veniente si su f.d.p. no es Gaussiana. Otro problema presente es el requerimiento de matrices
Jacobianas, su cálculo no es trivial siendo factible cometer errores y que son dif́ıciles de de-
tectar. Es importante mencionar que las ecuaciones que modelan el espacio de estado deben
ser derivables caso contrario este filtro no podŕıa ser aplicado. En este contexto la literatura
presenta ciertas mejoras tales como el filtro Unscested de Kalman (UKF), que a continuación
se describe.

2.4.4. Filtro Unscested de Kalman (UKF)

La transformación ünscented”(UT) es una técnica desarrollada por Julier y Uhlman [94],
que aborda las limitaciones de la linealización en el filtro de Kalman extendido (EKF). En
lugar de linealizar la función no lineal, el enfoque UT selecciona un conjunto de puntos sigma
de manera determińıstica alrededor de la media estimada. Estos puntos sigma se eligen de tal
manera que capturan la media y la covarianza de manera más precisa que la aproximación
lineal.

Una vez seleccionados los puntos sigma, se propagan a través de la función no lineal.
Esto implica evaluar la función no lineal en cada punto sigma para obtener un conjunto de
puntos transformados. Estos puntos transformados capturan la no linealidad del sistema y
proporcionan una mejor aproximación de la distribución del estado. Este enfoque se ilustra
en la Figura 2.2.

Luego, se calcula la media y la covarianza utilizando los puntos transformados. Estas es-
tad́ısticas actualizadas representan una estimación más precisa del estado y su incertidumbre,
ya que tienen en cuenta la no linealidad del sistema de una manera más directa y expĺıcita.

La transformación UT proporciona una alternativa más robusta y precisa a la linealización
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utilizada en el EKF. Al evitar la necesidad de calcular matrices Jacobianas y asumir una
distribución gaussiana, el filtro UT puede manejar mejor las no linealidades y proporcionar
estimaciones más confiables en situaciones donde la aproximación lineal del EKF puede ser
insuficiente, [95].

En resumen, la transformación ünscented”(UT) es una técnica utilizada en el filtro de
Kalman extendido para abordar las limitaciones de la linealización. Proporciona una manera
más directa y expĺıcita de capturar la no linealidad en la estimación del estado, mejorando
aśı la precisión y robustez del filtro.

Figura 2.2: Transformación Unscested, conjunto de puntos distribuidos sobre un error elip-
soidal son transformados a un nuevo espacio

Al igual que el EKF se asume un espacio de estados, con un modelo de la forma:

xt = f (xt�1, wt�1) (2.23)

zt = h (xt, vt) (2.24)

El filtro UKF combina la teoŕıa clásica del filtro de Kalman con la transformación Üns-
cented”. Una de las principales ventajas del UKF sobre el EKF es que en el modelo dinámico
presentado en las ecuaciones (2.23) y (2.24) no se realiza la linealización. Esta transformación
evita la pérdida de información de órdenes superiores y, por lo tanto, mejora las propiedades
del estimador.

Además, en el proceso numérico del UKF no es necesario determinar ni calcular las
matrices Jacobianas o Hessianas, lo que reduce los costos computacionales y ofrece ventajas de
procesamiento en comparación con el EKF. Sin embargo, se requieren múltiples evaluaciones
de un número limitado de � � points. En otras palabras, para requisitos computacionales
similares, el UKF proporciona una mayor precisión que el EKF al considerar términos de
orden superior en las ecuaciones del modelo no lineal.

Para aplicar el UKF, se deben seguir tres pasos, que se describen a continuación:

1. Se debe realizar el cálculo de los ��points, consiste en crear un conjunto 2n+1 puntos
que captura la media m a partir del vector de estado xt en t � 1 y la correspondiente
matriz de covarianza Pt�1, [96].
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X0 = m (2.25)

Xi = m+ (
p

(n+ �)P )i i = 1 . . . . . . n (2.26)

Xn+i = m� (
p
(n+ �)P )i i = 1 . . . . . . n (2.27)

Siendo � parámetro definido como:

� = ↵
2(n+ )� n (2.28)

Los valores de  y ↵ se presentan en [97]. En tanto que para la inicialización de esti-
mación (es decir, cuando t = 0), el vector de estado inicial y la matriz de covarianza
inicial tienen que ser definidas de acuerdo a un conocimiento a priori del sistema.

2. Luego corresponde desarrollar la etapa de predicción, para lo que se evalúa uno a uno
el conjunto de �� points, en el modelo de planta cX t que corresponde a una matriz de
nx(2n + 1) que permite la propagación de los �� points. En un proceso posterior se
calcula la predicción del estado y de su matriz de covarianza.

bX i
t = f

�
X

i
t�1

�
i = 0 . . . . . . 2n (2.29)

ext =
2nX

0

W
m
i
cX

i

t (2.30)

fP t =
2nX

0

W
m
i

⇣
cX

i

t � ext

⌘⇣
cX

i

t � ext

⌘T
�
+Qt�1 (2.31)

Donde W
m
i son los pesos asignados a los �� points, [73].

3. Para completar el proceso de estimación se aplica la etapa de corrección en la que se
calcula los � � points de la etapa de predicción ext ⇡ Xt y se propagan en la ecuación
de medida.

ẑt = h (Xt) (2.32)

Donde la media de los puntos propagados resulta de:

µt =
2nX

0

W
m
i ẑt (2.33)

En tanto la matriz de covarianza de las medidas y la correlación entre el estado y las
medidas resultan de las siguientes ecuaciones:

St =
2nX

0

W
m
i

h
(bzt � µt) (bzt � µt)

T
i
+Rt (2.34)

Ct =
2nX

0

W
m
i

h�
X i

t � ext

�
(bzt � µt)

T
i

(2.35)
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Por último calculamos la ganancia de Kalman, el valor estimado y la covarianza en t.

Kt = CtS
�1
t (2.36)

xt = ext +Kt (zt � µt) (2.37)

Pt = ePt +KtStK
T
t (2.38)

En términos generales, el filtro UKF es más fácil de implementar que el filtro EKF en
sistemas no lineales debido a que no requiere el cálculo de derivadas o matrices Jacobianas.
Además, el UKF proporciona aproximaciones precisas hasta el tercer orden en el caso de
distribuciones Gaussianas y al menos hasta el segundo orden en el caso de distribuciones no
Gaussianas.

Una de las principales ventajas del UKF es que ofrece una estimación más precisa en
comparación con el EKF, ya que no linealiza las ecuaciones del modelo. Esto significa que el
UKF es capaz de capturar de manera más precisa la no linealidad del sistema y, por lo tanto,
puede proporcionar una estimación más precisa del estado y su incertidumbre.

En resumen, la transformación ”unscented” (UT) es una técnica utilizada en el filtro de
Kalman extendido para abordar las limitaciones de la linealización. Proporciona una manera
más directa y expĺıcita de capturar la no linealidad en la estimación del estado, mejorando
aśı la precisión y robustez del filtro.

2.5. Criterios para partición de sistemas

La identificación de sub-gráficos coherentes en las redes es una tarea importante en di-
versas aplicaciones. En el caso de los grandes sistemas de enerǵıa, se subdividen en áreas y
zonas con el objetivo de facilitar la planificación y el control. En el contexto de la estimación
distribuida, es crucial que la partición del sistema en subsistemas cumpla con criterios como
la observabilidad y redundancia.

Es importante tener en cuenta que no todas las particiones son adecuadas para todas
las aplicaciones, ya que pueden tener diferentes objetivos o atributos. Sin embargo, estudios
recientes han demostrado que la partición de la red puede ser beneficiosa para la integración
de fuentes de enerǵıa renovable, como se ha mencionado en [98]. Es necesario tener en cuenta
que la partición óptima para la integración de fuentes renovables puede no ser la misma que
la requerida para la estimación distribuida.

En el trabajo de [99], se propone un criterio de descomposición basado en el número de
enlaces existentes entre los subsistemas. Utilizando una variante del algoritmo K-means, se
busca minimizar la cantidad de enlaces entre los subsistemas. El objetivo de este enfoque es
reducir el impacto de las barras vecinas y limitar la cantidad de información que se transmite
entre las áreas.

Otro criterios se plantean en [100, 101], lo que consiste en realizar una partición de áreas
en función de las empresas que conforman el sistema eléctrico. Los puntos de enlace entre los
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subsistemas estarán definidos por los sistemas de transmisión que los conectan. En este caso,
el tiempo de comunicación entre las áreas puede influir en el proceso de estimación, tanto a
nivel local como global del sistema.

Para determinar le eficnia del metodo de particion nodal En resumen, la partición de
un sistema eléctrico en subsistemas coherentes es una tarea relevante y se pueden utilizar
diferentes criterios para lograr una partición adecuada. La elección de la partición óptima
dependerá de los objetivos espećıficos de la aplicación y de los atributos deseados, como la
reducción de enlaces o el tiempo de comunicación.

P

2.6. Estimación de Estado Distribuida DSE

Tradicionalmente, el estimador de estado centralizado en los sistemas eléctricos de poten-
cia se basa en un modelo simplificado del sistema y un conjunto de mediciones no simultáneas.
Sin embargo, este enfoque centralizado presenta sesgos y errores debido a asimetŕıas, desequi-
librios y errores de instrumentación. Además, el enfoque centralizado requiere una comunica-
ción intensiva y un procesamiento de datos considerable, lo cual puede afectar la confiabilidad
del estimador de estado.

Una alternativa que ha surgido en el estado del arte de los estimadores de estado es
el enfoque distribuido, que busca mejorar la eficiencia del control y la gestión en grandes
sistemas eléctricos de potencia. En los últimos años, los avances en el procesamiento de datos
y los cálculos distribuidos, aśı como en los sistemas informáticos y los transductores para la
captura de información (sistemas de medición), han facilitado la implementación de sistemas
de procesamiento distribuido en los sistemas de control. Esto se debe tanto a los avances en
la modelación matemática como a la drástica reducción de los costos de los ordenadores y el
desarrollo de entornos de comunicación avanzados [102].

Cuando se aborda el problema del estimador de estado en grandes sistemas de enerǵıa de
manera distribuida, resulta crucial la forma en que se descompone el sistema en subsistemas
que no se superpongan. Diferentes esquemas de descomposición afectan la precisión y la efi-
ciencia de los resultados de la estimación, ya que las mediciones de cada subsistema tienen
un impacto no solo en las barras vecinas, sino también en las barras internas de subsiste-
mas adyacentes. Además, la cantidad de datos transmitidos y los problemas de seguridad
aumentan considerablemente si existen más enlaces entre subsistemas.

Hoy en d́ıa, el enfoque de estimación distribuida se aplica a la estimación de estado en
grandes sistemas eléctricos. Este enfoque implica la descomposición del sistema en subsiste-
mas más pequeños, y se desarrolla teniendo en cuenta las siguientes consideraciones:

1. Observabilidad: La descomposición del sistema en subsistemas debe asegurar que cada
subsistema sea completamente observable, es decir, que todas las variables de estado
relevantes puedan ser estimadas con base en las mediciones disponibles en ese subsiste-
ma. Esto implica que cada subsistema debe tener un conjunto suficiente de mediciones
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que permitan estimar sus variables de estado de forma independiente.

2. Reducción de la comunicación: Al descomponer el sistema en subsistemas, se busca
minimizar la cantidad de información que necesita ser transmitida entre los subsistemas.
Esto se logra limitando las interconexiones entre los subsistemas a través de ĺıneas de
enlace y reduciendo la necesidad de comunicación entre ellos. Una reducción eficiente
de la comunicación contribuye a la eficiencia y la escalabilidad del estimador de estado
distribuido.

3. Coherencia de los subsistemas: Los subsistemas resultantes de la descomposición deben
ser coherentes en términos de su conexión f́ısica y funcional en el sistema eléctrico.
Esto significa que los subsistemas deben representar áreas o zonas lógicas del sistema
eléctrico, de modo que reflejen la estructura y las caracteŕısticas del sistema en su
conjunto.

4. Precisión y eficiencia: La descomposición del sistema debe ser capaz de proporcionar
estimaciones precisas de las variables de estado, al tiempo que optimiza la eficiencia
computacional y el rendimiento del estimador distribuido. Esto implica encontrar un
equilibrio entre la granularidad de la descomposición (tamaño de los subsistemas) y la
calidad de las estimaciones resultantes.

La estimación distribuida de estado se basa en la descomposición de grandes sistemas
eléctricos en subsistemas coherentes y observables, con el objetivo de reducir la comunica-
ción y mejorar la eficiencia del estimador, sin comprometer la precisión de las estimaciones
resultantes. Esta descomposición de grandes sistemas eléctricos en subsistemas se desarrolla
en base a las siguientes consideraciones:

1. Dividir el sistema de potencia en subsistemas definiendo sus ĺımites.

2. Obtener las medidas de cada subsistema

3. Realizar una estimación local, detección e identificación de bad data

4. Solucionar el problema de coordinación, chequear condiciones de frontera.

5. Resolver el ángulo de referencia del sistema

6. Ensamblaje del sistema mediante un coordinador.

De acuerdo a [20], las ventajas de una estimación distribuida permiten que:

i. Se reduzca el esfuerzo de los recursos computacionales,

ii. Se minimize el volumen de información a ser transferida entre el centro de
control y los subsistemas operando en paralelo y con una coordinación central,

iii. Se reduzca el tiempo de estimación para todo el sistema, y

iv. Se mejore la eficiencia de algoritmos para la detección de bad data pues se
reduce el problema de dimensión.

Como desventaja se tiene:
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i. Se necesita un proceso iterativo para el problema de coordinación

ii. La presencia de bad data en las fronteras debido a la imprecisión sincronizadas
de mediciones que reduce la eficiencia de los métodos.

En [43], se presenta un enfoque de estimación distribuida que aborda la evaluación del
ángulo de referencia entre los subsistemas en los que se descompone el sistema para la esti-
mación. En este enfoque, se distinguen dos tipos de estimación distribuida:

1. Estimación distribuida basada en el consenso: En este enfoque, los subsistemas estiman
sus variables de estado de forma independiente y luego intercambian información entre
ellos para llegar a un consenso sobre el ángulo de referencia global del sistema. Cada
subsistema actualiza su estimación local del ángulo de referencia en función de la in-
formación recibida de los subsistemas vecinos, utilizando técnicas de consenso como el
algoritmo de consenso promedio. De esta manera, se logra una estimación distribuida
del ángulo de referencia global sin necesidad de una referencia centralizada.

2. Estimación distribuida basada en la optimización: En este enfoque, los subsistemas esti-
man sus variables de estado de forma independiente y luego se realiza una optimización
para determinar el ángulo de referencia global que minimiza una función objetivo glo-
bal. Cada subsistema formula su propia función objetivo local, que tiene en cuenta las
mediciones locales y la información recibida de los subsistemas vecinos. Luego, se lleva
a cabo una optimización distribuida en la que los subsistemas intercambian información
y ajustan su estimación local del ángulo de referencia para alcanzar un óptimo global.

Estos dos enfoques de estimación distribuida tienen como objetivo principal lograr una esti-
mación precisa y consistente del ángulo de referencia global del sistema, teniendo en cuenta
las mediciones y la información disponible en los subsistemas individuales. La elección entre
estos enfoques depende de las caracteŕısticas y las restricciones del sistema espećıfico, aśı
como de los objetivos de la estimación distribuida.

En los trabajos [6, 10, 72, 82], se propone un criterio de estimación distribuida multi-
área que se basa en la descomposición del sistema eléctrico en áreas geográficas. Cada área
cuenta con su propio centro de control y define una barra de referencia local para realizar la
estimación de estado de forma independiente.

El enfoque se basa en establecer ĺıneas de enlace entre las áreas para permitir la transfe-
rencia de información entre ellas y coordinar una estimación global de todo el sistema. En el
proceso de estimación para cada área individual, los agentes locales utilizan las mediciones
disponibles en su zona correspondiente.

Sin embargo, se enfrenta al desaf́ıo de que las mediciones en las fronteras entre áreas son
una función de las variables de estado tanto de la zona local como de las zonas vecinas. Para
resolver este problema, se propone que las áreas se superpongan, lo que implica que algunas
barras o nodos pueden pertenecer a más de un área. Esto permite que las mediciones en las
fronteras se utilicen de manera más efectiva en el proceso de estimación, ya que se consideran
las variables de estado de las áreas adyacentes.
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De esta manera, el enfoque de estimación distribuida multi-área propuesto permite una
mejor coordinación y aprovechamiento de la información entre las diferentes áreas del sistema
eléctrico. Esto ayuda a mejorar la precisión y la eficiencia de la estimación de estado global,
al considerar tanto las mediciones locales como las mediciones compartidas en las fronteras
de las áreas superpuestas.

Es importante tener en cuenta que no todas las mediciones en un sistema eléctrico se
obtienen simultáneamente, lo que significa que las mediciones tomadas en una exploración
pueden tener un sesgo temporal de varios segundos. Esto implica que la estimación de estado
no es en tiempo real, sino que proporciona una representación cuasi-estática de las condiciones
en la red eléctrica.

Para lograr una estimación en tiempo real verdaderamente dinámica, se requeriŕıan sis-
temas de telemetŕıa más sofisticados, como mediciones con etiquetado de tiempo obtenidas
a través del Sistema de Posicionamiento Global (GPS) [103], por ejemplo. Estas tecnoloǵıas
avanzadas permitiŕıan un monitoreo más preciso y sincronizado de las variables eléctricas en
el sistema.

En la Figura 2.3, se ilustran los elementos que deben definirse en una estimación dis-
tribuida, considerando su ubicación geográfica y su relación con los subsistemas vecinos.
Esta representación visual puede ayudar a comprender la estructura y la conectividad de los
subsistemas en el contexto de la estimación de estado distribuida. Aunque debido a las limi-
taciones temporales en la adquisición de mediciones, la utilización de tecnoloǵıas avanzadas
y enfoques distribuidos puede mejorar la precisión y eficiencia de la estimación, permitiendo
un monitoreo más dinámico de la red eléctrica.

Figura 2.3: Partición de un sistema en n subsistemas, extraido de [1]
.

La estimación de estado distribuida en un Sistema Eléctrico de Potencia (EPS) implica
dividir el sistema en subsistemas más pequeños y realizar una estimación conjunta de un
vector de estados. En lugar de depender de un único estimador centralizado, se distribuye
la tarea de estimación en subsistemas más pequeños, lo que permite aprovechar el poder de
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cálculo y la información local de cada uno de ellos.

En un enfoque distribuido, cada subsistema tiene acceso a datos parciales o información
local que puede utilizar para realizar su propia estimación. Estas estimaciones individuales se
combinan luego con la información de frontera entre subsistemas para obtener una estimación
global más completa.

La estimación distribuida es especialmente útil en escenarios donde los datos están disper-
sos, son sensibles o están distribuidos geográficamente, y no es factible o deseable centralizar
todos los datos en un solo lugar debido a limitaciones de comunicación, privacidad o segu-
ridad. La estimación distribuida en un EPS asume que el sistema es observable a través de
un sistema de medición y puede llevarse a cabo una reducción de Kron para simplificar y
agilizar los cálculos.

En resumen, la estimación distribuida es un enfoque que permite realizar estimaciones
conjuntas utilizando múltiples fuentes de datos o agentes distribuidos, aprovechando la in-
formación local y los recursos computacionales de un sistema de control. Este enfoque tiene
aplicaciones significativas en la estimación de estado de un Sistema Eléctrico de Potencia, ya
que puede mejorar la eficiencia, la precisión y la resiliencia del proceso de estimación

2.7. Impacto de Recursos Renovables en la estimación
de estado

La generación de enerǵıa renovable, como la solar y la eólica, introduce incertidumbre
en las variables de estado de la red eléctrica. Estas fuentes de enerǵıa son conocidas como
Variable Energy Resources (VER). La variabilidad de la generación solar y eólica, aśı como
su integración en la red eléctrica, requieren una mejor supervisión en tiempo real debido a
sus caracteŕısticas de incertidumbre e intermitencia [104].

La incertidumbre se debe a que las entradas de radiación solar y velocidad del viento son
estocásticas, lo que implica la necesidad de modelos de predicción. En los últimos años, se
ha mejorado la precisión de estos modelos de predicción, pero aún sigue siendo un campo
de investigación activo. Por otro lado, los VERs son intermitentes, lo que significa que no se
pueden despachar de manera controlada como los generadores convencionales. Esto introduce
nuevas dinámicas en la red eléctrica que deben ser consideradas.

En un estudio emṕırico presentado en [105], se muestra que los recursos eólicos tienen una
fuerte influencia en las variables del sistema eléctrico. Las observaciones realizadas a partir de
datos de sincro-fasores y la salida de enerǵıa eólica revelan una correlación entre la velocidad
del viento y las fluctuaciones en los ángulos de fase de la tensión. La integración de fuentes
de generación renovable, como la solar y la eólica, introduce incertidumbre e intermitencia
en las variables de estado de la red eléctrica. La mejora en la supervisión en tiempo real
y la precisión de los modelos de predicción son aspectos clave para garantizar una gestión
eficiente y segura de la red eléctrica en presencia de estos Variable Energy Resources.
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2.8. Error en los procesos de estimación

El método para detectar medidas erróneas en un estimador de estado se basa en la com-
paración de las mediciones obtenidas en tiempo real con las predicciones generadas por el
modelo del sistema eléctrico de potencia (EPS ). Si la diferencia entre la medición real y la
predicción del modelo es demasiado grande, se considera que la medición es errónea y se
elimina de la estimación de estado.

Este método se conoce como detección de datos errados (BDD1), y se utiliza comúnmente
en la estimación de estado para detectar y eliminar medidas erróneas en la red eléctrica. El
BDD se realiza en dos etapas: la detección de datos maliciosos y la eliminación de datos
maliciosos.

La primera etapa, compara las mediciones reales con las predicciones del modelo, si
la diferencia entre la medición real y la predicción del modelo es mayor que un umbral
predefinido, se considera que la medición es errónea. El umbral se establece para garantizar
que las mediciones que tienen una diferencia menor que el umbral se consideren mediciones
precisas y no se eliminen de la estimación.

En la segunda etapa, las mediciones identificadas como erróneas se eliminan de la
estimación de estado. Esto se logra utilizando técnicas de corrección de errores, como la
técnica de eliminación de mediciones o la técnica de sustitución de mediciones.

Bajo estos escenarios se han desarrollado técnicas que permiten la eliminación de medi-
ciones erróneas, para posterior a este proceso aplicar nuevamente el modelo de estimación
de estado utilizando las mediciones restantes. De igual manera se aplica una técnica de sus-
titución de mediciones, se reemplazan las mediciones identificadas como erróneas por otras
mediciones disponibles o se utiliza una técnica de interpolación para estimar las mediciones
faltantes (pseudo-mediciones).

La capacidad para identificar medidas erróneas en el proceso de estimación de estado
es crucial para un centro de control de un sistema de enerǵıa, el origen puede provenir de
diversas fuentes, como instrumentos de medición defectuosos, errores en la transmisión de
datos o fallas en los transductores.

Las mediciones erróneas tienen consecuencias significativas en la confiabilidad y seguridad
del EPS, ya que pueden derivar estimaciones incorrectas de las variables de estado del sistema,
lo que a su vez puede afectar el proceso en la toma de decisiones ya sea para el despacho
de carga o acciones de control. Por lo tanto, detectar e identificar las mediciones erróneas
es fundamental para mantener la integridad y la operación óptima del sistema eléctrico de
potencia.

Para la identificación de medidas erróneas utilizadas en el estimador, se han desarrollado
diversas técnicas y algoritmos, los cuales incluyen:

1. Análisis estad́ıstico: mediante métodos estad́ısticos se identifican valores at́ıpicos o me-
diciones que se desv́ıen significativamente del comportamiento esperado. Esto implica

1BDD:Bad Data Detection
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el análisis de la distribución de las mediciones, calcular parámetros estad́ısticos como
la media y la desviación estándar; y, marcar las mediciones que se encuentren fuera de
un rango determinado.

2. Análisis de residuos: Los residuos representan las diferencias entre los valores medidos
y estimados, son examinados para la detección de posibles errores. Residuos grandes
o cambios repentinos en los patrones de residuos pueden indicar la presencia de datos
incorrectos. Entre las técnicas estad́ısticas mas utilizada esta la prueba de chi-cuadrado,
que evalúa los residuos para identificar posibles valores at́ıpicos.

3. Métodos basados en la observabilidad: Estos métodos aprovechan el concepto de ob-
servabilidad en los sistemas de enerǵıa para identificar datos incorrectos. Al analizar
la sensibilidad de las mediciones a las variables de estado, se pueden identificar como
posibles valores at́ıpicos aquellas mediciones que tienen poco impacto en la solución de
estimación de estado.

4. Enfoques de aprendizaje automático: Los algoritmos de aprendizaje, tales como las
redes neuronales, pueden ser entrenados para reconocer patrones en datos históricos e
identificar mediciones que no se ajusten a esos patrones. Estos modelos pueden aprender
de instancias pasadas de datos incorrectos y hacer predicciones sobre la probabilidad
de que nuevas mediciones sean erróneas.

La elección espećıfica del método depende de las caracteŕısticas del sistema de enerǵıa y
los datos disponibles. También se puede utilizar una combinación de diferentes técnicas para
mejorar la precisión de la detección de datos incorrectos.

Al identificar y abordar rápidamente los datos incorrectos en las mediciones de estimación
de estado, los centros de despacho de carga pueden mejorar la confiabilidad y eficiencia de la
operación del sistema de enerǵıa, lo que lleva a una mayor estabilidad y reducción de riesgos.

En conclusión, existen varios métodos para identificar medidas erróneas en la estimación
de estado distribuido en EPS, incluyendo el método de detección de observabilidad, el método
de detección de patrones y los métodos basados en técnicas de aprendizaje automático. Estos
métodos son importantes para mejorar la precisión de la estimación de estado y garantizar
la seguridad y confiabilidad de la red eléctrica [106, 107].

Un proceso general para detectar medidas erróneas en un estimador de estado:

1. Estimación de estado inicial: Se realiza una estimación de estado inicial utilizando todas
las mediciones disponibles.

2. Cálculo de residuos: Se calcula el residuo para cada medición utilizando la diferencia
entre la medición real y la medición estimada con el estado estimado del sistema. El
residuo se define como la magnitud de la discrepancia y puede ser calculado utilizando
diferentes normas, como la norma euclidiana.

3. Establecimiento de umbrales: Se establecen umbrales de tolerancia para los residuos.
Estos umbrales se definen de acuerdo a criterios de calidad y confiabilidad del sistema,
y pueden variar según el tipo de medición (voltaje, corriente, potencia, etc.).
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4. Comparación de residuos: Se compara cada residuo con los umbrales establecidos. Si
un residuo excede el umbral, se considera que la correspondiente medición es errónea y
se procede a su identificación.

5. Identificación de medidas erróneas: Una vez identificadas las medidas erróneas, se pue-
den aplicar diferentes técnicas para su eliminación. Algunos enfoques comunes incluyen
la eliminación directa de las mediciones erróneas, la sustitución de las mediciones por
valores promedio o la realización de una estimación ponderada utilizando técnicas de
estimación robusta.

Se debe destacar que este proceso de detección y eliminación de medidas erróneas se puede
repetir en forma iterativa para mejorar la precisión de la estimación de estado.

2.9. Comentarios Finales

Explorar el estado del arte en relación a la propuesta presentada requiere tener un cono-
cimiento previo sobre los estimadores de estado. En la literatura especializada, este tema ha
sido ampliamente investigado, y se pueden encontrar contribuciones significativas y diversas
aplicaciones.

En nuestra propuesta, nos hemos centrado en el concepto del estimador de estado y su
enfoque en la distribución. Hemos explorado los elementos fundamentales y los procesos que
deben considerarse al dividir un sistema, lo cual permite acoplar la partición nodal en este
proceso. La efectividad de este método se ha evaluado a través de simulaciones realizadas en
modelos de prueba, como el sistema de IEEE 14 barras y el sistema de IEEE 118 barras.

Como contribución adicional al estado del arte del tema abordado, se ha completado un
art́ıculo académico que analiza la eficiencia del filtro de Kalman Iterativo (IKF) aplicado al
método de partición propuesto. Además, se planea explorar en el futuro la eficacia del Unces-
ted Kalman Filter, para lo cual se deberá desarrollar el modelo matemático correspondiente.
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Caṕıtulo 3

Validación del modelo

La importancia de contar con un estimador de estado robusto es fundamental para la
operación de un sistema eléctrico, ya que la información proporcionada por la estimación
permite al operador tomar decisiones adecuadas que garantizan la seguridad y confiabilidad
del sistema. Sin embargo, la presencia de medidas erróneas compromete la robustez del
estimador y los valores estimados.

En este trabajo, se propone una técnica dirigida a la detección e identificación de medidas
erróneas, considerando las caracteŕısticas de redundancia del sistema, la precisión de los
datos estimados y la carga computacional. Dado que se emplea una estimación de estado
distribuida, se ha desarrollado una nueva técnica como parte del proceso de partición, basada
en el criterio de redundancia nodal.

El objetivo de este trabajo es detectar e identificar medidas erróneas en un sistema eléctri-
co. Para lograrlo, se ha desarrollado una nueva técnica que tiene en cuenta la redundancia del
sistema, la precisión de los datos estimados y la carga computacional durante su implemen-
tación. Esta propuesta se enmarca en la aplicación de una estimación de estado distribuida,
y se ha diseñado una nueva técnica que se integra en el proceso de partición, utilizando como
criterio la redundancia nodal.

3.1. Planteamiento

• Se puede separar un sistema de gran escala en “áreas/zonas observables”, logrando que
en cada uno de ellos la redundancia sea la máxima posible

• Se puede mejorar el resultado de estimación maximizando el número de medidas en un
subsistema

• Es factible mejorar el proceso de detección e identificación de medidas erróneas mejo-
rando la redundancia de los subsistemas.

• Es posible reducir la carga computacional y su tiempo de procesamiento al reducir el
tamaño de los sistemas.
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3.2. Procesamiento

La metodoloǵıa propuesta combina la detección e identificación de medidas erróneas con la
implementación de una nueva técnica de partición para la estimación distribuida, utilizando
como criterio la redundancia nodal. Para ello, se crearon bases de datos que representan
el conjunto de mediciones del sistema, utilizando curvas de demanda t́ıpicas de un sistema
eléctrico. A través de un flujo de potencia, se obtuvieron los datos reales del sistema, como
tensiones de barra, ángulos de referencia, potencias y flujos.

Estos datos de prueba se condicionaron y se evaluaron en los sistemas de prueba IEEE 14
bus y IEEE 118 bus [108]. La metodoloǵıa se desarrolló siguiendo los siguientes lineamientos
dentro del proceso de estimación:

1. Caracterización de barras nodales (BN): se hace un análisis del sistema de medi-
ción para extraer que barras tienen asociado el mayor número de medidas mediante el
criterio de redundancia nodal (RN), esto permite identificar las barras del sistema con-
formadas con el mayor número de medidas, Barras Nodales (BN), aśı como al mismo
tiempo generar un proceso de jerarquización entre ellas.

2. Partición del sistema-construcción de subsistemas: Identificadas las barras no-
dales se dan los siguientes pasos para la construcción de los subsistemas:

(a) Los subsistemas se generan localizando las barras nodales, la construcción ini-
cia por sus barras nodales y sus barras adyacentes que se encuentren conectadas
f́ısicamente mediante su sistema de transmisión, en este proceso iterativo de cons-
trucción se evalúa la redundancia de cada subsistema, Figura 3.1.

(b) Una segunda etapa consiste que a través de un proceso iterativo permite crecer
a los susbsistemas, agregando barras adyacentes conectadas. Este proceso finali-
za cuando las barras y ĺıneas se encuentren localizadas en algún subsistema. De
igual manera, en cada iteración de construcción se evalúa la redundancia de cada
subsistema, Figura 3.2.

Para evitar el solapamiento de la(s) barra(s), mediante la evaluación de la redun-
dancia en los subsistemas se define a que subsistema debe pertenecer la barra
solapada aplicando la siguiente relación.

Ri > Rj Bn 2 Área i (3.1)

Donde:
Ri redundancia Área i

Bn Barra n-esima.
Para finalizar el proceso de construcción de los subsistemas, se determina su vector
de estado (V, ✓)k, barras internas, barras vecinas, ĺıneas de enlace y sus mediciones.

3. Estimación: para determinar el conjunto de variables de estado de los subsistemas
se aplicará un método de estimación de estado jerárquico [6, 10, 54, 109], y el cual
comprende dos etapas principales:
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Figura 3.1: Proceso de construcción de los Susistemas

(a) Las soluciones locales que se obtienen en el ámbito de la zona, ignorando totalmen-
te o en parte de la información y las restricciones derivadas de las áreas vecinas.

(b) Las soluciones locales son coordinadas por una unidad central de proceso con el
fin de hacer frente a las interacciones entre las zonas ignoradas durante la primera
etapa. Cada paso se analiza por separado a continuación.

4. Primer Paso Soluciones Locales: Durante la primera etapa, cada área k se resolverá
independientemente, considerando el modelo estático y el modelo dinámico. El conjunto
de mediciones se representa mediante la ecuación de medida:

yk = h (yk) + ek (3.2)

Donde los ángulos de fase en y se refieren a la referencia de fase local de la zona k. Los
componentes de yk y zk son determinadas por el nivel de solapamiento adoptado de la
siguiente manera:

yk =


yik

ybk

�
; zk = zik (3.3)

En este esquema, cada variable de estado se calcula una sola vez, dentro de su respectiva
área, teniendo en cuenta que los flujos de potencia de ĺıneas de enlace y las inyecciones
de fronteras no se pueden utilizar de forma individual en este esquema, ya que implican
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Figura 3.2: Determinación de los Subsistema en la Iteración n

variables de estado externos. Por lo tanto, zk puede incluir además, ciertas pseudo-
mediciones las cuales se obtienen mediante el procesamiento previo de mediciones de
frontera inicial. Por ejemplo, si la inyección en una barra de frontera dada, junto con
toda la potencia fluye dejando las ĺıneas de enlace incidentes, se miden, luego una
pseudo-medición que representa la inyección de potencia neta que se puede agregar a
zk. En resumen, el ámbito geográfico de cada problema local determinará el conjunto
de variables incluidas en el vector de estado y, en consecuencia, el conjunto de medidas
que pueden ser manejados a nivel local.

5. Segundo Paso coordinación centralizada: El ámbito geográfico de este paso se
determina por el nivel de solapamiento adoptado y la cantidad de información que
cada área está dispuesta a intercambiar con sus vecinos. El vector de estado en esta
etapa comprende al menos de las variables fronterizas correspondientes a las áreas A,
junto con el vector de referencia de fase u, es decir:

xk =


xb

u

�
con xb = [xb1 . . . . . . xbk . . . . . . xbA]

T (3.4)

Mientras el vector de medidas en este paso incluye dos componentes:

zc =


ŷb

zb

�
(3.5)

donde ŷb es la estimación local de xb, con ángulo de fase referenciado a las barras locales,
y representa el conjunto de medidas de borde no usadas en el paso anterior. Tenga en
cuenta que para cada componente del vector de estado xb dos o más estimaciones
pueden estar disponibles en yb, lo que aumenta la redundancia para estimar el vector
u.

zb =
⇥
zb1 . . . zbk · · · . . . zbA

⇤T
(3.6)
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6. Detección e identificación: este modulo captura las variables estimadas locales para
la detección e identificación de medidas erróneas se realizarán los siguientes pasos:

(a) Luego del proceso de estimación de cada subsistema, se determinará que test de
hipótesis se aproxima a su f.d.p calculada, de tal manera que permita verificar la
presencia de medidas erróneas de forma óptima.

(b) Si del paso anterior se detecta la presencia de medidas erróneas, para la identifi-
cación y eliminación se aplicará el residual normalizado LNR [33].

r
N
i =

|ri|
�i

p
Sii

(3.7)

3.3. Agrupación Nodal

En el ámbito de la agrupación en sistemas eléctricos de potencia (EPS), el proceso de
partición desempeña un papel crucial y tiene diversas aplicaciones relevantes. Este proceso
implica dividir el sistema en grupos o subconjuntos con el objetivo de lograr el aislamiento
controlado de componentes, facilitar la computación paralela para el análisis de sistemas
eléctricos, reducir la equivalencia dinámica y apoyar la planificación.

Según la estructura del grafo que representa el sistema, el proceso de partición se clasifica
en dos categoŕıas principales: grafo denso y grafo disperso, según se indica en [110]. En
aplicaciones como la agrupación basada en coherencia, se requiere un grafo completo en el
cual cada nodo está conectado con todos los demás nodos, lo que se conoce como un grafo
denso.

Por otro lado, los grafos dispersos se utilizan en aplicaciones de aislamiento controlado. En
este contexto, el objetivo es identificar conjuntos coherentes de generadores y definir ĺımites o
fronteras que minimicen la pérdida de carga en cada isla resultante. Un requisito fundamental
en estas aplicaciones es que los subgrafos formados deben ser contiguos, es decir, cada nodo
dentro de una isla debe estar conectado directa o indirectamente con todos los demás nodos.

Estas técnicas de partición tienen aplicaciones prácticas, como la simulación transitoria
paralela de sistemas eléctricos y los cálculos paralelos utilizados en el análisis general de
sistemas eléctricos. Sin embargo, uno de los desaf́ıos importantes en dichas aplicaciones es el
costo de comunicación, que puede limitar el rendimiento y la eficiencia del sistema distribuido.

La agrupación es una técnica utilizada para asociar elementos que comparten caracteŕısti-
cas similares. En la literatura, se han desarrollado diversas técnicas de agrupación, como K-
means, distancia eléctrica, agrupación espectral y algoritmos de agrupación jerárquica, entre
otros [53, 55, 101, 111].

En este trabajo, se propone un método de agrupación nodal basado en las medidas asocia-
das a las barras de un sistema eléctrico. El objetivo es construir regiones o áreas en el sistema
donde las medidas estén distribuidas de manera homogénea, maximizando aśı la redundancia
en cada región.
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El principio del agrupamiento nodal consiste en asignar las medidas a una barra espećıfica.
Para esto, se distinguen dos tipos de medidas: las medidas de barra (MB) y las medidas de
ĺınea (Ml). En la Figura 3.3 se muestra la disposición f́ısica de las medidas en un sistema
eléctrico de potencia, considerando un diagrama unifilar.

Figura 3.3: Diagrama Unifilar: Disposición f́ısica de las mediciones

En las mediciones MB, se subdividen en dos tipos los que se conectan directamente a la
barra del sistema que corresponden las mediciones de tensión (MV ) y las medidas de inyección
de potencia P (MP ) y potencia Q (MQ) que están conectadas entre un generador y barra o
una carga y una barra. Aśı para la barra i-esima se tiene:

MBi =

8
<

:

MV i

MPi

MQi

(3.8)

Las medidasMl, son las medidas de flujo de potencia entre un nodo i y nodo j, y la pertenencia
de la medida se determinará con la barra más cercana, bajo la siguiente consideración:

M l =

⇢
MPij 2 Bi

MQij 2 Bi
(3.9)

El total de mediciones que se asocian a la barra i se determinan como:

Mi = MBi +MLi (3.10)

En base a lo expuesto el concepto de agrupación nodal establece como métrica de control
la redundancia (R), que se calcula como la relación entre las medidas (M) y el número de
variables de estado del sistema eléctrico (N).

R =
M

N � 1
(3.11)

En cada iteración del proceso de partición se deberá computar la redundancia y compararla
entre los subsistemas.

3.4. Método Nodal de Partición

En la aplicación de la estimación distribuida del estado (DSE), el sistema eléctrico inicial
se divide en grupos, subsistemas o subáreas. En cada nivel de partición, se calcula una estima-
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ción local utilizando las medidas disponibles en cada clúster. Luego, se evalúa la estimación
global del sistema eléctrico, lo cual requiere el intercambio de información de medidas vecinas
entre los subsistemas, ya que se realiza una corrección en las fronteras.

A continuación, se presentan algunos conceptos clave necesarios para comprender la pro-
puesta desarrollada.

3.4.1. Conceptos preliminares

1. Estimación de Estado: El proceso de estimación de estado para un sistema AC, se
basa en un modelo matemático compuesto de funciones no lineales, las cuales permiten
relacionar el conjunto de medidas con las variables de estado del sistema:

z = h(x) + e (3.12)

donde:
x : vector de estado a ser estimado de tamaño 2N
z : conjunto de mediciones del sistema de tamaño M (M�2N concepto de observabili-
dad).
h : funciones no ĺıneas que relacionan las mediciones y las variables de estado (Ec. de
potencia y flujos de potencia).
e : error presente en las mediciones.

En los modelos convencionales de estimación de estado, el vector de estado se define
por el fasor de tensión [V, ✓0], y el conjunto de mediciones determinado por niveles de
tensión, inyecciones de potencia activa y reactiva, flujos de potencia activa y reactiva.
En tanto las ecuaciones no lineales que relacionan las variables del modelo son:

Pi =
NX

j=1

ViVj (Gij cos ✓ij +Bij sin ✓ij (3.13)

Qi =
NX

j=1

ViVj (Gij sin ✓ij � Bij cos ✓ij) (3.14)

Pij = ViVj (Gij cos ✓ij +Bij sin ✓ij)�GijV
2
i (3.15)

Qij = ViVj (Gij sin ✓ij � cos ✓ij)� V
2
i (Bij � bij) (3.16)

La matriz Jacobiana [H ] de las medidas según [24] del sistema eléctrico, está estructu-
rado en bloque para las variables de estado [V, ✓0] como se determina en la siguiente
ecuación:
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H =

2
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(3.17)

En el modelo de estimador, el de mı́nimos cuadrados ponderados (WLS) minimiza
la función objetivo que evalúa el error relacionado entre los valores estimados de las
mediciones y los valores reales medidos, [10].

J =
MX

1

(zi � hi(x̂))
2

�
2
i

(3.18)

Siendo:
zi � hi(bx): residual de la medida
bx: vector de estado estimado
�
2
i : varianza de la medición i

Dentro del desarrollo del modelo, se establece un proceso iterativo, que estima los
valores de las variables de estado en la k iteraciones:

xk+1 = xk +G
�1
k H

T
k W [z � h (xk)] k = 1, . . . ,m (3.19)

donde:

Hk: matriz Jacobiana evaluado en xk

Gk = H
T
k WHk matriz de ganancia

W matriz de pesos
x(k + 1) estimación en la k + 1 iteración.
Se llega a la convergencia del algoritmo cuando el valor del error residual de la función
objetivo es menor a un umbral de tolerancia, que es una métrica de control que se debe
establecer.

2. Concepto de Agrupación: En el proceso de partición del sistema, las áreas interco-
nectadas pueden presentar diferentes configuraciones f́ısicas:

(a) Áreas no solapadas, aquellas cuyas barras pertenecen a una de las áreas, el enlace
de las áreas se da mediante su sistema de transmisión, ver Figura 3.4.

Figura 2: Áreas no solapadas
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Figura 3.4: Áreas no solapadas

(b) Barras solapadas, configuración en donde las barras se encuentran contenidas en
varias áreas de la partición, ver Figura 3.5.

Figura 3.5: Barras solapadas

Figura 3: Barras solapadas

(c) Enlaces solapados, la configuración considera que el enlace entre dos barras per-
tenece a varias áreas solapadas, ver Figura 3.6.

Figura 3.6: Enlaces solapados

3.4.2. Formulación del problema

En la formulación del problema se basa en un sistema eléctrico de potencia que debe
ser dividido en áreas no solapadas, asegurando al mismo tiempo la conectividad f́ısica
de los subsistemas a través de su sistema de transmisión. Es importante destacar que
la propuesta no considera sistemas aislados, sino que busca la división del sistema en
áreas interconectadas.

Un requisito fundamental es que se debe garantizar la observabilidad del sistema en
su totalidad, aśı como de cada una de las áreas en las que se divide. En caso de
que una determinada área no sea completamente observable, se requerirá el uso de
pseudomediciones para restaurar la observabilidad. Esto implica la introducción de
medidas ficticias que permitan estimar con precisión el estado del sistema en esa área
espećıfica.
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(Ai \ Aj) = ; (3.20)

Aplicando el concepto de agrupación nodal, se determina la cantidad de medidas aso-
ciadas a cada barra, lo cual da inicio a la partición del sistema, ver Figura 3.7

Figura 3.7: # de mediciones por Barra Nodal (BN)

(a) Barras Nodales : son aquellas barras que dentro del sistema concentran la mayor
cantidad de medidas, bajo este concepto se consideran los siguientes escenarios:

i. Tener varias barras nodales BN con igual cantidad de medidas, en este esce-
nario el número de BN establece el numero de áreas en las cuales se dividirá
el sistema.

BNk = máx(#M) (3.21)

ii. Tener una única barra nodal, implica que el proceso de estimación corresponde
a una estimación centralizada, para este caso se debe considerar a las siguientes
barras que contengan un menor número de medidas, y se aplica el mismo
criterio del literal anterior. Esta jerarquización identifica a las barras nodales
que tienen igual número de medidas, las barras nodales únicas se incluyen en
la partición mediante la redundancia nodal. ver Figura 3.8

Figura 3.8: Nivel de Jerarqúıa de la Barra Nodal

41



iii. Otro criterio que se puede aplicar como estrategia consiste en establecer una
cantidad mı́nima de mediciones por barra, la división de subsistemas estará
en función del número de barras que estén dentro de este umbral, en este caso
las cantidades de medidas de cada barra nodal no necesariamente son iguales.

BNk � #M (3.22)

(b) Enlace de nodos : Determinadas las BN, se construyen las áreas, para lo cual se debe
enlazar las barras adyacentes que se encuentren conectadas mediante el sistema
de transmisión, los subsistemas en cada iteración crecen de manera radial, ver
Figura 3.9. El sistema se extenderá a través de las ĺıneas entre los nodos y en cada
iteración el número de barras se incrementa.

Figura 3.9: Proceso de construcción de los subsistemas

(c) Criterio de solapamiento: En la metodoloǵıa propuesta la expansión de las áreas
puede producir solapamiento, lo cual provoca que una barra pueda estar localizada
en más de dos áreas, esto debido a la conexión f́ısica que se da entre los elementos a
través del sistema de transmisión Tx. Para determinar a que área corresponde una
barra solapada, se aplica el criterio de minimización de error de redundancia, el
cual posiciona la barra solapada en una de las áreas, ver Figura 3.10. Es necesario
calcular las redundancias de las áreas solapadas y se verifica que caso minimiza
el error de redundancia. Este proceso permite emplazar la barra solapada en una
de las áreas, determinando los valores de redundancia entre áreas sea lo más ho-
mogéneo posible.
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mı́n eR = RAi �RAj

s.t. e
k
R  eK+1

R
(3.23)

Figura 3.10: Proceso de solapamiento de barras en los Subsitemas

El algoritmo de partición de un sistema eléctrico finaliza cuando no se encuentran
más barras para asignar a las áreas en las que el sistema se dividió, ver Figura 3.11.
Después de la etapa de partición, las condiciones que se deben cumplir para el proceso
de estimación distribuida son:

BNi 2 Ai (3.24)

Bi 2 Ai (3.25)

ni =
X

Ai

nk (3.26)

En la Figura 3.12, se describe el proceso de estimación distribuida, en el cual cada
subsistema aplica una estimación local, y en la construcción de la información, se ha-
ce una corrección de la estimación global en base a la información de sus fronteras,
permitiendo obtener los valores estimados de sus variables de estado [V, ✓0] de todo el
sistema.

En la reconstrucción del sistema eléctrico para calcular la estimación global se compara
MSE de los valores estimados con una tolerancia de control, si el error está dentro de
esta umbral, el proceso termina y se presentan los resultados.
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Figura 3.11: Generación de los Subsistemas Caso IEEE14 barras

Figura 3.12: Proceso de un Estimador de Estado Distribuido DSE

3.5. Detección e Identificación de mediciones erróneas

Dentro del proceso de estimación de estado, es crucial contar con un sistema confiable
para capturar información. En los sistemas eléctricos, los sistemas SCADA son ampliamente
utilizados para este propósito. Sin embargo, con los avances tecnológicos, ahora es posible
utilizar sistemas de medición basados en GPS, como los PMU, que ofrecen tiempos de pro-
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cesamiento más rápidos.

Una vez que se ha ejecutado el estimador y se ha obtenido una estimación de las variables
de estado, es importante identificar la presencia de mediciones erradas. Esto se puede lograr
eliminando las mediciones erróneas o utilizando pseudomediciones basadas en información
histórica o promedios. Una técnica comúnmente utilizada en la literatura es la prueba del
chi cuadrado, que permite detectar mediciones anómalas o erradas desde una perspectiva
estad́ıstica. Esta técnica se basa en los grados de libertad del sistema y ha sido abordada en
trabajos de investigación previos [33, 86].

La prueba del chi cuadrado se utiliza para comparar las frecuencias observadas y esperadas
en diferentes categoŕıas y determinar si existe una discrepancia significativa. Si se detecta una
discrepancia importante, se puede inferir la presencia de mediciones erradas en el sistema.

Es importante destacar que la prueba del chi cuadrado es una herramienta estad́ıstica
que proporciona una visión objetiva de la presencia de mediciones erradas en función de su
desviación con respecto al modelo teórico. Sin embargo, su aplicación precisa puede variar
dependiendo del contexto y las caracteŕısticas espećıficas del sistema eléctrico de potencia,
[79]. El procedimiento general de la prueba del chi cuadrado en sistemas eléctricos de potencia
implica los siguientes pasos:

1. Definir la hipótesis nula (H0): Se establece una distribución de probabilidad teórica
esperada para las mediciones, asumiendo que las mediciones se ajustan a esta distribu-
ción.

2. Calcular las frecuencias esperadas: Se determina la frecuencia esperada para cada ca-
tegoŕıa o intervalo de valores en función de la distribución teórica y el número de
mediciones.

�
2
calc =

X (f0 � fe)
2

fe
(3.27)

3. Calcular la estad́ıstica de prueba chi cuadrado: Se calcula la estad́ıstica de prueba chi
cuadrado, que representa la diferencia entre las frecuencias observadas y las frecuencias
esperadas ponderadas por el número de mediciones.

4. Determinar el valor cŕıtico: Se compara la estad́ıstica de prueba con un valor cŕıtico
de la distribución chi cuadrado, correspondiente al nivel de significancia deseado y los
grados de libertad del sistema.

5. Tomar una decisión: Si la estad́ıstica de prueba es mayor que el valor cŕıtico, se rechaza
la hipótesis nula y se concluye que las mediciones no se ajustan a la distribución teórica
esperada. En este caso, se puede inferir la presencia de mediciones erradas o anómalas.
En cambio, si la estad́ıstica de prueba es menor que el valor cŕıtico, se acepta la hipótesis
nula y se considera que las mediciones se ajustan a la distribución teórica.

En un escenario ideal, donde el modelo del sistema es correcto y las mediciones son
exactas, la estimación de los datos del vector de estado seŕıa confiable y no requeriŕıa un
proceso adicional de detección y eliminación de errores.
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Sin embargo, en la práctica, es común encontrar mediciones que contienen errores o ano-
maĺıas significativas. Estos errores pueden ser causados por diversos factores, como problemas
en los equipos de medición, interferencias externas o problemas de comunicación. Por lo tan-
to, es necesario implementar técnicas de detección y eliminación de errores para garantizar
la integridad y confiabilidad de los datos estimados.

En otro contexto el error estimado êj = (zj � ẑj) es una variable aleatoria Gaussina con
media cero, lo cual permite evaluar su varianza mediante la ecuación:

êê
T = (z � ẑ)(z � ẑ)T (3.28)

El resultado da una matriz cuadrada que corresponde el valor estimado de R, que repre-
senta la matriz de la varianza de las mediciones:

eeT =

2

664

e1

e2

e3

e4

3

775
⇥
e1 e2 e3 e4

⇤
=

2

664

e
2
1 e1e2 e1ej e1en

e2e1 e
2
2 e2ej e2en

eie1 eie2 e
2
j eien

ene1 ene2 enej e
2
n

3

775 (3.29)

Calculando el valor esperado tenemos que:

E
⇥
êT
⇤
=
⇥
I�HG�1HTR�1

⇤
E
⇥
eeT

⇤ ⇥
I�R�1HGG�1HT

⇤
(3.30)

Siendo E
⇥
eeT

⇤
= R, y multiplicando R por

⇥
I�R�1HG�1HT

⇤
, la ecuación (3.30) se

reduce a:
E
⇥
êêT

⇤
=
⇥
I�HG�1HTR�1

⇤ ⇥
R�HG�1HT

⇤
(3.31)

Lo cual reduce

E
⇥
êêT

⇤
=
⇥
I�HGG�1HTR�1

⇤
R = R�HG�1HT (3.32)

Tomado los elementos diagonales podemos escribir:

E
⇥
ê
2
j

⇤
= E

⇥
(zj � ẑj)

2⇤ = R
0
jj (3.33)

La Ecuación (3.33) es el valor de la varianza de êj de le medición j, en tanto matriz R
y R0 representan la matriz de covarianza, por lo tanto y debido a que el error verdadero se
desconoce podemos aplicar el error estimado y reemplazar en la función objetivo:

f̂ =
NmX

j=1

wj ê
2
j =

NmX

j=1

ê
2
j

�
2
j

=
NmX

j=1

(zj � ẑj)
2

�
2
j

(3.34)

Siendo Nm el número de mediciones y wj = 1
�2 , aplicando la matriz de covarainza R0 y

ejecutando el desarrollo matemático presentado en [24], podemos escribir la expresión como:

E[f̂ ] =
NmX

j=1

E

"
(zj � ẑj)

2

�
2
j

#
= Nm �Ns (3.35)
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Como el error estimado sigue una distribución gaussiana debido al comportamiento es-
tad́ıstico del modelo. Se compara el valor calculado del chi-cuadrado con un umbral predefi-
nido de la función objetivo.

Si este valor es menor o igual al umbral establecido, se aceptan los datos estimados. Caso
contrario, se considera la presencia de mediciones erróneas en el sistema.

f̂ < �
2
k,↵ (3.36)

Si el valor calculado del chi-cuadrado supera el umbral establecido, se procede a identificar
y eliminar el error en las mediciones calculando el error de cada medición en relación con la
estimación actual del vector de estado del sistema.

Identificado el error en las mediciones, se realiza la corrección correspondiente para eli-
minar el impacto de las mediciones erróneas. A continuación, se vuelve a estimar el vector
de estado del sistema utilizando las mediciones corregidas.

Este proceso de identificación y eliminación de errores se repite iterativamente hasta que
el valor calculado del chi-cuadrado cumpla con el umbral establecido, lo que indica que las
mediciones estimadas son aceptables y se ha logrado una estimación confiable del vector de
estado del sistema.

zj � ẑjp
R

0
jj

(3.37)

3.6. Comentarios Finales

El diseño del método se fundamenta en la identificación de las barras con mayor cantidad
de mediciones asociadas, lo cual establece el concepto nodal y sirve como punto de partida
para el algoritmo de partición. La determinación y configuración de los subsistemas se logra
mediante una expansión de barras que se interconectan a través de su sistema de transmisión
en cada etapa del proceso.

Es importante resaltar que el método no genera conflictos de pertenencia entre barras
vecinas, lo que simplifica el cálculo de la redundancia local en cada fase de la partición. La
simplicidad del proceso asegura que esta métrica sea lo más homogénea posible. Sin embargo,
es necesario tener en cuenta que esta condición de homogeneidad no se cumple necesariamente
en la distribución de elementos y mediciones en cada subsistema, y esto se verifica mediante
simulaciones.

Para validar los resultados de estimación se aplica la prueba del chi-cuadrado, para lo
cual se considera los mismos subsistemas, es decir localmente se identifica y elimina el error,
debiendo considerar que al eliminar una medición errónea implica que el sistema puede aunque
no necesariamente cambiar su configuración si esta no es cambiada por otra medida dentro
de su subsistema.
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Caṕıtulo 4

Análisis de los Resultados

4.1. Datos de Simulación

El algoritmo de estimación de estado, tanto en su versión centralizada como distribuida,
ha sido implementado en un ordenador monoprocesador convencional. En este caso, se utilizó
un ordenador con un procesador Intel i7 con una velocidad de reloj de 3.40 GHz y 4 GB de
memoria RAM.

Para evaluar el rendimiento y la efectividad del método propuesto de partición mediante
agrupación nodal, se realizó una prueba utilizando el sistema de la IEEE 14 barras. Este sis-
tema es ampliamente utilizado en la literatura como un caso de estudio de tamaño moderado
para probar algoritmos de estimación de estado.

Además, con el objetivo de analizar la confiabilidad del método y su aplicabilidad en
escenarios con grandes volúmenes de información, se evaluó en el sistema de la IEEE 118
barras. Este sistema es más complejo y cuenta con un mayor número de barras, lo que
representa un desaf́ıo adicional para el algoritmo de partición y estimación de estado.

Estos casos de estudio permitieron analizar y verificar el desempeño del método propuesto
en diferentes configuraciones de sistemas eléctricos de potencia. Los resultados obtenidos en
estas pruebas proporcionan una base para evaluar la viabilidad y la escalabilidad del algoritmo
en sistemas más grandes y complejos.

En las simulaciones desarrolladas, se utilizó el algoritmo de estimación de estado en co-
rriente alterna (AC) propuesto en el art́ıculo [10]. Este algoritmo, basado en el enfoque
heuŕıstico observable, fue empleado para llevar a cabo la estimación de estado en los casos
de prueba.

Para ejecutar la estimación de estado, se utilizó el paquete MATPOWER, una herramien-
ta ampliamente utilizada en la comunidad de sistemas eléctricos de potencia. MATPOWER
proporciona una implementación eficiente y robusta de algoritmos para el análisis y la simu-
lación de sistemas eléctricos de potencia. Especificamente, se utilizó la plataforma MATLAB,
que es compatible con el paquete MATPOWER, para llevar a cabo la estimación de estado
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en las simulaciones.

La elección de esta combinación de algoritmo y herramientas fue con el objetivo de ga-
rantizar una estimación de estado precisa y confiable, utilizando métodos establecidos y bien
validados en la literatura técnica. Al emplear el paquete MATPOWER en MATLAB, se apro-
vechó su amplia funcionalidad y facilidad de uso para realizar las simulaciones de manera
eficiente y efectiva.

Para evaluar la eficiencia del método de partición propuesto, se lleva a cabo una estimación
distribuida en la cual se consideran dos métricas importantes: el tiempo de procesamiento y
el error cuadrático medio de los estados estimados (MSE).

El tiempo de procesamiento es una medida de la velocidad y eficiencia del algoritmo de
estimación de estado. Se registra el tiempo que tarda el algoritmo en realizar la estimación
distribuida para cada subsistema o subárea. Esto permite evaluar el rendimiento del método
en términos de velocidad de procesamiento y su capacidad para manejar grandes volúmenes
de datos.

El error cuadrático medio (MSE) es una medida de la precisión de la estimación de estado.
Se calcula la diferencia cuadrática promedio entre los valores reales de los estados del sistema
y los valores estimados por el algoritmo. Un MSE más bajo indica una estimación más precisa
y cercana a los valores reales del sistema.

Al evaluar el método de partición mediante la estimación distribuida, se busca encontrar
un equilibrio entre un tiempo de procesamiento razonable y un bajo MSE. Esto implica que
el algoritmo debe ser capaz de realizar la estimación de estado de manera eficiente y rápida,
sin comprometer la precisión de los resultados.

La evaluación de estas métricas permitirá determinar la eficiencia y la calidad de la
estimación distribuida basada en el método de partición propuesto, brindando información
valiosa para la toma de decisiones en la gestión de sistemas eléctricos de potencia.

MSE =
nX

1

(xi � bxi)
2

n
(4.1)

Los errores de medición utilizados en las simulaciones se generan mediante la adición de
un componente aleatorio al flujo de carga del sistema. En nuestros casos, asumimos que estos
errores siguen una distribución gaussiana independiente e idénticamente distribuida (i.i.d.).

En la Tabla 4.1 se muestran los valores de la varianza de las medidas utilizadas en las
simulaciones. La varianza es una medida de dispersión que indica cuánto vaŕıan los valores
de las mediciones alrededor de su valor promedio. En el contexto de los errores de medición,
una varianza más alta implica una mayor incertidumbre en las mediciones y, por lo tanto,
puede tener un impacto en la precisión de la estimación de estado.

Es importante destacar que estos valores de varianza son espećıficos de las simulaciones
realizadas y pueden variar según el sistema eléctrico de potencia y las caracteŕısticas de
las mediciones reales. Estos valores se utilizan como parámetros para generar los errores de
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medición en las simulaciones y permiten evaluar el desempeño del algoritmo de estimación
de estado en condiciones de incertidumbre.

Tabla 4.1: Varianza del sistema de medición

Type of Measure Variable Values
Voltage �

2
V 0.01

Power Injection Pi + jQi �
2
I 0.15

Power Injection Pij + jQij �
2
F 0.2

4.2. Validación del Modelo

En el proceso de simulación, es crucial validar el modelo de partición propuesto. Para
ello, se realizaron simulaciones utilizando dos sistemas eléctricos de referencia ampliamente
utilizados en la literatura: el sistema de la IEEE 14 barras y el sistema de la IEEE 118 barras.

En primer lugar, se simuló un flujo de potencia en el sistema de la IEEE 14 barras para
determinar las mediciones del sistema. Estas mediciones se utilizaron como entrada para el
algoritmo de partición y estimación de estado.

Posteriormente, se aplicó el modelo de partición propuesto en el sistema de la IEEE 14
barras, dividiendo el sistema en áreas o regiones no solapadas. Este proceso permitió obtener
estimaciones locales de las variables de estado en cada área.

Además, se evaluó la aplicación del método de partición en un sistema más grande, como
el sistema de la IEEE 118 barras. Se siguió el mismo procedimiento, simulando un flujo de
potencia en el sistema para obtener las mediciones y luego aplicando el algoritmo de partición
para obtener estimaciones locales de las variables de estado.

Estas simulaciones en sistemas de referencia permitieron verificar la validez y eficacia
del modelo de partición propuesto en diferentes escalas, desde sistemas más pequeños hasta
sistemas más grandes y complejos.

4.2.1. Simulaciones en el sistema IEEE 14 Barras

En el sistema de IEEE 14 barras, se evaluaron cuatro escenarios diferentes, los cuales se
seleccionaron en función del número de mediciones disponibles. Cada escenario representa
una distribución de mediciones en el sistema y se generó de manera aleatoria, asegurando la
observabilidad del sistema en cada caso.

La Figura 4.1 muestra el sistema de IEEE 14 barras utilizado en estas simulaciones,
[112], donde se representan las barras y las ĺıneas que las conectan. Cada barra del sistema
tiene asociadas diferentes mediciones, como voltajes, corrientes y flujo de potencia, que son
utilizadas en el proceso de estimación de estado.
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Los cuatro escenarios evaluados en este sistema se diferencian por el número de mediciones
disponibles. Estos escenarios permiten analizar y comparar el desempeño del algoritmo de
partición y estimación de estado en diferentes condiciones, desde escenarios con un número
reducido de mediciones hasta escenarios con un mayor número de mediciones disponibles.

La distribución aleatoria de las mediciones en cada caso garantiza la observabilidad del
sistema, lo que significa que se tienen suficientes mediciones para estimar de manera confiable
el estado del sistema eléctrico. Esta distribución aleatoria permite simular diferentes situa-
ciones en las que las mediciones pueden estar disponibles en diferentes barras y en diferentes
cantidades, lo que refleja la variabilidad y complejidad de los sistemas eléctricos reales.

Figura 4.1: Caso Estudio Sistema Eléctrico IEEE 14, extraido de [111]

En las Tablas 4.2, 4.3, 4.4 y 4.5 se muestran los resultados del proceso de partición del
sistema IEEE 14 barras para cada uno de los casos simulados. Estas tablas presentan la
configuración de los subsistemas y su respectiva redundancia local.

El proceso de partición se basa en determinar cómo se agrupan las barras del sistema
en subsistemas, de manera que se maximice la redundancia local en cada subsistema. La
redundancia local se refiere a la presencia de mediciones en un subsistema que proporcionan
información redundante sobre las variables de estado estimadas en ese subsistema.

En cada tabla, se presenta la configuración de los subsistemas y se indica qué barras
pertenecen a cada subsistema. Además, se muestra la redundancia local de cada subsistema,
que se calcula como la proporción de mediciones redundantes en relación con el número total
de mediciones en el subsistema.

Estos resultados son importantes para evaluar el desempeño del algoritmo de partición
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y determinar cómo se distribuyen las mediciones en los subsistemas. Una mayor redundan-
cia local indica una distribución efectiva de las mediciones, lo cual es beneficioso para la
estimación de estado.

Es importante destacar que los resultados presentados en estas tablas son espećıficos
para el sistema IEEE 14 barras y los casos simulados. En otros sistemas o casos de estudio,
los resultados pueden variar dependiendo de la configuración y caracteŕısticas del sistema
eléctrico.

Tabla 4.2: Resultados: partición del sistema eléctrico IEEE 14 barras con 82 mediciones

Área BN Barra Redundancia Medidas/Área
1 2 1� 2� 3 4.2 21
2 4 4� 5� 7� 8� 9� 10� 14 3 39
3 6 6� 11� 12� 13 3.14 22

Tabla 4.3: Resultados: partición del sistema eléctrico IEEE 14 barras con 60 mediciones

Área BN Barra Redundancia Medidas/Área
1 2 1� 2� 3 2.6 13
2 4 4� 5� 7� 8� 9� 10 2.36 26
3 6 6� 11� 12� 13� 14 2.33 21

Tabla 4.4: Resultados: partición del sistema eléctrico IEEE 14 barras con 55 mediciones

Área BN Barra Redundancia Medidas/Área
1 1 1� 2� 3� 4� 5� 7� 8� 9 2.13 32
2 6 6� 10� 11� 12� 13� 14 2.09 23

Tabla 4.5: Resultados: partición del sistema eléctrico IEEE 14 barras con 49 mediciones

Área BN Barra Redundancia Medidas/Área
1 1 1� 2� 3� 4� 5� 7� 8� 9� 10 1.8824 32
2 6 6� 11� 12� 13� 14 1.8889 17

Puedes encontrar las configuraciones f́ısicas de cada caso considerado en la figura 4.2,
la cual muestra visualmente la distribución de las barras y la forma en que se agrupan en
subsistemas.

Es evidente que la configuración f́ısica vaŕıa cuando el número de medidas del sistema de
medición cambia. Esta modificación implica que las barras nodales (BN) no son las mismas
para cada caso simulado. Aunque el número de subsistemas en los que se divide el sistema
sigue siendo el mismo, como se puede observar en los casos de 82 y 60 mediciones, hay una va-
riación en la ubicación de las BN. Esto indica que la distribución de las medidas y la ubicación
de los subsistemas pueden ser diferentes según la cantidad de mediciones disponibles.

En la Tabla 4.6 se muestran los resultados del error cuadrático medio (MSE) y el tiempo
de procesamiento para cada una de las simulaciones realizadas. El análisis de estos resultados
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Figura 4.2: Partición del Sistema Eléctrico IEEE 14 Barras

revela que un aumento en el número de mediciones conduce a una mejora y reducción en
el valor del MSE de las estimaciones. Esto se logra aplicando el método de partición nodal
propuesto en el proceso de estimación distribuida.

Tabla 4.6: Comparación del tiempo de procesamiento entre estimación distribuida y estima-
ción centralizada

Tiempo [s]
Medidas Área MSE Distribuido Centralizado

82 3 0,0087% 1.16 5.54
60 3 0,0367% 0.78 3.44
55 2 0,0734% 1.03 3.17
49 2 0,0923% 0.77 2.78

En relación al tiempo de procesamiento, se observa que para cada caso analizado en el
sistema IEEE 14 barras, no hay una diferencia significativa en comparación con la estimación
centralizada. Este análisis se puede observar en la Figura 4.3.
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Figura 4.3: Tiempo de procesamiento Distribuido vs Centralizado

La Figura 4.4 presenta el grafo de partición del sistema IEEE14 barras para un caso con
82 mediciones. Estas mediciones se distribuyen en 14 medidas de tensión, 14 medidas de
inyección Pi + jQi, y 20 medidas de flujo de potencia Pij + jQij. En esta partición se crean
tres subsistemas, y se localizan las BN’s en las barras 2, 4 y 6 del sistema

Figura 4.4: Caso estudio Sistema eléctrico IEEE 14 barras-82 mediciones, dividido en 3 sub-
sistemas.

4.2.2. Simulaciones en el sistema IEEE 118 Barras

En la extensión de la aplicación del método de partición en las simulaciones de grandes
sistemas eléctricos, se utilizó el sistema eléctrico de la IEEE118 barras como modelo. Como
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punto de referencia, se consideró el método aplicado en los estudios [3, 6, 103], donde se
propone una partición en tres áreas utilizando las barras 25, 66 y 69 como barras de referencia
para las estimaciones locales.

Para la distribución de las medidas, se tomó como referencia los datos del caso desarrollado
en [83], que incluye un sistema de 441 mediciones. Estas mediciones se distribuyen en 134
medidas de flujo de potencia Pij + jQij, 56 medidas de inyecciones de potencia Pi + jQi, y 61
medidas de tensión.

La Figura 4.5 muestra el diagrama del sistema eléctrico de potencia de la IEEE118 barras,
[113] .

En el proceso de partición del sistema IEEE118 barras, se identificaron diferentes jerar-
qúıas basadas en el número de mediciones en cada barra. La primera jerarqúıa incluye las
barras nodales con un total de nueve mediciones, que en nuestro caso corresponden a las
barras 80 y 100 del sistema. A medida que se avanza en la jerarquización, se consideran las
barras nodales con ocho mediciones por barra, que se localizan en las barras 8, 49 y 70.
Además, se incluyó una tercera jerarqúıa para las barras nodales con siete mediciones, que
se encuentran en las barras 40, 69 y 92.

No se evaluaron jerarqúıas inferiores en nuestras simulaciones, ya que la distribución de
mediciones en esos casos implicaba la presencia de más de dos BN continuos en el sistema, lo
que imped́ıa la partición del sistema. En los tres escenarios analizados, debido al número de
mediciones por barra, tanto la configuración del sistema como las barras nodales se modifican.
Es importante tener en cuenta que estas barras nodales actuarán como barras de referencia
local en sus respectivos subsistemas durante el proceso de estimación distribuida.

La distribución y el número de mediciones en cada barra del sistema se muestran en la
Figura 4.6. Estas mediciones se utilizarán en el proceso de partición y estimación de estado
distribuido en el caso base, aśı como en los escenarios propuestos, utilizando el concepto de
barra nodal y teniendo en cuenta el proceso de jerarquización mencionado anteriormente.

La Tabla 4.7 muestra los resultados del proceso de partición nodal del sistema IEEE
118 barras, utilizando la metodoloǵıa propuesta. En la tabla se detalla el número de áreas
resultantes, el número de buses en cada sistema y el número de medidas en cada sistema.

Tabla 4.7: Partición Nodal Sistemas IEEE118 Barras: Caso Base

Mediciones
Área BN No Barras por Barra por Área
1 25 36 3 134
2 66 34 3 126
3 69 48 7 181

La Figura 4.7 muestra las particiones del sistema del caso base considerado en la literatura
para el sistema IEEE 118 barras. En la figura se pueden observar las diferentes áreas resul-
tantes de la partición, identificadas por diferentes colores, y las barras nodales de referencia
en cada área.
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Figura 4.5: Case estudio para grandes Sistemas Eléctricos de Potencia Sistema IEEE118
Barras, extraido de [112]
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Figura 4.6: Distribución de mediciones por barra en el Sistema IEEE118 Barras

Figura 4.7: Sistema eléctrico IEEE118: caso base desarrollado en [107]

En la Tabla 4.8 se presentan los resultados considerando la jerarquización de 9 mediciones
en las barras nodales. En la tabla se muestran los detalles de la partición, incluyendo el número
de áreas, el número de buses en cada área y el número de medidas en cada área.

Por otro lado, en la Figura 4.8 se puede observar la configuración de los subsistemas y su
distribución f́ısica para este caso de partición de dos áreas. En la figura se muestra cómo se
agrupan las barras nodales y cómo se distribuyen en las dos áreas resultantes.

En la Tabla 4.9 se presentan los resultados de la partición nodal considerando la jerar-
quización de 8 mediciones en las barras nodales. En la tabla se detallan el número de áreas,
el número de buses en cada área y el número de medidas en cada área.
Asimismo, en la Figura 4.9 se muestra la distribución f́ısica de los elementos en este caso de
partición con dos áreas. La figura ilustra cómo se agrupan las barras nodales y su distribución
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Tabla 4.8: Partición Nodal Sistemas IEEE118 Barras: Caso BN9-2Areas

Mediciones
Área BN No Barras por Barra por Área
1 80 92 9 355
2 100 26 9 86

Figura 4.8: Sistema eléctrico IEEE118: caso BN9

Tabla 4.9: Partición Nodal Sistemas IEEE118 Barras: Caso BN8-3Areas

Mediciones
Área BN No Barras por Barra por Área
1 25 36 3 134
2 66 34 3 126
3 69 48 7 181

en las dos áreas resultantes.

En la Tabla 4.10, por otro lado, se presentan los resultados de la partición nodal consi-
derando la jerarquización de 7 mediciones en las barras nodales. La tabla proporciona infor-
mación sobre el número de áreas, el número de buses en cada área y el número de medidas
en cada área.

Finalmente, en la Figura 4.10 se muestra la distribución f́ısica de los elementos en este
caso de partición con tres áreas. La figura representa cómo se agrupan las barras nodales y
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Figura 4.9: Sistema eléctrico IEEE118: caso BN8

Tabla 4.10: Partición Nodal Sistemas IEEE118 Barras: Caso BN7-3Areas

Mediciones
Área BN No Barras por Barra por Área
1 25 36 3 134
2 66 34 3 126
3 69 48 7 181

su distribución en las tres áreas resultantes.

En la Figura 4.11 se muestra la distribución de barras del sistema después de aplicar
la metodoloǵıa propuesta en el caso de partición con jerarquización de 9 mediciones en las
barras nodales. Esta figura permite visualizar cómo se distribuyen las barras en el sistema
eléctrico.

En la Figura 4.12 se presenta la redundancia en cada área resultante de la partición. La
redundancia se refiere al número de mediciones redundantes disponibles en cada área y es
una métrica importante para evaluar la calidad de la partición. En este caso, se busca que la
redundancia sea lo más homogénea posible en todas las áreas.

En la Figura 4.13 se muestra el número de mediciones por área en el caso de partición
con jerarquización de 7 mediciones en las barras nodales. Esta figura proporciona información
sobre la distribución de las mediciones en cada área y permite verificar si existe un equilibrio
en la asignación de mediciones entre las áreas resultantes.
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Figura 4.10: Sistema eléctrico IEEE118: caso BN7

Figura 4.11: Barra Nodal 9 mediciones

En conjunto, estas figuras ofrecen una visión general de la distribución de barras, la re-
dundancia y el número de mediciones por área en los casos en los que se aplicó la metodoloǵıa
propuesta, lo cual es relevante para evaluar la calidad de la partición y la distribución de las
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Figura 4.12: Barra Nodal 8 mediciones

Figura 4.13: Barra Nodal 7 mediciones

mediciones en el sistema.

En la Tabla 4.11 se presentan los resultados del error cuadrático medio (MSE) en los
diferentes casos simulados: Caso Base, BN9, BN8 y BN7. Estos valores permiten evaluar la
calidad de las estimaciones obtenidas en cada caso.
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Tabla 4.11: Error cuadrático medio (MSE) y el tiempo de procesamiento en los casos evalua-
dos.

Caso CB-3 BN9-2 BN8-3 BN7-3
MSE 0,6149⇥ 10�4 0,28⇥ 10�5 0,3603⇥ 10�4 0,3447⇥ 10�4

Tiempo (mı́n) 3.667 18.937 10.674 4.645

Se puede observar que en los casos de BN9, BN8 y BN7, hay una reducción en el valor del
MSE en comparación con el Caso Base. Esto indica que la estimación distribuida utilizando
el método de partición propuesto ha mejorado la precisión de los resultados en términos de
ajuste a los datos observados.

Sin embargo, es importante destacar que los tiempos de procesamiento en los escenarios
de BN9 y BN8 son mayores en comparación con el Caso Base. Esto se debe a que el proceso de
partición propuesto busca obtener una redundancia homogénea entre las áreas, lo cual implica
la convergencia de subsistemas más grandes en el proceso de estimación. Como resultado, se
requiere más tiempo para alcanzar la convergencia numérica en la estimación de estado.

En resumen, los resultados de la tabla indican una mejora en la precisión de las estima-
ciones (menor MSE) al aplicar el método de partición propuesto, pero a costa de un mayor
tiempo de procesamiento debido a la convergencia de subsistemas más grandes. Esto resalta
la importancia de encontrar un equilibrio entre la precisión y la eficiencia computacional al
aplicar técnicas de estimación distribuida en sistemas eléctricos de potencia.

Al comparar los tiempos de procesamiento, se observa que el Caso Base tiene un tiempo
menor en comparación con los casos de BN8 y BN9. Sin embargo, al analizar el caso BN7,
se observa una reducción considerable en el tiempo de procesamiento. Esta diferencia en los
tiempos se debe a la distribución de las medidas en los subsistemas.

En el Caso Base y en BN7, la partición del sistema resulta en tres áreas, lo que conduce
a una distribución más homogénea de las medidas entre los subsistemas. Esto permite que
los cálculos numéricos se realicen de manera más eficiente y rápida.

Por otro lado, en los casos de BN8 y BN9, la partición implica tres y dos áreas respec-
tivamente, lo que resulta en una distribución menos homogénea de las medidas entre los
subsistemas. Esta distribución desigual puede llevar a un mayor tiempo de procesamiento, ya
que se requiere un mayor número de iteraciones para lograr la convergencia en la estimación
de estado.

Es importante tener en cuenta que los cálculos numéricos en la estimación de estado
involucran operaciones matriciales, y el aumento en el tamaño del sistema resultará en un
mayor tiempo de procesamiento. Por lo tanto, la distribución de las medidas en los subsiste-
mas puede tener un impacto significativo en el rendimiento computacional de la estimación
distribuida.

En resumen, la distribución más homogénea de las medidas en el Caso Base y BN7
resulta en tiempos de procesamiento más bajos, mientras que en los casos de BN8 y BN9,
donde la distribución de las medidas es menos homogénea, los tiempos de procesamiento son
mayores, Figura 4.14. Es esencial considerar tanto la precisión de las estimaciones como la

62



eficiencia computacional al seleccionar la partición y distribución de medidas en un sistema
de estimación de estado distribuido

Figura 4.14: Tiempo de Procesamiento vs MSE en IEEE 118 Barras

En la Figura 4.15 se muestra el perfil de tensión de cada barra del sistema, evaluado
tanto en una estimación centralizada como en una estimación distribuida. Se presentan los
resultados para el Caso Base, aśı como para los casos en los que se aplicó la redundancia
nodal.

Figura 4.15: Perfil de Tensión de los casos simulados

En el perfil de tensión obtenido mediante la estimación centralizada, se puede observar
una distribución uniforme de los valores de tensión en todas las barras del sistema. Esto indica
que la estimación centralizada logra mantener un equilibrio en la asignación de tensiones en
todo el sistema eléctrico.

En cuanto a la estimación distribuida, se observan algunas variaciones en los perfiles de
tensión de las barras. Estas variaciones pueden atribuirse a las diferencias en la configuración
de los subsistemas y la distribución de las medidas en cada caso.

En el Caso Base, donde se aplicó la partición en tres áreas homogéneas, se obtiene un
perfil de tensión bastante similar al de la estimación centralizada, lo que indica una buena
aproximación de los resultados.
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En los casos de redundancia nodal, como BN8 y BN9, se observan algunas variaciones más
pronunciadas en los perfiles de tensión de algunas barras. Esto puede deberse a la distribución
menos homogénea de las medidas en los subsistemas, lo que puede afectar la precisión de la
estimación en esas áreas espećıficas.

Es importante destacar que, a pesar de las variaciones en los perfiles de tensión, los
resultados de la estimación distribuida aún son aceptables y cumplen con los requisitos de
operación del sistema eléctrico.

La comparación de los perfiles de tensión entre la estimación centralizada y la estimación
distribuida muestra que, en general, la estimación distribuida logra aproximarse a los resul-
tados de la estimación centralizada. Sin embargo, pueden existir variaciones en los perfiles
de tensión debido a la configuración de los subsistemas y la distribución de las medidas en
cada caso espećıfico.

En un Estimador de Estado Distribuido (DSE), los procesos numéricos se pueden reducir
gracias al uso de conjuntos de datos distribuidos en clústeres. En contraste, en un proceso
centralizado, la gestión de la información se realiza para todo el sistema, lo que puede requerir
un mayor esfuerzo de recursos en el cálculo numérico.

En el contexto de los procesos de simulación, considerando el modelo centralizado como
caso base, se puede observar en la Figura 4.16 la distribución f́ısica del sistema y el número
de particiones en cada caso analizado.

Figura 4.16: Distribución f́ısica de las Barras en el Proceso de partición de los casos de
estudios

En el caso base, se muestra la configuración original del sistema eléctrico de potencia sin
aplicar particiones. En este caso, todas las barras se consideran en una sola partición, lo que
implica un enfoque centralizado en la estimación de estado.

En los casos de estimador distribuido, se aplican particiones para dividir el sistema en
áreas más pequeñas. Cada partición representa un subsistema que puede ser estimado de
manera independiente. En la figura se muestra la distribución f́ısica del sistema y se resaltan
las particiones con diferentes colores, lo que indica la separación de las áreas.

En cada caso, se observa un número diferente de particiones, lo que implica una distri-
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bución distinta de la carga computacional entre los subsistemas. Esto permite una mayor
eficiencia en los procesos numéricos, ya que cada partición puede ser procesada de forma
paralela, lo que reduce el tiempo de cálculo total.

En la simulación se realizó un flujo de potencia en el sistema IEEE118, y se evaluó el error
entre los valores estimados y los valores reales. En la Tabla 4.12 se puede observar que, en
comparación con el Caso Base, los casos simulados BN9 y BN7 presentan errores menores. La

Tabla 4.12: Error Cuadrático del vector de estado (V ,✓)

CD-3 Áreas BN9-2 Areas BN8-3Areas BN7-3 Areas

0.004918 0.001950 0.005453 0.003812

Tabla 4.12 muestra los valores del error cuadrático medio (MSE) para cada caso analizado.
En los casos BN9 y BN7, se observa una reducción significativa en el MSE en comparación
con el Caso Base, lo que indica una mejor precisión en la estimación de los valores.

Además, en la Figura 4.17 se presenta la dispersión del error en relación al Caso Base. Se
puede observar que los casos BN9 y BN7 presentan una dispersión más baja en comparación
con el Caso Base, lo que indica una mayor precisión en la estimación de los valores.

Figura 4.17: Dispersión del Error del Vector de estado (V ,✓)

Estos resultados respaldan la efectividad de la metodoloǵıa propuesta, ya que se logra una
reducción en el error de los valores estimados en comparación con el enfoque centralizado.
Esto demuestra la capacidad del método de partición nodal para mejorar la precisión de la
estimación de estado en sistemas eléctricos de potencia de gran escala.

4.3. Detección e Identificación de Mediciones Erróneas

En el proceso de finalización de la estimación de estado y la obtención del vector de
estado (V , ✓), es necesario verificar la calidad de las mediciones para asegurar que los valores
estimados sean válidos y reflejen el estado real del sistema. Esto es crucial para realizar las
correcciones necesarias en la operación del sistema.
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En este contexto, se aplicó el residual, que cumple con los siguientes objetivos fundamen-
tales:

1. Detección de errores en las mediciones: El residual se calcula como la diferencia entre
las mediciones reales y las mediciones estimadas utilizando el vector de estado. Al
comparar el residual con un umbral de aceptación, es posible detectar mediciones que
presenten errores significativos. Estas mediciones pueden ser eliminadas o corregidas
para mejorar la precisión de la estimación.

2. Evaluación de la bondad de ajuste: El residual también permite evaluar la calidad global
de la estimación. Si el residual se encuentra dentro de los ĺımites de aceptación, indica
que el vector de estado estimado se ajusta de manera adecuada a las mediciones. En
caso contrario, es necesario revisar el modelo o las mediciones para identificar posibles
incongruencias o fuentes de error.

3. Evaluación de la precisión de las mediciones: El análisis de residuos también puede
proporcionar información sobre la precisión y confiabilidad de las mediciones indivi-
duales. Si las mediciones tienen residuos grandes y consistentes, esto podŕıa indicar que
dichas mediciones tienen una mayor incertidumbre o error asociado. Esto nos permite
identificar aquellas mediciones que pueden requerir una mayor atención o calibración
para mejorar su precisión y confiabilidad.

Al analizar el residual y su comportamiento en relación con los umbrales establecidos, es
posible evaluar la calidad de las mediciones y validar los valores estimados del vector de
estado. Esto proporciona una base sólida para la toma de decisiones en la operación del
sistema eléctrico de potencia

En concordancia con la explicación teórica previa, se emplea un enfoque estad́ıstico basado
en el cálculo del residual normalizado para determinar si existen mediciones erróneas. Se
establece un umbral para identificar aquellas mediciones que se desv́ıan significativamente de
los valores esperados.

Para ilustrar el proceso de identificación de mediciones erróneas, se utiliza el caso base
denominado BN7-3 Äreas, el cual se caracteriza por una jerarquización de una barra nodal
compuesta por 7 mediciones. En este caso, se han agregado mediciones erróneas a las barras
12, 68 y 101, con el propósito de analizar los resultados obtenidos durante el proceso de
identificación. Los detalles de la configuración de este caso se encuentran especificados en la
tabla adjunta. La Tabla 4.13 muestra la distribución de las medidas aplicada al proceso de
partición correspondiente a este caso.

Tabla 4.13: Configuración IEEE118 barras BN7-3 Areas

Sistema BN7-3 Areas

Área 1 Área 2 Área 3
No de Barras 30 51 29
Redundancia 1.8933 1.9802 1.736

mediciones/Area 142 200 99
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La distribución de las mediciones por cada barra se muestra en la Figura 4.18. Estas
mediciones pueden ser de tensión, potencia inyectada o flujo de potencia entre dos barras,
cada barra del sistema tiene asignadas una serie de mediciones espećıficas.

Figura 4.18: Número de mediciones por barra en el sistema IEEE118

La Figura 4.19 proporciona una visualización detallada de la estructura de cada sistema
y el número de barras asociadas a cada uno de ellos. Se puede observar cómo se agrupan las
barras en subsistemas dentro del sistema global.

Estas figuras permiten comprender mejor la distribución de las mediciones en el sistema
eléctrico y la forma en que se organiza en diferentes subsistemas.

En el proceso de identificación de mediciones erróneas utilizando el estad́ıstico de chi-
cuadrado, se estableció un intervalo de confianza del 95% y un margen de error de 0.05.
Los resultados de la identificación de las mediciones erróneas se muestran en la Tabla 4.14.
Cabe destacar que en la estimación centralizada, se realiza todo el proceso de estimación
para determinar cada error y corregirlo, mientras que en la estimación distribuida se realizan
identificaciones locales.

El grado de libertad en el DSE (Estimación de Estado Distribuida) depende de la con-
figuración de los subsistemas. En nuestros casos de estudio, se cumple la condición de que
k > 30, lo que asegura la validez de los resultados estad́ısticos utilizados en el proceso de
identificación de mediciones erróneas.

Tabla 4.14: Análisis del Residual normalizado para la identificación de medidas erróneas

CHI
PNm

j=1
(zj�ẑj)

2

�2
j

r
N
i = rip

Rii
k = m� n

Centralizado 322.57 322.57 14.038 125
BN7 Area1 107 1312 66.34 66
BN7 Area2 149 431 22 98
BN7 Area3 81 2055 60.9 41

En el proceso final, se evalúa nuevamente el estimador, pero esta vez con las mediciones
erróneas eliminadas, con el objetivo de garantizar la calidad de los resultados. En la Figura
4.20, se presentan los perfiles de tensión de las barras durante el proceso de estimación del
sistema IEEE118, contrastando el vector de estado con la presencia de errores y el vector de
estado una vez que se han eliminado los errores.
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Figura 4.19: Partición del Caso BN7: (a) Área 1, (b) Área 2, (c) Área 3

Figura 4.20: Perfil de tensión

En la Figura 4.21, se muestra la dispersión del error antes y después de este proceso de
eliminación de errores. Se puede observar que al eliminar los errores, la dispersión se reduce,
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lo cual indica que el vector de estado evaluado después de la eliminación de mediciones
erróneas es más aceptable. Es importante destacar que el número de mediciones para esta
nueva estimación se reduce debido a la eliminación de mediciones erróneas.

Figura 4.21: Dispersión de error: (a) Con Mediciones Erróneas, (b) Sin Mediciones Erróneas

Estos resultados respaldan la importancia de la identificación y eliminación de mediciones
erróneas en el proceso de estimación de estado, ya que contribuyen a mejorar la calidad y
confiabilidad de los resultados obtenidos.

Dentro del proceso de eliminación de medidas erróneas, es posible que la configuración
del sistema de medidas se vea afectada, lo que implica que el número de barras nodales
pueda cambiar. En el caso de simulación que se presenta, al eliminar las medidas erróneas,
se incrementó el número de barras nodales de 8 mediciones, que inicialmente era de tres,
a cinco. Esto significa que ahora se deberá aplicar una estimación distribuida sobre cinco
subsistemas.

La Tabla 4.15 muestra la nueva configuración del sistema después de la eliminación de
medidas erróneas, sobre la cual se aplica una estimación distribuida.

Tabla 4.15: Partición del sistema IEEE118 BN8-5Areas

BN # de barras Redundancia # de medidas/areas
Area 1 8 27 1.9056 101
Area 2 49 37 1.8904 138
Area 3 70 27 1.9393 64
Area 4 80 12 2.3913 55
Area 5 100 25 1.6530 81

Estos resultados demuestran cómo la eliminación de medidas erróneas puede afectar la
configuración del sistema de medidas y, en consecuencia, el proceso de estimación distribuida.
Es importante adaptar el estimador a los cambios en la configuración del sistema para obtener
resultados más precisos y confiables, como se presenta en la Figura 4.22 .

La Tabla 4.16 muestra la conformación de los subsistemas, indicando qué barras corres-
ponden a cada área.
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Figura 4.22: Barra Nodal 8 mediciones, cambio de configuración

En la Figura 4.23, se puede observar el resultado de los valores estimados de tensión para
cada barra después de aplicar el proceso de estimación distribuida en esta nueva configuración.

Figura 4.23: Perfil de Tensión Sistema IEEE118 barras - 439 mediciones

4.4. Comentarios Finales

En el caṕıtulo de simulaciones, se aplicó una metodoloǵıa de estimación de estado distri-
buida en el sistema de la IEEE 118 barras. Se realizaron particiones del sistema en función
del número de mediciones en las barras nodales, utilizando una jerarquización de 9, 8 y 7
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Tabla 4.16: Distribución de barras del Sistema BN8-5Areas

Area1 Area2 Area3 Area4 Area5
1 33 20 76 85
2 34 21 77 86
3 35 22 78 87
4 36 23 79 88
5 37 24 80 89
6 39 25 81 90
7 40 27 82 91
8 41 32 83 92
9 42 70 84 93
10 43 71 95 94
11 44 72 96 98
12 45 73 97 99
13 46 74 100
14 47 75 101
15 48 114 102
16 49 115 103
17 50 118 104
18 51 105
19 52 106
26 53 107
28 54 108
29 55 109
30 56 110
31 57 111
38 58 112
113 59
117 60

61
62
63
64
65
66
67
68
69
116

mediciones. Se presentaron los resultados de las particiones en tablas y figuras, mostrando la
distribución de las medidas y la configuración de los subsistemas.

Se analizó el error cuadrático medio (MSE) en los casos simulados, observando una reduc-
ción en el MSE en los casos de particiones con mayor número de mediciones. Sin embargo, se
notó que los tiempos de procesamiento aumentaron en los casos con mayor particionamiento
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debido al mayor tamaño de los subsistemas.

Se evaluó la calidad de las mediciones utilizando el residual normalizado, con el objetivo de
identificar mediciones erróneas. Se realizó un análisis de identificación de mediciones erróneas
en un caso espećıfico, agregando mediciones erróneas en barras seleccionadas. Se presentaron
tablas y figuras que mostraron la distribución de medidas y la configuración del sistema
después de la identificación de mediciones erróneas.

Finalmente, se evaluó nuevamente el estimador con las mediciones erróneas eliminadas,
mostrando perfiles de tensión y comparando el error antes y después de la eliminación de
mediciones erróneas. Se destacó que la configuración del sistema pudo cambiar debido a la
eliminación de medidas, lo cual afectó el número de barras nodales y requirió una nueva
estimación distribuida en subsistemas reconfigurados.

En resumen, las simulaciones realizadas demostraron la efectividad de la metodoloǵıa de
estimación de estado distribuida en el sistema de la IEEE 118 barras, mostrando mejoras
en la precisión de los resultados y la capacidad de identificar y eliminar mediciones erróneas
para garantizar la calidad de los resultados.

4.5. Discusión

La importancia de contar con información precisa y confiable, denota dentro de los pro-
cesos de estimación una correcta determinación de las variables de estado con el fin de que
estos representen la información necesaria del sistema que se desea controlar.

En el caso particular de los sistemas eléctricos de potencia su valor de tensión y ángulo
son las variables de estado que dan cuenta de como se encuentra operando el sistema y sobre
los cuales a través de las decisiones del Operador garantizar la continuidad del mismo.

Como se ha tratado en los respectivos caṕıtulos, por el gran volumen de información
que se puede obtener de un sistema, resulta complejo su tratamiento y procesamiento, pues
requieren de sistemas de captura costosos y elevados tiempos de procesamiento, a eso se le
debe agregar la fiabilidad de las mediciones que son un problema no menor a considerar,
ya que dentro de los modelos no lineales tienen una gran incidencia en los resultados y que
pueden dar malas interpretaciones peor aun, una mala decisión en la operación siendo parte
fundamental de estos procesos de estimación eliminar o en su defecto sustituir la información
para validar el resultado.

El método propuesto de partición busca minimizar estos efectos a través de la métrica
propuesta para la construcción de los subsistemas, comparada con el caso base y las técnicas
en la literatura, se busca dentro del proceso mantener una redundancia homogénea para cada
partición, sin embargo se debe tener presente que la distribución y estructura del sistema obe-
dece a una localización f́ısica de las barras de acuerdo a su expansión o crecimiento, obligando
a que este métrica no se cumpla de manera eficiente para ciertos escenarios desarrollados.

Sin embargo en el mismo modelo planteado se ha considerado un proceso de jerarquiza-
ción con el fin de alcanzar redundancias homogéneas de los subsistemas, proceso detallado,
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aplicado y simulado en lo caṕıtulos respectivos.
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Caṕıtulo 5

Conclusión

5.1. Conclusión

Dentro de la propuesta, se realiza una revisión de los objetivos planteados y su cumpli-
miento.

El primer objetivo planteado fue desarrollar un modelo para aplicar un proceso de agru-
pamiento dentro de un sistema eléctrico de potencia, procurando que en esta distribución
de barras y mediciones, permita que la redundancia de cada subsistema sea homogéneo en-
tre ellos. En el análisis de los resultados, se puede concluir que la metodoloǵıa propuesta
de particionamiento en un Sistema Eléctrico mejora los resultados dentro de un proceso de
estimación de estado distribuido, esto se refleja en el valor del MSE obtenido en el proceso
aśı como una mejora en el tiempo de procesamiento

El método de partición nodal constituye en una técnica valiosa en la estimación de estado
de sistemas eléctricos de potencia. Permite dividir el sistema en subconjuntos más pequeños
y manejables, lo que mejora la eficiencia computacional y acelera los cálculos de la estimación
de estado. Al reducir la dimensionalidad del problema, se simplifica el análisis y se pueden
obtener resultados más precisos al considerar las caracteŕısticas y patrones espećıficos de cada
subsistema, brindando resultados confiables para la toma de decisiones en tiempo real.

El método de partición nodal ofrece flexibilidad y adaptabilidad que sumado a la jerarqui-
zación permite que tanto en sistemas de tamaño moderado como a sistemas extremadamente
grandes controlar el numero de particiones, lo que lo hace adecuado para una amplia gama de
aplicaciones y escenarios. Además, se pueden ajustar y modificar fácilmente para adaptarse
a cambios en la topoloǵıa del sistema o en las condiciones de operación. lo que conduce a
estimaciones más confiables.

El establecer una jerarquización de la Barra Nodal, permite que el proceso se puede aplicar
con la finalidad de ampliar la división del sistemas en áreas mas pequeñas, es importante
acotar que este criterio determina el número de subsistemas que se pueden construir.
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La jerarquización como tal resulta una estrategia, no solo para la determinación de las
variables de estado sino también para la detección y eliminación de mediciones erróneas ya
que es fundamental la validación del vector de estado en la operación y toma de decisiones
desde la operación del sistema.

En resumen, el método propuesto de partición basado en agrupamiento nodal y la je-
rarqúıa de las barras nodales permite una mejor distribución de las medidas del sistema,
reduciendo el tiempo de procesamiento y mejorando los resultados del MSE en la estimación
de estado de un sistema eléctrico.

Si bien la literatura especializada trata la eliminación de medidas erróneas y plantea varios
métodos, no deja de ser relevante el tiempo de procesamiento de una estimación de estado
distribuido en un EPS, incluyendo el método de detección de observabilidad, el método de
detección de patrones y los métodos basados en técnicas de aprendizaje automático. Estos
métodos son importantes para mejorar la precisión de la estimación de estado y garantizar
la seguridad y confiabilidad de la red eléctrica.

5.2. Trabajo futuro

Del trabajo presentado siempre se espera expandir la aplicación desarrollada con la idea
seguir mejorando y aplicando el método de partición nodal en la estimación de estado en
sistemas eléctricos de potencia. Las posibles áreas de desarrollo como trabajo futuros son los
que se describen a continuación:

Mejorar en la técnica de partición nodal considerando la dinámica de la demanda y su
efectos en sistemas desequilibrados, la inserccion de ERNC, la presencia de generación dis-
tribuida o la incorporación de dispositivos de almacenamiento de enerǵıa. Estos desarrollos
podŕıan mejorar la precisión y eficiencia de la estimación de estado en sistemas eléctricos
cada vez más complejos.

Integración de datos que permitan utilizar eficientemente los datos en tiempo real pro-
venientes de sensores y dispositivos de medición avanzados, como PMUs, para actualizar de
manera dinámica las particiones nodales y mejorar la precisión de la estimación de estado en
tiempo real.

Verificar la eficacia y precisión de la partición nodal de estimadores dinámicos como el
filtro de Kalman EKF aplicado a modelos no lineales (EKF) y el Uncested el cual considera
en su tranformación modelos bajo un concepto de linealización (UKF), donde los modelos
realizan una predicción del estado.

A través de la jerarquización optimizar la ubicación de las barras nodales considerando
un análisis de sensibilidad para identificar las áreas más cŕıticas o con mayor impacto en la
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estimación de estado, lo que permitiŕıa optimizar la asignación de recursos computacionales
y mejorar la eficiencia del método de partición nodal.

Explorar cómo abordar la estimación de estado en sistemas eléctricos que abarcan múlti-
ples áreas particionadas. Lo que implica desarrollar técnicas de comunicación y coordinación
entre las diferentes áreas para garantizar una estimación coherente y precisa del estado en
todo el sistema.

Investigar la viabilidad y eficacia del método de partición nodal en aplicaciones de tiempo
real, como la gestión de la operación y control en sistemas eléctricos de potencia. Esto implica
la implementación de algoritmos y estrategias que permitan una estimación de estado rápida
y confiable para respaldar la toma de decisiones en tiempo real.

Determinar la eficiencia del método propuesto en sistemas con alta penetración de ERNC,
dado cuenta que la dinámica presente requiere de valores estimados precisos que permitan
tomar acciones adecuadas en la operación del EPS.

Explorar métodos de estimación dinámica implica modelar el método de partición me-
diante el uso del Uncested Kalman Filter. Esta contribución permitirá enriquecer el estado
del arte en el tema que aborda este trabajo, añadiendo una perspectiva espećıfica sobre la
aplicación de este filtro en el contexto del método de partición propuesto.

Si bien el estado de arte permite varias oportunidades de investigación y desarrollo pa-
ra aplicar y mejorar el método de partición nodal en la estimación de estado de sistemas
eléctricos de potencia. Estas investigaciones pueden conducir a avances significativos en la
eficiencia, precisión y aplicabilidad de este método en el contexto de los sistemas eléctricos
modernos.
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Anexo B

Métodos de Detección de errores

En este anexo se presenta el fundamento matemático de las pruebas para la detección de
errores desarrollado en [79, 114]

B.1. Método de Chi Cuadrado Prueba de Distribución

Si Ci es una variable aleatoria que representa un � de variables aleatorias independientes,
tales como S que presenta una distribución de probabilidad en el tiempo, entonces se puede
definir otra variable aleatoria U a través de la siguiente expresión

Uk =
kX

i=1

C
2
i (B.1)

Por lo tanto U tendrá una distribución C2 con k grados de libertad

Uk ⇠ C
2
k (B.2)

Evaluando Uk para una probabilidad de Pr(Uk)=0.05, Pr(Uk)=0.01 y k = 1 a k = 30 los
resultados se dan en una tabla, para k > 30 U tiene una distribución normal, en los EPS ci

se define como

Ci =
Zi � hi(x̂)

�i
(B.3)

U = J(x̂) (B.4)

k = 2n� 1�m (B.5)

Para la identificación de las mediciones erróneas, se aplican lo siguientes pasos:
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1. Seleccionar la probabilidad dada para la distribución chi-cuadrado J(x) con grados de
libertad k.

2. Calcular el valor cŕıtico Jc(x) con sus grados de libertad k y con una probabilidad de
0.05 a partir de la tabla de la distribución chi-cuadrado.

3. Si el resultado de J(x) a partir de la estimación es mayor que Jc(x) (J(x) > Jc(x)),
implica la presencia de mediciones erróneas.

4. Este método detecta la presencia de mediciones erróneas mas no detecta cual es la
medición errónea .

B.2. Método del Gran residual LNR

Finalizado el proceso de estimación de estado y evaluado del vector de estado se aplica el
LNR, para lo cual consideremos:

H =
@h(x̂)

@x

����
x̂

= x̂s (B.6)

Linealizando el modelo este se pude escribir como

z = Hx+ e (B.7)

El residual estimado del vector puede ser escrito como

r = Sz = S[Hx+ e] (B.8)

Donde

S = I �HG
�1
H

T
W (B.9)

De la ecuación B.3 en su desarrollo SHx = 0, por lo tanto la misma se puede reformular
como:

r = Se (B.10)

Para normalizar las mediciones residuales se utiliza la matriz de covarianza de la medición
de la siguiente manera:

r
n = (diag (Rr))

0,5
r (B.11)
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siendo Rr el resultado de Rr = SR
�1
z

El proceso para identificar errores a través del método de r
N
máx es:

1. Estimación de Estado

2. Obtener la matriz de sensibilidad S.

3. calcular el vector del residual r

4. Determinar el vector del residual normalizado r
n, si rni > C, resulta que zi es una

medida errónea.

5. Eliminar la medición errónea y aplicar una nueva estimación del sistema.
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