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Resumen

Este estudio se enfoca en la catalogacién de videos en el contexto de los medios de comuni-
cacion, abordando un desafio fundamental en la gestion de contenido audiovisual. Comienza
destacando la complejidad de catalogar manualmente grandes volimenes de videos en un en-
torno mediatico. Se subraya la importancia de adoptar enfoques de aprendizaje automatico
para mejorar la eficiencia y la precisiéon de este proceso.

Se exploran modelos de representaciéon de videos, incluidos aquellos basados en CNN
y Transformers, resaltando su capacidad para capturar caracteristicas visuales y relaciones
temporales en los videos. Se discuten modelos especificos como TimeSformer, Video Swin
Transformer y VideoMAE, que han demostrado su efectividad en la extracciéon de carac-
teristicas de videos.

El estudio profundiza en las metodologias desarrolladas para la catalogacién de videos en
medios de comunicacion, abordando desafios como la alta entropia de los datos y la falta de
etiquetas precisas. Se presentan enfoques para la creacion de clases y etiquetas a partir de la
metadata de los videos, asi como la utilizaciéon de modelos NER para procesar entidades en
el texto.

Se realiza una evaluacion exhaustiva de modelos de representacion en diversos conjuntos de
datos publicos y en el contexto del canal de televisién. Se utiliza el ARI para medir la calidad
de las representaciones de videos y se identifican areas de mejora. Se destacan las mejoras
realizadas en la creacién de clases y etiquetas, lo que conduce a un aumento significativo en
el rendimiento de los modelos, con TimeSformer como el modelo mas efectivo.

La discusion se centra en la importancia de elegir adecuadamente las clases y etiquetas y
se sugieren direcciones futuras, como el analisis méas profundo de los datos y la exploracion
de modelos multimodales.

En conclusién, este estudio ofrece una vision completa de la catalogacion de videos en me-
dios de comunicacién, enfatizando la relevancia de los modelos de representacion, la creacion
de clases y etiquetas, y la evaluacién en contextos del mundo real. Reconoce limitaciones
como el costo computacional y sugiere futuras investigaciones para mejorar aun mas este
proceso fundamental en la gestién de contenido audiovisual.
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Captulo 1

Introduccon

La produccon y distribucon de contenidos audiovisuales en la industria de los medios
televisivos han experimentado una expanson sin precedentes en lasultimas cecadas. Con la
creciente disponibilidad de plataformas digitales y la multiplicidad de canales de transmison,
la cantidad de material de video generado diariamente es abrumadora. Sin embargo, este
crecimiento exponencial en la produccon de contenido se ha traducido en un desafo crtico
para la geston y catalogacon de estos recursos audiovisuales.

La catalogacon precisa de contenido de video es esencial para una serie de aplicaciones en
la industria de los medios, que van desde la lusqueda y recuperacon e ciente de contenido,
hasta la recomendacon de programas y la personalizacon de la experiencia del espectador.
Sin embargo, el etiquetado manual de videos, en un panorama de crecimiento constante
de datos, resulta prohibitivamente costoso y requiere una inverson de tiempo signi cativa.
Esto ha impulsado la lusqueda de soluciones automatizadas que puedan asumir la tarea de
catalogacon de manera e caz y precisa.

Por otra parte, en los ultimos afos, hemos sido testigos de avances extraordinarios en
el campo de la inteligencia arti cial, impulsados por la revolucon del aprendizaje profundo.
En particular, la vison por computadora, que se re ere al desarrollo de modelos compu-
tacionales capaces de interpretar y comprender el entorno a trawes de imagenes y videos, ha
experimentado una transformacon radical gracias a estas innovaciones en IA.

Dos enfoques destacados en esta revolucon son las redes convolucionales y los modelos
basados enlransformers. Las redes convolucionales, inspiradas en la arquitectura biobgica
de la corteza visual, han demostrado una capacidad excepcional para procesar y analizar
imagenes de manera jearquica, extrayendo caractersticas clave y patrones visuales. Por otro
lado, los modelos basados dmansformers, inicialmente concebidos para el procesamiento de
lenguaje natural, han revelado su versatilidad al aplicarse a tareas de visbn por computadora,
permitiendo una comprenson nas profunda y contextual de la informacon visual.



Figura 1.1: Diferentes tareas de visbn por computadora para videos. (a) Reconocimiento
de acciones. (b) Segmentacon de objetos en video. (c) Deteccon de objetos en video. (d)
Descripcon de videos.

Esta convergencia entre la catalogacon autormatica de videos y las tecnologas de apren-
dizaje profundo representa un punto de in exon en la industria de los medios televisivos.
La posibilidad de aprovechar modelos de representacon de videos avanzados, basados en
redes convolucionales Jransformers, ofrece una oportunidadunica para abordar el desafo
de gestionar y clasi car el creciente caudal de contenido audiovisual de manera e ciente y
precisa.

Exploraremos ®mo estas tecnologas pueden ser utilizadas para capturar patrones y ca-
ractersticas clave en los videos, permitiendo as la asignacon automatica de etiquetas y
metadatos relevantes. Ademnas, examinaremos las implicaciones piacticas de implementar es-
tos modelos en un entorno de medios televisivos, considerando aspectos de escalabilidad,
e ciencia y precisbn, con una evaluacon que se llevaa a cabo en el contexto del medio
televisivo para lograr un mejor resultado.

En este contexto, este trabajo se realiza bajo el supuesto de que la informacon visual
contenida en los videos debe ser su ciente para generar descripciones y metadatos relevantes.
Este supuesto se fundamenta en el potencial de las tecnologas de visbn por computadora,
especialmente aquellas basadas en redes neuronales convolucionalangformers, para
extraer y comprender caractersticas visuales clave en el contenido audiovisual, en Inea con
la capacidad humana de interpretar y captar informacon relevante a trawes de la observacon
visual.

A trawes de esta investigacbn, aspiramos a proporcionar una vison integral de los avances
y desafos actuales en el campo de la catalogacon automatica de videos para medios televi-
sivos, as como contribuir al desarrollo de soluciones que tengan un impacto signi cativo en
la e ciencia y calidad de la geston de contenido audiovisual en la era digital.



1.1. Relevancia del Problema

En esta memoria se abordam el aralisis del impacto derivado de la aplicacon de modelos
de aprendizaje profundo en el contexto de un canal televisivo. El objetivo es sentar las bases
para una posible automatizacon en la tarea de catalogacon del contenido audiovisual, que
implica la generacon de metadatos, y que actualmente conlleva una carga de tiempo mayor.

1.2. Objetivos

1.2.1. Objetivo General

El objetivo del proyecto es llevar a cabo una evaluacon exhaustiva de modelos unimodales
(modelos de video que se basanunicamente en informacon visual) en el contexto del canal
televisivo y de el aprendizaje en un enfoque tanto supervisado como el auto-supervisado. A
traves de esta evaluacbn, se pretende generar representaciones de videos de alta calidad que
sienten una lida base y representen un primer paso hacia la automatizacon del proceso de
catalogacon de medios audiovisuales en elambito de la industria televisiva.

1.2.2. Objetivos Espec cos

1. De nir conjuntos de datos publicos Kinetics [18], UCF101 [25], HMDB51 [19] y Something-
Something v2 [16].

2. Analizar y de nir de modelos unimodales SlowFast [15], TimeSformer [13], ViVIT (FE)
[12], Video Swin Transformer [23] y VideoMAE [27].

3. Entrenar y evaluar modelos en conjuntos de datos publicos.

4. Procesar metadata del canal televisivo, crear conjunto de clases a partir de la metadata
brindada.

5. Seleccionar y evaluar modelos destacados en el conjunto de datos del canal.
6. Entrenar y evaluar modelos destacados en el conjunto de datos del canal.

7. Comparar resultados de modelos entrenados en el contexto del canal y de modelos no
entrenados en el contexto del canal.

8. Implementar cambios y mejoras metodobgicas.

1.3. Evaluacon

La evaluacon de los modelos se centraa en el uso deldice de Rand Ajustado (ARI)
como netrica principal. Esta medida sela empleada para comparar y analizar la efectividad



de las metodologas empleadas en este estudio. Adenmas del ARI, se empleaan otras netricas
adicionales para realizar un aralisis mas detallado de los modelos y metodologas utilizadas.
La evaluacon se llevaa a cabo mediante etlustering de las representaciones latentes del
contenido visual de los videos, en conjuncon con las representaciones de las descripciones
asociadas a dichos videos.

El alculo del ARI en los clusters generados a partir de las representaciones de video y
texto permitia evaluar la coherencia del espacio latente generado por el modelo de video.
Se espera que descripciones similares queden cercanas entre s, mientras que las descripcio-
nes diferentes se ubiquen distantes unas de otras. Por consiguiente, al realizarutering
y comparar losclusters obtenidos por las representaciones de video y texto, se espera una
correspondencia, donde las descripciones que coincidan en el espacio de texto tamben se agru-
pen en el mismccluster en el espacio de video. Esta coherencia entre tdasters obtenidos
de ambas representaciones validaan la calidad del espacio latente de los videos.

1.4. Estructura
La presente memoria posee la siguiente estructura:

Captulo 2: Estado del arte

Se presenta el estado del arte, donde se describen los principales conceptos relacionados
con el trabajo.

Captulo 3: Metodologa

Se presenta a la metodologa utilizada para resolver el problema, preparacon de datos,
implementacon y detalle de entrenamiento.

Captulo 4: Resultados Iniciales y Discusbon

Se presentan los resultados iniciales obtenidos de los modelos evaluados y se realiza la
correspondiente discuson.

Captulo 5: Mejoras y Ajustes Metodobgicos

Se presentan y explican las mejoras y ajustes realizados en las metodologas en respuesta
a los resultados iniciales.

Captulo 6: Resultados Finales y Discusbn

Se presentan los resultados nales obtenidos de los modelos y metodologas evaluadas
y se realiza la correspondiente discuson.

Captulo 7: Concluson

Se presentan las conclusiones del trabajo realizado, junto con el planteamiento de las
limitaciones y el trabajo futuro.



Captulo 2

Estado del Arte

A lo largo del presente captulo, se aborda@an los conceptos esenciales necesarios para una
comprensbon completa del problema planteado y de la solucon abordada. Este recorrido co-
menzarl desde los fundamentos del aprendizaje automatico y avanzar hacia una exploracon
detallada de las distintos componentes y arquitecturas de redes neuronales de vanguardia en
elambito de la representacon de videos.

2.1. Aprendizaje de Maquina

El aprendizaje de maquina o machine learnind en ingks, es una rama fundamental de
la inteligencia arti cial que se centra en la capacidad de las maquinas para aprender de los
datos. Se basa en algoritmos y modelos matenaticos que permiten a las naquinas adaptarse
y mejorar su rendimiento a medida que se les proporciona rmas informacon.

En el machine learning existen diversas modalidades de aprendizaje, y para cada una
de ellas existen diferentes modelos de implementacon. La clasi cacon tradicional incluye el
aprendizaje supervisado, el aprendizaje no supervisado, el aprendizaje reforzado y el apren-
dizaje auto supervisado.

El aprendizaje supervisado se basa en que, para cada conjunto de datos que se introduce
en el modelo, se proporciona una etiqueta que corresponde a la respuesta deseada. En
este enfoque, el modelo se adapta para generar respuestas correctas al saber cwal debera
ser la respuesta.

El aprendizaje no supervisado se caracteriza por la falta de etiquetas en los datos de
entrada. Aqu, el modelo analiza los datos en busca de relaciones inherentes y busca
agruparlos de manera coherente, sin conocer de antemano cwal debera ser la salida.

El aprendizaje reforzado implica la interaccon de un agente que debe llevar a cabo una
tarea espec ca y recibe recompensas, ya sean positivas 0 negativas, segun las acciones
gue realiza. Este enfoque est relacionado con la toma de decisionesoptimas en cada
paso para maximizar las recompensas a lo largo de una secuencia de acciones.
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El aprendizaje auto supervisado, que cobra cada vez mas relevancia, se reere a la
capacidad de un modelo para aprender de datos no etiquetados, donde el propio modelo
genera etiquetas o tareas auxiliares para el aprendizaje, lo que permite la extraccon de

representaciones signi cativas de los datos.

El aprendizaje de nmaquina se aplica en una amplia variedad de campos, desde la visbn
por computadora y el procesamiento de lenguaje natural hasta la prediccon nancieray la
medicina. Los modelos denachine learningpueden ser entrenados en grandes conjuntos de
datos para realizar tareas espec cas, y su capacidad para aprender y adaptarse a nuevos datos
los hace herramientas poderosas en la toma de decisiones y la automatizacon de procesos.

2.2. Clustering

El clustering es una tcnica de aralisis de datos que agrupa un conjunto de elementos
en subconjuntos homogeneos, donde los elementos dentro de cada grupo son rmas similares
entre s que con los elementos en otros grupos. Esta ecnica es ampliamente utilizada en una
variedad de aplicaciones, desde la segmentacon de clientes en marketing hasta la deteccon
de anomalas en la seguridad de la red.

Figura 2.1: Diferentes ecnicas declustering (1) K-Means (Mini-Batch) . (7) DBSCAN. (8)
HDBSCAN. Fuente: [20]
2.2.1. K-Means

K-Means es un algoritmo declustering que busca dividir un conjunto de datos en K
grupos, con K prede nido. Inicialmente, asigna aleatoriamente K centroides y asigna cada
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punto de datos al centroide mas cercano. Luego, actualiza los centroides tomando el promedio
de los puntos asignados a cada grupo y repite este proceso hasta la convergencia. Es e ciente
para grandes conjuntos de datos, pero requiere la especi cacon previa de Ky su rendimiento
puede verse afectado por los valores iniciales de los centroides.

2.2.2. DBSCAN

DBSCAN (Density-Based Spatial Clustering of Applications with Noigees un algoritmo
de clustering basado en la densidad que identi ca grupos de formas arbitrarias en conjuntos
de datos con densidades variables. Comienza con un punto de datos y forma grupos alrededor
deel al encontrar puntos cercanos dentro de un radio epsilon. Luego, se expande para incluir
puntos vecinos que tamben tengan densidades adecuadas. No requiere especi car previamen-
te el umero de grupos, puede identi car grupos de formas irregulares y es resistente al ruido,
pero puede ser menos e caz en conjuntos de datos de alta dimensionalidad, y la eleccon de
paametros es crtica.

2.2.3. HDBSCAN

HDBSCAN (Hierarchical Density-Based Spatial Clustering of Applications with Noiges
un algoritmo de clustering que extiende DBSCAN al proporcionar una estructura jearquica
de clusters En lugar de depender de un valor jo de epsilon, HDBSCAN utiliza un enfoque
basado en densidad que encuentdusters de formas variadas en datos con densidades va-
riables. Proporciona una representacon mas completa de la estructura de datos al permitir
la identi cacon de clusters anidados ysubclustersdentro de grupos mas grandes. Adensas,
HDBSCAN puede identi car automaticamente el rumero de clusters lo que lo hace espe-
cialmente util cuando no se conoce de antemano la cantidad de grupos en los datos. Este
algoritmo es valioso para el aralisis de datos con estructuras complejas y aplicaciones donde
se requiere una comprenson detallada de la organizacon de los datos.

2.3. Redes Neuronales

Las redes neuronales tienen su origen en la simulacon de las neuronas biobgicas y su
comunicacon, donde se procesan impulsos de entrada, atraviesan neuronas intermedias y se
obtiene un impulso de salida. Cada neurona se caracteriza por tener una o nmas entradas, que
se ponderan mediante pesos y se les suma un valor llaméds Luego, esta suma se pasa a
trawes de una funcon de activacon. En una neurona con multiples entradas, como la de la
Figura 2.2 en donde se puede ver un ejemplo de una neurona con 3 entradas y una salida, la
salida se calcula mediante la Ecuacon 2.1.

X
y=F( X w) (2.1)



Figura 2.2: Ejemplo neurona con 3 entradas. Fuente: [11]

En una red neuronal, se compone de un conjunto de neuronas organizadas en capas, y las
conexiones entre estas capas varan segun la arquitectura espec ca del modelo. En la Figura
2.3 se ilustra un ejemplo de una red neuronal simple, donde los datos de entrada pasan a
trawes de tres capas de neuronas antes de llegar a una neurona de salida.

Figura 2.3: Ejemplo red neuronal de 5 capas, con 3 entradas y una salida. Fuente: [26]

En el proceso de aprendizaje de una red neuronal, la actualizacon de los pesdsag
constituye un elemento esencial. La modalidad de esta actualizacon se encuentra intrnseca-
mente ligada a la arquitectura espec ca del modelo propuesto. No obstante, otro aspecto de
suma relevancia es la funcon de perdida, conunmente conocida comdoss. Esta funcon
de perdida representa una netrica que cuanti ca la discrepancia entre las predicciones del
modelo y los valores reales en el conjunto de datos de entrenamiento. La eleccon de la funcon
de perdida est ntimamente relacionada con la naturaleza del problema que se busca resolver
y el tipo de modelo empleado. El objetivo central durante el proceso de entrenamiento radica
en la minimizacon del valor asignado por la funcon de perdida.



2.3.1. Funciones de loss

A continuacon se describen algunas de las funciones kss mas populares utilizadas en
el aprendizaje automatico.

Error Cuadatico Medio

El Error Cuadatico Medio ( Mean Squared Error MSE), es una funcon de perdida que
se utiliza ampliamente en problemas de regreson. Su brmula se expresa como la Ecuacbn
2.2.

X
MSE(:H = o (i ) 22)

i=1

Donde:

y representa los valores reales u objetivos.

Y representa las predicciones del modelo.

N

N es el umero total de muestras en el conjunto de datos.

El MSE calcula el promedio de las diferencias al cuadrado entre los valores reales y las
predicciones del modelo. Cuanto menor sea el valor del MSE, mejor sei el ajuste del modelo
a los datos. Sin embargo, el MSE es sensible a los valores atpicostlfers) porque eleva al
cuadrado las diferencias. Esto signi ca que los errores grandes tienen un impacto signi cati-
vamente mayor en el MSE que los errores mas pequenos, lo que puede ser problematico en
conjuntos de datos coroutliers.

Error Absoluto Medio

La funcon de perdida de Error Absoluto Medio (Mean Absolute Error, MAE) es una
metrica comunmente utilizada en problemas de regreson para evaluar la diferencia absoluta
promedio entre las predicciones del modelo y los valores reales. Su brmula general se expresa
como la Ecuacon 2.3.

X
MAE (yi9)= = ivi i 23)

i=1

Donde:

y representa los valores reales u objetivos.



Y representa las predicciones del modelo.

N es el rumero total de muestras en el conjunto de datos.

El MAE mide la magnitud promedio de los errores absolutos entre las predicciones y los
valores reales. Es una netrica robusta que no penaliza los errores de manera exponencial,
como lo hace el Error Cuadatico Medio (MSE), por lo que es menos sensible a valores atpicos
(outliers). Si un modelo tiene un MAE mas bajo, generalmente indica una mejor capacidad
de prediccon en erminos de la magnitud de los errores.

Entropa Cruzada

La funcon de perdida de Entropa Cruzada (Cross-Entropy Loss CE Loss), es ampliamen-
te utilizada en problemas de clasi cacon y es especialmente conun en tareas de aprendizaje
profundo. Su brmula general se expresa como 2.4.

X
Lossce (i9)= o (v Toa®)+(1 y) log ) @4

i=1

Donde:

y representa los valores reales u objetivos, usualmente codi cados.

Y representa las predicciones del modelo, generalmente son valores de probabilidad que
se obtienen a trawes de funciones de activacon como la funcon sigmoidesoftmax

N es el rumero total de muestras en el conjunto de datos.

La funcon de Cross-Entropy Lossesutil en la optimizacon de modelos de clasi cacon,
ya que penaliza e cazmente las predicciones incorrectas y fomenta la convergencia hacia una
distribucon de probabilidad que se asemeje a las etiquetas reales.

2.3.2. Redes Neuronales Convolucionales

Las Redes Neuronales Convolucionale€dnvolutional Neural Networks CNN) son mo-
delos de redes neuronales que se destacan por su capacidad para llevar a cabo operaciones
de convolucon. En elambito de la vison por computador, si bien las CNN han demostrado
ser altamente efectivas en tareas relacionadas con el aralisis de imagenes, cuando se trata
del aralisis de videos, es crucial considerar tanto las caractersticas espaciales (aquello que
sucede en cuadros individuales) como las caractersticas temporales (las relaciones y cambios
a lo largo del tiempo).

En este contexto, se han desarrollado diversas arquitecturas de CNN espec camente
disenadas para abordar la complejidad de la informacon presente en los videos. En primer
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lugar, se encuentran las CNN 2D, que estan disenadas para procesar cada cuadro de video de
manera individual. En este enfoque, cada cuadro se considera como una imagen eshtica y se
aplican capas convolucionales 2D para extraer caractersticas espaciales. Aunque este enfoque
tiene la ventaja de ser computacionalmente e ciente, no logra capturar completamente las
relaciones temporales entre los cuadros, lo que puede ser esencial en muchas aplicaciones de
aralisis de video. En la Figura 2.4 se observa una operacon de convolucon 3D de forma

ga ca.

Figura 2.4: Operacon de convolucon con kernel 2x2. Fuente: [17]

Por otra parte se encuentran las CNN 3D. Estas arquitecturas amplan el concepto de
las CNN 2D al agregar una dimenson temporal. En lugar de procesar cuadros de manera
individual, las capas convolucionales 3D se utilizan para aprender patrones en secuencias de
cuadros. Esta extenson permite la captura de caractersticas temporales de manera directa
a trawes de la convolucon 3D, lo que resulta en una representacon nas completa de la
informacon en videos y es fundamental para tareas que requieren un entendimiento profundo
de la evolucon temporal en los datos visuales. En la Figura 2.5 se observa una operacon de
convolucon 3D de forma ga ca.

Figura 2.5: Operacon de convolucon con kernel 2x2x2. Fuente: [17]

El empleo de convoluciones en dos y tres dimensiones (2D y 3D) ha generado una in-
teresante amalgama de enfoques hbridos. Uno de estos enfoques destacados es la fuson de
convoluciones 2D y 1D, donde las convoluciones 2D son aplicadas de manera individual a
cada cuadro, mientras que las convoluciones 1D operan a lo largo de la dimensbn tempo-
ral. Este enfoque hbrido ofrece la capacidad de crear representaciones efectivas que abarcan
tanto la informacon espacial como la temporal de manera simulanea.
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Adenas, las convoluciones 2D se han combinado con redes neuronales recurrentes (RNN)
para construir modelos que aprovechan tanto las convoluciones espaciales como las secuencias
de tiempo. Esta combinacon se ha utilizado conexito en tareas que requieren un entendi-
miento profundo de la diramica temporal y la interaccon entre cuadros en secuencias de
video.

2.3.3. Transformers

Esta arquitectura, introducida por primera vez en el artculo VAttention Is All You Need"
[29] de Vaswani et al. en 2017, ha rede nido la manera en que las naquinas comprenden y
generan datos secuenciales. Los Transformers, en particular, han dejado una profunda huella
en los campos del Procesamiento del Lenguaje Natural (NLP) y la Vison por Computado-
ra (Computer Vision), impulsando el surgimiento de modelos de lenguaje de vanguardia y
desencadenando avances signi cativos en diversas aplicaciones de inteligencia arti cial.

En su esencia, los Transformers se destacan por su capacidad de modelar relaciones a larga
distancia en datos secuenciales, superando las limitaciones de las arquitecturas recurrentes
tradicionales. Esta innovacon se logra a traves de un mecanismo de atencoat{ention me-
chanism) que permite a la red asignar diferentes niveles de importancia a las partes relevantes
de una secuencia, sin importar cuan lejanas esen entre s. Esta atencon exible y contextual
ha demostrado ser esencial en la comprenson y generacon de lenguaje natural, as como
en la resolucon de tareas de visbn por computadora, como la deteccon de objetos y el
procesamiento de imagenes nedicas.

Figura 2.6: Arquitectura Transformer. Fuente: [29]

Como se observa en la Figura 2.6, la arquitectura Transformer sigue esta estructura ge-
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neral utilizando capas apiladas de autoatencon y capas completamente conectadas punto
a punto tanto para el codi cador como para el decodi cador. El Transformer es una ar-
quitectura de redes neuronales profundas ampliamente conocida y esencial en el campo del
procesamiento de lenguaje natural y otras aplicaciones de aprendizaje autonatico. Para ob-
tener una comprenson nmas detallada de esta arquitectura, se recomienda referirse al artculo
original de Transformer [29].

2.4. Procesamiento del Lenguaje Natural

La Procesamiento del Lenguaje NaturalNatural language processingNLP) es un cam-
po multidisciplinario de la inteligencia arti cial que se centra en la interaccon entre las
computadoras y el lenguaje humano. En la era digital actual, donde la informacon uye en
cantidades masivas a trawes de texto escrito, el NLP emerge como una disciplina esencial que
permite a las maquinas entender, interpretar y generar lenguaje humano de manera efectiva.

2.4.1. Tareas

Las tareas en el Procesamiento del Lenguaje Natural (NLP) abarcan un amplio espectro
de aplicaciones que se centran en la interaccon entre las maquinas y el lenguaje humano.
Desde el aralisis de texto hasta la generacon de texto, estas tareas se han convertido en un
pilar esencial de la inteligencia arti cial moderna. En este contexto, exploraremos algunas de
las tareas mas prominentes del NLP, incluyendo la traduccon automatica, el reconocimiento
de entidades nombradas (NER), la correccon ortogr ca y la representacon de oraciones.
Cada una de estas tareas desempefa un papel crucial en nuestra capacidad de comprender
y utilizar el lenguaje de manera efectiva en el mundo digital actual.

Correccon ortoga ca

La correccon ortoga ca [5] ( Spell Checkingj es una tarea que va nas alh de la simple
identi cacon de errores tipogma cos. Los sistemas modernos utilizan algoritmos avanzados
de correccon que tienen en cuenta el contexto del texto y sugieren correcciones precisas,
mejorando la calidad de la escritura y la comunicacon en Inea. En la Figura 2.7 se ilustra
un ejemplo de la nalidad de esta tarea.
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Figura 2.7: Ejemplo de correccon ortoga ca.

Traduccon autonatica

La traduccon automatica [2] ( Machine translation, MT) es una de las tareas mas impac-
tantes del NLP, permitiendo la converson instanainea de texto de un idioma a otro. Desde
las primeras herramientas de traduccon hasta los sistemas de traduccon neuronal deultima
generacon, esta tarea ha desempenado un papel fundamental en la superacon de barreras
lingusticas y en la promocon de la comunicacon global. En la Figura 2.8 se ilustra un
ejemplo de la nalidad de esta tarea.

Figura 2.8: Ejemplo de traduccon autoratica

Reconocimiento de Entidades Nombradas

El reconocimiento de entidades nombradas [3Named Entity Recognition NER) es una
tarea que implica la identi cacon y clasi cacon de nombres propios, como nombres de per-
sonas, organizaciones y ubicaciones, en un texto. Esto es esencial para la extraccon de in-
formacon y la comprenson de los contextos en los que se utilizan estas entidades, lo que
facilita la busqueda y la recuperacon de informacon relevante. En la Figura 2.9 se ilustra
un ejemplo de la nalidad de esta tarea.
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Figura 2.9: Ejemplo Reconocimiento de Entidades Nombradas. Fuente: [24]

Representacon de Oraciones

La representacon de oraciones [4]Sentence Representationse enfoca en la creacon de
representaciones vectoriales que capturan el signi cado semantico de una oracon completa.
Estos modelos avanzados permiten el aralisis de similitud entre oraciones y la comprenson
del contenido en un nivel mas profundo, lo que es fundamental para aplicaciones como la
recuperacon de informacon y la respuesta autonatica a preguntas.

2.4.2. Modelos

El campo del Procesamiento del Lenguaje Natural (NLP) ha experimentado un avance
espectacular en lasultimas decadas gracias a la aplicacon de modelos de aprendizaje pro-
fundo. Estos modelos se han convertido en la columna vertebral de muchas aplicaciones de
NLP, permitiendo tareas que van desde la traduccon automatica hasta la generacon de tex-
to mas coherente y signi cativa. En esta exploracon, examinaremos algunos de los modelos
mas in uyentes en el NLP contempomlaneo, destacando a BERT, RoBERTa y otros que han
revolucionado la forma en que las naquinas comprenden y generan lenguaje humano.

BERT

BERT (Bidirectional Encoder Representations from Transformers[14] es uno de los mo-
delos nmas destacados en la historia del NLP. Introducido por Google en 2018, BERT se basa
en la arquitectura Transformer y se destaca por su capacidad para comprender el contexto
bidireccional de las palabras en una oracon. Esta caracterstica revolucionaria ha mejorado
signi cativamente el rendimiento en una variedad de tareas de procesamiento de lenguaje,
como la respuesta a preguntas, la traduccon autonatica y el resumen de texto.

RoBERTa

ROBERTa (A Robustly Optimized BERT Pretraining Approach) [22] es una variante de
BERT que se ha destacado por su enfoque en el pre-entrenamiento sin tareas (task-agnostic
pretraining). Al ajustar varios hiperpaametros y entrenar en grandes conjuntos de datos,
RoBERTa logo mejorar aun mas el rendimiento en comparacon con BERT en tareas de
NLP. Esta adaptacon re nada ha demostrado la importancia de la con guracon del modelo
y el pre-entrenamiento en elexito de las aplicaciones de NLP.
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Flair

Flair [9] es otro modelo destacado que se centra en la comprenson de contexto y el
aralisis de sentimientos. Utiliza una arquitectura basada en redes neuronales recurrentes
bidireccionales (BILSTM) para tareas como la identi cacon de entidades nombradas y el
aralisis de sentimientos. Flair se distingue por su capacidad de trabajar en varios idiomas y
por su enfoque en tareas de procesamiento de lenguaje espec cas.

Figura 2.10: Arquitectura Flair. Fuente: [10]

2.5. Vison por Computador

La visbn por computadora en elambito de los videos es una rama de la inteligencia
arti cial dedicada a ensenar a las maquinas a entender y procesar secuencias de imagenes en
movimiento. Mientras que la vison por computadora tradicional se centra en imagenes jas,
este campo se enfoca en analizar ®mo evolucionan las escenas a lo largo del tiempo. Desde
la deteccon de objetos en movimiento hasta la generacon de subttulos automaticos, estas
capacidades tienen aplicaciones en diversas industrias, desde la vigilancia hasta la medicina
y el entretenimiento. Con el advenimiento del aprendizaje profundo y la disponibilidad de
conjuntos de datos masivos de videos, este campo esh experimentando un apido progreso
y desempena@a un papel cada vez mas signi cativo en el mundo actual.

25.1. Tareas

La visbn por computadora en elambito de videos aborda una serie de tareas que implican
analizar y comprender secuencias de imagenes en movimiento. Estas tareas son fundamentales
en una variedad de aplicaciones, desde la deteccon de objetos en videos de vigilancia hasta
la generacon de descripciones automaticas para contenido multimedia. A continuacon, se
describen algunas de las tareas clave en visbn por computadora para videos.
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Deteccon de Objetos en Videos

La deteccon de objetos en videos [7Mdeo Object Detectior) es similar a la deteccon
de objetos en imagenes estticas, esta tarea implica identi car y ubicar objetos espec cos en
secuencias de video en tiempo real. Es fundamental en aplicaciones como la monitorizacon
de ta co, la seguridad y la vigilancia, as como la navegacon de vehculos aubnomos. En
la Figura 2.11 se ilustra un ejemplo de la nalidad de esta tarea.

Figura 2.11: Ejemplo de deteccon de objetos en videos. Fuente: [21]

Seguimiento de Objetos en Videos

El seguimiento de objetos en videos [8Yideo Object Tracking es una tarea que consiste
en rastrear la trayectoria de un objeto espec co a lo largo de un video. Puede utilizarse
para el seguimiento de objetos en movimiento en aplicaciones de seguimiento de deportes,
seguimiento de vehculos y seguimiento de personas. En la Figura 2.12 se ilustra un ejemplo
de la nalidad de esta tarea.

Figura 2.12: Ejemplo de seguimiento de objetos en videos. Fuente: [28]

Reconocimiento de Acciones en Videos

El reconocimiento de acciones en videos [MNideo Action Recognition) es crucial para
identi car y clasi car actividades presentes en un video, como caminar, correr, nadar u otras
acciones. Esta tarea resulta fundamental en aplicaciones como el aralisis de videos de vi-
gilancia y la supervison de comportamientos. Por ejemplo, puede utilizarse para detectar
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actividades sospechosas o para analizar el movimiento de personas enareas de seguridad.
Adenas, esta labor contribuye signi cativamente a enriquecer la comprenson del contexto y
la diramica de un video.

Adenas de su aplicacon directa, esta tarea tamben desempena un papel fundamental en
el entrenamiento de modelos para aprender un espacio de representaciones latentes de alta
calidad. Al enfrentarse a una variedad de datos y escenarios, los modelos deben prestar aten-
cbn a diversas acciones y contextos, lo que resulta en una comprenson mas rica y detallada
del contenido visual. Esto contribuye a mejorar la capacidad del modelo para generalizar y
reconocer patrones en diferentes entornos, lo que es esencial para su desempefo en aplicacio-
nes del mundo real. La Figura 2.13 ilustra un ejemplo que ejempli ca la aplicacon de esta
tarea..

Figura 2.13: Ejemplo de reconocimiento de acciones en videos. Fuente: [30]

Catalogacon de Videos

La tarea de catalogacbon automatica de videos en medios televisivos se re ere al proceso
de asignar etiquetas o metadatos a los videos de una biblioteca o base de datos de contenido
visual. Estos metadatos o etiquetas pueden incluir informacon como la descripcon del video
[6], el tema, los objetos o personas que aparecen enel, el genero, las palabras clave y otros
detalles relevantes. Bajo lo anterior, en este trabajo hacemos referencia a la tarea de catalo-
gacon de videos a este mismo trabajo de manera automatizada, sin la intervencon manual
de etiquetadores humanos

Catalogacon de Videos - Contexto Canal

La catalogacon de videos es un desafo signi cativo para los medios televisivos, espe-
cialmente considerando la vasta cantidad de contenido de video que se genera diariamente.
El proceso de catalogacon manual, que implica la visualizacon y etiquetado individual de
cada video, se convierte en una tarea laboriosa y costosa en erminos de tiempo y recursos
humanos.

Esta catalogacon manual, adenas de ser intensiva en tiempo, puede ser subjetiva y sus-
ceptible a errores humanos. Esto, a su vez, puede dar lugar a inconsistencias y falta de
precisbn en los metadatos asignados a los videos, lo que di culta la lusqueda y recuperacon
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e ciente de contenido relevante en una extensa biblioteca de medios.

Un dato destacable es que, en este contexto, se ha observado que el proceso de cataloga-
con manual por parte de los bibliotecarios puede llevar hasta aproximadamente dos meses
desde la creacon del video hasta su completa catalogacon en el canal televisivo. Esta demo-
ra puede afectar signi cativamente la disponibilidad y accesibilidad del contenido para los
espectadores, lo que resalta aun nas la necesidad de soluciones e caces para la catalogacon
automatica de videos en medios televisivos.

2.5.2. Modelos

Los modelos de representacon de videos son una categora de modelos de aprendizaje au-
tomatico disenados espec camente para analizar, capturar y representar las caractersticas,
patrones y relaciones presentes en los videos. Estos modelos se han convertido en herramien-
tas fundamentales para una amplia gama de aplicaciones relacionadas con el procesamiento
de contenido visual en movimiento. La eleccon de la arquitectura adecuada para un modelo
de representacon de video puede variar, y algunos de los enfoques y arquitecturas mas des-
tacados en este campo incluyen las redes neuronales convolucionales (CNN), que pueden ser
2D, 3D o hbridas, y los modelos basados en transformers. Estos enfoques permiten capturar
tanto las caractersticas espaciales como las temporales presentes en los videos, lo que resulta
en representaciones ricas y signi cativas para tareas de aralisis y procesamiento de videos.

SlowFast

El modelo SlowFast [15] es un enfoque de representacon de videos que fue publicado el
29 de octubre de 2019. Este modelo ha sido pre-entrenado en el conjunto de datos Kinetics-
400 (K400). Su arquitectura se basa en el uso de una red neuronal convolucional en 3D (3D
CNN) que procesa dos ujos diferentes, uno mpido y uno lento, de forma separada como se
observa en la Figura 2.14. El ujo lento se enfoca en capturar detalles espaciales, mientras
gue el ujo apido esh disenado para capturar informacon temporal epidamente y tamben
informacon espacial. Adenas, se aplicanskip connection$ para mantener la informacon de
alta resolucon a trawes de las capas dgooling Esta metodologa puede aplicarse a distintos
backbonespero en [15] utilizan ResNet-50.
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Figura 2.14: Arquitectura SlowFast. Fuente: [15]

TimeSformer

TimeSformer [13] es un modelo de representacon de videos que fue publicado en la confe-
rencia ICML 2021 el 9 de junio de 2021. Este modelo ha sido pre-entrenado en varios conjun-
tos de datos populares en la comunidad de vison por computadora, incluyendo Kinetics-400
(K400), Kinetics-600 (K600), Something-Something-V2 (SSv2) y HowTol00M. La arquitec-
tura del TimeSformer se basa en un enfoque basado en Transformer libre de convoluciones,
donde aprende directamente de los parches de los cuadros con un esquema de \atencon divi-
dida". Esto signi ca que la atencon temporal y la atencon espacial se aplican por separado
dentro de cada bloque del modelo como se observa en la Figura 2.15, permitiendo una mejor
captura de las relaciones temporales y espaciales en los videos.

La arquitectura consiste erBD Patch Partition Layer, una capa deembeddinguna serie
de bloques de (T+S) Transformers y una capa nal MLP Kulti Layer Perceptron).

Figura 2.15: Arquitectura TimeSformer Transformer. Fuente: [13]
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VIViT (FE)

ViVIiT Factorised Encoder(FE) [12] es un modelo de representacon de videos que fue
presentado en la conferencia ICCV 2021 el 1 de noviembre de 2021. Este modelo ha sido pre-
entrenado en varios conjuntos de datos populares en la comunidad de vison por computadora,
incluyendo Kinetics-400 (K400), Kinetics-600 (K600) y Epic Kitchens. La arquitectura del
Vivit Factorised Encoderse basa en un enfoque basado en Transformer, donde se separa la
codi cacon espacial y temporal en diferentes ramas de la red como se observa en la Figura
2.16. La entrada a la rama temporal es una representacon latente dekens extraidos del
mismo indice temporal como se observa en la Figura 2.17.

Figura 2.16: Arquitectura ViViT Factorised Encoder Fuente: [12]

Figura 2.17: Arquitectura ViVIT Factorised Encoder Fuente: [12]
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Video Swin Transformer

Video Swin Transformer [23] es un modelo de representacon de videos que fue publicado
el 24 de junio de 2021. Este modelo ha sido pre-entrenado en conjuntos de datos populares
en la comunidad de visbn por computadora, incluyendo Kinetics-400 (K400), Kinetics-600
(K600) y Something-Something-V2 (SSv2). La arquitectura del Video Swin Transformer se
basa en un enfoque basado en Transformer, sin embargo, se diferencia de otros modelos en
gue reemplaza la \atencon multi cabezal” por una \ventana deslizante". Adenas, tambéen
aplica convoluciones temporales y espaciales en la primera instancia del modelo, lo cual lo
haceunico en su enfoque de procesamiento de videos.

Figura 2.18: Arquitectura Video Swin Transformer. Fuente: [23]

En la Figura 2.18, se presenta una visualizacon de la arquitectura del Video Swin Trans-
former, un modelo disenado espec camente para abordar la tarea de procesar contenido de
video. En esta arquitectura,T representa los cuadros individuales, y cada cuadro contiene
HxW x3 pxeles, dondeH denota la altura, W el ancho, y 3 los canales de color (rojo, ver-
de y azul). La arquitectura consiste er8D Patch Partition Layer, una capa deembedding

una serie de bloques de Video Swin Transformer (Figura 2.18) y capas adicionalepateh
merging

Figura 2.19: 2 bloques de Video Swin Transformer consecutivos. Fuente: [23]
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VideoMAE

VideoMAE [27] es un modelo de representacon de videos que fue publicado por primera
vez en la verson de la amara lista para NeurlPS 2022 el 18 de octubre de 2022. Este modelo
ha sido pre-entrenado en varios conjuntos de datos ampliamente utilizados en la comunidad de
visbn por computadora, incluyendo Kinetics-400 (K400), Something-Something-V2 (SSv2)
y UCF101. La arquitectura del VideoMAE utiliza comobackboneViT (Vision Transformer
chsico) con una modalidad de Espacio-Tiempo unidalfint Space-Time como se observa
en la Figura 2.20 y un enfoque generativo para aprender representaciones a partir de la
reconstruccon de videos enmascaradoM@sked Auto EncodersMAE) como ilustra la Figura
2.21.

Figura 2.20: Arquitectura Transformer modalidadJoint Space-Time Fuente: [13]

Figura 2.21: Arquitectura VideoMAE. Fuente: [27]

2.6. Mtricas

En cuanto a la evaluacon del rendimiento de cada red, existen diversas netricas dispo-
nibles. En primer lugar, es fundamental establecer las netricas kasicas para evaluar si una
muestra se clasi ca correctamente en relacon con una clase. En este contexto, existen cuatro
posibles resultados que se deben considerar:
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Verdadero Positivo (TP): Cuando la muestra se clasi ca correctamente como la clase
esperada.

Verdadero Negativo (TN): Cuando la muestra no se clasi ca como la clase esperada, y
esto es correcto, es decir, la muestra no perteneca a esa clase.

Falso Positivo (FP): Cuando la muestra se clasi ca como la clase esperada, pero esto
es incorrecto, ya que la muestra no perteneca a esa clase.

Falso Negativo (FN): Cuando la muestra no se clasi ca como la clase esperada, pero
debera haberlo hecho, es decir, la muestra perteneca a esa clase.

2.6.1. Indice de Rand Ajustado

El ndice de Rand ajustado (Adjusted Rand Index ARI) es una netrica que se utiliza para
evaluar la similitud entre losclustersobtenidos por un algoritmo declustering y los clusters
de referencia ayround truth. Se de ne en funcon de los TP, TN, FP y FN como se muestra
en la Ecuacon 2.5:

(Rl ExpectedRlI)

ARl = (max(Rl) ExpectedRI) (2:5)
Donde:
" RI (Rand Index) viene dado por la Ecuacbn 2.6:
RI (TP + TN) (2.6)

T (TP+TN+FP + FN)

ExpectedRI es el valor esperado del ndice de Rand para una asignacon aleatoria de
los datos a losclusters que se calcula teniendo en cuenta las distribuciones marginales
de los datos y se utiliza para tener en cuenta la posibilidad de coincidencia aleatoria.

2.6.2. Precison

La precisbn (Accuracy) es una netrica de evaluacon de modelos que mide la proporcon
de predicciones correctas en relacon con el total de predicciones realizadas. Su brmula es la
Ecuacon 2.7.

(TP + FP)
(N)

Accuracy = (2.7)

Donde:

N

N: Total de Muestras.
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2.6.3. Similitud de Coseno

La similitud de coseno Cosine Similarity) es una netrica que mide la similitud entre dos
vectores, comunmente utilizada en tareas de procesamiento de lenguaje natural y recupera-
con de informacon. Para calcular la similitud de coseno entre dos vectores se realiza por
medio de la Ecuacon 2.8.

A B

Similar = Coq ) = WAKKBK

(2.8)

N

A B: Producto punto entre Ay B.

N

kAkkBk: Son las normas euclidianas de Ay B.
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Captulo 3

Metodologa

En este captulo, se aborda en detalle el desarrollo inicial llevado a cabo para abordar
la cueston planteada. Se comienza por describir los conjuntos de datos empleados, los mo-
delos evaluados y el procesamiento de los datos brindados por el canal para el posterior
entrenamiento con estos.

3.1. Datasets

La eleccon de los conjuntos de datos se basa en su diversidad y amplitud, independiente-
mente de la tarea espec ca para la que hayan sido ampliamente utilizados. Esta seleccon se
fundamenta en la intencon de aprovechar conjuntos de datos publicos para permitir que los
modelos seleccionados aprendan un espacio de representaciones latentes de alta calidad. La
idea subyacente es facilitar el aprendizaje transferido, permitiendo que estos modelos funcio-
nen adecuadamente en conjuntos de datos externos a aquellos en los que fueron inicialmente
entrenados. Esta estrategia nos permite comenzar con un espacio de representacon ya bien
aprendido desde el inicio, gracias a la variedad y riqueza de los datos utilizados.

3.1.1. Kinetics

Kinetics [18] es conocido por ser utilizado para pre-entrenar modelos unimodales con
un enfoque auto-supervisado. Consta de 650.000 videos que cubren 400, 600 o 700 clases
de acciones humanas, con una duracon aproximada de 10 segundos por video. Cada video
esh etiquetado con unaunica clase de accon. Kinetics es particularmente relevante para la
transferencia de aprendizaje en tareas de reconocimiento de acciones, ya que permite entrenar
modelos en un gran corpus de datos antes de ajustarlos a tareas espec cas con conjuntos de
datos nmas pequenos.
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Figura 3.1. Muestra de datos detlatasetKinetics. Fuente: [18]

En la Figura 3.2 se muestra la cantidad de instancias por categora endatasetKinetics.

Figura 3.2: Numero de instancias anotadas por clase eatasetKinetics.

3.1.2. UCF101

UCF101 [25] es ampliamente utilizado en la comunidad de reconocimiento de acciones, ya
que contiene 13.320 videos categorizados en 101 categoras distintas. Estos videos son gene-
rados por usuarios y recolectados de YouTube, con una resolucon normalizada de 320x240 y
una velocidad de cuadros de 25 FP$rames Per Secon)l Debido a su tamano reducido, el
dataset UCF101 es popular para el desarrollo y evaluacon de algoritmos de reconocimiento
de acciones en entornos con recursos limitados.

27



Figura 3.3: Muestra de datos detlataset UCF101. Fuente: [25]

En la Figura 3.4 se muestra la cantidad de instancias por categora enddtasetUCF101.

Figura 3.4:. Numero de instancias anotadas por clase elatasetUCF101.

3.1.3. HMDB51

HMDB51 [19] es otrodataset popular utilizado en el campo del reconocimiento de ac-
ciones. Con aproximadamente 7.000 videos distribuidos en 51 clases de acciones distintas, y
alrededor de 101 videos de 10 segundos cada uno, HMDB51 ofrece una mayor variabilidad
en erminos de acciones y escenarios representados en comparacon con UCF101. Los videos
en HMDB51 son recopilados de diversas fuentes, lo que lo hace adecuado para aplicaciones
mas realistas y diversas en erminos de condiciones de grabacon.
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