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El glaucoma es una enfermedad ocular crónica que daña el nervio óptico y constituye la
principal causa de ceguera irreversible a nivel mundial, afectando al 3.54 % de la población
global entre 40 y 80 años y al 2 % de la población en Chile. Su diagnóstico tardío, debido
a la progresión lenta y la ausencia de síntomas en etapas tempranas, resalta la necesidad
de técnicas diagnósticas más precisas. La pupilometría cromática, que analiza la respuesta
pupilar a estímulos lumínicos, surge como una herramienta prometedora para detectar dis-
funciones tempranas asociadas al glaucoma. Este trabajo tuvo como objetivo desarrollar una
herramienta de diagnóstico automatizado basada en machine learning, utilizando datos de
pupilometría cromática.

El estudio se realizó con un sistema de pupilometría cromática diseñado con un regis-
tro comercial (PupilLab) y un sistema de estimulación lumínica propio, aplicando estímulos
en formatos flash (1 segundo a 250 lux) y rampa (1 minuto, con aumento a 250 lux en 20
segundos) en colores rojo, verde, azul y blanco. Participaron 40 individuos, divididos en 20 pa-
cientes con glaucoma y 20 controles sanos. Se preprocesaron los datos mediante segmentación
de señales y filtros, y se extrajeron características estadísticas relevantes, complementadas
con técnicas de aumento de datos.

Se probaron modelos de machine learning (XGBoost) y deep learning (FCN y GRU).
Para machine learning, se evaluaron distintos largos de ventanas de segmentación y tres
enfoques experimentales: caso base, selección de ventanas y aislamiento de estímulos. Los
mejores resultados se obtuvieron con estímulos tipo rampa, aplicando filtrado y ventanas de
150 muestras de largo, alcanzando un 79.17 % de accuracy. Sin embargo, en promedio, los
estímulos tipo flash generaron resultados más consistentes. Por otro lado, los modelos de
deep learning no alcanzaron un rendimiento óptimo debido a la limitada cantidad de datos,
su alta variabilidad y la falta de generalización.

Este trabajo demuestra que es posible desarrollar herramientas diagnósticas efectivas ba-
sadas en pupilometría cromática, sentando las bases para su perfeccionamiento y eventual
aplicación clínica.
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“Aprender a volar no es fácil. Aprender a caer tampoco.
Pero vivir en el suelo aburre”

Liniers
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Capítulo 1

Introducción

1.1. Identi�cación y Formulación del Problema

El glaucoma es una enfermedad ocular crónica que daña la cabeza del nervio óptico, punto
de salida de las �bras de las células ganglionares de la retina (CGR) [1]. Esta patología es
una creciente preocupación en la salud pública a nivel mundial debido a su gravedad y pre-
valencia. El glaucoma representa la principal causa de ceguera irreversible en todo el mundo
[2], afectando a aproximadamente el 3.54 % de la población entre 40 y 80 años [3]. En Chile,
esta enfermedad ocupa el primer lugar como causa de ceguera irreversible, afectando al 2 %
de la población chilena [4].

La pérdida del campo visual que produce el glaucoma, se caracteriza por ser lenta, in-
dolora y progresiva, haciendo que su diagnóstico sea desa�ante. Por lo general, el glaucoma
progresa sin síntomas evidentes y puede detectarse cuando ya se ha dañado hasta un 40 %
de las CGR [5]. Esta falta de síntomas notorios y la ausencia de una estrategia efectiva para
identi�car a los pacientes en etapas tempranas de la enfermedad, son desafíos importantes
en el manejo de esta patología [4].

En este contexto, se ha despertado un interés creciente en la búsqueda de métodos de de-
tección temprana del glaucoma que sean rentables y de fácil implementación [4]. Una de las
áreas prometedoras de investigación es el estudio de la respuesta pupilar a la luz cromática, la
cual se centra en la disfunción que se da en la dinámica pupilar al presentar esta enfermedad
[6].

Dado el contexto anterior, el presente trabajo de título, se enfoca en el análisis de datos
obtenidos a través de unsetupexperimental de pupilometría cromática. Los datos recopilados
mediante esta técnica fueron analizados utilizando algoritmos deMachine Learning para
identi�car patrones asociados con el Glaucoma.

1.2. Objetivos del Trabajo de Título

El presente Trabajo de Título tiene como objetivo general desarrollar una herramienta
basada en técnicas deMachine Learning para diagnosticar el Glaucoma a través de datos
obtenidos de pupilometría cromática.
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Entre los objetivos especí�cos, se encuentran:

� Optimizar la preparación de los datos. Esto implica limpiar los datos provistos, apli-
car �ltros relevantes, seleccionar y organizar la información de manera estructurada, y
generar undatasetcompleto y consistente.

� Describir y transformar la data mediante la extracción de características, experimentan-
do con diversas transformaciones, incluyendo la implementación de técnicas de aumento
de datos y selección de características, para evaluar su impacto en el rendimiento de los
modelos.

� Diseñar y entrenar modelos basados en técnicas deMachine Learning y Deep Learning,
explorando diferentes con�guraciones y casos de los datos, con el objetivo de maximizar
la precisión y robustez de las predicciones.

� Evaluar, a través de los resultados obtenidos por los modelos predictivos, cuáles estímulos
lumínicos y características extraídas contribuyen de manera más efectiva al diagnóstico
de glaucoma.
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Capítulo 2

Marco Teórico y Estado del Arte

2.1. Marco Teórico

2.1.1. Pupilometría Cromática

La pupilometría cromática es una técnica utilizada para evaluar la respuesta pupilar a
estímulos lumínicos, que se basa en la medición de parámetros como la morfología, tamaño y
reactividad de la pupila, siendo estos exámenes comunes en la práctica clínica oftalmológica y
neurológica [7]. Esta técnica se ha vuelto fundamental en la detección de funciones pupilares
anormales, ya que la pupilometría a través de la respuesta pupilar a la luz (PLR) y el periodo
inmediato post-estímulo (PIPR) ha demostrado ser una herramienta efectiva [6].

Las anomalías de la pupila, como cambios en el tamaño, la forma y la respuesta a los
estímulos luminosos, están estrechamente relacionadas con una serie de complicaciones, entre
ellas neuropatías del nervio óptico, como el glaucoma [6]. Numerosos estudios han documen-
tado que la función pupilar detectada mediante PLR y PIPR se encuentra signi�cativamente
alterada en pacientes con glaucoma, lo que subraya la importancia de la pupilometría cromá-
tica en la detección temprana de esta enfermedad ocular [6]. Entre las células ganglionares
de la retina (RGC) afectadas por el glaucoma, se encuentran las células ganglionares de la
retina intrínsecamente fotosensibles (IPRGC) [8], las cuales desempeñan un papel crucial en
funciones no visuales, como la respuesta pupilar a la luz (PLR) [6].

Es relevante destacar que la respuesta pupilar (PLR y PIPR), se ve afectada en todas las
etapas del glaucoma, desde las tempranas hasta las avanzadas, según han concluido diversos
estudios [6].

2.1.2. Mirada general a los conceptos de Machine Learning

El Machine Learning, o Aprendizaje Automático, es una rama de la inteligencia arti�-
cial que se centra en el desarrollo de algoritmos y modelos estadísticos que permiten a los
sistemas informáticos aprender y mejorar su rendimiento en tareas especí�cas a partir de la
experiencia adquirida a través de datos [9]. Su objetivo fundamental es capacitar a las máqui-
nas para analizar grandes volúmenes de datos y utilizar modelos estadísticos para identi�car
patrones en estos, lo que les permite producir resultados o tomar decisiones sin la necesidad
de instrucciones explícitas [9]. Estos resultados suelen tener asociada una probabilidad de
corrección o un grado de con�anza.
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Se pueden clasi�car los métodos deMachine Learning en dos categorías principales:

1. Aprendizaje Supervisado: en este enfoque, los algoritmos aprenden a resolver pro-
blemas utilizando datos de entrada y salida etiquetados. El objetivo es predecir la salida
correcta para nuevos conjuntos de datos.

2. Aprendizaje No Supervisado: aquí, los algoritmos intentan descubrir patrones ocul-
tos en datos no etiquetados. Este enfoque es más exploratorio y se utiliza para tareas
como la segmentación de datos y la detección de anomalías.

Por otra parte, el proceso de creación de soluciones deMachine Learning, generalmente,
implica dos tareas principales:

� Seleccionar y limpiar un conjunto de datos que se utilizarán para entrenar el modelo.

� Seleccionar un algoritmo o modelo deMachine Learning adecuado para el problema
especí�co que se está abordando.

Es importante recalcar que las soluciones deMachine Learning, generalmente, requieren
conjuntos de datos de entrenamiento que contengan varios cientos o miles de puntos de datos,
así como su�ciente potencia computacional para ejecutarse e�cientemente [9].

Además de estos conceptos básicos, elMachine Learning abarca una amplia gama de
técnicas y algoritmos, incluidos los modelos de aprendizaje profundo, la optimización de
hiperparámetros, la validación cruzada, entre otros. Estas técnicas se aplican en una variedad
de campos, desde la medicina hasta la industria �nanciera, para resolver una variedad de
problemas, como el reconocimiento de patrones, la clasi�cación, la regresión y la generación
de recomendaciones.

2.1.3. Aprendizaje supervisado

El aprendizaje supervisado, es una técnica del aprendizaje automático (Machine Lear-
ning), donde un modelo se entrena utilizando un conjunto de datos etiquetados. Cada ejem-
plo en el conjunto de datos tiene una etiqueta o valor de salida asociado que el modelo intenta
predecir. Según Bishop (2006) [10], este enfoque permite al modelo aprender a partir de datos
de entrada conocidos y sus correspondientes salidas para realizar predicciones sobre nuevos
datos.

Existen dos tipos principales de problemas abordados mediante aprendizaje supervisado:

� Clasi�cación: la tarea consiste en asignar una etiqueta a una entrada dada. Por ejem-
plo, clasi�car correos electrónicos como �spam� o �no spam� [11].

� Regresión: el objetivo es predecir un valor continuo. Un ejemplo típico es la predicción
del precio de una casa basado en sus características [12].

Por otro lado, el proceso del aprendizaje supervisado generalmente sigue estos pasos [13]:

1. Recolección de Datos: obtener un conjunto de datos etiquetados.

2. División de Datos: dividir los datos en conjuntos de entrenamiento y prueba.
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3. Selección de Modelo: elegir un algoritmo adecuado para la tarea especí�ca.

4. Entrenamiento: ajustar el modelo a los datos de entrenamiento.

5. Evaluación: evaluar el rendimiento del modelo en los datos de prueba.

6. Ajuste: re�nar el modelo para mejorar su desempeño.

Existen diversos algoritmos que se utilizan en el aprendizaje supervisado, cada uno con
sus propias ventajas y limitaciones:

� Regresión Lineal: utilizada para problemas de regresión, establece una relación lineal
entre las variables de entrada y la variable de salida [10].

� Máquinas de Vectores de Soporte (SVM): utilizadas tanto para clasi�cación como
para regresión, buscan el hiperplano que mejor separa las clases de datos [11].

� Árboles de Decisión: construyen un modelo de decisiones basado en las características
de los datos, y se utilizan para clasi�cación y regresión [12].

� Redes Neuronales: inspiradas en el funcionamiento del cerebro humano, se aplican
en una amplia variedad de tareas, desde clasi�cación hasta procesamiento de imágenes
[10].

� k-Vecinos Más Cercanos (k-NN): clasi�ca los datos basándose en la mayoría de los
vecinos más cercanos en el espacio de características [11].

El aprendizaje supervisado es fundamental en muchos campos, debido a su capacidad
para realizar predicciones precisas basadas en datos históricos. Entre sus aplicaciones más
comunes se encuentran la detección de fraudes, el reconocimiento de voz y la clasi�cación de
imágenes [13].

2.1.4. Vectores de características

En el campo delMachine Learning, un vector de características es una representación
numérica de las características (o atributos) relevantes de un objeto, caso o instancia que
se usa como entrada para un modelo de aprendizaje. Cada elemento en el vector representa
una característica especí�ca y su valor correspondiente. La construcción y selección de estos
vectores son cruciales para el rendimiento del modelo, ya que deben capturar toda la infor-
mación relevante de los datos [10].

Un vector de características se puede considerar como una �la de una matriz donde cada
columna representa un atributo diferente de los datos [11]. Por ejemplo, en un problema
de clasi�cación de imágenes, los atributos pueden incluir información sobre los píxeles de la
imagen, mientras que en un problema de análisis de texto, los atributos pueden representar
la frecuencia de ciertas palabras o n-gramas.

La calidad del vector de características impacta directamente en la efectividad del mode-
lo de Machine Learning. Un buen vector de características debe ser capaz de maximizar la
información relevante mientras minimiza el ruido. Técnicas como la normalización, estanda-
rización, y selección de características se utilizan para optimizar estos vectores y mejorar el
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rendimiento del modelo [10].

Las características pueden ser de varios tipos:

� Numéricas: por ejemplo, la edad, el ingreso, la temperatura, etc.

� Categorías: por ejemplo, colores, tipos de objetos, clasi�caciones, etc.

� Binarias: indicadores de presencia o ausencia de una característica, como �sí� o �no�,
�verdadero� o �falso� [14].

Hay diversas técnicas para la extracción de características que varían según el tipo de da-
tos. Por ejemplo, en imágenes, las técnicas pueden incluir la extracción de bordes, la detección
de formas, intensidad de color, magnitud del gradiente y muchos más. En el procesamiento
del lenguaje natural, pueden incluir la extracción de palabras clave, la transformación de
palabras en vectores a través deembeddings, largo de sonidos, nivel de ruido, etc [14].

2.1.5. Características estadísticas

En el análisis de señales, las características estadísticas son cruciales para la extracción de
información relevante, que puede ser utilizada en modelos de clasi�cación y predicción. Estas
características incluyen medidas como la media, la desviación estándar, la varianza, la cur-
tosis y la asimetría, entre otras. Estas medidas permiten capturar las propiedades esenciales
de las señales, facilitando su análisis y procesamiento en diversas aplicaciones [15].

Entre los tipos de características estadísticas, se encuentran:

1. Media: es el promedio de los valores de la señal. La media proporciona una medida
central de la señal, ayudando a identi�car el valor típico en un conjunto de datos. La
media se calcula como:

� =
1
N

NX

i =1

x i (2.1)

dondeN es el número total de muestras yx i es el valor de lai -ésima muestra.

2. Desviación estándar: mide la dispersión de los valores de la señal respecto a la me-
dia. Una alta desviación estándar indica que los valores de la señal están ampliamente
dispersos alrededor de la media. La desviación estándar se calcula como:

� =

vu
u
t 1

N

NX

i =1

(x i � � )2 (2.2)

3. Mediana: es el valor central de la señal cuando los datos están ordenados. Si el número
de muestras es par, se toma el promedio de los dos valores centrales:

Mediana=

8
><

>:

x( N +1
2 ) si N es impar;

x( N
2 )+ x( N

2 +1 )
2 si N es par:

(2.3)
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4. Valor máximo: es el valor más grande de la señal, denotado como:

Max(x) = max
i =1 ;:::;N

x i (2.4)

5. Valor mínimo: es el valor más pequeño de la señal, denotado como:

Min(x) = min
i =1 ;:::;N

x i (2.5)

6. Rango: es la diferencia entre el valor máximo y el valor mínimo de la señal:

Rango(x) = Max(x) � Min(x) (2.6)

7. Rango intercuartil: es la diferencia entre el tercer cuartil (Q3) y el primer cuartil
(Q1):

IQR(x) = Q3 � Q1 (2.7)

8. Primer cuartil (Q1): es el valor que deja por debajo de sí el 25 % de los datos, calculado
como:

Q1 = x( N +1
4 ) (2.8)

9. Tercer cuartil (Q3): es el valor que deja por debajo de sí el 75 % de los datos, calculado
como:

Q3 = x( 3( N +1)
4 ) (2.9)

10. Curtosis: mide la �apuntalidad� de la distribución de los valores de la señal. Una alta
curtosis indica una distribución con picos agudos y colas largas. La curtosis se calcula
como:

� =
N (N + 1)

(N � 1)(N � 2)(N � 3)

NX

i =1

� x i � �
�

� 4

�
3(N � 1)2

(N � 2)(N � 3)
(2.10)

11. Asimetría: mide la simetría de la distribución de los valores de la señal. Un valor de
asimetría positivo indica que la distribución tiene una cola más larga hacia la derecha,
mientras que un valor negativo indica una cola más larga hacia la izquierda. La asimetría
se calcula como:


 =
N

(N � 1)(N � 2)

NX

i =1

� x i � �
�

� 3

(2.11)

Estas características se utilizan ampliamente en diversas aplicaciones. Por ejemplo, en el
estudio de McCall et al. [15], se utilizaron características estadísticas obtenidas de sensores
inerciales para clasi�car actividades humanas, mejorando la precisión de clasi�cación me-
diante la selección de características relevantes para cada macro-clase.

En otro estudio, las características estadísticas de señales de ECG se utilizaron para identi-
�car patrones que indican diferentes condiciones cardíacas. La extracción de estas caracterís-
ticas permitió el desarrollo de modelos predictivos que mejoraron la precisión de diagnóstico
[16].
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Estas características estadísticas son esenciales para el análisis y la clasi�cación de señales,
proporcionando una base sólida para el desarrollo de modelos predictivos y la mejora del
rendimiento de los mismos en diversas aplicaciones.

2.1.6. Árboles de Decisión

Los árboles de decisión son algoritmos de aprendizaje supervisado no paramétricos utili-
zados tanto para tareas de clasi�cación como de regresión. Su estructura jerárquica, similar
a un árbol, está compuesta por un nodo raíz, ramas, nodos internos (o nodos de decisión) y
nodos hoja (nodos terminales) [17], como se puede ver en la �gura 2.1. Estos últimos repre-
sentan los posibles resultados dentro del conjunto de datos analizado.

Figura 2.1: Estructura de un árbol de decisión.

El proceso de un árbol de decisión comienza con el nodo raíz, que no tiene ramas entrantes.
A partir de este nodo, surgen ramas que conectan con nodos internos, los cuales, a su vez,
representan puntos de decisión basados en las características disponibles. Estos nodos realizan
evaluaciones que dividen los datos en subconjuntos más homogéneos, y �nalmente, las hojas
denotan los resultados posibles para las distintas combinaciones de datos [17].

2.1.6.1. Estrategia de Aprendizaje

El aprendizaje en los árboles de decisión sigue una estrategia de�divide y vencerás� [17],
mediante una búsqueda voraz que identi�ca los puntos de división óptimos dentro del árbol.
Este proceso se repite de manera recursiva desde arriba hacia abajo hasta que la mayoría o la
totalidad de los registros son clasi�cados bajo etiquetas de clase especí�cas. Sin embargo, la
capacidad de clasi�car de manera homogénea depende de la complejidad del árbol. Árboles
más pequeños tienden a alcanzar nodos hoja más puros, donde los puntos de datos pertenecen
a una única clase.

A medida que el árbol crece, se vuelve más difícil mantener esta pureza, lo que a menudo
lleva a la fragmentación de datos: cuando quedan muy pocos datos dentro de un subárbol [17].
Este fenómeno puede derivar en un sobreajuste del modelo, donde se ajusta excesivamente a
las particularidades de los datos de entrenamiento, pero pierde capacidad de generalización
en nuevos datos.

2.1.6.2. Poda y Reducción de Complejidad

Para evitar el sobreajuste, se recurre a técnicas de poda. Este proceso consiste en eli-
minar ramas que dividen con base en características de baja importancia. Esto reduce la
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complejidad del árbol sin sacri�car la precisión del modelo. El ajuste del modelo se evalúa
generalmente mediante la técnica de validación cruzada. Además, una manera común de me-
jorar la precisión de los árboles de decisión es utilizando algoritmos como el derandom forest
[17], donde se construye un conjunto de árboles no correlacionados para generar predicciones
más precisas.

Los árboles de decisión son potentes y fáciles de interpretar, pero su tendencia a sobre-
ajustar los datos los hace propensos a perder precisión en nuevas predicciones. Por ello, la
simplicidad es una característica clave en su diseño, alineada con el principio de la navaja de
Ockham, que sugiere que�la explicación más simple suele ser la mejor�[18].

2.1.6.3. Selección del Mejor Atributo en Cada Nodo

Existen varios métodos para determinar el mejor atributo en cada nodo de un árbol de
decisión, pero dos de los más utilizados son la ganancia de información y la impureza de
Gini. Estos métodos ayudan a evaluar qué tan bien un atributo en particular puede dividir
los datos y mejorar la clasi�cación de las muestras en sus respectivas clases.

2.1.6.3.1. Entropía y Ganancia de Información

La entropía es un concepto tomado de la teoría de la información y se utiliza para medir el
nivel de incertidumbre o impureza en un conjunto de datos [17]. Cuanto mayor es la entropía,
más desorden hay en los datos. La entropía se de�ne de la siguiente manera:

Entropía(S) = �
X

c2 C

p(c) log2 p(c)

Donde:

� S es el conjunto de datos para el cual se está calculando la entropía.

� C es el conjunto de clases presentes enS.

� p(c) es la probabilidad de que un punto de datos pertenezca a la clasec en el conjunto
S.

La entropía puede variar entre 0 y 1. Si todas las muestras pertenecen a la misma clase, la
entropía es 0, lo que indica un conjunto de datos perfectamente ordenado. Por otro lado, si los
datos están distribuidos equitativamente entre las clases, la entropía alcanza su valor máximo
de 1. Al construir un árbol de decisión, el objetivo es seleccionar el atributo que minimice la
entropía, ya que esto genera divisiones más puras [17]. La ganancia de información se re�ere
a la reducción de la entropía después de realizar una división en el árbol, y se calcula como:

Ganancia de Información= Entropía(S) �
X

v2 Valores(A)

jSv j
jSj

Entropía(Sv)

Donde:

� A es el atributo por el cual se está dividiendo el conjunto de datos.

� Entropía(S) es la entropía antes de la división.

� jSv j
jSj es la proporción del subconjunto de datosSv generado por la división.
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� Entropía(Sv) es la entropía del subconjunto de datosSv tras la división.

El atributo que maximiza la ganancia de información es aquel que mejor reduce la impureza
de los datos.

2.1.6.3.2. Impureza de Gini

La impureza de Gini mide la probabilidad de clasi�car incorrectamente un punto de datos
si este fuera etiquetado al azar de acuerdo con la distribución de clases en el conjunto de datos
[17]. Al igual que la entropía, si el conjunto de datos es puro (todos los puntos pertenecen a
una única clase), la impureza de Gini es 0. La fórmula para calcular la impureza de Gini es:

Impureza de Gini= 1 �
X

i

(pi )2

Donde pi es la proporción de puntos de datos que pertenecen a la clasei .

La impureza de Gini es otro criterio útil para decidir las mejores divisiones en un árbol de
decisión. Al evaluar las posibles divisiones, el objetivo es seleccionar el atributo que tenga la
menor impureza de Gini, ya que este generará subconjuntos de datos más homogéneos [17].

2.1.6.4. Ventajas y desventajas de los Árboles de Decisión

Entre las ventajas, se encuentra [17]:

� Fácil interpretación: La lógica booleana y la representación visual de los árboles
de decisión los hacen fáciles de comprender y utilizar. La estructura jerárquica que
presentan permite identi�car con claridad los atributos más relevantes, algo que a veces
no es tan evidente en otros algoritmos, como las redes neuronales.

� Requerimiento de poca o ninguna preparación de datos: Los árboles de decisión
son bastante �exibles en comparación con otros clasi�cadores. Pueden trabajar con
diferentes tipos de datos, ya sean discretos o continuos, y los valores continuos pueden
transformarse en categóricos mediante el uso de umbrales. Además, son capaces de
manejar valores faltantes, un desafío para otros clasi�cadores, como el modelo Naïve
Bayes.

� Mayor �exibilidad: Los árboles de decisión se pueden utilizar tanto para tareas de
clasi�cación como de regresión, lo que los hace más versátiles que algunos otros algorit-
mos. Otra ventaja es que son insensibles a las relaciones subyacentes entre los atributos;
es decir, si dos variables están altamente correlacionadas, el algoritmo seleccionará solo
una de ellas para realizar la división.

Entre las desventajas, se encuentra [17]:

� Propensos al sobreajuste: Los árboles de decisión muy complejos tienden a ajustarse
demasiado a los datos de entrenamiento, lo que di�culta su capacidad para generalizar
en nuevos datos. Este problema se puede mitigar mediante la poda (pruning). La poda
previa (pre-pruning) detiene el crecimiento del árbol cuando los datos no son su�cientes,
mientras que la poda posterior (post-pruning) elimina subárboles que no aportan valor
una vez que el árbol ha sido construido.

� Alta varianza: Pequeñas variaciones en los datos pueden generar árboles de decisión
completamente diferentes. Para reducir esta variabilidad, se puede utilizar el método

10



de bagging, que consiste en promediar las estimaciones de múltiples árboles. Sin em-
bargo, este enfoque tiene limitaciones, ya que puede conducir a predictores altamente
correlacionados.

� Mayor costo computacional: Debido a que los árboles de decisión emplean una
búsqueda voraz para identi�car los mejores puntos de división, su entrenamiento puede
ser más costoso en términos computacionales en comparación con otros algoritmos.

2.1.7. Gradient Boosting Machines (GBM)

Gradient Boosting Machines(GBM) se han convertido en algoritmos extremadamente po-
pulares, especialmente desde el surgimiento deXGBoost en 2016, para tareas de clasi�cación
y regresión [19]. Estos algoritmos combinan múltiples�weak learners� o �aprendices débiles�,
con el �n de mejorar de manera iterativa el rendimiento de los clasi�cadores o regresores,
corrigiendo los errores cometidos en etapas anteriores [20].

El objetivo no es crear clasi�cadores potentes de inmediato, sino utilizar �aprendices débi-
les� que se potencian en conjunto [21]. En la mayoría de los casos, losweak learnersutilizados
son árboles de decisión, debido a su simplicidad y versatilidad tanto para tareas de regresión
como de clasi�cación [21]. Se pueden entrenar con una muestra del conjunto total de datos,
lo que permite entrenamientos rápidos y e�cientes. Al usar árboles de decisión, los problemas
asociados con estos, como el sobreajuste, pueden transmitirse al modelo GBM, por lo que es
necesario controlar adecuadamente su complejidad [21].

Los árboles de decisión tienden a sobreajustarse cuando se incrementa su profundidad o
el número de nodos hijos. Este problema también se presenta en GBM, lo que hace esencial
ajustar los hiperparámetros, como la profundidad máxima y el número de nodos, para evitar
el sobreajuste.

GBM es un algoritmo deensemble, lo que signi�ca que combina múltiples modelos sencillos
para generar un modelo más robusto [21]. Los modelos aditivos son un ejemplo de este tipo
de algoritmos, donde la salida de varios modelos independientes se suma para mejorar la
predicción:

FM (x) = f 1(x) + ::: + f M (x) =
MX

m=1

f m (x)

2.1.7.1. GBM en Clasi�cación

Para tareas de clasi�cación, la principal diferencia con respecto a la regresión es la función
de pérdida (L ) utilizada. En clasi�cación, se utilizan funciones de pérdida que buscan mini-
mizar el error al predecir una clase en lugar de un valor continuo [21]. Una de las funciones
de pérdida más utilizadas es lacross-entropyo entropía cruzada [20]:

L i = � (yi log(pi ) + (1 � yi ) log(1 � pi ))

La derivada de esta función es:

@L i

@̂y
= pi � yi
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Dado que los modelos de clasi�cación con GBM son esencialmente modelos de regresión,
las salidas no pueden ser interpretadas directamente como probabilidades, sino comoscores,
los cuales deben ser transformados. La predicción dey en GBM para clasi�cación se expresa
como:

ŷ = log( odds) = log

 
p

1 � p

!

Para obtener probabilidades �nales, se utiliza la funciónsoftmax:

softmax(ŷ) =
1

1 + e� ŷ

2.1.7.2. Entrenamiento de GBM

El entrenamiento de GBM se puede visualizar como un proceso iterativo en el cual se
realizan ajustes progresivos [21]. La tasa de aprendizaje (� ), también conocida comoshrinkage
rate, es un factor crucial que ajusta el tamaño de las actualizaciones en cada iteración [20].
Esto se re�eja en la siguiente ecuación:

f m (x) = f m� 1(x) + �F m (x)

Dependiendo del problema, se pueden ajustar las funciones de pérdida para mejorar los
resultados. Las funciones de pérdida más comunes se presentan en la tabla 2.1.

Tabla 2.1: Ejemplos de funciones de pérdida y sus derivadas

Nombre Pérdida Derivada
Error Cuadrático 1

2(yi � f (x i ))2 yi � f (x i )
Error Absoluto jyi � f (x i )j sgn(yi � f (x i ))

Binary Logloss log
�
1 + e� yi f i

�
y � � (2f (x i ))

Finalmente, para evitar el sobreajuste, se puede agregar un término de regularización a la
función de pérdida, lo cual penaliza la complejidad del modelo [19]:

L (f ) =
NX

i =1

`(yi ; f (x)) + 
( f )

donde
( f ) es un término de regularización:


( f ) = 
J +
1
2

�
JX

j =1

w2
j

2.1.7.3. Ventajas y Desventajas de GBM

Dentro de las ventajas, se encuentra [21]:

� Capaz de manejar problemas tanto de regresión como de clasi�cación.

� Captura relaciones no lineales y características complejas en los datos.

� Funciona con variables numéricas y categóricas.
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� Robusto frente a valores atípicos y datos ruidosos.

� Escalable a grandes conjuntos de datos.

� Flexibilidad en la selección de funciones de pérdida.

Dentro de las desventajas, se encuentra [21]:

� Mayor tiempo de entrenamiento y complejidad en comparación con algoritmos más
simples.

� Sensible al sobreajuste si no se ajustan correctamente los hiperparámetros.

� Requiere mayor poder computacional.

� Interpretación más compleja debido a la naturaleza de combinación de múltiples árboles.

� Sensible a desequilibrio en las clases de los datos.

2.1.7.4. XGBoost ( Xtreme Gradient Boosting )

XGBoost es un potente algoritmo de optimización basado en gradientes que utiliza un
conjunto de árboles de decisión ensamblados [21]. Su popularidad ha crecido debido a su alto
rendimiento y velocidad en diversas tareas de clasi�cación y regresión [19]. Algunas de sus
principales características son [21]:

� Manejo e�ciente de los valores faltantes: XGBoost puede tratar e�cientemente los
valores faltantes, desviando las muestras hacia una de las ramas por defecto.

� Soporte para regularización: El algoritmo incluye mecanismos de regularización L1
(Lasso) y L2 (Ridge), que ayudan a prevenir el sobreajuste del modelo.

� Alta �exibilidad: XGBoost permite de�nir tanto funciones de pérdida personalizadas
como funciones de evaluación, lo que lo hace altamente adaptable a diferentes problemas.

XGBoost ha demostrado ser una herramienta de gran utilidad en competiciones de apren-
dizaje automático, destacándose por su capacidad para gestionar grandes conjuntos de datos,
su escalabilidad y su e�cacia en la reducción de errores en los modelos predictivos [19].

Algunos de sus hiperparámetros más importantes que lo componen son:

1. Learning Rate ( � ): El learning rate, o tasa de aprendizaje, es uno de los hiperparáme-
tros más importantes enXGBoost. Controla cuánto se ajustan los nuevos árboles que se
agregan al modelo durante cada iteración. En otras palabras, ellearning rate regula la
magnitud de las actualizaciones en el modelo. Un valor más bajo delearning rate reduce
la velocidad de aprendizaje, lo que puede evitar el sobreajuste al forzar al modelo a
hacer cambios más pequeños y precisos en cada iteración. Sin embargo, unlearning rate
más bajo también puede requerir más iteraciones para lograr un buen rendimiento. La
ecuación que representa este proceso es:

f m (x) = f m� 1(x) + � � Fm (x)
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Donde:

� f m (x) es el nuevo modelo que se ajusta después de la m-ésima iteración.
� Fm (x) es la función de ajuste en la iteración m-ésima.
� � es la tasa de aprendizaje (learning rate), que escala el ajuste en cada paso.

2. Max Depth : El hiperparámetro max depthde�ne la profundidad máxima que puede
alcanzar cada árbol de decisión en el modeloXGBoost, controlando la complejidad del
árbol. Una mayor profundidad permite al árbol capturar interacciones más complejas
entre las características, pero también aumenta el riesgo de sobreajuste, ya que los árbo-
les muy profundos tienden a ajustar demasiado el modelo a los datos de entrenamiento,
afectando su capacidad de generalización a nuevos datos. Una profundidad más baja
hace que los árboles sean más simples y eviten el sobreajuste, pero podrían no capturar
adecuadamente patrones complejos en los datos.

3. Evaluation Metric : La evaluation metric es la métrica que se utiliza para evaluar el
rendimiento del modelo durante el entrenamiento y la validación.XGBoost admite di-
ferentes métricas, dependiendo del tipo de problema (clasi�cación o regresión). Algunas
de las métricas comunes son:

� Log-loss(para clasi�cación binaria): mide la incertidumbre de las predicciones del
modelo, penalizando más las predicciones incorrectas con alta con�anza.

L log-loss = � (y � log(p) + (1 � y) � log(1 � p)) (2.12)

Donde y es la etiqueta real yp es la probabilidad predicha.
� RMSE (Root Mean Squared Error) para regresión: mide el error promedio entre las

predicciones del modelo y los valores reales.

RMSE =

vu
u
t 1

n

nX

i =1

(ŷi � yi )2 (2.13)

La elección de la métrica depende del tipo de tarea. Por ejemplo, para clasi�cación
se puede usarlog-loss, mientras que para regresión es común usar RMSE. La métrica
elegida se optimiza en cada iteración para ajustar el modelo.

2.1.8. Redes neuronales

Las redes neuronales arti�ciales (RNA) son sistemas computacionales inspirados en la es-
tructura y funcionamiento del cerebro humano. Se de�nen como redes distribuidas y paralelas
de procesadores elementales simples, conocidos como neuronas. Estas redes intentan emular
la estructura masivamente paralela del cerebro, con la capacidad de adquirir conocimiento
del ambiente a través de un proceso de aprendizaje y almacenar este conocimiento en las
conexiones sinápticas entre las neuronas [22].

Las RNA consisten en un conjunto de nodos (neuronas arti�ciales) conectados por enlaces
(sinapsis), cada uno con un peso asociado. Los pesos representan la fuerza de la conexión en-
tre las neuronas, y se ajustan durante el proceso de aprendizaje para mejorar el rendimiento
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del modelo [10].

El aprendizaje en una RNA, se lleva a cabo mediante algoritmos que ajustan los pesos
sinápticos con el �n de lograr un objetivo especí�co, como minimizar el error en las predic-
ciones. Uno de los algoritmos más comunes es el de retropropagación (backpropagation), que
utiliza el descenso de gradiente para actualizar los pesos en función del error cometido por
la red [23].

Una característica fundamental de las RNA es su capacidad de generalización, es decir,
su habilidad para producir respuestas razonables ante entradas no usadas durante el en-
trenamiento. Esta capacidad de generalización permite a las RNA aplicar el conocimiento
adquirido a situaciones nuevas y no previamente vistas [24].

Una neurona arti�cial puede ser vista como una unidad procesadora de información con
tres elementos básicos [22]:

1. Pesos Sinápticos: cada entrada a la neurona está asociada a un peso sináptico, que
pondera la importancia de esa entrada. Los pesos se ajustan durante el proceso de
aprendizaje. Estos corresponden a los elementoswk1; wk2; ::: wkm de la �gura 2.2.

2. Sumador o Combinador Lineal: la neurona calcula una combinación lineal pon-
derada de sus entradas. Esto se realiza sumando el producto de cada entrada por su
correspondiente peso sináptico. Esta estructura corresponde al elemento

P
de la �gura

2.2.

3. Función de Activación No-Lineal: la salida del sumador pasa por una función de
activación no-lineal, que limita la amplitud de la salida de la neurona. Las funciones de
activación más comunes son la sigmoide, la tangente hiperbólica y la ReLU (Recti�ed
Linear Unit ). Esta función introduce no linealidad en el modelo, permitiendo a la red
aprender representaciones complejas [25]. Esta corresponde al elemento' (�) de la �gura
2.2.

Figura 2.2: Modelo elemental de una neurona arti�cial.
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Las ecuaciones de una neurona son:

uk =
mX

j =1

wkj x j (2.14)

yk = ' (uk + bk) (2.15)

Donde:

� x j es la entrada j-ésima.

� wkj es el peso sináptico de la neuronak, asociado a la entrada j-ésima.

� uk es la salida del combinador lineal.

� bk es el sesgo obias.

� yk es la salida no-lineal de la neurona.

Las RNA se utilizan en una amplia variedad de aplicaciones debido a su capacidad para
aprender y generalizar. Algunas aplicaciones comunes incluyen:

� Reconocimiento de Patrones: las RNA son extremadamente e�caces en tareas como
el reconocimiento de voz y la clasi�cación de imágenes [26].

� Procesamiento del Lenguaje Natural (NLP): se utilizan en traducción automática,
análisis de sentimientos y generación de texto [27].

� Predicción y Modelado: aplicadas en �nanzas para la predicción de precios de accio-
nes y en climatología para el pronóstico del tiempo [28].

2.1.9. Deep Learning

Deep Learning, o aprendizaje profundo, es una subrama del aprendizaje automático (Ma-
chine Learning) que se basa en el uso de redes neuronales arti�ciales con múltiples capas de
procesamiento. Estas redes son capaces de aprender representaciones de datos de alto nivel
mediante transformaciones no lineales. El término �profundo� se re�ere a las numerosas capas
que constituyen la red, lo que permite la modelización de patrones complejos y abstractos en
los datos [26].

El Deep Learningse aplica a una variedad de problemas, entre los que destacan:

� Reconocimiento de Imágenes: clasi�cación y detección de objetos en imágenes, seg-
mentación semántica y reconocimiento facial [29].

� Procesamiento del Lenguaje Natural (NLP): tareas como traducción automática,
análisis de sentimientos, generación de texto ychatbots[30].

� Reconocimiento de Voz: conversión de voz a texto, comandos de voz y sistemas de
asistencia virtual [31].

� Juego y Estrategia: entrenamiento de agentes de inteligencia arti�cial para juegos
complejos como el ajedrez y el Go, donde se superan las capacidades humanas [32].
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Algunos conceptos básicos importantes son:

1. Redes Neuronales Convolucionales (CNN): utilizadas principalmente en el proce-
samiento de imágenes, las CNN emplean capas convolucionales para detectar patrones
locales en las imágenes [26].

2. Redes Neuronales Recurrentes (RNN): adecuadas para datos secuenciales, como
el texto y el audio. Las RNN tienen conexiones que forman ciclos, permitiendo que la
información persista [33].

3. Redes de Memoria a Largo Plazo (LSTM): una variante de las RNN diseñada
para aprender dependencias a largo plazo y resolver el problema del desvanecimiento
del gradiente [33].

4. Redes Generativas Antagónicas (GAN) : compuestas por dos redes neuronales que
compiten entre sí para generar datos nuevos y realistas a partir de datos de entrena-
miento [34].

El Deep Learningha revolucionado múltiples campos, debido a su capacidad para procesar
y entender grandes volúmenes de datos no estructurados. Algunas de las aplicaciones más
importantes incluyen:

� Diagnóstico Médico: análisis de imágenes médicas para detectar enfermedades como
el cáncer y la retinopatía diabética [35].

� Conducción Autónoma: sistemas de percepción para vehículos autónomos, incluyen-
do detección de objetos y navegación [36].

� Finanzas: modelos de predicción de mercados, detección de fraudes y análisis de riesgos
[37].

� Creatividad Arti�cial: generación de arte, música y diseño a través de algoritmos de
aprendizaje profundo [38].

Los avances recientes enDeep Learning, incluyen mejoras en arquitecturas de redes, téc-
nicas de regularización y métodos de optimización. Sin embargo, los desafíos persistentes
incluyen la necesidad de grandes cantidades de datos etiquetados, el alto costo computacio-
nal y la interpretabilidad de los modelos [24].

Deep Learninges una tecnología transformadora que ha ampliado las fronteras del apren-
dizaje automático. Su capacidad para manejar grandes cantidades de datos y aprender re-
presentaciones complejas lo convierte en una herramienta crucial en diversas aplicaciones
industriales y cientí�cas. A medida que la investigación avanza, se espera que las técnicas de
Deep Learningse vuelvan aún más e�cientes y accesibles.

2.1.10. Deep Learning para la clasi�cación de series temporales

Las series temporales univariadas, como el tipo más simple de datos de series temporales,
representan un punto de partida ideal para estudiar señales temporales [39]. La investiga-
ción en aprendizaje de representaciones y clasi�cación ha revelado numerosas aplicaciones
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potenciales en áreas como las �nanzas, la industria y el sector sanitario. Si bien las medidas
de similitud tradicionales, como elDynamic Time Warping (DTW) y la Distancia Eucli-
diana (ED), han sido utilizadas durante décadas, los esfuerzos recientes en la ingeniería de
características y el diseño de nuevas medidas de distancia han logrado una precisión signi�-
cativamente mayor en los estándares de clasi�cación de series temporales [39]. Sin embargo,
estos avances suelen venir acompañados de mayores niveles de complejidad y menores niveles
de interpretabilidad.

2.1.10.1. Fully Convolutional Network (FCN)

Las Fully Convolutional Networks(FCN) han demostrado un rendimiento destacado en
diversas áreas, como la segmentación semántica de imágenes, la clasi�cación de series tem-
porales y otros campos relacionados. Este enfoque ha sido ampliamente adoptado debido a
su capacidad para ofrecer resultados competitivos en múltiples conjuntos de datos [40].

El diseño básico de una FCN para clasi�cación de series temporales consta de tres capas
convolucionales, una capa deglobal poolingy una capa de clasi�cación basada enSoftmax
[40], como se muestra en la �gura 2.3. La capaSoftmaxse encarga de la clasi�cación, mientras
que las capas convolucionales extraen las características relevantes de los datos. Cada capa
convolucional incluye tres elementos fundamentales: una operación de convolución, una capa
de normalización por lotes (batch normalization) y una activación ReLU, como se describe
en la siguiente ecuación [40]:

y = W 
 x + b; s= BN (y); h = ReLU(s) (2.16)

donde
 representa la operación de convolución,BN es la normalización por lotes yReLU
es la función de activación no lineal.

Figura 2.3: Arquitectura de una FCN.

La arquitectura utiliza tres núcleos convolucionales de 1-D con tamañosf 8; 5; 3g, todos
con un stride de 1. El número de canales por capa esf 128; 256; 128g. Cabe destacar que no
se emplean capas depooling entre las convoluciones, lo que permite conservar la resolución
temporal completa de las señales y evitar la pérdida de información crítica [40].

Después de las capas convolucionales, se incorpora una capa deglobal average poolingen
lugar de una capa completamente conectada (fully connected layer). Este enfoque reduce
signi�cativamente el número de parámetros de la red, acelera el entrenamiento y mejora la
capacidad de generalización del modelo [40]. Finalmente, una capaSoftmax clasi�ca las ca-
racterísticas extraídas por las convoluciones, asignando probabilidades a las distintas clases
[40].
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Gracias a estas características, las FCN han demostrado ser herramientas e�caces para
tareas de clasi�cación de series temporales, ofreciendo una combinación sólida de precisión,
velocidad de entrenamiento y simplicidad arquitectónica.

2.1.11. Redes Neuronales Recurrentes

Una Red Neuronal Recurrente (RNN, por sus siglas en inglés), es un modelo de aprendi-
zaje profundo diseñado para procesar y convertir datos secuenciales en salidas secuenciales
especí�cas. Estos datos secuenciales pueden ser palabras, oraciones o series temporales, donde
los componentes interactúan según reglas semánticas y sintácticas complejas [24]. Las RNN
son particularmente adecuadas para tareas como la traducción automática, el reconocimiento
de voz y la generación de texto, debido a su capacidad para manejar la dependencia temporal
entre los datos [41].

Las RNN se distinguen de las redes neuronales tradicionales por su arquitectura en la que
existen conexiones recurrentes, lo que les permite mantener una memoria de estados pasados.
La estructura básica de una RNN incluye:

1. Capa de Entrada: recibe los datos secuenciales. Cada entrada en la secuencia se
procesa paso a paso.

2. Capas Ocultas: estas capas contienen unidades recurrentes que realizan el procesa-
miento real. En cada paso de tiempot, la capa oculta recibe la entrada actualx t y el
estado oculto anteriorht � 1, produciendo el estado oculto actualht . La actualización del
estado oculto se puede describir matemáticamente como:

ht = f (Wxh x t + Whh ht � 1 + bh) (2.17)

dondef es una función de activación no lineal,Wxh y Whh son matrices de pesos, ybh

es un sesgo (bias) [42].

3. Capa de Salida: genera la salida basada en el estado oculto actual. La salidayt se
calcula típicamente como:

yt = g(Why ht + by) (2.18)

dondeg es otra función de activación,Why es la matriz de pesos de la capa de salida, y
by es el sesgo correspondiente [24].

El principal distintivo de las RNN es su capacidad para �recordar� información a través
de sus conexiones recurrentes. Esto les permite utilizar la información de pasos de tiempo
anteriores para in�uir en las predicciones futuras, lo que es esencial para tareas que dependen
del contexto histórico.

El aprendizaje en una RNN se realiza mediante el algoritmo de retropropagación a través
del tiempo (BPTT, por sus siglas en inglés). Este algoritmo extiende el método de retropro-
pagación utilizado en redesfeedforwardal desenrollar la RNN a través del tiempo y aplicar
retropropagación en cada paso de tiempo. Esto permite la actualización de los pesos sináp-
ticos de la red para minimizar el error de predicción [43].
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Las RNN tradicionales enfrentan desafíos como el desvanecimiento y el estallido del gra-
diente, lo que di�culta el aprendizaje de dependencias a largo plazo. Para abordar estos
problemas, se han desarrollado variantes como las Redes de Memoria a Largo Plazo (LSTM)
y las Unidades de Estado Gated Recurrent (GRU):

1. LSTM ( Long Short-Term Memory ): introducidas por Hochreiter y Schmidhuber
(1997) [33], las LSTM incluyen �celdas de memoria� y mecanismos de puerta que con-
trolan el �ujo de información, permitiendo a la red aprender dependencias a largo plazo.

2. GRU ( Gated Recurrent Unit ): introducidas por Cho et al. (2014) [44], las GRU
son una simpli�cación de las LSTM, con menos parámetros pero capacidad similar para
capturar dependencias temporales.

Las RNN son fundamentales en muchos campos, debido a su capacidad para modelar
datos secuenciales. Algunas de las aplicaciones más destacadas incluyen:

� Traducción Automática: las RNN, especialmente en forma de secuencia a secuencia
(seq2seq), se utilizan para traducir texto de un idioma a otro [41].

� Reconocimiento de Voz: modelos de RNN se utilizan para transcribir voz a texto,
permitiendo el desarrollo de asistentes virtuales y sistemas de dictado [45].

� Generación de Texto: las RNN pueden generar texto de manera coherente basándose
en patrones aprendidos de grandes corpus de texto [46].

� Análisis de Series Temporales: aplicadas en �nanzas y meteorología para la predic-
ción de valores futuros basados en datos históricos [47].

Las Redes Neuronales Recurrentes representan una herramienta poderosa y versátil en el
aprendizaje profundo, especialmente adecuadas para el procesamiento de datos secuenciales.
Su capacidad para aprender y recordar contextos a través del tiempo las convierte en una
tecnología clave en aplicaciones que van desde el procesamiento del lenguaje natural hasta el
análisis de series temporales.

2.1.11.1. Gated Recurrent Units (GRU)

LasGated Recurrent Units(GRU) son un tipo de red neuronal recurrente (RNN) diseñada
para modelar datos secuenciales, introducida por Cho et al. en 2014 [44]. Al igual que las
Long Short-Term Memory (LSTM), las GRU fueron creadas para abordar el problema del
desvanecimiento y explosión del gradiente que afecta a las RNN tradicionales, permitiendo a
los modelos capturar dependencias a largo plazo en los datos [24].

Las GRU utilizan un enfoque más simpli�cado en comparación con las LSTM, lo que las
hace más rápidas de entrenar y menos costosas en términos computacionales. Su arquitectura
se basa en dos compuertas principales: la compuerta de actualización (update gate) y la
compuerta de reinicio (reset gate), como se muestra en la �gura 2.4:

� Update Gate: Determina cuánto de la información pasada se debe retener para predecir
la siguiente salida.

� Reset Gate: Controla qué parte de la información pasada se debe olvidar, permitiendo
al modelo enfocarse en datos recientes si es necesario.
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Figura 2.4: Arquitectura de una GRU.

El funcionamiento de las GRU puede representarse mediante las siguientes ecuaciones [44]:

zt = � (Wz � x t + Uz � ht � 1 + bz) (Compuerta de actualización) (2.19)

r t = � (Wr � x t + Ur � ht � 1 + br ) (Compuerta de reinicio) (2.20)
~ht = tanh( Wh � x t + r t � (Uh � ht � 1) + bh) (Cálculo del estado intermedio) (2.21)

ht = (1 � zt ) � ht � 1 + zt � ~ht (Estado actual) (2.22)

Donde:

� x t : Entrada en el tiempot.

� ht : Estado oculto en el tiempot.

� zt : Salida de la compuerta de actualización.

� r t : Salida de la compuerta de reinicio.

� ~ht : Estado intermedio.

� � : Función sigmoide.

� tanh: Función tangente hiperbólica.

� W, U, b: Pesos y sesgos aprendidos durante el entrenamiento.

2.1.11.1.1. Ventajas de las GRU

Las GRU ofrecen varias ventajas sobre otros tipos de RNN:

� Menor complejidad computacional que las LSTM, ya que poseen menos parámetros
debido a la ausencia de una compuerta de salida [24].
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� Rendimiento competitivo en tareas que involucran datos secuenciales, como clasi�cación
de series temporales y procesamiento del lenguaje natural [44].

� Mayor capacidad para generalizar en conjuntos de datos pequeños debido a su arquitec-
tura simpli�cada.

2.1.11.1.2. Aplicaciones

Las GRU han demostrado ser útiles en una variedad de aplicaciones, incluyendo:

� Clasi�cación de series temporales: Reconocimiento de patrones en datos como se-
ñales biomédicas o �nancieras.

� Procesamiento de lenguaje natural: Modelado de texto y traducción automática
[44].

� Predicción de series temporales: Análisis de tendencias y pronósticos [26].

En comparación con otros enfoques, las GRU equilibran simplicidad y potencia, lo que
las hace ideales para problemas donde los recursos computacionales son limitados o los datos
son escasos.

2.1.12. Evaluación de modelos

La evaluación de modelos, es una etapa crucial en el proceso de desarrollo de algoritmos de
Machine Learning. Esta permite determinar la e�cacia y e�ciencia de un modelo en la tarea
para la cual fue diseñado. Aquí se describen los conceptos básicos, las medidas comúnmente
utilizadas y sus respectivas ecuaciones.

Entre los conceptos básicos de evaluación de modelos, se encuentran las siguientes instan-
cias:

� Verdadero Positivo (TP): instancias en las que el modelo predice correctamente la
clase positiva.

� Falso Negativo (FN): instancias en las que el modelo no predice la clase positiva
cuando debería.

� Falso Positivo (FP): instancias en las que el modelo predice la clase positiva cuando
no debería.

� Verdadero Negativo (TN): instancias en las que el modelo predice correctamente la
clase negativa.

Estos valores se utilizan para calcular diferentes métricas que permiten evaluar el rendi-
miento del modelo.

Las medidas de evaluación, son métricas utilizadas para cuanti�car el rendimiento de un
modelo deMachine Learning. Estas métricas son esenciales para comprender qué tan bien
está funcionando un modelo en tareas especí�cas, permitiendo comparar diferentes modelos
y seleccionar el mejor para un problema dado. A continuación, se presentan algunas de las
medidas de evaluación más comunes, junto con sus ecuaciones y explicaciones.

22



1. Accuracy (Exactitud): el accuracy mide la proporción de verdaderas predicciones
(tanto positivas como negativas) entre el total de predicciones. Esta medida es útil
cuando las clases están balanceadas, es decir, cuando el número de instancias de cada
clase es similar. Elaccuracy se de�ne mediante la siguiente ecuación:

Accuracy =
TP + TN

TP + TN + FP + FN
(2.23)

2. Precision (Precisión): la precisión indica qué proporción de las instancias predichas
como positivas son realmente positivas. Esta medida es útil en problemas donde el costo
de los falsos positivos es alto. Se de�ne mediante la siguiente ecuación:

Precision =
TP

TP + FP
(2.24)

3. Recall o Tasa de Verdaderos Positivos (TPR): el recall mide la proporción de
instancias positivas que fueron correctamente identi�cadas por el modelo. Esta medida
es crucial en problemas donde es importante no perder instancias positivas, como en
diagnósticos médicos. Se calcula mediante la siguiente ecuación:

Recall =
TP

TP + FN
(2.25)

4. Especi�cidad (Tasa de Verdaderos Negativos): la especi�cidad mide la proporción
de instancias negativas que fueron correctamente identi�cadas. Esta medida es relevante
en problemas donde el costo de los falsos negativos es alto. Se calcula mediante la
siguiente ecuación:

Speci�city =
TN

TN + FP
(2.26)

5. F1 Score : el F1 Score es la media armónica de la precisión y elrecall, y se utiliza
cuando se busca un balance entre ambos. Se calcula mediante la siguiente ecuación:

F1 Score= 2 �
Precision � Recall
Precision + Recall

(2.27)

2.1.12.1. Curva ROC ( Receiver Operating Characteristic )

La curva ROC, es una herramienta grá�ca utilizada para evaluar el rendimiento de un
modelo de clasi�cación binaria. Muestra la relación entre la Tasa de Verdaderos Positivos
(True Positive Rate, TPR o recall) y la Tasa de Falsos Positivos (False Positive Rate, FPR)
a diferentes umbrales de decisión [48]. La Tasa de Falsos Positivos se calcula de la siguiente
manera:

FPR =
FP

FP + TN
(2.28)

El eje vertical de la curva ROC representa la TPR, mientras que el eje horizontal repre-
senta la FPR. Al variar el umbral de decisión del modelo, se obtienen diferentes pares de
valores (TPR, FPR), los cuales se gra�can para formar la curva ROC [48]. La �gura 2.5
muestra los distintos casos del comportamiento de esta curva, en donde una línea diagonal
indica un clasi�cador totalmente aleatorio. Bajo aquella línea el clasi�cador demostraría un
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comportamiento peor, mientras que sobre esta demostraría un mejor comportamiento. Un
clasi�cador perfecto se encontraría en la esquina izquierda superior.

Figura 2.5: Comportamiento de una curva ROC [49].

Un aspecto importante de la curva ROC, es elÁrea Bajo la Curva (AUC) , que pro-
porciona una medida agregada del rendimiento del modelo en todos los umbrales posibles.
Un AUC de 1 indica un modelo perfecto, mientras que un AUC de 0.5 indica un modelo sin
capacidad discriminativa. Este se calcula a través de la siguiente ecuación:

ROC-AUC =
Z 1

0
TPR d(FPR) (2.29)

2.1.12.2. Curva Precision-Recall

La curva Precision-Recall, es otra herramienta grá�ca utilizada para evaluar el rendimiento
de un modelo de clasi�cación, especialmente útil en conjuntos de datos desbalanceados donde
las clases positivas son mucho menos frecuentes que las clases negativas [50]. Esta curva se
construye gra�cando la precisión contra elrecall para diferentes umbrales de decisión [51],
como se puede observar en la �gura 2.6.
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Figura 2.6: Comportamiento de una curvaPrecision-Recall [52].

Al igual que con la curva ROC, el área bajo la curvaPrecision-Recall (PR AUC) también
puede proporcionar una medida agregada del rendimiento del modelo [51]. Sin embargo, en
escenarios con datos desbalanceados, la curvaPrecision-Recall suele ser más informativa que
la curva ROC, ya que re�eja mejor el rendimiento del modelo en la clase minoritaria [50].

2.1.12.3. Cross-Validation

La validación cruzada es una técnica ampliamente utilizada para evaluar cómo un mo-
delo se generaliza a un conjunto de datos independiente. Esta técnica resulta especialmente
valiosa cuando se trabaja con conjuntos de datos pequeños, en los que cada observación
es importante tanto para el entrenamiento como para la validación. En lugar de reservar
una sola parte de los datos para pruebas, la validación cruzada divide el conjunto en varias
particiones o �folds� para asegurar una evaluación más exhaustiva y con�able del modelo [53].

El procedimiento típico implica dividir los datos enk subconjuntos aproximadamente
iguales. En cada iteración, el modelo se entrena utilizandok � 1 particiones, mientras que la
partición restante se utiliza para probar el modelo. Este proceso se repitek veces, cambiando
la partición de prueba en cada iteración. Al �nal, se promedian las métricas de rendimiento
obtenidas en cada iteración, lo que proporciona una estimación más robusta del error del
modelo [10].

La validación cruzada es muy útil no solo para la selección de modelos y la estimación de
su rendimiento, sino también para obtener información sobre la estabilidad y la variabilidad
de las predicciones. Al analizar la variación en las métricas (por ejemplo, precisión, error
cuadrático medio), se puede evaluar la consistencia del rendimiento del modelo en diferentes
subconjuntos de datos, identi�cando posibles problemas de sobreajuste o subajuste [20].
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El esquema general es el siguiente:

1. Dividir el conjunto de datos enk particiones o �folds�.

2. Para cada iteracióni :

� Entrenar el modelo utilizandok � 1 particiones.
� Evaluar el modelo con la partición restantei .

3. Calcular el error total como la media de los errores en lask particiones.

Esta técnica es particularmente ventajosa en situaciones donde se necesita obtener una
estimación con�able del error sin desperdiciar datos, proporcionando una visión más completa
del rendimiento del modelo en comparación con un simple particionado en entrenamiento y
prueba [20].

2.1.13. Selección y Filtrado de Características

La selección de características, es un paso crucial en el preprocesamiento de datos enMa-
chine Learning, ya que in�uye directamente en el rendimiento de los modelos predictivos. A
continuación, se describen varios conceptos clave relacionados con la selección de caracterís-
ticas.

2.1.13.1. Correlación de Características

La correlación de características, es una medida estadística que describe la relación entre
dos variables. Es importante identi�car y gestionar las características correlacionadas para
evitar redundancias y mejorar la e�ciencia del modelo. La correlación se calcula utilizando
la siguiente ecuación:

� X;Y =
cov(X; Y )

� X � Y
(2.30)

donde � X;Y es el coe�ciente de correlación entre las variablesX e Y, cov(X; Y ) es la
covarianza entreX e Y, y � X y � Y son las desviaciones estándar deX e Y [18].

2.1.13.2. Maldición de la Dimensionalidad

La maldición de la dimensionalidad, se re�ere a varios fenómenos que ocurren cuando se
analizan y organizan datos en espacios de alta dimensión. A medida que aumentan las di-
mensiones, el volumen del espacio de datos crece exponencialmente, lo que puede di�cultar la
clasi�cación y el análisis de datos [54]. Un ejemplo visual de este fenómeno puede encontrarse
en la �gura 2.7.
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Figura 2.7: Ejemplo del efecto de la Maldición de la Dimensionalidad al
ser proyectado en una dimensión, dos dimensiones y tres dimensiones (de
izquierda a derecha respectivamente) [54].

2.1.13.3. Filtrado de Características

El �ltrado de características es una técnica utilizada para seleccionar o eliminar caracte-
rísticas basándose únicamente en sus propiedades estadísticas, sin involucrar algoritmos de
Machine Learning complejos. Este enfoque ayuda a abordar tres problemas principales:

� Características que aportan la misma información.

� Características que no aportan información relevante.

� Un gran número de dimensiones que pueden entorpecer la clasi�cación.

La eliminación de características constantes es un ejemplo de métodos de �ltrado, ya que
se fundamenta en la ausencia de variabilidad en dichas características. Incorporar estos pasos
tempranos en el �ujo de trabajo de ciencia de datos, mejora la e�ciencia del proceso, y sienta
las bases para construir modelos más robustos y precisos [55].

Cuando se trabaja con conjuntos de datos con numerosasfeatures (características), es
común encontrar correlaciones entre múltiples características. La selección inteligente defea-
tures implica decidir cuáles conservar basándose en varios criterios:

� Rendimiento del modelo: algunasfeaturesgeneran modelos con un rendimiento su-
perior.

� Variabilidad y cardinalidad: las featurescon mayor variabilidad o cardinalidad pro-
porcionan más información.

� Datos faltantes: las features con menos datos faltantes suelen ser más con�ables e
informativas.

Estas estrategias ayudan a mantener las características más relevantes y eliminar redun-
dancias, mejorando así el rendimiento del modelo [56].

2.1.14. Interpretabilidad de Modelos

El problema con los modelos deMachine Learning, es que estos responden principalmente
al �¾Qué?�, enfocándose solo en los resultados [57]. A menudo, es común preocuparse úni-
camente por métricas comoaccuracy o F1-score, lo que es una descripción incompleta del
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mundo real, ya que una respuesta correcta resuelve solo parte del problema [58].

Por lo general, se evita responder al �¾Por qué?� [57], pregunta que busca una explicación
de la salida obtenida por nuestros modelos, y cuya respuesta nos puede llevar a aprender más
sobre el problema que se intenta resolver [59].

2.1.14.1. Impacto de una Buena Interpretación en Machine Learning

La interpretabilidad de los modelos deMachine Learning proporciona un mejor cono-
cimiento del problema a trabajar, transformándolo en una fuente de conocimiento [57]. A
continuación, se señalan algunos de los puntos más importantes que aporta la interpretabili-
dad enMachine Learning:

� Predicciones seguras: al desarrollar un modelo capaz de manejar un automóvil auto-
máticamente, es esperable que las predicciones/clasi�caciones del modelo sean seguras
para el usuario. Por esto, la comprensión del �¾cómo?� está tomando decisiones aquel
modelo es crucial, ya que de lo contrario podría tener consecuencias catastró�cas [60].

� Detección de sesgo: la interpretabilidad permite reconocer sesgos en los modelos,
descubriendo si están inclinados hacia una cierta población, excluyendo a un grupo
minoritario [61].

� Aceptación social y manejo de interacciones sociales: la integración de los mo-
delos deMachine Learning en el día a día exige un aumento de con�anza en ellos [62].

� Depuración ( debugging ): la comprensión de un modelo permite una mejor depura-
ción, ya que se sabría cómo las componentes impactan en las salidas del mismo [63].

2.1.14.2. ¾Cuándo no es Necesaria la Interpretabilidad?

Si bien resulta interesante y bene�ciosa la interpretabilidad en los modelos, en algunos
casos no es necesaria [57]:

� Cuando un proyecto deMachine Learning no posee un impacto signi�cativo.

� Si el problema está bien estudiado, la interpretabilidad deja de ser relevante.

� Cuando el algoritmo deMachine Learning permite a las personas manipular el sistema.

2.1.14.3. Modelos Intrínsecos

Los modelos intrínsecos son aquellos considerados interpretables debido a su estructura
simple [57]. Ejemplos incluyen regresiones lineales y árboles de decisión [64].

2.1.14.4. Cajas Negras ( Black Boxes )

En un modelo de caja negra, los datos de entrada se procesan a través de múltiples capas
o algoritmos complejos que generan las predicciones o resultados �nales. La forma en que el
modelo llega a esas predicciones puede ser desconocida o difícil de explicar [57]. Esto puede
presentar desafíos en términos de transparencia, interpretabilidad y con�anza en las decisio-
nes tomadas por el modelo [64].

Aunque los modelos de caja negra pueden ofrecer un alto rendimiento predictivo, plantean
preocupaciones sobre la explicabilidad de las decisiones y la identi�cación de posibles sesgos
o discriminación en los resultados [64].
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2.2. Estado del Arte

2.2.1. Diagnóstico de Glaucoma a través de Machine Learning

En el campo de la detección del glaucoma, se han desarrollado numerosas técnicas por
parte de investigadores con el objetivo de mejorar la precisión y la automatización del diag-
nóstico. Entre estas técnicas, destacan aquellas basadas en el uso deMachine Learning, que
permiten extraer características relevantes de los datos y clasi�carlos utilizando una variedad
de clasi�cadores [65].

En la actualidad, se han utilizado diferentes modelos deDeep Learning, como las redes
neuronales convolucionales (CNN), para diagnosticar enfermedades como el glaucoma de ma-
nera más automatizada [66]. Estos modelos han demostrado su e�cacia en estudios donde
se han utilizado imágenes de tomografías de coherencia óptica (OCT), alcanzando valores
de precisión del 96.27 % mediante el uso de modelos pre-entrenados [67]. Además, se han
empleado imágenes de fondo ocular (fundus images) junto con técnicas detransfer learning
y data augmentation[68], logrando una precisión del 98.48 % [66]. En las �guras 2.8 y 2.9 se
pueden observar ejemplos de imágenes OCT y de fondo ocular, respectivamente.

Figura 2.8: Ejemplo de imagen OCT.

Figura 2.9: Ejemplo de imagen de fondo ocular.

A pesar de los resultados prometedores obtenidos con estas metodologías, es importante
tener en cuenta que la obtención de este tipo de imágenes, ya sea de OCT o de fondo ocular,
se realiza a través de dispositivos costosos, no portátiles y de difícil implementación, que
requieren ser operados por expertos. Además, estas técnicas no son completamente efectivas
para identi�car a todos los pacientes en etapas tempranas de la enfermedad, lo que subraya
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la necesidad de seguir investigando en el desarrollo de herramientas más accesibles y precisas
para el diagnóstico temprano del glaucoma.

2.2.2. Pupilometría Cromática en Glaucoma

En un estudio en preparación dirigido por el Dr. Iván Plaza Rosales del Laboratorio de
Neurosistemas de la Universidad de Chile, se ha implementado un innovadorsetup experi-
mental con el propósito de evaluar la respuesta pupilar a distintos estímulos lumínicos en
pacientes diagnosticados con glaucoma, así como en individuos sanos [4]. El objetivo fun-
damental es establecer el potencial de la pupilometría cromática como biomarcador en el
diagnóstico precoz de esta enfermedad ocular.

Este setupexperimental (ver �gura 2.10), comprende un dispositivo capaz de generar es-
tímulos lumínicos cromáticos, que está conectado a un sistema dePupilLabs, permitiendo la
grabación y seguimiento ocular de cada individuo participante. Los estímulos lumínicos in-
cluyen �ashes de luz azul, roja, verde y blanca, así como una rampa de estos mismos colores,
lo que suma un total de 8 estímulos distintos.

Figura 2.10: Setup experimental [4].

Los experimentos realizados han revelado alteraciones signi�cativas en la respuesta pupilar
en los sujetos diagnosticados con glaucoma en comparación con los controles sanos, como se
observa en los grá�cos de la �gura 2.11. Especí�camente, se desarrolló un potencialtest de
screeningbasado en la respuesta pupilar a los estímulos de�ash azul, que permite registrar
de manera exitosa la respuesta pupilar generada por las células ganglionares de la retina
intrínsecamente fotosensibles (IPRGC) mediante pupilometría cromática. Estos resultados
demuestran la capacidad de este método para detectar la función de las IPRGC en pacientes
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con glaucoma [4].

Figura 2.11: Diferencias en función de la longitud de onda del estímulo.
Izquierda: respuesta pupilar a�ashes. Derecha: respuesta pupilar a rampas
de luz [4].

A pesar del éxito observado en estos resultados preliminares, hasta el momento no se
ha puesto mucho énfasis en desarrollar un clasi�cador de glaucoma basado en la respuesta
pupilar a la luz utilizando técnicas deMachine Learning, pese a la disponibilidad de los datos
recopilados. Dado lo anterior, para este trabajo de título, se toma este estudio en preparación
junto a los resultados obtenidos delsetupexperimental.

2.2.3. Técnicas de aprendizaje automático para mejorar la detec-
ción del glaucoma a través del técnicas de pupilometría
cromática

Hasta la fecha, el uso de técnicas de pupilometría cromática para detectar glaucoma ha
recibido poca atención en la literatura cientí�ca. Sin embargo, un trabajo reciente publicado
durante la redacción de este informe titulado �Evaluating machine learning techniques for
enhanced glaucoma screening through Pupillary Light Re�ex analysis� [69] aborda este tema.
El estudio evalúa diversas técnicas de aprendizaje automático para mejorar la detección de
glaucoma a partir de análisis del re�ejo pupilar ante estímulos lumínicos.

El conjunto de datos de esta investigación incluye 512 vídeos, cada uno con una duración
de 4 minutos y 5 segundos, capturados a 30 cuadros por segundo, sumando un total de 7350
cuadros por vídeo. Estos vídeos documentan la respuesta pupilar a estímulos de luz en 250
voluntarios, de los cuales 113 eran sujetos sanos y 137 padecían glaucoma. Cabe destacar que
algunos voluntarios realizaron múltiples grabaciones por ojo.

Los estímulos lumínicos aplicados fueron de tipo�ash, utilizando luces de colores rojo,
verde, azul y blanco. El protocolo del experimento (ver �gura 2.12) consistió en presentar
a cada sujeto un�ash de 1 segundo de duración, seguido de un periodo de descanso de 59
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segundos, antes de presentar el siguiente estímulo. Todos los vídeos fueron capturados con la
misma frecuencia de muestreo y duración.

Figura 2.12: Protocolo utilizado en el experimento [69].

El estudio se desarrolló en varias etapas:

1. Segmentación y preprocesamiento: Se procesaron los vídeos utilizando técnicas de
procesamiento de imágenes para segmentar la pupila a lo largo del tiempo. Posterior-
mente, se eliminaron las secciones de las señales no relevantes, como los periodos de
oscuridad. Un ejemplo de las señales resultantes se muestra en la �gura 2.13.

Figura 2.13: Señal pupilar después del procesamiento y eliminación de sec-
ciones redundantes [69].

2. Filtrado: Se aplicaron diferentes métodos de �ltrado para eliminar el ruido presente en
las señales. Se probaron tres métodos de �ltrado: sin �ltro, un �ltro personalizado y un
�ltro de paso bajo.

3. Extracción de características: Se siguieron dos enfoques: el primero utilizó las señales
completas sin extracción de características, y el segundo se centró en la extracción de
características relevantes de la literatura. Entre estas, se encuentran:

a) Diámetro inicial

b) Contracción máxima
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c) Tiempo hasta la contracción máxima

d) Amplitud de contracción absoluta

e) Amplitud de contracción relativa

f) Velocidad de contracción

g) Estado latente

h) Diámetro de redilatación después de 6 s

i) Tiempo de redilatación

j) Complejidad fractal de Higuchi

k) Diámetro al �nal del examen (aplicado a la señal completa)

l) Complejidad fractal de Higuchi en la señal (aplicado a la señal completa)

4. Balanceo del dataset : Se aplicaron técnicas de submuestreo y sobremuestreo para
equilibrar las clases en el conjunto de datos.

5. Selección de características: Se implementaron tres métodos de selección de carac-
terísticas:SelectKBest(basado en �ltros), Recursive Feature Elimination(RFE, basado
en envoltura) y LassoCV (método integrado).

6. Segmentación de señales: Las señales se dividieron en cuatro segmentos según el
color de la estimulación: rojo, azul, verde y blanco.

7. Clasi�cación: Se evaluó la e�cacia de varias técnicas de clasi�cación, incluyendo:

� Linear Discriminant Analysis (LDA)
� K-Nearest Neighbors (KNN)
� Decision Tree
� Random Forest
� Extra Trees
� AdaBoost
� Gradient Boosting
� Naive Bayes
� Support Vector Machine (SVM)
� Redes Neuronales

En cuanto a los resultados, el modelo que mejor rendimiento mostró fue el clasi�cador
Linear Discriminant Analysis (LDA), logrando una precisión del73:9 %. La matriz de con-
fusión del mejor modelo se puede observar en la �gura 2.14, mientras que la curva ROC se
presenta en la �gura 2.15.
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Figura 2.14: Matriz de confusión del mejor modelo y experimento hecho en
el estudio [69].

Figura 2.15: Curva ROC del mejor modelo y experimento hecho en el estudio
[69].
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Capítulo 3

Metodología

En este capítulo se presenta, de manera detallada y estructurada, la metodología empleada
para el desarrollo de este trabajo. Cada sección aborda un paso especí�co, desde la obtención
de los datos experimentales hasta el diseño, implementación y evaluación de los modelos
predictivos.

3.1. Resumen de los pasos metodológicos

Antes de profundizar en los detalles de la metodología implementada, en la �gura 3.1 se
presenta un cuadro resumen que sintetiza los principales pasos realizados en este trabajo.
Este resumen tiene como objetivo proporcionar una visión general de todo el proceso, desde
la obtención de datos hasta la evaluación de los modelos.

En las secciones siguientes, se describen cada uno de estos pasos de manera detallada,
destacando las técnicas utilizadas, las con�guraciones especí�cas y los resultados obtenidos
en cada etapa. Este desglose permitirá entender cómo se implementaron y optimizaron las
diferentes estrategias para cumplir con los objetivos del trabajo.
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Figura 3.1: Cuadro resumen metodológico.
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3.2. Obtención de datos del experimento de pupilome-
tría cromática

En el experimento de pupilometría cromática realizado por el Dr. Iván Plaza Rosales [4],
participaron 40 individuos en total: 20 pacientes controles sanos y 20 pacientes con diferentes
niveles de glaucoma.

Cada individuo fue evaluado en elsetupexperimental mostrado en la �gura 2.10, el cual
consiste de un sistema de registro comercial (PupilLabs) y un sistema de estimulación lumínica
de confección propia. A cada paciente se le aplicaron todos los tipos de estímulos:�ashes y
rampas de luz azul, roja, verde y blanca, lo que resultó en un total de 8 estímulos distintos.
La duración de cada experimento fue de entre 13 y 16 minutos, en los que los pacientes fueron
expuestos a todos los estímulos en un orden aleatorio y sin interrupciones. Los estímulos de
�ash tuvieron una duración de 1 segundo (con una intensidad de 250 lux), mientras que los
estímulos de rampa duraron 1 minuto (20 segundos de incremento gradual de la intensidad y
40 segundos a máxima intensidad, correspondiente a 250 lux). Para todos los experimentos, se
incluyó un período inicial de 2 minutos de oscuridad, seguido de 1 minuto de oscuridad entre
cada estímulo, y 1 minuto �nal de oscuridad. El orden general de los estímulos se muestra en
la �gura 3.2.

Figura 3.2: Orden general de los estímulos del experimento [4].

Se utilizó un dispositivoPupilLabs, equipado con dos cámaras que grababan ambos ojos
del sujeto durante el experimento. Los vídeos capturados fueron posteriormente procesados
con el software del dispositivoPupilLabs, el cual analizó los vídeos y extrajo información
relacionada con la ubicación de los ojos y pupilas, así como el diámetro de las pupilas a lo largo
del tiempo. El output �nal, por paciente, es un archivo.csv, llamado pupil_positions.csv ,
el cual contiene las mediciones realizadas durante el experimento de pupilometría cromática.
Este contiene los siguientes campos clave:
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� timestamp : Marca de tiempo asociada a cada fotograma de la imagen fuente (en segun-
dos), que indica cuándo fue capturada la medición.

� world_index : Identi�cador del fotograma del vídeo del mundo más cercano al evento.
Este índice facilita la asociación de las mediciones con los eventos registrados en el vídeo.

� id : Indica el ojo al que corresponde la medición. El valor puede ser0 o 1, donde 0
corresponde al ojo derecho y1 al ojo izquierdo (desde el punto de vista de quien lleva
puesto el dispositivo).

� con�dence : Representa una evaluación por parte del detector de pupilas sobre el nivel
de con�anza en la medición. Un valor de0 indica ausencia de con�anza en la medición
(por lo que debe ignorarse). Un valor de1 indica con�anza completa en la medición. En
general, los datos útiles suelen tener un valor de con�anza superior a 0.6.

� norm_pos_x : Posición de la pupila en el eje x, en coordenadas normalizadas, dentro
del marco de la imagen del ojo.

� norm_pos_y : Posición de la pupila en el eje y, en coordenadas normalizadas, dentro
del marco de la imagen del ojo.

� diameter : Diámetro de la pupila en píxeles de la imagen, tal como se observa en el
marco de la imagen del ojo. Este valor no está corregido por la perspectiva.

� method: Indica qué detector de pupilas fue utilizado para realizar la detección en cada
medición. Se trata de unstring que describe el método aplicado.

Este archivo proporciona la base de datos cruda para cada paciente, que debe ser pro-
cesada antes de poder analizarse en profundidad. Las columnas más importantes, como el
timestamp , el id y el diameter , permiten obtener información crítica para el análisis del
comportamiento pupilar bajo distintos estímulos lumínicos.

Dado que los estímulos se presentaron en un orden aleatorio, junto con los archivos.csv, se
generó un archivo.txt para cada paciente que detallaba el orden de los estímulos aplicados.
Cabe mencionar que el archivo.csv no contiene información directa sobre los estímulos
lumínicos, sino que presenta únicamente las características físicas de los ojos de los sujetos
a lo largo del tiempo. La característica física más importante, y con la que se trabajó, es el
diámetro del iris (en píxeles) a través del tiempo. Un ejemplo de este a través de diversos
timestampsse puede ver en la �gura 3.3, donde se gra�ca la respuesta pupilar ante diferentes
estímulos lumínicos.
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Figura 3.3: Respuesta pupilar a través de los diversostimestamps del ojo
izquierdo de un paciente.
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3.3. Preparación de los datos
Para implementar herramientas de clasi�cación en un proyecto deData Science, el pri-

mer paso es contar con una base de datos sólida con la cual trabajar. En este caso, para
desarrollar una herramienta que permita el diagnóstico del glaucoma a través del análisis
de la respuesta pupilar a estímulos lumínicos cromáticos, es esencial preparar todos los da-
tos crudos obtenidos delsetupexperimental y generar una base de datos organizada y legible.

El primer paso fue desarrollar undataframe utilizando la librería pandas, que contiene
toda la información relevante de manera estructurada, facilitando su manipulación y análisis
de forma simple e intuitiva. Para lograrlo, se separó la respuesta pupilar de cada estímulo
lumínico, tratándola como un dato individual. En la �gura 3.4 se muestra un ejemplo de esto,
donde se segmenta la respuesta pupilar del mismo ejemplo presentado en la �gura 3.3, pero
ahora separando cada respuesta pupilar ante los distintos estímulos. Los segmentos 1, 2, 3 y
6 corresponden a respuestas pupilares a estímulos de tipo rampa, mientras que los segmentos
4, 5, 7 y 8 corresponden a respuestas pupilares a estímulos de tipo�ash.

Figura 3.4: Respuesta pupilar segmentada por tipos de estímulos lumínicos.

El nuevo dataset generado contiene varias columnas: un ID que identi�ca el código del
paciente, el ojo correspondiente (izquierdo o derecho), el tipo de estímulo, el color del estí-
mulo y si el paciente padece de glaucoma. Esta estructura proporciona una base de datos
más robusta, lo que facilita un trabajo más �uido y e�ciente con los datos.

El objetivo de esta sección es describir los principales problemas encontrados durante el
preprocesamiento de los datos y detallar cómo estos fueron resueltos para generar eldataset
descrito.

3.3.1. Problemas de la data

Tras un análisis del comportamiento de las señales en los datos originales, junto con
la revisión detallada del proceso experimental en el que se obtuvieron, se identi�caron las
siguientes di�cultades:

1. No hay ninguna indicación en los datos que especi�que en qué momento se
presenta cada estímulo . Solo se dispone de archivos.txt que contienen el orden de
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los estímulos para cada paciente.

2. La generación de estímulos lumínicos no está vinculada directamente (en términos de
código) con la grabación de los vídeos ni con la obtención de los datos. Es decir, la
grabación se inició de manera manual y luego se ejecutó un código que generaba los
estímulos lumínicos.Esto implica que tanto el inicio como el �nal de los datos
generados son variables .

3. Los vídeos de los pacientes presentanlongitudes diferentes y frecuencias de mues-
treo variables entre cada uno de ellos.

4. Aunque los vídeos de cada paciente (ojo izquierdo y ojo derecho) tienen la misma dura-
ción, existe unadiscrepancia en la cantidad de muestras entre ambos. Esto implica
que poseenfrecuencias de muestreo diferentes y, por lo tanto, timestamps dis-
tintos .

La principal di�cultad que surge de los problemas 1 y 2 es que, para separar cada respuesta
pupilar por tipo de estímulo, se debe veri�car manualmente la señal. En otras palabras, es
necesario observar la señal y estimar el momento exacto en que comienza el experimento, ya
que no se dispone de un tiempo inicial y �nal �jo.

Por otro lado, el principal obstáculo derivado de los problemas 3 y 4 es que las respues-
tas pupilares tienen diferentes longitudes, aunque temporalmente la duración de estas sea la
misma. Esto complica la generación de undataset, ya que todos los datos deben tener una
longitud �ja, es decir, todas las �las deben tener la misma cantidad de columnas. Además,
trabajar exclusivamente con lostimestampses problemático, ya que los valores de estos di�e-
ren entre los pacientes, e incluso entre los ojos del mismo paciente en un mismo experimento.
Esto hace que coordinar el inicio preciso del experimento para separar las respuestas pupilares
sea complicado y consuma mucho tiempo.

3.3.2. Generación del dataset

Para la generación deldatasety solucionar los problemas identi�cados en la sección 3.3.1,
se tomaron las siguientes acciones:

1. Remuestreo de las señales: Se remuestrearon las señales con respecto a la variable
world_index . Como se mencionó anteriormente, este identi�ca el fotograma del vídeo
del mundo más cercano al evento registrado entimestamp . Los vídeos de ambos ojos
tenían una tasa de muestreo mayor que el vídeo del mundo (que graba el entorno). En
promedio, los vídeos de los ojos se registraban con aproximadamente 350,000 muestras,
mientras que el del mundo lo hacía con alrededor de 24,500 muestras. Para solucionar el
problema de tener diferentes tasas de muestreo, se aproximó cada muestra de los vídeos
de los ojos a la muestra más cercana del vídeo del mundo. Se desarrolló una función
que �ltra el dataframepara que solo mantenga una �la por cada valor deworld_index ,
seleccionando la �la con el valor más alto decon�dence .

2. Generación de archivo que indica el inicio del experimento: Para poder separar
las reacciones pupilares por estímulos, es necesario indicar el número del fotograma
donde comienza el experimento. Combinando esta información con el archivo.txt de
cada paciente (que contiene el orden de los estímulos) y sabiendo la duración de cada
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estímulo, es posible realizar esta separación. Se observó manualmente cada experimento
y se estimó el índice deldataframe inicial entre 8 a 10 segundos antes de la aparición
de la primera respuesta pupilar. Con esta información, se generó un archivo.csv que
contiene el ID del paciente y el índice del fotograma inicial del experimento.

3. Generación del dataset vacío: Se generó undatasetvacío con las siguientes columnas:

� id : Código del paciente.
� eye: Corresponde al ojo del paciente. Los valores pueden serleft o right .
� stimuli : Indica el tipo de estímulo. Los valores posibles sonramp o �ash .
� color: Color del estímulo. Los valores posibles sonred, green, blue, o white .
� glaucoma: Indica si el paciente padece glaucoma o no. Los valores pueden seryes

o no.
� sample_1, sample_2, ..., sample_2770: Correspondientes a 2770 columnas, donde

se registran los valores del diámetro pupilar (en píxeles) en cada muestra. Se �jó un
largo de 2770 para todas las respuestas pupilares de los estímulos, correspondiente
a aproximadamente 92 segundos por reacción pupilar.

Con los pasos descritos anteriormente, se generó una función para rellenar el nuevodataset,
utilizando también el archivo .csv que indica el inicio del experimento. Esta función realiza
las siguientes operaciones:

1. Toma los códigos de todos los pacientes.

2. Busca su archivopupil_positions.csv .

3. Separa los datos entre ojo izquierdo y derecho.

4. Remuestra las señales como se indicó anteriormente.

5. Determina si el paciente tiene glaucoma o no (utilizando su ID/código).

6. Calcula la tasa de muestreo, que es �ja (29.83 muestras por segundo) para todos los
pacientes gracias al remuestreo.

7. Calcula la duración de los estímulos.

8. Rellena eldataframe con la información de los estímulos.

9. Pasa al siguiente estímulo.

10. Una vez completada la información del paciente, pasa al siguiente.

De esta forma, se generó undatasetcon 2775 columnas y 656 �las, como se muestra en la
�gura 3.5.
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Figura 3.5: Primeras 25 �las del dataset diseñado.

3.3.2.1. Saturación de señales

Además de que las señales contienen bastante ruido, se observanpeaksen los datos que
son extremadamente altos, como se puede ver en la �gura 3.6. Este ejemplo corresponde a la
respuesta pupilar ante un estímulo de tipo rampa, de color rojo. La respuesta pupilar a un
estímulo rampa, en general, debería tener la forma mostrada en la �gura 3.7.

Figura 3.6: Respuesta pupilar ante un estímulo tipo rampa, con unpeak
muy elevado.

Figura 3.7: Respuesta pupilar general ante un estímulo tipo rampa.

En las �guras 3.6 y 3.7 se puede apreciar que la presencia depeaksdi�culta la visualización
adecuada de estas señales y, además, podrían afectar signi�cativamente cualquier análisis o
cálculo que se quiera realizar para procesar los datos. Dado esto, se propuso saturar las se-
ñales con un valor máximo de diámetro pupilar de 80 píxeles. Este valor fue propuesto de
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manera visual, ya que en todas las señales analizadas no se observaron valores importantes
(que no seanpeaks) por encima de este umbral.

Una vez saturadas las señales deldataset, se puede observar el mismo ejemplo de la �gura
3.6, ahora saturado, en la �gura 3.8.

Figura 3.8: Respuesta pupilar general ante un estímulo tipo rampa corres-
pondiente a la misma señal de la �gura 3.6, pero saturada con un valor
máximo de 80 píxeles.

Por otro lado, se aplicó un proceso similar para las muestras que tomaban el valor0. Como
se puede observar en la �gura 3.9, algunas señales presentan valores de0 píxeles, lo cual es
�siológicamente imposible, ya que la pupila no puede cerrarse completamente.

Figura 3.9: Respuesta pupilar ante un estímulo tipo rampa, con valores 0.

Dado lo anterior, se decidió saturar estos valores a un mínimo de 10 píxeles. Al igual que
en la saturación realizada con los valores máximos, este umbral se de�nió de manera visual,
ya que en todas las señales analizadas no se encontraron valores relevantes por debajo de este
límite.

Una vez aplicados estos ajustes, se puede observar el mismo ejemplo de la �gura 3.9, ahora
con la saturación de valores mínimos aplicada, en la �gura 3.10.
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Figura 3.10: Respuesta pupilar general ante un estímulo tipo rampa corres-
pondiente a la misma señal de la �gura 3.9, pero saturada con un valor
mínimo de 10 píxeles.

3.3.2.2. Implementación de padding a señales tipo �ash

Como se observa en la �gura 3.5, existen valoresNaN en los datos correspondientes a la
clase�ash . Esto se debe a que, como se explicó en la sección 3.3.2, cada respuesta pupilar
ante estímulos lumínicos tiene una duración de 2770 muestras, es decir, 92 segundos. Este
valor es adecuado para las respuestas ante estímulos de tipo rampa, que tienen una duración
de 1 minuto, más otro de descanso. Sin embargo, los�ashes solo duran 1 segundo, seguido
de 60 segundos de descanso. Por lo tanto, una vez transcurrido ese tiempo, no existen más
muestras con las cuales completar eldataset, lo que resulta en la aparición de valores nulos
(NaN). Un ejemplo visual de esta situación se muestra en la �gura 3.11.

Figura 3.11: Respuesta pupilar general ante un estímulo tipo �ash, de color
blanco en este caso.

Para evitar problemas en los cálculos que se requieren para procesar los datos, la solución
fue implementar una técnica depadding, es decir, rellenar arti�cialmente los datos faltantes.
En este caso, se propuso rellenar los valores nulos repitiendo las últimas 300 muestras reales
de cada respuesta pupilar ante estímulos de tipo�ash. Esto permite completar todas las
columnas con valores. Al aplicar esta técnica a todo eldataset, especí�camente a las señales
correspondientes a respuestas ante estímulos de tipo�ash, se obtiene undatasetsin valores
NaN. El ejemplo mostrado en la �gura 3.11, después de aplicarpadding, se puede ver en la
�gura 3.12.
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Figura 3.12: Respuesta pupilar general ante un estímulo tipo �ash corres-
pondiente al mismo ejemplo visto en la �gura 3.11, aplicandopadding.

3.3.2.3. Filtrado

Como se observa en la �gura 3.13, las señales presentan un nivel considerable de ruido.
Por ello, en este trabajo se experimentó con dos tipos dedatasets: uno sin �ltrar y otro en el
que se aplicó un �ltro a las señales.

Figura 3.13: Ejemplo de respuesta pupilar general ante un estímulo tipo
rampa, sin �ltrar.

Para �ltrar cada señal del dataset, se utilizó un �ltro pasabajo con una frecuencia de
Nyquist igual a 0:5 veces la frecuencia de muestreo (que es29:84 Hz para todos los casos),
una frecuencia de corte de0:8 Hz y un orden de5. La misma señal mostrada en la �gura
3.13, pero una vez �ltrada, se puede observar en la �gura 3.14.

Figura 3.14: Ejemplo de respuesta pupilar general ante un estímulo tipo
rampa, correspondiente al mismo ejemplo visto en la �gura 3.13, aplicando
el �ltro pasabajos.
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3.4. Implementación de modelos a base de Machine
Learning

Esta sección describe en detalle el proceso de implementación de los modelos deMachine
Learning, incluyendo la extracción de características utilizadas para el entrenamiento de dis-
tintos modelos. Asimismo, se presentan los resultados obtenidos en cada una de las etapas
del desarrollo y evaluación.

3.4.1. Extracción de características

En esta sección se describen las características extraídas deldatasetgenerado en la sección
3.3, con el �n de construir vectores de características que representen de manera precisa el
comportamiento de las señales pupilares ante estímulos lumínicos.

3.4.1.1. Características estadísticas

Como se mencionó en la sección 2.1.5, las características estadísticas juegan un rol clave
en la extracción de información relevante en señales temporales. Además, su implementación
se facilita considerablemente utilizando lenguajes de programación especializados en mate-
máticas estadísticas, comoPython, que proporciona funciones nativas para estos cálculos [16].

Las características estadísticas utilizadas son:

1. Promedio: Es el valor medio de una ventana de datos. Se utiliza para tener una medida
general de la tendencia central de la señal en cada ventana.

2. Desviación estándar: Mide la cantidad de variación o dispersión de los datos respecto
al promedio. Se usa para evaluar la estabilidad de la señal, identi�cando si los valores
están concentrados o dispersos alrededor del promedio.

3. Mediana: Es el valor central de los datos ordenados. Se utiliza cuando se desea una
medida robusta frente a valores atípicos, ya que es menos sensible a estos que el promedio.

4. Valor máximo: El valor más alto dentro de una ventana de datos. Es útil para identi-
�car peakso eventos inusuales en la señal.

5. Valor mínimo: El valor más bajo dentro de una ventana de datos. Se utiliza para
detectar caídas o puntos bajos signi�cativos en la señal.

6. Rango: Es la diferencia entre el valor máximo y el valor mínimo de una ventana. Se
emplea para medir la amplitud de variación de la señal en una ventana especí�ca.

7. Rango intercuartil: Es la diferencia entre el tercer cuartil (Q3) y el primer cuartil (Q1).
Es una medida de dispersión que no se ve afectada por valores extremos, proporcionando
una idea del rango en el que se encuentran la mayoría de los datos.

8. Primer cuartil (Q1): Es el valor por debajo del cual se encuentra el 25 % de los datos.
Se utiliza para evaluar la parte inferior de la distribución de la señal.

9. Tercer cuartil (Q3): Es el valor por debajo del cual se encuentra el 75 % de los datos.
Se utiliza para evaluar la parte superior de la distribución de la señal.
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10. Curtosis: Mide la �agudeza� de la distribución de los datos en la ventana. Se utiliza
para identi�car si los datos tienen muchos valores en los extremos (valores atípicos) o si
están más concentrados alrededor de la media.

11. Asimetría: Mide la asimetría de la distribución de los datos. Indica si los valores tienden
a concentrarse más hacia la derecha o hacia la izquierda de la media, lo que puede revelar
patrones sesgados o tendencias especí�cas en la señal.

Para realizar la extracción de estas características, cada señal fue segmentada en ventanas
de tiempo de longitud �ja. Posteriormente, para cada ventana, se calcularon las 11 caracterís-
ticas estadísticas mencionadas. En la �gura 3.15, se muestra un ejemplo de la segmentación
de una señal eni + 1 ventanas (N ), cada una con una longitud den. Para cada ventana, se
extrajeron las características previamente mencionadas. En este estudio, se realizaron prue-
bas utilizando ventanas de 25 muestras (0.83 segundos), 50 muestras (1.67 segundos) y 100
muestras (3.35 segundos).

Figura 3.15: Ejemplo de segmentación y extracción de características esta-
dísticas en una señal.

Adicionalmente, se implementó una combinación de ventanas de diferentes longitudes en
un mismo dataset. En la �gura 3.16, se muestra cómo se combinaron ventanas de longitud
n (N ) y m (M ), proporcionando así un análisis más completo de la señal. En este caso, se
experimentó con la combinación de ventanas de 50 y 100 muestras.

Figura 3.16: Ejemplo de segmentación y extracción de características esta-
dísticas en una señal, usando distintos largos de ventanas.
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Para todos los casos, las características obtenidas por cada señal fueron añadidas a nuevos
datasetsde características, compuestos por:

� id : Código del paciente.

� eye: Corresponde al ojo del paciente. Los valores pueden serleft o right .

� stimuli : Indica el tipo de estímulo. Los valores posibles sonramp o �ash .

� color: Color del estímulo. Los valores posibles sonred, green, blue, o white .

� glaucoma: Indica si el paciente padece glaucoma o no. Los valores pueden seryes o no.

� Características estadísticas: Correspondientes a las características estadísticas men-
cionadas en esta sección.

3.4.1.2. Selección de ventanas

Con el objetivo de experimentar con diferentes métodos de preprocesamiento y mejorar el
rendimiento de los modelos, se implementaron dos estrategias de selección de ventanas. La
primera consiste en seleccionar las características correspondientes a los primeros 20 segundos
de la reacción pupilar. La segunda, en cambio, selecciona ventanas de 20 segundos de señal
de manera aleatoria.

Para el primer caso, utilizando ventanas de 50 muestras de longitud, se seleccionaron las
primeras 12 ventanas. Al trabajar con ventanas de 100 muestras de longitud, se utilizaron las
primeras 6 ventanas. Finalmente, en el caso de las ventanas de 25 muestras, se seleccionaron
las primeras 24 ventanas.

En el segundo caso, la cantidad de ventanas seleccionadas de forma aleatoria varía según
la longitud de la ventana, de manera similar al primer caso.

3.4.1.3. Aumento de datos

Otro enfoque utilizado para mejorar el rendimiento de los modelos fue la técnica de au-
mento de datos. En este caso, se generó un nuevodataset de características mediante el
aumento arti�cial de la data original. Para ello, se duplicó la matriz de características y se
añadió ruido gaussiano a la matriz duplicada. El nivel de ruido agregado fue de 0.01, lo que
equivale a un 1 % del valor original de cada característica. Esta estrategia busca aumentar la
diversidad de los datos y mejorar la capacidad de generalización de los modelos.

3.4.1.4. Aislamiento de características

Con el objetivo de identi�car qué tipos de estímulos lumínicos podrían ser más efectivos
para el diagnóstico del glaucoma, se realizaron dos experimentos modi�cando eldataset. En el
primer experimento, se utilizaron únicamente las respuestas pupilares ante estímulos de tipo
�ash, seleccionando los primeros 20 segundos de cada señal. En el segundo experimento, se
emplearon exclusivamente las respuestas pupilares ante estímulos de tipo rampa, utilizando
la señal completa. Estos experimentos permiten evaluar y comparar la efectividad de cada
tipo de estímulo en la detección del glaucoma.
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3.4.2. Descripción de casos

Como se mencionó anteriormente, para evaluar el rendimiento de los modelos en función
de las distintas con�guraciones deldataset, se de�nieron y analizaron tres enfoques experi-
mentales:

1. Caso base: Se utilizó el conjunto de datos de características original, sin modi�caciones
adicionales.

2. Selección de ventanas:

a) Se seleccionaron las características correspondientes a los primeros 20 segundos de
la reacción pupilar.

b) Se extrajeron ventanas aleatorias, acumulando un total de 20 segundos de señal.

3. Aislamiento de características:

a) Se seleccionaron exclusivamente los estímulos tipo�ash, limitados a los primeros 20
segundos.

b) Se seleccionaron sólo las respuestas a estímulos tipo rampa.

Para cada caso, se evaluaron tres con�guraciones deldataset:

� Con datos �ltrados.

� Con datos aumentados arti�cialmente.

� Combinando el �ltrado y el aumento de datos.

Adicionalmente, en cada con�guración se variaron los largos de las ventanas utilizadas
para la extracción de características, explorando así cómo estas afectan el rendimiento de los
modelos.

3.4.3. Preprocesamiento

Antes de entrenar cualquier modelo, es necesario llevar a cabo una serie de pasos adiciona-
les para garantizar que los modelos demachine learningfuncionen correctamente. Aunque los
vectores de características ya fueron generados, es preciso realizar modi�caciones adicionales
para adaptar estos datos a los modelos que se utilizarán.

El primer paso, como se explicó en la sección 2.1.3, consiste en dividir el conjunto de datos
en datos de entrenamiento y datos de prueba. El conjunto de entrenamiento se utiliza para
ajustar los parámetros del modelo, mientras que el conjunto de prueba se emplea para eva-
luar su rendimiento. En este caso, la división se realizó utilizando una proporción de 80/20,
es decir, el 80 % de los datos se utilizó para entrenar los modelos, y el 20 % restante para
probar su desempeño. Para evitardata leakage(fuga de información), se utilizó el código de
cada paciente como criterio de separación, asegurando que las señales correspondientes a un
mismo paciente no se distribuyeran en conjuntos distintos. Tras esta división, se eliminó la
columna id del dataset.
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Como se mencionó en la sección 3.4.1, los conjuntos de datos contienen tanto caracte-
rísticas estadísticas como información relevante, como el código del paciente, si este padece
glaucoma, el tipo de estímulo lumínico, entre otras. En este contexto, es necesario de�nir
la etiqueta o variable objetivo a predecir. Dado que el objetivo es predecir la presencia de
glaucoma, la etiqueta seleccionada fue la columnaglaucoma, una variable categórica que
toma los valores �yes� o � no�. Para que los modelos demachine learningpuedan procesar
esta variable, se realizó una binarización, asignando 0 a los pacientes sin glaucoma y 1 a
aquellos con glaucoma.

Asimismo, otras variables categóricas comoeye, stimuli y color fueron transformadas pa-
ra ser interpretadas adecuadamente por los modelos. Para evitar que las variables categóricas
sean tratadas como continuas (lo cual podría ocurrir con la codi�cación ordinal), se empleó la
técnica deOneHot Encoding. Esta técnica transforma cada categoría en una nueva columna
binaria que toma el valor de 1 cuando la categoría está presente, tal como se muestra en el
ejemplo visual de la codi�cación de la variablecolor en la �gura 3.17.

Figura 3.17: Codi�cación Onehot ejecutada en la característicacolor.

Un paso adicional fundamental es el escalamiento de las variables numéricas. El objetivo
de este procedimiento es asegurar que todas las variables numéricas tengan un rango similar,
lo que mejora el rendimiento de los modelos. En este caso, se utilizó un escaladomin-max,
que conserva la proporción y forma de los datos originales pero es sensible a valores extremos.
La ecuación para esta transformación es:

x0
i =

x i � min(x)
max(x) � min(x)

(3.1)

dondex i representa el valor original de la columnax a escalar, yx0
i es el valor transforma-

do. Esta transformación ajusta los datos para que estén comprendidos en el intervalo [0, 1],
facilitando su uso en algoritmos que no requieren que los datos sigan una distribución normal.

Todos estos pasos fueron implementados utilizando unpipeline, una herramienta que per-
mite organizar el preprocesamiento y el entrenamiento de los modelos de forma e�ciente y
reproducible.
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3.4.4. Descripción del modelo

Entre los modelos iniciales que se exploraron y probaron se encuentranXGBoost, Random
Forest y Support Vector Machine(SVM). Todos estos modelos fueron evaluados inicialmente
utilizando la data segmentada en ventanas de 50 muestras, y empleando técnicas decross-
validation en el conjunto de entrenamiento para su validación. Tras las pruebas, el modelo
XGBoost demostró un rendimiento superior, por lo que se decidió emplearlo para las pruebas
posteriores.

Los principales hiperparámetros deXGBoost con los que se trabajó fueron los siguientes:

1. Learning Rate ( � ) : Controla el tamaño de las actualizaciones en cada iteración del
modelo, ayudando a evitar el sobreajuste.

2. Max Depth : De�ne la profundidad máxima de los árboles y controla la complejidad
del modelo. Un valor alto puede llevar al sobreajuste, mientras que un valor bajo puede
limitar la capacidad del modelo para capturar patrones complejos.

3. Evaluation Metric : Determina la métrica a optimizar durante el entrenamiento.

Además, con el objetivo de usar de referencia, se implementó un modelo�dummy� , el cual
clasi�ca los datos sin leerlos, de manera aleatoria.

3.4.5. Entrenamiento

Antes de entrenar el modelo, se utilizócross-validationen el conjunto de entrenamiento,
junto con una búsqueda en grilla (grid search) para identi�car los mejores hiperparámetros.
Los valores óptimos encontrados fueron:

� learning_rate = 0.3

� max_depth = 6

� eval_metric = [�error�, �logloss�]

Con los hiperparámetros ya de�nidos, se procedió a entrenar el modelo en el conjunto de
entrenamiento. Posteriormente, el modelo fue evaluado utilizando el conjunto de prueba y se
calcularon diversas métricas de evaluación para medir su rendimiento en las pruebas.

3.4.6. Resultados Dummy model

Probando el modelo aleatorio, se llegó a los resultados de la tabla 3.1.

Tabla 3.1: Resultados al entrenar un modelodummy.

Precision Recall F1-score Support
0 0.53 0.47 0.50 80
1 0.42 0.47 0.44 64

Accuracy 0.47 144
Macro average 0.47 0.47 0.47 144

Weighted average 0.48 0.47 0.47 144
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Las curvas ROC yprecision-recall se pueden observar en las �guras A.1 y A.2 respectiva-
mente, mientras que la matriz de confusión se puede ver en la �gura A.3.

Teniendo estos resultados como base, se procedió a utilizar el modeloXGBoost.

3.4.7. Resultados: caso base

En esta sección se muestran los resultados obtenidos al experimentar con las distintas
con�guraciones de ladata, utilizando todo el dataset.

Los resultados deaccuracy obtenidos en los distintos casos se presentan en la tabla 3.2,
donde Normal se re�ere a la utilización de las características sin �ltrado ni aumento de
datos, Filtrado corresponde a la utilización de características con �ltrado,D.A. representa
el uso de la matriz de características con aumento de datos, yFiltrado + D.A. indica la
combinación de ambas técnicas (�ltrado y aumento de datos).

Tabla 3.2: Accuracy obtenido utilizando todo el dataset (Caso base).

50 100 25 50-100
Normal 0.64 0.65 0.67 0.65
Filtrado 0.60 0.62 0.58 0.65

D.A. 0.69 0.62 0.64 0.66
Filtrado + DA 0.61 0.69 0.58 0.64

Los dos resultados de mejor rendimiento se obtuvieron en el caso deD.A. con ventanas
de 50 muestras de longitud y en el caso deFiltrado + D.A. con ventanas de 100 muestras de
longitud. En el primer caso, se alcanzó unaccuracy del 68:75 %, mientras que en el segundo
caso se logró unaccuracy del 69:44 %. Para el primer caso, las �guras B.1 a B.5 muestran
su matriz de confusión, curva ROC, curvaprecision-recall, así como las curvas de pérdida y
error a lo largo de las épocas, respectivamente. De manera similar, para el segundo caso, las
�guras B.6 a B.10 ilustran su matriz de confusión, curva ROC, curvaprecision-recall, y las
grá�cas de pérdida y error a través de las épocas correspondientes, respectivamente. En el
anexo D.1, se pueden encontrar todas las matrices de confusión de este caso.

3.4.8. Resultados: selección de ventanas

En esta sección se muestran los resultados obtenidos al seleccionar ventas.

3.4.8.1. Primeros 20 segundos

Al utilizar sólo los primeros 20 segundos de cada señal, se obtuvieron los valores deaccuracy
mostrados en la tabla 3.3.
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Tabla 3.3: Accuracy obtenido utilizando los primeros 20 segundos de cada
señal.

50 100 25 50-100
Normal 0.62 0.57 0.61 0.65
Filtrado 0.57 0.61 0.62 0.62

D.A. 0.62 0.62 0.69 0.67
Filtrado + DA 0.62 0.65 0.60 0.66

Los dos resultados de mejor rendimiento se obtuvieron en el caso deD.A. con ventanas
de 25 muestras de longitud y en el caso deD.A. con ventanas de 50 y 100 muestras de
longitud. En el primer caso, se alcanzó unaccuracy del 68:75 %, mientras que en el segundo
caso se logró unaccuracy del 67:36 %. Para el primer caso, las �guras B.11 a B.15 muestran
su matriz de confusión, curva ROC, curvaprecision-recall, así como las curvas de pérdida y
error a lo largo de las épocas, respectivamente. De manera similar, para el segundo caso, las
�guras B.16 a B.20 ilustran su matriz de confusión, curva ROC, curvaprecision-recall, y las
grá�cas de pérdida y error a través de las épocas correspondientes, respectivamente. En el
anexo D.2.1, se pueden encontrar todas las matrices de confusión de este caso.

3.4.8.2. Ventanas aleatorias

Al utilizar ventanas aleatorias correspondiente a 20 segundos de cada señal, se obtuvieron
los valores deaccuracy mostrados en la tabla 3.4.

Tabla 3.4: Accuracy obtenido utilizando ventanas aleatorias.

50 100 25 50-100
Normal 0.53 0.59 0.67 0.57
Filtrado 0.56 0.55 0.60 0.62

D.A. 0.51 0.54 0.66 0.56
Filtrado + DA 0.58 0.56 0.63 0.62

Los dos resultados de mejor rendimiento se obtuvieron en el caso deNormal con ventanas
de 25 muestras de longitud y en el caso deD.A. con ventanas de 25 muestras de longitud. En
el primer caso, se alcanzó unaccuracy del 66:67 %, mientras que en el segundo caso se logró
un accuracy del 65:97 %. Para el primer caso, las �guras B.21 a B.25 muestran su matriz de
confusión, curva ROC, curvaprecision-recall, así como las curvas de pérdida y error a lo largo
de las épocas, respectivamente. De manera similar, para el segundo caso, las �guras B.26 a
B.30 ilustran su matriz de confusión, curva ROC, curvaprecision-recall, y las grá�cas de
pérdida y error a través de las épocas correspondientes, respectivamente. En el anexo D.2.2,
se pueden encontrar todas las matrices de confusión de este caso.

3.4.9. Resultados: aislamiento de características

En esta sección se muestran los resultados obtenidos al sólo usar un tipo de estímulo por
cada prueba.
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3.4.9.1. Respuestas ante estímulos tipo �ash

Al utilizar sólo las respuestas pupilares ante estímulos lumínicos tipo�ash, se obtuvieron
los valores deaccuracymostrados en la tabla 3.5. En este caso, se hizo una prueba adicional
en donde se utilizaron ventanas de 15 muestras de largo debido a la corta duración de este
tipo de estímulo.

Tabla 3.5: Accuracy obtenido utilizando estímulos lumínicos tipo �ash .

50 100 25 50-100 15
Normal 0.65 0.57 0.72 0.69 0.58
Filtrado 0.65 0.61 0.62 0.65 0.67

D.A. 0.69 0.56 0.65 0.68 0.62
Filtrado + DA 0.72 0.65 0.61 0.65 0.65

Los dos resultados de mejor rendimiento se obtuvieron en el caso deNormal con ventanas
de 25 muestras de longitud y en el caso deFiltrado + D.A. con ventanas de 50 muestras de
longitud. En el primer caso, se alcanzó unaccuracy del 72:22 %, mientras que en el segundo
caso se logró unaccuracy del 72:22 %. Para el primer caso, las �guras B.31 a B.35 muestran
su matriz de confusión, curva ROC, curvaprecision-recall, así como las curvas de pérdida y
error a lo largo de las épocas, respectivamente. De manera similar, para el segundo caso, las
�guras B.36 a B.40 ilustran su matriz de confusión, curva ROC, curvaprecision-recall, y las
grá�cas de pérdida y error a través de las épocas correspondientes, respectivamente. En el
anexo D.3.1, se pueden encontrar todas las matrices de confusión de este caso.

3.4.9.2. Respuestas ante estímulos tipo rampa

Al utilizar sólo las respuestas pupilares ante estímulos lumínicos tipo rampa, se obtuvieron
los valores deaccuracymostrados en la tabla 3.6. En este caso, se hizo una prueba adicional
en donde se utilizaron ventanas de 150 muestras de largo debido a la larga duración de este
tipo de estímulo.

Tabla 3.6: Accuracy obtenido utilizando estímulos lumínicos tipo rampa.

50 100 25 50-100 150
Normal 0.56 0.64 0.61 0.61 0.60
Filtrado 0.62 0.69 0.53 0.61 0.79

D.A. 0.53 0.58 0.58 0.64 0.57
Filtrado + DA 0.56 0.76 0.56 0.62 0.75

Los dos resultados de mejor rendimiento se obtuvieron en el caso deFiltrado con ventanas
de 150 muestras de longitud y en el caso deFiltrado + D.A. con ventanas de 100 muestras de
longitud. En el primer caso, se alcanzó unaccuracy del 79:17 %, mientras que en el segundo
caso se logró unaccuracy del 76:39 %. Para el primer caso, las �guras B.41 a B.45 muestran
su matriz de confusión, curva ROC, curvaprecision-recall, así como las curvas de pérdida y
error a lo largo de las épocas, respectivamente. De manera similar, para el segundo caso, las
�guras B.46 a B.50 ilustran su matriz de confusión, curva ROC, curvaprecision-recall, y las
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grá�cas de pérdida y error a través de las épocas correspondientes, respectivamente. En el
anexo D.3.2, se pueden encontrar todas las matrices de confusión de este caso.

3.5. Implementación de modelos a base de Deep Lear-
ning

En esta sección se describe el proceso de implementación y los resultados obtenidos al
aplicar modelos basados enDeep Learning. Para esta implementación, se trabajó directamente
con las señales obtenidas (descritas en la sección 3.3), es decir, sin realizar extracción de
características. En total, se llevaron a cabo seis experimentos con distintas con�guraciones
de los datos:

1. Caso base: uso deldataset completo de señales con saturación ypadding, sin aplicar
�ltro.

2. Caso �ltrado: uso deldatasetcompleto de señales con saturación ypadding, aplicando
un �ltro pasabajos.

3. Caso rampa: uso exclusivo de las señales correspondientes a respuestas pupilares ante
estímulos de tipo rampa, con saturación ypadding, sin aplicar �ltro.

4. Caso �ash : uso exclusivo de las señales correspondientes a respuestas pupilares ante
estímulos de tipo�ash, con saturación ypadding, sin aplicar �ltro.

5. Caso rampa �ltrado: uso exclusivo de las señales correspondientes a respuestas pu-
pilares ante estímulos de tipo rampa, con saturación ypadding, aplicando un �ltro
pasabajos.

6. Caso �ash �ltrado: uso exclusivo de las señales correspondientes a respuestas pupila-
res ante estímulos de tipo�ash, con saturación ypadding, aplicando un �ltro pasabajos.

Se experimentó con dos tipos de modelos deDeep Learning: una Fully Convolutional
Network (FCN) y una red neuronal recurrente con un mecanismo de compuerta de Unidades
Recurrentes Cerradas (GRU), evaluando el rendimiento en cada una de las con�guraciones
mencionadas.

3.5.1. Entrenamiento

Para entrenar los modelos, se dividió eldataseten tres conjuntos: un 60 % de los datos se
utilizó para el entrenamiento, un 20 % para la validación y el 20 % restante se reservó para
la prueba �nal del modelo.

El modelo Fully Convolutional Network (FCN) se entrenó a lo largo de 1000 épocas, co-
menzando con una tasa de aprendizaje inicial de 0.001. Esta tasa se redujo en un factor
de 0.5 cada 50 épocas, alcanzando un mínimo de 0.0001. Se utilizó el modelo con el mayor
accuracy en el conjunto de validación para seleccionar la mejor versión del modelo durante
el entrenamiento. El tamaño de lote (batch size) se �jó en 16.
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Por otro lado, el modelo basado en unidades recurrentes de tipo GRU (Gated Recurrent
Unit ) se entrenó durante 100 épocas, con una tasa de aprendizaje inicial de 0.001, que se
redujo en un factor de 0.5 cada 50 épocas hasta alcanzar un mínimo de 0.0001. Para este
modelo, se seleccionó la versión con la menor pérdida en el conjunto de validación. Al igual
que en el entrenamiento de FCN, se utilizó unbatch sizede 16.

3.5.2. Resultados: FCN

A continuación, se presentan los resultados obtenidos al entrenar el modeloFully Convo-
lutional Network (FCN) en las distintas con�guraciones de datos.

3.5.2.1. Caso base

En el caso base, el modelo FCN alcanzó unaccuracyde75:72 %en el conjunto de validación
y un accuracyde50:00 %en el conjunto de prueba. La matriz de confusión para el conjunto de
validación se presenta en la �gura C.1, y la correspondiente al conjunto de prueba se muestra
en la �gura C.2. Además, se incluyen las métricas adicionales para evaluar el rendimiento del
modelo: la curva ROC en la �gura C.3, la curvaprecision-recall en la �gura C.4, las curvas de
pérdida a lo largo de las épocas en la �gura C.5, y las curvas de error a través de las épocas
de entrenamiento en la �gura C.6.

3.5.2.2. Caso �ltrado

En el caso �ltrado, el modelo FCN alcanzó unaccuracy de 69:90 % en el conjunto de
validación y un accuracy de 50:69 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.7, y la correspondiente al conjunto de
prueba se muestra en la �gura C.8. Además, se incluyen las métricas adicionales para evaluar
el rendimiento del modelo: la curva ROC en la �gura C.9, la curvaprecision-recall en la �gura
C.10, las curvas de pérdida a lo largo de las épocas en la �gura C.11, y las curvas de error a
través de las épocas de entrenamiento en la �gura C.12.

3.5.2.3. Caso rampa

En el caso rampa, el modelo FCN alcanzó unaccuracy de 80:76 % en el conjunto de
validación y un accuracy de 58:33 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.13, y la correspondiente al conjunto de
prueba se muestra en la �gura C.14. Además, se incluyen las métricas adicionales para evaluar
el rendimiento del modelo: la curva ROC en la �gura C.15, la curvaprecision-recall en la
�gura C.16, las curvas de pérdida a lo largo de las épocas en la �gura C.17, y las curvas de
error a través de las épocas de entrenamiento en la �gura C.18.

3.5.2.4. Caso �ash

En el caso�ash, el modelo FCN alcanzó unaccuracyde80:76 %en el conjunto de validación
y un accuracyde54:16 %en el conjunto de prueba. La matriz de confusión para el conjunto de
validación se presenta en la �gura C.19, y la correspondiente al conjunto de prueba se muestra
en la �gura C.20. Además, se incluyen las métricas adicionales para evaluar el rendimiento
del modelo: la curva ROC en la �gura C.21, la curvaprecision-recall en la �gura C.22, las
curvas de pérdida a lo largo de las épocas en la �gura C.23, y las curvas de error a través de
las épocas de entrenamiento en la �gura C.24.
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3.5.2.5. Caso rampa �ltrado

En el caso rampa �ltrado, el modelo FCN alcanzó unaccuracy de 92:00 %en el conjunto
de validación y un accuracy de 43:05 % en el conjunto de prueba. La matriz de confusión
para el conjunto de validación se presenta en la �gura C.25, y la correspondiente al conjunto
de prueba se muestra en la �gura C.26. Además, se incluyen las métricas adicionales para
evaluar el rendimiento del modelo: la curva ROC en la �gura C.27, la curvaprecision-recall
en la �gura C.28, las curvas de pérdida a lo largo de las épocas en la �gura C.29, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.30.

3.5.2.6. Caso �ash �ltrado

En el caso�ash �ltrado, el modelo FCN alcanzó unaccuracy de 82:69 % en el conjunto
de validación y un accuracy de 59:72 % en el conjunto de prueba. La matriz de confusión
para el conjunto de validación se presenta en la �gura C.31, y la correspondiente al conjunto
de prueba se muestra en la �gura C.32. Además, se incluyen las métricas adicionales para
evaluar el rendimiento del modelo: la curva ROC en la �gura C.33, la curvaprecision-recall
en la �gura C.34, las curvas de pérdida a lo largo de las épocas en la �gura C.35, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.36.

3.5.3. Resultados: GRU

A continuación, se presentan los resultados obtenidos al entrenar el modeloGated Recu-
rrent Unit (GRU) en las distintas con�guraciones de datos.

3.5.3.1. Caso base

En el caso base, el modelo GRU alcanzó unaccuracy de 75:72 % en el conjunto de va-
lidación y un accuracy de 57:63 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.37, y la correspondiente al conjunto de
prueba se muestra en la �gura C.38. Además, se incluyen las métricas adicionales para eva-
luar el rendimiento del modelo: la curva ROC en la �gura C.39, la curvaprecision-recall en
la �gura C.40, las curvas de pérdida a lo largo de las épocas en la �gura C.41, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.42.

3.5.3.2. Caso �ltrado

En el caso �ltrado, el modelo GRU alcanzó unaccuracy de 60:19 % en el conjunto de
validación y un accuracy de 61:11 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.43, y la correspondiente al conjunto de
prueba se muestra en la �gura C.44. Además, se incluyen las métricas adicionales para evaluar
el rendimiento del modelo: la curva ROC en la �gura C.45, la curvaprecision-recall en la
�gura C.46, las curvas de pérdida a lo largo de las épocas en la �gura C.47, y las curvas de
error a través de las épocas de entrenamiento en la �gura C.48.

3.5.3.3. Caso rampa

En el caso rampa, el modelo GRU alcanzó unaccuracy de 71:15 % en el conjunto de
validación y un accuracy de 47:22 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.49, y la correspondiente al conjunto de
prueba se muestra en la �gura C.50. Además, se incluyen las métricas adicionales para evaluar
el rendimiento del modelo: la curva ROC en la �gura C.51, la curvaprecision-recall en la
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�gura C.52, las curvas de pérdida a lo largo de las épocas en la �gura C.53, y las curvas de
error a través de las épocas de entrenamiento en la �gura C.54.

3.5.3.4. Caso �ash

En el caso�ash, el modelo GRU alcanzó unaccuracy de 57:69 % en el conjunto de va-
lidación y un accuracy de 47:22 % en el conjunto de prueba. La matriz de confusión para
el conjunto de validación se presenta en la �gura C.55, y la correspondiente al conjunto de
prueba se muestra en la �gura C.56. Además, se incluyen las métricas adicionales para eva-
luar el rendimiento del modelo: la curva ROC en la �gura C.57, la curvaprecision-recall en
la �gura C.58, las curvas de pérdida a lo largo de las épocas en la �gura C.59, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.60.

3.5.3.5. Caso rampa �ltrado

En el caso rampa �ltrado, el modelo GRU alcanzó unaccuracyde 61:53 %en el conjunto
de validación y un accuracy de 58:33 % en el conjunto de prueba. La matriz de confusión
para el conjunto de validación se presenta en la �gura C.61, y la correspondiente al conjunto
de prueba se muestra en la �gura C.62. Además, se incluyen las métricas adicionales para
evaluar el rendimiento del modelo: la curva ROC en la �gura C.63, la curvaprecision-recall
en la �gura C.64, las curvas de pérdida a lo largo de las épocas en la �gura C.65, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.66.

3.5.3.6. Caso �ash �ltrado

En el caso�ash �ltrado, el modelo GRU alcanzó unaccuracy de 69:23 % en el conjunto
de validación y un accuracy de 54:16 % en el conjunto de prueba. La matriz de confusión
para el conjunto de validación se presenta en la �gura C.67, y la correspondiente al conjunto
de prueba se muestra en la �gura C.68. Además, se incluyen las métricas adicionales para
evaluar el rendimiento del modelo: la curva ROC en la �gura C.69, la curvaprecision-recall
en la �gura C.70, las curvas de pérdida a lo largo de las épocas en la �gura C.71, y las curvas
de error a través de las épocas de entrenamiento en la �gura C.72.
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3.5.4. Resumen de resultados

En esta sección se presentan de manera resumida los resultados obtenidos, destacando
únicamente los valores deaccuracyen los distintos casos al implementar los modelos deDeep
Learning. Estos valores se pueden observar en la tabla 3.7.

Tabla 3.7: Accuracy obtenido en cada caso al implementar los modelos a
base deDeep Learning.

FCN GRU
Validación

( %)
Prueba

( %)
Validación

( %)
Prueba

( %)
Caso base 75.72 50.00 75.72 57.63

Caso �ltrado 69.90 50.69 60.19 61.11
Caso rampa 80.76 58.33 71.15 47.22
Caso �ash 80.76 54.16 57.69 47.22

Caso rampa
�ltrado

92.00 43.05 61.53 58.33

Caso �ash
�ltrado

82.69 59.72 69.23 54.16
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Capítulo 4

Análisis y discusión

En este capítulo se presentan y analizan los resultados obtenidos, considerando tanto los
distintos modelos implementados como las con�guraciones de datos y los diferentes casos de
estudio aplicados. El análisis busca identi�car patrones de desempeño y evaluar el impacto
de cada con�guración sobre los resultados �nales, brindando una comprensión más profunda
del efecto de los estímulos lumínicos en el diagnóstico automatizado de glaucoma.

4.1. Análisis General de Machine Learning

En las tablas 3.2, 3.3, 3.4, 3.5 y 3.6, se puede observar una variabilidad considerable en
los resultados obtenidos, los cuales varían según la longitud de las ventanas empleadas y las
diferentes con�guraciones deldataset. Estos factores parecen in�uir de manera diversa en el
rendimiento de los modelos, re�ejándose en métricas de precisión que muestran diferencias
notables entre los distintos experimentos realizados.

Si analizamos las distribuciones de precisión para cada con�guración deldataseten forma
global, como se ilustra en la �gura 4.1, observamos que no existe una correlación fuerte entre
la con�guración especí�ca deldataset y los valores de precisión obtenidos. Por ejemplo, en
la con�guración Filtrado , la mediana es comparable a la de otras con�guraciones, pero con
una menor variabilidad. A pesar de esta menor dispersión, esta con�guración presenta valores
atípicos que incluyen tanto uno de los peores como uno de los mejores casos registrados en
el análisis, lo que sugiere una sensibilidad signi�cativa a ciertas combinaciones de parámetros.
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Figura 4.1: Distribución de precisión por tipo de con�guración del dataset.

Esta variabilidad sugiere que, aunque la con�guración deldatasettiene un impacto, no es
el único factor determinante. Esto implica que el análisis detallado de los resultados es más
efectivo al examinar cada caso en particular en lugar de basarse solo en el análisis general.
En las siguientes secciones, se explora el comportamiento especí�co de cada con�guración
en función de sus resultados de precisión y se identi�can los elementos que contribuyen al
rendimiento de cada con�guración.

Al analizar la distribución de precisión obtenida para cada caso, como se muestra en la
�gura 4.2, se observan diferencias notables en los resultados. Las distribuciones delCaso
base y el caso dePrimeros 20 segundos presentan similitudes, aunque su mediana varía
ligeramente, siendo la delCaso base marginalmente superior. Por otro lado, el caso deVen-
tanas aleatorias muestra el rendimiento más bajo en términos de precisión general, con una
distribución signi�cativamente inferior y la mediana más baja de todos los casos evaluados.
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Figura 4.2: Distribución de precisión por cada caso implementado.

El caso deRespuestas ante �ash destaca como el más efectivo, con la distribución más
alta en precisión y alcanzando la mediana más elevada, lo que sugiere que trabajar exclu-
sivamente con respuestas a estímulos de tipo�ash podría conducir a mejores resultados en
promedio. En cambio, el caso deRespuestas ante rampa muestra una distribución más
dispersa, con una mediana relativamente baja en comparación con otros casos. Sin embargo,
este caso contiene valores atípicos que corresponden a algunos de los mejores resultados indi-
viduales, lo que indica que, aunque menos consistente, puede ofrecer casos de alta precisión
en situaciones especí�cas.

Al analizar la distribución de precisión en función del largo de las ventanas, como se
muestra en la �gura 4.3, se observa una considerable variabilidad entre los distintos tamaños
de ventana. Esta dispersión puede explicarse debido a la inclusión de todos los casos posibles
en el análisis, lo cual introduce diferencias en las características de las señales capturadas en
cada ventana. Esta variabilidad sugiere que el largo de la ventana puede tener un impacto
signi�cativo en el rendimiento del modelo y que es importante considerar este factor de
manera detallada al seleccionar el tamaño de ventana óptimo para el análisis de precisión.
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Figura 4.3: Distribución de precisión por largo de ventanas para todos los
casos.

4.1.1. Análisis por casos

En esta sección se presentan los resultados de cada caso de manera individual, permitiendo
un análisis detallado y especí�co. Esta aproximación facilita la identi�cación de patrones,
fortalezas y debilidades en cada con�guración implementada, brindando una comprensión
más profunda del comportamiento de los modelos en diferentes escenarios.

4.1.1.1. Caso Base

Al observar la tabla 3.2, se identi�ca que los mejores resultados en términos de precisión se
obtuvieron al aplicar técnicas de aumento de datos (D.A. ) y/o �ltrado de las señales. Estas
con�guraciones mejoran la capacidad predictiva del modelo en comparación con el uso de
datos sin tratamiento adicional.

En las �guras B.1 y B.6 se presentan las matrices de confusión para los casos con aumento
de datos y con aumento más �ltrado, respectivamente. En ambas con�guraciones, se obser-
va una mayor precisión en la predicción de los pacientes de control en comparación con los
pacientes con glaucoma. Esto sugiere que el modelo tiene una tendencia a clasi�car mejor
los casos de control, posiblemente debido a las características especí�cas de las señales de los
pacientes con glaucoma.

Las curvas ROC, presentadas en las �guras B.7 y B.2, muestran una concavidad sobre la
diagonal de referencia, lo que indica un rendimiento superior al azar para ambos modelos.
La forma cóncava sugiere que el modelo mantiene una capacidad razonable para distinguir
entre ambas clases, aunque el área bajo la curva (AUC) no alcanza valores óptimos, lo que
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deja margen para mejoras adicionales en sensibilidad y especi�cidad.

En las �guras B.8 y B.3 se observan las curvasPrecision-Recall. Estas curvas evidencian
un equilibrio entre precisión y sensibilidad en los modelos, lo cual es favorable para un pro-
blema en el que ambas métricas son importantes. Sin embargo, la precisión y elrecall no
alcanzan los valores más altos posibles, lo que señala limitaciones en la capacidad del modelo
para recuperar correctamente todas las instancias de glaucoma sin perder precisión.

Las curvas de pérdida para los conjuntos de entrenamiento y prueba, mostradas en las �-
guras B.9 y B.4, evidencian una falta de convergencia en ambos casos. Esta tendencia sugiere
que los modelos no generalizan bien, posiblemente debido a la variabilidad de las señales y a
la poca cantidad de datos.

Las �guras B.10 y B.5 muestran las curvas de error en los conjuntos de entrenamiento
y prueba. En ambos casos, el error en el conjunto de prueba se mantiene elevado, lo cual
refuerza la observación de que los modelos enfrentan di�cultades para generalizar.

4.1.1.2. Caso Primeros 20 segundos

Como se observa en la tabla 3.3, los mejores resultados corresponden al uso de ventanas
de 25 muestras con aumento de datos y a la combinación de ventanas de 50 y 100 muestras
también con aumento de datos. Para el primer caso, este rendimiento superior puede atri-
buirse a que las ventanas más pequeñas capturan e�cientemente la información clave en los
primeros momentos de la reacción pupilar, caracterizada por su relativa rapidez y cambio.
Por otro lado, la combinación de ventanas de diferentes tamaños permite una visión general y
detallada simultáneamente, capturando patrones tanto especí�cos como generales de la señal.

Dado que los análisis de los parámetros evaluados (matrices de confusión, curvas ROC,
y curvas precision-recall) presentan un comportamiento similar al del Caso Base, en esta
sección se omitirán los detalles especí�cos de cada métrica. En general, los resultados re�ejan
tendencias análogas, con un equilibrio entre precisión y sensibilidad en los modelos entrenados
bajo esta con�guración.

4.1.1.3. Caso Ventanas aleatorias

Como se mencionó anteriormente en la �gura 4.2, este caso presenta la distribución más
baja de precisión entre los distintos experimentos realizados. Sin embargo, es importante
destacar que los mejores resultados obtenidos en esta con�guración son comparables a los de
otros casos, como se muestra en la tabla 3.4. En este caso, los mejores desempeños se lograron
con ventanas de 25 muestras, tanto en la con�guración sin aumento de datos ni �ltrado como
en la con�guración con aumento de datos.

Dado que este experimento sigue un enfoque aleatorio, su interpretación es menos directa,
y los resultados pueden variar signi�cativamente. Este caso se implementó principalmente
como una base de comparación con el Caso de Primeros 20 segundos, permitiendo observar
cómo la selección aleatoria de ventanas in�uye en el rendimiento del modelo en contraste con
una selección sistemática.
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4.1.1.4. Caso Respuesta ante �ash

Los resultados obtenidos en el análisis de estímulos tipo�ash re�ejan un comportamiento
interesante en términos de precisión y distribución. Según la tabla 3.5, los mejores desempe-
ños se lograron utilizando el conjunto de datos sin alteraciones con ventanas de 25 muestras
de largo, así como aplicando �ltrado y aumento de datos con ventanas de 50 muestras de
largo. Cabe destacar que estos casos corresponden a los de mejor distribución de precisión,
como se muestra en la �gura 4.2, aunque no representan necesariamente los valores de pre-
cisión más altos absolutos.

El buen desempeño de las ventanas de menor tamaño puede atribuirse a la naturaleza
de los estímulos�ash, los cuales son más breves en duración. Esto permite que las ventanas
más pequeñas capturen de manera e�ciente las características más relevantes de la señal,
enfocándose en los momentos críticos de la respuesta pupilar. Sin embargo, como se observa
en los resultados obtenidos con ventanas de 15 muestras de largo, existe un límite inferior en
el tamaño de ventana que puede ser utilizado sin comprometer la calidad de la descripción
de la señal. Este límite se mani�esta en una pérdida de información crítica que resulta en un
desempeño subóptimo.

En términos generales, este caso pone de mani�esto la importancia de ajustar el tamaño de
las ventanas a la duración y naturaleza de los estímulos lumínicos, maximizando la capacidad
del modelo para capturar patrones relevantes en los datos. Esto resalta que una con�guración
bien equilibrada entre el tamaño de ventana y el preprocesamiento aplicado es esencial para
obtener los mejores resultados posibles.

4.1.1.5. Caso Respuesta ante rampa

Como se observa en la tabla 3.6, los mejores resultados en este caso corresponden a dos
con�guraciones especí�cas: (1) la utilización de �ltrado y aumento de datos con ventanas
de 100 muestras de largo, y (2) la utilización de �ltrado con ventanas de 150 muestras de
largo. Entre estas con�guraciones, destaca especialmente el segundo caso, ya que logra el
mejor desempeño entre todos los experimentos realizados, alcanzando una precisión de 0.79.
No obstante, como se discutió anteriormente en la �gura 4.2, estos resultados corresponden
a valores atípicos dentro de una distribución más amplia. Esto podría atribuirse a la varia-
bilidad inherente de los datos o al impacto combinado del �ltrado y el tamaño de las ventanas.

El mejor resultado se obtiene utilizando ventanas de 150 muestras con �ltrado, lo cual
resulta coherente, dado que las respuestas a estímulos tipo rampa tienen una duración re-
lativamente larga y estable en comparación con otros estímulos. Este tamaño de ventana
permite capturar patrones completos y detallados de la señal, optimizando así la capacidad
del modelo para identi�car características relevantes.

La �gura B.41 presenta la matriz de confusión correspondiente a este caso, mostrando que
el modelo tiene una notable capacidad para diferenciar entre pacientes control y pacientes
con glaucoma. En particular, se observan 34 clasi�caciones correctas para el grupo control
(85.00 %) y 23 clasi�caciones correctas para el grupo glaucoma (71.88 %), con un número
reducido de errores en ambas categorías (6 y 9, respectivamente).

En la �gura B.42, se aprecia una curva ROC con un AUC de 0.82, lo que indica una
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excelente discriminación entre clases. La curva se mantiene signi�cativamente alejada de la
diagonal de aleatoriedad, lo que rea�rma la robustez del modelo en esta con�guración. De
igual manera, la �gura B.43 muestra una curvaPrecision-Recall con un AUC-PR de 0.82,
destacando un balance sólido entre precisión y recall, lo que resulta crucial para garantizar
una identi�cación precisa de pacientes con glaucoma.

El éxito del modelo en este caso puede explicarse por varios factores. Por un lado, las
ventanas de 150 muestras capturan patrones completos y estables, lo que resulta especial-
mente útil para estímulos tipo rampa debido a su mayor duración. Por otro lado, el �ltrado
de las señales reduce el ruido presente en los datos, facilitando la extracción de características
relevantes y, en consecuencia, mejorando la precisión del modelo.

A pesar del alto desempeño alcanzado, es importante destacar que la �gura 4.3 evidencia
una amplia distribución de precisiones para las ventanas de 150 muestras. Esto sugiere que
no todos los experimentos logran este nivel de rendimiento, lo que subraya la necesidad de
seguir evaluando con�guraciones adicionales para mejorar la estabilidad y la consistencia de
los resultados obtenidos.

4.1.2. Análisis de características

En esta sección se analizan las características más relevantes de los mejores casos, evaluan-
do tanto las ventanas temporales como los tipos de métricas estadísticas más in�uyentes en
el desempeño de los modelos. Este análisis se basa en la extracción de la importancia de las
características, medida en forma de peso, para cada caso. Posteriormente, se elaboraron dos
rankings: uno para identi�car las ventanas temporales más importantes y otro para determi-
nar los tipos de características estadísticas más relevantes. Esto permite extraer información
clave sobre cómo los modelos priorizan distintos aspectos de la señal pupilar para realizar
sus predicciones.

4.1.2.1. Caso Base

El mejor resultado para el Caso Base se obtuvo con ventanas de 100 muestras de largo,
utilizando �ltrado y aumento de datos. La �gura 4.4 destaca que las ventanas más relevantes
identi�cadas por el modelo son las número 2, 3 y 1, correspondientes a los intervalos de
tiempo de 10.05 a 13.40 s, 13.40 a 16.76 s y 6.70 a 10.05 s, respectivamente. Esto se re�eja
claramente en las �guras 4.5 y 4.6, que muestran respuestas pupilares ante estímulos de tipo
rampa y �ash, respectivamente.
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Figura 4.4: Ventanas más importantes para el mejor modelo de Caso Base.

Figura 4.5: Ventanas más importantes del mejor modelo del Caso Base sobre
una señal de reacción pupilar ante un estímulo tipo rampa.
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Figura 4.6: Ventanas más importantes del mejor modelo del Caso Base sobre
una señal de reacción pupilar ante un estímulo tipo�ash .

En cuanto a las métricas estadísticas, la �gura 4.7 resalta la importancia de lakurtosis,
skewnesse IQR, métricas que describen la forma, asimetría y dispersión central de las señales,
elementos clave para diferenciar patrones en las respuestas pupilares.

Figura 4.7: Características estadísticas más importantes del mejor modelo
de Caso Base.
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4.1.2.2. Caso Primeros 20 segundos

El mejor desempeño en este caso corresponde a ventanas de 25 muestras de largo, utilizan-
do aumento de datos. La �gura 4.8 indica que las ventanas más importantes son las número
11, 10 y 14, cubriendo los intervalos de tiempo de 10.05 a 10.89 s, 9.21 a 10.05 s y 12.57 a
13.40 s, como se observa en las �guras 4.9 (rampa) y 4.10 (�ash ).

Figura 4.8: Ventanas más importantes para el mejor modelo de Caso Pri-
meros 20 segundos.

Figura 4.9: Ventanas más importantes del mejor modelo del Caso Primeros
20 segundos sobre una señal de reacción pupilar ante un estímulo tipo ram-
pa.
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Figura 4.10: Ventanas más importantes del mejor modelo del Caso Primeros
20 segundos sobre una señal de reacción pupilar ante un estímulo tipo�ash .

Las características estadísticas más relevantes, según la �gura 4.11, son el mínimo, IQR
y desviación estándar, lo que sugiere que la variabilidad y los valores extremos de la señal
desempeñan un papel central en este caso.

Figura 4.11: Características estadísticas más importantes del mejor modelo
de Caso Primeros 20 segundos.
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4.1.2.3. Caso Respuesta ante �ash

Para este caso, el mejor resultado se logró con ventanas de 25 muestras sin modi�car
el dataset. Las ventanas más importantes, según la �gura 4.12, son las número 11, 2 y 10,
asociadas a los intervalos de tiempo de 10.05 a 10.89 s, 2.51 a 3.35 s y 9.21 a 10.05 s,
respectivamente, como se muestra en la �gura 4.13.

Figura 4.12: Ventanas más importantes para el mejor modelo de Caso Res-
puesta ante �ash .
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Figura 4.13: Ventanas más importantes del mejor modelo del Caso Respues-
ta ante �ash sobre una señal de reacción pupilar ante un estímulo tipo�ash .

En términos de características estadísticas, la �gura 4.14 resalta la importancia de skew-
ness, mínimo e IQR, lo que refuerza la relevancia de analizar la forma y la dispersión de la
distribución de la señal pupilar.

Figura 4.14: Características estadísticas más importantes del mejor modelo
de Caso Respuesta ante�ash .

73



4.1.2.4. Caso Respuesta ante rampa

El mejor resultado en este caso se obtuvo con ventanas de 150 muestras de largo, utilizando
�ltrado. La �gura 4.15 identi�ca las ventanas más importantes como las número 2, 14 y 5,
correspondientes a los intervalos de 15.08 a 20.11 s, 75.42 a 80.45 s y 30.17 a 35.19 s, como
se observa en la �gura 4.16. Esto re�eja cómo el modelo aprovecha la mayor duración y
estabilidad de las señales de estímulos tipo rampa.

Figura 4.15: Ventanas más importantes para el mejor modelo de Caso Res-
puesta ante rampa.

Figura 4.16: Ventanas más importantes del mejor modelo del Caso Res-
puesta ante rampa sobre una señal de reacción pupilar ante un estímulo
tipo rampa.
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En cuanto a las métricas estadísticas, la �gura 4.17 destaca el IQR, kurtosis y skewness
como las características más relevantes, indicando que el modelo se centra en aspectos de
dispersión, forma y asimetría para identi�car patrones en señales prolongadas.

Figura 4.17: Características estadísticas más importantes del mejor modelo
de Caso Respuesta ante rampa.

4.1.2.5. Observaciones generales

Al analizar las �guras 4.5, 4.6, 4.9, 4.10, 4.13 y 4.16, se observa que la mayoría de las
ventanas destacadas como más importantes se encuentran concentradas en los momentos
iniciales de la respuesta pupilar. Estos intervalos coinciden con los cambios signi�cativos en
la dimensión de la pupila, que suelen ocurrir inmediatamente después del estímulo lumínico.
Este comportamiento resalta la capacidad del modelo para enfocar su atención en los even-
tos críticos de las señales, que contienen la mayor cantidad de información relevante para la
clasi�cación.

En el Caso Base, los momentos más importantes identi�cados corresponden a los primeros
segundos después del estímulo, cuando la pupila experimenta una contracción rápida antes
de estabilizarse. De manera similar, en el Caso Primeros 20 segundos, las ventanas clave se
concentran dentro de los primeros segundos de la reacción pupilar, donde el estímulo inicial
genera la mayor variación en la señal. Este patrón se mantiene también en el Caso Respuesta
ante �ash, donde la naturaleza breve de los estímulos�ash hace que los eventos relevantes se
concentren en el inicio de la señal, permitiendo al modelo capturar de manera efectiva estos
cambios abruptos.

Al combinar todos los intervalos de tiempo (ventanas) más relevantes en un único grá�co,
se obtienen las �guras 4.18 para estímulos tipo rampa y 4.19 para estímulos tipo�ash. En
estos grá�cos, se observa que la mayoría de las ventanas destacadas como más importantes
están concentradas en los momentos iniciales de la respuesta pupilar, coincidiendo con las
fases de mayor variación.
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Figura 4.18: Ventanas más importantes de los mejores modelos por caso
sobre una señal de reacción pupilar ante un estímulo tipo rampa.

Figura 4.19: Ventanas más importantes de los mejores modelos por caso
sobre una señal de reacción pupilar ante un estímulo tipo�ash .

No obstante, una excepción notable se encuentra en las ventanas asociadas al mejor mode-
lo del caso Respuesta ante rampa, donde las ventanas relevantes abarcan tanto los momentos
iniciales como fases posteriores de la señal. Esto es consistente con la naturaleza de los estí-
mulos tipo rampa, los cuales generan respuestas más sostenidas y menos abruptas. En este
caso, las ventanas más relevantes se distribuyen tanto en los intervalos iniciales como en los
periodos de estabilización y recuperación de la pupila, lo que re�eja la capacidad del modelo
para adaptarse a las características especí�cas de este tipo de señal.
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Este análisis sugiere que, aunque el modelo demuestra una alta sensibilidad para identi�-
car los momentos iniciales de cambio en todos los casos, en estímulos de larga duración como
las rampas lumínicas, también es capaz de identi�car patrones relevantes en otras fases de
la respuesta pupilar. Esto subraya la importancia de ajustar el tamaño de las ventanas y los
enfoques de preprocesamiento según el tipo de estímulo para maximizar el rendimiento del
modelo.

Por otra parte, en cuanto a las características estadísticas, este análisis sugiere que las
métricas estadísticas como el IQR (Rango Intercuartílico), lakurtosis y la skewnesstienen
un papel consistente en la predicción del modelo. El IQR mide la amplitud de la dispersión
de los valores centrales de la señal, lo que es clave para identi�car cambios signi�cativos que
ocurren en los intervalos críticos de la respuesta pupilar. Lakurtosis, que evalúa la agudeza o
prominencia de los picos de la distribución, ayuda al modelo a identi�car eventos excepciona-
les o patrones poco frecuentes en las señales. Por su parte, laskewness, que mide la asimetría
de la distribución, permite al modelo captar irregularidades o desviaciones en la forma de la
señal.

Estos hallazgos resaltan que estas métricas no solo describen propiedades estadísticas de
las señales, sino que también capturan características �siológicamente relevantes, ayudando
al modelo a distinguir entre patrones asociados a respuestas normales y aquellas indicativas
de glaucoma. Incorporar estas métricas permite aprovechar de manera efectiva la información
contenida en las señales pupilares, mejorando la capacidad predictiva del modelo al enfocarse
en los aspectos más relevantes para el diagnóstico.

4.2. Análisis General de Deep Learning

En esta sección se examina el rendimiento y los resultados obtenidos a partir de los modelos
implementados utilizando técnicas deDeep Learning. El objetivo principal es interpretar de
manera más profunda la efectividad de los datos empleados y comprender cómo estas técnicas
contribuyen al análisis y clasi�cación de las respuestas pupilares. Se presentan las métricas de
rendimiento, las visualizaciones relevantes y las observaciones clave derivadas de los resultados
obtenidos, proporcionando una visión integral de la utilidad de este enfoque en el contexto
del estudio.

4.2.1. Análisis FCN

Al analizar las matrices de confusión correspondientes a los datos de validación, presenta-
das en la sección 3.5.2, se observa que, en su mayoría (exceptuando el Caso Base), los modelos
muestran un mejor rendimiento para clasi�car sujetos con glaucoma en comparación con su-
jetos control. Este comportamiento es opuesto a lo obtenido al aplicar técnicas deMachine
Learning, donde la clasi�cación de sujetos control fue generalmente más precisa. Sin embargo,
al examinar las matrices de confusión para los datos de prueba, se evidencia un rendimiento
cercano al aleatorio. Esto se ve re�ejado en las curvas ROC obtenidas, las cuales siguen una
trayectoria apenas superior, o incluso inferior, a la diagonal de aleatoriedad, indicando una
baja capacidad discriminativa del modelo en este contexto.

En lo que respecta a las curvas de pérdida mostradas en la sección 3.5.2, se puede notar que
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las curvas de pérdida de validación tienden a converger hacia las curvas de entrenamiento, lo
que sugiere que el modelo está aprendiendo a diferenciar entre las clases. No obstante, estas
curvas presentan un nivel considerable de ruido, lo cual puede atribuirse a la alta variabilidad
en los datos y a la limitada cantidad disponible para el entrenamiento.

De manera similar, las curvas de error exhiben una separación constante entre las curvas
de entrenamiento y validación, lo que podría interpretarse como una estabilidad relativa en
el aprendizaje. Sin embargo, estas curvas también presentan una �uctuación signi�cativa,
probablemente causada por la misma variabilidad inherente a los datos. En general, aunque
el modelo FCN muestra indicios de aprendizaje, el ruido y las limitaciones en los datos de
entrenamiento afectan negativamente su rendimiento, particularmente en los datos de prueba.

4.2.2. Análisis GRU

Al analizar las matrices de confusión correspondientes a los datos de validación presenta-
das en la sección 3.5.3, se observa que el modelo GRU muestra un rendimiento generalmente
superior en comparación con los resultados obtenidos en los datos de prueba. Sin embar-
go, las matrices de confusión para los datos de prueba revelan una distribución cercana a
lo aleatorio, indicando que el modelo no logra generalizar adecuadamente. Esto también se
re�eja en las curvas ROC, que en algunos casos presentan trayectorias apenas por encima de
la diagonal de aleatoriedad e incluso por debajo de esta en otros, evidenciando una limitada
capacidad discriminativa del modelo.

En cuanto a las curvas de pérdida, estas muestran un comportamiento signi�cativamente
más estable y suave en comparación con las curvas observadas en la implementación de FCN.
En la mayoría de los casos, las curvas de pérdida para el conjunto de validación tienden a
converger hacia las curvas de pérdida del conjunto de entrenamiento durante las primeras
épocas. Sin embargo, una vez que dejan de converger, las pérdidas permanecen en valores
altos, lo que sugiere la presencia de sobreajuste. Este fenómeno indica que el modelo logra
aprender los patrones presentes en los datos de entrenamiento, pero no es capaz de extrapo-
larlos e�cazmente a los datos de validación.

Por otro lado, las curvas de error re�ejan comportamientos contrastantes entre los con-
juntos de datos. Para los datos de entrenamiento, el error desciende de manera constante a lo
largo de las épocas, lo que indica un progreso en el aprendizaje del modelo. Sin embargo, en el
caso de los datos de validación, el error permanece casi constante con reducciones mínimas en
la mayoría de los casos, lo que refuerza la hipótesis de que el modelo no logra generalizar de
manera efectiva. Este comportamiento subraya la necesidad de explorar técnicas adicionales,
como regularización o aumento de datos, para mitigar el sobreajuste y mejorar el rendimiento
en los datos de prueba.

4.2.3. Observaciones generales

Al analizar la tabla 3.7, se observa que en la mayoría de los casos los modelos deDeep
Learning presentan un mejor rendimiento en los datos de validación que en los datos de prue-
ba. Esta tendencia es aún más evidente al observar la �gura 4.20, que muestra la distribución
de precisiones para ambos modelos deDeep Learning (FCN y GRU) en los conjuntos de
validación y prueba. En esta �gura se destaca la diferencia notable entre las distribuciones,
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donde las precisiones en los datos de prueba suelen ser considerablemente menores.

Figura 4.20: Distribución de precisión por tipo conjunto de datos y modelo
de Deep Learning, basado en las precisiones obtenidas en la tabla 3.7.

Lo anterior, junto con lo discutido en las secciones 4.2.1 y 4.2.2, permite concluir que los
modelos deDeep Learningestán aprendiendo patrones especí�cos presentes en los datos de
entrenamiento y validación. Sin embargo, debido a la limitada cantidad de datos, su alta
variabilidad y la falta de generalización, estos modelos no logran mantener un rendimiento
adecuado al evaluarse con el conjunto de prueba, compuesto por datos previamente no vistos.

En este contexto, y dado el análisis detallado, se concluye que para este caso particular,
donde la base de datos es relativamente pequeña y presenta alta variabilidad, resulta más
efectivo utilizar modelos menos complejos basados en técnicas deMachine Learning. Como
se demostró en los análisis previos, estos modelos tienen una mayor efectividad al clasi�car
datos de prueba, a pesar de requerir un preprocesamiento más elaborado y una extracción
de características previa.

En general, los modelos deDeep Learningsuelen superar a los modelos deMachine Lear-
ning cuando se cuenta con un volumen de datos signi�cativo que permita capturar patrones
generales y reducir la variabilidad. Sin embargo, en escenarios con datos limitados, como este
caso, los modelos menos complejos muestran un desempeño más robusto, lo que resalta la
importancia de adaptar la complejidad del modelo al tamaño y calidad de los datos disponi-
bles.
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Capítulo 5

Conclusiones y Trabajo Futuro

5.1. Conclusiones

En este trabajo se desarrolló exitosamente una herramienta basada en técnicas deMachine
Learning para el diagnóstico del glaucoma, utilizando datos obtenidos a partir de unsetup
experimental de pupilometría cromática. Los resultados logrados muestran una alta tasa de
precisión relativa, y los modelos implementados entregan orientaciones claras y resultados
prometedores, posicionando esta metodología como una solución viable y con potencial en el
ámbito del diagnóstico automatizado.

Para alcanzar este objetivo, se optimizó de manera rigurosa la preparación de los datos ex-
perimentales, generando una base de datos ordenada y consistente. Se implementaron diversas
técnicas de procesamiento, tales como saturación de señales,padding y �ltrado, garantizan-
do una representación adecuada de las señales. Adicionalmente, se extrajeron características
relevantes de las señales, y se experimentó con técnicas de aumento de datos y selección de
características, evaluando su impacto en el rendimiento de los modelos.

En el ámbito del modelado, se implementaron tanto modelos basados enMachine Learning
como enDeep Learning, explorando diferentes con�guraciones y optimizando su precisión y
robustez. Los resultados evidenciaron que los modelos deMachine Learning mostraron un
desempeño más consistente y robusto, favorecidos por el preprocesamiento exhaustivo reali-
zado y por la simplicidad intrínseca de estos modelos. Las características extraídas lograron
describir de manera precisa el comportamiento de las señales, lo que permitió a los modelos
capturar patrones signi�cativos.

El análisis de precisión permitió identi�car al mejor modelo implementado, el cual corres-
ponde a un modelo deMachine Learning que utiliza únicamente estímulos de tipo rampa,
aplicando �ltrado y ventanas de 150 muestras de largo. Sin embargo, se observó que, en pro-
medio, los estímulos de tipo�ash generan mejores resultados generales. Además, se con�rmó
que los algoritmos asignan mayor importancia a las respuestas pupilares iniciales provocadas
por los estímulos lumínicos. Este hallazgo refuerza la capacidad de los modelos para evaluar
con precisión las características más relevantes de estos momentos iniciales, que son clave
desde una perspectiva médica.

Por otro lado, los modelos deDeep Learningno lograron un rendimiento óptimo, debido
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a la limitada cantidad de datos, su alta variabilidad y la baja generalización de estos. Este
resultado subraya que no siempre es preferible utilizar modelos más complejos, y que modelos
más sencillos pueden ofrecer mejores resultados si están acompañados de un preprocesamien-
to sólido de los datos.

Finalmente, este trabajo representa un primer paso exploratorio hacia el desarrollo de una
herramienta con�able para el diagnóstico y tamizaje del glaucoma. Se concluye que es posible
implementar herramientas diagnósticas efectivas basadas en pupilometría cromática, abrien-
do un abanico de posibilidades para su continuidad, perfeccionamiento y eventual aplicación
clínica.

5.2. Trabajo Futuro

Los resultados obtenidos en este trabajo representan un avance signi�cativo hacia el de-
sarrollo de una herramienta con�able para el diagnóstico del glaucoma a partir de datos de
pupilometría cromática. Sin embargo, el análisis realizado también ha puesto de mani�esto
desafíos importantes, como la necesidad de mejorar la generalización de los modelos y de tra-
bajar con conjuntos de datos más amplios y diversos. Estos hallazgos no solo consolidan las
bases para abordar el diagnóstico automatizado del glaucoma, sino que también abren nue-
vas oportunidades para optimizar las metodologías empleadas, explorar enfoques innovadores
y superar las limitaciones identi�cadas, aspectos que serán fundamentales en los próximos
pasos de esta investigación. Entre las líneas de trabajo futuro que surgen de este análisis,
destacan:

1. Extracción de Información:

� Automatización del procesamiento: Diseñar un programa que permita coordi-
nar los estímulos lumínicos con la información extraída dePupilLabs. Esto facilitaría
un procesamiento más preciso, rápido y automatizado de los datos, reduciendo la
intervención manual y minimizando errores.

� Homogeneidad en frecuencias de muestreo: Veri�car que las frecuencias de
muestreo de los datos extraídos dePupilLabs y las cámaras utilizadas sean siempre
consistentes. Esto garantizaría un preprocesamiento uniforme para todos los datos,
evitando pérdida de información y asegurando la comparabilidad de los resultados.

� Incremento en la recolección de datos: Realizar múltiples tomas de muestras
por paciente, repitiendo los experimentos más de una vez para aumentar la cantidad
y la calidad de los datos disponibles. Esto permitiría una mejor representación
estadística de cada caso y reduciría la variabilidad inherente a los experimentos.

2. Preparación de Datos y Extracción de Características:

� Métodos avanzados de remuestreo: Explorar nuevas estrategias de remuestreo
de señales que minimicen la pérdida de información o, idealmente, evitar la necesidad
de remuestreo. Esto es especialmente relevante para preservar las características
críticas de las señales originales.
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� Extracción de características especializadas: Investigar métodos especí�cos
para extraer información de señales no periódicas, independientemente de la longi-
tud de las muestras. Esto permitiría una integración más e�ciente de respuestas ante
estímulos tipo rampa y�ash, optimizando el análisis sin restricciones de longitud.

� Combinación de estímulos: Diseñar estrategias que permitan combinar de ma-
nera efectiva los datos provenientes de estímulos lumínicos de diferentes tipos, faci-
litando un análisis conjunto que aproveche las fortalezas de cada estímulo.

3. Implementación de Modelos:

� Exploración de modelos adicionales: Probar una variedad más amplia de mode-
los predictivos para identi�car con�guraciones más robustas. Esto incluye modelos
tradicionales, técnicas más avanzadas dedeep learningy enfoques híbridos.

� Combinación de modelos: Experimentar con más técnicas deEnsemble Learning,
que combinan las predicciones de múltiples modelos para crear un sistema más
robusto y preciso. Esto podría ser particularmente útil si ciertos modelos son más
efectivos con características especí�cas y otros con diferentes aspectos de los datos.

� Clasi�cación jerárquica: Si se dispone de su�cientes datos, considerar la imple-
mentación de un sistema de clasi�cación jerárquico. Por ejemplo, desarrollar un
modelo inicial que determine si un paciente tiene glaucoma y, en caso a�rmativo,
implementar un modelo secundario que clasi�que la etapa de la enfermedad (tem-
prana, moderada o avanzada).

4. Métricas de Evaluación:

� Ampliación de métricas: Considerar métricas de evaluación adicionales alac-
curacy (precisión) es fundamental, dado el contexto médico de este diagnóstico.
En este caso, el costo asociado a clasi�caciones erróneas no se mide en términos
económicos, sino en términos del impacto en la salud de las personas. Clasi�car
incorrectamente a un paciente con glaucoma como sano (falso negativo) es signi�-
cativamente más crítico que diagnosticar a una persona sana como enferma (falso
positivo). Por ello, se debe priorizar la maximización delrecall, que mide la propor-
ción de pacientes con glaucoma correctamente diagnosticados. Optimizar elrecall
aseguraría que la mayoría de los casos de glaucoma sean detectados, reduciendo el
riesgo de no identi�car a pacientes que requieren tratamiento urgente.

Estas líneas de trabajo futuro no solo consolidarán los avances logrados en este estudio,
sino que también abrirán nuevas posibilidades para mejorar la efectividad y la aplicabilidad
clínica de los modelos desarrollados.
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Anexos

Anexo A. Resultados Dummy model

Figura A.1: Curva ROC del modelo dummy.
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Figura A.2: Curva precision-recall del modelodummy.

Figura A.3: Matriz de confusión del modelodummy.

90



Anexo B. Resultados Modelos de Machine Learning

B.1. Resultados caso base

Figura B.1: Matriz de confusión caso baseD.A. , con ventanas de 50 muestras
de largo.
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Figura B.2: Curva ROC caso baseD.A. , con ventanas de 50 muestras de
largo.

Figura B.3: Curva precision-recall caso baseD.A. , con ventanas de 50 mues-
tras de largo.
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Figura B.4: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso baseD.A. , con ventanas de 50 muestras de largo.

Figura B.5: Curvas de error en el conjunto de entrenamiento y prueba caso
baseD.A. , con ventanas de 50 muestras de largo.

Figura B.6: Matriz de confusión caso baseFiltrado + D.A. , con ventanas
de 100 muestras de largo.
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Figura B.7: Curva ROC caso baseFiltrado + D.A. , con ventanas de 100
muestras de largo.

Figura B.8: Curva precision-recall caso baseFiltrado + D.A. , con ventanas
de 100 muestras de largo.
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Figura B.9: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso baseFiltrado + D.A. , con ventanas de 100 muestras de largo.

Figura B.10: Curvas de error en el conjunto de entrenamiento y prueba caso
baseFiltrado + D.A. , con ventanas de 100 muestras de largo.

B.2. Resultados primeros 20 segundos

Figura B.11: Matriz de confusión caso selección de primeros 20 segundos
D.A. , con ventanas de 25 muestras de largo.
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Figura B.12: Curva ROC caso selección de primeros 20 segundosD.A. , con
ventanas de 25 muestras de largo.

Figura B.13: Curva precision-recall caso selección de primeros 20 segundos
D.A. , con ventanas de 25 muestras de largo.
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Figura B.14: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de primeros 20 segundosD.A. , con ventanas de 25 muestras
de largo.

Figura B.15: Curvas de error en el conjunto de entrenamiento y prueba
caso selección de primeros 20 segundosD.A. , con ventanas de 25 muestras
de largo.

Figura B.16: Matriz de confusión caso selección de primeros 20 segundos
D.A. , con ventanas de 50 y 100 muestras de largo.
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Figura B.17: Curva ROC caso selección de primeros 20 segundosD.A. , con
ventanas de 50 y 100 muestras de largo.

Figura B.18: Curva precision-recall caso selección de primeros 20 segundos
D.A. , con ventanas de 50 y 100 muestras de largo.
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Figura B.19: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de primeros 20 segundosD.A. , con ventanas de 50 y 100
muestras de largo.

Figura B.20: Curvas de error en el conjunto de entrenamiento y prueba caso
selección de primeros 20 segundosD.A. , con ventanas de 50 y 100 muestras
de largo.
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B.3. Resultados ventanas aleatorias

Figura B.21: Matriz de confusión caso selección de ventanas aleatoriasNor-
mal, con ventanas de 25 muestras de largo.

Figura B.22: Curva ROC caso selección de ventanas aleatoriasNormal, con
ventanas de 25 muestras de largo.
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Figura B.23: Curva precision-recall caso selección de ventanas aleatorias
Normal, con ventanas de 25 muestras de largo.

Figura B.24: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de ventanas aleatoriasNormal, con ventanas de 25 muestras
de largo.

Figura B.25: Curvas de error en el conjunto de entrenamiento y prueba
caso selección de ventanas aleatoriasNormal, con ventanas de 25 muestras
de largo.

101



Figura B.26: Matriz de confusión caso selección de ventanas aleatoriasD.A. ,
con ventanas de 25 muestras de largo.

Figura B.27: Curva ROC caso selección de ventanas aleatoriasD.A. , con
ventanas de 25 muestras de largo.
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Figura B.28: Curva precision-recall caso selección de ventanas aleatorias
D.A. , con ventanas de 25 muestras de largo.

Figura B.29: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de ventanas aleatoriasD.A. , con ventanas de 25 muestras de
largo.

Figura B.30: Curvas de error en el conjunto de entrenamiento y prueba caso
selección de ventanas aleatoriasD.A. , con ventanas de 25 muestras de largo.
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B.4. Resultados respuestas ante estímulos tipo �ash

Figura B.31: Matriz de confusión caso selección de respuestas ante estímulos
tipo �ash Normal , con ventanas de 25 muestras de largo.

Figura B.32: Curva ROC caso selección de respuestas ante estímulos tipo
�ash Normal , con ventanas de 25 muestras de largo.
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Figura B.33: Curva precision-recall caso selección de respuestas ante estí-
mulos tipo �ash Normal , con ventanas de 25 muestras de largo.

Figura B.34: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo�ash Normal , con ventanas
de 25 muestras de largo.

Figura B.35: Curvas de error en el conjunto de entrenamiento y prueba caso
selección de respuestas ante estímulos tipo�ash Normal , con ventanas de
25 muestras de largo.
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Figura B.36: Matriz de confusión caso selección de respuestas ante estímulos
tipo �ash Filtrado + D.A. , con ventanas de 50 muestras de largo.

Figura B.37: Curva ROC caso selección de respuestas ante estímulos tipo
�ash Filtrado + D.A. , con ventanas de 50 muestras de largo.
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Figura B.38: Curva precision-recall caso selección de respuestas ante estí-
mulos tipo �ash Filtrado + D.A. , con ventanas de 50 muestras de largo.

Figura B.39: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo�ash Filtrado + D.A. , con
ventanas de 50 muestras de largo.

Figura B.40: Curvas de error en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo�ash Filtrado + D.A. , con
ventanas de 50 muestras de largo.
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B.5. Resultados respuestas ante estímulos tipo rampa

Figura B.41: Matriz de confusión caso selección de respuestas ante estímulos
tipo rampa Filtrado , con ventanas de 150 muestras de largo.

Figura B.42: Curva ROC caso selección de respuestas ante estímulos tipo
rampa Filtrado , con ventanas de 150 muestras de largo.
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Figura B.43: Curva precision-recall caso selección de respuestas ante estí-
mulos tipo rampa Filtrado , con ventanas de 150 muestras de largo.

Figura B.44: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo rampaFiltrado , con venta-
nas de 150 muestras de largo.

Figura B.45: Curvas de error en el conjunto de entrenamiento y prueba caso
selección de respuestas ante estímulos tipo rampaFiltrado , con ventanas de
150 muestras de largo.
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Figura B.46: Matriz de confusión caso selección de respuestas ante estímulos
tipo rampa Filtrado + D.A. , con ventanas de 100 muestras de largo.

Figura B.47: Curva ROC caso selección de respuestas ante estímulos tipo
rampa Filtrado + D.A. , con ventanas de 100 muestras de largo.
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Figura B.48: Curva precision-recall caso selección de respuestas ante estí-
mulos tipo rampa Filtrado + D.A. , con ventanas de 100 muestras de largo.

Figura B.49: Curvas de pérdida en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo rampaFiltrado + D.A. , con
ventanas de 100 muestras de largo.

Figura B.50: Curvas de error en el conjunto de entrenamiento y prueba
caso selección de respuestas ante estímulos tipo rampaFiltrado + D.A. ,
con ventanas de 100 muestras de largo.
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Anexo C. Resultados Modelos de Deep Learning

C.1. Resultados FCN

C.1.1. Resultados caso base

Figura C.1: Matriz de confusión del conjunto de validación, utilizando FCN
y el caso base.
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Figura C.2: Matriz de confusión del conjunto de prueba, utilizando FCN y
el caso base.

Figura C.3: Curva ROC, utilizando FCN y el caso base.
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Figura C.4: Curva precision-recall, utilizando FCN y el caso base.

Figura C.5: Curvas de pérdida en el conjunto de entrenamiento y validación,
utilizando FCN y el caso base.
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Figura C.6: Curvas de error en el conjunto de entrenamiento y validación,
utilizando FCN y el caso base.

C.1.2. Resultados caso �ltrado

Figura C.7: Matriz de confusión del conjunto de validación, utilizando FCN
y el caso �ltrado.
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Figura C.8: Matriz de confusión del conjunto de prueba, utilizando FCN y
el caso �ltrado.

Figura C.9: Curva ROC, utilizando FCN y el caso �ltrado.
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Figura C.10: Curva precision-recall, utilizando FCN y el caso �ltrado.

Figura C.11: Curvas de pérdida en el conjunto de entrenamiento y valida-
ción, utilizando FCN y el caso �ltrado.
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