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RESUMEN DE LA MEMORIA PARA OPTAR
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POR: ALONSO TOMAS GUZMAN TORO

FECHA: 2018

PROF. GUIA: SERVET MARTINEZ AGUILERA

ARBOLES DE DECISION E IDENTIFICACION DE GENES EN BACTERIAS

El presente trabajo muestra la implementacién de técnicas de clasificacion basadas en arbo-
les de decision para resolver y entender el problema de identificacion de genes anotados en
el ADN de la bacteria Fscherichia Coli. Junto a lo anterior, se pretenden entender algunos
principios biolégicos subyacentes tras el mecanismo celular de identificacién genética.

Los métodos de clasificacion que se implementan en este trabajo intentan simular la manera
en que los complejos procesos celulares de transcripcion y traduccién genética identifican o
encuentran las posiciones de inicio de los genes responsables de la posterior sintesis proteica.
Se respeta la forma en que esta informacion es adquirida sin caer en el error de alejarse del
marco biolégico en cuestion. Para resolver el problema se crearon tres estrategias de clasi-
ficacion basadas en la combinacion de modelos de arboles de decisiéon y de un algoritmo de
optimizacién sobre el area ocupada en el ADN por zonas génicas.

La primera estrategia consiste en utilizar el algoritmo de optimizacién sobre candidatos a
genes, obtenidos de una lectura secuencial en la doble hebra, para reducir la cantidad de
potenciales genes. La solucién obtenida es clasificada por los arboles de decision. La segunda
estrategia consiste en realizar el mismo proceso pero usando candidatos obtenidos desde una
lectura en ambos sentidos de la doble hebra de ADN. La tercera estrategia consiste en iterar
sucesivamente la optimizacién junto a los arboles utilizando la informaciéon incorrectamente
clasificada por estos.

Los resultados obtenidos se resumen como un conjunto de candidatos clasificados positi-
vamente por los arboles de decisién y que cumplen con las restricciones impuestas por el
algoritmo de optimizacion.
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Introduccion

Cada organismo del planeta tiene cualidades tnicas que lo diferencian del resto de seres
vivos e incluso entre sujetos dentro de su misma especie. Conocer los procesos biolégicos que
expresan dichas cualidades y que controlan en homeostasis el correcto funcionamiento del
ser con su entorno son fundamentales para entender la vida misma, transforméandose en una
quimera para el ser humano desde que el avance tecnoldgico ha permitido su estudio.

El campo de la genética es justamente quien toma esta bandera, desentranando los comple-
jos procesos que acontecen en el niicleo celular, especificamente en su estructura fundamental:
el ADN. El estudio del ADN tuvo un gran auge cuando Watson y Crick propusieron su mo-
delo de doble hélice en 1953 y que con posteriores estudios experimentales tuvo su validacién.
De ahi en adelante desde la creacion de la computacion se logré avanzar sustancialmente en
el entendimiento de estos procesos y en particular del mecanismo de codificacién genética, a
través de la simulacion de modelos matematicos que lo intentan explicar.

En particular, la identificacion de genes en una molécula de ADN ha sido un problema de
suma dificultad para los cientificos. A través de décadas de trabajo colaborativo e interdisci-
plinario se han estudiado y logrado clasificar regiones codificadoras correspondientes a genes
en organismos en especifico, dando lugar a una gran variedad de bases de datos disponibles
para su posterior comprensién. Debido a la alta laboriosidad que implica secuenciar el geno-
ma de un organismo de alguna especie (moléculas de ADN con millones de nucleétidos), se
hace necesario recurrir a modelos matematicos y herramientas computacionales que ayuden
en el proceso de caracterizar los genes que expresan todas las funciones y comportamientos
que definen a un individuo.

Actualmente técnicas basadas en modelos de cadenas de Markov a estados ocultos, como
las usadas por el sistema R'THOM (ver [9],[10]) o aquellas basadas en cadenas de Markov
interpoladas empleadas por el sistema GLIMMER (ver[12]) han contribuido enormemente en
esta tarea de identificacion cuando los organismos de estudio son bacterias, virus o arqueas. En
particular, esta tltima técnica encuentra entre un 98 % a 99 % de todas las zonas codificantes
en proteinas de gran tamano. Sin embargo, no todo es identificacién por medio de modelos
matematicos. Los resultados arrojados por estos se deben verificar experimentalmente para
corroborar que efectivamente constituyen zonas codificantes en cierto organismo de estudio.
Este paso es fundamental para la completitud del modelo mismo.

Dada la alta tasa de identificaciéon que consiguen sistemas como los mencionados anterior-
mente, es natural preguntarse que otro tipo de método podria conseguir mejores resultados.
La respuesta es que, si bien es interesante medir el poder de identificaciéon de genes por me-



dio de otros métodos, no siempre es el objetivo principal. Muchos principios biolégicos que
actuan por detras de la expresion genética atn resultan ser muy misteriosos para el mundo
cientifico, por lo que resulta fundamental tener una comprensién mas profunda de ellos. Asi,
sin el animo de reinventar la rueda, el trabajo presente intenta enfocarse mas en el estudio
de esta ultima tarea.

En estos dias, los campos del data mining y machine learning ofrecen una nueva forma
de enfrentar problemas en los que se necesitan encontrar patrones muchas veces ocultos en
grandes volimenes de datos. Estos patrones podrian ser cruciales en la tarea de automatizar
el proceso de identificacién genética. Es precisamente el tamafio del genoma lo que hacia
complicado extraer resultados necesarios y valiosos para su posterior estudio y/o aplicacién
en alguna area de la industria.



Capitulo 1

Preliminares en genémica

En este capitulo se sentan los conceptos fundamentales sobre genémica que seran de uti-
lidad en el entendimiento del problema sobre identificacion de genes en un organismo. Esta
memoria intenta aportar en dicho problema por medio del estudio de las principales deci-
siones que lleva a cabo la maquinaria celular para reconocer el correcto inicio de un gen.
Dichas decisiones se concretizan especificamente en el proceso de traduccion genética donde
una secuencia de ARN se utiliza para sintetizar cierta proteina con una funcionalidad par-
ticular sobre el individuo. Aqui, la secuencia de ARN es leida linealmente por enzimas que
interpretan la informacion contenida en un gen como una instruccién en la sintesis proteica,
por lo que conocer el inicio de un gen es sumamente importante para comprender procesos
ain mas complejos que se originan en etapas posteriores. Estos mecanismos abarcan todo un
campo del conocimiento sobre biologia molecular - especificamente en genética - que no se
pretende detallar por lo que la informacion presentada solo aporta en la contextualizacion
y generalidades sobre los procesos que inciden en la sintesis proteica. La informacion sobre
genémica presentada se basa el libro de Griffiths et al sobre genética moderna (ver[4]).

1.1. Estructura y organizacion del ADN / ARN

Todo organismo vivo esta conformado por un conjunto de unidades morfolégicas y funcio-
nales basicas llamadas células que regulan las funciones vitales de su existencia. Dependiendo
de la complejidad del individuo estos pueden ser unicelulares si es que solo tienen una, o plu-
ricelulares en caso contrario. Ejemplos del primer caso son las bacterias y protozoos mientras
que del segundo grupo son las plantas y animales tales como el ser humano. La célula en
si misma es la unidad fundamental de la vida por lo que todos los procesos que la definen
se llevan a cabo en su interior, constituyendo en si misma un ser vivo. Fenémenos cruciales
como la respiracion, la ingesta de nutrientes o la reproduccién son controlados por ella por
medio de mecanismos celulares complejos.

Robert Hooke durante el siglo XVII describié su existencia por primera vez al observar
estructuras organizadas en los vegetales. Con el paso del tiempo el avance en la tecnologia
permitio a cientificos como Theodor Schwann y Matthias Schleiden definir los principales



postulados de la teoria celular moderna: todo ser vivo estd formado por células siendo la
unidad morfolégica por excelencia; toda célula deriva de otra precedente a ella; en el interior
de la célula ocurren todas las funciones vitales para el funcionamiento del individuo intercam-
biando energia y materia con su entorno; la célula tiene la informacién hereditaria necesaria
para controlar su propio funcionamiento como para la transmisiéon a subsiguientes genera-
ciones celulares. Respecto a este ultimo punto, las instrucciones que dirigen el desarrollo y
funcionamiento de todo organismo vivo se encuentran almacenadas en la molécula de ADN
que ademas es la responsable de su transmisién hereditaria. E1 ADN es uno de los dos acidos
nucleicos junto al ARN y es un polimero formado por la repeticién lineal de miles a millones
de monémeros denominados nucledtidos. Los nucledétidos son moléculas organicas formadas
por tres subunidades moleculares constituyentes: un monosacarido denominado pentosa, una
base nitrogenada y un grupo fosfato. A continuacion, se detallan con més profundidad las
caracteristicas de cada uno de estos componentes:

e Pentosa: son monosacaridos formados por una cadena de cinco atomos de carbono
C'y cumple una funcién estructural. Su formula general es C5s H1oOs. Dependiendo su
funciéon existen muchos tipos de pentosa, pero en los dcidos nucleicos como el ARN y el
ADN se diferencian solo en dos tipos respectivamente, la ribosa y la desoxirribosa. Al
visualizar una pentosa como una cadena de carbonos numeradas C'1—C2—C3—C4—-C5,
la ribosa tiene un grupo hidroxilo (OH) en el carbono C2 mientras que la desoxirribosa
en la misma posicién posee un atomo de hidrégeno (H).

’ 5'

HO%\ZHZ o) ?H HOC}HZ o OH
4 C ([:l 4 C cr
A 4 A 4
H ¢ Cc H H ¢ c H

|3' 2! ’3’ 2
2-Desoxirribosa Ribosa

Figura 1.1: Visualizacién de las pentosas ribosa y desoxirribosa (ver [19]).

e Grupo fosfato: es una molécula de formula quimica H3 PO, y es fundamental como
pieza estructural en una molécula de ADN o ARN pues mediante enlaces quimicos con
la pentosa de otro nucledétido mantienen la unién del acido nucleico.

e Bases nitrogenadas: son compuestos organicos ciclicos que poseen dos o mas atomos
de nitrégeno (N) en su estructura, de ahi su nombre. Se agrupan en tres grupos: bases
isoaloxazinicas, bases puricas y bases pirimidinicas. En el contexto de esta tesis los
dos tltimos grupos son los mas importantes ya que son aquellos presentes en el ADN y
ARN. Dentro de las bases ptricas estan la adenina (A) y la guanina (G) mientras que en
las pirimidinicas estan la timina (T), la citosina (C) y el uracilo (U). La representacién
por las letras antes indicadas es la convencion mas utilizada para trabajar con ellas y
sera la adoptada a lo largo de este trabajo. Una caracteristica entres las bases puricas
y pirimidinicas es que son complementarias entre si, es decir, forman enlaces que las
mantienes unidas de forma estable. La adenina es complementaria con la timina a través
de la formacion de dos puentes de hidrégeno entre ellas mientras que la guanina lo es
con la citosina a través de tres puentes de hidrégeno. Las bases A,G,T,C estdn presenten
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en el ADN mientras que A G,U,C estan en el ARN, es decir, en lugar de timina una
molécula de ARN presenta uracilo lo que se traduce en una complementariedad de la
adenina con el uracilo a través de dos puentes de hidrogeno.

adenina

N -H
| guanina
N®  MH,

extremo 5'

r bases purinicas

enlace

bases
fosfodiester M

pirimidinicas

timina

extremod’

Figura 1.2: Visualizacion de los grupos de bases nitrogenadas puricas y pirimidinicas (ver[3]).

El ADN es una molécula bicatenaria de dos cadenas de multinucleétidos unidas entre si por
medio de enlaces puente de hidrogeno entre sus bases nitrogenadas de manera tal que se
cumple la complementariedad entre los pares de bases. Estructuralmente esta doble cadena
se dispone en forma de doble hélice enrollada helicoidalmente en torno a un eje imaginario.
Este plegamiento le da a la molécula nuevas funcionalidades respecto a la estructura mas
basica de una cadena poli nucleotidica que, salvo en algunos virus, no juega ningtin papel de
control en la célula.

A diferencia del ADN el ARN es una molécula monocatenaria de nucleétidos que tiene por
funcién expresar la informacién contenida en el ADN para sintetizar las proteinas, macromo-
léculas formadas por subunidades denominadas aminoacidos que son esenciales en cualquier
proceso biologico que involucra la vida de una célula. En el proceso de sintesis proteica par-
ticipan tres tipos de ARN: el ARN mensajero (ARNm) es quien transfiere la informacién
contenida en el ADN hacia los centros de produccién proteica en la célula conocidos como
ribosomas; el ARN de transferencia (ARNt) se encarga de llevar los aminodcidos hacia el
ribosoma de acuerdo con la informacién proporcionada por el ARNm; y el ARN ribosémico
(ARNr) que es el constituyente principal de los ribosomas y actia como catalizador en las
reacciones que dan lugar a las proteinas.

Una de las preguntas cruciales en lo que tiene que ver con la sintesis proteica es como se
organiza la informacién contenida en una molécula de ADN para poder ser leida y descifrada
correctamente en etapas posteriores. La informacion se organiza dependiendo la complejidad
evolutiva de la célula siendo procarionte como las bacterias o eucarionte como animales y



vegetales. La diferencia mas fundamental entre ambas es la compartimentalizaciéon de las
funciones que llevan a cabo en su interior, es decir, la existencia de subestructuras llamadas
organelos delimitados por membranas que permiten diferenciar las tareas de la célula, y que
estan dispuestos sobre un medio filamentoso llamado citoplasma. Las células procariotas no
constan de tales compartimentos de forma tal que todas las funciones celulares se desarro-
llan en el citoplasma mismo y, tal que la informacién desplegada en el ADN esta flotando
libremente por él. Por el contrario, las células eucariotas poseen un organelo llamado nicleo
celular donde las moléculas de ADN se sitian actuando como centro de operaciones en el
transcurso de la vida celular.

En una molécula de ADN no toda la informacion secuenciada como nucleétidos se expre-
sa posteriormente en la creacién de una proteina en particular. A aquellas subregiones del
ADN que reportan efectivamente informacién codificante de proteinas se les denomina zonas
codificantes y a las que no como zonas no codificantes. Es importante senalar que, el que las
zonas no codificantes no sean utilizadas posteriormente en forma directa durante la sintesis
proteica no significa que no posean algin valor sobre este proceso: se ha visto en investi-
gaciones que dichas regiones son trascendentales en mecanismos regulatorios sobre muchos
procesos intracelulares incluidos la formacién de proteinas. Las unidades basicas codificantes
de informacién funcional se denominan genes y corresponden a subsecuencias de nucleétidos
distribuidas a lo largo de diferentes posiciones definidas - o locus - en las hebras de una
molécula de ADN. Para referirse al conjunto de genes de un organismo en particular se habla
del genoma del organismo.

1.2. Sintesis Proteica

Para la sintesis proteica la informacién contenida en los genes debe ser leida por medio de
mecanismos celulares que aseguren la correcta expresion de las instrucciones conducentes al
ensamblaje de los aminoacidos que daran lugar a la nueva proteina. Los procesos celulares
que conforman la expresion genética son la transcripcion y traduccion genética.

1.2.1. Transcripcién genética

La transcripcién es la etapa inicial de la expresion genética donde la informacion contenida
en una molécula de ADN es transformada en ARNm para que posteriormente viaje a los
ribosomas donde se iniciard la sintesis proteica. El mecanismo es regulado por una enzima
de nombre ARN-polimerasa la cual se encarga de leer una de las dos hebras que componen el
ADN con el fin de producir una nueva hebra, copia complementaria de la que es usada como
plantilla. Dada la complementariedad entre las hebras no es trascendente cual se usara en la
transcripcion, pero al momento de seleccionar una cualquiera se hace la siguiente distincion
entre ambas: aquella utilizada como plantilla se denomina hebra no codificante mientras que
aquella no usada en la transcripcion se llama hebra codificante y la razén de esto es que la
hebra de ARN producida por la ARN-polimerasa sera exactamente igual a la que no fue leida
salvo que las timinas son reemplazadas por uracilos. Especificamente, la ARN-polimerasa se



enlaza a la doble hebra de ADN separando los puentes de hidrégenos entre pares de bases
complementarios que las mantenian unidas para empezar a generar una hebra de ARN,
complementaria a la usada como molde por medio de la lectura de sus nucledtidos en forma
secuencial respetando la complementariedad de las bases.

Una cuestion de suma importancia en la lectura de una hebra de ADN es la direccién
escogida para hacerlo. Cada hebra de ADN o ARN tiene dos extremos en que cada uno
estd asociado a dos posibles posiciones del carbono en la molécula de aztcar presente en los
nucleétidos terminales. Si un extremo termina en el tercer carbono se denomina extremo 3’ y
si termina en el quinto se llama extremo 5. Dada la complementariedad de las hebras en el
ADN, el extremo 3" de la hebra de molde coincide con el extremo 5 de la hebra codificante
y también viceversa, es decir, el extremo 3 de esta tltima coincide con el extremo 5 de la
hebra de molde. En el proceso posterior de traduccién genética, la sintesis proteica ocurre
desde el extremo 5 al 3" adoptdndose por convencién que en la etapa de transcripcién la
lectura de la hebra de molde se realiza desde el extremo 3" al 5 formandose una hebra de
ARN copia de la hebra codificante que, al momento de la transcripcién, se recorre desde 5’
a 3'. El término de la transcripcién del ADN a ARNm se da cuando a través de la accién de
enzimas especificas se desestabiliza la interaccion entre la hebra de molde y la molécula de
ARNm en formacién, liberandose esta ultima de la ARN-polimerasa. A modo de ejemplo la
Figura 1.3 muestra la transcripcién de una molécula de ADN en ARNm:

5' 3"
AGGCTCAATGCTCATAATGCGACCTAGGATCAC,,. €@ Hebracodificante
TCCGAGTTACGAGTATTACGCTGGATCCTAGTG... <€ Hebrademolde
3 <@ ARN - polimerasa 5'
AGGCUCAAUGCTCAUAA | <€mm ARNM

Figura 1.3: Transcripcion genética. La ARN-polimerasa va creando una hebra de ARN,
copia de la hebra codificante usando su hebra complementaria como molde.

Una vez liberada la nueva molécula de ARNm esta viajard a través de la célula hasta los
ribosomas en donde se dard paso a la siguiente etapa de traduccion genética. Para células
procariotas el ARNm viaja libremente a través del citoplasma, mientras que para las células
eucariotas el ARNm debe primero dejar el ntcleo celular pasando a través de subestructu-
ras llamadas poros situados en la membrana nuclear, y que se visualizan como verdaderos
agujeros que permiten el intercambio de materia y energia con el demas medio intracelular.

1.2.2. Traduccién genética

La traducciéon genética es el conjunto de mecanismos que se encargan de decodificar la
informacién almacenada en el ARNm para producir las cadenas de aminoacidos - también
llamados polipéptidos - que luego de procesos de plegamiento se transforman en proteinas
activas, listas para realizar alguna funcion especifica dentro de la célula. La manera en que



este proceso opera se basa en la forma en que el ribosoma secuencia la informacién en el
ARNm para decidir cuando comienza un gen codificante de alguna proteina y, asi discriminar
esto del resto de la informacion que no interviene directamente en la sintesis proteica. Este
fenomeno es crucial para entender el problema estudiado en el presente trabajo pues se
relacionan directamente, por lo que su entendimiento es fundamental en lo que sigue.

En la naturaleza existen veinte aminoacidos codificados en la forma de una o mas subuni-
dades llamadas codones. Los codones son tripletas de nucleétidos y constituyen la unidad
basica de informacion utilizada en el proceso de traduccion, por lo que la lectura del ARNm se
realiza de codén en codén. Dado que existen cuatro posibles bases nitrogenadas {A, G, T, C}
para configurar un nucleétido se pueden formar 4% = 64 posibles tripletas de ellas o codones.
Los aminoacidos pueden estar codificados por un tinico codén como es el caso de la metio-
nina (ATG) y el triptéfano (TGG), o por 2, 3, 4 o 6 codones diferentes como es el caso de
la leucina, serina y arginina, todos aminoacidos codificados por 6 codones. La abundancia
de codones da lugar a una degeneracion del codigo genético pues existen mas de los necesa-
rios para codificar toda la informacién. Del total de codones, {TAG, TGA,TAA} no estan
asociados a ningin aminoacido y su funcién es meramente informar al ribosoma cuando un
gen termina, por lo que naturalmente se les denomina codén de término o stop codon por su
denominacién en inglés (ver[4]).

La traduccion del ARNm comienza por la fijacién del ribosoma en una posicién inicial
para comenzar la lectura en la direccién 5 a 3'. En general, tanto para células procariotas
como eucariotas, la partida corresponde al primer codén de metionina (ATG) encontrado,
razon por la que se le denomina en la literatura comtinmente como codén de inicio o start
codon (ver[d]). Una vez fijada la partida el ribosoma comienza a traducir codén a codén
hasta encontrar en algin momento alguno perteneciente a la familia {TAG, TGA,TAA},
representando el término de un gen. Se contintia con la lectura por el resto de la hebra de
ARNm hasta encontrar otro codén de inicio indicando la partida de un nuevo gen.

La naturaleza del término traduccién se debe especificamente a que cuando se estéd leyen-
do un gen, el ribosoma situado sobre alguno de los codones envia una senal al resto de su
estructura para que un ARN de transferencia (ARNt) se una al aminoécido respectivo trans-
portandolo hasta el sitio activo. Dado que el ARNt es una secuencia corta de nucledtidos,
en uno de sus extremos tiene el codén complementario (o anticodén) al codén sobre el que
esta ocurriendo la traduccién, de manera que sabe la posicién en el ARNm sobre la cual
situarse. Una vez fijado el complejo ARNt-aminodcido sobre el codén traducido, el riboso-
ma se traslada hacia el préximo repitiendo el proceso antes descrito. En el momento en que
llega el nuevo complejo ARNt - aminoacido, el aminoacido de la posicién anterior se une a
través de enlaces peptidicos al actual, liberandose el ARNt que lo fijaba a su sitio con el
proposito de ser usado durante la traduccion de un posterior codén. Al encontrar el codén
de término al final de la traduccién del gen, el ribosoma por medio de factores enzimaticos
inhibe la posible traduccién de otro codén, cortando la secuencia de aminoacidos formada
transportandola hacia otra regiéon donde se complejizara su estructura espacial para anadirle
la funcionalidad que la transformara en proteina.

La Figura 1.4 ejemplifica la etapa de traduccion del ARNm mostrando como actia el
ribosoma sobre cada codon a través del complejo ARNt - aminoacido:
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Figura 1.4: Traduccién genética. En (4a) el ribosoma se sittia sobre el codén de inicio. De
(4b) a (4f) se describe la traduccién del codén en un aminodcido utilizando ARNm para
transportarlo. En (4g) y (4h) el ribosoma termina la traduccién al encontrarse con el codén
de término liberando el polipéptido formado.

Cuando el ribosoma comienza la traduccion sobre el ARNm tiene tres posibles maneras
de hacerlo de acuerdo con la posicién del primer nucledtido dentro del codén que emplea
como inicio para empezar la lectura. Al pensar la hebra de ARNm como una secuencia
numerada de nucleétidos desde el primero en el extremo 5 hasta el n-ésimo en el extremo 3
en caso de que esta posea una cantidad total de n € N nucleétidos, el ribosoma se situaria
inicialmente en el coddén cuyos nucleétidos, digamos, ocupan las posiciones dadas por el
triplete (7,7 + 1,7 + 2) respectivamente. Entonces, la lectura de codones se puede realizar
en cualquiera de las siguientes formas: se comienzan a leer desde la posicién j-ésima por
lo que los codones traducidos ocuparan las posiciones dadas por (j,j + 1,7 +2) con j > 1;
se comienza a leer desde la posicién (j + 1)-ésima de modo que los codones ocuparan las
posiciones (j + 1,7 + 2,7 + 3); se comienza a leer desde la posicién (j + 2)-ésima con lo que
los codones ocuparan las posiciones (j + 2,7 + 3, j + 4) dentro de la hebra (ver[6]). A cada
una de estas formas de lectura se les denomina marcos de lectura o Reading Frames por su
nombre en inglés y cabe notar que son los tinicos posibles pues si se comienza la lectura en la
posicion j + 3 se esta utilizando el mismo marco que para la j-ésima. Como el ADN es una
molécula de doble hebra existen tres marcos de lectura por cada una dado que cualquiera
se escoge para el proceso de traduccién genética. Si la complementaria es elegida la lectura
durante la traduccién en su direccién 5 a 3 corresponde a la direccién 3" a 5 en la primaria
debido a que son antiparalelas la una con la otra. Una vez iniciada la traduccién de un gen
en un marco de lectura, este se mantiene hasta el final del proceso evitando la superposicion
de codones por lo que generalmente el largo de los genes es un multiplo de tres. Al marco de
lectura que da origen a la posterior sintesis de una proteina se le denomina marco de lectura
abierto (ORF en inglés). Si bien la superposicion de marcos de lectura en un mismo ORF
no es la regla, si existen casos donde la superposicion de genes tiene lugar. Tal es el caso de
virus, células procariotas y genomas mitocondriales en células eucariotas.



1.3. Regiones Promotoras

Durante la etapa de transcripcién genética la proteina ARN - polimerasa va codificando la
informaciéon almacenada en los nucledtidos para producir una copia de la hebra codificante de
la molécula de ADN. Una pregunta trascendental que entender es: jcémo la ARN - polimerasa
sabe en qué momento comenzar a transcribir un gen? y ain mas especificamente, ;cémo
reconoce el codon de inicio de un gen?. La respuesta esta en como se lleva a cabo el proceso
de transcripcién genética. La ARN - polimerasa lee de manera secuencial la hebra de molde
en el ADN en cualquiera de los marcos de lectura en direccién 5 — 3'. Al momento de
transcribir un gen la enzima sabe exactamente en qué momento hacerlo y, por tanto, la
informacion alerta sobre la presencia de dicha zona génica se debe encontrar en las regiones
previas en sentido 5 a este. Las regiones que almacenan dicha informacién se conocen en
la literatura como promotores (promoters en inglés) o zonas promotoras y se configuran
como pequenos trozos o secuencias de nucledtidos en diferentes posiciones en las regiones
intergénicas del ARNm.

Las secuencias que conforman las zonas promotoras y sus posiciones relativas en las zo-
nas intergénicas previas al inicio de los genes se han conservado a lo largo de la evolucion
y, aunque no tienden a presentarse de igual manera en todos los organismos celulares, los
estudios en el area han mostrado que ciertas variaciones se manifiestan en un gran niimero de
especimenes. Dada las diferencias evolutivas entre células procariontes y eucariontes, sus res-
pectivas zonas promotoras son muy diferentes y por tanto su estructura y analisis conlleva el
uso de herramientas totalmente diferentes. Por el alcance de esta memoria y dado lo complejo
que resultan ser los procesos que intervienen en la traduccion y transcripcion genética en los
organismos eucariontes, se describen tinicamente los promotores en células procariontes.

En organismos como las bacterias, las zonas promotoras se presentan principalmente como
dos secuencias de nucledtidos situadas en las zonas intergénicas previas a la etapa de trans-
cripciéon de genes. Dichas secuencias se encuentran aproximadamente 10 y 35 nucleétidos
previos a los sitios que dan comienzo a la transcripcién de los genes (ver[5]). La identifi-
cacion de dichas secuencias se realiza por medio del estudio de las secuencias de consenso
de las zonas intergénicas en las distintas especies de bacterias. Las secuencias de consenso
dan cuenta de cudles son los nucledtidos mas frecuentes de encontrar en ciertas posiciones
de interés en una hebra de ADN y se obtienen al alinear muchas secuencias de estudio en
torno a dichas posiciones, por lo que corresponden a secuencias ideales dificiles de encontrar
de manera natural en todos los organismos.

e Zona 10: También conocida como Caja de Pribnow corresponde a la secuencia de
seis nucledtidos que en su forma idealizada es 5" — TAT AAT — 3'. Se ubica idealmente
en torno a la posicion 10 previa al inicio de un gen. A continuacién, se muestra la
probabilidad posiciéon a posicion de encontrar cada una de las bases que representa la
secuencia de consenso del promotor Zona 10 (ver[5]).

e Zona 35: En torno a la posicién 35 previa al inicio de un gen la secuencia de con-
senso resulta ser 5 — TTGACA — 3’ cuyas frecuencias por nucledtidos se muestran a
continuacién (ver[d]).

Ademas de las secuencias descritas anteriormente algunos promotores contienen las secuencias
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82 %

89 %

52 %

59 %

49 %

89 %

Tabla 1.1: Frecuencias de ocurrencia para las bases encontradas en la secuencia de consenso

del promotor Zona 10.

T

T

G

A

C

A

69 %

79 %

61 %

56 %

54 %

54 %

Tabla 1.2: Frecuencias de ocurrencia para las bases encontradas en la secuencia de consenso

del promotor Zona 35.

de consenso 5 — AAAAAARNR — 3 vy 5 — AWWWWWTTTTT — 3’ ubicadas alrededor
de las posiciones 42 (ver[LI]) y 52 (ver[2]) previas al sitio de inicio de transcripcién genética
respectivamente. En este caso W = A/T, R = A/G y N puede ser cualquier base.
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Capitulo 2

Modelamiento Matematico

Clasificar objetos a través de la observacion de sus caracteristicas ha sido una acti-
vidad que ha acompanado al ser humano a lo largo de su historia. En el afan de simplificar la
vida se ha transformado en un acto casi reflejo segmentar todo lo que nos rodea en paquetes
especificos de informacién de acuerdo con cierto criterio escogido. Con esta idea en mente se
han propuesto desde la matematica una serie de herramientas que ayuden en esta tarea de
clasificacion. A mediados de la década de los anos ochenta, Breiman y Olshen (ver[l]) senta-
ron la formulacién mateméatica del algoritmo que hoy se conoce como CART, Classification
and Regression Trees. La idea tras su creacién era entender y simular el modo en que las
personas toman decisiones para llevar a cabo una clasificacion exitosa.

En este capitulo se introducen las principales ideas tras el funcionamiento de los arboles de
decision o clasificacién. En la primera seccion se dan las definiciones basicas tras el concepto
de clasificador y de como estos se utilizan en la tarea de segmentar conjuntos de observa-
ciones. En la segunda seccion se describe el concepto de impureza de una particién que sera
importante en la construccién de los arboles de decision. En la tercera seccion se formaliza
la etapa de construccion de los arboles de clasificacion y cémo estos son generalizables en la
tarea de predecir observaciones. En el 1ltimo capitulo se sentan las bases teéricas del modelo
matematico de una molécula de ADN. Se presenta también un algoritmo de optimizacién
sobre la organizacién de candidatos a genes en una molécula de ADN bacteriano desarrollado
por Hart, Martinez y Videla (ver[d]), que serd de suma relevancia a lo largo de este trabajo.
La mayor parte de la notacion referente a arboles de clasificacion corresponde a aquella uti-
lizada por Breiman en su libro sobre CART (ver[l]). La notacion e ideas tras el concepto de
impureza de una particiéon son tomadas de los apuntes preliminares desarrollados por Mar-
tinez y Hart (ver [7]). Finalmente, la notacién tras el modelo matematico de la doble hebra
de ADN como la respectiva al algoritmo de optimizacion son tomadas del articulo de Hart,
Martinez y Videla (ver[6]).
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2.1. Preliminares sobre Clasificadores

Sean X un conjunto finito arbitrario y § = {1,...,J} un conjunto finito tal que
J € N. Se considera el espacio de probabilidad (X x J,c(X x J),P) donde la medida de pro-
babilidad P se toma sobre la sigma-algebra o(X x J). Consideremos ademas la distribucién
empirica p construida a partir de X. Al conjunto X se le denomina espacio de estados y a J
se le denomina conjunto de clases. El espacio de estados contiene todas las posibles medicio-
nes que se pueden realizar a través de una observacion del objeto de estudio y por tanto se
pretende establecer un método sistematico por el cual asociar una clase de J a cada elemento

en X.

Definicién 2.1 Un clasificador o regla de clasificacion es una funcion d : X — J, es decir,
a cada x € X el clasificador le asigna una de las J clases existentes en J.

El clasificar objetos no es un acto sin légica sino por el contrario se basa en un
conocimiento previo de elementos ya observados y estudiados. En la construcciéon de un cla-
sificador d dicha experiencia previa se condensa en un conjunto £ denominado conjunto de
aprendizaje o entrenamiento (ver [I]).

Definicién 2.2 Un conjunto de aprendizaje o entrenamiento consiste en un conjunto finito
de la forma £ = {(z;, 7))}, donde (z;,5;) € X x J Vi€ [N].

Una pregunta relevante respecto a los clasificadores es ";qué tan buen clasificador
es?", o en otras palabras, cuan preciso es su poder predictivo. Una manera de cuantificar lo
anterior consiste en probar el clasificador sobre algin conjunto de observaciones de las cuales
se conoce a priori la clase 7 € J a la que pertenece cada una. Conociendo la clase correcta
y la clase predicha se puede estimar la precision de un clasificador como la proporcién de
los casos mal clasificados sobre el total. A esta cantidad se le denomina tasa de clasificacién
errénea para el clasificador d, y se denota por R*(d) (ver [1]).

Para A C X y j € J interpretamos p(A,j) como la probabilidad que al escoger una ob-
servacion x € X, entonces que x € A y que su clase sea j. Luego, desde el conjunto de
aprendizaje £ (extraido desde la distribucion p(A, j)), se construye el clasificador d(x) y se
define la tasa de clasificacion errénea R} como:

Definicién 2.3 Sea (X,y) € X xJ una muestra extraida desde la distribucion de probabilidad
p(A,7), es decir, p(X € A,Y = j) = p(A,j) y ademds (X,y) es independiente a £. Entonces
se define:

R(d) = p(d(X) # Y [ £)
Observacién Es importante notar que la tasa de clasificacién errénea R*(d) se define con-

dicional al conjunto de aprendizaje puesto que el clasificador d se construyé a partir del
conjunto £.
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Tras definir R*(d), un problema que surge es como estimar su valor utilizando las
observaciones en el conjunto de estados. La manera natural de de hacer esto es construir un
conjunto de aprendizaje £ a través de un muestreo desde una distribucion conocida. Luego de
construir un clasificador d en base al conocimiento obtenido de £, se extrae un nuevo sampleo
(y desde la misma distribucién) independiente de £ y suficientemente grande para que d los
clasifique. Al calcular la razén de casos erréneamente clasificados se tiene una estimacion de

R*(d).

El problema del método anterior es que en general, la cantidad de datos disponibles solo
permite construir el conjunto de aprendizaje £ por razones que se traducen en la compleji-
dad de contar con nuevas observaciones. Dado esto, el conjunto £ debe ser utilizado no solo
en la construccion del clasificador d sino también en la estimaciéon de la tasa de clasificacion
errénea R*(d). En vista de esta limitante, a continuacién se presentan tres métodos de esti-
macién para el factor R*(d) (ver [1]):

e Estimador de resustitucion: Luego que el clasificador d es construido mediante el
conjunto de aprendizaje, los mismos casos en £ son utilizados para estimar R*(d). La
tasa de casos mal clasificados se denomina estimador de resustitucion y denotado por
R(d), el cual tiene la siguiente forma:

1 N
N Z 1{d($1)7£‘71 (21)
i=1

e Estimador de conjunto de prueba: El conjunto de aprendizaje £ se divide en dos
subconjuntos denotados por £1 y £5. El primero se usa esclusivamente para construir la
regla de clasificacion d, por lo que se le suele llamar conjunto de entrenamiento, mien-
tras que el segundo se utiliza para estimar el valor de R*(d). A este ultimo subconjunto
se le conoce como conjunto de test o prueba. Suponiendo que |£5] = Ny, entonces el
estimador de conjunto de prueba, R?(d), estd dado por:

. 1
RY(d) =5 2 Lo (2.2)

2 (z1,1)€L2

e Estimador de validaciéon cruzada de K-conjuntos: Del conjunto £ se extrae alea-
toriamente una particién de K subconjuntos £,, con m € {1,..., K} con aproximada-
mente el mismo nimero de observaciones. Para cada m = 1, ..., K se ejecuta el proce-
dimiento explicado en el estimador de conjuntos de prueba, usando como conjunto de
entrenamiento £\ £,, y como conjunto de prueba £,,. Los clasificadores construidos
sobre cada conjunto de entrenamiento se denotan por d” y el estimador para la tasa
de clasificacién errénea de cada clasificador sobre el respectivo conjunto de prueba £,,,
corresponde al estimador R (d™) dado por:
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C m 1
RP(d™) = +— Yo Liam@)zi (2.3)
M (21,51)€Lm

(:Bi’

donde N, = |£,,| talque N,, &~ N/K Vm = 1,..., K. Al construir un clasificador d
utilizando todo £ se asume que a mayor valor de K cada tasa de clasificacion errénea
R*(d™) se aproxima a R*(d), puesto que d™ se construye usando el conjunto £\ £,, con
un tamarfo cercano a £ y de valor aproximado N — N,,, ~ N — N/K = N(1 - 1/K).
Bajo la consideraciéon previa, se define el estimador de validacién cruzada de d, R°(d),
como:

Rev(d) = [1( > R7(d”) (2.4)

2.2. Impureza sobre una particion

Para cada i € J se define el conjunto X; como el subconjunto de X tal que sus ele-
mentos pertenecen a la clase i. Lo anterior define la particiéon § = {X; : i € J} sobre X. La idea
tras los arboles de decisién como método de clasificacién consiste en reconstruir la particion
$ a través de una secuencia de preguntas realizadas sobre las variables que definen una obser-
vacién en X. Estas preguntas dividen consecutivamente el espacio de estados generando una
particion sobre él, a través de la cual quedara determinado el clasificador tras una cantidad
finita de pasos. La eleccion de preguntas se basa en el concepto de impureza de una particion.

Sea S; = {ﬁ: (pi:i=1,..,J):p>0, 3, p= 1} el simplex de vectores de probabili-

dad sobre J. Se llama estado puro al vector 5 es s tal que tiene un 1 en la coordenada
i-ésima y 0 en el resto de coordenadas (ver [7]).

Definicién 2.4 Una funcion de impureza es una funcion ¢ : S; — Ry no negativa con las
stquientes propiedades:

1. ¢(6)=0 VieJ
2. ¢ alcanza su mdzimo en el punto (%, %, e %)

3. ¢ es simétrica en py,...,py.

Definicién 2.5 Sea e C X tal que p(e) > 0. Se define ple) € Sy por p(e); = p(Xi|e) Vi€,
es decir, la probabilidad de que una observacion esté en la clase i dado que pertenece al
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conjunto e. Entonces de define la impureza de e por (ver [7]):

¢(ple)) si ple) >0
I(e) := (2.5)
0 si p(e) =0

Consideremos ahora U = (u; : i = 1,...,m) una particién cualquiera de X. Entonces
se define su impureza como:

1(U) = f;pwiﬂ(ui) - f;p(um(p(ul)) (2.6)

Para e C X, consideremos la particion de e via U dada por UNe = {y;Ne:i=1,...,m},
entonces para todo j € J:

pe); =p(X;|e) = in;p(%j Nu; | e) (2.7)
= p(E;Nuine) pluiNe)
= ; () (0 (2.8)
= ;p(%j | us N e)p(u; | e) (2.9)
= ip(ui | e)p(uiNe); (2.10)

_
Il
—

Cuando la funcién de impureza ¢ : S; — R, es concava y ademds al notar que Y7, p(u; |
e) = 1 se obtiene:

Observacion La interpretacion de la sentencia anterior es que cualquier tipo de particion
siempre genera menor impureza respecto del conjunto original no particionado.

Ejemplos de funciones de impureza concavas son:
1. Funcién de entropia: h(p) = — X7, p;i log(p;)

2. Funcién de Gini: g(p) = X4, pip;
3. Probabilidad de clasificacién errénea: r(p) = 1 — max;—y__ p;

Una vez definida la nocién de impureza tanto de subconjuntos del espacio de estado como
de particiones sobre este, se introduce el concepto de cadenas de particion, esencial en la
construccion de un arbol de clasificacion.
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El reconstruir la particién original dada por § se basa en la idea de generar una serie de
particiones sobre X de forma que al generar una nueva particion se disminuya lo maximo
posible la impureza con respecto a la anterior. Para realizar una particion se debe hacer una
pregunta sobre alguna variable en un nodo de la particiéon. El conjunto de posibles preguntas
se denota por ) y tienen una forma estandar de acuerdo con Breiman (ver [I]):

1. Cada particién sobre algin atomo depende del valor de una tnica variable.

2. Sobre cada variable numérica x;, ) incluye todas las preguntas de la forma "jes x; <
c?"Vee R

3. Si z; es una variable categérica tomando valores en {by, s, ...,br}, entonces @ incluye
todas las preguntas de la forma "jes z; € S?" V.S € 2{brbr}

Formalmente, cada pregunta g € () tiene m posibles respuestas, las que generan una particién
sobre X de la forma §? = {X{ :i=1,...,m}. De lo anterior se desprende que para un sub-
conjunto e C X se genera una particion §Ne = {ef := X! Ne:i=1,...,m}. Si E representa
una particiéon cualquiera de X y e € E un atomo cualquiera de esta, se define la particién
&(E, e, ¢) mediante la pregunta g por los dtomos (ver [7]):

&(E, e, q) = {e/ €cE:e # e} U{el =xIne:1,..,m} (2.11)

es decir, son los atomos en E menos e € E, el cual fue particionado por la pregunta ¢ en
$?Ne. Al calcular la diferencia de impureza entre ambas particiones se obtiene que:

I(B) - [(B(E.e,0) = X p)I) — 3 ple)I(e) (2.12)

e €eE ¢’ €®(E,e,q)

= p(O)(e) = D plef)T(e!) (2.13)

= 3 plelle) = > pleIe) (2.14)

= S p(e)(e) - 1(e)) (2.15)

De lo anterior, usando la expresién 2.14 se concluye que I(E) — [(&(E, e, q)) > 0. Es impor-
tante notar que la diferencia de impureza anterior solo depende de las impurezas del nodo e
y de su particién {ef};" .

Sea (E(k) : k> 0) una cadena de particiones tal que E(0) = {X}, es decir, X es el unico
atomo de E(0). Sea E(k) la particién en un nivel k-ésimo. Para generar una nueva parti-
cién que reduzca la mayor impureza posible desde E(k) se deben escoger adecuadamente
tanto el atomo de E(k) como la pregunta ¢ € @ que lo logren. De lo anterior, se dedu-
ce que E(k 4+ 1) = &(E(k),e(k),q(k)) donde (e(k),q(k)) se escogen tal que se maximiza la
diferencia I(E(k)) —I(E(k+1)), es decir, de acuerdo con el siguiente principio de optimizacién:
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Al(e(k). q(k) = méx 1K) = I(E(k+ 1) (2.16)

— mix > pled)(1(e) — 1(e)) (2.17)

(e.)eB(R)*Q =

- §p<e<k>3<’“’><l<e<k>> _ I(e(k)™) (2.18)

2.3. Arboles de Decisién

En la seccion anterior se establecieron los conceptos de impureza y de cadena de
particién, fundamentales en la formulacion de un arbol de decision. Tal como se menciona
al inicio de este capitulo, la idea tras un arbol consiste en ir particionando sucesivamente
el conjunto X a través de las preguntas pertinentes que hagan disminuir la impureza en un
atomo tanto como se pueda. Tras una cantidad arbitraria de pasos se obtendra la particion
final que permitira asignar a cada atomo una clase de acuerdo con un criterio atin por defi-
nir. Toda esta construccién conforma lo que se denomina arbol de decision y constituye en si
mismo una regla de clasificacion, puesto que siguiendo el camino definido por la cadena de
particiones desde la raiz X podemos asociar cada observacién en X a uno de los atomos de
la particién final y asi a una clase final.

En un m-arbol T' = (V, F,r) con m respuestas por pregunta, V' representa el conjunto de
vértices, FF C V? el conjunto de aristas y r la rdiz (ver [7]). Cada vértice a # r tiene un tnico
vértice padre y m vértices hijos denotados por al,i =1, ..., m. Un vértice a € V que no tiene
sucesores se denomina hoja y el conjunto de hojas se denota por H. Claramente los vértices
interiores o no hojas son aquellos en V' \ H.

El vinculo con el concepto de impureza de una particién se observa al notar que los vér-
tices a',i = 1,...,m corresponden a una particién del vértice padre a. Es decir, a se ve como
un atomo e(k) perteneciente a cierta particiéon E(k) tal que por medio de la pregunta g(k)
se particiona en {e(k)f(k)}zl formando asi la nueva particién E(k + 1) (ver [7]). El drbol

se interpreta entonces como una familia de particiones (E(k) : £ > 0), cuya construccién se
detiene cuando se satisface el siguiente criterio de parada:

I(E(k+ 1)) — I(E(k)) < e (2.19)

para cierto € > 0 definido desde un comienzo. Lo anterior dice que un arbol para de dividirse
cuando no es posible seguir disminuyendo la impureza de sus vértices en una cantidad signi-
ficativa. Esto forma una cadena de particiones (E(k) : 0 < k < K), donde la particién final
E(K) representa a los vértices o nodos terminales del arbol, definidos anteriormente por H.
La regla de parada antes definida es una de las tantas que se pueden imponer. Otra muy
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usada, sobretodo en las implementaciones numéricas, corresponde a definir un nodo como
terminal cuando el niimero de observaciones en él no supera cierto minimo preestablecido,
dado por cierto N* € N (ver [1]).

Se define la clase de conjuntos E* = {e(k) :0<k< K -1} U {e€ E(K)} (ver [1]). E*
estd formada por todos los 4tomos o vértices e(k) que se dividen por medio de la pregunta
q(k) € Q* y por todos aquellos vértices que no lo hace, es decir, las hojas o nodos terminales
del arbol. A cualquier nodo terminal - denotado por e(K) - se le asocia una pregunta vacia

q(K) =¢" ¢ Q. Se define asi Q* = Q U {q*}.

Entonces, en el contexto de arboles de decisién un vértice a € V es un par a = (e, q,)
con q, € E* y q, € Q*. La raiz r = (e,, ) estd dada por e, = e(0) = X, es decir, el tnico
atomo de la particién inicial E(0) en la cadena y ¢. = ¢(0) es la pregunta que divide e(0). Para
cada uno de los m sucesores r' de 7 con i = 1, ..., m definimos e,i = e(O)iq(O) parai=1,....m
(ver [7]). Por induccién se concluye que e, € E* para todo a € V. Si a ¢ E(K), entonces
e, = e(k) para cierto k = 0,..., K — 1 y se define ¢, = q(k), es decir, a es nodo interior en
V \ H. Los sucesores de a son a' con i = 1,...,m y definimos e, = e(k)!™. Si e, € E(K),
entonces es una hoja, es decir, a € H y colocamos g, = ¢*. Entonces, ¢, € Q) si y solo si a es
un vértice interior (ver [7]).

2.3.1. Podamiento

Cuando en la construccién de un arbol se utilizan una gran cantidad de cortes sobre
sus nodos, al punto de que cada hoja o nodo terminal consta exactamente de una observacion
de X, el estimador del error de resustituciéon R posiblemente esta sesgado. La razon de esto
es que, si cada hoja presenta una tnica observacion, el arbol procede a clasificarlo en su
respectiva clase de modo que R(T') = 0, concluyendo apresuradamente que a mayor cantidad
de cortes el clasificador funciona mejor. Sin embargo, el resultado es todo lo contrario: la
tasa de clasificacién errénea tiende a aumentar a medida que la complejidad (cantidad de
nodos terminales) aumenta, sobrea justando el modelo (ver [I]). Por otro lado, el utilizar
arboles con muy pocos cortes evita emplear toda la informacién disponible en el conjunto de
entrenamiento £ resultando en tasas de clasificacién erréoneas muy altas.

El enfoque que mejor enfrenta la situacién antes descrita se sustenta en dos ideas princi-
pales:

e Para arboles suficientemente grandes se realiza una poda de aquellas ramas que no
aportan informacién trascendente, en direcciéon ascendente desde las hojas a la raiz.

e Dado que el estimador R tiende a producir resultados muy optimistas (recordar que se
calcula del conjunto £)- cuando en realidad se tiene lo contrario - es necesario utilizar
estimadores mas precisos para R*(T).

Para un arbol T cualquiera, donde el conjunto T = H denota sus hojas, el estimador de resus-
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titucion R(T') para la tasa de clasificacion errénea R*(T) se define por R(T) = 3, = R(t) =
> T(t)p(t), donde cada término 7(t)p(t) corresponde a una ponderacién entre el error de
clasificacion en el nodo terminal ¢ y la proporcién de observaciones totales presentes en él
(ver [1]). Inicialmente se hace crecer el arbol hasta que tenga un tamaiio lo suficientemente
grande pero no necesariamente de tamano maximo, es decir, evitando tener una observacion
por hoja puesto que conlleva mayor tiempo de computo. Un criterio razonable para realizar
tal crecimiento consiste en especificar un niimero de minimo N,;, de observaciones para las
hojas tal que si para un nodo ¢, N(¢) < Ny, entonces no se contintia particionando dicho
nodo pasando a constituir una hoja. El arbol construido bajo dicho procedimiento se deno-
ta por Tiax ¥ como se menciond antes esta sobre ajustado en el conjunto de entrenamiento £.

Para el proceso de podamiento se precisa de las siguientes definiciones:

Definicién 2.6 Una rama Ty de T con raiz en t € T se define como el conjunto Ty =
{t' € T: 3 un camino de aristas que conecta t’ con t}.

Definicién 2.7 Podar una rama T; de in drbol T' consiste en eliminar todo t' € T, \ {t}. El
arbol podado de esta forma se denota por T — T;.

Si T" se obtiene desde T' mediante la poda sucesiva de ramas, entonces 1" se denomi-
na subérbol podado desde T y se denota por 7" < T'. Claramente el proceso de podamiento en
un arbol se puede realizar de multiples maneras ain mas si este posee una gran cantidad de
cortes. El primer paso consiste en podar el arbol 7,,, en direccion ascendente tal que en cada
paso el estimador de resustitucién general R(T') sea lo mas pequeno posible. Al realizar este
procedimiento se genera una secuencia de arboles cada vez mas pequenos Trax, 11,15, ..., 7
hasta alcanzar la raiz. Suponiendo que la cantidad de nodos terminales de T,.« esta dado por
L, entonces para cada M =1, ..., L se considera la clase Tj; de todos los subarboles de T,
con L — M nodos terminales. Para cada M =1, ..., L se escoge el arbol T); como aquel en la
clase Ty que minimiza el estimador R(T'), es decir, R(Ty) = minger,, R(T). El problema de
este primer enfoque es que la secuencia de de subarboles {TM}@:1 no esta necesariamente
anidada por lo que Ty, no resulta ser un subéarbol de Ty, (ver [1]). Este se traduce en que
la poda no se realiza progresivamente en forma ascendente hacia la raiz, por tanto, es po-
sible que nodos que fueron podados en cierta etapa vuelvan a aparecer en una etapa posterior.

La solucion a este problema consiste en definir un nuevo estimador para la tasa de clasi-
ficacién errénea R* (ver [1]).

Definicion 2.8 Para cualquier subdrbol T < Ty, se define su complejidad como la can-
tidad de hojas que posee, es decir, |T|. Sea a > 0 un nimero real llamado el pardmetro de
complejidad. Se define la medida de complejidad del arbol T como R,(T) = R(T) + «o|T).

La medida de complejidad es una combinacién lineal entre el estimador de resus-
titucion del arbol y su complejidad, y se interpreta como una penalizacion al costo segin
el tamano del arbol. Al fijar a € R, se busca el drbol T'(«) que minimice la medida de
complejidad R, (T), es decir, R(T(«)) = minp<r,,. Ra(T). Si a es pequeno la penalizacién
por tener un gran nimero de hojas es baja y por lo tanto T'(«) tiende a ser un arbol de gran
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tamano, mientras que si « tiende a valores mas pequenos, la penalizacion por complejidad
es alta y asi el arbol construido es de menor tamano. Los siguientes dos resultados son de
caracter fundamental pues establecen la existencia y unicidad de los subarboles 6ptimos a
nivel a.

Proposicion 2.9 FEl menor drbol que minimiza R, para cierto parametro de complejidad o
se define por las condiciones: i) Ry(T(a)) = ming<r,,,, Ra(T) y i) si Ro(T) = Rao(T(a))
entonces T(a) < T.

Proposicién 2.10 Para cada o € R existe el subarbol de menor tamano que minimiza R,.

Se define T := T'(0) como el subérbol de T}, de menor tamano tal que R(T}) =
R(Thax)- Sea (E(k) : k=1,..., K) la particién que define a T1,.x notando que K se relaciona
directamente con su complejidad. Para ¢ € E(K — 1) suponemos que existe una pregunta
q € Q que lo particiona en la familia de hojas {#': i=1,...,m} C E(K). Dado que R(T)
disminuye al ir aumentando la complejidad, se tiene que R({t}) > >I" R({t'}). Si se tiene
la igualdad entonces particionar ¢ no representa ninguna mejora en R(T") por lo podando
sus sucesores se obtiene un subarbol de menor complejidad. Este proceso se continia reali-
zando hasta no poder continuar con la poda y el subarbol resultante corresponde a 7). Para
cualquier rama 7; de T} se define R(T}) = >, _~ R({t/}) =Yt r(t") como el costo sobre

t'eTy
todos los nodos terminales de 7;. Un hecho a destacar es que para todo nodo t € T3 \ﬁ ,
R({t}) > R(T}). Se fija R,({t}) = R({t}) + o y Ro(T;) = R(T}) + a|T}|. Para continuar con
el proceso de poda ahora sobre T} seria conveniente tener R, ({t}) = R.(71:) ya que implica
preferir ¢ sobre 7T; dado su menor nivel de complejidad. Resolviendo la ecuacién para « se
tiene lo siguiente:

— Sia< % entonces R,(T;) < R,({t}) por lo que no conviene podar la rama T;

R({t})—R(T3)

A entonces es preferible cortar la rama T} para disminuir la complejidad

— Sia=
de Tl.

Pero, jqué rama se debe podar cuando es posible que exista mas de un nodo para el que se
alcance la igualdad entre R, ({t}) v R.(T};)?. La respuesta es elegir aquel nodo que presenta
el vinculo mas débil con el arbol T}, es decir, aquel donde primero se alcanza el valor critico
cuando se incrementa el valor del parametro de complejidad «. Mas precisamente, si se define
la funcién:

R({t})—R(T%) td Tt
(=4 me
—+00 , teT;

El vinculo mds débil #; en T es aquel nodo tal que g;(t;) = minger gi(t). De la defini-
cion de g; se concluye que el minimo nunca se alcanza sobre un nodo terminal debido a
que sobre ellos se toma valor +00, con lo que efectivamente el vinculo mas débil correspon-

21



de a nodos interiores de T;. Luego, se observa que cuando « crece hasta alcanzar el valor
as := g1(t1) se tiene que RQQ({ﬂg}) = Ra,(T3) y por tanto se poda 77, de Tj. Al subarbol
resultante de esta eleccion se le denota 75 y corresponde a 15 = 17 — Tj,. En caso de existir
mas de un vinculo més débil se procede a podar todas las ramas asociadas a ellos. Al re-
petir sucesivamente este procedimiento se construye una sucesion decreciente de subarboles
anidados T} > Tp > ... = {r}.
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2.4. Modelo para una molécula de ADN

En la presente seccion se modelera matematicamente la estructura y relacion de los
genes en una molécula de ADN, la que se compone de dos hebras. Luego se presenta un al-
goritmo de optimizacién desarrollado por Hart, Martinez y Videla (ver[6]), el cual maximiza
la tasa de ocupaciéon de las zonas génicas en ambas hebras de acuerdo con las observaciones
experimentales que se han realizado en multiples organismos procariotas como las bacterias.
La distribucion de los genes obtenida de acuerdo con este criterio permite tener un conjunto
de potenciales candidatos a genes que constituiran la base para el problema de identificacion
de genes a través de la etapa de clasificaciéon por medio de arboles de decision.

En una molécula de ADN bacteriano, las hebras que la constituyen presentan zonas que
codifican posibles genes y zonas que no codifican genes. A estas segundas se les suele llamar
en la literatura zonas intergénicas o gaps pues estan entre candidatos a genes. Como ya se ha
mencionado en capitulos anteriores, el proceso de modificacion post-transcripcional splicing
no ocurre en organismos como las bacterias por lo que los intrones o gaps no son eliminados
y asi se mantienen fijos a lo largo de los procesos de replicaciéon del ADN dentro de una
célula. En el proceso de transcripcién de una molécula de ADN, cada hebra puede ser leida
en cualquiera de los posibles tres marcos de lectura.

Se asocia la hebra primaria y complementaria por 1 y -1 respectivamente. Los tres mar-
cos de lectura relativos a la hebra primaria se denotan por 1, 2 y 3, mientras que para la
complementaria se hace con -1, -2 y -3. Ambas hebras se modelan como semirrectas conti-
nuas, es decir, como R, y las seis maneras de leer el ADN secuencialmente son enumerados
por el indice i donde i € R = {-3,—-2,—1, 1,2,3}. La unidad bésica de informacién en una
hebra se denomina codén, el cual estd formado por tres nucledtidos. Al ir moviéndose por
una hebra en cierta direccién la lectura se realiza de codén en coddén como si un cabezal
apuntara a este para luego moverse tres posiciones hacia el siguiente. Por lo tanto, las zonas
génicas como los gaps son grupos de codones. Una vez leida una hebra de acuerdo con uno
de sus marcos de lectura esta se particiona en posibles zonas génicas y en gaps. En R, cada
posible gen y gap se modela como un intervalo por lo que, en un marco de lectura particular,
una hebra se concibe como una uniéon disjunta de intervalos.

Para cada marco de lectura i € R se define el proceso estocdstico E' = (E} : ¢t € Ry) a
valores en {0,1} el cual produce una particiéon sobre la hebra respectiva (ver[6]). Aquellas
zonas que toman valor 1 se asocian a posibles genes y aquellas con valor 0 se asocian a los
gaps. Al considerar cada candidato a gen como un intervalo, se define Z' como la familia
de intervalos que representan a un gen, o de otra manera {t € R, : El =1} = Ujenil. El
conjunto de todos los candidatos a genes en ambas hebras para todos los marcos de lectura
se denota por Z = UerZ'. Para I € Z sea s(I) y f(I) su coordenada de inicio y fin res-
pectivamente, entonces I = [s(I), f(I)) v ademés se define por i(I) al marco de lectura al
cual pertenece: i(I) = isi I € I'. Si bien se ha observado empiricamente que dos genes en
diferentes hebras cada uno pueden solaparse en cierta zona, estos representan una pequena
fraccion del total por lo que el presente modelo no considera este fendmeno: se busca aquella
distribuciéon de candidatos que maximice la tasa de ocupacién de zonas codificantes sobre
el largo total del ADN y en caso de existir un solapamiento siempre se debe escoger aquel
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candidato que haga cumplir dicho principio (ver[6]).

Sea K una componente conexa del conjunto {t > 0: S,cx El > 1}. K estd cubierto por
candidatos a genes que posiblemente se solapan entre ellos y ademas no contiene gaps, pues
si los tuviera no seria componente conexa. Es decir, cada componente conexa K constituye
un intervalo en R, con inicio y fin dados por s(K) y f(K) respectivamente. A cada compo-
nente K se le llama isla y al conjunto de estas se le denota por K. De la condiciéon Z* C 7
se desprende que si [ € Z* entonces representa una zona con valor 1 para cierto marco de
lectura y por tanto estd contenido en alguna isla. Se fija cierta isla K y se considera el con-
junto ZH(K) ={I € Z': I C K} de todos los candidatos a genes del marco de lectura i € R
que estdn en la isla K. De la misma forma se define Z(K) = UjerZ'(K) como todos los
candidatos a genes contenidos en K sin importar el marco de lectura utilizado. Dado que se
pretende maximizar la tasa de ocupacion de los candidatos sobre el largo total es necesaria
la nocién de largo de un gen I que naturalmente corresponde a la cantidad |I| = f(I) — s(I).
De igual manera, para una isla K se define el largo de una familia de candidatos Z C Z(K)

por X(Z) = YreE |1].

Con las nociones introducidas anteriormente el principio de maximizacién sobre la tasa de
ocupaciéon de los candidatos a genes con respecto al largo de la molécula de ADN, dice que
el conjunto final de genes escogidos, Z* = UgexcZ*(K), es tal que para cada isla K € K, la
clase Z*(K) resuelve el siguiente problema de optimizacién (ver|[d]):

Y(Z(K)) := max {Z(f) . 7 CZ(K) es una familia disjunta} (2.20)

es decir, sobre cada isla se busca aquella familia de candidatos que no solapen entre si y
tal que ademas maximicen su largo.

Para resolver este problema de maximizacion se fijard una isla K € K arbitraria sobre la
cual se trabaja. Sea J' := T'(K) parai € Ry J = UjerJ" ambas familias de intervalos en
K. Se define la vecindad de un candidato a gen I € J como N(I):={J € J: INJ#0}.
Se supone ademas que n := |J| es el numero total de candidatos. Se procede a establecer
una relacién de orden en J dada por (ver[d)]):

I=<,J ssi f(I) <

f
f) = 1)y s(I)> f(J), 6
)y sl) =s(J) y i(I) <i(J)

Proposicién 2.11 La relacion <y sobre J es una relacion de orden total.
De esta manera se asume que J = {[1,[5,...,I,} donde [; <=y J, V1 <i<j <n.
Esta relacién ordena los candidatos a genes primero de acuerdo su extremo final, luego de
acuerdo con su extremo inicial y finalmente segiin el marco de lectura en que se encuentran.
Se define ahora t; := s(I;) y T; :== f(I;), Vj =1,...,ndonde I; = [t;,T}]. Se debe notar que:
INL#0 = LNL#0 V1<i<j<k<n
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En efecto, si I; N I, = ( entonces T} < T, <tpyasit [N = (0 lo que es una contra-
diccién (ver[6]). Este resultado quiere decir que si dos candidatos en J solapan entre si,
entonces todos aquellos candidatos situados entre ambos segin la relacion < también sola-
pan con aquel que es mayor.

Se definen las siguientes familias en J : Jo := 0y J,, := {1, 15, ..., [,} param = 1,...,n. A
continuacion, se presenta un lema fundamental que sera posteriormente usado en el algoritmo
para resolver el problema de optimizacién (ver|[d]):

Lema 2.12 Sea m > 1. Entonces existe l,, con 0 < l,, < m, tal que Jpy "N (1) = J \ Ji,,.

DEMOSTRACION. Sea [ = min {l/ NS T N N(]m)} entonces I; es el menor vecino anterior a
I,,,. De la definicién de vecino se tiene que I; N 1, # () y de la definicién de [ se tiene aquellos
candidatos menores a I; no son vecinos de I,,, es decir, J 1NN (I,,) = (. Resulta natural
entonces colocar l,,, = [—1 y por la observacion anterior se concluye que para 3 = [, (+1, ..., m,

LN, #0. O

El lema se interpreta de la siguiente forma: todos los vecinos anteriores (menores
segin =y) al candidato a gen I,, se encuentran a partir de cierta posicién [,,, es decir son
I 1,1, 40, ..., I, Esto se concluye directamente de la observacién anterior, pues si el primer
candidato al cual intersecta I, es I;, 11 entonces también intersecta a todos aquellos cuyos
indices estén entre l,,11 y m.

Para cada m = 1,...,n se plantea el siguiente problema de optimizacién sobre la familia
Jm, cuyo valor estd dado por la cantidad w,,:

Wy, = MAxX {Z(I) . T C J,, es una familia disjunta} (2.21)

El siguiente algoritmo resuelve el problema anterior (ver[t]):

Algoritmo:

1. Sea g = 0 y by = |I1|. Sea ademdas Jo =0y J; = {1 }.

2. Para cada m = 2,3, ...,n, sea I, el indice tal que N'(1,,,) N J,, = J, \ J;, dado por el
lema.

3. Recursivamente se calculan las cantidades 0, = max {y,,_1,,, + [Im|}

4. Recursivamente se calcula la solucién 6ptima correspondiente a 0, de acuerdo con el
siguiente esquema de decision:

(a) Si Wy—1 > Wy, + ||, entonces se coloca J.o=J. 1.
(b) Si Wy < 1y, + |In|, entonces se coloca J,, = J;, U{I,}.
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(¢) Si 1 =y, + ||, entonces se escoge arbitrariamente J,, como J,,_1 o J;, U
{In}.

5. La eleccién final de genes es J := J, y el area ocupada por esta eleccion es 0 := w,,.

Proposiciéon 2.13 Para todo m > 1, J. es una solucién dptima sobre el subconjunto J,, y

W,, es el drea ocupada por dicha solucion. Es decir, w,, = Z(jm) = E*M(jm) = W,,. Asi, el

algoritmo produce una solucion general sobre J dada por J = J, y el espacio ocupado en la
molécula de ADN estd dado por 0 = W,

DEMOSTRACION. Se prueba la correctitud del algoritmo por inducciéon sobre m = 1,...,n,
(ver[6]):

e Caso Base: 1y = X(Jy) = S(0) = 0 = SM(Jy) = wy y @y = B(Jy) = S({L1}) =
|| = 2*M(J)) = w,

A

e Paso Inductivo: Suponer que para m < n — 1 se tiene que W,,—; = X(Jp_1) =

S*M(J 1) = wpm_1. Se calcula w,, = max {W,,_1, 0, + |Ln|}:

— SiWy—1 > Wy, + |In| entonces al agregar I,,, a la solucién 6ptima jlm no es posible
mejorar la solucion dada en el paso anterior, por lo que se resuelve el mismo
problema, es decir, T = Jon1 cuya ocupacion es W, = Wy,_1.

— Si Wy < 1y, + |I,| basta notar que la familia J;,, no intersecta a I, por lo
que al agregar a la solucién éptima jlm el candidato I,,,, se obtiene una familia
disjunta que mejora la solucién con respecto a y,_1. Se fija asi J,, = J,._, U{l,,}
cuya ocupacion es w0, = L, + | 1.

La solucién para el problema general sobre Z(K) se obtiene notando que J, =J =
Z(K), por lo que para m = n la familia 6ptima es J,, con una ocupaciéon en el ADN de

A

W = Wy,.

O

El algoritmo anterior recursivamente va mejorando la solucién siempre y cuando sea posible
combinar el candidato I, junto a una soluciéon éptima previa jzm, de tal forma que esta nueva
familia siga siendo disjunta. En caso contrario se mantiene la solucién 6ptima resultante del
paso anterior.

La Figura 2.1 ejemplifica el uso del algoritmo de optimizacién sobre una distribucion ini-
cial de candidatos a genes sobre los seis marcos de lectura. Se observa que tras su uso, se
produce una nueva distribucién tal que ningin candidato seleccionado se solapa con algtin
otro.
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(b) Después de maximizacion

Figura 2.1: Ejemplo del uso del algoritmo de optimizacién. En (a) la configuracién de los

candidatos en los marcos de lectura previa a su uso. En (b) la configuracion posterior a su
uso.

Una pregunta interesante por realizar acerca de este algoritmo de optimizaciéon es
si es factible o no relajar la condicién sobre que los candidatos de un marco de lectura en
particular no deban traslaparse y que la tinica posibilidad de presentarse dicha situacién sea
sobre candidatos en marcos diferentes. Para tales efectos consideremos el problema de opti-
mizacién restringido a una isla K = [s(K), f(K)) en particular, y supongamos sin pérdida
de generalidad que ella estd cubierta por los candidatos I' = [s', ') con i € R, es decir,
existe un candidato por cada posible marco de lectura. Supongamos también que algunos de
los candidatos en marcos de lectura diferentes traslapan entre si y, que ademés existe otro
candidato I* = [s*, f*) con I* C K tal que este pertenece al marco de lectura i€ R con
rnrl # (). Lo ultimo dice que I* e [ i son candidatos traslapando en el mismo marco de
lectura. Entonces se tiene la siguiente proposicion.

Proposiciéon 2.14 El problema de optimizacion definido por 3(Z*(K)) tiene solucién opti-
ma.

DeEMOSTRACION. El algoritmo de optimizacion antes presentado es generalizable a un nimero
arbitrario de hebras, pues se basa tnicamente en la relacién de orden =<; antes definida.
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Esto permite mirar cada marco de lectura i € R como una hebra diferente del resto, y lo
mismo ocurre con el candidato I*. Basta entonces considerar a I* como parte de una hebra
independiente a la representada por su marco de lectura original i, digamos 1 ¢ R.Entonces,
como al algoritmo de optimizacién no le importa la manera en que fueron construidos los
candidatos por cada marco de lectura sino, por el contrario, se fija solamente en la relacion
de orden < entre los extremos que los definen, se puede considerar i # 1. Tomando entonces

R=RU {I} se resuelve el problema de optimizacion 3(Z*(K)) de la manera usual sobre los

marcos de lectura R. OJ
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Capitulo 3

Presentacion y Analisis de Datos

Los datos utilizados en este trabajo se obtuvieron del National Center for Biotech-
nology Information (NCBI), una rama del National Institutes of Health (NIH) de los Estados
Unidos. Este centro de investigacién posee bases de datos muy relevantes para la biotecno-
logia, biomedicina y bioinformética. Especificamente, su sistema Genbank proporciona bases
de acceso abierto con las secuencias de nucledtidos del genoma y su respectiva traduccion
proteica para mas de cien mil organismos diferentes y hasta febrero del 2013 contenia mas
de 150 mil millones de bases de nucledtidos. GenBank funciona gracias a la colaboracion de
muchos laboratorios a lo largo del mundo que aportan resultados originales sobre secuencia-
cién. Genbank se encarga de verificar la calidez de los datos entregados y a cada secuencia
le asigna un nimero de acceso con el que después se consulta libremente.

En este capitulo se introducen los datos a utilizar durante la etapa de simulaciones y se
realizan analisis a partir de ellos. En la primera secciéon se muestran las distintas bases de
datos que contienen la informaciéon trascendental a considerar en este trabajo. Se describen
sus caracteristicas y los vinculos con las demés bases. La segunda seccion se dedica a anali-
zar los datos presentados bajo criterios de relevancia en el area de la genémica. Ademas, se
evalia el rendimiento del algoritmo de optimizacion presentado en el capitulo anterior sobre
distintas distribuciones de candidatos a genes.

3.1. Presentacion de Datos

Los datos que se usaran en este trabajo corresponden a aquellos que describen el
ADN gendémico de la bacteria Eschericha Coli de cepa K-12 y subcepa MG1655. Este genoma
de estructura circular estd secuenciado completamente con un total de 4641652 nucleétidos
y, para acceder a él a través de GenBank se debe usar el acceso NC-000913 en su tercera
versién con ultima fecha de actualizacion el 15 de mayo del 2014. La Escherichia Coli es un
bacilo de la familia de las enterobacterias que forma parte de la flora microbiana del tracto
gastrointestinal de humanos y otros animales. Son necesarias para el correcto funcionamiento
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de la digestion de alimentos ayudando en la absorciéon de nutrientes, ademas de participar en
otras funciones como la sintesis de vitaminas B y K. A pesar de realizar un gran aporte en el
organismo que la hospeda bajo condiciones de equilibrio existen cepas patdgenas originadas
desde procesos de mutacion genética que pueden incluso asociarse a la aparicion de ciertas
enfermedades de cuidado como es el caso de la enfermedad de Crhon y otros tipos de infec-
ciones intestinales. Se estima que al ser una de las especies de bacterias més diversas dentro
del reino, solo el 20% de los genes presentes en una E. Coli comtin son compartidos entre
todas las variedades de cepas.

El genoma de la E. Coli fue uno de los primeros en ser secuenciado completamente por
lo que se ha usado de manera transversal en muchos campos de la biologia y la industria
para estudiar modelos de sintesis en proteinas, el desarrollo de vacunas y el uso en proce-
sos de fermentacion industrial . Particularmente el uso de la cepa K-12 es muy comtn en
los laboratorios dada su buena adaptacién a dichos ambientes lo que facilita su manipulacién.

Las bases de datos de GenBank contienen una gran cantidad de informacién sobre los geno-
mas de los individuos a estudiar. Cualquiera de ellas sigue una estructura predeterminada de
acuerdo a una pauta que establece como almacenar la informacion dependiendo de las carac-
teristicas de la secuenciacion y si esta proviene de un organismo procariota o eucariota. Los
datos que se almacenan en una tipica base de GenBank son por ejemplo las caracteristicas
generales de cada gen, las zonas codificantes dentro de un gen para el caso de eucariotas, las
proteinas que genera cada gen con su respectiva funciéon y las caracteristicas de las secuencias
de ARNm y ARNt utilizados en el proceso de transcripcion y traduccion solo por nombrar
algunos.

La enorme cantidad de informacién contenida en una tipica base de datos de GenBank
necesita ser procesada para extraer la informacion considerada relevante en el siguiente tra-
bajo. Es importante mencionar que dicha labor fue llevada a cabo previamente por Hart,
Martinez y Videla en un trabajo previo sobre métodos de organizacion de candidatos a genes
en una secuencia de ADN bacteriano (ver [6]). Por tanto, las bases efectivas a utilizar son
las obtenidas posterior a dicho procesamiento. Dado que interesa estudiar las decisiones to-
madas en el proceso de identificacién de genes, la informacion relevante para este propoésito
se obtendra inicialmente conociendo las posiciones de inicio y fin de cada gen en la bacteria,
sus codones de inicio y término, el marco de lectura por el cual se obtiene cada uno y las
respectivas secuencias de bases que representan las hebras primaria y complementaria.

Las bases de datos a utilizar se explican a continuacion:

e Bases primaria y complementaria

Estas bases de datos son dos vectores que representan las secuencias de nucledtidos
que conforman las hebras primaria y complementaria. Naturalmente los vectores se
denominan primaria y complementaria respectivamente y son obtenidos desde el
acceso NC-000913 para la E. coli en GenBank. La informacion relevante de los nu-
cleétidos esta presente en las bases nitrogenadas que los conforman por lo que ambos
vectores se visualizan como secuencias de letras en el alfabeto {A, G, T,C}. Dado que
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ambas hebras son antiparalelas, los vectores asociados tienen el mismo largo siendo este
n, donde n = 4641652 para el caso de la E. Coli. El sentido en que se leen las hebras
en los procesos de transcripcion y traduccién también incide en cémo se almacena la
informacién: ambas hebras se leen en sentido 5 a 3', sin embargo al ser antiparalelas
la lectura se realiza en sentido contrario por lo que el extremo inicial en la lectura
de una corresponde al extremo final en la lectura de la otra. Los vectores primaria y
complementaria se visualizan en el sentido 5 a 3" de modo que si la base en la j-ésima
coordenada de primaria es una A, su base complementaria 7" aparece en la (n — j + 1)-
ésima posicion del vector complementaria y viciversa. La misma situaciéon ocurre para
los pares de bases C' y G. La Tabla 3.1 muestra las primeras 15 posiciones para los
vectores primaria y complementaria respectivamente:

Base/Posicion |1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
Primaria a g ¢t t t t c a t t ¢ t g a
Complementaria |[g a a a a a t a ¢ t t a ¢ t a

Tabla 3.1: Visualizacion de las bases primaria y complementaria.

e Base de Caracteristicas

Esta base contiene informacién relevante sobre los genes anotados de la E. Coli pre-
sentes en la base respectiva de GenBank para la fecha de actualizacion sefialada an-
teriormente. La informacién se estructura como una matriz de dimension 4260 x 6 en
que cada representa un gen en particular y donde las columnas son los atributos o
caracteristicas que se utilizan para describir los genes. Dichos atributos son descritos a
continuacion:

— inicio: representa la posicion en los respectivos vectores "primaria” o "comple-
mentaria” de la primera base nitrogenada perteneciente al codén de inicio de un
gen. Toma valores en [n] = {1, ...,n} donde n es la cantidad de bases en cualquiera
de ambas hebras.

— término: representa la posicién en los respectivos vectores "primaria” o “comple-
mentaria” de la iltima base nitrogenada perteneciente al codén de término de un
gen. Al igual que para inicio", este toma valores en [n].

— codon de inicio: representa la tripleta de bases nitrogenadas codificadas como
texto que componen el codén de inicio de un gen. Para la E. Coli existen 41
posibles codones de inicio distintos para sus genes.

— codon de término: representa la tripleta de bases nitrogenadas codificadas como
texto que componen el codén de término de un gen. Para la E. Coli existen 32
posibles codones de término distintos para sus genes.

— hebra: representa la hebra de la molécula de ADN a la cual pertenece un gen.
Toma valores en el conjunto H = {1,2} por lo que la notacién se cambia respecto
a la usada en el marco tedrico en que se emplea H = {—1,1}.

— Marco de Lectura: representa el marco de lectura o reading frame desde el cual
se lee un gen. Si bien en el marco tedrico estos se representan como elementos
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en el conjunto R = {—3,—-2,—1,1,2,3}, en este apartado se utiliza el conjunto
R = {1,2,3} indistintamente de la hebra contenedora del gen. La razén de esta
ambigtliedad se fundamenta en que basta conocer la hebra recipiente para diferen-
ciar el marco de lectura quedando entonces cada uno unicamente identificado por
el par ordenado (s,i) € H x R.

A continuacién se muestran 3 filas de Caracteristicas a modo de ejemplo:

inicio | término codén de | codén de hebra Marco de
inicio término Lectura
190 255 atg tga 1 1
337 2799 atg tga 1 1
2801 3733 atg taa 1 2

Tabla 3.2: Visualizacion de la base Caracteristicas.

e Base de Marcos de Lectura (RF)

La base de Marcos de Lectura o por su sigla "RF” (Reading Frame en inglés) con-
tiene todos los posibles candidatos a genes presentes en la doble hebra de ADN para
cualquiera de los marcos de lectura definidos por R, por lo que reproduce la informacion
contenida en Z . Se estructura como una lista de seis elementos donde cada uno es una
matriz que representa los candidatos a genes extraidos de cada uno de los diferentes
marcos de lectura, es decir, estdn asociadas a Z' con i € R. M&s precisamente, para
i € R sea n; el nimero de candidatos en 7', entonces las matrices antes sefialadas se
denotan por M; tales que M; € R"%*? Vi € R. Para todo i € R, cada fila en M; repre-
senta un candidato a gen en dicho marco de lectura y las columnas corresponden a las
posiciones de la primera y ultima base nitrogenada de los codones de inicio y término
respectivamente.

La construccion de cada matriz M; se realiza utilizando tinicamente los vectores "pri-
maria” y “complementaria”. La cantidad y el tipo de candidatos en M; dependen de los
codones de inicio y término seleccionados para extraerlos, por lo que llamando INICIO
y TERMINO a los subconjuntos en {A,T,G, C’}3 que representan los codones de inicio
y término respectivamente que se usaran en el proceso de extraccion, se puede con-
cluir que a diferentes configuraciones de ambos, las matrices M; cambian. La eleccién
de las familias INICIO y TERMINO se hace en base a la informacién contenida en
las columnas "codon de inicio” y "codén de término” de la base "Caracteristicas” del
organismo que se pretende estudiar. En general TERMINO = {TAA, TAG,TGA} y se
considera inmutable para cualquier tipo de bacteria mientras que INICIO se elige como
aquellos codones con mayor frecuencia de aparicion en “codén de inicio”. Si bien, para
Escherichia Coli hay 41 codones de inicio distintos tal que todos estdn presentes en al

menos un gen, el 96,7 % comienzan con ATG y GTG, por lo que en lo que sigue se
considera INICIO = {ATG,GTG}. En la Figura 3.1 se muestran los codones de inicio
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mas frecuentes para la E. Coli:

Frecuencia [%)]
40 60 80 100

20

76
: 118, 01 04 01 01 01 01
atg gtg ttg att ctg gat aac acc tac

0

start.codon

Figura 3.1: Codones de inicio mas frecuentes en E. Coli. El codén de inicio ATG ocurre en
el 89.1% de los genes anotados y GTG en el 7.6 %.

Para encontrar los candidatos a genes en una de las matrices M; de la hebra pri-
maria bajo el marco de lectura i-ésimo, se deben consultar las posiciones {i + 3k},
en el vector "primaria” - denotado por P - de la siguiente manera: se busca el menor
k* € N tal que (Pysgs, Pyskrs1, Prasger2) € INICIO, momento en que se guarda la
posicion t = i+ 3k*. Luego se continda con la lectura hasta encontrar el menor £** € N
tal que k** > t y (Piygpe, Pysgori1, Prgpri2) € TERMINO momento en que se re-
gistra T = i 4 3k*™ + 2. Se ha encontrado asi el candidato I = [¢,T) y se guardan
sus posiciones de inicio y término en M;. Se continia este proceso de busqueda desde
la posicién T'+ 1 hasta recorrer todo P. Para generar los candidatos a genes en M;
de la hebra complementaria se debe tomar la precauciéon que el marco de lectura de
referencia respectivo en la hebra primaria sea respetado. Esto quiere que si se extraen
los candidatos usando el marco de lectura i en el vector "complementaria” - denotado
por C' -, sus posiciones de inicio y término deben mantenerse en el marco de lectura | i |
de la hebra primaria. De esta manera para i € {—3, —2, —1} la bisqueda de candidatos
comienza en las posiciones (4 + i)-ésima de la hebra complementaria para que exista la
correspondencia entre el marcoide C'y e |i| de P.

e Bases Muestral y Muestra2

Guardan informacién sobre las bases en direccién 5 o upstream al codén de inicio
de todos los candidatos a genes de las matrices M; con i € R. Cada una se estructura
como una lista de 2 tablas dependiendo del codén de inicio de los candidatos y de
la hebra usada. Asi, la lista "Muestral” hace mencién a la hebra primaria y contiene
las tablas "Muestrala” y "Muestralg”, las cuales guardan las regiones upstream a los
candidatos comenzando con ATG y GTG respectivamente. Analogamente "Muestra2”
contiene la misma informacién para la hebra complementaria. Estas bases de datos son
fundamentales para identificar y entender la expresion de los genes reales pues codifican
las regiones precursoras de los mismos, siendo el medio por el cual el mecanismo celular
de traduccion genética sabe que un gen esta por comenzar una cantidad de bases mas
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adelante en la direccién de lectura. El ntimero de bases usadas para codificar dichas
regiones sera fijo para todos los candidatos y puede variar dependiendo el criterio que
se desea emplear en el estudio. En este trabajo se utilizaran regiones de 30 y 70 bases,
cada una utilizadas bajo condiciones especificas de simulacion. Las tablas contienen por
cada fila la informacién relativa a cada candidato a gen, y usan como caracteristicas:
los codones de inicio que estan codificados por sus bases en las variables "d0”, ”"d1”,
”d2”; las regiones upstream codificadas como secuencias de X cantidad de bases en las
variables "ul” hasta "uX”, donde X representa la posiciéon X-ésima previa a "d0”; una
variable de nombre ”inicio” que indica si el candidato corresponde a un gen anotado
0 no, y toma valores "s"(si) y "n"(no) respectivamente; una columna que indica la po-
sicion de ”’d0” dentro de la hebra respectiva y corresponde a la posiciéon de inicio del
candidato. Se aniade que el nimero de observaciones para "Muestrala”, "Muestralg”,
"Muestra2a” y "Muestra2g” son 76281, 56971, 77040 y 57518 respectivamente.

A continuacion se muestran 4 filas de la tabla Muestrala usando 30 bases upstream:

inicio | u30 | u29 | u28 | u27 | ...... ub |ud4 {u3d | u2 | ul [ dO | dl | d2
190 si c a g a | e ¢ a t c c a t g
337 si t t t to] c | a | a/|c ¢ a t g
8890 no g t a C | e ¢ t g | a | c a t g
70261 no a c g g | a ¢ t a | a a t g

Tabla 3.3: Visualizacién de la base Muestrala usando 30 bases upstream. La primera columna
indica la posicion que ocupa el codén AT'G en la hebra primaria.

3.2. Analisis de los Datos

Ya definidas las distintas bases que se utilizaran en este trabajo, se procede a realizar
un analisis descriptivo y exploratorio con los datos que ellas poseen en orden para entender
y dimensionar el problema. Un primer andlisis sobre la base "caracteristicas” de genes ano-
tados se muestra en la Tabla 3.4. En ella se resumen varios atributos para los seis marcos de
lectura: el nimero de genes anotados, el largo minimo, maximo y promedio de estos. Todas
las caracteristicas de largo se miden en funcién de la cantidad de pares de bases nitrogenadas
relativa a cada candidato a gen, y que se abreviara en lo que sigue de esta memoria como pb.

Se observa que de 4260 genes anotados para la bacteria E. Coli, 2076 estan presentes en
la hebra primaria y 2184 en la hebra complementaria. El niimero promedio de genes por
marco de lectura en la hebra primaria es de 692 mientras que para la complementaria es de
728 y la misma tendencia se observa con el largo promedio de los genes donde para la hebra
primaria es de 940 pb. y para la complementaria de 947 pb. Lo anterior se sintetiza diciendo
que la hebra complementaria contiene en promedio mas cantidad de genes y en promedio
dicho genes son mas largos. Otro aspecto a destacar es la presencia del gen de mayor largo
en el marco de lectura 4+3 con un total de 7076 pb.
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Hebra Marco de genes

Lectura  anotados Largo min Largo max Largo prom

+1 673 50 4616 941.5

Primaria +2 716 50 4460 948.7

+3 687 47 7076 932.8

-1 700 44 5322 956.9

Complementaria -2 730 50 4604 947.7
-3 754 44 4961 938.1

Tabla 3.4: Estadisticos basicos de los genes anotados en los seis marcos de lectura en base
"caracteristicas”.

Como se mencion6 previamente en la descripcion de la base "RF”, solo se considerara aque-
llos candidatos a genes con codén de inicio en el conjunto {AT'G, GT'G}, por lo que resulta
importante conocer como se diferencian los genes al segmentarlos en aquellos que tienen los
codones de inicio en el grupo de estudio y aquellos que no. Un criterio simple para hacer dicha
comparacion resulta ser el largo de los genes asique se procede a comparar sus distribuciones
respecto a la del total de genes. En la Figura 3.2 se visualizan dichas distribuciones de los
largos diferenciandolas también por el tipo de hebra con el fin de buscar algin patrén mas
especifico.

Largo genes anotados Largo genes anotados Largo genes anotados
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Figura 3.2: Distribucién de los largos de genes anotados segmentados por tipo de codén de
inicio y tipo de hebra.

Se observa que no hay una diferencia significativa entre las distribuciones del largo de todos
los genes y de aquellos comenzando con un codén de inicio en el conjunto { AT'G, GT'G} debi-
do al gran peso que tiene este subconjunto en el total. Tampoco se observa mayor diferencia
segun el tipo de hebra. Si es importante destacar que mds del 50 % del peso de la distribucién
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corresponde a genes con un largo inferior a 850 pb. y que aproximadamente el 93 % tiene un
largo menor a 2000 pb. e independiente de la hebra que se escoja. Sin embargo, dentro de
aquellos genes con menos de 850 pb., un 1,1 % tiene un largo menor a 100 pb. y un 4,1 %
menor a 200 pb. Por tanto, las distribuciones del largo de los genes estan inclinadas hacia la
izquierda sugiriendo que hay mas genes de largo mediano que genes excesivamente cortos y
largos. Bajo este mismo andlisis se ve que los genes que no comienzan con un codéon ATG
o GTG tienen una distribuciéon con mucha mas masa sobre aquellos con un largo pequeno,
donde por ejemplo el porcentaje de genes con largo menor a 200 pb. sube a un 12 % y donde
la mediana ademas se alcanza en un largo de 700 pb.

Un segundo analisis, esta vez sobre la base "RF”, se muestra en la Tabla 3.5. En ella se
resumen varios atributos para los seis marcos de lectura: nimero de candidatos a genes (n;)),
el namero de genes anotados y el largo minimo, maximo y promedio de los candidatos.

Hebra l\I/fzf:(t:Erie n; n; anotados Largo min Largo max Largo prom
+1 20277 471 5 4616 107.6
Primaria +2 20150 501 5 4568 109.2
+3 20506 483 5 7103 107.2
-1 20077 542 5 4961 109.0
Complementaria -2 20062 521 ) 4562 110.1
-3 20277 496 ) 4709 108.0

Tabla 3.5: Estadisticos basicos en base "RF” de marcos de lectura.

Se observa que en todos los marcos de lectura los candidatos a genes superan los veinte
mil y que de aquellos solo el 2.5 % en promedio son genes anotados en ”"Caracteristicas”, es
decir, 3014 candidatos de 121299 son genes anotados en GenBank. Ademads, el largo prome-
dio de los genes es muy bajo en comparacion con el largo promedio de los anotados, lo que
se interpreta como una abundancia de candidatos pequenos. En el histograma mostrado en
la Figura 3.3 se observa la distribucién de largos de los candidatos combinando todos los
marcos de lectura. Cada barra representa un aumento de 100 bases en el largo a medida
que se avanza en el eje de las abscisas, por lo que el 89.7% de los candidatos a genes tiene
un largo inferior a 200 bases. Sin embargo, al consultar "Caracteristicas” se observa que la
cantidad de genes anotados con un largo menor a 100 bases son solo 49 (1.15% del total)
y solo 128 (3 %) tienen un largo entre 101 y 200 bases. Esto ultimo es alarmante cuando se
quiera hablar de la sensibilidad en la identificacion de genes por tanto es necesario inicializar
la bisqueda de genes verdaderos desde bases de datos conmenores cantidades de candidatos.
Es por ello que se usan solo los candidatos en los marcos de "RF” con un largo mayor a 100
bases y estd constituira el "RF” que se usara en adelante.

Tras la condiciéon de tomar solos los candidatos en "RF” con méas de 100 bases, los esta-
disticos se actualizan tomando los valores mostrados en la Tabla 3.6. Se aprecia que aunque
la cantidad de genes anotados en la base bajo de 3014 a 2985, no es significativo respecto a la
disminucion en el nimero de candidatos a genes (n;) pues este pasé desde 20000 en promedio
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Figura 3.3: Distribucién de largos de los candidatos en la base "RF” de marcos de lectura.

por marco de lectura a 5500, lo que aumenta también la sensibilidad de la base con respecto
a los genes anotados desde un 1.15% a un 9 % aproximadamente.

Hebra l\ﬁzzzﬁrie n; n; anotados Largo min Largo max Largo prom
+1 5621 468 101 4616 284.2
Primaria +2 5522 497 101 4568 293.3
+3 5628 476 101 7103 285.4
-1 5370 536 101 4961 298.9
Complementaria -2 5548 517 101 4562 292.8
-3 5561 491 101 4709 288.4

Tabla 3.6: Estadisticos basicos para candidatos de largo mayor a 100 bases en base "RF” de
marcos de lectura.

Al repetir el procedimiento anterior sobre candidatos a genes con un largo minimo cada vez
mayor es posible observar la sensibilidad de la base de candidatos con respecto a los genes
anotados que poseen. En la Figura 3.4 se muestra la variaciéon de la sensibilidad de genes
anotados respecto al total de candidatos cuando el largo minimo de estos aumenta de a 100
pb. En particular se toma una sucesién decreciente de subconjuntos de candidatos de la base
"RF” original, donde el primero contiene candidatos con un largo mayor a 100 pb. y el tltimo
contiene aquellos con un largo mayor a 3500 pb. Por cada una de estas bases se calcula el
numero total de candidatos y la proporcion de genes anotados que contiene cada una.

Se observa, de acuerdo a lo esperado, que el nimero de candidatos disminuye progresivamente
en las bases cuando el largo minimo de los candidatos a genes aumenta. Misma observacién se
tiene para los candidatos que son realmente genes anotados y ademas, cuando se segmentan
por hebra se aprecia que la diferencia en el nimero de genes anotados entre la hebra primaria
y complementaria suele ser estable a favor de esta ultima hasta la base con candidatos de
un largo mayor a 2400 pb., momento en el que se revierte la situacion a favor de la hebra
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Variacion en el numero acumulado de candidatos Variacion de |a sensibilidad anotados/candidatos
cuando su large minimo aumenta en 100 pb. cuando el largo minimo aumenta en 100 pb.
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Figura 3.4: Variacién del nimero de candidatos y de la sensibilidad respecto a genes anotados
cuando el largo minimo de los candidatos aumenta cada 100 pb. desde 100 pb. a 3500 pb.

primaria con cada vez mayor diferencia respecto a la hebra complementaria. Otro punto im-
portante por notar es la clara diferencia entre la cantidad total de candidatos entre las bases
que contienen a aquellos con un largo mayor a 100 pb. y 200 pb. respecto al a pesar de que el
largo esté en una escala logaritmica, sin embargo, el nimero de genes anotados no presenta
dicha diferencia tan significativa. Esto da cuenta del comportamiento de la sensibilidad de las
bases respecto a los genes anotados mostrado en el grafico de la derecha: se ve un aumento
sostenido en la sensibilidad hasta la base con candidatos de un largo mayor o igual a 600 pb.
(2081 genes anotados en 3380 candidatos), donde posteriormente se estabiliza entorno a un
60 % aunque alcanza su maximo de un 74 % cuando los candidatos tienen un largo mayor a
2600 pb. (77 genes anotados en 104 candidatos).

Por otro lado, para tener una idea de cémo se distribuyen los largos de los candidatos a
genes a medida que se aumenta el largo minimo de estos desde los 100 pb. a los 3500 pb., se
utiliza un gréafico de caja y bigotes por cada una de estas bases. De acuerdo a la Figura 3.5 es
claro que al ir aumentando el largo minimo exigido en los candidatos a genes la mediana tam-
bién lo hace, por lo que es normal que las cajas vayan subiendo de posicién a medida que nos
movemos por el eje de largos minimos. Sin embargo, lo importante a considerar es lo estrecha
que es la caja que representa la base con candidatos a genes de un largo mayor a 100 pb. y lo
poco que se extienden sus bigotes desde esta. Dado el bajo valor de su mediana quiere decir
que gran parte de los candidatos son de un largo pequeno, por lo que no es raro la presencia
de una gran cantidad de outliers, regiéon donde se encuentran también la mayor parte de
genes anotados. A medida que aumenta el largo minimo, las distribuciones empiezan a variar
mas entorno a la mediana y la cantidad de datos atipicos también empiezan a disminuir dada
la mayor extension de los bigotes. Este comportamiento nos permite concluir que mientras
mayor sea el largo minimo requerido de los candidatos mas genes largos son incorporados en
la distribucion natural de los datos. Un hecho curioso por lo demas es que en todas las bases
se presenta un dato atipico representando a un candidato de largo 7103 pb., el que contie-
ne al gen anotado mas largo (7076 pb.) presente en la base de genes anotados comenzando
con ATG o GTG. Este candidato es bastante largo comparado al que le sigue, el cual tiene
4961 pb. por lo que es natural que se escape bastante de la distribuciéon inducida por los datos.
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Distribucién de los largos de candidatos cuando el largo minimo aumenta en 100 pb.

s
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Largo minimo en marcos de lectura (cientos)

Largo de candidatos

Figura 3.5: Distribucion del largo de los candidatos en funcién del largo minimo de pb. exigida
en las bases.

3.2.1. Analisis de la secuencia de consenso

Como se describi6 en el capitulo de preliminares sobre gendémica, la informacién
relevante que necesita la proteina ARN-polimerasa durante la transcripcion genética para
reconocer el sitio de inicio de un gen se encuentra en la region previa a este desde la direc-
cién de lectura de la hebra (direcciéon upstream tomando como referencia el codén de inicio
o direccién de lectura desde el extremo 5’ de la hebra). Esta regién de unos cuantos pares
de bases se conoce como regiéon promotora pues una vez decodificada la informacién que en
ella se encuentra la maquinaria celular sabe que prontamente estda por presentare un gen.
Se mencion6 también que estas regiones se diferencian segun el estado evolutivo de la célula
teniendo diferentes secuencias de bases nitrogenadas y puntos de aparicion previo al inicio
de un gen. En el caso de estudio que nos concierne (bacterias), se ha logrado determinar que
son dos las principales secuencias de nucledtidos que juegan un rol fundamental como regio-
nes promotoras: la secuencia denominada Caja de Pribnow 5-TATAAT-3’ encontrada
aproximadamente 10 nucleétidos previos al comienzo de un gen (ver[5]) y otra secuencia (sin
denominacién atin) 5’-TTGACA-3’ encontrada 35 nucle6tidos previos al gen (ver[d]). Am-
bas secuencias son de consenso, pues se calculan de manera tal que los nucleétidos en cada
una de sus posiciones son los que aparecen con mas frecuencia al alinear muchas secuencias
en un proceso de alineamiento usado tipicamente para encontrar patrones (ver[L3]). Por tal
motivo, no es una regla que ambas secuencias se encuentren intactas en todos los organismos
y genes sino mas bien, se suelen presentar solo unos cuantos nucledtidos de ellas. Por otro
lado, la cantidad de nucledtidos que aparecen previos al gen también es un nimero de con-
senso por lo que pueden sufrir variaciones caso a caso, aunque se ha estudiado que el niimero
optimo de bases entre ambas secuencias es de 17 pb. Dependiendo el organismo existen otras
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secuencias de consenso que cumplen el rol de regiones promotoras y que estan ubicadas cerca
de las posiciones 42 y 52 previas al inicio de un gen siendo ellas 5>-AAAAAARNR-3’ y
5-AWWWWWTTTTT-3’ respectivamente donde W =A/T, R=A/GyN=A/T/G/C
(ver[11], [2]).

Teniendo en mente lo explicado en el parrafo anterior es importante conocer cual es la secuen-
cia de consenso para los genes anotados encontrados en la base "caracteristicas” (comenzando
con ATG o GTG) y que se denominard por secuencia de consenso anotada. Posteriormente,
en base a dicha secuencia, se pretende establecer una medida de comparacién con las secuen-
cias de consenso obtenidas desde las bases de candidatos a genes a medida que se varia el
largo minimo de estos. Para dicho propdsito y sabiendo que las posibles regiones promotoras
se encuentran en las posiciones aproximadas de 10, 35, 42 y 52 nucledtidos previos al inicio de
un gen, se calcularan dichas secuencias de consenso utilizando 70 posiciones previas a cada
gen comenzando con un codén de inicio ATG o GTG.

Para extraer las secuencias de consenso se alinean todos los genes y candidatos a partir
de sus codones de inicio y por cada posicion previa a estos se calculan las frecuencias de
aparicion por cada una de las bases. Luego, por cada posicion se extrae la base con mayor
frecuencia y la secuencia resultante es precisamente la secuencia de consenso. Luego de apli-
car este procedimiento para los genes anotados la secuencia de consenso resulta ser:

5 - TTTTTTTTTTTTTTTATATTTTTAATATTAATAATTTATTTTATTTTAATATAAAAAAAGGGG
AAAAATT - 3

Las regiones marcadas con negro corresponden a las secuencias mas cercanas a aquellas
indicadas como promotoras segun la literatura. Notemos que la secuencia TATAAA es muy
similar a aquella definida por la Caja de Pribnow (ver[5]) difiriendo inicamente en la tltima
base en que aparece una A en lugar de una 7T'y ademaés aparece en torno a la posiciéon 18 desde
el extremo 3’. También se observa la secuencia TTAATA la que es similar a la encontrada
en la literatura (ver[d]) en torno a la posicién 35 - TTGACA - aunque la primera presenta
la base A en lugar de G y C'y ademaés esta ubicada en torno a la posicion 40 desde el extremo
3. Es importante notar también que el espacio entre ambas secuencias es de 16 pb. lo que
es muy cercano al 6ptimo de 17 pb indicado previamente. Por 1ltimo se observa la secuencia
TTTTTTTTTTT ubicada en torno a la posicién 64 desde el extremo 3’ la cual podria estar
relacionada con AWWWWWTTTTTT descrita en torno a la posicion 52 donde las bases
Ay W son reemplazadas por T (ver[2]). Esta informacion da cuenta entonces de regiones
que posiblemente tienen una gran importancia a la hora de identificar genes.

Como se mencioné antes, la idea es comparar la secuencia de consenso anotada con las
secuencias de consenso obtenidas de la secuencia de bases de candidatos a genes usada an-
teriormente en el andlisis de sensibilidad de genes anotados. Es una secuencia decreciente de
bases de datos donde la primera corresponde a aquellos candidatos con un largo superior a
100 pb, la ultima corresponde a aquellos con un largo superior a 3500 pb y donde ademas el
largo minimo se va aumentando de a 100 pb entre una y otra.

Para comparar las secuencias de consenso, en la literatura se suelen usar algoritmos de
alineamiento local y global con el propésito de encontrar patrones de semejanza inaltera-
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bles entre las secuencias. Los métodos actuales se basan primordialmente en el algoritmo de
alineamiento global de secuencias de Needleman-Wunsch (ver [§]) y en el algoritmo de ali-
neamiento local de Smith-Waterman (ver [16]). En esta memoria, con el fin de establecer una
nocién simple de comparacién entre secuencias de nucleétidos, se utiliza una simplificacién
de los alineamientos globales en que tnicamente se comparan las secuencias posicion por po-
sicion. Se introduce un poco de notacién al respecto: sean S = s15983....5; ¥ S = s;s;sg....s;
dos secuencias cualesquiera de largo k& donde s;, s; € {A,T,G,C} Vi = 1,..., k. Definimos
entonces la funcién Dy : &5 x &5 — [0, 1] por:

la cual toma dos secuencias en el espacio & de secuencias de tamaifio k y calcula su simili-
tud comparando posicion a posicion las bases en ambas. Dos secuencias exactamente iguales
tienen una similitud igual a 1 y una similitud igual a 0 en caso contrario. En la Figura 3.6 se
visualiza la variacién de la similitud entre las secuencias de consenso obtenidas de las bases
descritas y la secuencia de consenso anotada, en funciéon del largo minimo exigido para los
candidatos.

Variacion de la similitud con la secuencia de consenso
anotada al aumentar el largo minimo de los candidatos

0a-

Similitud

0.4-

0 1000 2000 3000
Largo minimo

— Similitud

Figura 3.6: Variacion de la similitud entre la secuencia de consenso anotada y las secuencias
de consenso de los candidatos al aumentar su largo minimo.
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Se observa que la similitud entre la secuencia de consenso anotada y las secuencias de consen-
so para distintos largos minimos alcanza su valor mas bajo con un 31 % en aquellos candidatos
con un largo mayor a 100 pb., y aumenta paulatinamente hasta llegar a su maximo con un
84 % cuando se consideran los candidatos con un largo mayor a 600 pb. Luego, la tendencia
es a la disminucién a medida que aumenta el largo minimo, llegando finalmente a un 44 %
cuando se toma un largo superior a 3500 pb. Una observacion clave a notar es la similitud
entre esta curva con la de sensibilidad de genes anotados mostrada en la Figura 3.4 cuando
se restringen los valores del largo minimo entre 100 y 1000 pb: cuando la sensibilidad es
muy baja y predominan candidatos espurios (por ejemplo cuando el largo minimo es de 100
pb.), la similitud entre las secuencias de consenso tiende a ser baja debido posiblemente a
que aquellos candidatos presentan secuencias muy disimiles a las codificadas por los genes
anotados lo que manifiesta su caracter de no gen. Por otro lado, cuando la sensibilidad es
alta, el nimero de genes anotados presentes en la base aumenta y por tanto la secuencia
de consenso tendera a agrupar mayor informacién relativa a estos lo que se traduce en una
mayor similitud con la secuencia de consenso anotada.

Sin embargo, al superar el largo minimo de 1000 pb. los comportamientos son muy dife-
rentes: la sensibilidad se mantiene estable en torno a un 60 % mientras que la similitud de
las secuencias de consenso tiende a la baja. Una justificacién plausible a este fenémeno es
que posiblemente el tipo de informacién situada en las regiones previas a los genes anotados
varia segun el tamafio que posean estos.

La informacién expuesta por las secuencias de consenso constituye un primer paso en la
bisqueda de patrones que se asemejen a los presentes en los genes anotados, sin embargo,
brinda un esquema muy general sobre como debiesen ser los verdaderos genes puesto que
solo se consideran las bases méas probables de encontrar posiciéon en cada posicion. Una al-
ternativa en la bisqueda de patrones a la secuencia de consenso resulta ser la informacion o
entropia contenida en cada una de las posiciones que definen un alineamiento de secuencias
de nucleétidos. Los alineamientos de secuencias de ADN se representan usualmente como una
matriz de posiciones ponderadas (PWM en inglés) de dimensién J x W donde J denota el
nimero de letras en el alfabeto a estudiar siendo este en el presente trabajo {A,T,G,C} |y
W denota la posicion relativa en las secuencias alineadas. Se define entonces el contenido de
informacién en bits de la posicién w del alineamiento (ver[I4]) como:

4
1C(w) = logy(J) + 3 Py logy (i) = logy(]) — entropia(uw)

J=1

Para estudiar el contenido de informacién (IC') de los genes anotados se considera la re-
gién de 90 nucledtidos previa a su inicio por lo que W = 90, y asi la matriz de posiciones
ponderadas resulta ser de dimension 4 x 90 donde cada una de las filas da cuenta de la fre-
cuencia relativa dentro del alineamiento de cada una de las cuatro bases nitrogenadas. Por
lo dicho anteriormente es claro que la suma por columnas debe ser igual a 1 y que ademas
dado que hay 4 letras en el alfabeto, entonces el término log,(.J) es igual 2. Asi, una posicién
en el alineamiento en que todas las bases ocurren con igual probabilidad tiene IC' = 0, y en
caso en que solo una se manifiesta en dicha posicién da cuenta de IC' = 2. Lo anterior se
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interpreta de la siguiente forma: las posiciones que son altamente conservadas y por tanto
presentan menor resistencia al cambio tienen un /C' alto mientras que aquellas que son menos
conservadas y por tanto varian mas tienen un /C bajo.

Una forma de graficar el IC sin perder la informacién de las frecuencias relativas en la
matriz de posiciones ponderada es realizar un grafico de logotipo de las secuencias alineadas.
Schneider y Stephens (ver[I4]) disenaron este método el cual consiste en graficar el IC' ver-
sus las posiciones en el alineamiento, con la sutileza que posicion a posicion se grafica una
columna con las cuatro letras representando las bases nitrogenadas. La altura de la columna
es proporcional al valor de IC' y el tamano de cada letra dentro de esta informa sobre la
frecuencia relativa de cada base en dicha posiciéon. A continuacién se muestran los gréaficos
de logotipo para los genes anotados segmentados por hebra y por tipo de codén de inicio.

Variaciéon de IC en regién previa a los genes comenzando con ATG en hebra primaria
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Variacion de IC en regidn previa a los genes comenzando con ATG en hebra complementaria
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Variacién de IC en la region previa a los genes comenzando con GTG en hebra complementaria
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Figura 3.7: Variacién de IC en regiones previas a los genes segin tipo de hebra y codén de
inicio.

El eje que mide el contenido de informacién (IC) alcanza valores negativos debido a que las
columnas de letras se normalizaron de tal manera que aquella que representa la base mas
frecuente en cada posicién esté sobre el valor 0 y el resto bajo este, por lo que el valor de
1C se calcula como el largo de la columna o pila. Se debe agregar ademas que, por motivos
de visualizacion, solo se muestra la secuencia de logotipos hasta 90 posiciones anteriores al
inicio de cada gen.

La secuencia de logotipos establece que los genes de la hebra primaria como complementaria
tienen un mayor contenido de informacién (IC) en torno a las primeras posiciones previas
a su comienzo: el maximo IC' se alcanza en la posicién 9 y en su entorno se observa un
patron similar de comportamiento. Esto quiere decir que las primeras posiciones son las mas
conservadas entre los genes anotados. Cuando el analisis se segmenta segun el tipo de codén
de inicio se observan diferencias claras en el comportamiento general del IC'. En los genes de
ambas hebras comenzando con AT'G se ve que el IC méaximo alcanza un valor aproximado
de 0.45 bits, mientras que en aquellos con codén de inicio GT'G el valor aumenta por sobre
los 0.6 bits y por tanto en estos tltimos la conservacion de las bases es mayor. Otra diferencia
clara es el tipo de base mas conservada segtn el codon de inicio: para AT'G la secuencia mas
conservada en las primeras 13 posiciones es 5’-AAXGGGAAAAATT-3’ donde X=A sila
hebra es primaria y X=G si es complementaria y, para G'I'G la secuencia para ambas hebras
es 5’-AAGGGGGTAAAAC-3’. Por otro lado se aprecia que el comportamiento del con-

44



tenido de informacién tiende a ser mas variable para los genes comenzando con GT'G después
de cierto punto dentro de las 90 posiciones mostradas. Por el contrario, el valor de IC' pa-
ra los genes con comienzo AT'G tiende a disminuir progresivamente al ir alejandose del inicio.
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3.2.2. Anailisis de rendimiento del algoritmo de optimizacién sobre
distintos candidatos a genes

El algoritmo de optimizacion constituye un esquema sencillo para modelar la organizacion
de los genes basado en el criterio de maximizar la ocupacion génica sobre una molécula de
ADN seleccionando candidatos que no traslapen entre si. No toma en cuenta la informacién
codificada a través de los nucleétidos ya que solo usa como inputs las posiciones de inicio
y término de los candidatos para lograr una soluciéon 6ptima. Sin embargo constituye una
forma simple de obtener muestras mas acotadas de candidatos lo que sera clave al momento
de clasificar por medio de arboles de decision.

Es importante saber como se distribuyen los genes anotados encontrados en las soluciones
del algoritmo de optimizacion para estimar la sensibilidad de estas muestras respecto a genes
reales. Una alta proporcion de genes verdaderos en la solucién encontrada se traduce en una
mayor probabilidad de identificarlos sin cometer muchos errores en las etapas de clasificacion.

Para tales efectos se simulan diferentes etapas de optimizaciéon segin el largo minimo de
los candidatos considerados en los marcos de lectura de la base "RF”. Es decir, se genera
nuevamente una secuencia anidada decreciente de 35 submuestras desde la base "RF” de tal
modo que en cada una se va incrementando el largo minimo exigido para los candidatos co-
menzando con todos aquellos de un largo mayor a 100 pb. hasta llegar a la tltima submuestra
compuesta de candidatos con un largo mayor a 3500 pb. Por cada una de ellas se ejecuta el
algoritmo de optimizacién y se mide la proporcién de genes anotados en cada solucion seg-
mentando por tipo de hebra y por codén de inicio. En la Figura 3.8 se muestra como varia
dicha sensibilidad en funcién del largo minimo.

Se observa que para la submuestra con candidatos de largo mayor a 100 pb, la solucién
a la optimizacién consta con un 37 % de genes anotados. De ese porcentaje sobre un 90 %
corresponden a genes comenzando con un codén ATG con proporciones similares en ambas
hebras. A medida que se incrementa el largo minimo por submuestra la sensibilidad de las
soluciones respecto a los genes anotados comienza a aumentar superando el 68 % una vez
pasado el largo minimo de los 500 pb. La proporcion segun tipo de hebra y codéon de inicio
sigue manteniéndose pareja en este punto. La sensibilidad total se mantiene relativamente
estable en torno al 68 % a medida que aumenta el largo minimo exigido, aunque con una lige-
ra preponderancia de genes anotados en la hebra complementaria. La sensibilidad maxima se
alcanza cuando se consideran candidatos con un largo mayor a los 2600 pb. llegando a valores
totales por sobre el 75% de la solucion reportada por la optimizacién respectiva. Después
de este punto la sensibilidad tiende a disminuir llegando a un 61 % en la tltima muestra de
candidatos de un largo superior a las 3500 %.
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Variacion de la tasa genes anotados / optimizacién cuando el largo minimo aumenta en 100 pb.
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Figura 3.8: Variacién en porcentaje de la cantidad de genes anotados en la soluciéon por opti-
mizacién de acuerdo al tipo de hebra y codén de inicio. Las hebras se codifican como 1/2 para
prim./compl. y los codones de inicio posibles como A/G en las etiquetas sla/slg/s2a/s2g.

Este resultado sugiere sorprendentemente que a medida que se restringe la btisqueda
de genes verdaderos entre candidatos de un largo cada vez mayor entonces mas alta sera
la probabilidad de encontrar un gen efectivamente anotado, es decir, la cantidad de falsos
positivos arrojados por la optimizacién disminuye. Dicho de otra forma, mientras mayor sea
el largo de un candidato entonces mayor es la probabilidad de que corresponda a un gen
anotado. Esta afirmacién solo vale entre cierto rango de valores para el largo minimo exigido
pues, como ya se menciond, luego de cierta tolerancia la sensibilidad comienza a decaer. Es
importante anadir que este comportamiento es similar al observado en las submuestras de
candidatos extraidos de "RF” sin utilizar el algoritmo de optimizacion.

47



Capitulo 4

Simulaciones y Resultados

En este capitulo se expondra la metodologia de las simulaciones llevadas a cabo
junto a los resultados de las mismas. Los algoritmos de clasificacion base en todas ellas son
los arboles de clasificacion estudiados en el capitulo 2. Se mezclan distintos enfoques en la
utilizacion de arboles con el objetivo de imitar - dentro de lo posible - el procedimiento por
el cual se expresan los genes en el ADN al interior de la célula. El algoritmo que maximiza
la tasa de ocupacion génica sobre las hebras de ADN juega un papel crucial en el desem-
peno que obtendran los arboles de decisiéon puesto que permite obtener una submuestra de
candidatos mas balanceada entre las clases ”si” y "no” presentes en las bases Muestral y
Muestra2. Se inicia el capitulo con la descripcion de las principales métricas empleadas para
medir el rendimiento de los drboles. Luego, se presentan las técnicas en base a arboles junto
a su rendimiento a través de las diversas simulaciones realizadas.

4.1. Medidas de Rendimiento

El objetivo principal de este trabajo consiste en identificar genes usando la informa-
cién disponible en la secuencia de nucledtidos del ADN de la bacteria Escherichia Coli. En
el camino para alcanzar dicha tarea se desea entender los mecanismos celulares de transcrip-
cién y traduccion involucrados en el reconocimiento de genes por lo que, siempre se realizaran
experimentos que busquen simular dichos procesos sin caer en el error de usar informacion
no disponible para tales efectos. De este modo solo se emplearan como datos las regiones
previas al inicio de los potenciales candidatos a gen pues asi se concibe la lectura secuencial
5" — 3 de la informacién llevada a cabo por la proteina ARN - polimerasa en una secuencia
de nucledtidos en el ADN. En otras palabras, las potenciales zonas codificantes (candidatos
a genes) situadas inmediatamente después de los codones de inicio seran intocables por las
técnicas descritas posteriormente.

Antes de describir la metodologia de las simulaciones es necesario mencionar cual sera la
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principal medida de éxito que se busca optimizar al momento de comparar los distintos mo-
delos utilizados. La identificacion de genes corresponde a un problema de clasificacion binaria
donde la variable a predecir es aquella que da cuenta de la presencia o no de un gen y que esta
codificada en las bases Muestrala, Muestralg, Muestra2a y Muestra2g por la caracte-
ristica inicio con posibles valores "si” (gen) y "no” (no gen). La naturaleza de este problema
- v en general de todos los referentes a clasificacion - permite medir el rendimiento de algtin
algoritmo a través de una sencilla matriz conocida como matriz de confusion en la cual se
registran los aciertos y no aciertos efectuados por el algoritmo. En el caso de clasificacion
binaria la matriz de confusién tiene dimension 2 x 2 y de ella se pueden computar variados
indicadores que dan cuenta del rendimiento del algoritmo a través de diferentes criterios. En
la siguiente tabla se muestra una tipica matriz de confusion para un problema de clasificacion
binario:

Valores Reales

si no
" Verdaderos Falsos
w 2 Si| Positivos Positivos
0O
5% (TP) (FP)
< &
A Falsos Verdaderos
no | Negativos Negativos
(FN) (TN)

Los valores TP y TN dan cuenta del total de casos que fueron clasificados correctamente de
la clase ”si” y "no” por un algoritmo de clasificacion genérico. El valor FP corresponde al
total de casos que siendo clasificados como ”si” en realidad pertenecen a la clase "no” y FN
es analogo para la situacion reversa. Estos dos valores situados fuera de la diagonal de acierto
se interpretan como los casos mal clasificados por el algoritmo. Por tanto siempre se debe
intentar disminuir dichos valores con el animo de conseguir buenos resultados. Los siguien-
tes indicadores son construidos a través de los valores arrojados por la matriz de confusion
y son ttiles para medir el rendimiento de los diferentes métodos que se usan en esta memoria:

e Sensibilidad (TPR): corresponde a la proporcién de casos en la clase positiva "si”

. _ TP
correctamente predichos y se calcula como TPR = 777

e Precisiéon (PPV): corresponde a la proporcién de casos que siendo clasificados en la

spe 9 299 : 99 299 _ TP
clase positiva ”si” efectivamente son 7si” y se calcula como PPV = 75— S~ FP

e Accuracy (ACCQC): corresponde a la proporcién de casos correctamente predichos en

_ TP+TN
ambas clases respecto al total y se calcula como ACC' = 75— rpimn-

e Mededida F1: corresponde a media armoénica entre la precision y la sensibilidad y se

_ o PPVXTPR
calcula como F'1 = 27PPVH,PR.
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La sensibilidad nos informa sobre que tan bien un algoritmo de clasificaciéon puede identi-
ficar los elementos en la clase de interés o positiva. Si esta es baja, entonces no se capturan
los elementos correctos y por tanto la clasificacién es paupérrima. Una sensibilidad maxima
informa que no hay falsos negativos y por tanto todos los elementos en la clase "si” fueron
correctamente clasificados, sin embargo, la ausencia de falsos positivos no esta asegurada ya
que el algoritmo puede clasificar positivamente mas casos de los estrictamente pertenecientes
a la clase ”si”. La precision es la medida que cuantifica la presencia de falsos positivos por lo
que si su valor es bajo, entonces muy pocos de los elementos predichos como ”si” efectivamen-
te estan en dicha clase. La accuracy mide la cantidad de aciertos totales para ambas clases.
En problemas de clasificacion donde el desbalance entre clases es significativo, la accuracy
representa una mala de medida de la performance de algin algoritmo pues tiende a ser alta.
La razén es que las decisiones de clasificacion privilegian a la clase mayoritaria (que no es la
interesante en este caso) y por tanto se ocultan los errores sobre la minoritaria. La medida
F1 corresponde a la media armonica entre sensibilidad y precisién y se usa para balancear
los resultados obtenidos de estas.

De lo anterior se desprende que la situacion ideal de clasificaciéon donde todos los casos
son correctamente asignados en sus clases respectivas ocurre cuando la sensibilidad y preci-
sion son maximas. En lo que concierne al problema de clasificacién de genes se debe hacer
un balance entre estos indicadores buscando maximizar la cantidad de genes encontrados sin
caer en la abundancia de falsos positivos. Particularmente la precision es de suma relevancia
ya que si bien es importante reconocer la mayor cantidad de genes, lo es mas el estar seguro
de que aquellos candidatos predichos positivamente por el algoritmo son efectivamente genes.

4.2. Implementacién Numérica

Las simulaciones numéricas fueron implementadas en el lenguaje de programaciéon
R el cual consta con una amplia variedad de paquetes de funciones especializados en algo-
ritmos de aprendizaje supervisado en el area del aprendizaje de maquinas. En particular,
para arboles de clasificacion y regresion, el paquete rpart implementa de muy buena manera
el algoritmo original CART desarrollado a mediados de la década de los anos ochenta por
Breiman (ver[I]). Este paquete tiene la ventaja de contar con funciones que permiten seguir
el rastro cabal de todo el proceso de construcciéon de un arbol como también de su posterior
poda y, por tal motivo es el elegido para llevar a cabo las pruebas numéricas.

A continuacién se presentan los principales parametros de la funcién rpart que deben ser
ajustados para calibrar el crecimiento de los arboles de clasificacion:

e formula: corresponde al modelo de respuesta y caracteristicas usado. En lo que sigue
esté serd inicio ~ ul + .. + 130 o inicio ~ ul + .. + u70 segun el caso a estudiar.

e data: corresponde a los datos usados para entrenar un arbol. Estas seran Mestrala,
Muestralg, Muestra2a, Muestra2g o submuestras de ellas.

20



e method: especifica el tipo de arbol a usar: clasificacién (¢lass") o regresiéon (.2nova').
En todo este trabajo se usaran los primeros.

e parms: es una lista de parametros involucrados en las divisiones de nodos. Las proba-
bilidades a priori prior de las clases ”si” y ”no” se eligieron como la proporcién de
ocurrencia en los datos. La funciéon de impureza usada se ajusta por el parametro split
y en todo este trabajo serd la entropia. El parametro loss ajusta la matriz de costos
usada para penalizar los errores de clasificacion y que en este trabajo serd siempre c¢(”si”
| 77n077>:3C(77n|077 | ”Si”) y C(”Si” | ”Si”), C(77n077| ”I]_O”):O.

e control: es una lista de parametros que controla el crecimiento de un arbol. El para-
metro minsplit es el minimo nimero de observaciones por nodo necesarias para hacer
un corte. El parametro minbucket es el minimo de observaciones en un nodo para
declararlo terminal. El pardmetro xval es el nimero de validaciones cruzadas hechas
para calcular el mejor subarbol podado, el cual se fija en xval=10. El pardmetro cp
controla el crecimiento de un arbol. A mayor valor se penaliza mas el tamano del arbol
en funciéon del nimero de nodos terminales.

4.3. Simulaciones

Como incursiéon exploratoria inicial sobre los datos se realiza una simulacion median-
te arboles de clasificacion sobre las bases de datos Muestrala, Muestralg, Muestra2a
y Muestra2g usando solamente 30 nucledtidos previos al codén de inicio de los candida-
tos a genes. Cada una de estas bases se divide en dos conjuntos de observaciones: uno para
entrenar y ajustar los parametros de crecimiento y divisiéon del arbol llamado conjunto de
entrenamiento y otro para evaluar el poder predictivo sobre datos no usados en el proceso de
entrenamiento llamado conjunto de prueba. La divisién se hace de manera aleatoria pidiendo
que la proporcién de muestras se mantenga en un 70 % - 30 % para el par entrenamiento-
prueba asegurando que la proporcion entre las clases se mantenga relativamente constante en
ambos conjuntos. La razon de las proporciones 70 % - 30 % es que mientras mas datos posea
el arbol durante la etapa de entrenamiento mas informacion sobre la relacion de las variables
podra utilizar en su construccion.

La funcion de impureza elegida para la seleccion de los cortes éptimos en la etapa de creci-
miento es la entropia. Dado que las clases "si” y "no” estan muy desbalanceadas con unas
proporciones del 2,8% - 97,2% para Muestrala y Muestra2a y del 0,3% - 99,7 % para
Muestralg y Muestra2g, se emplea una funcién de costo para las clasificaciones erréneas
tal que clasificar mal un elemento de la clase positiva (”si”) es tres veces més costoso que
clasificar mal uno de la negativa ("no”). Con lo anterior se pretende que el drbol asigne més
nodos terminales a la clase ”si”. Por otro lado, se hace crecer el arbol lo maximo posible por
lo que el pardmetro de complejidad en la funcién rpart sera cp= 0,0001, la cantidad minima
de observaciones por nodo necesarias para efectuar un corte serd minsplit=3 y la cantidad
minima para considerar un nodo como terminal serda minbucket= 1.

Luego del crecimiento inicial, los arboles son podados con el fin de evitar el sobreajuste
del modelo en los datos de entrenamiento y asi poder generalizar los resultados a datos no
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vistos en el conjunto de prueba. Para elegir el mejor subarbol podado se realiza una valida-
cion cruzada interna de 10 partes durante el proceso de entrenamiento. El tamano 6ptimo
de dicho subarbol estarda dado por aquel que reporte el menor error de clasificaciéon durante
la validaciéon cruzada. A continuacion se muestra una tabla que contiene informacién rele-
vante sobre el rendimiento de los cuatro arboles sobre cada uno de los conjuntos de prueba,
tales como la matriz de confusion y las métricas descritas anteriormente. Se observa que el
rendimiento en los cuatro casos es muy bajo en términos de sensibilidad (TPR) y precision
(PPV) especialmente en las bases de candidatos con codén de inicio GT'G. Por el contrario,
la accuracy (ACC) es casi perfecta dada la enorme cantidad de candidatos pertenecientes a
la clase "no” lo que refleja la paradoja de esta métrica inclindindose prioritariamente hacia la
clase mayoritaria cuando estas estan en proporciones desbalanceadas.

Base de Datos| TP FP TN FN|TPR PPV ACC F1
Muestrala [172 491 21840 380] 0.31 0.25 0.96 0.28
Muestralg 7 51 16992 41| 0.14 0.12 0.99 0.13
Muestra2a [170 509 22016 416] 0.29 0.25 0.96 0.27
Muestra2g 2 69 17137 4710.04 0.03 0.99 0.03

Tabla 4.1: Rendimiento de los drboles sobre los conjuntos de prueba asociados a cada base
Muestra usando 30 posiciones previas al inicio de los candidatos. Las métricas usadas son la
sensibilidad (TPR), precisién (PPV), accuracy (ACC) y el puntaje F1.

Una segunda aproximacion consiste en realizar las mismas simulaciones tomando esta vez
70 nucleétidos previos al inicio de los candidatos. A priori este cambio podria ser significa-
tivo considerando que alrededor de las posiciones 35, 42 y 52 existen en general zonas que
actian como promotores en la expresion de los genes de acuerdo a la literatura aunque, segin
el analisis de las secuencias de consenso realizado para los genes anotados en un capitulo pre-
vio, dichos promotores se encuentran en posiciones un tanto diferentes a las mencionadas. En
el proceso de entrenamiento se utilizaron los mismos pardmetros empleados en la simulacién
anterior como también los mismos conjuntos de entrenamiento. A continuacion se muestra el
rendimiento de dichos arboles sobre los conjuntos de prueba.

Base de Datos|TP FP TN FN|TPR PPV ACC F1
Muestrala [164 529 21802 388] 0.29 0.24 0.96 0.26
Muestralg 9 59 16984 29 1 0.19 0.13 0.99 0.16
Muestra2a [166 507 22018 420] 0.28 0.25 0.96 0.26
Muestra2g 5 77 17129 44| 0.I 0.06 0.99 0.08

Tabla 4.2: Resultados de la prediccion de los arboles sobre los conjuntos de prueba asociados
a cada base Muestra usando 70 posiciones previas al inicio de los candidatos.

Se observa que no hay diferencias significativas entre estos resultados y los anteriores en
términos de sensibilidad y precisién por lo que los resultados siguen siendo insatisfactorios.
Ademas, al observar el nimero de nodos terminales en ambas simulaciones se comprueba
que los arboles son excesivamente grandes con valores por sobre las 100 hojas para aquellos
relativos a candidatos con inicio GT'G y por sobre 1000 para los que comienzan con ATG lo
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que indica un clara sobreajuste de los modelos a los datos de entrenamiento.

Dado que las clases en las bases de datos estan altamente desbalanceadas en desmedro de la
clase de interés, resulta necesario elaborar estrategias que permitan compensar los problemas
de clasificacion reportados anteriormente.

4.3.1. Estrategia 1: Optimizacion y Clasificacion

Como primera estrategia se usa una combinacién del algoritmo de optimizacion
sobre la tasa de ocupacion génica junto a los arboles de decision. El motivo de realizar es-
to es que mediante la optimizacién se extrae una submuestra desde las bases Muestrala,
Muestralg, Muestra2a y Muestra2g que balancea mejor las clases "si” y "no”. Inicialmente se
ejecuta el algoritmo de optimizacion sobre los candidatos a genes situados en los seis marcos
de lectura de la base "RF”. En particular se usan solo aquellos candidatos con un largo mayor
a 100 nucleodtidos.

El resultado de la optimizacion arroja los siguientes resultados mostrados en la Tabla 3.3:
el algoritmo seleccion6 6449 candidatos a genes como solucién 6ptima al problema de maxi-
mizar el area ocupada en una hebra de ADN sin incurrir en solapamientos entre candidatos
pertenecientes a distintos marcos de lectura. El porcentaje del area total ocupada llega a un
87,9% y de los 6449 candidatos 2354 corresponden a genes anotados lo que representa un
36,5 % del total. De dichos genes anotados el 91,6 % comienzan con AT'G por lo que solo 198
genes tienen codoén de inicio GT'G. Se observa que la tasa de genes anotados en las respectivas
bases "Muestra” alcanza un valor promedio del 49 % para "Muestrala” y Muestra2a mientras
en las relativas al inicio GT'G dicha tasa llega a un 9,5 % promedio para ambas hebras.

Lo esencial a rescatar es que de los 2985 genes presentes a lo largo de los seis marcos de
lectura en la base "RF” de candidatos con un largo mayor a 100 pb., el algoritmo de optimi-
zacion logro seleccionar 2354 (79 %) teniendo como tnica restriccién que estos no traslapen.
Por otro lado, al separar los candidatos de esta submuestra en funcién de su hebra contene-
dora y del tipo de coddén de inicio la proporcion entre las clases positiva y negativa cambia
radicalmente a lo que ocurria en las simulaciones exploratorias: el balance si/no en los candi-
datos de ambas hebras con inicio AT'G pas6 de un pobre 2,8 % a casi un 50 % y en aquellos
con comienzo GT'G este pasé de un 0,3% a un 9,5 % lo que sin duda representa una mejora
pero que debe ser balanceada con la factible pérdida de genes anotados tras la optimizacion.

Una vez separadas las muestras se procede a ejecutar la clasificaciéon sobre estos nuevos con-
juntos por medio de arboles de decisiéon. Nuevamente se usa una proporcion 70-30 en los
conjuntos de entrenamiento y prueba. Estos son muestreados aleatoriamente tal que la pro-
porciéon de las clases sea aproximadamente la misma en ambos.

Eleccion de parametros : La matriz de costos asociada al error de clasificacion man-
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Candidatos | Anotados Tasa de Anotados
encontrados|Encontrados|en Base Muestra [ %]

Base de Datos

Muestrala 2114 1031 48.7
Muestralg 1030 98 9.5
Muestra2a 2274 1125 49.4
Muestra2g 1031 100 9.7

Tabla 4.3: Resultados de la optimizacion sobre los candidatos a genes en los marcos de lectura
con un largo mayor a 100 pb.

tiene sus valores penalizando tres veces mas clasificar errébneamente una observaciéon como
gen cuando en realidad no lo es versus el caso opuesto. El resto de pardametros a ajustar son
el pardmetro de complejidad (cp), el nimero minimo de observaciones por nodos necesario
para llevar a cabo un corte (minsplit) y el nimero minimo de ellas para considerar un nodo
como terminal u hoja. Se buscardn los parametros que reporten el mejor rendimiento en
precision (PPV) por medio de una validacion cruzada de 10 partes. La manera para efectuar
dicha optimizacion es realizar una busqueda en grilla, es decir, se fijan intervalos de valores
para cada pardmetro y se simula un &rbol por cada tupla (cp, minsplit, minbucket) posible
de valores. Los valores en cada intervalo se restringen a una cantidad finita de modo que la
buisqueda se logre en una cantidad finita de pasos. La tupla escogida es aquella que reporta la
mayor precision en la etapa de validacion cruzada. Es importante aclarar que la tupla éptima
puede cambiar en funcién de la base "Muestra” por lo que es pertinenete aclarar cual fue
seleccionada caso a caso.

En la siguiente tabla se muestra la tabla con las predicciones y rendimientos de los arboles
podados en cada conjunto de prueba ademés de las tuplas de los parametros éptimos encon-
trados caso a caso. Se observa que el rendimiento ha mejorado ostensiblemente en funcion
de la sensibilidad (TPR) y la precisién (PPV) observadas en las simulaciones de exploraciéon
iniciales. La sensibilidad alcanza su valor mds alto en Muestrala con un 68 % y la precisién
hace lo mismo en Muestra2a con un 92 %. En particular las métricas son mas altas en aque-
llas bases con candidatos que comienzan con AT'G. Esta diferencia con aquellos de comienzo
GTG se produce probablemente al desbalanceo entre las clases positiva y negativa en este tl-
timo caso pero, ain asi el desempeno es mejor que aquel observado en las etapas exploratorias.

Base de Datos| TP FP TN FN|TPR PPV ACC F1 | FPardmetros Optimos
(cp, minsplit, minbucket)
Muestrala (210 39 285 99| 0.68 0.84 0.78 0.75 (0.01, 30, 10)
Muestralg 8 3 276 211028 0.73 092 0.4 (0.01, 20, 7)
Muestra2a [172 15 329 165[ 0.51 0.92 0.74 0.66 (0.01, 30, 10)
Muestra2g 7 5 274 231023 058 091 0.33 (0.01, 20, 7)

Tabla 4.4: Resultados de la prediccion de arboles sobre las muestras obtenidas post algoritmo
de optimizacion para candidatos de un largo mayor 100 pb.

Si bien es cierto que las mejoras en las métricas de desempeno son evidentes, estas dependen
fuertemente de la division aleatoria hecha al comienzo en la conformaciéon del conjunto de
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entrenamiento y prueba. Los resultados podrian tener una gran varianza en funcién de la
divisién establecida por lo que es necesario disminuirla con el fin de obtener desempefios
veridicos y no inflados. La alternativa para llevarlo a cabo consiste en repetir el proceso an-
terior una cantidad de N veces con el fin de someter el modelo a diferentes particiones de
entrenamiento y prueba. Las métricas resultantes son luego promediadas para obtener una
nociéon mas clara del desempeno efectivo de los arboles de clasificacion.

Se realizan 10 particiones diferentes entre conjuntos de entrenamiento y prueba tal que so-
bre cada una se entrena el modelo de arbol utilizando los mismos parametros optimizados
previamente. Este procedimiento se realiza sobre cada una de las bases "Muestra” y los re-
sultados de sus desempenios en los conjuntos de prueba respectivos son promediados. En la
siguiente tabla se muestran las métricas asociadas a cada base utilizada. Se observa que los
resultados en las distintas métricas variaron respecto a la simulaciéon anterior. Para las bases
comenzando con ATG la sensibilidad y precision se estabilizaron en torno al 56 % y 75 %
promedio respectivamente mientras que en aquellas comenzando con GT'G estos alcanzan
valores aproximados de un 22 % y 91 % en promedio. Si bien los resultados son diferentes y
en algunos casos empeoran, en general siguen siendo bastante mejor que los reportados en la
etapa de exploracion.

Base de Datos| TPR PPV ACC F1 | Pardmetros Optimos
(cp, minsplit, minbucket)
Muestrala | 0.56 0.88 0.74 0.68 (0.01, 30, 10)
Muestralg [ 0.21 0.66 0.91 0.31 (0.01, 20, 7)
Muestra2a | 0.56 0.89 0.75 0.68 (0.01, 30, 10)
Muestra2g | 0.23 0.62 0.91 0.33 (0.01, 20, 7)

Tabla 4.5: Resultados de la prediccion de arboles post optimizacion usando 10 particiones
diferentes del par entrenamiento/prueba.

4.3.2. Estrategia 2: Optimizaciéon y Clasificacion sobre candidatos
con codon de inicio degenerado

Las bases de candidatos a genes por marco de lectura con un largo mayor a 100 pb.
situadas en "RF” tienen 2985 genes anotados lo que representa un 72,4 % de los 4121 genes
con inicio ATG/GTG. Al momento de ejecutar el algoritmo de optimizacion, la muestra de
candidatos obtenidas tendra una cantidad de genes anotados acotada superiormente por la
sensibilidad de la base "RF” respecto a los genes verdaderos, es decir, en una situacién ideal
no podra obtener mas de 2985 genes verdaderos en su solucion. Este hecho también limitara
el rendimiento de los arboles de clasificacién pues las bases del tipo "Muestra” usadas para
su ajuste estan elaboradas directamente de la solucién a la optimizacion, por lo que no cuen-
ta con la informacién de todos los genes anotados. Si el caso fuera el contrario, los arboles
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podrian utilizar cabalmente todos los genes para encontrar las relaciones pertinentes en las
regiones previas a los codones de inicio.

La limitante en la cantidad de genes anotados que reconoce la optimizacién es la forma
en que se extraen los genes en los distintos marcos de lectura. La lectura de forma secuencial
a lo largo de las hebras para encontrar codones de inicio en el conjunto INICIO y codones
de parada en TERMINO no captura todos los genes anotados. El problema es el siguien-
te: los genes anotados no encontrados en "RF” estan ocultos en otros candidatos presentes
en "RF”, es decir, si I = [s(I), f(I)] representa un candidato a gen con s(I) < f(I)y
s(I), f(I) € {1,....,n} con n el largo de la cadena de ADN, entonces existe s* € N con
s* < f(I)y s* = s(I)+ 3k* para cierto k* € N tal que I* = [s*, f(I)] es un gen anotado, es
decir, I* C I. Dicho de otra manera, existen genes verdaderos en el interior de candidatos a
genes bajo el mismo marco de lectura. Se habla entonces de candidatos con codén de inicio
degenerado pues enmascaran la presencia de un codén de inicio que si reporta un gen con el
mismo codén de término. Para extraer dichos candidatos se debe cambiar la manera en que
se leen las hebras en cualquiera de sus marcos de lectura: se mantiene la lectura secuencial
de codones de inicio y parada explicadas en el capitulo de presentacion de los datos con la
sutiliza que una vez reportado un codén de término en cierto marco de lectura se recorre
nuevamente dicho candidato a gen desde su coddén de inicio y en el mismo marco de lectura
hasta encontrar un nuevo codon de inicio en el conjunto INICIO. Dicha subregién se registra
como un nuevo candidato en el marco de lectura al que pertenece el candidato que la contiene
y en caso de no existir se procede de la manera secuencial habitual.

En la siguiente tabla se resumen las principales estadisticas de esta nueva base de candi-
datos denominada RFD (Reading Frame Degeneracy), de la misma forma que se hizo para
la base RF e imponiendo un largo minimo por candidato mayor a 100 pb. La observacién
mas importante es que a través de este nuevo proceso de extraccion se obtuvieron un to-
tal de 124719 (n;) candidatos a genes de los cuales 4028 corresponden a genes anotados o
verdaderos. Los 4028 genes encontrados corresponden al (97,7 %) del total que comienzan
con ATG/GTG lo que corresponde casi a la totalidad de ellos. Sin embargo, también se
extrajeron una alta cantidad de candidatos espurios lo que disminuye considerablemente la
sensibilidad de la base respecto a los anotados a un 3,2 %. Otro hecho importante a destacar
es el aumento en el largo promedio de los candidatos llegando a las 500 bases aproximada-
mente para los seis marcos de lectura. Este hecho es llamativo puesto que si bien aumenté
considerablemente la cantidad total de candidatos estos contribuyen al aumento del largo
promedio y la razén a esto es que los candidatos degenerados difieren en muy pocas bases de
aquellos que los contienen ademas de existir en aquellos candidatos de un largo mediano en
adelante.

En este punto es interesante saber como sera el rendimiento del algoritmo de optimizacion
sobre la base "RFD”. Para ello basta simular la optimizacién con cada marco de lectura
visto como una hebra diferente tal como se hizo en la Estrategia 1 y sin preocuparse de la
degeneracion de los codones de inicio pues, segin la Proposicion 2.14 del capitulo 2, cada
candidato degenerado puede ser concebido como un nuevo marco de lectura y por tanto la op-
timizacion funciona de la manera usual. En el siguiente recuadro se muestran los resultados
tras la optimizacién usando los candidatos en "RFD” con un largo mayor a 100 nucleoti-
dos. La solucién del algoritmo de optimizacién arroja un total de 6787 candidatos con una
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Marco de

Hebra Loctura T T anotados Largo min Largo max Largo prom
+1 20214 638 101 4616 490.5
Primaria +2 21031 681 101 4568 505.3
+3 20439 642 101 7103 510.5
-1 21134 709 101 4961 492.3
Complementaria -2 21285 690 101 4562 497.2
-3 20616 668 101 4709 496.9

Tabla 4.6: Estadisticos bésicos para candidatos de largo mayor a 100 nucledtidos en base
"RFD” de marcos de lectura con codén de inicio degenerado.

ocupacion en la doble hebra de ADN del 91,7 % ambas cantidades superiores en compara-
cién a la solucion presentada en la Estrategia 1. Contrario a lo que se piensa, la cantidad
total de genes anotados encontrada es de 1894 observaciones lo que estd muy por debajo
de los 2354 encontrados en la optimizacion anterior. Del mismo modo la tasa de anotados
respecto al total de candidatos en cada base del tipo "Muestra” disminuye aproximadamen-
te un 10 % para aquellas que comienzan con AT'G y un 3 % para las que comienzan con GTG.

Los resultados sobre la optimizacion parecieran ser peores que los encontrados en la estrate-
gia previa, pero de todos modos es importante simular los drboles respectivos para entender
si hay informacion que incida de manera diferente en sus resultados.

B de Dat Candidatos | Anotados Tasa de Anotados
ase de Lalos|  contrados| Encontrados|en Base Muestra [ %]
Muestrala 2127 828 38.9
Muestralg 1219 77 6.3
Muestra2a 2226 909 40.8
Muestra2g 1215 80 6.6

Tabla 4.7: Resultados de la optimizacion sobre los candidatos a genes en los marcos de lectura
de "RFD” con un largo mayor a 100 pb.

El procedimiento de entrenamiento y prueba es repetido de forma exacta a lo hecho en
la Estrategia 1. Se separan los candidatos post optimizacion de acuerdo a su hebra y codén
de inicio respectivos. Posteriormente se extraen las caracteristicas de las regiones previas a
su comienzo considerando 70 posiciones o nucledtidos. La proporcién entrenamiento/test es
nuevamente 70 — 30 y para evitar la varianza de la elecciéon de una particiéon en particular se
llevan a cabo 10 remuestreos entrenamiento/test por cada base "Muestra” cuya performance
serd calculada como el promedio de las métricas ya establecidas anteriormente.

Elecciéon de parametros: La matriz de costo sera idéntica a la usada durante la Estra-
tegia 1 penalizando tres veces un falso positivo que un falso negativo. Para el resto de los
pardmetros se vuelve a utilizar una busqueda en grilla para encontrar la tupla (cp, minsplit,
minbucket) que reporte la maxima precision con el fin de cometer pocos falsos positivos. Esta
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busqueda se realiza a través de una validacién cruzada de 10 partes sobre el conjunto de
entrenamiento y se elige el trio de valores que reporte la mayor precision.

En la siguiente tabla se resume la performance de los arboles de clasificacion en los conjuntos
de prueba para cada base del tipo "Muestra” indicando las diferentes métricas y parametros
6ptimos utilizados.

Base de Datos| TPR PPV ACC F1 Para,metltos O.ptlmos
(cp, minsplit, minbucket)
Muestrala | 0.45 0.87 0.76 0.60 (0.01, 30, 10)
Muestralg | 0.20 0.48 0.93 0.27 (0.001, 20, 7)
Muestra2a | 049 0.86 0.76 0.62 (0.01, 30, 10)
Muestra2g [ 0.16 0.49 0.93 0.22 (0.001, 20, 7)

Tabla 4.8: Resultados de la prediccion de arboles post optimizacion en candidatos degenerados
de "RFD”. Se usan 10 particiones diferentes del par entrenamiento/prueba.

Se observa que el desempeno de los arboles merma respecto a lo obtenido en la Estrate-
gia 1. La sensibilidad (TPR) disminuye para todas las bases de datos llegando en el mejor de
los casos a un 49 % en "Muestra2g” y en el peor a un 16 % en "Muestra2g”. Por otro lado se
ve que la precisiéon (PPV) se ha mantenido relativamente igual para las muestras de candi-
datos con comienzo AT'G en ambas hebras y cuyo valor se alza sobre el 85 %. Sin embargo,
misma métrica se ve disminuida respecto a Estrategia 1 para aquellas bases cuyos candidatos
comienzan con GTG llegando a un escuélido 48 % aproximadamente en ambas hebras. La
razon del empeoramiento en la perforfmance de estos drboles se debe posiblemente al mayor
desbalance entre las clases "si” y "no” post optimizacion, producto de la menor cantidad de
genes anotados encontrados en dicha etapa como también por el aumento de falsos positivos.
En efecto, si observamos la solucién tras la optimizacién de las bases "Muestralg” y "Mues-
tra2g” en el cuadro 15, estas son las tinicas que han aumentado en nimero de candidatos
respecto a la Estrategia 1, con un valor cercano a 200. Al combinar lo anterior con el hecho
de que también disminuyen los genes anotados resulta convincente la merma tanto en sen-
sibilidad como precision. Por otro lado, en las bases "Muestrala” y "Muestra2a” el ntimero
de candidatos post optimizacién se ha mantenido relativamente constante a lo observado
en Estrategia 1 y lo tinico que disminuy6 fue la cantidad de anotados. Esto se traduce en
una menor sensibilidad pero en una preservacion de la precision dado que no aumentaron
los candidatos espurios y por tanto los resultados de los arboles se condicen con los de la
optimizacion.

A continuacion se visualizan los arboles obtenidos por tipo de base "Muestra”. La infor-
macién importante por rescatar en la Figura 4.1 es la relativa a las decisiones tomadas por
los arboles para efectuar la clasificacion. Los cortes disminuyen en importancia a medida que
se baja por el arbol puesto que cada vez se logra una menor disminucién de la impureza
respecto a la particién previa del espacio de caracteristicas. Se observa en general para los
cuatro arboles, que las variables de mayor importancia son aquellas situadas en torno a la
posicion 10 en direccién 5" o upstream. Variables tales como u9, u8, ul0, ull, ul2 tienden
a aparecer con mucha frecuencia en los primeros cortes. Ademds, siempre se pregunta por si
dichas variables toman como valor A o GG. Esto se relaciona con el analisis sobre secuencias
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de consenso realizado anteriormente, en el que las posiciones mas conservadas son efectiva-
mente las que toman mayor importancia en estos arboles y donde las bases A y G son las

establecidas en la secuencia de consenso.
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Figura 4.1: Arboles obtenidos durante el entrenamiento de las bases "Muestra”. Estas se
obtienen post optimizacion usando las bases de candidatos degenerados "RFD”

Otras variables que aparecen en los arboles son u20-u35 y u2l-u4l para las bases "Mues-
trala” y "Muestra2a” respectivamente. En particular, u35 y u4l pueden estar relacionadas
al promotor ubicado 35 posiciones antes del inicio de la transcripciéon genética. Para el arbol
de "Muestralg” aparecen las variables u37, u46, u60 y u68 lo que podria indicar la presencia
de promotores en dichas posiciones segtin los valores del contenido de informacién (IC) re-
portados en el grafico logotipo de los genes de la hebra primaria comenzando con GT'G.

4.3.3. Estrategia 3: Secuencias anidadas de Optimizacién y Clasi-

ficacion

Los niveles de sensibilidad reportados en las Estrategias anteriores son muy bajos
si lo que se quiere es identificar genes anotados. Es necesario cambiar la metodologia con el
objetivo de conseguir mejores resultados. En capitulos anteriores se ha estudiado como varia
la sensibilidad de las bases de candidatos respecto a los genes anotados cuando se extraen
submuestras de un largo minimo cada vez mayor. Los resultados expuestos en la Figura 3.4
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dan cuenta de una sensibilidad promedio por sobre el 62 % en las submuestras con un largo
minimo mayor a 600 pb. llegando incluso a un méximo del 75 % cuando la submuestra tiene
genes por sobre los 2600 pb. Un resultado de la misma naturaleza se observa si sobre cada una
de estas submuestras se simula el algoritmo de optimizacién. Las soluciones reportadas por
estos algoritmos también dan cuenta de una mayor sensibilidad respecto a genes anotados
cuando se va aumentando el largo minimo de las submuestras llegando a un valor promedio
del 68 % por sobre los 500 pb exigidos.

Como los resultados de la clasificacién por medio de arboles depende fuertemente del ba-
lance entre las clases positiva y negativa es interesante saber céomo varia el desempefio de
estos en las distintas métricas a medida que varia el largo minimo de los candidatos en la en
las soluciones post optimizacion. En la Figura 4.2 se muestra la variacion de la sensibilidad
y precision arrojadas por los arboles sobre los conjuntos de prueba, a medida que aumenta
el largo de los candidatos en las soluciones post optimizacion. Las sucesivas optimizaciones
se llevaron a cabo sobre las submuestras de candidatos extraidas desde de la base "RF”, por
lo que no se usaron genes degenerados. La razon de esto es el bajo rendimiento observado en
los arboles sobre candidatos de este tipo en la base "RFD” durante la Estrategia 2.

Para entrenar los arboles por cada base tipo "Muestra” provenientes de las soluciones post
optimizacién, se ejecuta el mismo procedimiento llevado a cabo en las Estrategias anterio-
res. Cada muestra se particiona en entrenamiento/prueba en una proporciéon 70 — 30. Para
disminuir la varianza en los resultados al escoger una determinada particion se realizan 10
divisiones aleatorias diferentes del espacio de caracteristicas en entrenamiento/prueba. Se
debe tener el cuidado que las proporciones entre las clases "si” y "no” se mantengan similares
en cada una de dichas divisiones. Posteriormente se ajusta un arbol en cada conjunto de en-
trenamiento y se prueba el modelo en el respectivo conjunto de prueba. Los resultados sobre
estos ultimos son entonces promediados para disminuir la varianza en las distintas métricas
empleadas. Los parametros utilizados para el ajuste de los arboles son los reportados en la
Estrategia 1. La razon de dicha eleccion es que reportan buenos niveles de precision.

Se observa que, la sensibilidad inicialmente aumenta progresivamente desde un 55% en las
bases "Muestrala” y "Muestra2a” cuando el largo minimo es de 100 pb., hasta estabilizarse
en torno al 80 % cuando el largo minimo es de 300 pb. Dicha estabilidad se mantiene hasta
un largo de 900 pb, momento en que disminuye en torno a un 75 %. Luego de los 1200 pb. los
comportamientos se separan tal que la sensibilidad en "Muestra2a” vuelve a llegar al 80 %
mientras que en "Muestrala” esta disminuye a un 70 %. En las bases relativas a un comienzo
con GT'G, las sensibilidades alcanzadas son ostensiblemente menores oscilando en torno a un
35 % llegando "Muestra2g” a un maximo de 50 % aproximadamente cuando el largo minimo
es de 900 pb. y "Muestrala” aun 55 % cuando el largo es de 1100 pb. El comportamiento de
la clasificacion para estas bases es mas erratico y no es posible asegurar que el aumentar el
largo minimo en los candidatos asegura una mayor sensibilidad.

Por otro lado, la precision es alta y relativamente constante en las muestras comenzando
con ATG a medida que aumenta el largo minimo. Esta varia en torno a un 80% y 90 %.
La razén de estos valores se atribuye a los costos de clasficacion errénea utilizados, donde se
penaliza tres veces mas un falso positivo que un falso negativo. Para el caso de "Muestralg”
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Variacion de la sensibilidad de los arboles de clasifiacion cuando el largo minimo
de las soluciones post optimizacién aumenta en 100 pb.

Largo minimo (cientos de pb.)

Sensibilidad post clasfficacién [%]
(=]
l

— Sensibilidad 1a — Sensibilidad 1g — Sensibilidad 2a Sensibilidad 2g

Variacion de la precision de los arboles de clasifiacién cuando el largo minimo
de las soluciones post optimizacién aumenta en 100 pb.

4 8 12
Largo minimo (cientos de pb.)

Precisién post clasificacién [%
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Figura 4.2: Desempeno de los arboles en los conjuntos de prueba post optimizacion al au-
mentar el largo minimo de los candidatos en 100 pb.

la variacion es mas erratica y no se puede establecer una mejora luego de 300 pb. Por otro
lado se aprecia una observacion faltante en esta curva cuando el largo es de 900 pb. La razén
es que el arbol respectivo no clasific6 correctamente ninguna observacion en la clase "si”. En
"Muestra2g” la precision aumenta progresivamente hasta alcanzar un 80 % cuando el largo
minimo es de 400 pb., aunque luego la tendencia es a la disminucién.

Los resultados anteriores seran claves para estructurar la nueva estrategia en el reconoci-
miento de genes y una pregunta que surge en este punto es: jexiste una manera de
utilizar los resultados de clasificacion de los arboles en el proceso de bisqueda
de genes?. La situacion ideal de clasificacion es aquella en que no existen falsos positivos
ni falsos negativos. En el mundo real las cosas cambian, los clasificadores producen errores
debido a que es imposible reproducir las reglas de clasificaciéon o asignacion perfectas, dada
la enorme complejidad en las relaciones que las definen. Sin embargo es de aquellos errores
de los que se puede recuperar informacion crucial para mejorar los métodos de busqueda de
los elementos de interés, que en este caso son genes.

En un problema de clasificacion binaria, cuando un algoritmo predice erréneamente la clase
de cierta observacion, los valores fuera de la diagonal en su matriz de confusiéon ya no son
cero. Se cometen falsos positivos y falsos negativos. En el problema de identificacién de ge-
nes la clasificacion por medio de arboles particiona el espacio de observaciones en aquellos
considerados genes (’si”) y en aquellos que no ("no”). En esta tltima se encuentran los fal-
sos negativos que corresponden a observaciones pertenecientes a la clase positiva. Resulta
primordial encontrar un método de busqueda que rescate dichas observaciones para poder
asignarlas a la clase de genes anotados. La clave para ello vuelve a ser el algoritmo de op-
timizacion. A este solo le preocupa como se organizan los candidatos en la doble hebra de
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ADN por medio de las posiciones que ocupan en la molécula.

Las observaciones predichas como ”si” originan una particion en las hebras de la molécu-
la de ADN. Las predicciones provienen desde la solucién post optimizacion por lo que, si se
define P como aquella region en el ADN que ocupan los candidatos a genes predichos en
la clase 7si” por los arboles de decision, entonces P corresponde a una unién disjunta de
intervalos de la forma [s, f) donde cada uno representa un candidato predicho como "si” por
los arboles. En esta regiéon claramente existen candidatos que corresponden a falsos postivos
y que lamentablemente no se pueden discriminar o dejar de lado puesto que corresponden
a predicciones positivas de los algoritmos de clasificacion. Es por ello que buscar una alta
precisiéon durante la clasificacién es muy importante ya que permite tener una alta confianza
en los resultados. Se define NV como la regién en el ADN complementaria a P y por tanto
contiene a todos los candidatos predichos en la clase "no” por los arboles. Ademas de ellos,
también agrupa a la region no cubierta por la solucion del algoritmo de optimizacion. La idea
principal es entonces extraer todos los candidatos posibles en cualquiera de los marcos de
lectura de "RF” que se encuentren en la regién A. Luego, se busca la organizacién 6ptima
de ellos sobre la regiéon N a través del algoritmo de optimizacién para finalmente volver a
clasificar las nuevas soluciones usando arboles de decision. Este proceso puede ser repetido
sucesivamente de acuerdo a la siguiente metodologia.

Optimizacién y Clasificacién anidadas Sea RF(i)o C RF una muestra de candidatos en
todos los marcos de lectura tal que su largo minimo es de i pb. Entonces:

1. Sea Sy la solucién del algoritmo de optimizacién usando los marcos de lectura en RF (i).
Sy es particionado en S4, S3¢ 524 y S2¢ donde el superindice indica la hebra y codén
de inicio de los candidatos. Sobre cada elemento de la particién, se entrena y prueba un
arbol de clasificacion. Los candidatos predichos positivamente para toda la particion
definen la regién Py sobre la molécula de ADN y su complemento N sobre esta.

2. En la regién N se buscan todos los candidatos de RF(i)y que estén totalmente incluidos
en ella. Esta interseccion se denota como RE(i);.

3. Sea S la solucion al algoritmo de optimizacién usando los marcos de lectura en RE(i);.
Se repite el paso 1. nuevamente.

La metodologia anterior produce sucesiones de regiones en el ADN, Py, Py, Pa, ... y No, N1, No, ...
tales que Vk > 0 se tienen las relaciones Py 1 € Ny, PeNPryp1 = 0, PenNNy = 0y Niy1 € N
En otras palabras, las regiones definidas por las predicciones positivas en el paso £+ 1 no in-
tersectan con las definidas en el paso k asegurando que las predicciones positivas que se vayan
haciendo no hayan sido vistas previamente. Cabe agregar que no es estrictamente necesario
usar solo una submuestra de largo minimo i de RF' (RF(i)) sino que se pueden combinar
varias de ellas hasta incluso el punto de usar una diferente por cada iteracion.

Es importante notar que por cada iteracién crecen 4 arboles - uno por cada hebra y co-
dén de inicio - los cuales podrian ser bastantes diferentes a los observados en iteraciones
anteriores. Esto es por como se va particionando la hebra de ADN a medida que se avanza
en el algoritmo: los arboles de iteraciones mayores que actian, por ejemplo, en funcién de
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la soluciéon post optimizacién S, no disponen de las observaciones situadas en las regiones
P, con | < k. Esto se traduce en que tienen una menor cantidad de observaciones verdade-
ras positivas (”"si”) de las cuales aprender a reconocer informacién asociada a genes anotados.

Para simular el método anterior se cambia la forma en que se efecttia el entrenamiento y
prueba del modelo. En las estrategias anteriores se particionaba el espacio de caracteristicas
en conjuntos de entrenamiento y prueba para ajustar y medir el modelo respectivamente.
Para evitar la varianza en los resultados provenientes de la elecciéon de una particiéon en
particular, la divisién entrenamiento/prueba se realizaba diez veces de manera aleatoria. El
rendimiento final se calculaba como el promedio de los rendimientos sobre cada uno de los
conjuntos de prueba tras ajustar los arboles en los conjuntos de entrenamientos respectivos.
Se vuelve a mencionar que cada arbol es podado para evitar el sobreajuste de los modelos
sobre los conjuntos de entrenamiento, con el &nimo de lograr una mayor generalidad en datos
no vistos en dicha etapa. En la estrategia actual se pretende simular el método de optimi-
zacion y clasificacion anidadas. En su naturaleza este método produce una gran cantidad de
arboles que en su conjunto son dificiles de rastrear ya que, por ejemplo, con 10 iteraciones se
generan 40 de ellos. Si se imitara la forma de entrenamiento/prueba ya descrita, el niimero de
observaciones en la clase positiva ”si” se reduciria importantemente en unas primeras itera-
ciones del método. La razén es que al avanzar por él cada vez son menos los genes anotados
disponibles y si ademads se restringe el entrenamiento a un 70 % de los datos totales, ain
menor serd la cantidad de anotados. Por tal motivo, en lugar del par entrenamiento/prueba
se realiza una validacion cruzada. En ausencia de suficientes datos para realizar simulaciones,
el error de clasificacién proveniente de un proceso de validacién cruzada suele usarse como
estimador para medir el desempeno de un modelo, en reemplazo del error medido en un con-
junto de prueba aunque tiende a ser optimista. Se realiza una validacion cruzada de 10 partes
sobre cada arbol de decisién construido en el método de optimizacion y clasificacién anidados.

Eleccién de parametros: Los parametros utilizados se fijan con un tnico valor duran-
te toda la simulacién del método anidado ya que efectuar una bisqueda en grilla sobre cada
arbol entrenado tiene un costo computacional muy alto. Se utiliza como tupla de parametros
(cp=0.01, minsplit=30, minbucket=10) la que fue elegida por presentar el mejor desempeno
frente a otros pardametros evitando caer en el sobreajuste de datos.

Simulaciéon 1

Se simula el método anidado por cada base del tipo "Muestra” usando los candi-
datos en RF'(100), es decir, aquellos con un largo mayor a 100 pb. La simulacién se lleva a
cabo por cada base del tipo "Muestra” cuyos resultados se resumen en las siguientes tablas.
Por iteracién se incluye informacién como el nimero observaciones (NN), coeficientes de la
matriz de confusién (TP, FP, TN y FN) y medidas de rendimiento (TPR y PPV) tras cada
validacién cruzada.
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Iteracion] N [TP FP FN TN [TPR PPV
21141578 89 453 1000] 56.1 &86.7
1453 86 49 367 945 |19.0 63.7
13121 62 71 305 874 116.9 46.6
1179 64 54 241 820 | 21.0 54.2
1061| 47 63 194 757 |19.5 42.7
951 |43 68 151 689 |22.2 38.7
840 | 20 58 131 631 [13.2 25.6
762 |11 30 120 601 | 8.4 26.8
721131 49 89 552 |25.8 38.8
0 641 8 23 81 529 9.0 25.8

OO U= W H

Tabla 4.9: Resultados Simulacién 1 para Muestrala. Se usaron 10 simulaciones.

Tteracion] N TP FP FN TN|TPR PPV
889138 27 60 764 38.8 585
824 11 57 753| 5.0 21.4
810 11 53 742 26.7
795 9 50 733 25.0
783 10 46 723 28.6
769 9 44 714 18.2
758 10 41 704 23.1
745 3 39 701 49 40.0
740 5 39 696 0 0

0 735 5 37 691 28.6

O 00 U1
LW

OO Uk WhN H
NODN WD = O W

b
—_

Tabla 4.10: Resultados Simulacion 1 para Muestralg. Se usaron 10 simulaciones.

Iteracion| N |TP FP FN TN [TPR PPV
22741614 63 511 1086]54.6 90.7
1597|104 39 407 1047|20.4 72.7
1454| 75 44 332 1003|18.4 63.0
13351 90 37 242 1000 297. 70.9
6
2

4

1

1242|123 45 219 921 | 9.5 33.8
1140| 14 46 205 875 | 6.4 23.3
10801 25 52 180 823 |12.2 32.5
1003 16 30 164 793 | 8.9 34.8
957 |12 32 152 761 | 7.3 27.3
0 913 |15 32 137 729 9.9 31.9

OO TR WN H

Tabla 4.11: Resultados Simulacion 1 para Muestra2a. Se usaron 10 simulaciones.
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Iteracién| N [TP FP FN TN|TPR PPV
1 870[32 23 68 747[32.0 58.2
2 815/ 13 26 55 721|19.1 33.3
3 77614 9 51 712) 7.3 30.8
4 763 3 8 48 704| 5.9 27.3
) 7521 4 10 44 694| 8.3 28.6
6 7381 2 5 42 689 4.5 28.6
7 7311 2 4 40 685| 4.8 33.3
8 725 0 1 40 684 0 0

9 724 0 2 40 682 0 0

10 7221 0 0 40 682] 0 NA

Tabla 4.12: Resultados Simulaciéon 1 para Muestra2g. Se usaron 10 simulaciones.

Se observa que el nimero de genes anotados totales encontrados en las cuatro bases
"Muestra” (columnas TPR) asciende a un total de 2059, de los cuales 950, 61, 988 y 60 estan
presentes en "Muestrala”, "Muestralg”, "Muestra2a” y "Muestra2g” respectivamente. La
ganancia obtenida en las bases con comienzo AT'G representa una mejora sustantiva respec-
to a las estrategias anteriores aunque el desempeno en aquellos de inicio GT'G no aumenta
demasiado. En total se encontré un 68 % de los genes presentes en RF(100) y un 87 % de
aquellos reportados tras la aplicacion del algoritmo de optimizacion en la primera iteracion.
Es importante senialar que al sumar los verdaderos positivos (TP) con los falsos negativos
(FN) de una iteracién se obtienen los falsos negativos de la iteracién anterior. Esto quiere
decir que a medida que se avanza en el método, los nuevos casos clasificados como genes ver-
daderos vienen directamente desde los errores cometidos por los arboles de pasos mas atras.
En términos mds generales solo se encontr6 el 50 % del total de genes anotados comenzan-
do con ATG o GTG lo que es bajo si comparamos los resultados con aquellos provenientes
desde el algoritmo GLIMMER (ver[12]), los cuales alcanzan valores sobre el 90 % de genes
encontrados.

Simulacién 2

En esta simulacion se procede de la misma forma que la anterior pero combinando
dos bases de marcos de lectura con distinto largo minimo y usando candidatos degenerados
y no. La idea tras esto es aumentar la sensibilidad de las soluciones post optimizacién tal
como se observo en el capitulo de analisis de datos de forma que los arboles puedan identifi-
car mas genes. Se realiza una simulacién por cada par de bases candidatos elegidos, usando
10 iteraciones y los resultados son mostrados en términos de candidatos totales encontrados
entre todas las bases "Muestra”, es decir, sumando las columnas TP de las cuatro tablas
mostradas en la Simulacién 1. La forma en que se combinan las bases puede diferir en los
resultados de forma que usar primero RF(100) y luego RFD(100) puede variar a usarlas en
orden inverso. Los resultados son los siguientes.

Se observa que a diferentes combinaciones de candidatos diferentes son los resultados obte-
nidos. El peor resultado, e incluso peor que el encontrado en Simulacién 1, se obtiene desde
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Base 1 Base 2 [Genes Encontrados
RF(100) [RFD(100) 1761
RFD(100)| RF(100) 1975
RF(200) | RF(200) 2207
RF(200) |RFD(200) 2210
RFD(200)| RF(200) 2269
RFD(200)|RFD(200) 1906
RFD(200)| RF(100) 2292
RFD(200)| RF(300) 2326
RFD(200)| RF(500) 2233
RFD(100)| RF(500) 2206
RFD(500)| RF(200) 2287
RF(200) |RFD(300) 2321

Tabla 4.13: Resultados Simulacién 2. Se muestra el nimero total de genes encontrados luego
de 10 iteraciones por cada combinacién de bases de marcos de lectura del tipo RF(i)-RF(j),
RFD(i)-RF(j), RED(i)-RFD(j) o RF(i)-RFD(j).

la combinacién de RF(100) y RFD(100) con 1761 anotados en dicho orden. Esto se obtiene
luego de usar primero RF(100) en la primera iteracion y RFD(100) a partir de la segunda
hasta la décima. Para las demas simulaciones se obtienen mejoras aunque no se logra superar
la barrera de los 2321 genes anotados en el par RF(200)-RFD(300). Este caso reporta una
identificacion del 56,4 % de los genes totales anotados con inicio ATG y GTG. La potencia de
los resultados es muy dependiente de los genes anotados que se obtienen desde las soluciones
a los sucesivos algoritmos de optimizacion usados y de las bases de candidatos con largo
minimo desde las que se extraen las submuestras de dichas soluciones. Por tanto, la cantidad
final de anotados esta acotada superiormente por los anotados encontrados en dichos pasos.
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Conclusion

A lo largo de este trabajo se han desarrollado una serie de estrategias que pretenden ayudar
en la tarea de identificar genes a lo largo de una molécula de ADN en la bacteria Escherichia
Coli. La idea de usar arboles de decisién permite entender de mejor manera cuales son las
decisiones importantes en dicho proceso ya que muestran cuales son las regiones de mayor
importancia biologica que ayudan a prever el comienzo de los genes. El uso del contenido de
informacién (IC) en estas regiones, previas a los genes, indica que las primeras posiciones en
torno al décimo nucleétido son las mas importantes y que se condicen con aquellas reportadas
por los arboles de decision en su etapa de crecimiento y ajuste a los datos. Misma conclusion
se verifica también con el uso de secuencias de consenso en torno a dichas regiones. Los
nucleétidos que ocupan las posiciones ocho, nueve, diez, once y doce en dichas regiones son
las que determinan la construccion de los arboles y de acuerdo a la literatura corresponden
también a laz zonas identificadas como promotoras de genes.

En las primeras simulaciones se ha visto que el poder predictivo de los arboles esta sujeto
al balance de clases entre anotados y candidatos espurios, por lo que el uso del algoritmo de
optimizacién sobre la distribucion de candidatos se vuelve fundamental a la hora de obtener
una submuestra mas equilibrada. La sensibilidad encontrada ronda el 55 % sobre candidatos
que comienzan con codon de inicio AT'G mientras que para aquellos con inicio GT'G esta
disminuye en torno al 20 %. Por otro lado, la precisién de la clasificacién ronda el 85 % entre
los genes AT'G, 1o que constituye un elemento positivo pues asegura que los errores cometidos
entre los predichos como genes son pocos.

Las siguientes estrategias implementadas intentan llevar la clasificacion un paso mas alla.
El uso anidado entre optimizacion y arboles aprovecha los errores cometidos en la clasifica-
cién anterior para obtener nuevos genes anotados ocultos en estas regiones definidas por las
predicciones sobre la clase mayoritaria o negativa. Se usaron, ademas, candidatos de diferen-
tes largos minimos para aprovechar el hecho que es mas probable encontrar un gen de gran
largo. Los resultados obtenidos arrojan un rango entre los 1700 y 2300 genes encontrados
aproximadamente, lo que representa un éxito entre un 41% y 57 % en la identificacion de
todos los anotados con inicio ATG y GTG.

Los resultados dependen mucho de la cantidad de genes anotados encontrados en la etapa
de construcciéon de los marcos de lectura. No se logra superar esta cota pues los algoritmos
obtienen submuestras desde dichos candidatos. La extraccién de candidatos con codén de
inicio degenerado permite conseguir casi la totalidad de anotados en desmedro de una menor
sensibilidad de las bases para reconocerlos. Por lo anterior, se usaron combinaciones entre
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estos candidatos y los extraidos de manera secuencial aunque el rendimiento no cambia
cuantiosamente.

Este trabajo podria mejorarse entendiendo de mejor manera como recuperar los candida-
tos en la construccion inicial de los marcos de lectura. Ademas, muchos de los candidatos
degenerados contenian genes anotados que probablemente no eran extraidos en las etapas de
optimizacién y que, por tanto, no eran vistos por los arboles de clasificacion. Dicha estrategia
se podria mejorar cambiando la etiqueta usada durante la clasificacién. En lugar de ser tan
dréastica en categorizar un candidato como gen o no gen, se podria preguntar si los candida-
tos contiene zonas génicas. De este modo, los candidatos degenerados que contienen genes si
participarian positivamente en la etapa de clasificacion.
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