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HACIA LA IMPLEMENTACIÓN DE UN MODELO DE ELECCIÓN DISCRETA

BASADO EN EL PRINCIPIO DECISION FIELD THEORY

La modelación de elecciones discretas tiene diversas aplicaciones prácticas relevantes en varias

áreas del conocimiento, incluyendo economía, marketing, medio ambiente, salud y transporte. El

enfoque de modelación usual considera que las personas realizan sus elecciones maximizando la

utilidad agregada que perciben de las alternativas. A diferencia de los modelos tradicionales, el

enfoque Decision Field Theory (DFT) considera un enfoque más realista que asume que el proceso

de deliberación, es decir, el tiempo y el orden en que se observan los atributos, tiene un efecto en la

elección �nal que se realiza. Esta memoria contribuye en buscar una propuesta de modelo basado en

el principio DFT, subsanando limitaciones de identi�cación e interpretación del modelo actual que

utiliza este enfoque.

Un problema práctico para la implementación de un enfoque DFT como un modelo de elección

discreta es que normalmente sólo se tiene información de los valores de los atributos de cada alter-

nativa y lo que la población escogió, pero no el tiempo que la persona tomó en decidir, ni lo que

observó para realizar esta decisión. Para dar cuenta de esta limitación, esta propuesta considera

que estos datos se consideran como latentes, es decir, no observados. Para lograr esto, el modelo

propuesto calcula todos las posibles observaciones que un individuo puede realizar construyendo una

formulación con base matemática y probabilística, desarrollando así el modelo en su forma básica.

El modelo propuesto se estudia mediante una simulación de Monte Carlo con el �n de analizar el

su comportamiento, su validez, y la capacidad de recuperar el valor de los parámetros. En segundo

lugar, se realiza una comparación de la propuesta con otros modelos de la literatura en base a los

datos generados. Finalmente se utilizan bases de datos reales para contrastar el modelo propuesto

con métodos tradicionales de estimación, en especial con DFT.

Si bien el modelo corresponde a un prototipo que aún requiere ciertos ajustes y relajación de

hipótesis en su formulación, éste entrega resultados consistentes con su formulación y con los su-

puestos que se toman, además de mostrar resultados prometedores en cuanto a ajuste a los datos y

factibilidad de estimación y de interpretación. El aporte generado se resume en una forma más rea-

lista modelar cómo los individuos realizan sus elecciones, subsanando limitaciones de identi�cación

e interpretación de modelos propuestos en la literatura.
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Capítulo 1

Introducción

1.1. Motivación

En el área de la psicología, se de�ne el proceso de toma de decisiones como el proceso

cognitivo por el cual los individuos realizan la selección de alguna alternativa entre un número

�nito de éstas, buscando solucionar un problema propio. Estas decisiones se realizan en base

a los valores de estas alternativas, en las preferencias y las creencias del tomador de decisión.

Actualmente, las formas más utilizadas para poder explicar cómo los individuos reali-

zan sus elecciones consideran un enfoque completamente compensatorio (McFadden, 1976;

Thurstone, 1927). En este tipo de enfoques se ve al tomador de decisión como un individuo

que considera todos los atributos de todas las alternativas en el mismo instante y balancea la

utilidad entregada por los atributos al tomar una decisión. Ejemplos de este enfoque son los

Modelos de Utilidad aleatoria, como Multinomial Logit, Probit, Logit, entre otros modelos,

en que las utilidades se ven de la forma (generalmente):

Unit = αi +
I∑
i

βit ·Xnit + εnit (1.1)

El enfoque compensatorio de modelación de elección parece poco realista, desde un punto

de vista psicológico, debido a que en su formulación no se considera el proceso cognitivo que

los individuos realizan al tomar una decisión y asume que estos pueden analizar el mercado

por completo de manera instantánea y objetiva.

En cambio, el enfoque DFT (Decision Field Theory) propone un proceso de elección que
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parece más realista. Este modelo asume que el individuo va creando su utilidad a través del

tiempo, en donde en cada instante t, el individuo observa sólo una característica a la vez,

compara entre alternativas y luego, en base a esto 'actualiza' la percepción global que tiene

de cada alternativa (Busemeyer y Townsend, 1993).

Existe evidencia que sugiere que el modelo de Decision Field Theory (DFT) se ajusta sa-

tisfactoriamente a los datos, y en algunos casos, incluso mejor que los modelos convencionales

(Hancock et al., 2018). Sin embargo, este modelo tiene la limitación de que utiliza un enfo-

que basado en matrices que di�culta su estimación, identi�cación de parámetros, pronostico

e interpretación. Estas limitaciones están descritas con mayor profundidad en la sección de

Marco Teórico, en la Sección 2.5.1.6.

Esta memoria busca entregar una nueva forma de poder explicar el comportamiento de

los individuos al elegir una única opción entre alternativas, formulando un prototipo de un

modelo que incluya la base de modelos convencionales de maximización de utilidad aleatoria

y la lógica detrás de Decision Field Theory.

1.2. Objetivos

El objetivo general de esta memoria es formular un prototipo de un modelo de elección

discreta que pueda explicar las elecciones de los individuos en base a una construcción diná-

mica de valores de preferencia, a partir de una evaluación secuencial de cada atributo. Este

nuevo enfoque buscará evitar las limitaciones actuales del modelo DFT.

Luego, los objetivos especí�cos de esta memoria son:

1. Formular las bases de un modelo dinámico basado en los modelos MNL y DFT, que

pueda representar la evolución de utilidad de los individuos, considerando una imple-

mentación y con�guración del modelo más simple que DFT.

2. De�nir un método de estimación del modelo formulado.

3. Establecer y aplicar medidas de desempeño para el modelo formulado, comparándolo

con los modelos actuales utilizados en la literatura, especialmente con DFT.

4. Analizar los resultados para identi�car y caracterizar los principales bene�cios y prin-

cipales falencias del modelo, y así establecer bases para su continuación y mejora.

2



1.3. Metodología

A grandes rasgos, la metodología utilizada para realizar la investigación de esta memoria se

divide en 4 etapas. Primero, se realizó un estudio para la formulación del prototipo propuesto.

Luego, se estudió el método de estimación, al realizar esto, se modi�có constantemente el

modelo para poder tener una formulación y método de estimación coherentes. En tercer lugar,

se estudió la validez y el comportamiento del modelo propuesto, generando una simulación

de Monte Carlo para ello. Finalmente, se realizó una comparación con otros modelos de la

literatura, utilizando la base de datos simulada, y también bases de datos reales.

Todas las etapas recientemente mencionadas fueron, en cierta medida, cíclicas, es decir, se

formulaba la base de un modelo, se estudiaba su estimación y se validaba, si se encontraban

posibles mejoras, se cambiaba la base matemática y se procedía nuevamente a estudiarla.

Todo lo anterior hasta lograr llegar al prototipo que se presenta en este documento.

1.4. Estructura de la memoria

El presente documento se divide en 4 capítulos principales, los cuales serán introducidos

en esta sección:

• Marco Teórico: En este capítulo, se introduce al lector el área del conocimiento en que

esta memoria se envuelve. Se explican, a modo resumen, las metodologías ya existentes.

Se muestran, además, los supuestos en los que se basa esta investigación.

• Formulación: El Capitulo 3 introduce y explica el modelo prototipo propuesto en esta

memoria, entregando la base matemática completa del modelo, además de los supuestos

que éste realiza.

• Evaluación: En el capitulo de evaluación se realiza un diagnóstico del modelo, en donde

se observa el comportamiento de éste y la validez de los supuestos realizados. Además,

se estudian algunos métodos de estimación, para comprobar si se pueden recuperar

los parámetros, y si existen falencias en su formulación. Finalmente, se compara el

prototipo con otros modelos de la literatura.

• Conclusiones: Se concluye respecto a las fortalezas y posibles mejoras del modelo. Ade-

más, se entregan ciertas directrices de cómo mejorar las falencias que éste tiene.

3



Capítulo 2

Marco Teórico

2.1. Proceso de toma de decisiones

En el área de la psicología, se de�ne el proceso de toma de decisiones como el proceso

cognitivo por el cual los individuos realizan la selección de alguna alternativa entre un numero

�nito de éstas, buscando solucionar un problema propio. Estas decisiones se realizan en base

a los valores de estas alternativas, en las preferencias y las creencias del tomador de decisión.

Para poder describir este proceso, (Engel et al., 1968) lo divide en 5 subprocesos, los cuales

forman las etapas generales que un individuo (teóricamente) realiza para realizar la acción

de elegir. Estas etapas se muestran en la Figura 2.1.

Figura 2.1: El proceso de toma de decisión (Engel et al., 1968)

De forma general, el tomador de decisión debe reconocer un problema, buscar información
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(de su memoria o en fuentes externas), analizar sus opciones y realizar la elección para

solucionar su problemática. De forma más especi�ca, se describe el proceso a continuación:

1. Reconocimiento del problema: Darse cuenta de que algo no está como debería, o que algo

podría mejorarse, por lo tanto, se detecta una problemática que debe ser solucionada.

2. Búsqueda de información: Se busca información que pueda solucionar el problema es-

pecí�co. Existen dos formas en que el individuo realiza su búsqueda de información.

(a) Búsqueda interna: El individuo busca información en su memoria y sus experien-

cias pasadas. Por lo tanto, esta búsqueda requiere menor esfuerzo para el individuo.

(b) Búsqueda externa: Se busca información de posible solución en fuentes externas.

Luego, se asume que el individuo está realizando una decisión que requiere más

esfuerzo.

3. Evaluación de alternativas: Se evalúan todas las alternativas factibles que el individuo

necesita para la resolución de su problemática, esta evaluación en base a características

visibles y que el tomador de decisión tiene acceso.

4. Elección: Se decide la alternativa que será utilizada para la solución del problema.

5. Comportamiento post elección

Si bien esta representación del modelo es altamente aceptada, existen postulaciones que

buscan explicar de forma más especi�ca los sub-procesos que ocurren en este proceso de

toma de decisión. Por ejemplo, McFadden (1999) busca incluir las creencias, percepciones

y las actitudes de los individuos que afectan en su decisión �nal. Ben-Akiva et al. (2012)

especi�can aún más el modelo anterior, incluyendo el contexto social y de mercado que tiene

el individuo, como se puede apreciar en la Figura 2.2. En esta representación, se asume que

el individuo tiene un contexto propio que afecta en cómo realiza sus decisiones.

Todas las representaciones del proceso de toma de decisión concuerdan en que los to-

madores de decisión deben pasar por la etapa de búsqueda de información para realizar su

propósito. Este paso es donde se basa el área del estudio de esta memoria, especialmente

tratar de incluir la búsqueda externa, en donde el individuo adquiere su información y la

procesa.
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Figura 2.2: El proceso y contexto que lleva a una decisión (Ben-Akiva et al., 2012)

2.2. El proceso de búsqueda de información

La búsqueda de información es el proceso que describe cómo el individuo indaga sobre

lo necesario para realizar su elección. Este proceso considera la búsqueda interna (memoria

y experiencias previas) y la búsqueda externa, que es la adquisición y procesamiento de la

información (Hulland y Kleinmuntz, 1994; Lynch y K. Srull, 1982).

El esfuerzo que se utiliza en la búsqueda interna y externa depende del contexto de elec-

ción, como el costo de conseguir la información, la presión en el tiempo, los incentivos para

elegir correctamente, y la cantidad de experiencia previa que tiene el individuo (Hulland

y Kleinmuntz, 1994; Payne et al., 1993). Durante esta memoria se realizarán solo supuestos

respecto a la experiencia previa de los individuos (búsqueda interna) y no se entrará en mayor

detalle.

Esta memoria se enfoca en el proceso de búsqueda externa, en tratar de incluir en la

modelación matemática el cómo el individuo procesa la información que va adquiriendo.

Siendo el procesamiento de información de vital importancia, debido a que el trabajo que se

presentará durante todo este documento, se enfoca en incluir el proceso cognitivo previo a la

decisión, sin tener información de éste. En la Figura 2.3 se puede observar los sub-procesos

involucrados en el proceso de búsqueda de información, en donde se muestra el sub-proceso

que se quiere estudiar (búsqueda externa) y cómo, teóricamente, se descompone lo que ocurre
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en la mente de los individuos.

Figura 2.3: El proceso de búsqueda de información (Xie, 2019)

Para poder explicar matemáticamente cómo los individuos realizan sus elecciones nacen

los modelos de elecciones discretas, que utilizan la información disponible (elección realizada

y características visibles de las alternativas) para esto.

2.3. Introducción a modelos de elección discreta

Los modelos de elección discreta son modelos matemáticos que buscan describir, explicar

y predecir la elección de un conjunto de alternativas basados en características (atributos)

de éstas. Todo esto, con el objetivo de poder estudiar el comportamiento de elección de los

individuos, y por lo tanto, realizar estudios de demanda y plani�cación. Los supuestos básicos

de esta disciplina son:

• Existe un tomador de decisión (individuo, grupo, hogar, etc)

• Este tomador de decisión tiene características propias (a veces consideradas en la mo-

delación)

• El individuo escoge una alternativa de un conjunto �nito de éstas

• Estas alternativas tienen atributos que las describen

• Para la modelación, existe una regla de decisión (utilidad subyacente, preferencia, sa-

tisfacción, etc.)

En resumen, los modelos de elecciones discretas buscan poder explicar cómo los individuos
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realizan sus elecciones teniendo disponible solamente información limitada de las alternativas

y de los individuos.

Es importante destacar, que para esta memoria, el lenguaje que se utilizará es el ocupado

en esta área del conocimiento. Es decir, se utilizará en gran parte las palabras alternativa,

atributo, elección, individuo, modelo y los verbos escoger y elegir.

Existen diversos tipos de modelación de elecciones, los cuales pueden ser divididos en 4

categorías, como se muestra en la Tabla 2.1.

Los modelos determinísticos postulan que existe una relación binaria entre las alternati-

vas, es decir, que dados ciertos valores de los atributos de las alternativas, una alternativa

siempre será elegida si se repiten esas condiciones. Por otro lado, los modelos probabilísticos

asumen que existe una probabilidad asociada a la elección de una alternativa, por lo tanto,

para mismos valores de atributos, puede que se escoja otra alternativa en diferentes circuns-

tancias.

Categoría Estático Dinámico

Determinísticos Utilidad esperada Dinámicas de acción
Probabilísticos Utilidad aleatoria Decision Field Theory

Tabla 2.1: Categorización de teorías de decisión (Busemeyer y Townsend, 1993)

Los modelos estáticos suponen que la preferencia o la probabilidad es independiente del

tiempo de deliberación. El tiempo de deliberación es el tiempo que le toma al individuo

realizar su elección desde que comienza su proceso de adquisición de ésta. Luego, los modelos

dinámicos incorporan en su formulación que la probabilidad o la preferencia va cambiando a

través del tiempo (Busemeyer y Townsend, 1993).

Existen diversos tipos de modelos para cada categoría, pero en la tabla solamente se en-

cuentran los modelos más representativos de éstas. Para términos de esta memoria, se ignorará

los modelos determinísticos, ya que se ha comprobado que son pocos realistas (Camerer, 1989;

Edwards, 1955; Mosteller y Nogee, 1951).

2.4. Modelos probabilísticos estáticos

Los modelos probabilísticos estáticos son los modelos que, según Busemeyer y Townsend

(1993), no consideran el proceso de deliberación (proceso cognitivo) que realizan los indivi-

duos al momento de encontrarse en una situación de elección. Además, al ser estocásticos,
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consideran que existe una probabilidad asociada para cada alternativa, de�nida por un cri-

terio que depende del modelo especí�co.

Normalmente, estos modelos requieren información de los atributos de las alternativas, la

elección que realizó el individuo en cada situación de decisión, y, dependiendo del modelo y

del analista, información del individuo.

Las ventajas de los modelos estocásticos estáticos, es su simplicidad y poder explicativo

dentro de la gama de modelos existentes. El modelo Logit (McFadden, 1976) es el modelo

más utilizado en la literatura, siendo un modelo fácil de aplicar y con buen poder explicativo.

Existen diversas mejoras al modelo, que ayudan a mejorar aún más su calidad.

La gran desventaja de estos modelos, es que no consideran el proceso de deliberación

mencionado anteriormente, al menos, no explícitamente en la formulación de éstos.

2.4.1. Random Utility Maximization

El método de maximización de utilidad aleatoria (RUM) supone que el tomador de decisión

tiene una capacidad perfecta de discriminación. Sin embargo, se asume que el analista no tiene

toda la información utilizada por el tomador de decisión, por lo tanto existe una aleatoriedad

en los cálculos matemáticos de la información que se tiene disponible.

Luego, se asume que sólo con conocer la información de los atributos de las alternativas y

la elección realizada, se puede obtener una probabilidad de elección para cada una de estas

alternativas, dependiendo de una utilidad aleatoria no observable que obtienen los individuos.

Es decir, cada individuo tiene una apreciación diferente de cada alternativa, y la combinación

matemática de los atributos la crea. Sin embargo, como se mencionó, esta utilidad calculada

por el analista es imperfecta, por lo tanto, para determinar si la utilidad entregada por

alternativa es mayor a otra, se calcula la probabilidad de que esto sea verdad.

A diferencia de estos modelos, los modelos determinísticos asumen que siempre se escogerá

la opción con mayor utilidad sin considerar que existe una probabilidad de que eso no sea

cierto. Los modelos RUM fueron primeramente estudiados y postulados por Thurstone (1927).

En términos generales, se de�ne la utilidad subyacente aleatoria en función de los valores

de los atributos de las alternativas estudiadas. Se multiplica el valor de los atributos por un

parámetro que captura el efecto y la magnitud que éste tiene. En la Ecuación 2.1 se aprecia

la expresión general de la utilidad de un individuo, donde Xnι̇ es el vector de atributos de

la alternativa ι̇, βι̇ es el vector del efecto de cada atributo, αι̇ es la constante especí�ca de

alternativa, que captura diferencias intrínsecas entre las alternativas, y ,�nalmente, εnι̇ es el
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error que puede se puede dar debido al conocimiento imperfecto del analista.

Unι̇ = αι̇ +
I∑
ι̇

βι̇ ·Xnι̇ + εnι̇ (2.1)

Luego, la utilidad se divide en una parte sistemática (determinística) y una parte aleatoria

(Ecuación 2.2).

Unι̇︸︷︷︸
Utilidad aleatoria

= Vnι̇︸︷︷︸
Utilidad sistemática

+ εnι̇︸︷︷︸
Error

(2.2)

Con esto, se puede calcular la probabilidad de que la utilidad de una alternativa sea mayor

a otra para un caso binario (Ecuación 2.3) y para el caso general (Ecuación 2.4)

P(1) = P(Un1 > Un2)

= P(Un1 − Un2 > 0)

= P(εn2 − εn1 6 Vn1 − Vn2)

= Fεn2−εn1(Vn1 − Vn2)

(2.3)

Fεn2−εn1 es la función de distribución acumulada de εn2 − εn1 (univariada).

P(ι̇|Cn) = P(ει̇n − εjn 6 Vι̇n − Vjn∀j ∈ Cn) (2.4)

Además, diferentes supuestos sobre la distribución de los errores ε resultan en diferentes

modelos. Por ejemplo, si se asume que el error ε distribuye normal N(0,
∑
) se obtiene el mo-

delo Probit (Ecuación 2.5). El problema del modelo Probit es que su expresión de utilidad es

muy compleja, es decir, implica el uso de integrales y, por cada alternativa se agrega una in-

tegral para su cálculo, lo que la vuelve computacionalmente exigente y de mayor complejidad

para su con�guración.

P(ι̇|Cn) =

∫ V1n−V2n

−∞

∫ V1n−V3n

−∞
· · ·
∫ V1n−VCnn

−∞
n(q; 0, σ1)dq (2.5)

En cambio, al asumir que el error distribuye Valor extremo tipo 1 (0,Σ) la expresión �nal

de probabilidad no depende de integrales, sino que es una expresión cerrada y más simple,

como se puede ver en la Ecuación 2.6. Este modelo se conoce como el modelo Multinomial

Logit (MNL) (McFadden, 1976).
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P(ι̇|Cn) =
eµVι̇n∑
j eµ∗Vjn

(2.6)

Luego, para poder calcular y estimar los parámetros (efectos de alternativas) de este mo-

delo utilizando estas probabilidades, se debe calcular la verosimilitud de que se reproduzcan

los eventos (elecciones). De�niendo la elección ynι̇ hecha por el individuo n de la alternativa

ι̇ como:

ynι̇ =

1 si individuo n eligió la alternativa ι̇

0 si no la escogió

Se tiene que la verosimilitud de observar la información se escribe como:

L =
N∏
n

I∏
ι̇

P(ι̇)yni (2.7)

Finalmente, esta verosimilitud Ecuación 2.7 debe ser optimizada para obtener los pará-

metros del modelo que mejor reproduzcan las probabilidades de los eventos.

Dentro de las ventajas del modelo MNL se encuentra que la distribución valor extremo

se aproxima apropiadamente a la distribución normal, por lo que el poder explicativo que

se pierde no es mayor (suponiendo que el error distribuye normal realmente). Además de

ser el modelo más utilizado, es el modelo más estudiado y mejorado, con muchas variantes,

especialmente el modelo Mixed Logit (McFadden y Train, 2000), el cual considera que todos

los parámetros son diferentes para cada individuo, lo que mejora considerablemente el poder

explicativo, ya que es más realista que el MNL simple. Otra mejora considerable es el Nested

Logit (Ben-Akiva, 1973; Ben-Akiva y Lerman, 1974), que asume que puede existir una alta

correlación entre alternativas, y por lo tanto, captura ese efecto.

Por último, una gran ventaja de este modelo es que puede capturar el valor de la disposición

a pagar por cada característica, entre ellas, el valor del tiempo. Además, el modelo es el más

utilizado, y hasta ahora, debido a su masi�cación, el más simple de aplicar.

2.4.2. Otros modelos

El modelo de minimización de arrepentimiento aleatorio (Random Regret Minimization),

propuesto por Chorus (2010) y Chorus et al. (2008), asume que cuando los individuos rea-

lizan elecciones, su prioridad es minimizar su arrepentimiento luego del evento, en vez de

maximizar su utilidad. Este modelo es tan simple, en términos de con�guración, como el

11



RUM y, además, puede explicar el compromise e�ect, lo que los modelos RUM han ignorado

(Chorus y Bierlaire, 2013).

Relative Advantage Model (RAM) o el modelo de ventaja relativa, es un modelo propuesto

por Tversky y Simonson (1993) y, renombrado y mejorado por Kivetz et al. (2004). Este

modelo nace debido a los intentos de explicar de mejor manera el �compromise e�ect� (Leong

y Hensher, 2015) que el modelo tradicional RUM. El modelo es bastante similar a RUM, sin

embargo, una diferencia fundamental es que el modelo RAM busca incluir explícitamente las

desventajas y ventajas de cada alternativa, incluyendo un ratio de ventajas v/s desventajas

en su formulación matemática Leong y Hensher (2015).

No se explicarán en detalle los modelos RAM y RRM, ya que sólo se utiliza en este

documento como comparación del modelo prototipo para la base de datos Swissmetro en la

sección 4.3. Para esta base de datos, estos modelos fueron calculados por Belgiawan et al.

(2017).

2.5. Modelos estocásticos dinámicos

En la categorización de�nida por Busemeyer y Townsend (1993) los modelos dinámicos

consideran que el tiempo que le toma al individuo decidir sí afecta en la decisión �nal que

este hará. Dashiell (1937) descubrió que el tiempo de elección es una función decreciente de

la magnitud de la fuerza de una preferencia. Jamieson y Petrusic (1977) concluyeron que

el tiempo de decisión puede ser una forma e�ciente de estimar la fuerza de la preferencia.

Otros autores también relacionaron e investigaron el efecto del proceso de deliberación con

la elección �nal (Ben Zur y Breznitz, 1981; Busemeyer, 1985; Wallsten y Barton, 1982).

Busemeyer y Townsend (1993) argumentan que debido a que aparentemente todas las

decisiones involucran presión en el tiempo, los tomadores de decisión frecuentemente limitan

su tiempo de elección. Esto podría ser la razón de que existen decisiones que a través de otros

modelos se considerarían irracionales, por lo tanto, si se entregan incentivos apropiados para

el proceso de decisión, los individuos �nalmente escogerían las opciones que se consideran

racionales. Luego, a pesar de que no exista tiempo límite establecido, los individuos se auto-

de�nen implícitamente uno. Payne et al. (1992) realizaron un experimento y concluyeron que

los tomadores de decisión sí realizan un trade-o� entre precisión (elegir una alternativa que

solucione el problema de mejor forma) y esfuerzo (tiempo de decisión).

Entonces, se debe tener un modelo que atrape el hecho de que las decisiones toman tiempo,

y que la cantidad de tiempo que se utiliza in�uencia en la decisión �nal. Los modelos estáticos
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no consideran explícitamente esta lógica, incluyendo los modelos RUM, que son los más

utilizados para estudiar a los individuos.

2.5.1. Decision Field Theory (DFT)

Decision Field Theory (DFT) es un acercamiento dinámico a cómo los individuos toman

sus decisiones. A diferencia de los modelos tradicionales, este modelo busca describir el pro-

ceso cognitivo por el cual los individuos realizan sus elecciones siguiendo la dinamicidad del

mismo.

El modelo asume que los individuos realizan una búsqueda en anchura (breadth-�rst), es

decir, que en cada momento de observación, se enfoca la atención en solamente un atributo y

se comparan todas las alternativas, es decir, se observa atributo por atributo. A pesar de que

existen otras formas de búsqueda, por ejemplo, alternativa por alternativa, y un híbrido entre

los dos casos anteriores (Montgomery y Svenson, 1976; Payne, 1976),Busemeyer y Townsend

(1993) deciden utilizar el protocolo de atributo por atributo, ya que se considera más acorde

para los casos en su investigación. Luego, años más tarde, Noguchi y Stewart (2014) analizaron

mediante tecnología Eye-tracking que las alternativas son comparadas (atributo por atributo)

en vez de ser individualmente analizadas (alternativa por alternativa), para elecciones con 2

alternativas, por lo tanto, la hipótesis de Busemeyer y Townsend (1993) es correcta, al menos

para estos casos.

Existen 2 criterios para realizar la elección en este modelo, el primero es cuando el in-

dividuo llega a un umbral interno para una de las alternativas, y por lo tanto, elige. El

segundo, es cuando el individuo alcanza un umbral externo, como por ejemplo, el tiempo de

respuesta limite. Esto se debe a que existirían dos forma de decisión posibles. La primera

señala que algunos individuos eligen alternativas cuando son su�cientemente buenas (satis-

�cing behaviour, Simon, 1957), mientras que la segunda sugiere que otros utilizan todo el

tiempo disponible y eligen de acuerdo a lo que pueden observar en este tiempo (maximising

behaviour, Schwartz et al., 2002).

Diversos estudios, mejoras y comparaciones se han hecho del modelo, en donde se ha

avanzado en su entendimiento y capacidad, siendo Hancock et al. (2018) los últimos en

modi�car el modelo (otras modi�caciones considerables fueron propuestas por Berkowitsch

et al., 2014; Hey et al., 2010; Roe et al., 2001).
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2.5.1.1. Ventajas

Las ventajas del modelo de Decision Field Theory son diversas, además considerar explí-

citamente el proceso de deliberación en su formulación. Algunas de éstas, se han reportado,

bajo ciertos supuestos:

1. Diederich, 1997 argumenta que DFT puede explicar fenómenos como �preference re-

versal"(reversión de preferencias Lichtenstein y Slovic, 1973), en cambio los modelos

estáticos no pueden realizar esto.

2. Estudiando individuos mediante eye-tracking, se observa que generalmente se realiza

comparación breadth-�rst (atributo por atributo) cuando solamente se comparan 2

alternativas, por lo que el modelo es apropiado para, al menos, estos casos de 2 opciones

(Noguchi y Stewart, 2014). Con más de 2 alternativas aún no se realiza un estudio.

3. DFT predijo precisamente el porcentaje de participantes y sus elecciones, dado conocido

el tiempo que le tomó realizar la decisión a cada individuo (Qin et al., 2013)

4. Se ha comprobado, que bajo ciertos contextos, DFT ajusta y predice mejor que otros

modelos tradicionales, como MNL y RRM (Hancock et al., 2018).

2.5.1.2. Mecanismos básicos

Los mecanismos básicos del modelo DFT formulado por Busemeyer y Townsend (1993),

y modi�cado (última modi�cación) por Hancock et al. (2018), se explicarán a continuación,

a modo de entender su funcionamiento y el porqué de sus limitaciones. Todo lo mencionado

a continuación se basa en los artículos recién mencionados.

Es importante destacar, que en este modelo, los atributos pueden ser visitados más de

una vez, y cada atributo puede ser visitado consecutivamente. Esto se debe a que Busemeyer

y Townsend (1993) considera que los pasos de observación representan la cantidad de tiempo

que toma el obtener y procesar la información. En otras palabras, el proceso de deliberación

T es igual a la cantidad de pasos t por la duración de los pasos t.

Cada alternativa tiene un valor de preferencia que cambia en el tiempo, la cual puede ser

considerada como análoga a la utilidad subyacente del modelo RUM. Se de�ne la columna de

la matriz Pt como el vector que contiene el valor de preferencia de todas las alternativas en

cada momento t de observación para un individuo. Los instantes t son de�nidos como cada

paso en que el individuo observa un atributo de todas las alternativas y las compara. En la

Ecuación 2.8 se observa la expresión principal de cómo se obtiene el valor de las preferencias

14



para cada instante t, como función de las preferencias en el instante t− 1 y del atributo que

se revisa en el instante t.

Pt = S · Pt−1 + Vt (2.8)

En donde Vt (Ecuación 2.9) es el vector de valencia, el cual contiene el valor que entregan

las alternativas dado el atributo que se observa en el instante t. C es la matriz de contraste

donde cι̇,ι̇ = 1 y cj 6=ι̇ = (−1)/(n − 1), donde n es el número total de alternativas. M es la

matriz de atributos, la cual contiene los valores de los atributos. Wt es el vector que indica

qué atributo se observa en el instante t, lo que es de�nido por la probabilidad de observar el

atributo wi. Luego εt es el vector de errores, los cuales usualmente distribuyen ε ∼ N(0, 1).

Vt = C ·M ·Wt + εt (2.9)

C es la matriz de contraste donde cι̇,ι̇ = 1 y cj 6=ι̇ = (−1)/(n− 1), donde n es el número total

de alternativas. M la matriz de atributos, la cual contiene los valores de los atributos. Wt es

el vector que indica qué atributo se observa en el instante t. Luego εt es el vector de errores,

los cuales usualmente distribuyen ε ∼ N(0, 1).

S, en la Ecuación 2.8 es un vector de �peso del pasado�, el cual multiplica el valor de las

preferencias del instante anterior, es decir, la preferencia que se había guardado hasta ese

entonces. El cálculo de este vector se encuentra en la Ecuación 2.10

S = I − φ2 ∗ e−φ1·D
2

(2.10)

En donde φ1 es un parámetro de sensibilidad (�¾qué tanto compiten alternativas simila-

res?�) y φ2 un parámetro de memoria (�¾es la información inicial o tardía más importante?�).

I es la matriz de identidad y D2 es un vector que compara los valores de los atributos de

acuerdo al criterio de�nido de antemano, por ejemplo, diferencia cuadrada, diferencia abso-

luta, entre otras. Se ha discutido sobre cuál criterio debería utilizarse, ya que afecta en el

resultado �nal, Qin et al., 2013 utilizó la distancia euclidiana, Hotaling et al., 2010c señala

un método con un nuevo parámetro w que considera la distancia entre alternativas menos

competitivas, �nalmente Berkowitsch et al., 2015 creó una función generalizada para tres o

más atributos.
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2.5.1.2.1 Ejemplo de la formación de valores de preferencia

En los siguientes párrafos se ejempli�can los mecanismos básicos del modelo. La informa-

ción para utilizar estos ejemplos son sacadas de la charla realizada por Hess (2018), la cual

fue dictada en el Interdisciplinary Choice Workshop realizado en la ciudad de Santiago de

Chile en Agosto de 20181. Esta charla no está documentada, sin embargo, el ejemplo puede

desarrollarse sin especi�car la fuente, ya que corresponde solamente a calcular las matrices

de DFT utilizando los valores del ejemplo. Se ejempli�ca mediante un caso de elección de

4 vinos, que tienen los siguientes atributos observables: nombre, año, tipo, país de origen y

precio. Los valores de estos son encontrados en la Tabla 2.2.

Como se mencionó, para el cálculo de la preferencia presente Pt, se debe multiplicar la

preferencia pasada Pt−1 por la matriz de retroalimentación S, y sumarle a esta multiplicación

el valor presente entregado debido a la observación de atributos Vt (Ecuación 2.8).

Para el cálculo de Vt se necesita la matriz M (Tabla 2.2) que contiene el valor de los

atributos para cada alternativa. Ésta debe ser multiplicada por la matriz de contraste (Tabla

2.3), que centra los valores alrededor de 0, y también multiplicada por el vectorWt, que indica

cuál atributo fue observado por el individuo en el instante t (Ecuación 2.9). Por ejemplo, si

se observa el atributo precio en el instante t, el vector Wt es igual a (0, 0, 0, 0, 1).

M
Matriz de Atributos

nombre tipo país año precio

Hess Select 3 3 3 1 -3
Campo Viejo 2 1 1 3 -2
Santa Rita 1 3 2 1 -2
Tesco Australian 0 2 0 0 -1

Tabla 2.2: DFT: Ejemplo de matriz de atributos M

De la Tabla 2.2, se puede observar 2 características importantes, las cuales son consideradas

como parte de las limitaciones del modelo. La primera característica, es que se puede notar

que los efectos de las variables ya están de�nidos, es decir, se asume de antemano que las

primeras 4 variables tienen efecto positivo en las preferencias de la persona. En cambio, la

última variable (costo) se considera con efecto negativo. Esto ilustra una de las posibles

limitaciones del modelo, en cuanto a que no es claro qué hacer con aquellas variables para

las cuales no se conozca la dirección de sus preferencias a priori.

1Link ICW: http://www.icw.cl/11/default/inicio (Fecha revisión 19.09.2019)
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Un segundo ajuste que es necesario considerar para aplicar el modelo DFT en la práctica

tiene que ver con que los valores de las variables están de�nidos como valores de categoría

0, 1, 2 o 3, lo que supone que los valores de las variables originales fueron modi�cados para

poder ajustarse al modelo DFT. El modelo no utiliza los valores reales de las variables, ya

que, de ser así, el vector D2 tendría valores extremos y muy diferentes en valor y magnitud

entre sí2. Luego, para obtener el valor de Vt se necesita del vector Wt y la matriz C (Tabla

2.3).

Matriz
C

Hess Select Campo Viejo Santa Rita Tesco Australian

Hess Select 1 -1/3 -1/3 -1/3
Campo Viejo -1/3 1 -1/3 -1/3
Santa Rita -1/3 -1/3 1 -1/3
Tesco Australian -1/3 -1/3 -1/3 1

Tabla 2.3: DFT: Ejemplo de matriz de contraste C

El atributo que se observe depende de la probabilidad de que éste sea observado, por lo

tanto, el vector w de�ne estas probabilidades para todos los atributos, las cuales deben ser

estimadas.

De�nido todo lo anterior, y considerando el error ε, que debe ser estimado, se obtiene

el valor del vector de valencia Vt. Luego, se debe obtener el valor de la matriz de retro-

alimentación S para tener todo lo necesario para el cálculo de Pt. Como se de�nió en la

Ecuación 2.10, S depende de φ2, φ1 y D2. Los dos primeros parámetros deben ser estimados

y la matriz D2 se calcula de acuerdo a la diferencia cuadrada de los valores de los atributos.

Por ejemplo, el valor de dHess,Campo que se observa en la Tabla 2.4 se calcula de la siguiente

manera: dHess,Campo = (3− 2)2 + (3− 1)2 + (3− 1)2 + (1− 3)2 + (−3− (−2))2 = 14

Matriz
D2

Hess Campo Santa Rita Tesco

Hess 0 14 6 24
Campo 14 0 10 16
Santa Rita 6 10 0 8
Tesco 24 16 8 0

Tabla 2.4: DFT: Ejemplo de matriz de distancia D

2Durante el trabajo de esta memoria se intentó replicar el modelo DFT mediante codi�cación propia, con
valores originales de variables (no de categoría) pero ocurría lo mencionado, es decir, la matriz D2 se no
permitía un cálculo correcto del modelo.
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Como se mencionó, los criterios que se elijan para el cálculo de la matriz D dependen del

modelador. Por lo que no se concluye con exactitud cuál es la forma correcta de calcular esta

matriz.

Finalmente, siguiendo la formula, se puede obtener la matriz S (Tabla 2.5) asumiendo que

φ1 = 0,05 y φ2 = 0,1, para el ejemplo.

Matriz
S

Hess Campo Santa Tesco

Hess 0.900 -0.050 -0.074 -0.030
Campo -0.050 0.900 -0.061 -0.045
Santa -0.074 -0.061 0.900 -0.067
Tesco -0.030 -0.045 -0.067 0.900

Tabla 2.5: DFT: Ejemplo de matriz de retroalimentación S

Con todos estos valores obtenidos, se tiene casi todo lo necesario para poder calcular los

vectores de preferencias en cada instante t, lo único que falta en este ejemplo es el punto de

partida P0. Este punto de partida puede ser considerado como la opinión pre-análisis de las

alternativas, que puede considerar también el valor de atributos que no se consideran en la

modelación. Estos valores claramente no son conocidos, por lo que deben ser estimados.

2.5.1.3. Estimación

Para la estimación, se requiere conocer el valor esperado de Pt y la covarianza de Pt,

ya que la probabilidad de elegir una alternativa sobre otra depende de estos valores. Roe

et al. (2001) demuestra que Pt converge a una distribución normal multivariable. Entonces

la expresión para el cálculo de la probabilidad de elegir la alternativa A, entre A, B y C, se

ve en la Ecuación 2.11.

P(A | t) = P(Pt[A]− Pt[B] > 0 ∩ Pt[A]− Pt[C] > 0) =

∫
X>0

e−(X−Γ)′Λ−1(X−Γ)/2

2 · π|Λ|0,5
dX (2.11)
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donde

X = (Pt[A]− Pt[B], Pt[A]− Pt[C])

Γ = L× E[Pt]

Λ = L× Cov[Pt]× L′

L =

1 −1 0

1 0 −1



L es una matriz que tiene una columna con 1s y una matriz identidad de tamaño n− 1 (n

numero de alternativas), la columna de 1s debe ser puesta en la columna de su alternativa

respectiva (en este caso la primera, es decir, la de A). El cálculo de la esperanza y la covarianza

se mejoró por Hancock et al., 2018, debido a que antes solo podía calcularse para t in�nito.

Luego, las expresiones �nales se obtienen en las ecuaciones

E[Pt] = (I − S)−1(1− St) · C ·M · wm + St · P0 (2.12)

Cov[Pt] = (I − Z)−1(I − Zt)Φ (2.13)

Con wm vector de los pesos de los atributos, Z una transformación de S (SΦS ′ = ZΦ).

Se puede apreciar que esta formulación de la probabilidad de elección considera un gran

uso de matrices que se operan matemáticamente entre ellas. Además, se debe tener en cuenta

que lo anterior es solamente considerado para un individuo, por lo tanto, de aplicarse a toda

una muestra de individuos, se vuelve aún más complejo el problema de computación.

2.5.1.4. Analogía con MNL

Hancock et al. (2018) sugiere una interpretación aproximada para entender los mecanismos

de DFT. Los atributos de las alternativasM son multiplicados porW , la importancia relativa

de los atributos, que son equivalentes a los coe�cientes β de MNL. Luego se tiene el vector

de valencia Vt, que puede ser considerado como �la utilidad en un momento especí�co� y Pt
la preferencia total, equivalente a la utilidad de las alternativas de MNL. DFT no produce

utilidades, pero se puede usar el total de preferencias para calcular la verosimilitud de las

alternativas.
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2.5.1.5. Diferencia con otros modelos de la literatura

En la literatura se encuentran diversos estudios y propuestas de modelos que apuntan en

la misma dirección que el modelo Decision Field Theory, es decir, que buscan considerar el

proceso cognitivo y las estrategias que toman los individuos, profundizando el conocimiento

en la dinamicidad de las decisiones. En los siguientes párrafos se pretende dar una noción

de estos modelos y sus diferencias con DFT. Se debe aclarar, que sólo se dará una noción

general de estos modelos, ya que estos solamente sirve como forma de comparación.

Los modelos lexicográ�cos (Slovic, 1975) son modelos no compensatorios que suponen que

los individuos siguen ciertas reglas de ordenamiento para realizar la elección de alternativas.

Por ejemplo, un ordenamiento lexicográ�co de importancia de atributos supone que los in-

dividuos observan un atributo de todas la alternativas y ordenan las alternativas de mejor

a peor, luego, observan otro atributo, y se repite el proceso hasta tener un ordenamiento de

todos los atributos y sus alternativas. Finalmente el individuo escogería una estrategia para

elegir la alternativa, por ejemplo, elegir la alternativa que mejor está rankeada en los atribu-

tos, o solamente elegir la alternativa que mejor rankea en el atributo más importante, etc. Se

señala solamente el modelo lexicográ�co por atributos, porque es el que mayor relación tiene

con el modelo a estudiar en esta memoria, ya que también asume que los individuos realizan

búsqueda en anchura (breadth-�rst). Luego, Jedidi et al. (2015), proponen incorporar incer-

tidumbre en el orden de preferencia de los atributos, dejándolo como un modelo estocástico.

Este modelo, a pesar de no ser publicado, se encuentra explicado por Henriquez (2014).

Otro modelo que entra en la discusión es el Elimination by Aspects Model (Tversky, 1972),

el cual señala que cuando un individuo se enfrenta a diferentes opciones, primero identi�ca los

atributos más importantes, luego, si alguna alternativa no cumple con criterios individuales

esta es eliminada de ser una opción a escoger. Por ejemplo, al realizar un análisis de qué

opción seleccionar, si una alternativa es extremadamente cara en comparación a las otras,

algunos individuos tienden a eliminar esa alternativa completamente de sus opciones. Es claro

porqué este modelo es diferente a DFT, sin embargo, este también tiene cercanía teórica ya

que asume que los individuos utilizan una estrategia observación de atributo por atributo.

Dentro de la literatura, se encuentran también los modelos de búsqueda, que siguen la

misma lógica del principio DFT, en donde se asume que el individuo realiza una observación

continua y dinámica de los atributos para realizar la elección. Estos modelos se enfocan en

la adquisición y procesamiento de la información, es decir, en las estrategias que éstos uti-

lizan para observar e interpretar ésta, dependiente de la estrategia que utilicen. En general

se calibran mediante la utilización de información de tecnologías como eye-tracking. Entre

las propuestas más representativas de los modelos de búsqueda se encuentran los modelos
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Information Acquisition Model (Shi et al., 2013), Search and Choice Model (Yang et al.,

2015) y Satis�cing Choice Model (Stüttgen et al., 2012). Information Acquisition Model es

un modelo jerárquico de Markov de diferentes capas que utiliza información de experimentos

de eye-tracking. En principio, este asume que existen 3 niveles fundamentales en el análisis

de decisiones, el primero es el nivel del movimiento de ojos, luego, el cómo los individuos

adquieren y procesan la información observada, y �nalmente, la última capa se re�ere a la es-

trategia que se utiliza para analizar, por ejemplo, comparando atributos por atributo. Search

Choice Model es un modelo que también se basa en la utilización de eye-tracking, mediante

el cual utilizan una función de utilidad de cada caso de observación, en el cual estiman pa-

rámetros a nivel individual y una función likelihood basada en métodos bayesianos. Si bien,

estos 2 modelos y DFT tienen una naturaleza similar de buscar explicar el proceso cognitivo

y las estrategias que se utilizan, la mayor diferencia radica en que estos modelos de búsqueda

dependen de la estimación y predicción mediante utilización de tecnologías de eye-tracking,

en cambio, DFT busca ser una alternativa modelos tradicionales que utilizan bases de datos

sin esta información. Sin embargo, el eye-tracking puede ser utilizado para DFT con el �n

de mejorar la precisión de éste. Satis�cing Choice Model es un modelo que también sigue la

lógica detrás de estos modelos, ocupa un concepto de satisfacción relacionada a los atributos

y variables. Este concepto es muy similar al del modelo de Elimination by Aspects, en el

cual si una alternativa no satisface los criterios del individuo, termina siendo descartada. Es

clave entender que estos modelos se diferencian en la forma de calibración, ya que requie-

ren la información de lo observado por los individuos, en cambio DFT, puede utilizar esta

información, pero para complementar, lo mismo aplica para el modelo desarrollado en esta

memoria.

2.5.1.6. Limitaciones del modelo

Las limitaciones y/o problemas del modelo que se mencionarán se dividirán en dos ca-

tegorías, la primera es la que señalan Hancock et al. (2018), autores de la publicación más

reciente que estudia el modelo, y la segunda es la que se identi�caron a partir del trabajo de

esta memoria.

Hancock et al. (2018) declaran las siguientes limitaciones:

1. Alto costo computacional: Un modelo estándar DFT puede tomar hasta 200 veces más

que un Logit multinomial.

2. Interpretabilidad económica: Debido a la naturaleza de la formulación del modelo DFT

no se puede realizar interpretaciones del valor de los parámetros o sus relaciones, por

ejemplo, no se puede obtener el valor del tiempo.

21



3. Identi�cación: Signo parámetro de atributos: Es claro que existen parámetros que tienen

efectos negativos y positivos para los individuos. Sin embargo, en DFT, siempre debe

ser el parámetro wi un valor positivo, ya que es una probabilidad. Por lo tanto, para los

parámetros que son negativos, el modelo auto-�ja su valor de probabilidad en 0, lo que

no es realista, ya que signi�ca que la probabilidad de observar un parámetro es menor,

solo por el hecho de ser negativo. Esto se modi�ca cambiando el signo de los datos que

tienen efecto negativo.

4. Con�guración puntos iniciales: Se declara que DFT no tiene puntos iniciales claros

para su estimación, por lo que se debe realizar ensayos para encontrar puntos iniciales

adecuados. Por ejemplo, el autor señala que se realizan 100 simulaciones para encontrar

puntos iniciales adecuados en su investigación.

Se probó esta hipótesis dentro del trabajo de esta memoria, ya que se intentó con�gurar

el modelo con el software Apollo (Hess y Palma, 2019a), y, en efecto, al cambiar los

puntos iniciales éste entregaba diferentes resultados, lo que sugiere que el modelo es no

convexo. Lo anterior es una gran limitante, ya que se debe hacer pruebas de ensayo y

error para poder obtener resultados con este modelo.

5. Escala de valores de atributos: La escala que se utiliza para los valores de los atributos

de las alternativas cambia el resultado �nal de la estimación de un modelo DFT.

Luego, las identi�cadas para el trabajo de esta memoria son:

6. Alta di�cultad de con�guración: Se identi�có que el modelo tiene una alta complejidad

para poder con�gurarlo y poder realizar estimaciones. Esto debido a su a su cantidad

de matrices que se deben crear, incluida su estimación, que crea transformaciones de

matrices y incluir su distribución normal multivariada.

7. Signo de atributos: Como se pudo observar en el ejemplo entregado, se debe saber

de antemano cuál es el efecto del atributo que se está estudiando. Por lo tanto, de

no saberse con exactitud si un atributo tiene un efecto positivo o negativo, el modelo

puede estar calculándose incorrectamente.

8. Alternativas con mismos atributos: Se descubrió, que al estimar el modelo con atributos

que tienen el mismo valor para diferentes alternativas, causa que el modelo DFT no

pueda ser estimado. Esto debido a que, según lo observado y según la formulación de

Hancock et al. (2018), DFT depende de estimar matrices inversas, las cuales no pueden

ser calculadas si dos o más alternativas tienen los mismos valores en algún atributo.
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Existen dos posibles soluciones para lo anterior, lo cual limita aún más el modelo. La

primera, es �jar los parámetros φ2 y φ1 en 0, ya que de esta forma no es necesario

invertir matrices, lo cual entrega una versión simpli�cada de DFT, ya que se descubrió

que estos parámetros son insigni�cantes a veces3. Y la segunda opción es eliminar del

análisis los datos en que los atributos de las alternativas son iguales, lo que es una gran

limitante, ya que se pierde poder explicativo, y además, no es posible compararlo con

otros modelos que utilizan la base de datos completa.

3Thomas Hancock, comunicación personal via e-mail. Respuesta pública en foro de usuarios de softwa-
re Apollo: https://groups.google.com/d/msg/apollo-choice-modelling/ATi4cFWgvr4/ZkSyx9IOBQAJ. 13 de
Septiembre 2019.
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Capítulo 3

Formulación de un modelo DFT basado

en el principio de Maximización de la

Utilidad Aleatoria

Al igual que DFT, el modelo propuesto está ideado principalmente para contextos de

elecciones de corto plazo, es decir, elecciones que no toman más de unos segundos o minutos

de análisis, esto debido a que según Hancock et al. (2018) aún no se tiene claridad respecto

a qué situaciones DFT puede aplicarse con seguridad el modelo DFT, pero se ha probado el

modelo con bases de datos que contienen situaciones de elecciones de corto plazo (Encuestas

PD y PR).

Este modelo asume que los individuos tienen una cantidad limitada de alternativas con

sus respectivos atributos, y que, para tomar una decisión respecto a qué alternativa escoger,

realizan una evaluación secuencial de los atributos. En cada paso de este proceso, el individuo

observa un atributo de todas las alternativas, se genera una opinión de éstas opciones y luego

sigue buscando en base a los atributos que tiene disponible. Si es que le parece que se formó

una opinión sólida de las alternativas, y cree que su opinión no cambiará a futuro, la persona

escoge �nalmente una de las alternativas.

En este capitulo se presenta la base general y matemática del modelo propuesto. Es im-

portante destacar que lo presentado a continuación y durante toda la memoria corresponde

un prototipo de modelo, que busca hacerse cargo de algunas de las limitaciones del modelo

Decision Field Theory. Por lo tanto, primero se formulará el modelo, con todo lo necesario

para que pueda desarrollarse un método de generación de datos y de estimación, pero lue-

go en el Capitulo 4 y 5 se analizará la validez y todos los casos de posibles ajustes que se
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necesiten en futuras iteraciones, sentando así las bases para un trabajo futuro.

3.1. Ejemplo introductorio

En esta sección se realizará un pequeño ejemplo para poder relacionar la teoría con un

caso que podría ocurrir antes de realizar una elección. Es importante destacar que se intenta

replicar lo que puede ocurrir realmente.

Se supone el caso de un individuo que quiere viajar a otra ciudad de su país. Este individuo

está totalmente decidido a elegir pronto, es impaciente y las únicas opciones que baraja son

3: avión, bus y tren. Los atributos visibles de estas alternativas son el precio del pasaje, el

tiempo de viaje aproximado y la hora de salida. Antes de observar las opciones, el individuo

pre�ere el modo tren, dada su experiencia e historia, y sabe que será una opción más segura.

Sin embargo, está dispuesto a analizar otras opciones.

La información la tiene disponible al mismo tiempo, y siguiendo el supuesto que se ha

mencionado en esta memoria, el individuo realiza una observación atributo por atributo.

Siguiendo los supuestos del modelo, el individuo inicia su proceso, observa un atributo,

actualiza su utilidad, observa otro atributo y nuevamente actualiza su utilidad, esto lo realiza

hasta que quede conforme con su búsqueda y termina el proceso, eligiendo una alternativa.

3.2. Modelo econonométrico

La diferencia general del modelo propuesto en esta investigación con Decision Field Theory

es que este modelo tiene otra formulación matemática y realiza otros supuestos. Como se

mencionó, este modelo busca considerar en su formulación la evaluación de atributos en el

tiempo. Se asume, entonces, que existe una utilidad subyacente que cambia a medida que

se observan los atributos. La decisión de seguir observando o no depende de un umbral de

tolerancia que se vuelva más restrictivo mientras avanza el tiempo. Además, se asumirá que

los atributos pueden ser visitados más de una vez, y se pueden visitar consecutivamente,

emulando lo que considera el método DFT.

Los supuestos fundamentales del modelo propuesto son:

• Se asume que los individuos realizan observación búsqueda en anchura (breadth-�rst

search), es decir, observan atributo por atributo en cada paso, al igual que Decision

Field Theory (Busemeyer y Townsend, 1993; Hancock et al., 2018; Roe et al., 2001).
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Sin embargo las alternativas se comparan solamente al momento de elegir (al menos

explícitamente), a diferencia de Decision Field Theory, que asume que los individuos sí

realizan observación por atributo pero que comparan las alternativas en cada instante

de observación.

• Por lo tanto, el número de pasos es ilimitado, pero para efectos de esta memoria, es

decir, para la generación de datos y para la estimación los pasos se limitan de acuerdo

a un número de pasos máximos a realizar (tiempo máximo) que resulta factible para

el análisis, tal como ocurre en la realidad en casos de elecciones en contextos de corto

plazo. Además, es lógico pensar que los pasos son limitados, ya que o sino, los individuos

nunca escogerían.

• Además, al intentar replicar el comportamiento DFT, los atributos observados pueden

ser observados más de una vez, y observados consecutivamente. Lo anterior se debe

a que Busemeyer y Townsend (1993) señala que los pasos son periodos de tiempo de

análisis cognitivo que el individuo realiza, por lo tanto, intenta replicar el tiempo que

un individuo realiza su proceso de deliberación de forma lineal. No se tiene claridad

de�nida de cuanto tiempo (en segundos) un paso de análisis debe durar, pero por

ejemplo Busemeyer y Townsend (1993) señala que estos tienen a 0, para poder realizar

un análisis continuo. Sin embargo, para este modelo prototipo, y con el �n de buscar

simplicidad, se asume que el tiempo total es igual a la cantidad de pasos, es decir, se

considerará que cada paso tiene una duración de un segundo (o unidad unitaria).

Figura 3.1: Decisiones involucradas en cada paso t

Se de�ne el conjunto de alternativas a elegir como I y el conjunto de atributos como K.

La utilidad de la alternativa ι̇ del individuo n ε N en cada paso t ε T es U t
nι̇. En t = 0

el individuo tiene una opinión inicial preconcebida de cada alternativa (que el investigador
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desconoce) de�nida como U0
nι̇. Luego, en cada paso t, tiene dos opciones a tomar: decidir

elegir, o seguir observando atributos y actualizar su utilidad (Figura 3.1). Si se decide a

elegir, se termina el proceso, la utilidad deja de actualizarse y se procede a escoger la que

tenga mayor utilidad de las alternativas I. En cambio, si la persona decide seguir observando

atributos, debe determinar cuál de éstos observar para continuar actualizando su utilidad

(cambiar su opinión o reforzarla).

La utilidad de cada alternativa se actualiza de acuerdo al atributo k que se observó en ese

paso t. El proceso se repite hasta que la persona elige, por lo que éste puede ser interrumpido

en cualquier paso t. Si el proceso llega al tiempo máximo límite, el individuo está forzado a

elegir en ese paso.

Consideremos que la persona elige la alternativa ι̇ siguiendo una secuencia especí�ca. Por

ejemplo, supóngase que la persona observó atributo k3 en t = 1, luego observó k2 en t = 2,

después el mismo atributo k2 en el tercer momento de observación t = 3 y �nalmente realizó

su elección, la secuencia se denota como (k3, k2, k2, ι̇).

Entonces, la probabilidad de dicho suceso P (k3, k2, k2, ι̇) se de�ne como la probabilidad

de observar esos atributos en sus respectivos momentos y la probabilidad de elegir ι̇ dado

que se observaron esos atributos en ese orden, como se puede ver en la Ecuación 3.1 . Luego,

utilizando el teorema de Bayes, se puede escribir una expresión, tal y como se ve en la

Ecuación 3.2, para cualquier combinación de atributos del conjunto K observados en una

cantidad T de pasos. Finalmente, una secuencia de observación de atributos se de�ne como

caminos de búsqueda o, simplemente, caminos.

Entonces, para el caso mencionado y asumiendo independencia entre la probabilidad de

elegir atributo k:

P(k3, k2, k2, ι̇) = P(ι̇ | k3, k2, k2) · P(k3, k2, k2)

P(k3, k2, k2, ι̇) = P(ι̇ | k3, k2, k2) · P(k3 | t = 1) · P(k2 | t = 2) · P(k2 | t = 3)
(3.1)

P(k(1), · · · , k(t), ι̇) = P(ι̇ | k(1), ..., k(t))
T∏
τ=1

P(k(τ)) (3.2)

3.2.1. Toma de decisión en cada paso t

¾Cómo el individuo toma decisiones en cada paso t? Como se mencionó y de�nió anterior-

mente, después de haber actualizado su utilidad en el paso t, existen 2 opciones principales:

se debe decidir si seguir observando (continuar proceso) o si elegir (terminar proceso). Si se
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decide continuar con la búsqueda (s(t)), se debe determinar qué atributo k se quiere observar

para actualizar la utilidad en t+ 1. Si se decide elegir (e(t)), se debe decidir qué alternativa

elegir en t.

Figura 3.2: Probabilidades asociadas en cada paso t

Con el �n de simpli�car la notación de combinaciones de atributos (k(1)...(k(T )) se de�ne

el conjunto H t, como el conjunto de todos los caminos posibles que puede tomar el individuo

hasta el momento t, es decir, este conjunto contiene todas las combinaciones existentes de

atributos pertenecientes a K hasta t. Entonces, se de�ne un camino cualquiera hasta t como

htl , con l siendo un número cualquiera de 1 hasta el total L de combinaciones existentes hasta

el instante t (L =
∑T

τ |I|τ , con |I| el total de alternativas). La probabilidad de elegir un

atributo k en el paso t depende de si se decidió seguir observando o no en el paso anterior

t − 1 (Ecuación 3.3). Así mismo, la probabilidad de elegir la alternativa ι̇ depende de si se

decidió elegir en t (Ecuación 3.4).

P(k(t) | ht−1
l ) = P (k(t) | s(t− 1)) · P (s(t− 1) | ht−1

l ) (3.3)

P(ι̇ | htl) = P (ι̇ | e(t)) · P (e(t) | ht−1
l ) (3.4)

3.2.2. Función de utilidad

De�nida la base probabilística general para representar las decisiones, se debe de�nir la

función utilidad que considere el aspecto dinámico de la evolución de preferencias de los indi-

viduos. Se pretende de�nir una función que sea lo más sencilla posible y que tenga similitudes

con la expresión de utilidad del modelo Multinomial Logit para una fácil interpretación, posi-

ble identi�cación y recuperación de parámetros. Por lo tanto, se de�ne la utilidad subyacente

del individuo n en cada paso t para cada alternativa ι̇ como U t
nι̇. Esta expresión contiene un

aspecto dinámico t, el cual depende del atributo k(t) que se observa en ese paso, además de

la utilidad que se percibió en el instante anterior, t− 1. Luego, la expresión de utilidad que
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se de�ne para este modelo es:

U t
nι̇ = α · U t−1

nι̇ + (1− α) · βk(t) ·Xnι̇k(t) + εnι̇k(t) (3.5)

Con

U t
nι̇ : utilidad subyacente de la alternativa ι̇ para el individuo n en t

α : peso del pasado, factor temporal

k(t) : atributo observado en el paso t

βk(t) : efecto del atributo k(t)

Xnι̇k(t) : valor del atributo k(t) para el individuo n de la alternativa ι̇

εtι̇n : error temporal, distribuye valor extremo con escala µe

Esta utilidad tiene una lógica similar a las cadenas de Markov (Markov, 1907), en donde

solamente el evento anterior (U t−1
nι̇ ) afecta el evento presente. La utilidad depende de la

utilidad que se tenía hasta el paso de observación anterior, y del atributo k(t) que se observa

en ese instante t. Este valor del atributo multiplica a un parámetro βk(t) que atrapa el efecto

del atributo en la utilidad del individuo, al igual que MNL, pero su diferencia radica en que

el parámetro tiene efecto en la utilidad sólo en los momentos de observación.

La utilidad anterior U t−1
nι̇ es multiplicada por el factor α el cual se de�ne como el peso

del pasado. Se de�nió, que a pesar de que se busca modelar procesos de elección de corto

plazo, aun así las observaciones más recientes tienen un efecto que se balancea con el pasado.

Además, se considera el peso del presente, que es el peso del atributo observado en t, k(t), el

cual se multiplica por el parámetro βk(t), y es ponderado por (1− α).

Es importante destacar, que esta función tiene alta dependencia de la utilidad inicial

(opinión inicial de cada alternativa) U0
nι̇, ya que esta de�ne la evolución que tomará la utilidad

subyacente de los individuos, al menos en los primeros pasos t.

Por último, se descompone la utilidad U t
nι̇ en dos partes (Ecuación 3.6): la primera es la

utilidad sistemática, que no tiene variabilidad estocástica y depende solamente de los valores

exactos de los parámetros y las variables. La segunda parte es el error, el que de�ne a la utili-

dad subyacente como aleatoria. Es necesario de�nir esto para el cálculo de las probabilidades

que dependen de la distribución del error.

U t
nι̇︸︷︷︸

Utilidad aleatoria

= V t
nι̇︸︷︷︸

Utilidad sistemática

+ εtnι̇︸︷︷︸
Error

(3.6)
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Es necesario mencionar, que la forma de la utilidad siempre dependerá del camino que toma

el individuo, por lo que la notación de esta función debiera incluir el orden de observación.

Luego se de�ne U
t|htl
nι̇ como la notación dependiente del camino, la cual, por simpli�cación, no

será siempre utilizada, sino que cuando sea explícitamente necesaria. Por lo tanto, se debe

asumir que U t
nι̇ es para cualquier camino de observación, si es que no se especi�ca.

3.2.3. Expresiones de las probabilidades

Ya de�nida la utilidad subyacente, la estructura de probabilidades y el proceso que se

busca explicar, se pueden escribir las expresiones de probabilidades del modelo.

3.2.3.1. Probabilidad de elegir o seguir observando

Para de�nir estas probabilidades se debe tener en consideración que el individuo en el paso

t, está decidiendo si continuar con su búsqueda o no. Por lo tanto, éste debe considerar si existe

alguna ganancia en seguir realizando su búsqueda. Para esto, se asume que el individuo realiza

una comparación entre la utilidad presente de todas las alternativas y la utilidad posible

futura en caso de que elija en el siguiente periodo. Es necesario aclarar, que la utilidad

futura del individuo no es conocida por él, sin embargo, se utiliza el supuesto de que las

probabilidades de observar a futuro son computaciones realizadas inconscientemente y la

utilización de la utilidad futura es referencial al trade-o� que un individuo podría realizar.

En la Figura 3.3 se observa que el individuo tiene asociados 2 nodos, uno presente para

las utilidades actuales y uno futuro para las utilidades posibles futuras en caso de seguir

buscando.

Luego, la utilidad actual (presente) en t V t
presente de cada individuo se de�ne como la

esperanza del máximo de las utilidades presentes de cada alternativa en t, esto es similar a la

expresión de Nested Logit (Ben-Akiva et al., 1985), realizando la analogía de que todas las

utilidades en t de cada alternativa son parte de un nido.

Para obtener esta forma cerrada de la utilidad máxima esperada (Ecuación 3.7), se asume

que εtnι̇ es variable aleatoria independiente e idénticamente distribuida (i.i.d.) y que distribuye
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Figura 3.3: Utilidades asociadas a la decisión de seguir buscando o no

valor extremo con escala µe (Gumbel).

U t
presente = V t

presente + εtpresente

⇓

V t
presente = E[max(U t

ι̇∀ι̇ ∈ I, µe)]

V t
presente =

1

µe

· ln (
I∑
ι̇

eµe·V
t
ι̇ )

(3.7)

Luego, la utilidad de seguir buscando (utilidad futura) se divide en 2 partes. Esto debido

a que primero, se debe analizar la utilidad que podría entregar cada atributo k para todas

las alternativas si se observase en t+ 1 (V t+1
sk ), y luego, analizar esto para todos los atributos

(V t
futura), como se puede observar en la Figura 3.3 y en las Ecuaciones 3.8 y 3.9.

Entonces, se de�ne la utilidad futura posible de seguir buscando (s) y observar el atributo

k, como:
U t+1
sk = V t+1

sk + εt+1
k

⇓

V t+1
sk = E[max(U t

ι̇|k∀ι̇ ∈ I, µe)]

V t+1
sk =

1

µe

· ln (
I∑
ι̇

eµe·V
t+1
ι̇|k )

(3.8)
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Teniendo esta expresión, se puede de�nir la utilidad futura posible, en caso de seguir

buscando, como la esperanza del máximo de estos atributos, al igual que con la utilidad

presente que tiene una estructura similar a un nido de Nested Logit. Para lograr esto se

asume que εtk es i.i.d valor extremo con escala µs.

U t
futura = V t

futura + εtfutura

⇓

V t
futura = E[max(U t+1

sk ∀k ∈ K,µs)]

V t
futura =

1

µs
· ln (

K∑
k

eµs·V
t+1
sk )

(3.9)

La probabilidad de seguir observando atributos para actualizar la utilidad depende de que

la utilidad esperada futura supere un umbral de tolerancia δt (3.10), que indica que existe

una ganancia en continuar con el proceso para el individuo. Este factor de tolerancia crece a

medida que pasa el tiempo, ya que, mientras más observa la persona, más impaciente se ha

vuelto.

δt = δ · t2 (3.10)

Luego, para que la persona continúe buscando, el valor absoluto de la diferencia entre la

utilidad presente y la futura debe ser mayor a este umbral δt. La intuición detrás de esto

es que la persona solamente seguirá observando, si encuentra que a futuro existirán grandes

cambios en su utilidad, pero a medida que pasa el tiempo, más intolerante se vuelve la persona,

por lo que requiere cambios esperados mucho más grandes para decidir seguir buscando. De

lo anterior sale la dinamicidad del parámetro δt, como se muestra en la Ecuación 3.10. La

formulación anterior no es de�nitiva, ya que se podría de�nir un factor constante (estable)

base para δt como δ0, con δt = δ0 + δ · t2, donde se podrían capturar dos posibles efectos,

un efecto estable de los individuos y uno que aumenta en el tiempo, ambos deberían ser

estimados. Pero para efectos de esta investigación exploratoria, se mantendrá simplicidad.

Dicho lo anterior y asumiendo que el error de la diferencia entre estas utilidades es i.i.d

valor extremo con factor de escala escala µ, se de�ne:

P(s(t) | htl) = P (|V t
presente − V t

futura| ≤ δt)

P(s(t) | htl) =
eµ·V

t
presente

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·V

t
futura

eµ·V
t
futura + eµ·(V

t
presente+δt)

(3.11)
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Y la probabilidad de decidir elegir en t como :

P(e(t) | htl) =
eµ·(V

t
futura+δt)

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·(V

t
presente+δt)

eµ·V
t
futura + eµ·(V

t
presente+δt)

(3.12)

3.2.3.2. Probabilidad de observar atributo k

Se de�ne la probabilidad de observar un atributo como el peso de cada utilidad futura de

cada atributo (V t+1
sk(t+1)) entre todos los atributos posibles a considerar, asumiendo que εtk es

i.i.d valor extremo con escala µs por lo tanto:

P(k(t+ 1)|s(t)) =
eµs·V

t+1
sk(t+1)∑K

k′ e
µs·V t+1

sk′
(3.13)

3.2.3.3. Probabilidad de elegir alternativa ι̇

La probabilidad de elegir una alternativa es similar a la del modelo Logit, debido a la

distribución del error εtnι̇ (valor extremo con escala µe).

P(ι̇(t)|e(t)) =
eµe·V

t
ι̇∑I

j eµe·V
t
j

(3.14)

3.2.3.4. Expresiones �nales

Finalmente, se tienen las expresiones �nales de las ecuaciones (3.3) y (3.4):

P(k(t) | ht−1
l ) =

eµs·V
t
sk(t)∑K

k′ e
us·V tsk′(t)︸ ︷︷ ︸

P(k(t) | s(t− 1))

·
(

eµ·V
t−1
presente

eµ·V
t−1
presente + eµ·(V

t−1
futura+δt)

+
eµ·V

t−1
futura

eµ·V
t−1
futura + eµ·(V

t−1
presente+δt)

)
︸ ︷︷ ︸

P(s(t− 1) | ht−1
l )

(3.15)

P(ι̇ | htl) =
eµe·V

t
ι̇∑I

j eue·V
t
j︸ ︷︷ ︸

P( ˙ι | e(t))

·
(

eµ·(V
t
futura+δt)

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·(V

t
presente+δt)

eµ·V
t
futura + eµ·(V

t
presente+δt)

)
︸ ︷︷ ︸

P(e(t) | htl)

(3.16)
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3.2.4. Ejemplo

Siguiendo con el ejemplo (3.1), supongamos que el individuo realizó el siguiente proceso:

observó primero el tiempo de viaje (tv) de cada alternativa, luego, el precio (p), y �nalmente,

observó el horario (h) y se decidió por la opción tren.

Luego, el camino tomado por el individuo se denota (t, p, h, tren). Entonces, la probabi-

lidad de elegir la opción tren y que se haya seguido ese camino se calcula como:

P(tv, p, h, tren) = P(tren | tv, p, h) · P(tv | t = 1) · P(p | tv) · P(h | tv, p) (3.17)

Con las probabilidades de observar los atributos dado que se decidió seguir observando:

P(tv | t = 1) =
eµs·V

1
stv

eµs·V
1
stv + eµs·V

1
sp + eµs·V

1
sh

· P(s(t = 1))

P(p | tv) =
eµs·V

2|tv
p

eµs·V
2|tv
stv + eµs·V

2|tv
sp + eµs·V

2|tv
sh

· P(s(t = 2)|tv)

P(h | tv, p) =
eµs·V

3|(tv,p)
h

eµs·V
3|(tv,p)
stv + eµs·V

3|(tv,p)
sp + eµs·V

3|(tv,p)
sh

· P(s(t = 3)|tv, p)

(3.18)

Con V
t|(htl)
sk(t) la utilidad del tiempo t dado el camino htl observado.

Luego, se tiene que la probabilidad de elegir tren, es:

P(tren|tv, p, h) =
eµe·V

3|(tv,p,h)
tren

eµe·V
3|(tv,p,h)
tren + eµe·V

3|(tv,p,h)
bus + eµe·V

3|(tv,p,h)
avión

· P(e(t = 3) | tv, p, h) (3.19)

3.3. Probabilidades latentes

Las fórmulas anteriores son solamente para el cálculo de la probabilidad de solo un posible

camino que el individuo pudo haber realizado. Por lo tanto, debe generalizarse la probabilidad

para todos los caminos posibles que pudo haber realizado el individuo, ya que como se

mencionó anteriormente, no se cuenta con información de lo observado por el individuo.
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Luego, por cada paso t se aumenta el espacio posible de caminos H t−1 a H t en Kt. Por

ejemplo, si un individuo realizó 2 observaciones de un conjunto de 3 atributos, y como no se

conoce lo que se observó, en t = 1 existen 3 opciones de lo que pudo observar, y luego existen

3 opciones en t = 2 para cada posible opción elegida del paso anterior. Luego, la cantidad de

caminos posibles que puede tomar el individuo es 3 + 9 = 12. En la Figura 3.4 se observa la

generalización de lo mencionado.

0

k1

k1

...

k1 K

...

K

...
...

K

k1

...
...

K

...
...

k1 K t = T

...

t = 2

t = 1

t = 0

· · ·

· · · · · ·

· · · · · ·· · ·· · · · · ·

Figura 3.4: Generalización caminos posibles de un individuo

Sabiendo esto, se calcula la probabilidad de elegir una alternativa ι̇, como la suma de la

probabilidad de elegir ι̇ dado un camino por la probabilidad de elegir ese camino, para todos

los caminos (Ecuación 3.20).

P(ι̇) =
HT∑
htl

P(ι̇ | htl) · P(htl) (3.20)

3.4. Estimación

3.4.1. Expresión matemática de la estimación

Teniendo una expresión para P(ι̇), y de�niendo la elección ynι̇ hecha por n de la alternativa

ι̇ como:

ynι̇ =

1 si individuo n eligió ι̇

0 si no ∼
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Se tiene que la verosimilitud de observar la información se escribe como:

L =
N∏
n

I∏
ι̇

P(ι̇)yni (3.21)

Finalmente, al aplicar logaritmo natural a esta expresión, se obtiene la log-verosimilitud,

y por lo tanto, el modelo tiene todo lo necesario para poder estimarse, asumiendo que se

tiene información de los atributos a estudiar y la elección realizada por los individuos.

LL =
N∑
n

I∑
ι̇

ynι̇ · ln (P(ι̇)) (3.22)

La ecuación 3.22 asume que todos los puntos iniciales de cada alternativa, llamados opinio-

nes iniciales, U0
nι̇ son iguales para todos los individuos, es decir U

0
nι̇ = U0

ι̇ ∀n ∈ N . Para efectos

de esta memoria, se hará este supuesto, debido a la simplicidad que implica para probar el

modelo. En trabajos futuros se deberá plantear la estimación con parámetros individuales de

opinión inicial (o, incluso, para todos los parámetros) mediante la expresión de verosimilitud

de la Ecuación 3.23. En donde dist(U0 | Ω) es la distribución de la utilidad inicial de la

población.

L =

∫
U0

N∏
n

I∏
ι̇

P(ι̇|U0)ynι̇ · dist(U0 | Ω)dΩ (3.23)

3.4.2. Métodos de estimación

En esta memoria, se realizó un análisis de prueba de 4 especi�caciones para la estimación

del modelo. Esto, debido a su complejidad inicial. Es importante destacar que las especi�ca-

ciones 1, 2 y 4 serán las más estudiadas en el Capitulo 4. La especi�cación 3 fue descartada

por su complejidad y poco rendimiento. Por último, la especi�cación 5 se explicará mas no

se desarrollará en esta memoria, dejándola como una posible extensión para trabajos futuros

Las especi�caciones son descritas a continuación:
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3.4.2.1. Especi�cación 1: Estimación suponiendo que se conoce el camino de

búsqueda realizado por el individuo

Esta estimación supone que lo observado por el individuo en cada paso t es información

conocida. Esta data puede obtenerse mediante nuevas tecnologías, por ejemplo, seguimiento

del ojo de los individuos al realizar su proceso de decisión (Eye-tracking).

3.4.2.2. Especi�cación 2: Estimación suponiendo que se conoce la cantidad de

pasos que le tomó al individuo

Esta especi�cación considera que se conoce el tiempo o la cantidad de pasos que tomó el

individuo. Esto se puede obtener mediante la implementación de herramientas que puedan

capturar el tiempo de respuesta de los individuos, y luego, obtener cuánto tiempo se demoran

los individuos en cada paso (para obtener la cantidad de pasos).

3.4.2.3. Especi�cación 3: Estimación asumiendo que la probabilidad de un ca-

mino es una clase latente

Durante la investigación para esta memoria, se realizó una propuesta de calcular las pro-

babilidades de cada camino de observación como independientes, es decir, que para camino

htl , existe una probabilidad asociada P(htl) única, es decir, esta probabilidad debería ser esti-

mada. Lo anterior se asemeja al modelo Logit de clases latentes, en donde cada camino es una

clase latente. Esto resultaba factible para casos en donde la cantidad de pasos era pequeña (1,

2 o 3) y con pocos atributos, ya que al agregar más atributos o cantidad de pasos el espacio

de caminos se agranda considerablemente lo que obliga al cálculo de una gran cantidad de

parámetros. Lo anterior no es óptimo, ya que el hecho de tener que estimar tantos parámetros

complejiza el modelo considerablemente, por lo tanto, esta opción fue descartada.

3.4.2.4. Especi�cación 4: Estimación tradicional (probabilidades latentes)

La mayoría de las bases de datos actuales de elecciones discretas contienen solamente

información visible de los atributos, de los individuos y las elecciones realizadas por éstos,

por lo tanto, es necesario contar con un modelo que pueda estimarse utilizando solo estos

datos. Esta estimación es la desarrollada completamente en este capitulo.
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3.4.2.5. Especi�cación 5: Estimación usando probabilidades de�nidas acortan-

do el espacio de caminos posibles utilizando el enfoque propuesto por

Guevara et al. (2018)

El gran problema de la estimación convencional, es que conlleva un cálculo matricial

complejo, que se complejiza a medida que se agregan pasos de observación en la estimación.

Por lo tanto, para trabajos futuros se propone implementar un método de estimación que

acorte el espacio factible de caminos de búsqueda, sin grandes perdidas en poder explicativo.

3.5. Codi�cación en R

Para poder representar, calcular y estimar este modelo, se utilizó solamente el lenguaje

de programación R (R Core Team, 2017), y el software RStudio (RStudio Team, 2015),

esto dado que se busca simplicidad y fácil implementación del modelo. Por lo tanto, agregar

más softwares y lenguajes de programación complicaría este objetivo de simpli�cación. (Por

ejemplo, MNL es de simple implementación en R)

En esta sección, se describirá de forma general el proceso de codi�cación para la estimación

del modelo. El código general para la generación de datos y estimación se encuentra en la

sección Anexos (Apéndice A y B).

Como se menciona en la sección 3.4, para poder estimar el modelo se necesita calcular y

optimizar la función de verosimilitud. Para esto, primero se necesita saber la probabilidad de

todos los caminos que el individuo puede tomar. Los caminos posibles dependen de la canti-

dad máxima de pasos (o tiempo máximo) Tmax. Este valor de�ne cuántos caminos posibles

existirán para la estimación. En primera instancia el investigador debe con�gurar y de�nir

este Tmax. Se debe tener en consideración que para 2 atributos y un Tmax superior a 8 las

matrices ya empiezan a ser muy grandes para que R pueda computarlas de forma e�ciente.

Para conocer estas probabilidades de los caminos posibles se deben conocer todas las

utilidades de todas las alternativas en cada posible camino de búsqueda. Luego, la estimación

precisa del cálculo de utilidades y todas las probabilidades asociadas a las alternativas en

cada paso t, dependiendo del camino que tomen todos los individuos dados los valores de

los parámetros. El usuario codi�cador debe de�nir un Tmax, el cual de�nirá la cantidad

de caminos posibles y por consecuencia, el tamaño de las matrices (recordando que H =∑Tmax
τ Kτ )

Por lo tanto, se de�ne el calculo de la verosimilitud implica tener en consideración las

matrices indicadas en la Tabla 3.1.
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Descripción matriz Notación Cantidad Dimensión

Utilidad de alternativa Vnι̇ I N ×H
Utilidad posible futura de atributo k Vsk K N ×H
Utilidad futura si individuo sigue observando Vfutura 1 N ×H
Utilidad presente si decido elegir Vpresente 1 N ×H
Probabilidad de seguir observando P(s(t) | h) 1 N ×H
Probabilidad de elegir P(e(t) | h) 1 N ×H
Probabilidad de elegir alternativa P(ι̇ | h) I N ×H
Probabilidad de observar atributo P(k(t) | h) K N ×H
Probabilidad de cada camino P(h) 1 N ×H
Matriz de herencia MH 1 H ×H

Tabla 3.1: Matrices para la estimación del modelo. Probabilidades y utilidades por caminos
de observación

Todo lo anterior, incluyendo el calculo de los parámetros βk, U0
ι̇ (todas las alternativas

menos 1), α, δ y dos factores de escala de los tres posibles (µ, µe, µs) para la maximización

de la función.

Para esto, se utiliza diferentes optimizadores del software R, que se explicarán en el Ca-

pitulo 4.

3.6. Diferencias teóricas con Decision Field Theory

Diferencias teóricas Prototipo Decision Field Theory

1. Distribución errores • Valor Extremo • Normal

2. Probabilidad observar
atributo

• Dependiente del valor de la
utilidad futura del atributo

• Depende del valor del pará-
metro del atributo

3. Regla decisión de seguir
búsqueda

• Umbral interno dependiente
de la cantidad de pasos

• Umbral interno y externo

4. Parámetros de proceso • Convergencia α • Memoria φ2 y sensibilidad
φ1

5. Interpretabilidad econó-
mica

• Se puede obtener relación
entre parámetros, mas no
es claro si es realmente el
valor del tiempo

• No es posible

6. Función de decisión • Utilidad • Preferencia

7. Identi�cación de pará-
metros

• Sigue las reglas de modelos
convencionales

• No existe claridad

Tabla 3.2: Diferencias teóricas del modelo prototipo y Decision Field Theory
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3.7. Resumen ecuaciones del modelo prototipo

Se entrega un resumen de las ecuaciones del modelo, en caso de que en los siguientes

capítulos se necesite hacer referencia a alguna de éstas.

1. Utilidad

U t
nι̇ = α · U t−1

nι̇ + (1− α) · βk(t) ·Xnι̇k(t) + εnι̇k(t) (3.24)

2. Expresión de la probabilidad de alternativa y camino

P(k(1), · · · , k(t), ι̇) (3.25)

3. Expresión de la probabilidad de atributo dado camino

P(k(t) | ht−1
l ) = P (k(t) | s(t− 1)) · P (s(t− 1) | ht−1

l ) (3.26)

4. Expresión de la probabilidad de alternativa dado camino

P(ι̇ | htl) = P (ι̇ | e(t)) · P (e(t) | ht−1
l ) (3.27)

5. Utilidad presente

V t
presente =

1

µe

· ln (
I∑
ι̇

eµe·V
t
ι̇ ) (3.28)

6. Utilidad futura

V t
futura =

1

µs
· ln (

K∑
k

eµs·V
t+1
sk ) (3.29)

7. Utilidad futura de un atributo

V t+1
sk =

1

µe

· ln (
I∑
ι̇

eµe·V
t+1
ι̇|k ) (3.30)

8. Expresión probabilidad de seguir observando

P(s(t) | htl) = P (|V t
presente − V t

futura| ≤ δt) (3.31)
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9. Probabilidad de seguir observando

P(s(t) | htl) =
eµ·V

t
presente

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·V

t
futura

eµ·V
t
futura + eµ·(V

t
presente+δt)

(3.32)

10. Probabilidad de decidir elegir

P(e(t) | htl) =
eµ·(V

t
futura+δt)

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·(V

t
presente+δt)

eµ·V
t
futura + eµ·(V

t
presente+δt)

(3.33)

11. Probabilidad de observar atributo k

P(k(t+ 1)|s(t)) =
eµs·V

t+1
sk(t+1)∑K

k′ e
µs·V t+1

sk′
(3.34)

12. Probabilidad de elegir alternativa ι̇

P(ι̇(t)|e(t)) =
eµe·V

t
ι̇∑I

j eµe·V
t
j

(3.35)

13. Probabilidad de observar atributo k dado camino

P(k(t) | ht−1
l ) =

eµs·V
t
sk(t)∑K

k′ e
us·V tsk′(t)︸ ︷︷ ︸

P(k(t) | s(t− 1))

·
(

eµ·V
t−1
presente

eµ·V
t−1
presente + eµ·(V

t−1
futura+δt)

+
eµ·V

t−1
futura

eµ·V
t−1
futura + eµ·(V

t−1
presente+δt)

)
︸ ︷︷ ︸

P(s(t− 1) | ht−1
l )

(3.36)

14. Probabilidad de elegir alternativa ι̇ dado camino

P(ι̇ | htl) =
eµe·V

t
ι̇∑I

j eue·V
t
j︸ ︷︷ ︸

P( ˙ι | e(t))

·
(

eµ·(V
t
futura+δt)

eµ·V
t
presente + eµ·(V

t
futura+δt)

+
eµ·(V

t
presente+δt)

eµ·V
t
futura + eµ·(V

t
presente+δt)

)
︸ ︷︷ ︸

P(e(t) | htl)

(3.37)

15. Probabilidad de alternativa i para todo el proceso

P(ι̇) =
HT∑
htl

P(ι̇ | htl) · P(htl) (3.38)
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16. Estimación: Log-verosimilitud

LL =
N∑
n

I∑
ι̇

ynι̇ · ln (P(ι̇)) (3.39)
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Capítulo 4

Ilustración, análisis y validación del

modelo propuesto mediante casos

simulados y reales

4.1. Evaluación y validez del modelo

En esta sección, se evalúa el comportamiento del modelo propuesto y cómo interaccionan

sus parámetros. Se analiza, también, dónde pueden existir posibles falencias y dónde se

comporta como se espera. Se estudia la función de utilidad, los parámetros propuestos y

algunas probabilidades, para mejor entendimiento del prototipo propuesto.

4.1.1. Función de utilidad

Como se de�nió en el capitulo anterior, la utilidad subyacente de este modelo cambia en

el tiempo dependiendo de los atributos que observan en cada instante. Lo anterior busca

replicar lo propuesto en el modelo Decision Field Theory, que la opinión (preferencia) de las

alternativas que se observan es dinámica y dependen del momento en que se están observando.

Por ejemplo, si tenemos una situación en que se elige en 20 segundos, puede que un individuo

a los 5 segundos tenga una preferencia de alternativa diferente a la de los 20 segundos. Por lo

tanto, se espera que este comportamiento se pueda explicar mediante la propuesta de modelo.

En la Figura 4.1 se muestra la evolución de utilidad de un individuo para ciertos pará-

metros. Se observa cómo la utilidad cambia a medida que pasa el tiempo y se observan los

atributos secuencialmente, por lo tanto, la probabilidad de cada alternativa es, en efecto,
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diferente en cada paso de observación t.

Evolución utilidad
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Figura 4.1: Evolución utilidad de individuo para 3 parámetros con 3 atributos

Finalmente, se comprueba que el modelo se comporta como se espera. No obstante, debido

a que esta memoria es un prototipo de un modelo dinámico, en principio se espera que se

comporte de manera menos precisa que Decision Field Theory.

4.1.1.1. Parámetro α: peso del pasado

Es importante destacar en esta sección, que, luego de la formulación, y al empezar con

el proceso de estudio de la estimación, se sospechó que el parámetro α generaba que la

función de utilidad y, por consecuencia, la función de verosimilitud, se volvieran no convexas.

Esta limitación podría di�cultar la estimación del modelo debido a que los algoritmos de

optimización no podrían garantizar el que se alcanzó un óptimo global. Este problema ocurre

con varios modelos como el DFT de Hancock, e incluso con el Nested Logit, y se mani�esta

en que la solución encontrada dependería del punto de partida.

En efecto, se puede observar en la Ecuación 4.2 que al derivar las expresiones de utilidad

para cada t, la segunda derivada de la utilidad con respecto a α depende de α, o algunos
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de los βs (dependiendo de la forma de la utilidad, es decir, dependiendo de la cantidad de

pasos T y del camino de búsqueda). No se entrará en detalle de cada una de las derivadas

de las funciones utilidades, porque debido al espacio de posibles caminos, éstas pueden ser

in�nitas. Para ilustrar el problema, con la utilidad de t = 2 ya es su�ciente, ya que si ocurre

para t = 2 ocurrirá para t > 2, debido a la forma de la función de utilidad, ya que estas son

dependientes de las utilidades anteriores.

Para esto, se ve el caso en que un individuo observa en t = 1 el atributo k1, y luego en

t = 2 observa otro atributo k2, con esto, su utilidad será de la forma:

V 2
nι̇ = α · V 1

nι̇ + (1− α) · βk2 ·Xnι̇k2

V 2
nι̇ = α · (α · V 0

nι̇ + (1− α) · βk1 ·Xnι̇k1) + (1− α) · βk2 ·Xnι̇k2

...

V 2
nι̇ = α2 · V 0

nι̇ + (1− α) · α · βk1 ·Xnι̇k1 + (1− α) · βk2 ·Xnι̇k2

(4.1)

Y su segunda derivada:
∂2V 2

nι̇

∂α2
= 2 · V 0

nι̇ − 2 · βk1 ·Xnι̇k1 (4.2)

Como se observa, la segunda derivada de una de las utilidades de t = 2 tiene un punto de

in�exión que depende del valor de V 0
nι̇, βk1 y de Xnι̇k1 . Entonces, la función de utilidad no es

convexa en todo su conjunto, luego, por consecuencia, la función de verosimilitud tampoco

lo es. Por lo tanto el parámetro α causa no convexidad y el proceso de estimación del modelo

se vuelve más complejo.

Por esto y por el costo computacional que requiere este modelo, se analizará el compor-

tamiento de dos formas de estimación. La primera es asumiendo que se conoce el parámetro

α, y por lo tanto, el problema de no convexidad se elimina. Lo anterior supone que la es-

timación debe realizarse testeando valores del parámetro en cuestión. La segunda forma es

estimando efectivamente este parámetro, utilizando el método convencional (método BFGS),

pero también se probará la estimación mediante heurísticas de optimización más complejas,

para poder analizar qué tan factible es recuperar el parámetro α. En resumen se estimará

mediante:

1. Estimación con parámetro α conocido �jo y método BFGS y L-BFGS-B (menor costo

computacional y problema convexo).

2. Estimación con parámetro α desconocido y optimización mediante método BFGS y

heurísticas de optimización (problema no convexo mejor abarcado, pero con mayor

costo computacional asociado).
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Para el segundo tipo de estimación se proponen dos heurísticas de optimización que según

Mullen (2014) son opciones razonables para realizar la optimización de funciones no convexas

en R, en términos de reproducir resultados razonables y mejores tiempos de procesamiento.

El primero es el paquete DEoptim (Ardia et al., 2011), el cual implementa un algoritmo

evolucionario de derivadas (di�erential evolution algorithm) propuesto por Price et al. (2006),

una estrategia similar a los algoritmos genéticos pero diseñado para optimización continua,

lo que es útil para el problema de esta memoria. Por otro lado, el paquete Rmalschains

(Bergmeir et al., 2016), utiliza un algoritmo para optimización continua usando "local search

chains"(MA-LS-Chains por Molina et al., 2010).

4.1.2. Parámetro δt : tolerancia

δt es el parámetro de tolerancia, que se de�ne como la paciencia que el individuo tiene

para seguir observando atributos y actualizando su utilidad. Éste es un parámetro dinámico,

ya que el valor de δt aumenta a medida que pasa el tiempo (δt = δ · t2). Esto debido a que

se considera que mientras los individuos observan, más impacientes se vuelven y más rápido

quieren elegir. Esta lógica deriva de lo argumentado por Busemeyer y Townsend (1993), que

señala que los individuos se auto-imponen implícitamente un tiempo límite para escoger.

Además, esta lógica también puede ser explicada por el concepto de satis�cing behaviour

(Simon, 1957), en el cual los individuos al alcanzar un umbral interno proceden a escoger.

Es claro que cada individuo puede tener un valor diferente de este factor de tolerancia (δnt),

sin embargo, para términos de esta memoria se generaliza para toda la población (δnt = δt).

En términos poblacionales, la intuición señala que si el valor constante δ aumenta, es

decir, la tolerancia para cada paso t es menor, la desigualdad de la Ecuación 3.31 es cada vez

más restrictiva, en otras palabras, los individuos pre�eren no seguir observando, porque los

cambios en su utilidad no son lo su�cientemente grandes, entonces eligen antes. Luego, con

todos los otros parámetros �jos se procede a calcular y comprobar esta hipótesis.

En la Figura 4.2 se puede observar el cambio en el promedio de pasos que les toma a los

individuos elegir una alternativa dependiente del cambio del valor de δ y, por consecuencia,

de δt. Se aprecia que a medida que δ aumenta, el promedio de la cantidad de pasos de la

población disminuye. Entonces, el modelo sigue la intuición respecto a este parámetro, ya

que mientras más grande δ es menos tiempo le toma a los individuos elegir, porque se vuelven

más impacientes. Esto asumiendo mismo parámetro δ para los individuos.
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Figura 4.2: Efecto del valor del parámetro δ en el promedio de pasos totales de la población

4.1.3. Parámetro U 0
ι̇ : Opinión inicial de alternativas

La opinión inicial es el parámetro que se considera la �constante� del modelo. Ésta, en

teoría, representa la opinión que tiene el individuo pre-análisis de elección. Además, se intuye

que también contiene factores no considerados en el modelo, como por ejemplo, la diferencia

intrínseca entre las alternativas (como la constante especí�ca de alternativas de MNL).

En esta sección, se probará la nominalidad del parámetro U0
ι̇ , es decir, analizar el com-

portamiento si se trasladan todas las opiniones iniciales en un mismo valor cualquiera. Este

análisis se realiza debido a que la estimación requiere �jar un parámetro en 0, para lograr la

identi�cación del modelo. Entonces, si es que siempre debe estar un parámetro en 0, se debe

estudiar si esta restricción cambia la descripción del comportamiento de los individuos. Esto

es relevante debido a que en caso de que las utilidades iniciales no estén realmente alrededor

del valor 0, puede que se no se esté no solo considerando la diferencia entre alternativas, sino

la posición de los puntos, y por lo tanto, se estaría llevando a un sesgo de estimación.

En la Figura 4.3 se puede apreciar la evolución de utilidad de un individuo que debe
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Figura 4.3: Evolución de utilidades para mismo individuo con 3 casos diferentes (puntos
iniciales trasladados)

elegir entre 4 alternativas (bicicleta, automóvil, metro-tren, micro-bus) �jando el resto de los

parámetros y �jando la semilla de aleatoriedad. Se puede apreciar que el comportamiento de

las utilidades de todas las alternativas es distinta para los diferentes puntos iniciales y que

el individuo elige diferentes alternativas dependiendo del punto de partida. Por lo tanto, se

comprueba que al cambiar los puntos iniciales se tienen comportamientos diferentes, dada

esta formulación del modelo.

Este problema se causa debido a que la expresión de probabilidad de seguir observando o

elegir compara la utilidad futura con la utilidad presente. Pero al estar la utilidad presente

multiplicada por α en la expresión de la utilidad futura, ya no existe un factor común que

mantenga nominalidad, y, por lo tanto, las probabilidades dependen de dónde se ubica el

punto inicial de la utilidad de cada alternativa, no solo de su diferencia. Esto signi�ca que,

para que la estimación del modelo propuesto entregue una solución única, el investigador

debiera conocer la utilidades iniciales, lo cual representa una clara limitación práctica del

modelo prototipo.

Para dejar en claridad lo anterior, supongamos que el punto inicial para la estimación es
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A (caso 1) y el punto original es A+B (caso 2). Luego, por observar un atributo, la utilidad

de t = 1 se supone V 1
1 = A · α + C y la utilidad de observar otro atributo en t = 2 es

V 2
1 = V 1

1 · α +D. Entonces la probabilidad simpli�cada de elegir en el caso 1 es:

P1(e) =
eA·α+C

eA·α+C + eA·α2+C·α+D
(4.3)

Y de forma similar, la probabilidad para el caso trasladado es:

P2(e) =
e(A+B)·α+C

e(A+B)·α+C + e(A+B)·α2+C·α+D
(4.4)

Estas probabilidades no son iguales, pero se esperaría que lo fueran, ya que no debería

importar la ubicación del punto inicial, sino que sólo la diferencia entre los puntos iniciales de

las alternativas, para mantener la nominalidad. Luego, para que estas utilidades sean iguales,

se debe multiplicar por 1
α
la utilidad futura, así se elimina esta problemática.

En efecto, en la Ecuación 4.5 se observa que al multiplicar la utilidad futura por el factor
1
α
, las probabilidades de elegir o no para ambos casos son iguales

P1(e) = P2(e) =
e0

e0 + e
D
α

(4.5)

En otras palabras, para que las utilidades presentes y futuras sean comparables y man-

tengan nominalidad, se debe traer a valor presente ( 1
α
) la utilidad futura.

Finalmente, al modi�car la formulación de la Ecuación 3.29 a la forma de la Ecuación 4.6

se arregla el problema de nominalidad, y, por lo tanto, ya no existe in�uencia al cambiar los

puntos iniciales de lugar.

V t
futura =

1

µs
· ln (

K∑
k

eµs·V
t+1
sk )

V t
futura′ = V t

futura ·
1

α

(4.6)

Al generar datos los datos con esta modi�cación, efectivamente se tiene que el comporta-

miento de los individuos ya no es in�uenciado por dónde estén ubicados los puntos iniciales,

sino que sólo in�uye la diferencia entre las utilidades, como se ve en la Figura 4.4.

Para el prototipo del modelo, esto no fue agregado a la formulación, ya que no es clara
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Figura 4.4: Evolución de utilidades para mismo individuo con 3 casos diferentes (puntos
iniciales trasladados) con función utilidad futura modi�cada

la interpretación �nal y tampoco las implicancias de agregar el factor. Por lo tanto, parte de

las mejoras futuras debe ser estudiar si incluir o no el factor 1
α
en el cálculo de la utilidad

futura para mantener nominalidad y no tener problemas con la estimación. Y en caso, de no

incluirlo, buscar otro método para mejorar esta problemática.

4.1.4. Probabilidad de observar atributos

Debido a la forma de la probabilidad de observar atributos P(k) (3.34) se observa que, al

existir mucha diferencia entre las utilidades entregadas por los atributos k en el siguiente paso

t+1, las probabilidades son poco realistas. Por ejemplo, cuando existe un atributo que tiene un

efecto positivo y otro que tiene un efecto negativo en la utilidad, la probabilidad de observar

el atributo positivo siempre será mayor a mirar la del atributo negativo, ya que la utilidad

siempre crecerá con el positivo, mientras que siempre disminuirá con el negativo. Luego, el

individuo siempre tendrá una probabilidad mayor de observar dicho atributo positivo, lo que

es poco realista. Lo anterior es independiente de la importancia real que tiene el atributo,

por lo tanto, el modelo, en esta probabilidad, tiene problemas de formulación.
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4.2. Análisis del método de estimación: Monte Carlo

En esta sección se realizará un experimento de Monte Carlo, en donde se generarán los

datos de elección utilizando el modelo. Después, se estimarán los parámetros con estos datos

para poder veri�car si el modelo es identi�cable (1), si se pueden recuperar los parámetros

poblacionales (2) y para comparar su desempeño con otros modelos existentes (3).

Para la estimación, como se declaró en 3.4.2, se recurrirá a un análisis extenso de cómo

estimar el modelo. Esto, ya que, como se mencionó en algunos puntos de la sección anterior,

existen problemas con algunos parámetros (α y U0
ι̇ ) que deben ser estudiados. De la misma

manera, se hará un análisis del costo computacional asociado a la cantidad de pasos máximos

que se deben tener, ya que existe un límite de este valor para el cálculo de la estimación.

Finalmente, se elegirá una opción de estimación para compararla con otros modelos.

Es importante señalar que para la estimación se supone que solamente se tienen los mismos

datos disponibles que para cualquier otro modelo convencional, por lo tanto sólo se conocen

los valores de los atributos y las elecciones. En caso de que se conozca otra información,

esto se indicará debidamente, por ejemplo, en estimación con camino conocido o tiempo

conocido, la que podría ser obtenida a través de encuestas PD en línea y/o de experimentos

de eye-tracker.

4.2.1. Datos

La situación en que se encontrará este experimento de Monte Carlo es un contexto �cticio

de una encuesta de preferencia declarada de 4 alternativas de movilización diaria dentro de la

ciudad (bicicleta, metro-tren, micro-bus y automóvil). Se le presenta al encuestado solamente

2 atributos para cada alternativa: tiempo de viaje y costo del viaje (por simpleza del primer

modelo a probar). El encuestado conoce los valores exactos de los atributos que se le presentan

y debe elegir en base a estos atributos y en una ventana de tiempo de�nida previamente, una

de las 4 opciones.

Los datos de los atributos se generan con una distribución uniforme. El precio del viaje

en bicicleta �uctúa entre $0 y $100 y el precio de utilizar automóvil varía entre $0 y $1800.

Para las otras dos opciones existen solo dos posibles valores, para micro-bus es $230 o $700

y para el de metro-tren es $230 o $800. Luego, el tiempo de viaje para bicicleta es de 10

a 20 minutos, el del automóvil de 2 a 25 minutos, el del metro-tren de 4 a 15 minutos, y

�nalmente el de micro-bus de 3 a 22 minutos. Se supone una situación simple en donde todos

los individuos tienen acceso a todos los modos de transporte. Se generan los atributos para
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1 situación de elección con 4000 individuos.

Simbolo Parametro Valor (general)

βt Tiempo de viaje -2.0
βc Costo del viaje -0.5
U0
bici Utilidad inicial bicicleta -1.0

U0
micro Utilidad inicial micro-bus -0.5

U0
metro Utilidad inicial metro-tren 0

U0
auto Utilidad inicial automóvil -0.5

δt Tolerancia 0.1
α Factor temporal 0.6
µ Escala 0.1
µe Escala 0.1
µs Escala 0.1

Tabla 4.1: Valor parámetros para generación de datos

El valor de los parámetros utilizados para generar los datos se encuentran en la Tabla

4.1. Cualquier cambio en estos parámetros o algún supuesto que se tenga se mencionará

debidamente.

4.2.2. Estimación con camino conocido

La primera estimación a analizar es la estimación de camino conocido. Esta supone que se

tiene como información lo observado por los individuos en cada paso t. Esto supone entonces

que el parámetro δ y los parámetros de escala (µs, µe y µ) no son estimados, ya que al

conocer el camino de búsqueda del individuo no se precisa de las probabilidades de decisión

entre nodos. El resto de los parámetros se estima diferenciando entre la estimación con α

conocido �jo y con α desconocido.

Dentro del análisis de esta sub-sección y de la siguiente, se realizarán 20 simulaciones y

se estimarán los parámetros, esto con el �n de tener una noción de qué tanto cambian los

resultados si se modi�can las variables. Se mostrarán los resultados de estas simulaciones

mediante grá�cos boxplot, los cuales reportan, según parámetro (o métrica), la distribución

de los valores entregados en cada simulación. Éstos grá�cos muestran la distribución de las

variables, donde las barras representan el valor del primer cuartil al tercer cuartil, la linea

que corta la barra es la mediana (segundo quartil), y las lineas que salen de las barra son los

valores extremos, y los puntos son los outliers o valores �raros�. Esta forma de presentar los

resultados es para analizar cómo se distribuyen los datos de las simulaciones de forma visual.
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4.2.2.1. α conocido

Se realizan 20 simulaciones de elecciones generadas aleatoriamente con el modelo propues-

to. Luego, cada simulación es estimada con el modelo, suponiendo que se conoce lo que cada

individuo observó, y que el parámetro α también es conocido.

Boxplot media parámetros estimados (20 simulaciones)
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Figura 4.5: Valor media parámetros estimados de 20 simulaciones y valores reales (puntos
azules) con α �jo

En la Figura 4.5 se muestran los resultados de estimación del valor de cada parámetro para

estas simulaciones. Se puede apreciar que todos los parámetros que se estiman aparentemente

se encuentra dentro de una vecindad del punto real (punto azul). El parámetro βc es el

parámetro que se estima de manera más �consistente�, ya que todos los valores son muy

similares y no reportan valores extremos ni outliers.
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Boxplot p-valor parametros (20)
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Figura 4.6: t-test signi�cancia a parámetros estimados de 20 simulaciones y nivel de signi�-
cancia 0.05 (linea roja)

Además, se aprecia que en estas 20 simulaciones, 3 de los 5 parámetros siempre son estadís-

ticamente signi�cativos con 95% de con�anza (4.6). Es discutible si los otros dos parámetros

U0
auto y U

0
micro se pueden analizar de esta manera ya que su valor real (0.5) es cercano a 0, y

como se mencionó, existen problemas de estimación para las opiniones iniciales U0
ι̇ .

p-valor para test de media igual a valor real (20 simulaciones)
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Figura 4.7: Boxplot p-valor para test de media igual a valor real de 20 simulaciones. Linea
roja es p-valor = 0,05
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Luego, al analizar si los valores estimados en las 20 simulaciones son estadísticamente

iguales al valor real con 95% de con�anza, se observa en la Figura 4.7 que para todos los

parámetros la mediana del p-valor es considerablemente mayor a 0.05, por lo que no se puede

rechazar la hipótesis nula de parámetros igual al valor real. En otras palabras, se puede

interpretar que el modelo con camino conocido sí recupera el valor real de los parámetros

4.2.2.2. α desconocido

Es importante destacar que para este caso, la estimación de α no precisó del uso de

heurísticas, ya que se probó estimar con 5 puntos de partida diferentes para una simulación.

PI1 PI2 PI3 PI4 PI5

βt 0.1 0.1 0.1 -5.0 5.0
βc 0.1 0.1 0.1 -5.0 5.0
U0
bici 0.1 0.1 0.1 -5.0 5.0

U0
micro 0.1 0.1 0.1 -5.0 5.0

U0
auto 0.1 0.1 0.1 -5.0 5.0

α 0.5 0.1 0.9 0.9 0.1

Tabla 4.2: Puntos iniciales diferentes para estimación con parámetro α

Los puntos utilizados se pueden observar en la Tabla 1, en donde los primeros 3 conjuntos

tienen los valores iniciales estándar que se utilizan generalmente en el modelo, solamente

variando el valor del parámetros α, por otro lado, para los conjuntos 4 y 5, se variaron todos

los puntos iniciales. El último conjunto es el conjunto del punto anterior, en donde se asume

que se conoce el parámetro α.

Real PI1 PI2 PI3 PI4 PI5 α conocido

βt -2.000 -1.968 -1.968 -1.968 -1.968 -1.968 -1.954
βc -0.500 -0.475 -0.475 -0.475 -0.475 -0.475 -0.471
U0
bici -1.000 -1.099 -1.098 -1.098 -1.098 -1.099 -1.136

U0
micro -0.500 -0.991 -0.989 -0.991 -0.991 -0.990 -1.022

U0
auto -0.500 -0.463 -0.463 -0.463 -0.463 -0.463 -0.479

α 0.600 0.607 0.607 0.607 0.607 0.607 �

LL 4560.643 4560.643 4560.643 4560.643 4560.643 4560.643

Tabla 4.3: Estimación camino conocido para diferentes puntos iniciales con parámetro α

En la Tabla 4.3 se aprecian los resultados de la estimación, en donde al tener un camino

conocido se puede estimar con optimizador convexo. (BFGS).
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4.2.3. Estimación con cantidad de pasos de elección conocida

El segundo test de estimación es el de estimar el modelo suponiendo que se conoce el la

cantidad de pasos que le tomó a cada individuo realizar la elección. Al igual que en la sub-

sección anterior, el parámetro δ y los parámetros de escala tampoco pueden ser estimados,

ya que no son necesarios para el calculo de la log-verosimilitud.

4.2.3.1. α conocido

Para testear el modelo suponiendo que el parámetro α es conocido, se realizan 20 simula-

ciones, y luego se estiman los parámetros.

Boxplot media parámetros estimados 20 simulaciones (cantidad pasos conocido,
α conocido)
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Figura 4.8: t-test signi�cancia a parámetros estimados de 20 simulaciones y nivel de signi�-
cancia 0.05 (linea roja) con α desconocido

Se puede observar de la Figura 4.8 que los parámetros estimados se encuentran en un

vecindario cercano al valor real, en donde el valor real se encuentra dentro del vecindario

del cuartil 1 al cuartil 3. Sin embargo, al realizar un test de hipótesis de si los parámetros

son iguales a los valores reales, se obtiene que no se puede rechazar la hipótesis nula al

95% de con�anza (Figura 4.9). Por lo tanto, se debe realizar un análisis de la relación entre

parámetros, ya que debido a la forma del logit, los factores de escala probablemente son

diferentes a 1, y por esto no se estaría recuperando el valor real de los parámetros.
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p-valor para test de medias de las 20 simulaciones (cantidad pasos conocido, α
conocido)
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Figura 4.9: Boxplot p-valor para test de media igual a valor real de 20 simulaciones. Linea
roja es p-valor = 0,05

Luego, en la Figura 4.9, se observa que la relación entre los parámetros en todos los casos

no se rechazar la hipótesis nula del parámetro igual al valor real. Se exceptúan los casos de

valores extremos de los parámetros βt y U0
micro que tienen un p-valor menor a 0.05. Por lo

tanto, el modelo con tiempo conocido y parámetro α conocido puede recuperar el valor de

los parámetros en casi todas las simulaciones realizadas.

Finalmente, respecto a la signi�cancia de los parámetros, se observa que éstos son estadís-

ticamente signi�cativos (tiempo y costo). Para los puntos iniciales (U0) no se puede realizar

esta conclusión, ya que se necesita ajustar el modelo para mejorar la estimación de puntos

iniciales.
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Boxplot nivel de signi�cancia de parámetros en 20 simulaciones
(cantidad pasos conocido, α conocido)
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Figura 4.10: Valor media parámetros estimados de 20 simulaciones y valores reales (puntos
azules)

4.2.3.2. α desconocido

Para este análisis se realizó una simulación, a diferencia del análisis anterior, ya que

la estimación con optimizador global DEoptim toma mucho más tiempo de estimación. Se

realizaron dos estimaciones, primero con optimizador global DEoptim y luego con optimizador

local BFGS utilizando los resultados de DEoptim como puntos iniciales, para poder obtener

el valor de la desviación estándar, ya que el optimizador DEoptim no entrega hessiano.

Luego, en la Tabla 4.4 se muestran los resultados de la simulación. En donde se puede

apreciar que el parámetro U0
auto es el único no estadísticamente signi�cativo al 95% de

con�anza. Además, todos los parámetros a excepción de µe y βt son estadísticamente iguales

al valor real (no se puede rechazar hipótesis nula al 95%. Por lo tanto, el modelo puede

recuperar casi satisfactoriamente los parámetros, sin embargo debe indagarse y estudiarse en

trabajos futuros el poder recuperar todos los parámetros correctamente.

58



Estim Std. Error p-valor
p-valor
valor real

βt -1.387 0.229 0.000 0.008
βc -0.416 0.079 0.000 0.290
U0
bici -1.736 0.503 0.001 0.143

U0
micro -1.243 0.432 0.004 0.086

U0
auto -0.710 0.368 0.054 0.569

µe 1.164 0.167 0.000 0.000
α 0.509 0.063 0.000 0.150

Tabla 4.4: Resultados de la estimación de los parámetros de una simulación para cantidad
de pasos conocida y parámetro α desconocido

4.2.4. Estimación convencional: probabilidades latentes de caminos

de búsqueda

Para el tercer análisis de estimación, se pretende realizar el cálculo de la log-verosimilitud

suponiendo que solamente se conocen las elecciones y los valores de los atributos para los

individuos. Esta forma se supone la forma tradicional de estimar el modelo, ya que la gran

mayoría de las bases de datos existentes en la literatura contienen sólo esta información.

Dicho esto, se analizará la estimación dentro de todas sus aristas, ya que existen algunos

supuestos que se deben clari�car antes de empezar a comparar el modelo con otros.

Los datos generados para todo el análisis de esta sub-sección son generados con sólo una

semilla aleatoria, para poder realizar análisis comparables entre las formas de estimar y los

supuestos que se realizan.

Bicicleta Micro-bus Metro-tren Automóvil

1289 867 1020 824

Tabla 4.5: Cantidad de veces que las alternativas fueron escogidas

En la Tabla 4.5 y en la Figura 4.11 se observan la cantidad de veces que cada alternativa

fue elegida en la población, y la la distribución de la cantidad de etapas que le tomó a los

individuos realizar sus elecciones.
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Histograma pasos realizados por población
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Figura 4.11: Cantidad de pasos realizados de la población

4.2.4.1. Factores de escala µ, µe, µs

Al considerar este modelo 3 factores de escala, 2 de estos deben ser estimados. El método

de obtención de los valores de los parámetros se realiza mediante una estimación simultánea,

lo que genera que el modelo se vuelva un modelo no convexo (Ben-Akiva et al., 1985), por lo

tanto éste debe ser estimado secuencialmente para que esto no ocurra.

Esto no fue considerado en la formulación del método codi�cado de estimación, por lo tanto,

PP µ general PP1 PP2 PP3 P44

βt 0.1 0.1 -2 0.1 0.1
βc 0.1 0.1 -2 0.1 0.1
U0
bici 0.1 0.1 -2 0.1 0.1

U0
micro 0.1 0.1 -2 0.1 0.1

U0
auto 0.1 0.1 -2 0.1 0.1

δ 0.001 0.001 0.001 0.001 0.001
µ � 1 1 0.01 10
µe � 1 1 0.01 10

Tabla 4.6: Puntos iniciales para estimación con factores de escala

al tratar de estimar el modelo con los 2 parámetros de escala éstos generan ruido en los

resultados, ya que al cambiar el punto inicial, cambia el valor �nal de los parámetros.

En efecto, en la Tabla 4.7 se observan los resultados de la estimación utilizando diferentes

puntos iniciales (Tabla 4.6). Se aprecia que para diferentes puntos iniciales se tienen diferentes
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µ general PP1 PP2 PP3 PP4

Parámetros media t-test media t-test media t-test media t-test media t-test

βt -1.67 0.00 -1.42 � -1.59 0.00 -1.45 0.00 -0.21 �
βc -0.53 0.00 -0.46 � -0.53 0.00 -0.48 0.00 -0.05 �
U0
bici -1.41 0.14 -0.88 0.00 -2.77 0.00 -0.92 0.05 -0.12 �

U0
micro -0.59 0.22 -0.28 0.11 -1.13 0.06 -0.30 0.21 -0.05 0.00

U0
auto -0.88 0.08 -0.51 0.04 -2.46 0.00 -0.53 0.06 -0.04 0.01

δ 0.04 0.36 0.10 � 0.01 0.47 0.55 � 0.09 0.00
µ N.E � 1.00 � 1.30 0.77 0.17 � 10.00 �
µe N.E � 1.31 � 0.95 0.00 1.27 0.00 9.90 �
tiempo 223.12 300.04 288.61 300.63 274.56
LL 4959.97 4958.55 4961.66 4958.53 4972.07

Tabla 4.7: Resultados estimación con factores de escala para diferentes puntos iniciales

valores de los parámetros estimados. En la primera columna se tienen los resultados al estimar

el modelo con todos los factores de escala �jados en 1.

Para simpli�cación, se asumirá de aquí en adelante que µ = µe = µs, lo que simpli�ca el

problema de codi�cación debido a que la estimación es una estimación simultanea. Futuros

trabajos deben buscar la simpli�cación de este problema, agregando un método de estimación

secuencial. Otras opciones pueden ser eliminando expresiones que consideren agregar factores

de escala nuevos, o crear un nuevo método de estimación que pueda atrapar el efecto de los

factores de escala sin caer en este problema de optimización no convexo.

4.2.4.2. Costo computacional: tiempo máximo de elección y de estimación

Como se ha mencionado anteriormente, el hecho de estimar el modelo integrando respecto

a todos los caminos posibles que el individuo puede realizar genera un problema matricial.

Por lo tanto, para la estimación se debe tener en consideración este problema, ya que el

proceso de optimización para recuperar los parámetros puede tomar muchos minutos o hasta

horas si se asumen muchos pasos de observación. Incluso puede llegar a no poder calcularse,

debido a las limitaciones del software R o del mismo computador.

Para este análisis es necesario diferenciar el tiempo máximo de elección y el de estimación.

El tiempo máximo de elección es el tiempo total del individuo que más demoro en analizar

su elección. Es posible que este tiempo máximo de elección sea impuesto. Por otro lado, el

tiempo máximo de estimación, es el que se utiliza para realizar los cálculos de las matrices

de utilidades y probabilidades en la estimación. Como se mencionó en la Sección 3.5, se debe

tener en consideración, que para la maximización de la log-verosimilitud, se necesita realizar

una optimización en una función con una gran cantidad de matrices, que crecen de acuerdo al
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valor del tiempo máximo (Tmax). Por ello, el proceso de optimización de la función se vuelve

más complejo, ya que mientras más grande sea Tmax, más se exigirá al ordenador que calcule.

En cada t se agregan al modelo Kt opciones de caminos posibles a observar, por lo que se

debe ser precavido en qué Tmax se debe de�nir. Futuros trabajos deben buscar la forma de

poder incorporar una estimación matricial más rápida y factible, ya que pueden existir casos

que el tiempo promedio de observación sea mucho mayor al Tmax, por lo que la estimación

podría verse muy afectada, ya que no estaría representando el proceso real que ocurre.

Se estudiará el efecto que tiene el estimar con diferentes valores de Tmax, para poder

analizar qué tanto afecta el no utilizar la cantidad de pasos necesaria.

Para el siguiente análisis, se estudiará el cambio del valor de los parámetros y del valor

de la log-verosimilitud en función del valor de Tmax suponiendo que se conoce el valor de

α. Además, ¾qué sucede cuando el tiempo promedio de elección de los individuos supera el

tiempo máximo Tmax de�nido para la estimación? Para responder esta pregunta, se hará un

análisis de qué sucede si Tmax es menor, igual o mayor al tiempo máximo de elección entre

los individuos, además de observar el costo computacional asociado a aumentar el Tmax.

A continuación se presentan las elecciones generadas y el tiempo que le tomó a los indi-

viduos realizar estas elecciones,en donde el tiempo máximo de elección fueron 7 pasos y el

promedio 4.53 pasos.

Luego, los resultados de la estimación con α conocido se pueden observar en la Tabla

4.8. De la Tabla 4.8 se puede observar que a medida que se aumenta el espacio de caminos

T = 7 real Real Tmax = 1 Tmax = 2 Tmax = 3 Tmax = 4 Tmax = 5 Tmax = 6 Tmax = 7 Tmax = 8 Tmax = 9

βt/βc 4.00 5.329 4.200 3.455 3.571 3.668 3.679 3.678 3.680 3.678

βt -2.00 -4.325 -2.582 -2.001 -2.039 -2.099 -2.107 -2.107 -2.108 -2.107
βc -0.50 -0.812 -0.615 -0.579 -0.571 -0.572 -0.573 -0.573 -0.573 -0.573
U0
bici -1.00 -0.401 -0.438 -0.681 -0.706 -0.668 -0.661 -0.662 -0.661 -0.662

U0
micro -0.50 -0.117 -0.133 -0.197 -0.203 -0.194 -0.191 -0.192 -0.192 -0.192

U0
auto -0.50 -0.140 -0.011 0.050 0.031 0.020 0.019 0.018 0.018 0.018

δ 0.09 0.001 0.001 0.038 0.115 0.138 0.141 0.140 0.141 0.140

LL 0.00 4973.616 4961.620 4960.499 4960.660 4960.722 4960.726 4960.726 4960.726 4960.726
TE 0.00 3s 7s 17s 46s 1m 49s 3m 49s 8m 29s 12m 49s 34m 35s

Tabla 4.8: Estimación parámetros para tiempos máximos de estimación diferentes. Siendo
T=7 el tiempo máximo de elección de los individuos.

posibles, aumenta el tiempo de estimación, lo cual es esperable. Además, es interesante que

para Tmax = 3 y Tmax = 4 la log-verosimilitud entrega un mejor ajuste siendo que Tmax = 7

es el valor que debería utilizarse (en teoría). Además, se observa que para Tmax = 5, 6, 7, 8 y

9 los parámetros estimados son similares. Lo anterior puede deberse a que desde Tmax = 5 se

supera el promedio de la población, por lo que al estimar con este valor puede que ya se esté
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representado a gran parte de la población.

T = 7 real Tmax = 1 Tmax = 2 Tmax = 3 Tmax = 4 Tmax = 5 Tmax = 6 Tmax = 7 Tmax = 8 Tmax = 9

βt 0.212 0.303 0.370 0.389 0.359 0.356 0.358 0.357 0.358
βc 0.048 0.054 0.069 0.072 0.068 0.068 0.068 0.068 0.068
U0
bici 0.086 0.138 0.328 0.245 0.216 0.214 0.215 0.215 0.215

U0
micro 0.079 0.150 0.269 0.205 0.190 0.188 0.189 0.189 0.189

U0
auto 0.058 0.140 0.221 0.170 0.166 0.165 0.165 0.165 0.165

δ NA 0.386 0.197 0.157 0.139 0.137 0.138 0.138 0.138

Tabla 4.9: Desviaciones estándar estimación para Tiempos máximos diferentes

4.2.4.3. Parámetro α

Debido a que el parámetro α convierte a la función en una función no convexa en todo

su dominio, se propone realizar su estimación probando el α como parámetro �jo, analizan-

do qué tanto cambia si se propone �jar el parámetro y estimarlo con valores diferentes en

comparación a estimarlo estimarlo con heurísticas. Se realiza este análisis para contrastar los

resultados de los diferentes modelos estimados con α diferentes �jos. Se busca ver cual es el

impacto de �jar el parámetro a uno que no es el real.

La Tabla 4.10 muestra los valores de estimación del modelo para diferentes valores de

α. De estas estimaciones, se aprecia que para los valores más bajos de α (0.05 y 0.10) el

modelo entrega valores de los parámetros muy alejados del valor real. Además, para α = 0,80

se tiene el valor más bajo de log-verosimilitud, lo que nos indica que el modelo no está

ajustando mejor de acuerdo al valor real del parámetro. La relación entre los parámetros de

los atributos (βt/βc) que más se acerca al valor real (4) es para α = 0,50, por lo tanto, en

este ámbito tampoco se está calculando correctamente el modelo. Por último, se observa que

para todos los valores de α, la relación entre los parámetros se encuentra en una vecindad

cercana a 4, siendo los últimos 5 valores los que más se alejan del valor real.
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4.2.4.4. Puntos iniciales heterogéneos

Durante toda la estimación se ha asumido que la opinión inicial (utilidad cero) es general

en la población para cada una de las alternativas. Esto es poco realista, ya que es lógico

pensar que todos los individuos tienen diferentes opiniones y percepciones sobre distintas

alternativas en un contexto de elección.

Se seguirá realizando la estimación con los parámetros de U0
i generales para la población,

pero en esta sub-sección, se generarán los datos aleatoriamente siguiendo a una distribución

uniforme. Se espera que la estimación pueda recuperar, al menos, la diferencia entre las

medias de los valores de la distribución.

Las opiniones iniciales para la alternativa bicicleta va de -3 a 1 con media -1.00, la de

metro-tren de -2 a 2 con media 0, micro-bus -2.5 a 1.5 con media -0.52, y �nalmente la del

automóvil de -2.5 a 1.5 con media -0.51.

Luego, los parámetros estimados con parámetro α conocido y desconocido se observan en la

Modelo DEoptim BFGS
est. desv. est. desv.

βt -1.490 N.R. -1.479 0.152
βc -0.413 N.R. -0.414 0.049
U0
bici -6.175 N.R. -6.698 8.410

U0
micro -5.066 N.R. -5.553 7.147

U0
auto -6.310 N.R. -6.824 9.470

δ 0.013 N.R. 0.011 0.019
α 0.472 N.R. 0.470 0.081

LL 4987.435 4987.422
Tiempo 180m 4s 16m 12s

Tabla 4.11: Resultados estimación del modelo prototipo para datos generados con puntos
iniciales heterogeneos

Tabla 4.11. Se puede observar que las diferencias entre los valores de las opiniones iniciales

no son iguales a la media de los valores reales, y tampoco se recuperan la relación entre

ellas. Sin embargo, sí se puede recuperar parte de la relación de los parámetros entre βt y

βt (4). Además, se aprecia que para los tres parámetros de opiniones iniciales, se tiene que

su desviación estándar es muy alta, comparada con el valor estimado del parámetro. Por

lo tanto, es de vital importancia incluir mejoras a futuro que puedan hacerse cargo de esta

problemática, para que este modelo esté completamente corregido. Además, el estimador
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convexo (BFGS) estima el parámetro α y el resto de los parámetros de forma similar al

optimizador global DEoptim.

4.2.5. Decisión de especi�cación del prototipo

Finalmente, para comparar con otros modelos se decide por optar la especi�cación del

modelo que estima el parámetro α y utiliza los algoritmos evolucionarios para la optimización

(DEoptim). Esto, ya que el proceso de estimar con α �jo, es un proceso bastante tedioso,

en el cual se debe probar con algunos valores del parámetro, lo que lo vuelve poco práctico.

En cambio, al estimar con optimizador global, el proceso de con�guración se vuelve menos

complejo. A pesar de que el método escogido toma un tiempo considerable, es el método que

cumple con los requisitos para realizar una estimación transparente y que pueda capturar los

valores (en cierta medida) de los parámetros.

T = 7, α = 0,6 Valor real BFGS LBFGSB NelderMead Malschains DEoptim

βt/βc 4 3.677 3.673 6.019 3.675 3.675

βt -2.00 -2.107 -2.105 -1.890 -2.106 -2.106
βc -0.50 -0.573 -0.573 -0.314 -0.573 -0.573
U0
bici -1.00 -0.661 -0.664 1.927 -0.662 -0.662

U0
micro -0.5 -0.192 -0.193 1.361 -0.192 -0.192

U0
auto -0.5 0.018 0.019 -0.132 0.018 0.018

δ 0.10 0.140 0.140 0.000 0.140 0.140

LL � 4960.726 4960.726 4997.000 4960.726 4960.726
Tiempo � 13m 4s 5m 56s 7m 57s 72m 5s 80m 3s

Tabla 4.12: Comparación métodos de estimación con parámetro α conocido, con cantidad de
pasos máxima igual a 7

De la Tabla 4.12, se puede apreciar que al tener como conocido y �jo el parámetro α,

todos los métodos de optimización llegan al mismo resultado, exceptuando al método Nelder-

Mead. Además, el método L-BFGS-B, es el método que menos tiempo toma. Por lo tanto, al

considerar α �jo, se sugiere utilizar este último método para la estimación.

Al estimar con α desconocido el problema cambia, ya que, el único método capaz de cap-

turar un valor cercano del parámetro α es DEoptim. 3 de los 4 métodos capturan de manera

razonable el valor real de la relación entre los parámetros de los atributos. A pesar de que el

valor de la verosimilitud del método DEoptim es mayor y se demora considerablemente más,

se escoge utilizar este método, ya que es el que representa de mejor manera los parámetros

de la simulación. Se debe estudiar a futuro, encontrar un algoritmo de optimización global
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Método
Tmax = 7

Valor real BFGS LFGBS NelderMead
Malschains

(sw)
DEoptim

βt/βc 4.00 3.264 3.359 3.523 4.431 3.302

βt -2.00 -7.161 -3.423 -1.409 -1.575 -1.932
βc -0.50 -2.194 -1.019 -0.400 -0.436 -0.585
U0
bici -1.00 -0.257 -0.348 0.53 -4.517 -0.892

U0
micro -0.5 -0.057 -0.086 -0.44 0.289 -0.239

U0
auto -0.5 -0.009 -0.003 -0.43 1.758 -0.030

δ 0.10 0.224 0.19 0.000 0.012 0.077
α 0.60 0.904 0.787 0.27 0.471 0.622

LL � 4960.376 4960.211 4972.368 4962.693 4960.975
Tiempo � 11m 28s 7m 20s 7m 58s 41m 56s 86min 16s

Tabla 4.13: Comparación métodos de estimación con parámetro α estimado, con cantidad de
pasos máxima igual a 7

que tome menos tiempo que DEoptim y que pueda obtener resultados similares.

4.2.6. Recuperación de parámetros

Elegido ya el método de optimización que se utilizará para el modelo, se propone testear

si el modelo recupera exitosamente los parámetros. El optimizador DEoptim no reporta

desviación estándar, por lo que se debe utilizar el optimizador BFGS con el parámetro α de

DEoptim como valor conocido, para poder obtener el hessiano del problema. Es importante

destacar que esto se realiza solamente con el parámetro α �jo, y no con todos los parámetros

de DEoptim como puntos iniciales, porque al estimarlo de esta manera, los resultados di�eren

bastante del resultado de DEoptim como se observa en la Tabla 4.14. En donde los parámetros

con puntos iniciales de DEoptim vuelven a caer en un óptimo local y el parámetro α se aleja

del real. En cambio, al calcularlo con α como dato, se llegan a resultados similares a los del

optimizador global.
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DEoptim
sin hessiano

BFGS
puntos iniciales

DEoptim

BFGS
α=0.622*

�jo Deoptim

Est. Des. std. Est. Des. std. Est. Des. std.

βt -1.932 N.R. -3.429 2.568 -2.191 0.423
βc -0.585 N.R. -1.022 0.810 -0.602 0.069
U0
bici -0.892 N.R. -0.348 0.205 -0.600 0.258

U0
micro -0.239 N.R. -0.086 0.104 -0.171 0.175

U0
auto -0.030 N.R. -0.003 0.094 0.016 0.176

δ 0.077 N.R. 0.191 0.111 0.148 0.110
α 0.622 N.R. 0.788 0.178 � �

Tabla 4.14: Comparación métodos �nales

Luego, los resultados de la doble optimización se encuentra en la Tabla 4.15. En donde

se puede observar el valor del parámetro, la desviación estándar, el test de signi�cancia

diferente de 0, y el test de igualdad al valor real para cada parámetro. Todos los parámetros

a excepción de 2 de las 3 utilidades iniciales son estadísticamente iguales a su valor real (95%

de con�anza). Además estos 2 parámetros tampoco son son estadisticamente signi�cativos,

en donde también, se considera al parámetro dentro δ de esta categoría.

A pesar de problemas de recuperación de algunos parámetros, se puede concluir que, al

menos, los βs de los atributos se recuperan satisfactoriamente.

Estim Std. Error p-valor
p-valor
valor real

βt -2.191 0.423 0.000 0.651
βc -0.602 0.069 0.000 0.138
U0
bici -0.600 0.258 0.020 0.122

U0
micro -0.171 0.175 0.330 0.061

U0
auto 0.016 0.176 0.928 0.003

δ 0.148 0.110 0.179 0.599
α* 0.622 N.R. N.R. N.R.

Tabla 4.15: Resultados de la estimación de los parámetros con el modelo prototipo

4.2.7. Comparación con otros modelos

Finalmente, en esta sub-sección, se comparan diferentes modelos de estimación de los

datos. Esto con el objetivo de analizar si la consideración del proceso cognitivo de la elección

entrega alguna mejora en el modelamiento de elecciones.
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Modelo

Mejor especi�cación
con α �jo
Tmax = 7

(L-BFGS-B)

Mejor especi�cación
con α estimado

Tmax = 7

(DEoptim 300 it)

MNL Mixed Logit

βt/βc 3.677 3.302 5.27 4.56
LL -4960.726 -4960.975 -5012.8 -5004.9
ρ2 0.106 0.105 0.085 0.087
AIC 9935.4 9936.0 10035.59 10025.8
Tiempo 5m 56s 86min 16s 0s 43m 47s

Tabla 4.16: Comparación modelos con datos creados con el modelo propuesto

Al generar los datos con el prototipo, se descubre que el método de estimación que mejor

ajuste es el mismo prototipo, comparándolo con MNL y Mixed Logit. Por lo tanto, al con-

siderar los supuestos de este modelo, se logra llegar a un mejor ajuste, incluso al considerar

las diferencias en grados de libertad (número de parámetros), al comparar el ρ2 y el AIC. Sin

embargo, la relación entre los parámetros βc y βt es mejor recuperada por Mixed Logit, que

por el modelo asumiendo no convexidad.

En futuras iteraciones del modelo, se debe realizar un análisis de predicción, para abarcar

todas las aristas de comparación.

4.3. Estimación base de datos real: caso SwissMetro

En esta sección se compara el modelo de la misma forma que en la sección anterior,

pero con una base de datos real. La base de datos utilizada es la de la encuesta PD/PR

SwissMetro. SwissMetro es un sistema propuesto de metro-trenes que conectaría 5 de los

grandes centros urbanos de Suiza. Para el estudio de pre-factibilidad de este proyecto se

realizó una considerable encuesta de preferencias declaradas y preferencias reveladas (Abay,

1999; Bierlaire et al., 2001). Se encuestó a 1105 individuos entregándoles 9 situaciones �cticias

de elección, en donde debían escoger entre 3 opciones: tren, SwissMetro o automóvil.

Las variables relevantes para este estudio son: tiempos de viaje y el costo que involucra este.

Además, se tiene información respecto a lo respondido por los individuos en cada situación

de elección.

Se realizó una estimación del modelo �ltrando la base de datos por propósito de viaje,

dejando solamente los propósitos 'estudios' y 'trabajo' , además se �ltró a los usuarios que

respondieron que no tenían disponibilidad de automóvil dejando la muestra en 5607 eleccio-

nes.
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Para testear el modelo prototipo se utilizaron 3 métodos para observar el comportamiento

de la estimación, estos métodos de optimización son: BFGS, L-BFGS-B y DEoptim. Como

se ha visto durante este informe, los dos primeros métodos toman menos tiempo de pro-

cesamiento pero tienden a caer en óptimos locales, lo cual, debido al parámetro α es un

problema. Se utilizan estos métodos para poder comparar qué tanto cambia respecto al op-

timizador global en esta base de datos. Además, es importante destacar que el optimizador

global DEoptim, no entrega matriz de varianza-covarianza, por lo que no se puede obtener el

valor de la desviación estándar de los parámetros (N.R. = no reporta), y por lo tanto, no se

puede realizar test t. Se procede a utilizar el método DEoptim, y luego un método convexo

seteando el α inicial igual a al obtenido con el optimizador DEoptim.

Para el cálculo del modelo prototipo, se hizo el supuesto que el tiempo máximo de elección

es de 7 pasos, esto debido al costo computacional que implica un Tmax mayor.

Método
Tmax = 7

BFGS L-BFGS-B
DEoptim
500 it

L-BFGS-B
con α DEoptim

BFGS
con α DEoptim

Media p valor Media p valor Media p valor valor p.valor Media p valor

βt -2.994 0.000 -3.748 0.006 -3.241 N.R. -3.166 0.000 -3.166 0.000
βc -5.146 0.000 -5.836 0.006 -5.027 N.R. -4.928 0.000 -4.928 0.000
U0
train -1.239 0.000 -1.220 0.000 -1.227 N.R. -1.238 0.000 -1.238 0.000

U0
car -0.152 0.000 -0.175 0.000 -0.171 N.R. -0.175 0.000 -0.175 0.000

δ 0.033 0.000 -0.032 0.000 0.035 N.R. 0.032 0.000 0.032 0.000
α 0.979 0.000 0.983 0.000 0.979 N.R. � � � �

LL 4226.653 4227.433 4227.024 4226.944 4226.944

Tiempo 20m 50s 13m 42s 156m 37s
156m 37s +
4m 17s

156m 37s +
6m 10s

Tabla 4.17: Prueba de estimación del modelo prototipo con base de datos de Swissmetro
mediante diferentes métodos de estimación

Es importante destacar que a pesar de que los métodos de las primeras dos columnas

dan cercanos al valor que entrega el optimizador global, estos no pueden ser considerados

correctos sin revisar los resultados de DEoptim. Esto debido a que, como se ha dicho durante

este documento, existe no convexidad con el factor α, por lo tanto, los puntos iniciales tienen

in�uencia en los resultados que se producen para estos 2 optimizadores.

Luego, se comparan estos resultados con con otros modelos (C RRM, µ RRM, P RRM,

RAM) calculados por Belgiawan et al. (2017) siguiendo el mismo �ltro de la base de datos, y,

además, se agregan otros dos modelos convencionales (MNL y Mixed Logit). En Mixed Logit,

se asume que los casos de elección (9 por cada individuo) son diferentes individuos, para que

pueda ser directamente comparable con el modelo prototipo, el cual no hace diferenciación

heterogénea para la población. El modelo Mixed Logit fue calculado utilizando el software
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Biogeme (Bierlaire, 2018), en donde sólo se consideró variabilidad en los parámetros βc y βt.

Prototipo MNL Mixed Logit C RRM u RRM P RRM RAM
est t-stat est t-stat est t-stat est t-stat est t-stat est t-stat est t-stat

βt -3.166 -12.03 -1.27 -20.896 -2.80 -13.56 0.01 -17.8 0.01 -9.3 0.01 -8.4 0.08 -9.3
βc -4.928 -13.82 -1.15 -21.731 -2.28 -12.77 0.01 -16.8 0.01 -16.6 0.01 -16.2 0.08 -10.0

LL -4226.994 -4382.5 -4211.062 -4539.672 -4373.356 -4418.252 -4239.245
AIC 1.5099 1.5646 1.5049 1.6207 1.5617 1.5774 1.5136
BIC 1.5166 1.5694 1.5074 1.6254 1.5677 1.5821 1.5183
Tiempo 160m 54s 0s 2m 7s N.R N.R N.R N.R

Tabla 4.18: Comparación modelos para la estimación de Swissmetro (N = 5607), ultimas 4
columnas son calculadas por Belgiawan et al. (2017), escaladas en ×0,01

De la Tabla 4.18 se puede observar que el modelo obtiene mejores resultados que la ma-

yoría delos modelos, en términos de verosimilitud y los criterios de información (Bayesiano

y Akaike). Sin embargo, el prototipo propuesto tiene un tiempo de estimación considerable-

mente mayor al resto de los modelos, debido a que se deben utilizar optimizadores globales

que toman mayor tiempo. Solamente el modelo Mixed Logit entrega mejores resultados, lo

que es esperable, debido a que este modelo considera heterogeneidad en la población. Ade-

más, se observa que la relación entre parámetros del resto de los modelos (βt/βc) es mayor

a 1, pero en el modelo propuesto esta relación es menor a 1, lo que sugiere que quizás no

se está atrapando correctamente la relación entre estas variables, o que, esta relación, tiene

otro signi�cado en el modelo. Finalmente, para analizar si efectivamente este modelo puede

representar mejor las elecciones de los individuos en la base de datos de SwissMetro, se deben

realizar análisis de predicción, que no serán realizados en esta memoria.

4.3.1. Comparación con DFT

En 2019, se publicó un software de libre acceso llamado Apollo (Hess y Palma, 2019a,b), el

cual tiene base en R y en C++. Mediante este software se puede estimar el modelo Decision

Field Theory, utilizando la última versión propuesta por Hancock et al. (2018).

Luego, los resultados de los parámetros del modelo Decision Field Theory para la base

de datos de Swissmetro se encuentra en la Tabla 4.19. Sin embargo, para que la base de

datos SwissMetro pueda ser utilizada y el modelo DFT pueda ser estimado, se tuvo que

modi�car el modelo, ya que DFT no acepta variables con mismos valores, es decir, si dos

o más alternativas tienen los mismos valores de atributos no se pueden invertir matrices en

su cálculo. Luego, se �jó en 1 la variable del error ε, y los parámetros de sensibilidad y

71



memoria se �jaron en 0, ya que a veces estos parámetros son insigni�cantes1 y el realizar esta

modi�cación arregla el problema matricial.

DFT Est. Err.std. t.ratio

ASCtrain -1.120 0.107 -10.5
ASCcar -0.076 0.074 -1.03
βt -1.251 0.109 -11.5
βc -0.867 0.064 -13.6
ptimesteps 0.564 0.178 3.16

Tabla 4.19: Resultados modelo DFT para SwissMetro

En términos generales, la comparación entre DFT y el prototipo se encuentran en la Ta-

bla 4.20, en donde se puede apreciar que el modelo propuesto tiene mejor desempeño que

DFT para estimar la verosimilitud de la base de datos de SwissMetro. Sin embargo, el pro-

totipo toma considerablemente mucho más tiempo, por razones ya explicadas anteriormente.

Además, debido a que esta es una de las primeras pruebas del modelo, puede que éste esté

ajustando mejor debido a razones no consideradas en esta memoria. A pesar de lo anterior,

Parámetros
generales

DFT Prototipo

LL -4277.17 -4226.994
ρ2 0.3056 0.3137
ρ2
adj 0.3048 0.3126

AIC/N 1.527 1.510
BIC/N 1.530 1.517
Tiempo 7m 0s 160m 54s
Nr. param. 5 6

Tabla 4.20: Comparación parámetros generales estimación SwissMetro entre Decision Field
Theory y prototipo modelo

esto indica que el modelo, para la estimación de SwissMetro, y considerando solamente 2

variables (tiempo y costo) tiene un mejor desempeño, dando en cuenta que no se agregó a

este modelo la heterogeneidad de los individuos, o el problema de nominalidad mencionado

en 4.1.3. Es necesario probar, en futuras iteraciones, el desempeño del modelo en cuánto a

predicción, ya que, en esta faceta se puede comprobar si el modelo es efectivamente mejor

que DFT.

1Thomas Hancock, comunicación personal via e-mail. Respuesta pública en foro de usuarios de softwa-
re Apollo: https://groups.google.com/d/msg/apollo-choice-modelling/ATi4cFWgvr4/ZkSyx9IOBQAJ. 13 de
Septiembre 2019.
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4.3.2. Comportamiento modelo propuesto

Con los parámetros obtenidos con el método DEoptim en la sección anterior se procede

a simular el comportamiento de los individuos para observar si la evolución de utilidad es lo

esperado con estos casos reales.

Comportamiento utilidad 1 individuo
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Figura 4.12: Simulación comportamiento de la utilidad de un individuo con parámetros esti-
mados (Swissmetro), con atributos observados en cada paso: T= tiempo de viaje y C= costo
de viaje

En las Figura 4.12 se observa la utilidad de uno de los individuos de la muestra, en donde

se ve que la evolución de la utilidad solo decrece, y que, la diferencia entre las utilidades se

va manteniendo durante el tiempo, además, no existe el fenomeno de cambio de preferencias,

es decir, que una utilidad supere a otra debido al proceso de deliberación. Este comporta-

miento no es aislado solamente para este individuo, ya que ocurre para todos los individuos

(Figura 4.13), por lo que el modelo no está reproduciendo el comportamiento esperado con

los parámetros estimados.
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Comportamiento utilidad de una alternativa 40 individuos
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Figura 4.13: Simulación comportamiento de la utilidad de una alternativa de 40 individuos
con parámetros estimados (Swissmetro)
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Capítulo 5

Conclusiones

En esta memoria se presentó el prototipo de un modelo de elección discreta que considera el

proceso cognitivo que los individuos realizan al analizar las alternativas para su elección. Este

proceso de decisión se considera como información latente, por lo tanto en la formulación del

prototipo se desarrolla una integración de todos los posibles casos de análisis que el individuo

podría realizar. Se propuso un método de generación de datos y de estimación, y �nalmente

se comprobó la validez del comportamiento del modelo y su estimación.

Se testeó la validez del modelo mediante una simulación de Monte Carlo suponiendo 3

casos: que se conoce lo observado por el individuo, que se conoce el tiempo de observación y

que no se tiene la información anterior. El primer caso supuso una recuperación de parámetros

exitosa. Para el segundo caso, se pudo recuperar el valor de los parámetros en la gran mayoría

de las simulaciones. Para el tercer caso, en donde no se conoce información extra a la normal,

se pudo recuperar el valor de la mitad de los parámetros en cuestión, sin embargo, se debió

utilizar un doble optimizador, por lo que futuros trabajos deben resolver la problemática de

optimización.

Si bien, el modelo precisa de ajustes que se mencionarán en este capitulo, se llegó a obtener

resultados positivos respecto a su estimación, al relajar algunos de los supuestos de éste (por

ejemplo, �jar los parámetros de escala). Al generar los datos suponiendo que los individuos

se comportan de acuerdo a los supuestos del modelo, se pudo observar que al estimar los

parámetros, el prototipo ajusta mejor que otros otros métodos de la literatura (Mixed Logit

y MNL).

Al estimar el modelo utilizando una base de datos real (SwissMetro), se obtuvieron me-

jores ajustes que modelos que se consideran en la literatura, lo que indica que el prototipo,

dadas ciertos condiciones, puede lograr una explicación de los fenómenos que ocurren en los
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contextos de elecciones discretas, al considerar sólo 2 atributos en su cálculo. Solamente el

modelo Mixed Logit fue superior en las métricas de desempeño.

Para la misma base de datos, se estimó mediante el modelo Decision Field Theory y se

realizó una comparación con el prototipo, en donde el prototipo obtuvo un mejor ajuste de

estimación que DFT. Sin embargo, no existe claridad aún si este mejor ajuste se debe a

que los supuestos realizados en esta memoria son correctos, o se desempeña mejor por otras

razones no consideradas o no conocidas, ya que al tratar de replicar el comportamiento de

los individuos con el prototipo, se observa que éste es poco congruente con lo que se espera.

Además, no se realizaron análisis de predicción, ya que requiere de mayor profundización

que no iba acorde a los alcances de esta memoria, lo que debe ser considerado a futuro.

Sin embargo, sí se están logrando, al menos, buen desempeño en términos de las medidas

comparativas tradicionales (AIC, BIC, LL, ρ2).

No obstante, y por el hecho de que esta propuesta es un prototipo de un futuro modelo,

se requieren varios ajustes y consideraciones para su mejora en trabajos futuros.

Una de las grandes limitaciones del modelo propuesto, es que debido a que se intenta pro-

poner un método que requiera solamente la utilización de un software y no sobre-complicar

su con�guración, el costo computacional para estimar el modelo es bastante alto. Esto ya

que se debe integrar respecto a un espacio no menor de caminos de observación de los indivi-

duos que aumenta considerablemente (Kt) por cada paso de observación extra que se quiera

agregar. Sin embargo, para estimación de espacios pequeños el modelo logra ajustarse a los

datos asumiendo que sus elecciones se realizaron en pocos pasos.

Dada a la falencia anterior, es decir, que no se puede estimar gran cantidad de pasos, y

agregando que los pasos son periodos de tiempo pre-de�nidos, el modelo no considera cuánto

es el tiempo real del proceso de deliberación por el que pasan los individuos. Es decir, no se

sabe con exactitud qué porcentaje del proceso de deliberación se abarca en la modelación.

Por lo tanto, es de vital importancia realizar experimentos mediante tecnología eyetracking

(u otra) para poder tener claridad respecto a qué observan los individuos, cuánto tiempo les

toma realizar análisis de atributos y �nalmente, cuánto dura el proceso de deliberación en

elecciones de corto plazo.

Respecto a su formulación, el modelo tiene problemas que se intentaron solucionar, en

cierta medida, al estudiarlo en esta memoria. El primer problema es que algunos parámetros

(α, µe y µs) generan que la función de verosimilitud se vuelva no convexa, por lo tanto,

se requiere de optimizadores globales que requieren un tiempo mucho mayor para poder

lograr la estimación de los parámetros, lo que complejiza aún más el problema de costo
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computacional. Por lo tanto, para no abarcar tanto tiempo en la estimación del modelo, se

impuso que µ = µe = µs.

Además, dada la formulación del modelo, se descubrió durante la experimentación que si

existen parámetros que tienen menor efecto negativo o parámetros positivos, éstos tendrán

más posibilidad de ser observados, lo que no ocurre en el supuesto que se realizó para formular

este modelo. La posibilidad de observar un atributo en un paso t debería depender de la

importancia que tiene el atributo para los individuos, no de si entrega menos o más utilidad.

Posibles soluciones a esta problemática es considerar que P(k(t)) no dependa de la utilidad

posible que entregaría el atributo observado, sino que dependa del impacto que tiene el

atributo en la utilidad, es decir, que dependa de |βk ∗ Xk|. No se propone que dependa

solamente del valor absoluto de βk ya que este puede cambiar de acuerdo a la escala que

tenga el valor Xk. Otras propuestas deben ser consideradas.

Para el trabajo futuro es importante considerar la heterogeneidad de las utilidades ini-

ciales, ya que se puede explicar de mejor manera el modelo, debido a que es claro que cada

individuo tiene una opinión diferente preconcebida de cada alternativa. Esto cambiaría po-

sitivamente el modelo, ya que no se estaría generalizando un parámetro relevante para la

explicación del comportamiento de los individuos de acuerdo a este modelo. Al agregar pa-

rámetros heterogéneos para la población, se espera que el modelo pueda tener un aun mejor

valor del likelihood, el único problema es que los tiempos de estimación aumentarán consi-

derablemente, asumiendo que se mantiene todo el resto del modelo igual.

Además, es de vital importancia encontrar métodos que disminuyan el tiempo de estima-

ción del modelo, ya que con los tiempos actuales que toma calcularlo, no se podría considerar

a este prototipo como una opción a los modelos tradicionales.

Futuros ajustes se pueden realizar que consideren: mejorar el problema matricial redu-

ciendo el espacio de caminos posibles, realizar un método de estimación secuencial para los

parámetros u, encontrar el mejor optimizador global para el modelo, cambiar probabilidad

de observar atributo k, suavizar el problema de puntos iniciales trasladados incluyendo 1/α

en la utilidad futura, formular un método de predicción y �nalmente, incorporar heteroge-

neidad a las opiniones iniciales. De ser necesario, se puede replantear la función de utilidad,

que mantenga la lógica planteada en esta memoria, pero que pueda hacerse cargo de algunas

limitaciones.

Finalmente, se concluye, que el prototipo requiere de ajustes y mejoras, pero sienta las

bases a un modelo que puede ser una alternativa a los modelos convencionales, ya que en su

primera iteración ya entrega resultados prometedores respecto a las medidas tradicionales de
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desempeño del ajuste de estimación.
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Apéndice A

Anexo: Código R ejemplo generación de

datos

#Generacion de elecciones

N<-4000 #individuos

#Tiempos de viaje:

TVbici <-abs(runif(N, 10, 20))/10 #Bicicleta

TVauto <-abs(runif(N, 2, 25))/10 #Automovil

TVmetro <-abs(runif(N, 4, 15))/10 #Metro -tren

TVmicro <-abs(runif(N, 3, 22))/10 #Micro -bus

#80 % paga mayor tarifa que 20 %:

poblacion <- rbinom(N, 1, 0.8)

#Precios de viaje:

COSTmicro <-c()

COSTmetro <-c()

COSTmicro[poblacion ==1]<-700/100

COSTmicro[poblacion ==0]<-230/100

COSTmetro[poblacion ==1]<-800/100

COSTmetro[poblacion ==0]<-230/100

COSTbici <- runif(N, 0, 500)/100

COSTauto <- runif(N, 0, 1800)/100

ind <- 1:N #Lista individuos

#Matriz data:

mat <- cbind(ind , TVbici ,TVmicro , TVmetro , TVauto ,

COSTbici ,COSTmicro , COSTmetro , COSTauto)

#Vector de unos

ones <-rep(1,N)
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#Matrices diferenciadas por atributo

TDV <-cbind(TVbici ,TVmicro ,TVmetro ,TVauto)

COST <-cbind(COSTbici ,COSTmicro ,COSTmetro ,COSTauto)

#Matrices diferenciadas por alternativa

bici <-cbind(TVbici ,COSTbici)

micro <-cbind(TVmicro ,COSTmicro)

metro <-cbind(TVmetro ,COSTmetro)

auto <-cbind(TVauto ,COSTauto)

#Puntos iniciales homogeneos

OIbici <--rep(1,N)

OImetro <--rep(0,N)

OImicro <--rep(0.5,N)

OIauto <--rep(0.5,N)

#Parametros

Ft <- 0.6 #Alfa

Bt <- -2 #Beta tiempo

Bc <- -0.5 #Beta costo

TTmax <- 25 #Tiempo maximo de eleccion

desct <-0.09 #Delta

escalae <-0.01 #u_e

escalas <-0.01 #u_s

escala <-0.01 #u

MFINAL <-matrix(ncol=7) #Matriz con resultados

#Para cada individuo:

for (n in 1:N) {

TDVn <-TDV[n,] #Vector atributo 1 ind. n

COSTn <-COST[n,] #Vector atributo 2 ind. n

#Opiniones iniciales

Oibici <-OIbici[n]

Oimicro <-OImicro[n]

Oimetro <-OImetro[n]

Oiauto <-OIauto[n]

#Crear vector utilidad por individuo

Ubici <-vector(length=TTmax)

Umicro <-vector(length=TTmax)

Umetro <-vector(length=TTmax)

Uauto <-vector(length=TTmax)

#Vector que contiene el camino tomado por el individuo

At <- vector(length=TTmax)

#Se inicia el proceso de deliberacion para el individuo
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#En R t=1 es el t=0 real

for (t in 1:TTmax){

desc <- desct*(t-1)^2 #Delta_t con el tiempo

#Para t=0

if (t==1){ #Para t=0

#Utilidades iniciales

Ubici[t] <- Oibici

Umicro[t] <- Oimicro

Umetro[t] <- Oimetro

Uauto[t] <- Oiauto

#Utilidades futuras si observo atributo costo

UFCbici <- Ft*Ubici[t] +(1-Ft)*Bc*COSTn[1]

+ rgumbel(1, loc=0, scale=escalae)

UFCmicro <- Ft*Umicro[t] +(1-Ft)*Bc*COSTn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFCmetro <- Ft*Umetro[t] +(1-Ft)*Bc*COSTn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFCauto <- Ft*Uauto[t] +(1-Ft)*Bc*COSTn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Utilidades futuras si observo atributo tiempo de viaje

UFTbici <- Ft*Ubici[t] +(1-Ft)*Bt*TDVn[1]

+ rgumbel(1, loc=0, scale=escalae)

UFTmicro <- Ft*Umicro[t] +(1-Ft)*Bt*TDVn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFTmetro <- Ft*Umetro[t] +(1-Ft)*Bt*TDVn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFTauto <- Ft*Uauto[t] +(1-Ft)*Bt*TDVn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Esperanza maximo de ut. futuras de costo y precio

UFC <- (1/ue)*log((exp(ue*UFCbici) + exp(ue*UFCmicro)

+ exp(ue*UFCmetro) + exp(ue*UFCauto )))

+ rgumbel(1, loc=0, scale=escalas)

UFT <- (1/ue)*log((exp(ue*UFTbici) + exp(ue*UFTmicro)

+ exp(ue*UFTmetro) + exp(ue*UFTauto )))

+ rgumbel(1, loc=0, scale=escalas)

#Utilidad de seguir observando

VS <- (1/us)*log(exp(us*UFC) + exp(us*UFT))

+ rgumbel(1, loc=0, scale=escala)

#Utilidad de elegir

VE <- (1/ue)*log(exp(ue*Ubici[t]) + exp(ue*Umicro[t])
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+ exp(ue*Umetro[t]) + exp(ue*Uauto[t]))

+ rgumbel(1, loc=0, scale=escala)

#Denominadores probs.

denomS <- exp(us*UFC) + exp(us*UFT)

denomE <- exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t])

denom <-exp(u*VS) + exp(u*VE)

#Probabilidad de elegir alternativa

P1 <- exp(ue*Ubici[t]) /denomE

P2 <- exp(ue*Umicro[t]) /denomE

P3 <- exp(ue*Umetro[t]) /denomE

P4 <- exp(ue*Uauto[t]) /denomE

#Probabilidad de observar atributo

PC <- exp(us*UFC)/ denomS

PT <- exp(us*UFT)/ denomS

#Probabilidad de seguir observando

PS <- exp(u*VS)/(exp(u*VS)+exp(u*(VE+desc )))

+ exp(u*VE)/(exp(u*(VS+desc ))+exp(u*VE))

#Probabilidad de elegir

PE <- 1-PS

#Probabilidades acumuladas para Random

Pac <- cumsum(c(P1*PE,P2*PE,P3*PE,P4*PE,PC*PS,PT*PS))

Random <- runif(1, min = 0, max = 1)

if (Random <Pac[1]){At[t]<-1}#Bicicleta

else if (Random >Pac[1] & Random <Pac[2]){At[t]<-2}#Metro

else if (Random >Pac[2] & Random <Pac[3]){At[t]<-3}#Micro

else if (Random >Pac[3] & Random <Pac[4]){At[t]<-4}#Auto

else if (Random >Pac[4] & Random <Pac[5]){At[t]<-5}#Costo

else {At[t]<-6} #Precio

}

#Para t=limite

else if(t==TTmax){

if (At[t-1]==1){At[t]<-0}

else if (At[t-1]==0){At[t]<-0}

else if (At[t-1]==2){At[t]<-0}

else if (At[t-1]==3){At[t]<-0}

else if (At[t-1]==4){At[t]<-0}

else if (At[t-1]==5){ #si decidi observar costo

#Utilidad presente entonces es

Ubici[t] <- Ft*Ubici[t-1] + (1-Ft)*Bc*COSTn[1]
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+ rgumbel(1, loc=0, scale=escalae)

Umicro[t] <- Ft*Umicro[t-1] + (1-Ft)*Bc*COSTn[2]

+ rgumbel(1, loc=0, scale=escalae)

Umetro[t] <- Ft*Umetro[t-1] + (1-Ft)*Bc*COSTn[3]

+ rgumbel(1, loc=0, scale=escalae)

Uauto[t] <- Ft*Uauto[t-1] + (1-Ft)*Bc*COSTn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Como estoy en tiempo limite , no existe probabilidad

#de seguir observando

#Denominador

denom <- exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t])

#Probabilidad de elegir alternativa

P1 <- exp(ue*Ubici[t]) / denom

P2 <- exp(ue*Umicro[t]) / denom

P3 <- exp(ue*Umetro[t]) / denom

P4 <- exp(ue*Uauto[t]) / denom

#Probabilidad acumulada ->Eleccion

Pac <- cumsum(c(P1,P2,P3,P4))

Random <- runif(1, min = 0, max = 1)

if (Random <Pac[1]) {At[t]<-1}

else if (Random >Pac[1] & Random <Pac[2]){At[t]<-2}

else if (Random >Pac[2] & Random <Pac[3]){At[t]<-3}

else {At[t]<-4}

}

else { #si decidi observar precio

#Utilidad presente entonces es

Ubici[t] <- Ft*Ubici[t-1] + (1-Ft)*Bt*TDVn[1]

+ rgumbel(1, loc=0, scale=escalae)

Umicro[t] <- Ft*Umicro[t-1] + (1-Ft)*Bt*TDVn[2]

+ rgumbel(1, loc=0, scale=escalae)

Umetro[t] <- Ft*Umetro[t-1] + (1-Ft)*Bt*TDVn[3]

+ rgumbel(1, loc=0, scale=escalae)

Uauto[t] <- Ft*Uauto[t-1] + (1-Ft)*Bt*TDVn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Probabilidades

denom <- exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t])

P1 <- exp(ue*Ubici[t]) / denom

P2 <- exp(ue*Umicro[t]) / denom
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P3 <- exp(ue*Umetro[t]) / denom

P4 <- exp(ue*Uauto[t]) / denom

#Probabilidad acumulada ->Eleccion

Pac <-cumsum(c(P1,P2,P3,P4))

Random <- runif(1, min = 0, max = 1)

if (Random <Pac[1]) {At[t]<-1}

else if (Random >Pac[1] & Random <Pac[2]){At[t]<-2}

else if (Random >Pac[2] & Random <Pac[3]){At[t]<-3}

else {At[t]<-4}

}

}

#tiempo distinto a 0 y limite:

else {

if (At[t-1]==1){At[t]<-0}

else if (At[t-1]==0){At[t]<-0}

else if (At[t-1]==2){At[t]<-0}

else if (At[t-1]==3){At[t]<-0}

else if (At[t-1]==4){At[t]<-0}

else if (At[t-1]==5){ #si decidi observar costo

#Utilidades presentes

Ubici[t] <- Ft*Ubici[t-1] + (1-Ft)*Bc*COSTn[1]

+ rgumbel(1, loc=0, scale=escalae)

Umicro[t] <- Ft*Umicro[t-1] + (1-Ft)*Bc*COSTn[2]

+ rgumbel(1, loc=0, scale=escalae)

Umetro[t] <- Ft*Umetro[t-1] + (1-Ft)*Bc*COSTn[3]

+ rgumbel(1, loc=0, scale=escalae)

Uauto[t] <- Ft*Uauto[t-1] + (1-Ft)*Bc*COSTn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Utilidades futuras de observar costo

UFCbici <- Ft*Ubici[t] + (1-Ft)*Bc*COSTn[1]

+ rgumbel(1, loc=0, scale=escalae)

UFCmicro <- Ft*Umicro[t] + (1-Ft)*Bc*COSTn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFCmetro <- Ft*Umetro[t] + (1-Ft)*Bc*COSTn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFCauto <- Ft*Uauto[t] + (1-Ft)*Bc*COSTn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Utilidades futuras de observar tiempo

UFTbici <- Ft*Ubici[t] + (1-Ft)*Bt*TDVn[1]

+ rgumbel(1, loc=0, scale=escalae)
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UFTmicro <- Ft*Umicro[t] + (1-Ft)*Bt*TDVn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFTmetro <- Ft*Umetro[t] + (1-Ft)*Bt*TDVn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFTauto <- Ft*Uauto[t] + (1-Ft)*Bt*TDVn[4]

+ rgumbel(1, loc=0, scale=escalae)

#Esperanza utilidad maxima futuras atributos

UFC <- (1/ue)*log((exp(ue*UFCbici) + exp(ue*UFCmicro)

+ exp(ue*UFCmetro) + exp(ue*UFCauto )))

+ rgumbel(1, loc=0, scale=escalas)

UFT <- (1/ue)*log((exp(ue*UFTbici) + exp(ue*UFTmicro)

+ exp(ue*UFTmetro) + exp(ue*UFTauto )))

+ rgumbel(1, loc=0, scale=escalas)

#Utilidad de seguir observando

VS <- (1/us)*log(exp(us*UFC) + exp(us*UFT))

+ rgumbel(1, loc=0, scale=escala)

#Utilidad de elegir

VE <- (1/ue)*log(exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t]))

+ rgumbel(1, loc=0, scale=escala)

#Probabilidades

denomS <- exp(us*UFC)+exp(us*UFT)

denomE <- exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t])

denom <- exp(u*VS)+exp(u*VE)

P1 <- exp(ue*Ubici[t]) /denomE

P2 <- exp(ue*Umicro[t]) /denomE

P3 <- exp(ue*Umetro[t]) /denomE

P4 <- exp(ue*Uauto[t]) /denomE

PC <- exp(us*UFC)/ denomS

PT <- exp(us*UFT)/ denomS

PS <- exp(u*VS)/(exp(u*VS) + exp(u*(VE+desc )))

+ exp(u*VE)/(exp(u*(VS+desc)) + exp(u*VE))

PE <- 1-PS

#Probabilidad acumulada ->Eleccion

Pac <- cumsum(c(P1*PE,P2*PE,P3*PE,P4*PE,PC*PS,PT*PS))

Random <- runif(1, min = 0, max = 1)

if (Random <Pac[1]){At[t]<-1}

else if (Random >Pac[1] & Random <Pac[2]){At[t]<-2}

else if (Random >Pac[2] & Random <Pac[3]){At[t]<-3}
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else if (Random >Pac[3] & Random <Pac[4]){At[t]<-4}

else if (Random >Pac[4] & Random <Pac[5]){At[t]<-5}

else {At[t]<-6}

}

else{ #si decidi observar tiempo

Ubici[t] <- Ft*Ubici[t-1] + (1-Ft)*Bt*TDVn[1]

+ rgumbel(1, loc=0, scale=escalae)

Umicro[t] <- Ft*Umicro[t-1] + (1-Ft)*Bt*TDVn[2]

+ rgumbel(1, loc=0, scale=escalae)

Umetro[t] <- Ft*Umetro[t-1] + (1-Ft)*Bt*TDVn[3]

+ rgumbel(1, loc=0, scale=escalae)

Uauto[t] <- Ft*Uauto[t-1] + (1-Ft)*Bt*TDVn[4]

+ rgumbel(1, loc=0, scale=escalae)

UFCbici <- Ft*Ubici[t] + (1-Ft)*Bc*COSTn[1]

+ rgumbel(1, loc=0, scale=escalae)

UFCmicro <- Ft*Umicro[t] + (1-Ft)*Bc*COSTn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFCmetro <- Ft*Umetro[t] + (1-Ft)*Bc*COSTn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFCauto <- Ft*Uauto[t] + (1-Ft)*Bc*COSTn[4]

+ rgumbel(1, loc=0, scale=escalae)

UFTbici <- Ft*Ubici[t] + (1-Ft)*Bt*TDVn[1]

+ rgumbel(1, loc=0, scale=escalae)

UFTmicro <- Ft*Umicro[t] + (1-Ft)*Bt*TDVn[2]

+ rgumbel(1, loc=0, scale=escalae)

UFTmetro <- Ft*Umetro[t] + (1-Ft)*Bt*TDVn[3]

+ rgumbel(1, loc=0, scale=escalae)

UFTauto <- Ft*Uauto[t] + (1-Ft)*Bt*TDVn[4]

+ rgumbel(1, loc=0, scale=escalae)

UFC <- (1/ue)*log((exp(ue*UFCbici) + exp(ue*UFCmicro)

+ exp(ue*UFCmetro) + exp(ue*UFCauto )))

+ rgumbel(1, loc=0, scale=escalas)

UFT <- (1/ue)*log((exp(ue*UFTbici) + exp(ue*UFTmicro)

+ exp(ue*UFTmetro) + exp(ue*UFTauto )))

+ rgumbel(1, loc=0, scale=escalas)

VS <- (1/us)*log(exp(us*UFC)+exp(us*UFT))

+ rgumbel(1, loc=0, scale=escala)

VE <- (1/ue)*log(exp(ue*Ubici[t])+exp(ue*Umicro[t])

+ exp(ue*Umetro[t])+exp(ue*Uauto[t]))

+ rgumbel(1, loc=0, scale=escala)
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#Probabilidadess

denomS <- exp(us*UFC)+exp(us*UFT)

denomE <- exp(ue*Ubici[t]) + exp(ue*Umicro[t])

+ exp(ue*Umetro[t]) + exp(ue*Uauto[t])

P1 <- exp(ue*Ubici[t]) /denomE

P2 <- exp(ue*Umicro[t]) /denomE

P3 <- exp(ue*Umetro[t]) /denomE

P4 <- exp(ue*Uauto[t]) /denomE

PC <- exp(us*UFC)/ denomS

PT <- exp(us*UFT)/ denomS

PS <- exp(u*VS)/(exp(u*VS)+exp(u*(VE+desc )))

+ exp(u*VE)/(exp(u*(VS+desc ))+exp(u*VE))

PE<- 1-PS

#Probabilidad acumulada ->Eleccion

Pac <- cumsum(c(P1*PE,P2*PE,P3*PE,P4*PE,PC*PS,PT*PS))

Random <- runif(1, min = 0, max = 1)

if (Random <Pac[1]){At[t]<-1}

else if (Random >Pac[1] & Random <Pac[2]){At[t]<-2}

else if (Random >Pac[2] & Random <Pac[3]){At[t]<-3}

else if (Random >Pac[3] & Random <Pac[4]){At[t]<-4}

else if (Random >Pac[4] & Random <Pac[5]){At[t]<-5}

else {At[t]<-6}

}

}

}

ind <- rep(n,TTmax)

tiempo <- 1:TTmax

Mn <- cbind(ind ,tiempo ,At,Ubici ,Umicro ,Umetro ,Uauto)

MFINAL <- rbind(MFINAL ,Mn)

}

MFINAL <- MFINAL[-1,]

MFINAL <- data.frame(MFINAL)

#Creacion vector elecciones

MFINAL2 <- MFINAL [!( MFINAL$At==0),]

tiempoxid <- aggregate(MFINAL2$tiempo , by = list(MFINAL2$ind), max)

eleccion <- c()

for (i in 1:N){

tfinal <- tiempoxid[i,2]

ele <- MFINAL2[MFINAL2$ind==i & MFINAL2$tiempo ==tfinal ,3]

eleccion <- c(eleccion ,ele) }
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Apéndice B

Anexo: Código R ejemplo estimación

#Estimacion

TMAX <- 8 #tiempo maximo de estimacion (Tmax=7)

#Funcion de log -verosimilitud

loglikel <- function(beta){

#Parametros a estimar

Bt <- beta[1] #TDV

Bc <- beta[2] #Cost

Oibici <- beta[3]

Oimicro <- beta[4]

Oimetro <- 0

Oiauto <- beta[5]

desct <- abs(beta[6])

alfa <- abs(beta[7])

#Parametros fijos

u <- 1

ue <- 1

us <- 1

#Configuracion dimension de matrices

ALT <- 2 #cantidad de alternativas

t <- 0:(TMAX - 1) #vector con todos los tiempos en orden

H <- sum(ALT ^ t) #cantidad de caminos posibles hasta Tmax

T2 <- TMAX - 2 #Tmax -1 (recordar que en R parte de 1)

t2 <- 0:T2 #vector tiempos en orden Tmax -1

H2 <- sum(ALT ^ t2)#cantidad de caminos posibles hasta Tmax -1

#Matrices con info de cada camino

Vst <- matrix(nrow = N,ncol = H2)#Utilidad fut. tiempo

Vsc <- matrix(nrow = N,ncol = H2)#Utilidad fut. costo
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Vs <- matrix(nrow = N,ncol = H2)#Utilidad futura

Ve <- matrix(nrow = N,ncol = H2)#Utilidad presente

CAMINO <- matrix(nrow = N ncol = H) #Probabilidad camino

Vbici <- matrix(nrow = N,ncol = H)#Utilidad bicicleta

Vmicro <- matrix(nrow = N,ncol = H)#Utilidad microbus

Vmetro <- matrix(nrow = N,ncol = H)#Utilidad metrotren

Vauto <- matrix(nrow = N,ncol = H)#Utilidad automovil

PS <- matrix(nrow = N,ncol = H)#Probabilidad seguir

PE <- matrix(nrow = N,ncol = H)#Probabilidad elegir

Prbicim <- matrix(nrow = N,ncol = H)#Probabilidad bici

Prmicrom <- matrix(nrow = N,ncol = H)#Probabilidad micro

Prmetrom <- matrix(nrow = N,ncol = H)#Probabilidad metro

Prautom <- matrix(nrow = N,ncol = H)#Probabilidad auto

#Rellenar matrices con la data de acuerdo a parametros:

#Matrices de utilidades presentes

for (h in 1:H) { #para cada camino

if (h == 1) { #si camino es t=0

Vbici[, h] <- Oibici

Vmicro[, h] <- Oimicro

Vmetro[, h] <- Oimetro

Vauto[,h] <- Oiauto

}

else{#si camino es distinto al t=0

#lo siguiente es valido solamente para procesos

#con 2 alternativas , si se tienen mas alternativas

#se necesita utilizar matriz de herencia

aux <- h %/ % 2 #variable aux. que atrapa la raiz

if (h % % 2 == 0) { #si es lado izquierdo del nido

# se observa tiempo

Vbici[, h] <- alfa * Vbici[, aux]

+ (1 - alfa) * Bt * bici[, 1]

Vmicro[, h] <- alfa * Vmicro[, aux]

+ (1 - alfa) * Bt * micro[, 1]

Vmetro[, h] <- alfa * Vmetro[, aux]

+ (1 - alfa) * Bt * metro[, 1]

Vauto[, h] <- alfa * Vauto[, aux]

+ (1 - alfa) * Bt * auto[, 1]

}

else{#si es lado derecho del nido

#se observa costo
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Vbici[, h] <- alfa * Vbici[, aux]

+ (1 - alfa) * Bc * bici[, 2]

Vmicro[, h] <- alfa * Vmicro[, aux]

+ (1 - alfa) * Bc * micro[, 2]

Vmetro[, h] <- alfa * Vmetro[, aux]

+ (1 - alfa) * Bc * metro[, 2]

Vauto[, h] <- alfa * Vauto[, aux]

+ (1 - alfa) * Bc * auto[, 2]

}

}

}

#Matrices de utilidades futuras de atributos

for (h in 1:H2) {

auxt <- 2*h #variable aux nido izquierdo; tiempo

auxc <- 2*h + 1 #variable aux nido derecho; costo

Vst[, h] <- (1 / ue) * log(exp(ue * Vbici[, auxt])

+ exp(ue * Vmicro[, auxt]) + exp(ue *Vmetro[, auxt])

+ exp(ue *Vauto[, auxt ]))

Vsc[, h] <- (1 / ue) * log(exp(ue * Vbici[, auxc])

+ exp(ue * Vmicro[, auxc]) + exp(ue *Vmetro[, auxc])

+ exp(ue *Vauto[, auxc ]))

}

#Matrices de utilidad futura y presente

for (h in 1:H2) {

Vs[,h] <- (1 / us) * log(exp(us * Vst[,h]) + exp(us * Vsc[,h]))

Ve[,h] <- (1 / ue) * log(exp(ue * Vbici[,h])

+ exp(ue * Vmicro[,h]) + exp(ue * Vmetro[,h])

+ exp(ue * Vauto[,h]))

}

#Obtener probabilidad de seguir buscando

for (h in 1:H2) {

t <- log2(h) %/ % 1 #Obtener tiempo de camino

desc <- desct*(t^2) #aplicar factor dscto por tiempo

PS[,h] <- (exp(u*Vs[,h])/( exp(u*Vs[,h]) + exp(u*(Ve[,h] + desc ))))

+ (exp(u*Ve[,h]) / (exp(u*(Vs[,h] + desc )) + exp(u*Ve[,h])))

}

#Por problemas de computacion , a veces

#se obtienen valores mayores a 1, pero

#insignificantes , como 1.000000000001:

PS[PS>1]<-1
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#Probabilidades generales por camino

PE <- 1 - PS

#Rellenar ultimas columnas H-H2 (tiempo limite)

PE[is.na(PE)] <- 1

PS[is.na(PS)] <- 0

#Probabilidades de atributos por camino

PT <- exp(us*Vst) / (exp(us*Vst) + exp(us*Vsc))

PC <- exp(us*Vsc) / (exp(us*Vst) + exp(us*Vsc))

#Probabilidades alt. por camino

denom <- exp(ue*Vbici) + exp(ue*Vmicro)

+ exp(ue*Vmetro) + exp(ue*Vauto)

P1 <- exp(ue*Vbici) / denom

P2 <- exp(ue*Vmicro) / denom

P3 <- exp(ue*Vmetro) / denom

P4 <- exp(ue*Vauto) / denom

#Obtener probabilidades de caminos

for (h in 1:H) {

aux <- h %/ % 2

h2 <- h

camino <- 1

while (aux > 0) {

if (h2 % % 2 == 0) {

camino <- camino * PS[, aux] * PT[, aux]

h2 <- aux

aux <- aux %/ % 2

}

else{

camino <- camino * PS[, aux] * PC[, aux]

h2 <- aux

aux <- aux %/ % 2

}

}

CAMINO[,h] <- camino

}

CAMINO <- CAMINO*PE #probabilidades de caminos completa

#Probabilidad de alternativa por camino

Prbicim <- P1 * CAMINO

Prmicrom <- P2 * CAMINO

Prmetrom <- P3 * CAMINO

Prautom <- P4 * CAMINO
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#Probabilidad de alternativa por individuo

Prbici <- rowSums(Prbicim)

Prmicro <- rowSums(Prmicrom)

Prmetro <- rowSums(Prmetrom)

Prauto <- rowSums(Prautom)

#Log -verosimilitud

lli <- log(( Prbici * choice[, 1]) + (Prmicro * choice[, 2])

+ (Prmetro * choice[, 3])+( Prauto * choice[, 4]))

return(-sum(lli)) #Output funcion

}

#Ejemplo optimizacion BFGS

mymleO <- optim(par=BOP , fn=loglikel , hessian=TRUE ,

method='BFGS',control = list(maxit=30000, trace=TRUE , REPORT=10))

#Ejemplo optimizacion DEoptim

library(DEoptim)

DEctrl <- DEoptim.control(itermax = 500, trace=TRUE ,

parallelType=1, packages=c(),

parVar=c("N","bici","metro","micro","auto","choice","TMAX","alfa"))

mymleDE <-DEoptim(loglikel , lower=c(-10,-10,-10,-10,-10,0.0001,0.001),

upper=c(10,10,10,10,10,10,1), DEctrl)
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