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Resumen

Es conocimiento general en el mundo de la programacion que un cédigo con buena docu-
mentacion es mas facil de comprender que otro que no presente las anteriores caracteristicas.

La dificultad se encuentra sin embargo, en que en un escenario real un programador debe
cumplir con determinadas fechas limite que desvian bastante el foco. Debido a esto y otros
factores, la buena documentacion del codigo pasa entonces a segundo plano y en la mayoria
de los casos queda sin documentar.

Existen a la fecha diversos acercamientos a la tarea de generar resimenes o explicar
segmentos de codigo de forma automatica. El problema comtn entre ellos es que el lenguaje
de programacion a diferencia del lenguaje natural posee su propia sintaxis y esquema de
relaciones entre enunciados, caracteristicas que no son explotadas por los trabajos actuales
de traduccion de codigo.

Es por ello que este Trabajo de Titulo busca aprovechar tanto los puntos fuertes de las
redes neuronales utilizadas en muchos de los trabajos ya mencionados, como las caracteristicas
de preservacion de relaciones de los grafos logrando asi una implementacion basada en redes
neuronales de grafos (GNN) de un generador de resimenes automético o GNN Based Source
Code Summarization (GBSCS).

En especifico se busca entrenar un modelo de red neuronal capaz de procesar fragmentos
de codigo traduciendo estos a secuencias de nodos y producir como output una secuencia de
palabras que logren explicar el funcionamiento principal del fragmento de codigo.

Para ello se utiliza otra herramienta como punto de partida denominada RENCOS la cual
hace uso de redes neuronales recurrentes (RNN) para realizar la confeccion de restumenes
de codigo. La métrica de comparacion deseable para las herramientas consiste en someter
a ambas a distintos métodos evaluadores ampliamente usados en la generacion de lenguaje
natural y comparar los puntajes obtenidos para cada una de aquellas.

Debido a problemas de implementacion si bien fue posible entrenar el modelo, no fue
posible producir resimenes de cédigo resultado debido a un exceso de uso de recursos por
parte del modelo. Sin embargo debido al amplio estudio realizado en conjuncién al desarrollo
de la herramienta se hace la propuesta de posibles cambios que logren habilitar la obtencion
de un modelo que efectivamente logre producir predicciones y que estas sean posiblemente
mejores que las de la herramienta base.

Es asi como este trabajo provee de un primer acercamiento a un generador de resumen de
c6digo fuente que haga uso de la potencialidad de los grafos.
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Capitulo 1

Introduccion

1.1. Antecedentes

En la actualidad las Artificial Neural Networks (ANN) son utilizadas en diversas areas de
la computacion, ya sea debido a su capacidad de aprender y modelar relaciones complejas; su
capacidad de generalizaciéon o bien las pocas restricciones que requiere su uso ante otros mé-
todos predictivos, tales como el procesamiento de imégenes, el reconocimiento de caracteres,
la construccion de modelos de prediccion entre otros.

Las redes neuronales sin embargo pueden diferir bastante en su método de aplicacion,
captacion de input y/o arquitectura. Por ejemplo las capacidades de una Feedforward Neural
Network (FNN) no seran las mismas que las de una Recurrent Neural Network (RNN), aunque
su principio sea el mismo. Utilizando otra perspectiva también, la implementacién de esta
ultima puede no ser tan simple como la de la primera. Debido a lo anterior existe un amplio
rango de implementaciones de redes neuronales.

Entre aquellas formas de implementacién existe un modelo relativamente reciente y del
cual se estima puede obtenerse un gran valor, este consiste en las Graph Neural Networks
(GNN)[6]. Las GNN si bien preservan la idea principal de una ANN, tienen un potencial por
lo general no explotado por el resto de las redes y se trata de su capacidad de preservar las
relaciones entre los datos a la hora de captarlos para su trabajo. Es comtn que se utilicen
datos en forma de grafos para su trabajo en machine learning, pero por lo general estos son
aplastados o pierden dimensiones cuando llega la hora de trabajar con ellos. En el caso de las
GNN se busca preservar por el mayor tiempo posible la dimensionalidad y relaciones presentes
entre ellos, permitiendo la perseverancia de informacion y aprovechamiento de patrones de
otra forma escondidos o perdidos durante el proceso de trabajo.

Debido a lo reciente que es el trabajo con GNN, el objetivo de esta memoria es ampliar el
conocimiento acerca de este modelo computacional por lo cual se buscaron potenciales areas
de aplicacion para aquel modelo.

Después de considerar diversas alternativas se opto6 por el trabajo en detecciéon de patrones
de caracteres, en particular, en la elaboraciéon automética de resimenes de codigo fuente.



1.2. Motivacion

Es conocimiento general en el mundo de la programacion que un cédigo con buena docu-
mentacion es més facil de comprender que otro que no presente las anteriores caracteristicas|7].

Sin embargo la dificultad se encuentra en que en un escenario real un programador debe
cumplir con determinadas fechas limite que desvian bastante el foco. En estos casos entonces
en vez de privilegiar el buen entendimiento del codigo fuente, se pone mayor preocupacion y
recursos en que dicho codigo cumpla con su objetivo dejando de lado la documentacion. Su-
mado a lo anterior muchas veces una misma seccion de cédigo es modificada frecuentemente
lo cual puede resultar frustrante a la hora de documentar y resultar en que simplemente no
se realice esta accion.

Debido a los diversos factores previamente mencionados, (y varios por mencionar [10])
hoy en dia se cuenta con una cantidad enorme de c6digo pendiente de documentar. La idea
de documentar dicha magnitud con esfuerzo humano no es realista ni eficiente. El prospecto
de automatizar dicho proceso y ahorrar entonces el esfuerzo humano que significaria realizar
aquella tarea, suena como el camino a seguir. Sin embargo la realizacion de la tarea anterior
no esta desligada de diversas dificultades.

Existen a la fecha diversos acercamientos a la tarea de generar restimenes o explicar seg-
mentos de codigo de forma automatica. De aquellos se destaca la herramienta RENCOS [11]
capaz de utilizar tanto técnicas de recuperacion de informaciéon como redes neuronales. Esta
herramienta posee los mejores resultados en comparacion a sus pares a la fecha de realizacion
de esta memoria, razén por la cual se utilizé6 como base para el trabajo. El problema y posible
fuente de mejoras recae en el input recibido, el cual actualmente consta solo de funciones o
métodos aislados ademas de que las relaciones entre las distintas operaciones que realiza el
c6digo no son aprovechadas por este modelo.

1.3. Objetivos

Objetivo General

Este trabajo tiene como objetivo explorar la capacidades y potencialidades de las redes
neuronales de grafos (GNN’s), buscando manifestar a través de ejemplos concretos su dife-
rencia ante otros arquetipos de redes. Ademas se desea avanzar el trabajo de documentacion
automatica de codigo por las razones previamente expuestas.

Objetivos Especificos

1. Desarrollar una nueva herramienta de generaciéon automatica de comentarios de codigo
fuente.



2. Evaluar la calidad de dichos comentarios en relacién a otra herramienta la cual se

considera del estado del arte frente a este topico usando métricas predefinidas.

3. Comparar el rendimiento de la herramienta en cuanto a tiempo de ejecucion, rapidez

de convergencia y otros con el rendimiento con el de la herramienta existente.

4. Ampliar el espectro de input recibido de la herramienta anterior el cual consiste solo

1.4.

en métodos aislados a todo el codigo fuente.

Metodologia

La metodologia del trabajo se dividi6 en las fases 1-5, las cuales se describen en grandes
rasgos a continuacion.

1.

Investigacion preliminar: Esta parte del desarrollo del trabajo consistié en el estudio
de la herramienta utilizada como base para la memoria. Esto engloba el estudio acer-
ca de redes neuronales recurrentes con unidades de memoria long-short term memory
(LSTM), el estudio de como se relacionan dichas redes a las redes neuronales de grafos,
el estudio de herramientas de machine learning y el estudio de las diversas librerias de
python que utilizaba el software base.

. Implementacion y recreacion de resultados: Esta etapa consistié principalmente en el

montaje y ejecucion correctas de la herramienta base buscando corroborar, a base de
resultados obtenidos localmente en comparacion a resultados publicados por los autores
de la herramienta, su correcto funcionamiento.

Segunda fase de investigacion y diseno de GNN: En esta fase se deliber6 qué aspecto
del trabajo presente podria ser mejorado por la implementacion de una red neuronal
de grafos. Luego de aquello se investigd la mejor manera de transicionar los datos y el
trabajo presente a una herramienta que pudiese utilizar las capacidades de una GNN.

. Implementacion GNN: Este paso consistié en la implementacion de la nueva herramien-

ta empleando las convenciones adoptadas por la fase anterior.

Comparacion de resultados: Debido a que la herramienta base ya disponia de una forma
de evaluacion acorde a métricas reconocidas esta fue reutilizada para poder realizar
comparaciones directas de resultados entre ambas herramientas.



Capitulo 2

Marco Teoérico

Este capitulo se enfoca en la descripcion de los distintos elementos que componen el trabajo
de esta memoria.

2.1. Grafo

Un grafo es una estructura de datos que consiste de un conjunto finito de vértices (también
llamados puntos o nodos) y un conjunto de pares de aquellos los cuales denotan un carécter
de relaciéon o enlace entre los puntos que conforman el par. El conjunto de pares de vértices
tiene un orden cuando se trata de un grafo dirigido, en otro caso es opcional. Los grafos
pueden tener valores tanto para los elementos que conforman el conjunto de puntos o los
que conforman el conjunto de relaciones. Los grafos son ampliamente usados como forma
de representar datos dado que preservan el caracter relacional de estos, a menudo sirviendo
incluso de apoyo visual durante su estudio.

Figura 2.1: Representaciéon de un grafo simple de 6 nodos numerados



2.1.1. Abstract Syntax Tree (AST)

Los AST o arboles de sintaxis abstracta son una representacion como arbol (Lo cual es
un tipo de grafo) de la sintaxis abstracta de un determinado lenguaje, en este caso nos
enfocaremos en lenguajes de programacion. E1 AST consiste entonces en la representacion
visual de la secuencia de operaciones que realizara el programa guardando en sus nodos dichas
operaciones. A nivel fundamental los AST preservan solo la estructura de la funcionalidad de
un programa, es decir no consideran los detalles de como esta escrito siempre y cuando sea
sintacticamente valido. Los AST forman parte fundamental de los compiladores de cédigo
dado que sirven de representacion intermedia del programa durante las distintas fases de
compilacion.
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id|a In|3 | 5| hello
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Figura 2.2: Representacion de un arbol de sintaxis abstracta o AST

2.2. Red Neuronal

Las redes neuronales son mecanismos de prediccion y deteccion de patrones utilizados en
diversas areas de la computacion. Una red neuronal se compone de un elemento bésico llama-
do neurona o nodo el cual de forma similar a una neurona humana, procesa senales pudiendo
omitir o propagar mensajes a otras neuronas utilizando criterios de seleccién intrinsecos a di-
cha neurona. Estos criterios de seleccion a su vez hacen uso de dos pardmetros fundamentales
de una neurona los cuales son el peso de cada una de sus conexiones y el “bias” propio de
la neurona. Los pesos de las conexiones le indican a esta que tan importante es la activacion
de una determinada neurona y el bias le permite ajustar el valor de la senal que habra de
emitir dicha neurona.

Una red neuronal usualmente tiene miltiples neuronas las cuales por lo general estan
dispuestas por capas. Las redes neuronales ajustan los criterios de traspaso de senales de sus
neuronas mediante mecanismos de aprendizaje. Es en la distribucion, estructura y mecanismo
de aprendizaje de las neuronas en donde se diferencian los distintos tipos de redes neuronales.
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Figura 2.3: Red neuronal feedforward con una capa de input, una escondida y una capa de
output

2.2.1. Feed Forward Neural Network (FFININ)

Una de las formas més simples de red neuronal usualmente utilizada como mecanismo
introductorio a la nocién de red neuronal. En este tipo de red la informaciéon fluye desde la
capa de input a las capas escondidas (si es que tiene) y finalmente a la de output siempre en
la misma direccion, es decir no hay ciclos. El mecanismo de aprendizaje mas utilizado en las
FFNN es backpropagation, el cual consiste en la comparacion de los valores de output con los
valores esperados mediante una funciéon predefinida de error. Dicho error es posteriormente
propagado en la direcciéon opuesta al flujo original de la informacién para que la red pueda
realizar ajustes acorde a este mismo.

Una de las limitaciones de esta implementacion es precisamente el hecho de que la infor-
macion fluye en un solo sentido con lo cual, dado una capa especifica, no es posible obtener
senales de una capa posterior. Un ejemplo de donde no seria posible obtener buenos resulta-
dos al usar una FNN es en el procesamiento de texto dado que por lo general se requiere de
informacion ya procesada para hacer sentido del input.

2.2.2. Recursive Neural Network (RNN)

Las RNN son un derivado de las FNN con la distincion de que sus neuronas poseen
estados internos, es decir tienen memoria y son capaces de recordar caracteristicas del input.
Aqui las relaciones entre nodos pueden verse como un grafo dirigido el cual representa una
secuencia temporal lo cual le da caracter dinamico a la red. Son utilizadas en multiples areas
incluyendo el reconocimiento del habla y el trabajo con texto. Un problema latente para las
RNN sin embargo, es la desapariciéon exponencial de la gradiente de la funcién de error. Esto
ocurre cuando la red esta aprendiendo y significa basicamente que los cambios en la gradiente
son infimos lo que ocasiona que los pesos no se actualicen y en consecuencia la red deje de



aprender. Una manera de prevenir este problema consiste en utilizar la arquitectura LSTM.

Long Short Term Memory (LSTM)

Las redes de LSTM son un tipo de arquitectura de RNN en la cual, a diferencia de las
FFNN se cuenta con una conexiéon feedback, es decir una capa puede recibir informacion desde
una capa siguiente. Las LSTM son utilizadas en problemas donde se requiere clasificacion,
procesamiento o la elaboraciéon de predicciones sobre datos dispuestos en secuencias tempo-
rales. Una unidad LSTM generalmente se compone de una célula, un input gate, un forget
gate y un output gate. Esta unidad mediante estos 3 portones se encarga de seleccionar que
informacion le sirve preservar y cuando, eliminando la informacién mediante senales de su
forget gate cuando estima que ya no le sera de uso.
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Figura 2.4: Una unidad LSTM donde z(t) es el input, h(t) es el estado escondido actual,
h(t — 1) es el estado escondido anterior, ¢(t) es el vector de contexto actual y c(t — 1) es el
vector de contexto anterior



2.2.3.  Graph Neural Network (GNN)

Las GNN son una arquitectura relativamente reciente de redes neuronales y extienden los
métodos utilizados por aquellas para que puedan incorporar datos presentes en el dominio de
los grafos. Las redes neuronales de grafos operan mediante un mecanismo llamado message-
passing, el cual se manifiesta mediante senales de output de un determinado nodo el cual
considera tanto sus propias features como las de sus vecinos cercanos|6].

Hidden layer Hidden layer

Quiput

- — T —
— b — . | - — e e L]
= \ [ill }

Figura 2.5: Una red convoluciéon de grafos en la cual se denota el message-passing como
método de traspaso de senales

Una de las caracteristicas mas atractivas de las redes neuronales de grafos es su capacidad
de captar features del input y preservar relaciones entre aquellas en fases del entrenamiento
donde de otra manera, para las redes neuronales clasicas, se perderian al perder la dimensio-
nalidad del grafo para poder entregarlo como input.

Con lo anterior en mente a la hora de construir una red neuronal de grafos se debe tener
en cuenta que lo que se busca preservar es el esquema de relaciones que posee la data. Es
por ello que le primer paso es definir como se obtendra el input de aquella. Existen dos
posibles opciones, la data ya viene en estructura de grafo (por ejemplo los datos se tratan de
moléculas, arboles genealdgicos, conexiones en redes sociales, etc.) o el grafo esta implicito
en los datos [I3]. En base al grafo mismo de input a su vez se pueden clasificar como:

e Dirigidos/no-dirigidos: En estos grafos se posee una direccion (o no en el caso no-
dirigido) en la cual se deben recorrer los arcos grafo.

e Homogéneo/heterogéneo: Para el caso de los grafos homogéneos todo nodo o arco del
grafo es del mismo tipo que cualquier otro nodo o arco respectivamente del mismo grafo.
En el caso heterogéneo la diferencia entre estos nodos y/o arcos es de alta importancia.

e Estatico/dinamico: Si el grafo de input varfa con el tiempo estamos en el caso de un
grafo dinamico, si se mantiene constante es estatico.

Todas las aquellas categorias de grafos son combinables entre si (por ejemplo se puede tener
un grafo no-dirigido, homogéneo y dinamico). Existen atin mas categorias no relevantes para
el trabajo de esta memoria por lo cual no se listan.



Una vez obtenido el tipo de input a recibir se debera definir como aprenderé la red, es
decir se debera definir el tipo de funcién de pérdida a utilizar. Por lo general se utilizan 3
enfoques:

e A nivel de nodo: El enfoque del entrenamiento es en los nodos, incluye clasificacién de
nodos, regresion de nodos y clustering entre otros. La clasificaciéon busca categorizar a
los nodos en distintas clases, la regresion predice un valor continuo para cada nodo y el
clustering consiste en dividir los nodos en grupos disjuntos donde los nodos similares
entre si son del mismo grupo.

e A nivel de arco: Para el caso de los arcos existe la clasificacién y la prediccion donde
la clasificacién consiste en asignarle un tipo al arco y la predicciéon en formar nuevos
arcos inexistentes previamente entre nodos.

e A nivel de grafo: Para este tipo de enfoque se busca clasificar el tipo de grafo, hacer
una regresion del grafo o hacer un matching entre grafos.

En el ambito de la supervision se tienen las distintas categorias siguientes:
e Entrenamiento supervisado: Los datos vienen etiquetados para el entrenamiento.

e Entrenamiento semi-supervisado: Existe una pequena cantidad de nodos etiquetados y
una gran cantidad de nodos de etiqueta desconocida.

e Entrenamiento no supervisado: No existen etiquetas para los nodos, por lo general se
utiliza en clustering .

Con tanto el enfoque y tipo de entrenamiento seleccionados es posible disenar una funciéon
de pérdida especifica para la tarea a realizar con la red neuronal de grafos.

Finalmente en términos de los pasos de disenio de una red neuronal de grafos se tiene la
seleccion del modulo de computo. Los mas comunes son:

e Modulo de propagacion: Se propaga la informacion entre los nodos de tal manera que el
cumulo de aquella pueda capturar tanto datos de las features como informacion topold-
gica. En modulos de propagacion, el operador de convolucion y el operador recurrente
usualmente se usan para acumular la informacién entre los nodos vecinos mientras que
la operacion skip-connection se usa para acumular informacion de las representaciones
histéricas de los nodos y mitigar el problema del allanamiento excesivo.

e Modulo de produccion de muestras: Cuando el grafo es muy grande, se utiliza un modulo
de produccién de muestras para realizar la propagacion en el grafo. Por lo general se
aplica en conjuncion con el moédulo de propagacion.

e Modulo de pooling: Cuando se necesita hacer representaciones de alto-nivel de grafos o
sub-grafos, se utilizan modulos de pooling para extraer informacion de los nodos.

Usualmente una GNN hace uso de varias combinaciones de estos modulos de computo.
Por ejemplo una red que hace uso de un operador convolucional, un operador recurrente,



un moédulo de produccion de muestras (sampling module) y una operacion skip-connection
se usan para propagar informacion entre las capas para finalmente utilizando un modulo de
pooling extraer informacién de alto nivel. Dicha red se puede observar en la Figura 2.6.
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Figura 2.6: Pipeline general de una GNN.

2.3. Trabajo Relacionado

Existen diversas herramientas dedicadas a la generacion automética de comentarios|11]
las cuales son agrupables acorde al método principal de obtenciéon de dicho comentario. Los
métodos previamente mencionados consisten en Retrieval-based y Neural Machine Translator

(NMT).

2.3.1. Heramientas Retrieval-based

Las herramientas Retrieval-based hacen uso de la informacion latente en el texto para pro-
ducir un resumen de términos basandose en la seleccion de palabras apropiadas del codigo
original. Ademaés de estos resimenes basados en términos, se puede generar otro resumen a
partir de comentarios de codigo similar. Dado que el c6digo duplicado es comin en reposi-
torios de gran escala por lo general se adoptan técnicas de clonaciéon de codigo para obtener
retazos de codigo similar desde foros de programacion cuyos comentarios después pueden ser
adaptados para generar un nuevo resumen. A continuacion se listan algunas herramientas
cuyo enfoque es Retrieval-based.

LSI

Consiste en una técnica de recuperacion de texto la cual hace uso del significado o con-
ceptos de un documento.

VSM

Acrénimo de Vector Space Model y se encarga de indexar fragmentos de codigo a vectores
de peso basados en la frecuencia de aparicion de un termino y a su vez la frecuencia de
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aparicion de su documento.

NNGen

Algoritmo basado en la busqueda de vecinos cercanos propuesto para producir mensajes
de commits sensibles a cambios en el codigo.

2.3.2. Heramientas basadas en NMT

Esta clase de herramientas basa su funcionalidad en el aprendizaje mediante redes neuro-
nales de caracteristicas intrinsecas de un fragmento de cédigo que maximizan la probabilidad
de apariciéon de una determinada palabra en el resumen de aquel. Estos enfoques por lo
general privilegian palabras comunes ignorando los términos especiales. Es debido a este 1ul-
timo punto que por lo general el enfoque NMT se considera el enfoque mas débil de los dos.
Algunas de las herramientas que hacen uso del enfoque NMT se exponen a continuacion.

CODE-NN

Es la primera herramienta documentada que aprende a generar restimenes a partir de
codigo fuente. Consiste en una red LSTM encoder-decoder que codifica los fragmentos de
codigo a vectores de contexto con mecanismos de atencion y luego produce dichos restiimenes.

TL-CodeSum

Es un modelo neuronal que codifica secuencias API ademas de tokens de codigo y ge-
nera resumenes con conocimiento transferido de la API. Primero entrena un codificador de
secuencias de API usando un dataset externo y luego usa las representaciones de estas API
para apoyar al proceso de generacion del resumen.

Hybrid-DRL

Es un aproximamiento que hace uso de representaciones hibridas del codigo y aprendizaje
de refuerzo profundo. Su arquitectura hace uso de multi-encoders para aprender informacion
estructural y secuencial de la informacion al codificar tanto los AST como las tokens del
codigo fuente.
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2.3.3. RENCOS

La principal herramienta en la cual se basa el trabajo de esta memoria consistié en el
Retrieval-based Neural Source Code Summarizer o RENCOS. Esta herramienta puede hacer
uso de las ventajas de cada uno de los enfoques vistos anteriormente y su funcionamiento se
explicard a continuacion.
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Figura 2.7: Funcionamiento general de la herramienta Rencos

A modo general la herramienta primero retine una gran cantidad de fragmentos de coédigo y
sus respectivos restimenes para entrenar un modelo atencional del tipo encoder-decoder. Una
vez entrenado dicho modelo se utiliza la parte del encoder para obtener una representacion
como vector seméntico del codigo la cual se utilizara durante la fase de testing. En esta tltima
fase dado un fragmento de cédigo de prueba, se buscan los dos fragmentos de codigo mas
parecidos sintactica y seménticamente de una base de cédigos elaborada con anterioridad.
El c6digo més parecido sintacticamente es obtenido usando un motor de busqueda usando la
secuencia de tokens del codigo y el otro es obtenido utilizando la similitud por coseno de la
representacion como vector semantico del codigo (es aqui donde se utiliza la representacion
previamente obtenida del encoder). Se obtiene el resultado final dandole al modelo los 3
fragmentos de codigo y fusionando los resultados.

Para mejor entender el funcionamiento de esta herramienta y la desarrollada en esta
memoria se explica cada una de las fases por las que pasa RENCOS en la generacion de
c6digo automético a continuacion.

Modelo atencional encoder-decoder

Como ya se dijo anteriormente y similarmente a otros NMT, se construye y entrena un
modelo del tipo encoder-decoder del cual se hace uso en 3 lugares: en la codificaciéon de
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una representacion intermedia del input de testing y sus fragmentos mas parecidos, en la
decodificacion de esta representacion y para obtener la representacion como vector semantico
de un fragmento de codigo.

Para el encoder suponiendo ¢ como un fragmento de cédigo consistente de una secuencia
de palabras wy, - -- ,w, se utiliza una capa de embbeding para inicializar estas palabras como
vectores de la siguiente manera:

x; = W, wi, i€ [1,n] (2.1)

Donde n es el largo del fragmento de codigo ¢, W, es la matriz de embbeding. Luego de
esta inicializacion se utilizan unidades LSTM para codificar esta secuencia de vectores x =
x1,- -+, T, avectores de estado escondido hq, - - - , h,. Por simplificacién se denota a la unidad
LSTM como:

hy = LSTM (x, hy—1) (2.2)

Luego se utilizan estas unidades en ambas direcciones (esta tltima practica denominada Bi-
LSTM vy estas direcciones de 1 a n y viceversa), para capturar la semantica tanto adelante
como atras de la posicion actual.

A la hora de decodificar esta representacion del fragmento de codigo y generar la i-ésima
palabra del resumen, se utiliza un decodificador atencional que computa un vector de contexto
v; sobre la secuencia previa de estados escondidos hy,--- , hy, - -+ , h, de acuerdo a la siguiente
formula:

Vy = Z aijhj (23)
j=1
Donde a;; es el peso de atencion de h; calculado como:

exp(€eij)
g = o) 2.4
1= ST eaplew) (24)

Con:
e;j = a(si-1, ) (2.5)

Donde s;_; corresponde a el tltimo estado escondido del decoder. En la ecuaciéon anterior se
utiliza una unida de perceptron multi-capa (MLP) como modelo de alineamiento a. Durante
el paso de tiempo i, el estado escondido s; del decoder es actualizado por la ecuacion:

Si = LSTM(Si_l, yi—l) (26)

Donde ;1 es el vector del input anterior. Para considerar informacion de alineamiento ya
procesada, se concatena v;_; con los inputs y;_;.

p(yilyr, -+ s v, ¢) = g(yio1, si, vs) (2.7)

Donde ¢ es una funciéon generadora, la que aplica una capa MLP junto con un softmax.
También hace uso del algoritmo “beam search”, el cual consiste en la busqueda de las mejores
B hipotesis durante cada paso t donde B es el tamano de dicho beam. La funcién de correcciéon
de este modelo o funcién de pérdida es:

LOSS(0) = =) > logP(y,, y,, c) (2.8)

i=1 t=1

13



Donde 6 son los pardmetros entrenables, N son las instancias de entrenamiento y L es la
longitud de cada secuencia objetivo. Luego del entrenamiento con los fragmentos de codigo y
sus respectivos resiimenes, se obtiene un encoder capaz de representar estos fragmentos y un
decodificador capaz de predecir resimenes palabra a palabra al maximizar las probabilidades
condicionales de las palabras siguientes como visto en la ecuacion de probabilidades. Si solo se
utilizase este modelo para la prediccion de resimenes como los anteriores trabajos descritos
con enfoque en NMT, este modelo preferira solo las palabras con alta frecuencia de aparicion
e ignoraré las palabras menos frecuentes.

Recuperacion de cédigos similares

Baséandose en estudios previos, la experiencia sugiere que para fragmentos de codigo similar
sus comentarios son altamente probables de contener palabras de poca frecuencia presentes en
cada uno por separado. Es por eso que para el enriquecimiento del resumen, la herramienta
busca la inclusién de la mayor cantidad de palabras de poca frecuencia particulares para
un determinado fragmento de codigo. Para esta tarea utiliza dos técnicas de recuperacion
de codigo similar, buscando siempre la eficiencia dado que la base de codigos utilizada es
bastante grande. Estas técnicas tienen dos enfoques distintos: una busca codigo de sintaxis
similar y la otra de semantica.

Dado que el codigo a diferencia del lenguaje natural posee su propia estructura sintactica,
esta estructura es muy importante a la hora de buscar codigo similar. En trabajos previos
a la herramienta se busco explorar esta estructura basandose en métodos costosos compu-
tacionalmente de matching de arboles. Debido a esto y otras cuantas razones la herramienta
busca la comparacion optimizada de una secuencia de tokens derivada de estos AST si re-
querir el entrenamiento de un modelo adicional. En especifico dado un fragmento de cédigo
del set de testing y uno cualquiera del set de entrenamiento se convierten a AST y luego se
calcula su similitud. Para evitar como ya se dijo estos métodos de comparacion de arboles los
cuales resultan bastante costosos, estos AST se “aplastan” convirtiéndolos en secuencias de
tokens las cuales preservan el orden del arbol en formato “preorden”. Se buscan luego estas
secuencias utilizando el motor de busqueda Lucene el cual es bastante eficiente.

Para el &mbito semantico se reutiliza el encoder ya entrenado en el paso anterior dado que
es capaz de capturar la informacion secuencial del codigo y acoplar su semantica a un vector
de hidden state. Entonces dado ¢ un fragmento de codigo, se codifica utilizando el encoder
Bi-LSTM y se obtiene una secuencia de vectores [hy, - - , h,] € R"*?* con k la dimension del
vector y n la longitud del codigo c. Se utiliza luego una operacion de maz-pooling global sobre
la secuencia de vectores para obtener la representacion semantica r. € R'?* como sigue:

re = [max(hi),- -, max(h?k),i=1],--- ,n (2.9)

Para un fragmento de codigo de testing ciost v cualquiera del training set ¢;, se calcula la
similitud por coseno:

05 (s, 77) = ] Ttest‘mrl H € [-1,1),i € [1, N] (2.10)
Ttest|[]] T

Donde N es el tamano del set de entrenamiento. Se selecciona el fragmento con la mejor
puntuacion de esta ecuacion dado que ese es el méas similar. Ambas bases de representaciones
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de codigos es decir los codigos tanto en representacion como AST y como vector seméntico,
son calculadas con anterioridad al testing.

Resumen de cdédigo generado por proceso neuronal basado en recuperacion de
informacion
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Figura 2.8: Proceso de obtencion de probabilidad de la siguiente palabra del resumen

Una vez obtenidos los dos cédigos méas similares se predicen y generan las palabras del
resumen de forma online (es decir durante el testeo) para los codigos del set de testing. Se
utilizan estos dos fragmentos adicionales para el enriquecimiento de la prediccion entregada
por el modelo, es decir para incluir palabras de baja frecuencia por sobre otras de alta
frecuencia.

Basado en el modelo encoder-decoder previamente descrito el generador de resumen co-
difica el fragmento de codigo del testing set y sus dos codigos més similares todos aquellos
de forma simultanea con lo cual obtiene sus vectores de contexto y luego decodifica estos
combinando las probabilidades condicionales de las palabras del resumen y sus similitudes.

En concreto por un fragmento de codigo del training set cies, se busca cgp ¥ Csem (SUS
fragmentos mas parecidos sintacticamente y semanticamente respectivamente) del training
set. Luego se codifican estos tres por el modelo encoder-decoder previamente entrenado, en
paralelo.

Basandose entonces en las 3 secuencias obtenidas de vectores de hidden state Hyosi, Hin ¥
Hepn, para Cest,Csin ¥ Csem respectivamente, en cada paso t durante el decodificado se pueden
computar los pesos atencionales para producir vectores de contexto como en la ecuacion 2.3
y luego calcular las probabilidades condicionales para producir la siguiente palabra como en
la ecuacion 2.7.

A fin de aumentar el desempeno del modelo original, se fusionan estas 3 probabilidades
condicionales considerando el valor de similitud entre ellas. Dado que las similitudes entre los
fragmentos no son directamente comparables debido a que se enfocan en ambitos distintos,
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se realiza el célculo de similitud como:

_ d(ct68t7 CTet)
maiﬂ(‘ctest ’7 ‘Cret ’)

Sim(ctest,cret) =1 (211)

Donde ¢, es el codigo recuperado de la base. Con estas similitudes normalizadas, final-
mente se combinan las probabilidades condicionales como sigue:

pfinal<yt|y<t> = ptest(yt|y<t) + /\ . Sim(ctest7 Csyn)psyn(yt|y<t) + )\ . Sim(Ctest, Csem>psem(yt|y<t)
(2.12)

16



Capitulo 3

Diseno de la Solucion

Durante esta etapa del trabajo se consider6 de forma exhaustiva cual era realmente el
problema que se deseaba atacar, ponderando diversas problematicas interesantes. Se exponen
a continuacion los puntos principales considerados durante el planteamiento del problema,
junto a las posibles soluciones descartadas preliminarmente.

3.1. Planteamiento del Problema

La herramienta en la cual se basa el trabajo de esta memoria, denominada RENCOS|11],
permite la generacion automatica de comentarios a partir de un fragmento de cédigo. Esto
es posible a partir de una red neuronal recurrente la cual hace uso de diversas técnicas de
recuperacion de informacion a su vez de un modelo entrenado de predicciones.En especifico se
utiliza un dataset de métodos o funciones en lenguaje de programacion y sus correspondientes
comentarios para entrenar un modelo atentivo capaz de codificar los fragmentos de cédigo
como representacion de vectores semanticos para su posterior decodificacion como probabi-
lidades de la siguiente palabra del resumen entregado en el output. Una vez entrenado y a
la hora de hacer testing, para un método de testeo se obtienen los dos fragmentos de codigo
mas parecidos sintactica y seméanticamente a este y estos tres son entregados al codificador
aumentando la posibilidad de obtencién de palabras tinicas y enriqueciendo a grandes rasgos
la calidad del comentario.

El problema que se busco atacar en esta memoria consistié en la bisqueda de una im-
plementacion que replicase el funcionamiento de esta herramienta buscando preservar sus
fortalezas pero privilegiando siempre que incorporase y aprovechase los puntos fuertes de las
redes neuronales de grafos. Como puntos fuertes de la herramienta RENCOS se cuenta la
aplicacion de las técnicas de recuperacion de informacion ademas de la interpretacion inter-
media del codigo como estados escondidos. La idea de expandir el trabajo a una red neuronal
de grafos es expandir el rango de input que puede proveerse a la herramienta dado que en la
fecha de realizacion de esta memoria esta herramienta solo era capaz de realizar predicciones
de métodos aislados més que de fragmentos completos de codigo.

El problema de la formulaciéon de dicha implementacion recayé principalmente en el grado
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de complejidad de la herramienta base sumado también al amplio espectro de posibles mejoras
que se pueden realizar sobre ella.

3.2. Alternativas Consideradas

El principal problema que debié atacar la nueva implementacion fue seleccionar el punto
de partida. Para ello se consideraron 3 alternativas discutidas a continuacion:

3.2.1. Incorporacién de un nuevo moédulo

En esta alternativa se consideraron las principales fortalezas y debilidades de incorporar
un modulo adicional de extraccion de features. Parte de la funcionalidad de la herramienta
es seleccionar codigos similares semantica y sintacticamente al codigo siendo testeado. Es
por eso que se estim6 factible anadir un tercer criterio que hiciese uso de la estructura del
codigo el cual podria expandir el rango de captaciéon de input de métodos a archivos o
proyectos completos. Debido a la evidente relaciéon entre un sistema de archivos y un grafo
esta alternativa sonaba bastante atractiva.

Un aspecto a favor de esta alternativa fue que una vez investigada la procedencia del
dataset utilizado para el desarrollo de la herramienta base, se descubrié que en la elaboraciéon
de dicho dataset fue preservada la informacion estructural de método o funcién. En efecto en
el dataset original cada uno de los métodos poseia informacion respecto a su ubicacion en el
sistema de archivos y en la linea especifica del archivo al que pertenecia.

Si bien la idea de poder ampliar el rango de captaciéon de input soné prometedora, se
estim6 que requeriria mucho mas tiempo de investigacion del cual se disponia. Ademas se
evalu6 que debido a que los métodos son por lo general auto contenidos dentro del proyecto
seria dificil encontrar la relacién proyecto-método por lo cual se descart6 esta alternativa.

3.2.2. Reimplementacién de un modulo

En esta alternativa se evalud la posibilidad de re-inventar uno de los mecanismos de extrac-
cion de codigo similar, mas especificamente el modulo de extraccion de codigo sintacticamente
similar. Debido principalmente a que un arbol de sintaxis abstracta ya consiste en un grafo
es natural ver como se relaciona con una GNN. Si bien esta fue la alternativa més favorecida,
fue sin embargo descartada debido a la complejitud de la implementacion de la herramienta.
Se estim6 que incluso si se implementase dicho acoplamiento no se podria corroborar que
efectivamente tuviese el funcionamiento esperado.

3.2.3. Implementacién nueva

Esta alternativa consistié en simplemente replantearse la herramienta existente pero que
utilice solo GNN. La nueva implementacion deberia hacer uso del dataset y las herramien-
tas de evaluacion entregadas por la herramienta base. Entonces a pesar de que se trate de
una herramienta nueva desarrollada desde cero debiese ser comparable con los resultados ya
obtenidos por la herramienta RENCOS.
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3.3. Solucién Propuesta

La alternativa escogida a desarrollar luego de considerar los puntos previamente expuestos
fue finalmente la tercera, es decir se implementaria un nuevo modelo que hiciese uso de las
GNN en su completitud.

La idea fundamental seria que el nuevo modelo utilizase el dataset y las herramientas de
evaluacion ya presentes en la herramienta en la cual se basa. El proceso entonces se puede
dividir en 3 partes: seleccion del dataset, disenar la red neuronal de grafos y finalmente
implementar los mecanismos de evaluacion. A continuacion se describen estas fases en mayor
detalle.

3.3.1. Seleccion del dataset

Como primera instancia se debe determinar a partir de qué datos se elaborara un modelo
predictivo, es decir, qué tipo de aspectos de aquellos son atractivos para realizar un estudio
més profundo y asi realizar generalizaciones.

Actualmente el dataset con el cual se cuenta consta de secuencias de codigo fuente, sus
AST’s tokenizados, sus vectores seméanticos y finalmente sus comentarios en lenguaje natu-
ral. De estos datos se considera que el tnico facilmente extrapolable a grafo consta de las
secuencias de AST pero aiin asi se estima no es una conversion trivial. Realizando un estu-
dio de dicho dataset se not6 ademas que no disponia de la informacién completa respecto a
su origen. El dataset original entonces consistia ademas de los fragmentos de codigo y sus
respectivos comentarios, de la ubicacion en el repositorio del cual provenian. Se plante6 de
forma extensiva implementar un modelo que considerase estos aspectos pero por motivos de
tiempo se optd por descartar esta tultima informacion.

La decision final tomada respecto a los datos a utilizar, fue que se considerarian solo los
fragmentos de codigo los cuales serfan transformados a AST pero en vez de ser tokenizados
se convertirian a una estructura compatible con el trabajo con grafos es decir trabajables por
una GNN. Entonces la red a implementar en el paso siguiente harfa utilizacién de estos AST
para elaborar sus predicciones respecto del resumen.

3.3.2. Implementacion de la red

Una vez definido que el dataset a utilizar constara de los AST de los fragmentos de codigo
fuente, se realiz6 la tarea de decir qué tipo de arquitectura de GNN se utilizaria para el
desarrollo de la solucién. Se consideraron para esto 2 alternativas las cuales se discutiran a
continuacion.

Graph Atention Network (GAT)

La idea principal de las GAT consiste en que se computan representaciones escondidas de
los nodos del grafo al usar mecanismos de self-attention en sus nodos vecinos. Una ventaja
de los mecanismos de atencién es que permiten trabajar con inputs de distintos largos y
tamanos enfocandose en las partes més relevantes para la toma de decisiones|?|. Por lo
general cuando se utiliza un mecanismo de atenciéon para computar una representacion de
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una sola secuencia se le llama a esto self-attention. Se ha demostrado que este mecanismo
no solo es capaz de mejorar un método basado en RNN, sino que ademaés solo es necesario
este primer mecanismo para generar un modelo lo suficientemente poderoso para obtener
rendimiento acorde al estado del arte en tareas de machine translation. Dado este ultimo
punto es por lo cual se considero utilizar una GAT. Finalmente las principales ventajas de
esta arquitectura son:

e Es eficiente, dado que es paralelizable a través de distintos pares de nodos con nodos
vecinos.

e Se puede aplicar con nodos de distinto grado anadiendo pesos especificos para los veci-
1nos.

e El modelo es directamente aplicable a problemas de aprendizaje inductivo donde se
deben hacer generalizaciones a grafos no vistos.

Gated Graph Neural Network (GGNN)

Este modelo de red neuronal busca extender la funcionalidad del modelo clasico de GNN,
para que en vez de producir un output de tipo clasificatorio o predictivo de clase especifica
de un grafo, produzca una secuencia de outputs|s].

La modificacion mas grande que efectiian las GGNN sobre las GNN’s convencionales es
que utilizan Gated Recurrent units (GRU) y desenrollan la secuencia por un numero fijo de
pasos T y utilizan backpropagation a través del tiempo para asi computar las gradientes. Esto
requiere una cantidad considerable de memoria pero remueve la necesidad de acotar parame-
tros para asegurar la convergencia del modelo. Ademés son extendidas las representaciones
internas y el modelo de outputs de la red. Las GGNN’s ademéas permiten incorporar labels
de los nodos como input adicional.

Dado que este tipo de red tiene mayor grado de similitud a la red neuronal implementa-
da en la herramienta RENCOS (ambas utilizan un modulo de propagacion con operadores
recurrentes de portones o gates), se decidié utilizar este arquetipo para el desarrollo de la
solucion.
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Capitulo 4

Desarrollo

En este capitulo se aborda el desarrollo de la soluciéon propuesta en la seccién anterior
.3l En esta seccion en contraste a la ya mencionada seccion anterior se presentara en detalle
las distintas herramientas, consideraciones respecto al software y en general detalles de su
implementacion.

A diferencia de la seccion anterior en la cual se dividi6 el desarrollo de la solucién en 3
partes, esta seccién contempla un apartado adicional el cual detalla como fueron replicados
los resultados de la herramienta RENCOS los cuales sirvieron como base para la formulacion
de la nueva herramienta.

4.1. Consideraciones Generales

Para comenzar la formulacion de la solucién lo primero que se hizo fue buscar la replicacion
de resultados de la herramienta RENCOS dado que esta serviria de base para el trabajo
futuro. Esta herramienta estaba escrita en el lenguaje de programacion Python y utilizaba
diversas herramientas enfocadas en machine learning las cuales se listan en listan. Entonces
se puede dividir esta seccion en 4 partes listadas a continuacion:

4.2. Reproduccion de resultados RENCOS

Dado que el objetivo de esta memoria fue la replicacion de una herramienta ya existente,
se tuvo como primer paso lograr el entendimiento y posteriormente lograr obtener los resul-
tados de aquella herramienta. Para ello como primera accion se cloné el repositorio original
del proyecto desde GitHub a un ambiente local. Luego de aquello se estudi6 a fondo el funcio-
namiento interno de la herramienta, examinando a fondo el algoritmo empleado para obtener
resultados. Las fases por las que pasa este programa pueden ser divididas en 5 fases:

4.2.1. Preprocess

Esta fase como estipula su nombre consiste en el preprocesamiento del dataset de la
herramienta lo cual consiste principalmente en la creaciéon de las estructuras de las que hara
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uso el modelo de aprendizaje por redes neuronales. Es aqui donde se inicializan las matrices
de input, se construye el vocabulario de los datos (esto consiste en una representacion interna
del modelo para las palabras del dataset), ademas se aprovecha de establecer un archivo de
logging que guarda registro del proceso.

4.2.2. Train

En esta fase es entrenado el modelo encoder-decoder previamente descrito. Esto es logra-
do utilizando la biblioteca de machine learning Online Machine Translator, la cual provee
funcionalidad principalmente para el trabajo de traduccion de texto. Durante esta fase de la
replicacion de resultados fue evidente que se carecia del poder computacional suficiente para
lograr el entrenamiento exitoso del modelo en el ambiente local original. Es por ello que se
decidi6 reimplementar esta seccion en la plataforma Colaboratory la cual brindaba una mayor
potencia computacional. Una vez entrenado el modelo este fue descargado para resumir el
trabajo en el ambiente local original puesto que se estim6 que seria méas facil de realizar los
pasos posteriores en dicho ambiente.

4.2.3. Retrieval

Es en esta fase donde se construyeron los indices del motor de bisqueda Lucene ademas
del calculo de los vectores semanticos de los fragmentos de codigo. Cabe destacar que el
calculo y tokenizacion de los AST formaron parte del dataset, es decir no se tuvo que realizar
este caso en ninguna de las fases de obtencion de resultados. Se discutira mas tarde como
esto afecto de forma negativa el desarrollo de la nueva herramienta.

4.2.4. Translate

Finalmente una vez realizadas todas las tareas anteriores, la herramienta procede a hacer
el testing y generar resimenes de codigo a partir de nuevos fragmentos. Esta fase entonces
constituy6 en su totalidad de hacer pruebas y obtener restimenes de codigo.

4.2.5. FEvaluation

En esta tltima parte la cual podria considerarse completamente desligada de las cuatro
anteriores se realizo la evaluacion de los resultados en base a distintas métricas de evaluacion
de calidad de generalizacion de texto. Los resultados de esta fase se encuentran presentes en
la seccion de resultados. Estas métricas se listan a continuacion:

Bilingual Evaluation Understudy (BLEU)

Dado un resumen generado X y el resumen objetivo Y, esta métrica evalua la precision
del n-grama entre X e Y al computar los radios de sobre-posicion de dichos n-gramas y
aplicando una penalizacién de brevedad para hipotesis de traduccion muy cortas. Se utilizo
la evaluacion de n-gramas para n € [1,2,3,4]. La formula de BLEU es:

BLEU — N = BP YN w,logp,
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Donde p,, es el score de precision de los aciertos del n-grama entre la frase candidata y la
frase de referencia. BP es el penalty de brevedad y w, es el peso uniforme 1/N.

Metric for Evaluation of Translation with Explicit ORdering (METEOR)

METEOR consiste en que para un par de frases se crea un alineamiento de palabras entre
ellas y se calculan sus puntajes de similitud en base a:

METEOR = (1—7- frag?) - 2

Donde P y R son la precision y la exhaustividad del unigrama, frag es la fraccion de frag-
mentacion y «, 5y v son 3 factores de penalizacion con valores 0,9, 3,0 y 0,5 respectivamente.

Recall-Oriented Understudy for Gisting Evaluation (ROUGE-L)

ROUGE-L provee un puntaje F basado en la secuencia comtn mas larga (LCS). Supo-
niendo para X e Y que sus largos son m y n entonces se tiene:

J— LCS(X7Y) — LCS(va) — (1+:82)PlcsRlcs
Plcs - m 7Rlcs - 7 7F1lcs T RiestB2Pes

Donde 8 = Pies/Rics v Fies es el valor de ROUGE-L.

Consensus-based Image Description Evaluation (CIDEr)

Por lo general esta métrica se utiliza para medir la calidad de captions de imagenes, lo cual
considera la frecuencia de n-gramas en las frases de referencia al hacer el calculo TF-IDF de los
pesos para cada n-grama. El puntaje C'IDFER,, para un n-grama dado es computado usando
la similitud por coseno promedio entre la frase candidata y la de referencia. El resultado
final se obtiene al combinar los puntajes para 4 distintos tipos de n-gramas, sea esto para
n € [1,2,3,4]. Esta tltima métrica a diferencia de las anteriores cuyos puntajes se encuentran
en el rango [0, 1], entrega nimeros reales como resultado.

4.3. Selecciéon y transformacion del dataset

Para la seleccion del dataset se tuvo en consideracion los limites de tiempo y complejidad
de trabajo que podria significar el utilizarlos es su estado original. Se determino que la nueva
red haria uso exclusivo de los AST’s de los métodos del dataset, dado que estos ya pueden ser
considerados como grafo y que se representarian los comentarios como secuencias de nodos
que contuviesen una palabra cada uno. Sin embargo la obtencion de dichas representaciones
no estuvo exenta de dificultades. El pipeline utilizado con el fin de obtener las correctas
interpretaciones del dataset para el trabajo con GGNN se detalla a continuacion.

Seleccion de datos

Como primera aproximacion se evaluo la posibilidad de transformar la secuencia de tokens
de AST’s presentes en el dataset a su representacion original como arbol con nodos definidos.
El principal problema de esto es que no era posible distinguir de manera intuitiva donde
comenzaba un nodo y terminaba otro, por lo cual esta opcién fue descartada. Luego se
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optd por transformar nuevamente los métodos originales a su representacion como arbol
utilizando la clase AST’s presente en la biblioteca base de Python. El problema de esto es
que la clase AST tiene como requerimiento que la secuencia a ser transformada, respete las
reglas de indentacion de Python, lo cual en este caso no resultaba posible pues el método no
contenia informacion respecto a su propio formato, es decir todo el codigo se encontraba en
la misma linea. Este hecho significé un gran problema a la hora de considerar el dataset de
RENCOS como dataset para la nueva herramienta dado que la elaboracién de un parser que
efectuase dicho formateo basado en las reglas de indentacién podria tomar mucho tiempo y
no funcionar de manera adecuada. Finalmente se decidié que se buscaria el dataset original
del cual RENCOS extrajo sus datos de trabajo en primera instancia, dado que este posee los
métodos con informacion respecto a los saltos de linea y tabulaciones.

Transformacién de datos

Una vez seleccionado el dataset de trabajo se procedit a realizar la transformacion de los
métodos a AST y de los comentarios a una representacion simple como grafo basandose en
distintas implementaciones vistas en diversas publicaciones [§] [9] [12] [1].

Para la transformacion a AST como primer paso se realizé la transformacion de los mé-
todos en su forma original a una compatible con el parser de la clase AST de Python. Para
ello se realizo el reemplazo de las tokens “DCNL” a “\1” y “DCSP” a “\t” las cuales deno-
tan un salto de linea y una tabulacion respectivamente. Una vez verificado que a partir de
estas secuencias efectivamente era posible obtener el AST del método, se inici6 el trabajo
de transformacion de AST a un formato de grafo compatible con las distintas herramientas
disponibles de redes neuronales de grafos. En especifico se adaptaron los AST para que fue-
sen compatibles con la biblioteca Pytorch Geometric, la cual extiende la funcionalidad de la
conocida herramienta para el trabajo de aprendizaje de redes neuronales Pytorch para su
uso con GNN’s. Para ello se buscoé una representacion intermedia del AST como diccionario
JSON el cual logro preservar la jerarquia de nodos pero facilitaba el trabajo de conversion
desde la estructura de datos de Python a un arreglo de nodos y otro de aristas. Una vez
realizada esta transformacion se realiz6 un proceso similar para los comentarios objetivo de
cada uno de los métodos. En este caso sin embargo dicha transformacion no presentd mayores
dificultades dado que se le dio una representacion como grafo secuencial donde cada nodo
correspondia a una palabra y sus aristas correspondian tanto a la palabra anterior como a la
siguiente. Fueron investigados métodos alternativos de representacion como los vistos en [3]
sin embargo fueron descartados por simplicidad.

Tokenizaciéon y padding

Dado que se tuvo en consideracion que se utilizarian tensores de Pytorch como represen-
tacion de los datos, uno de los requerimientos fue transformar los arreglos de nodos los cuales
contenian palabras como features y labels, a arreglos que contuviesen exclusivamente ntimeros
enteros. Para esto se realiz6 un recuento de palabras distintas y a cada una de estas palabras
le fue asignada un ntmero la cual la distinguiria de las demas. Se utilizaron enteros positivos
para palabras comunes y un par de nimeros negativos para denotar caracteres especiales
y de error. Ademas dado que los tensores deben tener dimensionalidades iguales se realizo
un padding de los datos. Para el caso de las secuencias de AST, se determiné un numero
fijo de features que serian consideradas. Dichas features consistieron en el tipo de nodo y su
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nombre (por ejemplo se tiene por tipo atributo de funcién y como nombre “ctx”). Para los
nodos que presentasen un ntmero inferior al seleccionado de features se les otorgaria features
de padding hasta alcanzar el numero deseado y para los que presentasen un mayor numero
simplemente se les truncaria para que tuviesen la cantidad adecuada. Para el caso de las
secuencias de palabras de los comentarios se determiné cual fue la secuencia con la mayor
cantidad de nodos y se les entregd a todas las secuencias que tuviesen menos, una cantidad
de nodos comodin que les permitiese llegar al nimero deseado.

El resultado final fue la representacion de los nodos como arreglos de la misma cantidad
de features numéricas para lo AST y como arreglos de la misma cantidad de nodos para los
comentarios.

4.4. Implementacién de la red

Una vez transformados los datos y asi adquirido el dataset de trabajo, se procedi6 a
realizar la implementacion de la red neuronal con la arquitectura especifica de GGNN. Para
ello se realizaron pruebas con dos implementaciones distintas de esta arquitectura listadas a
continuacion.

4.4.1. Implementacion utilizando Pytorch Geometric

Se tuvo en mente como primer acercamiento a la implementacion de red el utilizar la
biblioteca Pytorch Geometric. La transformacion de datos discutida en la secciéon anterior
entonces considera el formato de grafos aceptado por las clases provistas por dicha biblioteca.
El problema sin embargo fue que no fue posible encontrar una documentaciéon que detallase
en mejor medida como debiese utilizarse el operador de convolucion de las GGNN o asi
ejemplos de uso. Es por este motivo que no se logré la implementacion exitosa de la red y por
consiguiente se descarté la posibilidad de continuar el trabajo utilizando esta herramienta.

4.4.2. Implementaciéon utilizando ONMT

Como alternativa a la biblioteca antes mencionada se tuvo la libreria Open Neural Machine
Translator (ONMT), también utilizada por la herramienta RENCOS. Para poder hacer uso
de esta herramienta se debi6 volver a realizar una transformacion del dataset, sin embargo
dado que ya se disponia de este en un formato amigable con el esquema de grafos dicha
transformacién no resulté particularmente dificil. Si bien la implementacion fue capaz de
lograr la compilacion correcta del c6digo e iniciar el entrenamiento de un modelo GGNN); las
primeras pruebas del codigo estuvieron lejos de ser ideales dado que no se logré converger a
un resultado apropiado.

Se realiz6 un tnico entrenamiento de prueba con una muestra pequena del dataset a modo
de observar el comportamiento de dicha herramienta.
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Capitulo 5

Validacién y Resultados

Este capitulo se enfoca en el proceso de validacion del trabajo realizado. De acuerdo a lo
previamente estipulado, se realizaria la evaluaciéon del rendimiento de la herramienta como
una comparacion directa a los resultados obtenidos para RENCOS en las distintas métricas
de evaluacion de calidad de resumen generado previamente descritas asi como también en su
rapidez de convergencia, tamano del dataset de entrenamiento utilizado, disminucién de en-
tropia cruzada entre otros. Sin embargo dado que el modelo no fue correctamente entrenado,
este no fue capaz de producir un output utilizando el set de testing. Al no poseer dicho output
no fue posible obtener un puntaje en base a las métricas BLEU, Meteor, ROUGe o Cider. Fi-
nalmente sin dicho puntaje no fue posible hacer la evaluacion principal de la herramienta, que
consistia exactamente en la comparacion en los puntajes obtenidos de ambas herramientas,
independiente del tamano del dataset o la cantidad de iteraciones de entrenamiento.

Con lo anterior en mente primero se detallan los dataset utilizados, los pardmetros de
entrenamiento utilizados para los distintos entrenamientos de modelo realizados, las espe-
cificaciones de hardware y luego los resultados obtenidos en las métricas de evaluacion de
calidad de resumen generado para dos ejecuciones en ambientes distintos para la herramienta
RENCOS. Finalmente se comparan los datos obtenidos durante los entrenamientos de los
modelos.

5.1. Datos de Prueba

En esta seccion se detallan los datos utilizados y los ambientes de ejecucion utilizados.

5.1.1. RENCOS

Para la herramienta RENCOS se utilizaron los mismos datos estipulados en el paper aso-
ciado a la herramienta, los cuales constan de 108726 pares de cédigo-comentario utilizados
para entrenamiento y evaluacion. Se efectué el entrenamiento utilizando una capa de embbe-
ding de tamano 256 y las dimensiones de estados escondidos de las unidades LSTM equiva-
lentes a 512. El tamano del batch fue de 32 y el numero total de iteraciones fue de 100000.
Se utiliza el optimizador Adam con un learning rate de 0,001. El modelo fue entrenado en
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dos ambientes diferentes:
e Local: 3.2GHz CPU, 16GB RAM y 2GB GPU.

e Google Colaboratory: 2.3GHz CPU, 12GB RAM, 12GB GPU.

5.1.2. GBSCS

Para la herramienta desarrollada para este informe se utilizaron sélo 30,000 AST’S distin-
tos para el entrenamiento dado que un nimero mayor hubiese ocasionado que este tomase
demasiado tiempo. Es importante destacar la cantidad de nodos asociados a estos AST’s
pues la cantidad de nodos presentes en ellos afecta en gran medida el tiempo de ejecucion
del entrenamiento.

Cantidad de nodos por AST
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Figura 5.1: Numero de nodos por AST del training set

Realizando una inspeccion rapida del grafico anterior es posible notar que a pesar de que la
mayor concentracion de AST’s tiene un nimero inferior a 50 nodos, bastantes de ellos poseen
mas que esta cifra, lo cual sumado a que la cantidad default de features consideradas fue de
4 por nodo anaden un grado bastante alto de dimensionalidad y por consiguiente tiempo de
computo.

Con lo anterior en mente se tuvo para este entrenamiento una capa de embbeding de
tamano 128 con una dimensionalidad de estados escondidos de igual tamano. El tamano de
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batch utilizado fue de 4 y el numero total de iteraciones fue de s6lo 10,000 pasos. El learning
rate fue de 0, 002.

Dado que en este caso también se utiliz6 la plataforma Google Colaboratory como ambiente
de ejecucion las especificaciones de hardware fueron las mismas que en la seccion anterior.

5.2. Calidad del resumen

En un escenario ideal se hubiese realizado la comparacion directa de ambas herramientas
de acuerdo a sus calificaciones en las distintas métricas de evaluacion de calidad de resimenes.
El problema sin embargo es que el modelo entrenado por la herramienta aqui desarrollada
presentd complicaciones que no fueron capaces de ser resueltas a la hora de entrega de este
informe. Se detallardn las razones de porqué més adelante. Sin embargo si pudieron ser
reproducidos resultados para la herramienta base de comparacion

5.2.1. Resultados de las métricas en ambiente local

Originalmente esta herramienta fue ejecutada en el denominado ambiente “local” con es-
pecificaciones de hardware bastante inferiores a las especificadas por la documentacion de
aquella. Como resultado de esto, el modelo no pudo ser correctamente entrenado y por consi-
guiente los restimenes generados por la herramienta obtuvieron calificaciones muy por debajo
del estandar estipulado por la herramienta. Estos resultados pueden verse a continuacion.

Ambiente BLEU-1 BLEU-2 BLEU-3 BLEU-4 Meteor ROUGe Cider
Paper RENCOS 0.430 0.295 0.242 0.207 0.211 0.475 2.449
Local 0.304 0.147 0.088 0.060 0.124 0.375 1.071

Tabla 5.1: Resultados obtenidos en ambiente local versus presentados en paper RENCOS

5.2.2. Resultados de las métricas en Google Colaboratory

En consideracion con lo anterior, se cambi6 el ambiente de trabajo local a uno remoto
en la plataforma Google Colaboratory. Las especificaciones de hardware de esta plataforma
fueron bastante més poderosas que las del ambiente local con lo que esta vez pudo realizarse
el correcto entrenamiento del modelo. Los resiimenes obtenidos esta vez obtuvieron califica-
ciones apenas inferiores a las presentadas en el Paper de la herramienta con lo cual se estimd6
que fue en efecto replicado el correcto funcionamiento de la herramienta. Estos resultados
son los siguientes.

Ambiente BLEU-1 BLEU-2 BLEU-3 BLEU-4 Meteor ROUGe Cider
Paper RENCOS 0.430 0.295 0.242 0.207 0.211 0.475 2.449
Local 0.304 0.147 0.088 0.060 0.124 0.375 1.071

Google Colaboratory 0.421 0.283 0.233 0.196 0.209 0.455 2.338

Tabla 5.2: Resultados obtenidos en plataforma Google Colaboratory versus los previamente
expuestos
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5.3. Resultados de entrenamiento del modelo

Como métrica auxiliar de evaluaciéon se compararon los resultados obtenidos respecto al
entrenamiento del modelo. Dado que se utilizd6 la misma biblioteca para el desarrollo de
ambos modelos y que ademas ambos modelos fueron entrenados usando el mismo hardware
(de esta seccion en adelante se utilizan sélo datos de modelos entrenados en Colaboratory),
estos resultados son altamente contrastables. Las métricas de comparacion son las siguientes:

e Accuracy (acc): La métrica de cuantos aciertos tuvo el modelo respeto a la muestra
total. Valores en el rango [0, 1].

e Perplexity (ppl): Es una medida que tan buenas son las predicciones realizadas por una
distribucion de probabilidad o un modelo probabilistico, en este caso la red neuronal.
A menor valor mejores resultados.

e Cross-entropy (xent): Es utilizada para medir la diferencia entre dos distribuciones de

probabilidad.

e Learning rate (Ir): parametro que determina el tamano del paso hacia el minimo de la
funciéon de pérdida para cada iteracion.

e Elapsed Time: Tiempo transcurrido durante un paso de entrenamiento.

Es necesario destacar sin embargo que el modelo de la herramienta RENCOS fue entrenado
utilizando 100000 pasos con validacion de los datos cada 10000 pasos, (es decir en total 10
validaciones del modelo), mientras que el modelo de la herramienta en la aqui desarrollada
tesis fue entrenado utilizando solo 10000 pasos sin hacer una validaciéon del modelo. Debido a
lo anterior cada una de las siguientes secciones realizaré una comparacion de las métricas de
evaluacion de forma conjunta para ambas herramientas pero sélo durante los primeros 9500
pasos en el caso de RENCOS. Luego de la misma manera para cada seccion se dispondra
la progresion de cada métrica para la totalidad de los pasos de RENCOS es decir todos los
100000 pasos.

En las siguientes secciones se hacen las comparaciones directas de las distintas métricas
de evaluacion previamente expuestas

5.3.1. Accuracy
Esta métrica como se estipuld en la seccion anterior se determina mediante la formula:

N, ..
acc = aciertos
Niotal

Donde Ngeros €quivale al niimero de predicciones acertadas y Ny equivale al nimero de
predicciones totales. Dado que N,ciertos es siempre menor o igual a Ny, €l valor de acc
siempre estaréd en el rango [0, 1].

Los valores de esta medicion se encuentran en el grafico de la Figura 5.2. Es posible obser-
var en este grafico que la curva de precision (accuracy) para la herramienta RENCOS presenta
un crecimiento promedio bastante mayor al de la herramienta GBSCS, la cual adopta un com-
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portamiento bastante simil al de una funcién constante para el rango de pasos considerado.

Evolucion accuracy ambas herramientas
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Figura 5.2: Evolucién de precision para ambas herramientas durante los primeros 10000 pasos

A manera de simplificar la visualizacién del crecimiento de las curvas de precision de las
herramientas se les aplic6 una regresion lineal dispuesta en el grafico de la Figura 5.3. Es
posible observar con claridad la diferencia entre las magnitudes de las pendientes de ambas.

30



Evolucion accuracy ambas herramientas
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Figura 5.3: Evolucion de precision para ambas herramientas durante los primeros 10000 pasos
después de realizar una regresion lineal

Perpetuando el estudio de esta métrica para los pasos restantes de la herramienta REN-
COS, queda en evidencia el caracter de crecimiento logaritmico y con tendencia a 1 de la
precision dispuesta graficamente en la Figura 5.4.

31



Evolucion accuracy resto de entrenamiento modelo RENCOS
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Figura 5.4: Evolucién de precision para la herramienta RENCOS durante el transcurso de
todo su entrenamiento

5.3.2. Perplexity

Para esta métrica se tiene que mientras més pequeno sea el valor, mejores seran las pre-
dicciones del modelo. Con ello en mente se presentan los valores de esta métrica ajustados
logaritmicamente para la dos herramientas de estudio en la Figura 5.5. Aqui se denota clara-
mente la brecha entre ambas herramientas al quedar en evidencia la basta distancia entre los
valores obtenidos para cada una de las herramientas. Los valores de GBSCS obtenidos son en
todo momento superiores a los de RENCOS en al menos un orden de magnitud, incremen-
tando este valor en dos ordenes al acercarse al paso 8,000. Aqui ademas es posible observar
un decrecimiento logaritmico para ambas herramientas.
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Evolucion perplexity ambas herramientas
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Figura 5.5: Evoluciéon de perplexity para ambas herramientas durante los primeros 10000

pasos

Para los pasos restantes de RENCOS se perpetua la tendencia de este valor a decrementar
su valor acercandose bastante a 0 durante los tltimos pasos.
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Evolucion perplexity resto de pasos RENCOS
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Figura 5.6: Evolucién de perplexity para la herramienta RENCOS durante el transcurso de
todo su entrenamiento

5.3.3. Cross-entropy

Dado que la métrica de perplexity cuantifica que tan buenas son las predicciones hechas
por un modelo probabilistico y que la entropia cruzada (cross-entropy) es utilizada para medir
la diferencia entre dos distribuciones de probabilidad es claro notar la estrecha relacién de
ambas dado que conforme crece la capacidad del modelo de realizar buenas predicciones crece
también su similitud al modelo que esté intentando predecir con lo cual decrece la diferencia
entre ambos. Este cardcter queda en evidencia al examinar la evolucién de la entropia cruzada
dispuesta en la Figura 5.7 para ambas herramientas donde se denota de igual manera que en
la seccion anterior el caracter de decrecimiento logaritmico de la funcién de esta métrica.
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Evolucion entropia cruzada ambas herramientas
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Figura 5.7: Evolucion de la entropia cruzada para ambas herramientas durante los primeros

10000 pasos

Al igual que para la funcién de precision se realiza una regresion lineal de ambas curvas
de entropia las cuales presentan pendientes similares, no bien desplazadas en el eje de las

ordenadas. Estas curvas se encuentran en la Figura 5.8.

35



Evolucion entropia cruzada ambas herramientas
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Figura 5.8: Evolucion de la entropia cruzada para ambas herramientas durante los primeros
10000 pasos después de realizar una regresion lineal

Al igual que en las secciones anteriores se dispone el resto de la evolucion de este valor para
los pasos restantes del entrenamiento del modelo RENCOS. Aqui de igual manera que en la
curva de perplexity es posible notar la tendencia del valor a 0 con decrecimiento logaritmico.
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Evolucion entropia cruzada resto de pasos RENCOS
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Figura 5.9: Evolucion de la entropia cruzada para la herramienta RENCOS durante el trans-
curso de todo su entrenamiento

5.3.4. Learning rate

Se ilustra la evolucion del parametro de aprendizaje para ambos modelos, el cual es ajus-
tado por la implementacion de la red de manera automética basandose en el desempeno
mismo de la minimizaciéon de la funcién de pérdida para los modelos. En primera instancia
es posible notar que para los primeros 10,000 pasos no hay cambio alguno en este pardme-
tro para la herramienta RENCOS, en cambio para la herramienta desarrollada este valor es
decrementado a un valor inferior al 50 % del valor inicial.
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Ajuste learning rate durante entrenamiento para ambas herramientas
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Figura 5.10: Evolucion del factor de aprendizaje para ambas herramientas durante los pri-
meros 10000 pasos

Una vez continuado el estudio para RENCOS queda en evidencia el cambio en el valor de
este factor el cual decrementa a una fraccion inferior al 20 % del valor original.
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Ajuste learning rate durante entrenamiento resto RENCOS
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Figura 5.11: Evolucion del factor de aprendizaje para la herramienta RENCOS durante el
transcurso de todo su entrenamiento

5.3.5. Elapsed time

Como medida final de evaluaciéon de rendimiento se mide el tiempo entre pasos de cada
herramienta. Es posible notar a modo general que los valores de esta métrica para ambas
herramientas se mantienen dentro de un rango bastante disminuido de valores, pero con una
amplia distancia entre ambos siendo el tiempo de ejecuciéon promedio para GBSCS unas 40
veces més grande que el de RENCOS.
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Tiempo entre pasos para ambas herramientas
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Figura 5.12: Evolucion del factor de aprendizaje para ambas herramientas durante los pri-
meros 10000 pasos

Proyectando los pasos restantes para la RENCOS sin embargo, es posible observar cre-
cimientos repentinos pero estructurados de tiempos de paso superiores en gran medida a al
valor promedio de esta métrica.
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Tiempo entre pasos resto RENCOS
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Figura 5.13: Evolucion del factor de aprendizaje para la herramienta RENCOS durante el
transcurso de todo su entrenamiento
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Capitulo 6
Discusiéon

Este capitulo se reserva para la reflexion ante los resultados obtenidos tras realizar el en-
trenamiento de la herramienta. Ademas se plantean posibles mejoras y caminos no explorados
durante el desarrollo de este trabajo.

6.1. Analisis de Resultados

6.1.1. Restimenes entregados

En un caso ideal, el modelo entrenado durante el transcurso de esta memoria seria capaz
de producir resimenes de fragmentos de texto usados durante la fase de testing.
Sin embargo se considera que dichos resimenes no tendrian el grado de calidad alcanzado
por la herramienta RENCOS dado que para la herramienta GBSCS no se efecttia un enrique-
cimiento de las probabilidades condicionales de las palabras del resumen siendo generadas
como es en el caso de la anterior herramienta. Con esto en mente se estima que el modelo
padeceria del problema general de las herramientas de traduccion de texto basadas en apren-
dizaje neuronal el cual es que se omitirian las palabras de baja frecuencia dando privilegio
las palabras méas comunes a la hora de confeccionar el resumen.
Por otra parte se cree que la pérdida de dimensionalidad realizada con el fin de entrenar el
modelo en un tiempo razonable pudo haber afectado de forma bastante adversa al resultado
final. Es un problema en su propia medida determinar el grado de riqueza del input con el
cual se efectuara el trabajo, dado que muy poco y el modelo no sera demasiado distinto a
los modelos que usan secuencias de tokens en vez de grafos y se utiliza demasiado el modelo
podria tardar demasiado en lograr converger a un buen minimo de la funcién de pérdida.
Un ejemplo de esta explosion dimensional como se estipul6 en la seccion de resultados es que
un sin numero de AST’s estuvieron conformados por més de 50 nodos cada uno de aquellos
con por lo menos 4 features con alto grado de dispersion. Dichas features corresponden solo
al tipo de nodo, su nombre designado por python, su nombre asignado por el usuario y la id
interna del nodo. Cabe destacar que existieron nodos de por lo menos 14 features distintas.
En un inicio se intent6 que el modelo considerase todas las features de los nodos pero la
memoria RAM del ambiente fue rapidamente agotada en consecuencia.
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6.1.2. Entrenamiento de los modelos

Una vez observados los distintos gréaficos comparativos de ambas herramientas es bastante
facil extrapolar que el modelo no estéa siendo correctamente entrenado. La funcién de evolu-
cion de precision del modelo es el principal indicador de progreso respecto del aprendizaje
y el hecho de que esta curva tenga una pendiente casi nula no es buen pronéstico para la
evolucion del modelo. Ademas considerando que a pesar de que el modelo de RENCOS fue
entrenado por una cantidad 10 veces superior de pasos a GBSCS, la primera fue capaz de
superar a la segunda en virtualmente todo ambito durante solo sus primeros 10000 pasos.
Lo anterior propicia buscar una alternativa de representaciéon del input u una arquitectura
diferente para la red neuronal que sea capaz de lograr generalizaciones més prometedoras.

6.2. Propuestas de mejora

Como propuesta general de mejora a la metodologia empleada, seria remover el caracter
secuencial que esta presenta. Dicho esto se insta a abordar un modelo metodologico capaz
de realizar adelantos en cada una de las fases de manera simultédnea en vez de comenzar una
nueva fase solo una vez que la fase anterior se encuentre finalizada en su totalidad. Los modelos
secuenciales de trabajo son generalmente bastante propensos a los denominados “cuellos de
botella” los cuales pueden ralentizar e incluso detener el trabajo por un tiempo considerable.
A continuacion se listan las mejoras propuestas separadas por la fase de desarrollo de la
metodologia propuesta.

6.2.1. Investigacién Preliminar

El enfoque utilizado para el desarrollo de esta fase en el transcurso de esta memoria fue
en su totalidad enfocado en el marco teérico del funcionamiento de las redes neuronales re-
currentes.

Se propone como un acercamiento mas conveniente enfocar la atencién en aplicaciones prac-
ticas de este tipo de redes usando el marco tedrico solo como material complementario a la
experiencia practica.

Las redes neuronales constan de muchos componentes distintos, ya sea la arquitectura de sus
neuronas, sus optimizadores, uso de funciones de pérdida, métodos de captacion de input,
etc. La correcta armonia y funcionamiento entre aquellos componentes se estima que es mas
sencillo de visualizar realizando pruebas précticas de funcionamiento, alterando sélo un as-
pecto de los pardmetros a la vez y observando asi su nuevo comportamiento. Se estima que se
debe tener un grado bastante amplio de familiaridad con cada componente para lograr una
correcta implementacion de cualquier tipo de red neuronal.

6.2.2. Implementacion y recreacion de resultados

Para esta etapa del trabajo una posible mejora consistiria en la ejecucion de miltiples
instancias de entrenamiento de la herramienta base. Dado que los resultados obtenidos si bien
no difieren demasiado, atin asi se clasifican como inferiores a los obtenidos por el equipo de
desarrollo de esta herramienta. Para un experimento cualquiera es igual de importante que los
resultados de este mismo, el poder reproducir las condiciones que los entregan. Con lo anterior
en mente es bastante beneficioso el corroborar que efectivamente la herramienta es capaz
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de obtener los resultados que estipula conseguir o cerciorarse que se estan implementando
correctamente las condiciones para obtener dichos resultados.

6.2.3. Segunda fase de investigacion y diseno de GNN

De forma similar a la fase de investigacion preliminar se considera mas importante conocer
coOmo implementar la determinada estructura de red neuronal escogida a conocer cada detalle
de su funcionamiento de forma teérica. Hechos que corroboran lo anterior corresponden por
ejemplo a los primeros intentos realizados para entrenar un modelo de GGNN los cuales se
estimaron fallidos por falta de experiencia o falta de familiaridad con la libreria o framework
de trabajo.

Como mejora especifica a esta parte podria considerarse una implementacion de la red que
solo altere el funcionamiento intermedio de la herramienta base RENCOS, es decir la interfaz
entre el input y el output. Debido a que finalmente se utilizé6 una implementacion de GGNN
proveniente de la misma biblioteca en la cual se basé la herramienta original se estima bas-
tante plausible lograr extender el software base de RENCOS para que incorpore trabajo con

GNN's.

6.2.4. Implementacion GNN

La principal dificultad encontrada en esta fase del desarrollo del trabajo fue lograr entender
el funcionamiento de las variadas implementaciones de GGNN encontradas. Una solucion
posible para este problema es realizar una implementacién propia de este modelo que sirva
como primer acercamiento a otra que ya haya sido estudiada, disenada y optimizada con
mayor grado de preparacion dado que la principal dificultad se encuentra en la configuracion
de los distintos parametros discutidos en la seccion SECCION. Como mejoras propias del
modelo de GNN podrian consistir en modularizar las capas de embbeding y de representacion
interna de los nodos de acuerdo a [2|[4].

6.2.5. Comparacion de resultados

Finalmente para esta fase del trabajo se propone como mejora realizar comparaciones con
otras herramientas que hagan uso de GNN’s para el trabajo con texto.
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Capitulo 7

Conclusion

Las redes neuronales de grafos constan de una herramienta poderosa a la hora de realizar
predicciones sobre datos entrelazados por relaciones, ya sean de dependencia, equivalencia,
continuidad, orden, etc. El problema recae a la hora de escoger cuales de estas relaciones
son realmente relevantes a la hora de construir un modelo predictivo. Como fue explorado
en este proyecto el considerar una gamma demasiado amplia de relaciones o caracteristicas
distintivas puede significar una pérdida de generalidad asi como también una sobrecarga de
calculos no necesariamente primordiales en la construccion una buena herramienta predictiva.
Con el contexto anterior entonces el trabajo realizado durante esta memoria consistié en
la proposicién de un modelo de red neuronal de grafos capaz de traducir cédigo fuente a
comentarios en lenguaje natural, que si bien no logré producir resultados concretos, sirvio
como primer acercamiento a una herramienta de calidad que si pueda utilizar la potencialidad
de los grafos sin perderse en el océano de posibilidades.

Uno de los problemas colaterales més comunes encontrados en el desarrollo de esta memo-
ria consistioé en problemas de compatibilidad entre los distintos componentes de software que
comformaban la herramienta RENCOS, més en especifico la correcta instalacién del motor
de buisqueda Lucene.

Uno de los hitos méas grandes que tuvo el trabajo en esta memoria fue destacar la im-
portancia de construir mas de una iteraciéon de un modelo predictivo. La estrategia original
planteada para el proyecto era de realizar el disenio completamente teérico del modelo que
se harfa de construir sin hacer ensayos o pruebas de concepto previas. Mientras que esto es
plausible que produzca resultados en ciertos ambitos de las ciencias de la computacion, en el
caso del aprendizaje de redes neuronales son simplemente demasiadas variables a considerar
y por consiguiente un modelo desarrollado completamente en la teoria es bastante propenso
a fallas.

En retrospectiva se debié haber dedicado méas atenciéon a la generacion de modelos pe-
quenos y pruebas de concepto rapidas dado que su aplicacion practica consta de un feedback
inmediato respecto a que variables son las importantes en que entorno. Se debié haber dado
foco especial a la correcta compresion de todos los aspectos que involucra una red neuronal
dado que en muchas ocasiones no se tuvo claridad suficiente de que es lo que realizaba cada
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componente.

Se not6 ademés el amplio espectro de representaciones para los datos, ejemplos claros de
esto constan las multiples formas posibles de elaborar grafos respecto al c6digo, como son los
arboles de sintaxis abstracta, los vectores semanticos dispuestos como vectores de posicion,
las representaciones de grafo dirigido para las secuencias de palabras, etc.

Se cuantifica también la importancia de realizar generalizaciones respecto a las anteriores
representaciones de los datos, no desviando el foco de la atencion de la generacion de un
buen modelo predictivo por considerar una mayor cantidad de informaciéon la cual no posee
garantias de otorgar mejoras a este. Un ejemplo claro de esto fue por ejemplo que a pesar de
que el modelo de la herramienta GBSCS hace uso de relaciones implicitas en el codigo fuente
que son de otra manera descartadas por la herramienta RENCOS, esta ultima super6 con
creces en todo ambito a los resultados obtenidos por la red neuronal de grafos a pesar de ser
un tipo de red con menos dimensionalidad.

Finalmente como sintesis del trabajo realizado en esta memoria se destaca que si bien se
logré explorar las capacidades y potencialidades de las redes neuronales de grafos, no fue
posible manifestar mediante ejemplos concretos su diferencia ante otros arquetipos de redes,
dados los distintos problemas encontrados durante las fases de implementacién como ya se
dijo anteriormente. Si bien se considera que la metodologia de evaluacion era la indicada, la
metodologia de organizacion de tareas claramente requiere trabajo.

Como propuestas para trabajos futuros se propone realizar una implementacion de la
herramienta RENCOS que utilice las implementaciones de GGNN de la biblioteca ONMT
pero que ademas sea capaz de construir representaciones tanto semanticas como sintacticas
de los grafos para asi poder hacer uso de la arquitectura de la herramienta original y por
consiguiente enriquecer el modelo predictivo de palabras de baja frecuencia.
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