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Resumen

La incorporacién de las técnicas de aprendizaje de maquinas y mineria de datos a las
estrategias de diseno de mutaciones ha permitido mejorar enormemente su rendimiento y sus
facilidades de aplicacion. No obstante, diversos desafios aparecen al agregar estas metodo-
logias computacionales en los protocolos de disenos experimentales.

Debido a las variadas problematicas existentes, esta tesis de doctorado se ha centrado en el
diseno e implementacion de metodologias computacionales que permitan solventar los desafios
de la incorporaciéon de las técnicas de aprendizaje de maquinas a los protocolos de diseno
de proteinas actuales, proponiendo la elaboraciéon de una plataforma de manejo de datos
para ingenieria, la cual mejora el rendimiento de modelos predictivos para variadas tareas
y permite el diseno de mutaciones con propiedades deseables, contribuyendo en diferentes
aristas de desarrollo.

Primero, se disenié e implementd una estrategia de representacién numérica de secuencias
de proteinas combinando codificadores basados en propiedades fisicoquimicas semanticamente
seleccionados con transformaciones de Fourier, con el fin de mejorar el proceso de codificacion
para aplicaciones de algoritmos basados en técnicas de machine learning. En una segunda
etapa, se disend e implementé un framework de entrenamiento de modelos predictivos pa-
ra tareas de ingenieria que proteinas. Este sistema emplea la estrategia de representacion
numérica propuesta en este trabajo de doctorado como input para entrenar modelos basados
en algoritmos de aprendizaje supervisado, los cuales se optimizan su rendimiento mediante
la seleccién eficiente de hiperpardametros mediante algoritmos genéticos. Estos métodos se
combinan en un unico sistema por medio de sistemas de aprendizaje ensamblado para desa-
rrollar el sistema predictivo de interés. Finalmente, se disenaron e implementaron estrategias
de diseno de proteinas mediante la elaboracion de metodologias para explorar espacios laten-
tes y reconstruccion de landscapes. Ademas, se construyo una estrategia de identificacién de
sitios relevantes en proteinas, combinando los puntos de vista filogenéticos, termodinamico y
estructural, con el fin de favorecer las herramientas de disenio de mutaciones sitio dirigidas y
el andlisis de trayectorias en procesos evolutivos.

Todas las metodologias disenadas e implementadas en este trabajo se validaron con di-
ferentes conjuntos de datos habilitados en la literatura y se compararon con estrategias
previamente reportadas, logrando, en la mayoria de los casos, obtener mejores rendimientos
en cuanto a calidad de predicciones, asi como también facilidades en interpretacién de los
resultados, gracias al tipo de algoritmos empleados, siendo directamente relacionado con los
ideales de la Inteligencia Artificial Explicable, lo cual denota la relevancia de las metodologias
planteadas para los campos de ingenieria de proteinas y biotecnologia.
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Capitulo 1

Introduccién y contexto general

Disenar proteinas con propiedades deseables es uno de los principales desafios de la in-
genieria de proteinas de las ultimas décadas. Los métodos como la evolucién dirigida y el
diseno racional han sido las principales técnicas empleadas para este propédsito. Sin embargo,
pese a sus significantes aportes, no funcionan de manera general, necesitan de maquinarias
especializadas o de conocimiento especifico para poder aplicarse con éxito, siendo necesa-
rio el diseno e implementacién de herramientas computacionales que permitan apoyar estas
técnicas experimentales [174].

Los métodos computacionales basados en estrategias bioinformaticas han permitido estu-
diar los efectos de mutaciones en las proteinas. Variadas aplicaciones se han centrado en el
estudio de la estabilidad térmica de las proteinas y como dichas mutaciones provocan cam-
bios termodinamicos, los cuales pueden alterar su estabilidad, siendo las mas relevantes Site
Directed Mutator (SDM) [121] y FOLD-X [148]. Por otro lado, existen herramientas basadas
en el uso de propiedades filogenéticas y técnicas estadisticas para clasificar las mutaciones
como benéficas o daninas con base en la conservacion ancestral de zonas en las proteinas,
siendo ejemplos de este tipo la librerfa MOSST [118] y la herramienta EvCoupling [162]. Un
punto importante a destacar es que, a la fecha, no existen herramientas o metodologias para
el estudio de mutaciones que combinen ambos puntos de vista y demuestren cudles son los
principales focos de interés para estudiar mutaciones, siendo un posible campo de interés
para teorias de informacién, machine learning y aplicaciones bioinformaticas.

Recientemente, los métodos basados en machine learning han demostrado su utilidad en
ingenieria de proteinas, siendo el mayor avance a la fecha el diseno e implementacion de
AlphaFold [80], herramienta que predice de manera exitosa y con alta precisién la estructura
secundaria de las proteinas desde su informacion lineal. Por otro lado, variados métodos pre-
dictivos han sido desarrollados con éxito para tareas particulares de ingenieria de proteinas,
tales como, la clasificaciéon funcional de enzimas, la identificacién de proteinas que interac-
cionan con DNA, o la prediccion de actividad bioldgica en secuencias de péptidos, entre un
gran numero de aplicaciones [107]. Sin embargo, dichos métodos, en su mayoria, carecen de
generalizacién, no demuestran una transferencia de aprendizaje eficiente y estan limitados
al conjunto de entrenamiento empleado. A pesar de ello, estos métodos han sido incorpora-
dos a los protocolos de diseno de proteinas, naciendo las dreas de machine learning directed



evolution [174, 181] y el diseno semi racional de proteinas[153].

Pese a los grandes esfuerzos tanto en desarrollo computacional como de mejoramiento de
las técnicas experimentales, disenar proteinas con propiedades deseables, predecir la funcio-
nalidad o actividad biolégica, estudiar los cambios en los plegamientos, evaluar los efectos de
las mutaciones, entre otros, son problemas que aun persisten, siendo la motivacién principal
del desarrollo de esta tesis de doctorado, aportando a la comunidad cientifica con el diseno
e implementacién de métodos, estrategias y herramientas para el area de biologia compu-
tacional con aplicacion directa a los campos de investigacién previamente mencionados y con
especial énfasis en el area de la biotecnologia y la ingenieria de proteinas.

Con el fin de facilitar la comprension del documento expuesto, de manera general, esta
tesis de doctorado se divide en seis capitulos, los cuales abordan el estado de arte, diferen-
tes problematicas especificas asociadas al objetivo general y a la hipdtesis planteada de este
proyecto, asi como también, las diferentes conclusiones y proyecciones del trabajo planteado.
A pesar de que cada capitulo resuelve un problema en especifico con su metodologia parti-
cular, son dependientes entre si, ya que juntos abordan el problema de disenar y explorar
mutaciones con propiedades deseables. Estos capitulos se resumen a continuacion.

1. Capitulo 1, Introducciéon y contexto general: En este capitulo se exponen los
conceptos generales de ingenieria de proteinas, técnicas de diseno, herramientas compu-
tacionales, y machine learning, entre otros. Ademas, se hace énfasis en el estado de arte
actual y las variadas probleméticas y desafios existentes en la ingenieria de proteinas.

2. Capitulo 2, Representaciones numéricas: Contempla el diseno e implementacion
de estrategias de representacion numérica de secuencias de proteinas, para facilitar
el entrenamiento de modelos predictivos empleando algoritmos de machine learning
clasico.

3. Capitulo 3, Modelos predictivos ensamblados: Abarca el diseno e implementacién
de estrategias de mejoramiento de rendimiento de modelos predictivos y la sinergia
entre la representacion numérica de las secuencias desde diferentes puntos de vista con
variados algoritmos de machine learning clasico.

4. Capitulo 4, Estrategias de diseno de mutaciones y exploracion de espacios
latentes: Se disena e implementa una estrategia de reconstruccién de landscapes pa-
ra el diseno de secuencias con propiedades deseables, combinando modelos predictivos
basados en machine learning y modelos estadisticos, siendo testeado en disenio de pépti-
dos con actividad anti-HIV y sistemas de prediccién de productividad en sistema de
produccion recombinante.

5. Capitulo 5, Estudio de mutaciones puntuales: Se disena e implementa una me-
todologia para identificar sitios de interés en proteinas a partir de combinacion de
propiedades filogenéticas, termodinamicas, estructurales, y el uso de modelos epistati-
COS.

6. Capitulo 6, Conclusiones, trabajos en desarrollo y perspectivas a futuro:
Contempla las principales conclusiones de las metodologias propuestas, los trabajos en
desarrollo y las posibles vias de continuaciéon y contribucion cientifica.



A continuacién, se exponen los diferentes conceptos de ingenieria de proteinas y del ma-
chine learning. Ademas, se describe el estado de arte reciente y los més relevantes avances,
identificando las principales falencias y problematicas, asi como también, los desafios laten-
tes en el area, los cuales son focos de inspiracion para las metodologias desarrolladas en este
trabajo de doctorado.

1.1. Ingenieria de proteinas y estrategias de diseno de
variantes

La ingenieria de proteinas es un campo de investigacion centrado en el diseno y generacion
de proteinas tutiles o con propiedades deseables, con un enfoque principal en la comprension
del plegamiento de las proteinas [95].

Actualmente, existen dos estrategias principales para el diseno de proteinas, siendo estas la
evolucion dirigida y el disenio racional. A pesar de ser dos técnicas diferentes, existen variadas
situaciones donde se pueden combinar para obtener mejores resultados. Importante mencionar
que, un estudio completo de residuos y una evaluacion detallada de las sustituciones es una
limitante importante para estas dos técnicas, debido a recursos econémicos, humanos y de
capacidad técnica, entre otros [95].

La evolucion dirigida imita el proceso de seleccién natural, permitiendo direccionarla hacia
objetivos definidos, reflejados en cuanto a funciones o propiedades deseables [99, 10]. Una
representacion del proceso se observa en la Figura 1.1.

El proceso, de manera general, consiste en someter un gen de interés a rondas iterativas
de mutagénesis, con el fin de crear una biblioteca de variantes. A partir de dicho conjunto
de elementos, se seleccionan las variantes con la funciéon deseada. Finalmente, se aislan y
amplifican para formar una plantilla para la siguiente iteracién. Asi, el proceso sigue iterando
y estadisticamente se seleccionan las més favorables y aquellas que tendieron a la evolucion
debido a la supervivencia en el proceso [10].

Con respecto al disenio racional de proteinas, esta es una técnica ampliamente utilizada
y al igual que la evolucion dirigida, tiene el objetivo general de generar variantes con alguna
funcién de interés o caracteristicas particulares. No obstante, exhibe una diferencia relevan-
te, la cual se centra en la informacién que debe existir sobre la estructura, mecanismos,
plegamiento o secuencia lineal de la proteina de interés [26], complicando su desarrollo en
etapas iniciales del diseno de variantes para proteinas sin estructura o comprension de sus
mecanismos generales.

En la actualidad, ambos métodos se benefician de técnicas computacionales para su desa-
rrollo, facilitando su aplicacion e incrementando el conocimiento sobre los sistemas de interés,
emergiendo las estrategias de machine learning directed evolution [174] y diseno semi racional
[153].

El machine learning directed evolution combina las técnicas de aprendizaje supervisado
con la evolucién dirigida para generar la seleccién de secuencias guiada por los modelos
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Figura 1.1: Esquema representativo de evolucién dirigida, extraido desde [111]

predictivos. La Figura 1.2 muestra las diferentes evoluciones que ha sufrido el proceso de
evolucién dirigida desde su etapa inicial (Figura 1.2 A), etapa de combinaciones aleatorias
(Figura 1.2 B) y la incorporacién de métodos predictivos basados en machine learning (Figura
1.2 C) a través del cual se guia la evolucién dirigida.

De manera mas general, todos los métodos experimentales que se asocien con métodos
computacionales para apoyar el diseno de variantes, comprenden los sistemas basados en
diseno semi racional [153, 157].

Con base en lo anterior, las técnicas computacionales y las estrategias de machine learning
y deep learning han adquirido un rol fundamental en beneficio de los métodos de diseno de
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proteinas. A continuacion, se resumen de manera general las principales herramientas y el
estado de arte actual y mas relevante de las técnicas computacionales aplicadas a ingenieria
de proteinas.



1.2. Meétodos computacionales aplicados en ingenieria
de proteinas

Diferentes métodos computacionales han sido desarrollados para distintos analisis, con
el fin de poder responder variadas interrogantes planteadas desde enfoques diversos, ya sea,
para estudiar secuencias lineales, filogenia y motivos conservados, analisis de estructuras,
modelamiento estructural, estudio de mutaciones, entre otros. A continuacion, se describen
algunos de los principales enfoques y las herramientas existentes para su desarrollo.

1.2.1. Meétodos de analisis filogenéticos

Los analisis filogenéticos se centran en el estudio de secuencias lineales de proteinas o
genes, con el fin de identificar parentesco, motivos conservados o reconocimiento de dominios.
Las principales metodologias se basan en realizar alineamientos de secuencia para reconocer
identidades de la secuencia de estudio con respecto a informacion reportada previamente.

Una de las herramientas mas conocidas para el desarrollo de alineamientos de secuencias
es Blast [83], la cual permite hacer multiples comparaciones de secuencias de interés versus
bases de datos con genes o proteinas, empleando algoritmos de alineamiento local [7].

Por otro lado, se encuentran los alineamientos multiples de secuencias, los cuales son
utilizados en la comparacién de secuencias lineales con el fin de encontrar patrones o motivos
conservados, o, la identificacién de parentesco en grupos de familias [163]. Esto dltimo, es
bastante empleado cuando se analizan secuencias de organismos no reportados y cuya funcion
se desea identificar, siendo uno de los ejemplos més recurrentes, la anotacion de genomas [51].
Una de las herramientas mas utilizadas en esta area es el software MegaX y los algoritmos
como ClustalW [66].

A su vez, el uso de los conceptos filogenéticos, ha sido empleado para el estudio de
propensiones de mutaciones y cémo estas afectan a la funcion de la proteina. Considerando
esto, se han disenado e implementado herramientas como MOSST [118] y Evcouplings [73],
las cuales han permitido comprender la propension de residuos y posiciones relevantes en
secuencias desde el punto de vista filogenético, solo estudiando conjuntos de elementos a nivel
probabilistico, sin la necesidad de conocer estructuras tridimensionales de las proteinas. No
obstante, estos andlisis requieren normalmente de secuencias con un grado de divergencia,
sin perder el concepto de Familia, siendo necesarios métodos de automatizacién para la
generacién de estas. Ademads, en el caso de MOSST, se requiere representar numéricamente
las secuencias a partir de propiedades fisicoquimicas, con el fin de poder llevar a cabo los
analisis estadisticos de distribucién de propiedades.

Finalmente, una de las herramientas mas interesantes del iltimo tiempo es EVcouplings
[73], la cual se basa en estrategias de evolutionary coupling, combinadas con modelos de grafos
por pares no dirigidos a partir de multiples alineamientos de secuencia, con el fin de desarrollar
modelos epistaticos y probabilisticos independientes para facilitar la identificacién de sitios
epistaticos y la relevancia de los efectos de mutaciones desde un punto de vista beneficioso



o danino. No obstante, presenta los mismos problemas expuestos para las herramientas de
estudios filogenéticos, asi como también, un enorme costo computacional debido al desarrollo
de los modelos de grafos.

Estos estudios generan las bases fundamentales para el andlisis de secuencias y su prin-
cipal y mas relevante caracteristica es que solo se necesita la secuencia lineal a estudiar y
a partir de ella, es factible comprender un panorama relacionado con patrones de conserva-
cién, tendencias, relaciones evolutivas o inclusive, propensiones y posiciones relevantes. No
obstante, no son los Unicos, ya que existen herramientas computacionales que facilitan la pre-
diccion de la estructura secundaria, funcionalidad, entre otros, siendo una de las principales
herramientas Swiss-Prot [17].

1.2.2. Métodos de analisis de estructuras

Los métodos de andlisis de estructuras, tienen el objetivo de comprender patrones de inter-
accion, efectos de energia y estudiar diferentes propiedades fisicoquimicas y termodinamicas,
a partir de la estructura tridimensional de una proteina, la cual puede ser obtenida por
cristalografia de rayos X o por medio de resonancia magnética nuclear, entre los principales
métodos de obtencién.

No obstante, también es factible el desarrollo de modelos estructurales de proteinas a
partir de secuencias lineales, ya sea mediante modelamiento por homologia o por técnicas
de ab-initio. Diferentes software permiten la implementacién de estas técnicas, dentro de los
cuales se encuentran SWISS-MODEL [65], IntFOLD [106], ROSETTA [90], y MODELLER

[54], entre los principales.

Por otro lado, existen diferentes métodos computacionales que facilitan el estudio de
interaccién entre proteina y una molécula o proteina-proteina, los cuales principalmente se
enfocan en el uso de técnicas como docking o dindmicas moleculares, con el fin de estudiar los
posibles residuos que participan en la interacciéon, evaluandose a nivel energético y midiendo
el desempeno en términos de medidas de error [27]. A su vez, técnicas basadas en simulaciones
moleculares, permiten comprender la interaccién en si y emular el comportamiento entre la
molécula de interés y la proteina. Ademads, métodos computacionales basados en quimica
cuantica, han sido utilizados para comprender fenémenos de interaccién a una escala mucho
mas precisa. No obstante, estos son ampliamente mas costosos computacionalmente y su uso
es limitado al estudio de un nimero pequeno de dtomos [12].

Existen diferentes herramientas que permiten hacer dindmicas moleculares, tales como
NAMD [127) y AMBER [28], mientras que para la interaccién entre moléculas, o docking,
existen herramientas como AutoDock [165], RosettaDock [100], y GRAMM-X [164], entre
otras. Ademads, se encuentra la suite Maestro Shradinger [140], la cual abarca funcionalidades
para las diferentes acciones propuestas.

Todas las herramientas computacionales nombradas se centran en el estudio de las es-
tructuras, razoén por la cual dependen no solo de la existencia del cristal, sino que también,
los resultados generados estan estrechamente relacionados con la calidad de la estructura o
del modelo tridimensional brindado como input. Pese a ello, sigue siendo uno de los focos de



mayor interés, ya sea para comprender los mecanismos de interaccién y sus aplicaciones en
campos como la medicina, o analizar mecanismos de funcionamiento para diseno de varian-
tes. Dado esto, los esfuerzos en bioinformatica estructural se han centrado principalmente
en la disminucién del costo computacional, basados principalmente en emplear estrategias
de paralelizacién y distribucion de calculos, con el fin de disminuir la brecha entre calidad y
tiempo de ejecucioén.

1.2.3. Métodos de estudio de mutaciones

De modo general, los estudios de mutaciones se basan principalmente en el analisis de
la estructura ante los cambios de residuos o la adiciéon o eliminacion de estos, evaluando las
variaciones mediante diferencias de energia libre, entre la proteina inicial y la mutada. Herra-
mientas como FoldX [149], SDM [122], Auto-Mute [104], entre otras, permiten analizar cémo
afecta una mutacion en términos energéticos, basandose para ello, en el uso de funciones de
energia potencial y dinamicas moleculares asociadas a dicha sustitucién. Sin embargo, el uso
de este tipo de herramientas, conlleva un gran costo computacional debido a los diferentes
calculos que son requeridos. Por otro lado, herramientas como MOSST y EvCoupling per-
miten evaluar los efectos de las mutaciones a nivel filogenético. No obstante, solo pueden
clasificar las mutaciones desde el punto de vista benéfico en términos relevantes al alinea-
miento de secuencias, dejando de lado como estas variantes afectan a la estructura y por ende
a la estabilidad de la proteina. Ademas, todas las herramientas, metodologias y estrategias
nombradas durante esta seccion no consideran técnicas basadas en machine learning y data
mining, ya que, seran consideradas durante las siguientes secciones de este capitulo, asi como
también durante todo el desarrollo de esta tesis de doctorado.

1.3. Inteligencia artificial y machine learning

La inteligencia artificial es un conjunto de técnicas que se asocian a la generacién de cono-
cimientos y el traspaso de aprendizaje entre distintos sistemas de interés, siendo su principal
enfoque, el diseno e implementacién de metodologias para entregar autonomia a sistemas
complejos [71]. Dentro de estas técnicas se encuentra el machine learning, encargandose de
generalizar los comportamientos para aprender de los patrones, con el fin de predecir nuevas
acciones para fuentes desconocidas [115]. Sus aplicaciones en ingenieria de proteinas han sido
diversas, logrando desarrollar modelos predictivos para clasificacion de funciones de enzimas
[105], clasificacién de proteinas de unién a DNA [129], evaluacién de actividad bioldgica de
péptidos [130], prediccién de efectos de mutaciones sobre la estabilidad, enantioselectivad y
variadas propiedades fisicoquimicas [182, 107], entre otras, siendo la lista tan extensa como
propiedades se desee analizar combinadas con investigadores generando nuevas estrategias.

Uno de los logros mas relevantes del machine learning a la fecha, ha sido, Alpha-Fold [80]
herramienta computacional que logra predecir las estructuras secundarias de las proteinas
empleando estrategias de deep learning, siendo ampliamente aplicada en diferentes casos de
estudio [6]. La Figura 1.3 muestra un esquema representativo de la arquitectura generada para
entrenar AlphaFold, donde se contempla la implementacion de alineamientos de secuencia



multiples para analizar los parentescos de las secuencias, ademas de la incorporacién de
analisis de aristas entre secuencias y residuos asi como también entre residuos, con el fin
de poder armar matrices de distancia y mapas de contacto que facilitan el desarrollo del
plegamiento estructural de la proteina de interés.

MSA embedding Sequence-residue edges

Residues —
—— Confidence

b} Residues — Residues — Score

78

£ 4 a
Genetics = o ¢ oY |
search —)§ : N see —3 | 5 2 r—>;_:-'....
& embed 8 = £y A | 29
L 8 ¢ < 3
L+ K n
778
e
Protein sequence |, Structure
3 module
Residues — Residues —
= =
Embed & & —| 82 .
outer sum g a
S0 i
10 10 Pairwise
e distances
Residue-residue edges 3D structure

Figura 1.3: Esquema representativo de arquitectura disenada para entrenamiento de Alpha-
Fold, extraida desde [80]

Las técnicas de diseno de proteinas se han visto beneficiadas con el uso del machine
learning, naciendo los métodos basados en el disefio semi racional [99]. A su vez, ha nacido
el machine learning directed evolution, facilitando la simulacion de variantes sin emplear
métodos experimentales [181, 174]. No obstante, a pesar de las diferentes aplicaciones y de
los variados usos del ML en la ingenieria de proteinas, problemas como la generalizacion de
comportamientos, prediccion de funciones biolégicas y estimaciones de reacciones enzimaticas
aun persisten, siendo de vital importancia el desarrollo de nuevas metodologias y estrategias
computacionales para su solucion.

Debido a que todo el desarrollo de la tesis se centrara en la aplicacién del machine lear-
ning y las diferentes técnicas de aprendizaje. A continuacion, y con el fin de facilitar la
comprension de las diferentes teméaticas a abordar durante esta tesis de doctorado, se deta-
llaran de manera breve los principales conceptos, sus definiciones, los algoritmos asociados
y los puntos importantes para desarrollar modelos predictivos, aplicando machine learning.
Ademas, se abarcaran los conceptos de redes neuronales y deep learning con el fin de ampliar
el background de estas tematicas.

1.4. Machine learning y tipos de aprendizaje

El machine learning se centra en la generalizacién de comportamientos con el fin de
aprender una accién a partir de conocimiento previo. Actualmente, existen diferentes tipos
de aprendizaje, los cuales se clasifican con respecto a las tareas a resolver, siendo estos
resumidos en la Figura 1.4. Ademdés, un resumen detallado de los tipos de aprendizaje se
expone en la Tabla 1.1.
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Figura 1.4: Resumen de los principales tipos de aprendizaje en el machine learning.
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Tabla 1.1: Resumen de los diferentes tipos de aprendizaje existentes en el machine learning.

A partir de lo expuesto en la Tabla 1.1 se desprende que dependiendo del problema a
resolver, es posible emplear un tipo de aprendizaje en especifico. Es decir, si se desea una
identificacién de patrones, se recomienda trabajar con aprendizaje no supervisado, en el
caso datos etiquetados y con objetivo de desarrollar modelos predictivos se sugiere emplear
aprendizaje supervisado. Para el caso de los desarrollos con aprendizaje semi-supervisado se
recomienda trabajar con conjuntos de datos hibridos, pero en cuyos casos, los ejemplos no
etiquetados sean similares a los etiquetados. Finalmente, en el caso de aprendizajes reforzados,
se recomienda emplear cuando se actualizara el modelo con base en nuevos conocimientos,
ya sea a raiz de actualizacion de datos experimentales o nuevos datos o informacion.
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En esta tesis de doctorado, los algoritmos y las estrategias presentadas seran basandose en
aprendizajes no supervisados y supervisados debido a la naturaleza de los datos procesados
y el tipo de estrategias desarrolladas. Con base en lo anterior, se hablardn en mas detalle de
estos tipos de aprendizaje, contemplando algoritmos, evaluacion de desempeno y diferentes
problemas asociados a estas metodologias.

1.4.1. Aprendizaje supervisado

Tal como se mencioné previamente, el aprendizaje supervisado se centra en la prediccion
de nuevos ejemplos a partir del conocimiento existente, es decir, necesita conjuntos de datos
etiquetados para poder generalizar los comportamientos asociados a la predicciéon y poder
estimar nuevos valores. Tareas clasicas de este tipo de aprendizaje en ingenieria de proteinas
son la clasificacion de funciones, evaluacion del efecto clinico de mutaciones y estimacion
de propiedades termodindmicas [174, 107]. Actualmente, existen dos principales focos de
desarrollo, el machine learning clésico y el deep learning.

El machine learning clésico se centra en el uso de algoritmos de aprendizaje supervisado
para cumplir tareas especificas. Ejemplos de estos algoritmos corresponden a arboles de
decision, support vector machine, random forest, entre otros. Por otro lado, el deep learning
o aprendizaje profundo ha nacido para resolver problemas mas complejos y con un gran
volumen de datos, siendo empleado principalmente para tareas como prediccion de complejos
de interaccion, desarrollo de modelos de estructura secundaria, entre otros, enfocandose en
trabajar con objetos tales como imégenes, textos y estructuras de grafos [6].

Las principales diferencias entre ambos, se centran en la forma en cémo se representan los
conjuntos de datos iniciales, asi como también la interpretacion de los resultados, la explica-
cién de las predicciones y la evaluacién del aprendizaje adquirido en cuanto a transparencia,
siendo mucho més clara la interpretacion para el machine learning clasico, debido a que los
métodos de deep learning dado a su naturaleza de capas y a la emulacion del funcionamiento
cerebral, la forma en que se transmite la informacion y adquiere el conocimiento es no clara

109, 151].

1.4.2. Algoritmos clasicos de aprendizaje supervisado

Tal como se nombroé previamente, los algoritmos clasicos de aprendizaje supervisado per-
miten una mayor comprension del aprendizaje, asi como también un mejor entendimiento
e interpretacion de las predicciones, principalmente debido a como funcionan. La Tabla 1.2
resume los principales algoritmos de aprendizaje supervisado, describiéndolos de manera resu-
mida y mostrando algunas de sus ventajas y problemas que presentan a la hora de aplicarlos.

Tal como se observa en la Tabla 1.2 no se describen las redes neuronales, las cuales también
corresponden a un algoritmo de aprendizaje supervisado. Sin embargo, los detalles de este
tipo de algoritmo se describen a continuacion.
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Algoritmo

Descripcién general

k-NN

Se basa en la prediccién de nuevos ejemplos en base a la distancia

que exista contra los ejemplos previamente etiquetados, desarrollando
predicciones por cercania y sistemas de votacién. Es bastante intuitivo.
Sin embargo, el poder computacional escala con respecto a los tamanos
de los vectores a estimar la distancia. Ademds, emplear este método
s6lo en base a las distancias, resulta poco selectivo a la hora de clasificar
ejemplos con similares caracteristicas pero que con pequenas
perturbaciones su etiqueta cambie.

Arboles de Decisién

Representan conjuntos de reglas que permiten clasificar o predecir nuevos
ejemplos. Las reglas se definen segin la ganancia de informacién que

brindan los atributos en base a funciones de entropia o entalpia. Representa
uno de los algoritmos maés féciles de interpretar debido a que genera un drbol.
No obstante, presenta problemas a la hora de trabajar con conjuntos de datos
que no tienen diferencias significativas en sus atributos.

Support Vector Machine

Emplea estrategias de transformaciones vectoriales para lograr representa-
ciones que maximicen la diferenciaciéon entre los diferentes patrones
existentes en los conjuntos de datos. Para ello, trabaja con funciones kernel,
tales como laplaciano, polinomial, entre otros. Una de sus mayores ventajas
es que trabaja éptimamente cuando el nimero de atributos es mayor al
numero de ejemplos. No obstante, su intepretacién es compleja y presenta
problemas a la hora de generalizar los comportamientos, lo cual se traduce
en problemas de sobreajuste.

Métodos de ensamble

Los métodos de ensamble combinan diferentes algoritmos o variadas
exploraciones de un mismo algoritmo en un tnico método, con el fin de
optimizar el desempeno del modelo. Ejemplos cléasicos de este tipo de
algoritmos son los random forest, quienes se basan en la generacién de
multiples arboles de decision seleccionando iterativamente ejemplos y
atributos de manera aleatoria. Este tipo de algoritmos resulta ser mas
costoso computacionalmente, No obstante, ha trabajado de manera
exitosa en diferentes problemas de la biotecnologia. Otro tipo de
algoritmos similares a random forest son Adaboost, Gradient Tree
Boost, entre otros.

Naive Bayes

Se basa en métodos probabilisticos para estimar la probabilidad de ejemplos
asociados a sus categorias o etiquetas, los ejemplos mas comunes de

funciones se asocian a distribuciones normales. Sin embargo, existen variaciones
donde se emplean distribuciones binomiales. Su interpretacion es sencilla debido
a que se basa en criterios de rango. No obstante, la parametrizacion de este tipo
de algoritmos depende del conjunto de datos inicial, lo cual afecta a la
generalizacién de los comportamientos.

Tabla 1.2: Resumen general de los principales algoritmos de aprendizaje supervisado

1.4.3.

Neuronas artificiales, redes neuronales y deep learning

Las neuronas artificiales son unidades de procesamiento de informacién fundamentales en
una red neuronal. Son modelos matematicos que se inspiran en las neuronas biolégicas. En
la Figura 1.5ay 1.5b se observa una comparativa entre lo que seria una neurona biolégica
y un esquema del modelo matematico de la misma.

Las neuronas artificiales cumplen con ciertas caracteristicas:

e Realizan “sinapsis”

, proceso simbolizado por los enlaces que conectan entre unidades.

Cada enlace tiene un valor de peso o fuerza. A diferencia de las neuronas biolégicas,
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Figura 1.5: Comparacion y visualizacién de Neuronas biolégicas y artificiales

este peso puede tomar valores positivos o negativos.

e Poseen un agregador para sumar las senales de entrada, ponderado por los respectivos
pesos de la neurona. Esta operacién es conocida como combinacién lineal.

e Tiene una funcién de activacion. Esta limita la amplitud de la salida a un rango finito
establecido. Es comin que dicho rango sea dentro del intervalo [0, 1], o [-1,1], aunque
hay excepciones.

e Puede poseer un parametro externo llamado sesgo o bias especificado. Este puede tomar
valores positivos o negativos, y se encarga de “desplazar” el modelo para mejorar la
precision.

Las redes neuronales, como su nombre lo indica, son conjuntos interconectados de neu-
ronas artificiales. Estas transmiten senales a través de sus relaciones, empleando funciones
lineales (asociadas al peso de la interconexién wy, también llamadas relaciones sindpticas) y
no lineales (funciones de activacién ¢).

La primera red neuronal fue propuesta por Franck Rosenblatt en su libro Perceptron [142],
cuyo modelo recibe el mismo nombre. Esta es una red de una sola neurona, similar a lo que
se expone en la Figura 1.5b, utilizando la funcion escalén como funcién de activacién. El
perceptron es un modelo de clasificacion que utiliza hiperplanos como limitadores para cada
una de las clases, similar a lo que implementa support vector machine. De esta forma, para
nuevos datos, el modelo clasificara dependiendo de en qué lado del hiperplano se encuentre

[70].

Se pueden generar multiples arquitecturas o disposiciones de redes, principalmente aso-
ciadas al algoritmo de aprendizaje a utilizar. En general, existen dos tipos de arquitecturas
de redes, las cuales se muestran en las Figuras 1.6a y 1.6b [70].

El ajuste de pesos en las redes neuronales se da mediante el algoritmo de backpropagation.
Este es capaz de ajustar los parametros del modelo utilizando el descenso del gradiente, el
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cual corresponde a la minimizacién de la funcién de costo, utilizando derivadas parciales. La
informacion en el algoritmo se dirige desde la 1ltima hacia las primeras capas, con el fin de
analizar el error en la prediccién y modificar aquellas neuronas que tengan mayor incidencia
en ¢l [143].

Salidas
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S
LR
NN

L7

4 )

/e

Capa oculta

Capa de salida

Capa oculta

Capa de entrada Entradas
(a) Redes Feedforward (b) Redes Recurrentes

Figura 1.6: Arquitecturas mas comunes en las redes neuronales.

Finalmente, dentro de la enorme cantidad de algoritmos de machine learning, en el ano
2006 surge un subconjunto de ellos bajo el nombre de deep learning o aprendizaje profundo.
Estos algoritmos implementan nodos de procesamiento a través de capas jerarquicas llamadas
Redes neuronales artificiales, con el objetivo de procesar la informacién de forma paralela
y no lineal. Los algoritmos de deep learning pueden adaptarse a problematicas de apren-
dizaje Supervisado y No Supervisado, lo que posibilita su aplicacién en miiltiples campos
de investigacién [167]. La profundidad viene definida por las diferentes formas en las que se
pueden armar las arquitecturas. Ademas, de que las diferentes estrategias de generacion de
arquitecturas, permite resolver diferentes problemas. En la Tabla 1.3 se resumen de manera
general los tipos de arquitectura mas comunes y su utilidad.

Aplicaciones en
ingenieria de proteinas
RNN Recurrent Neural Network Desarrollo de sistemas autoencoders
Convolutional Neural Network, los ejemplos se representan

Tipo de arquitectura Descripcién general

CNN _y . . Prediccién de funciones enziméticas
como imdagenes para poder identificar patrones en ellas

LSTM Long short time memories, empleada para manipular Modelos de clasificacién para
mensajes en memoria para un intervalo de tiempo generacion de secuencias

GNN Graph Neural Networks, emplea estructuras de grafos como Clasificaciéon de plegamientos de
input para sistemas de prediccién proteinas.

G-CNN Combina estructuras de grafos con procesos de convoluciéon — Prediccion de sitios activos en

B para poder desarrollar sistemas de prediccién enzimas

Tabla 1.3: Arquitecturas clasicas de deep learning y sus aplicaciones en ingenieria de proteinas
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1.4.4. Desempeno y evaluacién de los algoritmos

Evaluar el desempeno de los modelos predictivos generados permite determinar cuan
correcto fue el entrenamiento. Dependiendo del tipo de prediccién (si se clasifican ejemplos
o predicen nuevos valores) se emplean diferentes medidas de desempeno. A continuacion, se

resumen brevemente las medidas de desempeno més aplicadas.

Modelos de clasificacion

Accuracy
TP+ TN
TP+TN+FP+ FN
Precision
TP
TP+ FP
Recall
TP
TP+ FN
F-score

2 x Precision x Recall

Precision + Recall

Medidas de regresiéon

Pearson’s coefficient

> i (@ = 7)(yi — 9)
\/Z?:l(xi —7)2 \/Zyzl(yi —7)*

Kendall’s 7 rank

(number of concordant pairs) — (number of discordant pairs

n(n—1)
2

R score

1— Doy (Y — 0i)°
Yo (Wi — 7i)?

Spearman’s rank
cov(rgx), gy

OrgxOrgy
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1.4.5. Principales problemas en el entrenamiento de modelos

De manera general, existen diferentes problemas a la hora de entrenar modelos predictivos,
los cuales se resumen a continuacion.

1. Problemas de dimensionalidad. Estos problemas estan estrechamente relacionados
con el conjunto de datos, es decir, a la cantidad de ejemplos y de atributos existentes
en él. Si hay demasiados atributos y pocos ejemplos implica que se deben aplicar reduc-
ciones de dimensionalidad, mientras que si hay demasiados ejemplos y pocos atributos,
se recomienda seleccionar ejemplos aleatorios desde el conjunto de datos para entrenar.

2. Problemas con cantidad de ejemplos. En reiteradas ocasiones, la cantidad de
ejemplos en un conjunto de datos limita el entrenamiento de los modelos y la aplicaciéon
de técnicas de machine learning. Para prevenir este problema, es necesario evaluar
la factibilidad del desarrollo de los modelos, con el fin particular de generalizar los
comportamientos.

3. Sobre ajuste. Este problema es uno de los méas complejos de trabajar, ya que evalia
céHmo se comporta la generalizacion del modelo para predecir nuevos ejemplos. Para ello,
técnicas como la validacién cruzada y evaluaciones estadisticas, permiten determinar
la existencia de sobre ajuste. Ademas, de la facilidad de disenar tasas de evaluacion del
sobre ajuste, comparando las medidas de desempeno en las etapas de entrenamiento y
la validacion.

1.4.6. Generando un modelo predictivo

Una vez comprendidas las diferentes caracteristicas, problematicas y componentes del
machine learning, es posible analizar un pipeline general para desarrollar modelos predictivos.
La Figura 1.7 muestra las etapas clasicas en el desarrollo de modelos aplicando métodos de
machine learning.

A partir de un conjunto de datos inicial es necesario en una primera etapa procesarlo,
esto incluye quitar elementos nulos, eliminar repetidos y escalar a una misma distribucion
con el fin de disminuir posibles errores que causen atributos especificos.

En una segunda etapa se debe representar numéricamente los atributos categoricos para
poder emplear los algoritmos de machine learning. Luego, con el conjunto de datos ya proce-
sado se aplican los algoritmos de aprendizaje dividiendo el conjunto de datos en validacion y
entrenamiento. Esta division se hace para prevenir el sobre ajuste. Durante el entrenamiento,
se aplican estrategias de validacién cruzada con el fin de prevenir el sobre ajuste, en esta
etapa se aplica un algoritmo con sus hiperparametros de configuracién.

Finalmente, se evalian tanto el desempeno del modelo como el sobre ajuste, comparando
el rendimiento en la etapa de entrenamiento como en la validacién y cuantificando la diferencia
entre ellos. De esta forma, resulta un modelo entrenado de manera clésica.

Si se desea entrenar un modelo aplicando estrategias de deep learning, es necesario en una
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Figura 1.7: Etapas generales en el desarrollo de modelos predictivos aplicando estrategias de
machine learning clasico.

primera instancia evaluar la representacion del conjunto de datos y la cantidad de ejemplos
existentes. Normalmente, si son representaciones vectoriales, se debe contar con una cantidad
de ejemplos considerable con el fin de asegurar la generalizacion y la facilidad del aprendizaje
dentro de la red. Por otro lado, si el conjunto de datos inicial corresponde a iméagenes, es
posible desarrollar estructuras matriciales para fomentar el entrenamiento, mientras que para
el caso de redes interconectadas, normalmente se prefiere el uso de estructuras de grafos. Una
vez identificada la forma en que se representard el conjunto de datos, es necesario seleccionar
la arquitectura a emplear, la cual, no solo depende del tipo de informacién de entrada,
sino que también del tipo de problema a resolver. Por ejemplo, si se desea trabajar con
pronosticos y series de tiempo, normalmente se emplean las arquitecturas LSTM, mientras
que para clasificar imagenes o datos matriciales se trabaja con CNN, en el caso de datos
vectoriales se emplean redes RNN, lo cual es ampliamente utilizado en el caso de clasificacion
de documentos, finalmente, en el caso de grafos, se debe emplear arquitecturas basadas en
GNN o GCNN. Una vez definida las arquitecturas, es necesario definir las capas que formaran
la red y como fluira la informacién. Luego, definir los hiperparametros de configuracion, los
modelos optimizacién y las métricas de interés, asi como también la evaluacién de uso de
capas de suavizado para la disminucion de ruido. Tal como se observa, el problema es complejo
y requiere una fuerte especializacion en este contexto.

1.4.7. Algoritmos clasicos de aprendizaje no supervisado

Tal como se nombrd previamente, el objetivo fundamental de los algoritmos de apren-
dizaje no supervisado consiste en la identificacién de patrones o separacion del conjunto de
datos en grupos con caracteristicas y propiedades definidas. La Figura 1.8 muestra una com-
paracion visual de diferentes algoritmos empleados para el particionamiento de diferentes
conjuntos de datos. La representacion 2D facilita la visualizacion de los resultados y como los
algoritmos se comportan. Normalmente, esta representacion se hace mediante transforma-
ciones espaciales asociadas a técnicas de reduccién de dimensionalidad, tales como el uso de
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Principal Component Analisis (PCA) y sus variaciones no lineales. En el ejemplo expuesto
en la Figura 1.8, la dltima fila, representa un conjunto de datos nulos, es decir, ejemplos
sin variacion clara entre ellos, lo que, intuitivamente, permite suponer que el desarrollo de
particiones no es posible. Sin embargo, algoritmos como Affinity propagation, o MiniBatch K-
means si identifican grupos, esto es debido principalmente a la naturaleza de cémo funcionan
y a su posible hiperparametrizacion.

MiniBatch Affinity Spectral Agglomerative Gaussian
KMeans Propagation MeanShift Clustering Ward Clustering DBSCAN OPTICS BIRCH Mixture

377

Figura 1.8: Representacion 2D del funcionamiento de los algoritmos de aprendizaje no su-
pervisado en diferentes datasets, extraida desde scikit-learn [125]

Algoritmos como K-means, Affinity propagation y jerdrquicos ( Ward) reciben dentro de
sus hiperparametros de configuracion la cantidad de particiones deseables. El funcionamiento
general entre ellos es el uso de métricas de distancia para poder comparar los ejemplos en
un conjunto de datos. No obstante, conceptos como centroides y agrupacién o divisiéon son
empleados por los algoritmos jerarquicos. Sin embargo, las formas de agrupacion y estrategias
son similares, siempre contemplando el concepto de distancia entre ellos.

Por otro lado, algoritmos como DBSCAN y Optics no trabajan con hiperparametrizacién
y tienen la ventaja que no requieren indicar el ntimero de particiones. Estos algoritmos
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también trabajan con estimacién de distancia. Sin embargo, cada ejemplo, se toma como una
esfera en el espacio, lo cual entrega espacialidad a la estimacién de las distancias. A su vez,
algoritmos como Mean Shift permiten emular el paso de mensajes, siendo eficientes a la hora
de trabajar con conjuntos de datos dispersos [77].

Finalmente, existen algoritmos como Espectral y Gaussian, los cuales trabajan con trans-
formaciones de datos y representaciones en forma de kernel matriciales para poder obtener
particiones segin parametros de distribucion. Por tltimo, métodos basados en deep learning
como los Self Organization Maps (SOM) también forman parte de métodos no supervisados,
siendo una de sus peculiaridades el uso de transformaciones para disminuir el espacio dimen-
sional y aplicar técnicas de divisién para poder obtener grupos en un espacio compacto o
reducido.

1.4.8. Evaluacién y desempeno

Tal como se logra apreciar, son diferentes las técnicas o estrategias que facilitan la iden-
tificacion de patrones en conjuntos de interés, presentando distintas ventajas y desventajas
dependiendo de los conjuntos de datos, representaciéon numérica y elementos asociados al
preprocesamiento inicial de los datos. Una de las formas mas simples de determinar si las
particiones son correctas es contemplando las métricas de desempeno asociadas a los algorit-
mos de clustering.

En particular, existen diferentes métricas como la homogeneidad, la completitud, v-
measures, asi como también los coeficientes de mutual information y rand index. No obs-
tante, las desventajas que presentan estas métricas se asocian a que las particiones deben
encontrarse definidas, es decir, los datos deben venir etiquetados. Pese a este requerimiento,
este tipo de técnicas puede emplearse con el fin de evaluar si las particiones provenientes por
el etiquetado de datos se encuentran separadas o sera facil la prediccion o el entrenamiento
para modelos predictivos (aprendizaje supervisado).

A diferencia de las métricas previamente nombradas, los coeficientes de siluetas y las
métricas de Calinkski-Harabasz index son las medidas de desempeno mas utilizadas y permi-
ten evaluar la separacion generada en cuanto a informacion, es decir, evaluar correlaciones
entre los ejemplos de diferentes grupos para determinar si existen relaciones de dependencias.
Los coeficientes de siluetas presentan valores entre 0 y 1, mientras que los Calinski-Harabasz
index poseen valores entre un conjunto real. Con el fin de interpretar y comprender estos
indicadores, a mayor valor, mejor es la separacién generada.

La Figura 1.9 izquierda, muestra una representaciéon de los coeficientes de siluetas a modo
de ejemplo para la evaluacién de un conjunto de datos con 4 particiones. A su vez, a la
derecha en la Figura 1.9 se muestra la representacion de los grupos. Una manera simple
de ilustrar las separaciones entre los grupos es representar las dos primeras propiedades o
caracteristicas. Sin embargo, con el fin de hacer este proceso mas eficiente, métodos como
el Analisis de componentes principales se emplean para representar las propiedades en un
espacio de maximizacion de informacion.
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Silhouette analysis for KMeans clustering on sample data with n_clusters = 4

The silhouette plot for the various clusters. The visualization of the clustered data.
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Figura 1.9: Esquema representativo de los resultados obtenidos por el Coeficiente de siluetas
y la visualizacién de los grupos, extraida desde scikit-learn [125]

1.5. Aplicaciones del machine learning en ingenieria de
proteinas

Las técnicas de machine learning y data mining han sido aplicadas en diversos estudios de
ingenieria de proteinas. Variadas herramientas y estrategias se han desarrollado para resolver
diferentes tareas especificas, jugando un rol fundamental en el avance cientifico de esta rama.

Tareas como reconstruccién de fitness [16, 97] y soporte a la evolucion dirigida [177, 174]
han sido las mas frecuentes y en las que recientemente se han aplicado técnicas de deep
learning para poder desarrollarlas. Sin embargo, se han empleado métodos de machine lear-
ning para tareas mas especificas o variadas, contemplando no solo sistemas de clasificacion,
sino que también identificacién de patrones y métodos de representacion numérica de las
secuencias amino acidicas [135, 107].

A continuacién, se describe brevemente el estado de arte mas reciente de las aplicaciones
del machine learning en ingenieria de proteinas. Ademas, se discuten los principales desafios
y cémo se pueden abordar para generar un aporte a estos recientes avances.
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1.5.1. Machine learning y deep learning como soporte de biologia
estrucrural

Sin lugar a duda, el mayor avance a la fecha en el ambito de biologia estructural ha
sido el diseno e implementacién de AlphaFold [6], el cual, combinando métodos de deep
learning usando arquitecturas CNN con informacion de evolucion filogenética y mapas de
contacto, lograron predecir la estructura secundaria de las proteinas con una alta eficiencia
y rendimiento. No obstante, una herramienta que cumple el mismo objetivo es Rose TTAfold
[11], la cual sigue una estrategia similar a AlphaFold. Pero, empleando arquitecturas N-D
track-attention como estrategia de aprendizaje.

Por otro lado, empleando transfer learning y arquitecturas LSTM, se han disenado sis-
temas predictivos para evaluar el plegamiento de membranas [169], asi como también la
interaccién de complejos proteina-proteina [52, 3]. No obstante, el desarrollo satisfactorio de
métodos para los problemas de interaccién es un problema latente y representa el siguiente
escalén de desafios en la biologia estructural para los métodos de machine learning, siendo
abordado actualmente por versiones recientes de AlphaFold [6] que permiten la prediccién de
multimetros.

Pese a los grandes avances que han presentado estas herramientas para la biologia estruc-
tural, existen complicaciones en la utilizaciéon de estas, principalmente por el costo compu-
tacional que implica su uso, lo cual disminuye las posibilidades de su aplicaciéon. Ademas,
la generacién de modelos estructurales proteina-ligando y proteina-proteina sigue siendo un
problema y desafio latente, asi como también el andlisis de proteinas de membrana y la eva-
luacion de interaccion de grandes complejos proteicos con el fin de entender las dindmicas
moleculares existentes en problemas cldsicos con las reacciones enzimaticas.

1.5.2. Machine learning y deep learning como soporte para el di-
seno de nuevas secuencias

Diferentes métodos computacionales basados en machine learning o deep learning han
sido implementadas Como herramientas de diseno, dentro de las principales, se encuentran
las aplicaciones como soporte a técnicas de diseno de variantes, tales como [177, 174] quienes
proponen el entrenamiento de modelos para guiar la selecciéon de variantes en el marco de
la evolucién dirigida. Por otro lado, existen herramientas como EcNet [97] y Unirep [4] que
se han centrado en definir estrategias para representar las secuencias con el fin de mejorar
el diseno de proteinas y contribuir especificamente a la reconstruccién de fitness, es decir,
facilitar la identificacion de mutaciones o variantes que aumenten la propiedad de interés para
una proteina en especifico. Por otro lado, la aparicién de las estrategias de deep generative
models, ha facilitado la generacién de secuencias para mapear conocimiento a priori expe-
rimentalmente [176, 119]. No obstante, requiere de un nimero elevado de secuencias input
para poder ser aplicadas de manera correcta.

Pese a los enormes avances tanto en construccion de fitness como en generacion de se-
cuencias, el diseno de mutaciones o variantes con propiedades deseables es un problema atun
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latente, siendo uno de los grandes desafios de la ingenieria de proteinas de los tltimos 40
anos y el cual sera uno de los focos de interés de este trabajo de tesis doctoral.

1.5.3. Aplicaciones del deep learning y el machine learning para
resolver tareas especificas de ingenieria de proteinas

Dentro de las principales aplicaciones del aprendizaje supervisado se encuentran las técni-
cas de clasificacion de funciones de proteinas, como la evaluacion de proteinas de uniéon a
DNA o RNA[129], para los cuales normalmente se han empleado métodos basados en random
forest y recientemente la aplicacion de deep learning, en particular, enfoques basados en con-
volutional neural network [129]. Otros enfoques han permitido la prediccién de estabilidad
de mutaciones empleando algoritmos de support vector machine [24] y la estimacién de dife-
rentes propiedades como enantioselectividad y accesibilidad al solvente, empleando métodos
como partial least square [22] y métodos de ensamble [182]. Recientes avances en deep learning
han facilitado la aplicacién de estas estrategias en el drug discovery [187], la clasificacién de
antibiéticos terapéuticos [103, 63], la anotacién y clasificacion de nuevas secuencias [15], asi
como el desarrollo de frameworks para tareas genéricas [179, 155].

La lista de tareas y aplicaciones posibles a resolver es extensa y variada, lo cual denota
que a la fecha no se han logrado los objetivos de disenar métodos genéricos de clasificacion,
asi como también frameworks de entrenamiento de modelos, transferencia de aprendizaje y
evaluacion del limite del poder predictivo de los modelos, lo cual genera un punto de desarrollo
importante y de interés para la comunidad cientifica.

1.6. Los mayores desafios de la ingenieria de proteinas
en las ultimas décadas

Los problemas y desafios en la ingenieria de proteinas son variados. Sin embargo, el mayor
desafio de los tltimos cuarenta anos se ha centrado en el disenio de proteinas con propiedades
deseables. A pesar de la existencia de protocolos definidos como la evolucién dirigida y el
diseno racional, y sus mejoras incorporando métodos basados en aprendizaje de maquinas,
el problema atn persiste.

Mas en detalle, los principales problemas que seran abordados en esta tesis de doctorado
se resumen a continuacion.

1.6.1. Representaciones numéricas, cual es la mejor alternativa?

A menudo, el uso de secuencias lineales de proteinas se relaciona a la identificacién de
patrones o evaluacién de variantes para una misma proteina. Actuales herramientas bioin-
formaticas permiten el uso de la secuencia de manera directa y por medio de alineamientos de
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secuencias o modelamiento a través del uso de Cadenas de Markov, facilitan el reconocimien-
to de patrones o la evaluacion de mutaciones. No obstante, para la aplicacion de métodos
basados en inteligencia artificial, ya sea la identificacion de clister o el entrenamiento de
modelos predictivos, se requiere generar representaciones numéricas de la secuencia.

Existen diferentes formas de representar numéricamente las secuencias, tales como one
hot encoding, propiedades fisicoquimicas [107], asi como estrategias mds recientes basadas
en text mining [182] y la generacién de modelos de aprendizaje de representaciones [135]. A
pesar de ello, no existe un consenso asociado a qué técnica utilizar. Cada una presenta sus
pros y contra. No obstante, la cantidad de informacion involucrada varia entre ellas, asi como
también la forma de procesamiento, tiempo de computo, entre otras. Sin embargo, a mayor
informacion, incrementa el nimero de dimensiones a tratar, aumentando la complejidad del
problema. Esto implica, utilizar técnicas de reducciéon de dimensionalidad para seleccionar
las dimensiones con mayor variabilidad en el conjunto de datos. Ademas, recientes avances
han combinado las representaciones de propiedades fisicoquimicas con transformaciones al
espacio de frecuencias con el fin de adquirir una mayor visibilidad de las interacciones y los
patrones funcionales [107, 157]. Sin embargo, problemas como la seleccién de propiedades,
la definicion de estrategias de transformacion y como reconstruir el espacio latente, forman
parte importante de las interrogantes a resolver.

En vista de las necesidades de desarrollo de modelos de clasificacién/regresion y la gene-
racion de sistemas de clustering para secuencias lineales de proteina, con el fin de apoyar al
diseno de proteinas, analisis de variantes e inclusive caracterizacion de secuencias, sin tener
conocimiento sobre su estructura. Se propone el uso de transformadas de Fourier como méto-
do de digitalizacién de propiedades fisicoquimicas para el desarrollo de conjuntos de datos
que permitan ser entrenados para el desarrollo de estimadores o identificar patrones, siendo
el tema central a abordar en el capitulo 2 y sus aplicaciones para entrenamiento de modelos
ensamblados en el capitulo 3, como soporte de estrategias de andlisis de espacios latentes
en el capitulo 4, asi como también su aplicaciéon en identificacion de patrones asociados al
trabajo a futuro que se esta desarrollando.

1.6.2. Estudio de mutaciones puntuales, como podemos caracteri-
zar las mutaciones?

El desarrollo de modelos de clasificacién y/o regresion, es uno de los temas més recurrentes
en el campo de la mineria de datos y el aprendizaje de maquinas. Sin embargo, el hecho de
asociar mutaciones a una respuesta, conlleva al problema de como caracterizarla, con el fin
de alimentar a los algoritmos para ser entrenados.

A raiz de esto, cuales son los mejores descriptores para una mutacién?, desde qué puntos de
vista se puede hacer una caracterizacién? Y cudles son mas relevantes?, son interrogantes que
se presentan a la hora de abordar su representacion, siendo problemas que han sido tratados
desde un largo tiempo sin lograr generar un consenso o una forma general de disenar tal
caracterizacion.

En un gran nimero de trabajos, en los cuales se ha evaluado la estabilidad de proteinas en
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torno a la mutacién, se han utilizado descriptores termodinamicos y de ambiente para poder
representar el cambio amino acidico [60, 118]. A pesar de que los desempenos de los esti-
madores han sido aceptables y relativamente altos. Esta caracterizacién jpodra ser utilizada
para mutaciones asociadas a riesgo clinico?, ; Existira una correlaciéon entre la respuesta y las
variables de interés?, ;Cémo afecta al desempeno del modelo la existencia de diferentes ejem-
plos asociados a distintas proteinas en un tnico conjunto de datos?, etc., son interrogantes
que nacen a la hora de plantearse la situacion.

Dado a lo anterior, y con el objetivo de generar un aporte significativo al desarrollo
de estimadores basados en aprendizaje de maquinas, se ha propuesto adicionar el concepto
de filogenia a la descripcién de mutaciones y disgregar los conjuntos de elementos para ser
tratados por proteinas independientes, esto con el fin de generar modelos de clasificacion
y/o regresion proteina-especificos, los cuales puedan ser aplicados a diferentes respuestas de
interés ya sea: efectos en mutaciones, estabilidad, actividad, productividad, etc., siendo este,
el tema central a abordar en el capitulo 5.

1.6.3. Disenar mutaciones, proponiendo nuevas estrategias de di-
seno

Disenar proteinas de manera eficiente, con una identificacién adecuada de la propiedad en
estudio o funcionalidad a adicionar, sin incurrir en grandes costos econdmicos y de recursos, es
uno de los desafios mas relevantes de la ingenieria de proteinas. Como se nombré previamente,
son dos los enfoques que se utilizan actualmente: Evolucién dirigida y diseno racional.

Ambas técnicas tienen sus ventajas y desventajas. No obstante, poseen en comun una
demanda en tiempo elevada y se requiere de conocimientos profundos sobre la estructura
para poder disenar las mutaciones, al menos, para el caso de diseno racional.

Enfoques computacionales han sido propuestos, con el fin de minimizar los costos econémi-
cos, contemplando evaluaciones energéticas asociadas a los residuos y cémo estos afectan a la
estabilidad. No obstante, no pueden ser utilizados en secuencias lineales. Ademads, dejan de
lado el concepto filogenético en el estudio, resultando un gap entre ambos puntos de vista.
Por otro lado, métodos basados en la mineria de datos, solo se han centrado en identificacion
de residuos o el entrenamiento de modelos para predecir estabilidad o propiedades simples
de prediccion.

Recientemente, el machine learning directed evolution [174] y los métodos semi-racionales
de diseno aprovechan las ventajas del deep learning o machine learning para generar si-
mulaciones basandose en modelos predictivos y asi, apoyar o dirigir las técnicas de diseno.
Sin embargo, presentan los mismos problemas asociados a la representacién numérica, ca-
racterizacién de los conjuntos de datos y cémo identificar puntos claves o de relevancia, asi
como secuencias que maximicen la propiedad de interés, sin tener que incurrir en métodos
de heuristica y costosos sistemas computacionales.

A partir de lo anterior, y con el fin de generar un aporte significativo en el area de diseno,
se ha considerado esta problematica como un foco central y culminante para el desarrollo de
este trabajo, proponiendo asi, la implementacién de métodos computacionales, basados en
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técnicas de mineria de datos y aprendizaje de maquinas, que permitan proponer mutaciones
o variantes dado un conjunto de secuencias con respuesta conocida. Trabajando con variados
métodos de representaciéon numérica y emulando variantes en el espacio latente basandose
en el reconocimiento de sitios de interés en la proteina objetivo. Toda esta problematica,
el planteamiento de la metodologia y qué se utilizara para llevar a cabo, se abordara en el
capitulo 4.

1.7. Hipodtesis

Con base en las herramientas computacionales existentes y a los problemas expuestos
previamente en este capitulo. Ademas, tomando en consideracion los avances en mineria de
datos y aprendizaje de méaquinas a la fecha. Se propone la siguiente hipotesis.

Combinar representaciones numéricas de secuencias de aminodcidos optimizadas para la
aplicacion de algoritmos de machine learning, junto con sistemas predictivos basados en
aprendizaje por ensamble, mejora los rendimientos de los modelos predictivos en tareas de
imgenieria de proteinas, facilitando su uso para la elaboracion de estrategias de diseno de
proteinas con propiedades deseables y estudio de mutaciones.

1.8. Objetivos

1.8.1. Objetivo general

Elaborar estrategias computacionales para el diseno de proteinas con propiedades deseables
y estudio de mutaciones con aplicaciones en ingenieria de proteinas, soportadas por optimi-
zacion de representaciones numéricas y sistemas predictivos entrenados mediante técnicas de
aprendizaje por ensamble.

1.8.2. Objetivos especificos

1. Crear estrategias computacionales para representar numéricamente las secuencias de
proteinas a partir de propiedades fisicoquimicas semanticamente seleccionadas, con el
fin de facilitar la aplicacién de estrategias de inteligencia artificial.

2. Construir métodos computacionales para el entrenamiento de modelos predictivos em-
pleando aprendizaje por ensamble combinado con representaciones numéricas basadas
en propiedades fisicoquimicas seleccionadas por sentido seméantico.

3. Elaborar protocolos de diseno de secuencias con propiedades deseables a partir del
estudio de espacios latentes estadisticos provenientes de la representacion numérica de
las secuencias, como soporte para las herramientas de diseno experimentales.
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4. Disenar métodos computacionales para el estudio de mutaciones puntuales y la identi-
ficacién de sitios relevantes para mutagénesis sitio-dirigida, combinando los puntos de
vista filogenéticos, termodinamico y estructural.

Tanto el objetivo general como los tres objetivos especificos propuestos seran abordados
en los capitulos dos al cinco, donde se expondran las diferentes metodologias desarrolladas y
las aplicaciones de estas en diferentes problemas comunes de la ingenieria de proteinas.

26



Capitulo 2

Representaciones numéricas

Uno de los principales problemas a la hora de aplicar técnicas de machine learning y
data mining en ingenieria de proteinas, es la representacién numérica de las secuencias de
aminodcidos.

Diferentes estrategias han sido desarrolladas para resolver este problema. Los primeros
enfoques se basaron en la binarizacion de las secuencias empleando técnicas como one hot u
ordinal encoder [21]. No obstante, la alta dimensionalidad del conjunto de datos y la falta de
significado biolégico son problemas recurrentes en estas estrategias de codificacién. Alterna-
tivamente, el uso de las propiedades fisicoquimicas y termodinamicas de los aminoacidos ha
sido ampliamente explotada como método de codificacion de secuencias. Sin embargo, pro-
blemas como la seleccion de las propiedades y la falta de representatividad de la interaccion
entre los residuos han provocado falencia de informacion para los sistemas predictivos.

Nuevos enfoques han empleado estrategias de text mining basadas en doc2vec o word2vec
para trabajar las secuencias como documentos y desarrollar sistemas de aprendizaje de re-
presentacién numérica [182, 181]. No obstante, al igual que en los métodos previamente
mencionados, carece de representacién bioldgica o es demasiado compleja su interpretacion.
Otro enfoque interesante se ha basado en métodos soportados por teoria de grafos, siendo
empleado con éxito en los dltimos afios [61]. Sin embargo, su uso es limitado, ya que se
necesita la estructura de la proteina para aplicar estas representaciones y, por otro lado, no
existe un consenso claro sobre la mejor estrategia de generacién de los grafos. Por otro lado, a
partir de las representaciones numéricas se han desarrollado técnicas para generar imagenes
con el fin de incrementar las capacidades de identificacién de patrones a partir de estrategias
de convolucién y de computacion visual [145, 44]. Sin embargo, estas técnicas dependen prin-
cipalmente de la representacién numérica, lo cual denota los mismos problemas expuestos
previamente asociados a dichas representaciones. Ademas, se necesita un gran volumen de
datos para balancear el niimero de parametros asociados al aprendizaje en las CNN.

Como alternativa, las estrategias basadas en codificaciones por propiedades fisicoquimi-
cas han sido utilizadas en combinacién con técnicas de procesamiento digital de seniales para
representar secuencias en el espacio de frecuencias [22, 157, 107]. Esta estrategia tiene la
peculiaridad de homologar los comportamientos de una proteina a nivel estructural. Pese a
esta ventaja, seleccionar qué o cuantas propiedades utilizar y de qué forma combinarlas es
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un problema complejo, que a la fecha no ha sido resuelto. Debido a que las transformadas de
Fourier facilitan la transformacién de espacios reales a frecuencias, es recurrente su uso en
procesamiento de senales, esto, sumado a las ventajas que integra este tipo de representacio-
nes a la hora de simular los efectos de interaccion entre los residuos [40], lo hacen parecer una
estrategia interesante, de gran usabilidad y un método potente para representar numérica-
mente las proteinas [107, 156]. Sin embargo, la necesidad de identificar las propiedades claves
para su transformaciéon dificultan su usabilidad.

A pesar de la existencia de miltiples estrategias de representaciéon numérica, el problema
aun persiste, demostrando la necesidad de diseniar metodologias de codificacién numeérica de
facil comprension y que faciliten la simulacion de los comportamientos estructurales de la
proteina para ser incluidos como informacion en posteriores desarrollos de sistemas predicti-
VOS.

En este capitulo, se abordaran las diferentes estrategias de codificacién, nombrando sus
ventajas y desventajas. Ademads, se propone una metodologia para generar codificadores de
propiedades fisicoquimicas, los cuales combinados con técnicas de procesamiento digital de
senales, facilitan la representacion numérica de secuencias con sentido bioldgico y permiten
emular los posibles comportamientos estructurales con respecto a interaccion. El método
propuesto fue evaluado midiendo el desempeno de modelos de predictivos y comparando los
resultados con estrategias clésicas, representaciéon como objetos y técnicas previamente re-
portadas, logrando presentar mejores resultados en diferentes tareas predictivas de ingenieria
de proteinas, demostrando la usabilidad y las ventajas de la técnica propuesta en esta meto-
dologia. Ademas, las representaciones fueron utilizadas como métodos de clustering para la
identificacién de patrones y como input para entrenamiento de modelos ensamblados y diseno
de espacios latentes probabilisticos, lo cual se vera en detalle en los siguientes capitulos.

2.1. Estrategias y metodologias de codificacién

Las estrategias de codificacién buscan representar un vector categérico de manera numéri-
ca. Existen diferentes tipos de metodologias previamente desarrolladas. La Figura 2.1 genera
un resumen general de las principales metodologias de representacién numérica, las cuales
pueden dividirse en generacién de codificadores (Figuras A-D), representaciones de imagenes
(Figura E) y representaciones de grafos (Figura F). Se alcara que no se nombran las repre-
sentaciones con base en natural language processing y procesos de aprendizaje en la Figura
2.1 debido a que se expondran mas en detalle en las siguientes secciones del escrito. A con-
tinuacion, se describen brevemente cada una de estas técnicas, asi como también su uso en
ingenieria de proteinas, sus ventajas y desventajas a la hora de interpretar los resultados y
su representacion.

2.1.1. One hot y ordinal encoder

One hot encoder, es una de las técnicas mas utilizadas a la hora de codificar variables
categoricas y se basa principalmente en la adicion de columnas con respecto a las categorias
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Figura 2.1: Esquema representativo de las principales estrategias de codificacion y represen-
tacién numérica aplicadas en ingenieria de proteinas.

existentes en un conjunto de datos [21].

Dado el vector x de tamano n con m categorias, por definicion, One hot encoder agrega al
conjunto de datos m — 1 columnas. Las nuevas columnas se completan con una binarizacion
de los elementos, indicando si el elemento x; posee la categoria m; con un valor 1 y en caso
contrario 0. En el caso de secuencias de proteinas, las categorias se consideran como los 20
residuos canonicos, de esta manera, los vectores codificados quedan de tamano n x 20. Esto
puede ser resumido en la Figura 2.1 A.

Ordinal encoder, es una simplificacion de One hot encoder, ya que, simplemente codifica
las categorfas con nimeros en el conjunto [0, m — 1]. Es decir, sea el vector x de tamano n
con m categorias y sea M el espacio de las posibles categorias con M = [my, - ,my], y
cuya codificacién implica el vector M' = [0,--- ;m — 1]. V elemento que € a = se obtiene
su codificacién a partir del elemento M'(M(m;)) que corresponde a la codificacién de la
categoria en el espacio M [125]. La Figura 2.1 B, representa esquemdticamente este tipo de
codificacion.

Este tipo de codificaciones ha permitido implementar modelos predictivos para predecir
hot spot en proteinas [124], asi como también ha facilitado la implementacién de metodologias
para el diseno sintético de anticuerpos [173]. No obstante, estos modelos son relativamente
antiguos, presentan varias falencias a la hora de su replicabilidad. Ademas, el uso de es-
tas técnicas se relaciona a problemas asociados con la alta dimensionalidad de los vectores
numéricos y la interpretacion bioldgica. Por otro lado, en contextos como regularizacion de
genes, ha permitido implementar redes de expresion considerando la binarizacion como una
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estrategia eficiente de representacién [96]. Sin embargo, no brinda informacién suficiente a
modelos predictivos para asegurar el aprendizaje, ya que los patrones no son claramente de-
finidos. Por otro lado, cuando las secuencias a codificar no presentan el mismo tamano, es
necesario aplicar técnicas como zero-padding® con el fin de ajustar todos los vectores a un
mismo largo, lo cual es requisito a la hora de aplicar algoritmos de machine learning.

2.1.2. Frecuencias de residuos

Esta estrategia de representacion numérica se basa en obtener la frecuencia de los residuos
en la secuencia y reemplazarlos por dichos valores. Existen diferentes formas de implementar
esta estrategia. Sin embargo, son dos las principales [120].

1. Para una secuencia S con r residuos se estima la frecuencia f de cada residuo r como
%= donde n, es el numero de veces que aparece el residuo 7 en la secuencia S'y L es el
largo de la secuencia. Cada residuo r es reemplazado por su correspondiente valor f.

2. Dado el espacio E de los posibles residuos en una secuencia de proteina P, se genera
un vector numérico de tamano L donde L es el largo del espacio E. Luego, se estima la
frecuencia f para cada residuo r en el espacio y se reemplaza el elemento E; del espacio
E por la frecuencia f calculada. En el caso de no existir el residuo r en la secuencia P,
simplemente se completa con un valor 0.

En esta estrategia, cada residuo r es representado en un rango entre [0, 1]. Sin embar-
go, solo la informacion del conteo de residuos en la secuencia es insuficiente y no permite
identificar patrones complejos en las proteinas asociados a las relaciones entre los residuos.
Fallando especificamente en la representaciéon de conjuntos de datos con mutaciones pun-
tuales. Ademas, existen variaciones a este tipo de representacién en las cuales, en vez de
considerar solo un residuo r, se consideran dipéptidos o tripéptidos, lo cual busca identificar
patrones filogenéticos en las secuencias a modo de brindar mayor informacién para su usa-
bilidad. No obstante, dichas estrategias no han sido aplicadas a modelos predictivos, solo se
han considerado para analisis filogenéticos y estadisticos [29, 160].

2.1.3. Uso de propiedades fisicoquimicas

Diferentes métodos experimentales han permitido obtener propiedades fisicoquimicas de
los residuos para su caracterizaciéon. Bases de datos como AAIndexr [82] han recopilado di-
chas propiedades y las han habilitado para su uso en variadas aplicaciones de ingenieria de
proteinas [107, 157].

Este tipo de representacion se basa en codificar un residuo r; de una secuencia S em-
pleando una o un conjunto de propiedades P (Ver Figura 2.1 C), de esta forma, el residuo r;
se representa por un vector v = [Py(r;) - - - P,(r;)], donde el tamafio del vector v es j depende
del niimero de propiedades que se deseen aplicar.

!Completar con ceros hasta que todos los vectores tengan el mismo largo.
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Este enfoque ha sido ampliamente empleado en la generacién de descriptores para con-
juntos de datos en ingenierfa de proteinas [23, 25|, asi como también para elaborar sistemas
predictivos de estabilidad de proteinas [8, 20, 128] y evaluacién de enantioselectividad en
mutaciones puntuales [22]. Asi como también, en clasificacién de antigenos para células tu-
morales [72].

Uno de los principales problemas a la hora de emplear esta estrategia recae en la se-
leccién de las propiedades a emplear, asi como su cantidad, la eleccion de las propiedades
mas representativas y cémo combinarlas en caso de ser necesario. Si bien técnicas basadas
en reduccion de dimensionalidad e identificacién de patrones han tratado de resolver este
problema [58, 156], los patrones identificados no son consistentes en cudnto a la definicién de
propiedades, ya que, numéricamente, pueden tener una gran similitud. Pero, biolégicamente,
significados muy diferentes. Lo cual hace a este problema, complejo de resolver y un tema
abierto de desarrollo a la fecha.

2.1.4. Natural language processing

Natural language processing (NLP) es una técnica que permite entender el contexto, la
cohesion y la sintaxis dentro de un texto [34]. Estudios recientes han comenzado a aplicar
métodos basados en NLP para la representacion numérica de las secuencias de proteinas,
con el fin de poder aplicarlas en sistemas predictivos o identificaciéon de patrones complejos
a partir de las secuencias de proteinas [182].

La base de este desarrollo se ha centrado en la generacion de autoencoders, los cuales
se definen como sistemas de aprendizaje que facilitan la codificacién de secuencias en vec-
tores numéricos continuos pertenecientes al espacio real y su decodificacién [13]. La Figura
2.2 muestra una arquitectura clasica de los autoencoders, donde se aprecia claramente los
componentes principales de un autoencoder: el codificador y el decodificador.

La forma en la que se entrenan estos sistemas predictivos es basandose en métodos de
text mining, ya sea doc2vec o word2vec [85] y la subdivisién de la secuencia en segmentos
denominados k—mers, los cuales constituyen sub secuencias de tamano k. Estos k—mers son
ingresados al sistema en forma de tripletes, donde el elemento central consiste en la secuencia
a aprender a representar numéricamente, mientras que los segmentos laterales representan el
contexto del mismo. La representacion numérica de estos k—mers se centra en una binariza-
ciéon mediante one hot. Finalmente, el proceso de aprendizaje se centra en la representacion
numérica de las secuencias en un espacio real mediante el uso de embeddings, generando vec-
tores comprimidos de informacién, donde su tamano es parametrizable. No obstante, debido
a que la idea principal es generar vectores unicos, normalmente se emplean tamanos que
van desde los 760 hasta los 1900, como son los casos de los modelos pre-entrenados Bert y
Bubbler [135]. De esta forma, estas técnicas permiten obtener vectores numéricos a partir de
las secuencias lineales de los aminoacidos.

Diferentes aplicaciones en ingenieria de proteinas han sido desarrolladas bajo este foco del
text mining, los principales desarrollos se han centrado en el uso de embeddings para entrenar
modelos en ingenierfa de proteinas [182], generar autoencoders para familias de secuencias
de proteinas [135], y en otro contexto, aplicar estas metodologias para representar SMILES
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Figura 2.2: Esquema representativo de un autoencoder como método de desarrollo de vectores
numéricos

87].

Pese a los diferentes beneficios que otorgan este tipo de codificaciones, existen variadas
probleméticas al momento de emplearlas.

1. Se requiere un nimero elevado de secuencias para asegurar la generalizacién del apren-
dizaje del autoencoder.

2. El costo computacional para su desarrollo es elevado, tanto para entrenar nuevos mo-
delos como a la hora de emplear modelos pre-entrenados o herramientas como TAPE
[135].

3. La interpretacion biologica de los vectores es compleja de desarrollar. Debido al nivel
de abstraccién, normalmente no se suelen apreciar relaciones simples.

4. Pese a la existencia de herramientas como TAPE [135], el problema de la dimensiona-
lidad aun persiste, dado que sus codificadores crean vectores de tamanos 760 y 1900,
dependiendo del modelo empleado, lo cual, a la hora de clasificar secuencias de péptidos
con tamanos de 5 a 150 residuos, denota un incremento importante de la dimensiona-

lidad.
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2.2. Imagenes y estructuras de grafos como estrategias
de representacion de proteinas

Maés alla de la representacién de las secuencias como vectores numéricos, se han imple-
mentado estrategias que facilitan su representaciéon como objetos. Dentro de estas estrategias,
se destacan el uso de estructuras de grafos y la aplicacion de técnicas de procesamiento de
imagenes. A continuacién, se hablard brevemente de cada una de estas técnicas, su forma de
trabajo, definiciones, caracteristicas y principales problematicas.

2.2.1. Estructuras de grafos aplicadas a representacién de pro-
teinas

Un grafo es un tipo de estructura que permite almacenar informacién no estructurada
[150], se ha aplicado en diferentes estudios en ingenierfa de proteinas, ya sea con el fin de
identificar patrones, desarrollar modelos predictivos, o generar aplicaciones para el diseno de
nuevas variantes [75, 76]. Sin embargo, su mayor explotacién ha sido en estudios de drug
discovery [61].

Matematicamente, un grafo se puede definir como

G = (N, E) (2.1)

Donde N representa el conjunto de nodos y F el conjunto de aristas, es decir, las cone-
xiones existentes entre los nodos, las cuales pueden ser con sentido (grafos dirigidos) o sin
sentido (grafos no dirigidos). Para representar proteinas, es necesario utilizar la estructura
tridimensional de ellas, con el fin de que cada nodo N sea un residuo y las aristas repre-
senten las interacciones entre los residuos. La generacion de nodos puede desarrollarse desde
diferentes puntos de vista, dentro de los principales destacan.

1. Atomos como representacién de nodos, en este sentido, se emplean los atomos de la
estructura para generar un nodo.

2. Carbono a como representacion de un residuo. Se emplea este atomo para representar a
un residuo, contemplando que es atomo central de la estructura bésica del aminoacido.

3. Centroides. Se define un atomo sintético, el cual corresponde al promedio de las coor-
denadas de las posiciones de cada atomo en el residuo, con el fin de emular un punto
central en el residuo a representar.

Asi como existen diferentes estrategias de construccion de nodos, existen variados métodos
de generacion de aristas, dentro de las cuales destacan.

1. Aristas generadas por estimacién de distancia. Se estima una distancia euclidiana o
variantes entre diferentes nodos. En un grafo full connected, la distancia puede ser
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asociada como peso en las aristas. No obstante, normalmente es necesario emplear
rangos de sentido bioldgico con el fin de conectar los nodos.

2. Estimacién de interacciones electrostaticas débiles como evaluacién de interconexién
entre nodos. Esto es asociado principalmente a puentes de hidrégenos.

Dado a esto, es posible generar estructuras de grafos para resolver problemas de ingenieria
de proteinas. No obstante, su desarrollo y aplicacion puede presentar diferentes problemas.
Primero, existe la necesidad de contar con la estructura tridimensional de la proteina. Por
otro lado, a la hora de entrenar modelos predictivos, los problemas con la generalizacion y
el sobre ajuste de los modelos resultan bastante complejos. Ademas, si el conjunto de datos
se encuentra desbalanceado, normalmente los modelos generados tienden a un sobre ajuste,
no siendo capaz de identificar diferencias sutiles que alteren la clasificacién de una respuesta,
por ejemplo, mutaciones puntuales no relacionadas con sitios activos o alostéricos en enzimas.
Finalmente, la eleccion de las estrategias de generacion de nodos y creacion de aristas atn
no esta generalizada y es un tema importante de desarrollo pendiente en la actualidad.

2.2.2. Aplicaciones de imagenes a representaciones de proteinas

Una imagen es una representacién matricial de pixeles combinados con informacion de
espectros de colores RGB. No obstante, si solo se toma el componente de los pixeles, es
posible definir patrones matriciales que representan imagenes, similar a las metodologias
de fingerprinters [78, 102]. Teniendo esto en mente, es posible extrapolar estas estrategias
combinadas con las representaciones numéricas para generar representaciones matriciales
correspondientes a imagenes.

De esta forma, sea una secuencia S representada numéricamente con alguna estrategia de
codificacion, ya sea de las antes mencionadas o alguna nueva implementada, tal que se forma
el vector R de dimensiones (1,n). Dicho vector, mediante transformaciones espaciales, es
posible redimensionarlo para generar una representacién matricial M con dimensiones (m, n),
la cual, puede ser representada como imagenes. Aplicando esta transformacién espacial, las
dimensiones de la matriz M deben ser las mismas para cada secuencia en el problema de
interés, lo cual provoca que se deba generar completar tamanos con zero-padding para poder
llevar a cabo dicha transformacion.

Variados métodos computacionales han empleado estas técnicas combinadas con arqui-
tecturas de convolutional neural network para desarrollar modelos predictivos en ingenieria
de proteinas. Logrando predecir satisfactoriamente efectos termodinamicos, clasificacién en-
zimdtica, entre otros, con rendimientos por sobre el 90 % de precisién.

Dentro de los principales métodos desarrollados se encuentra ProtConv [146], herramien-
ta que utiliza el modelo pre entrenado TAPE [135] para representar numéricamente una
secuencia de aminodcidos. Este vector es redimensionado para generar una imagen rectan-
gular, la que se utiliza para predecir funciones proteicas utilizando arquitecturas de deep
learning. Por otro lado, [185] construye matrices bidimensionales a partir de las propiedades
de los aminoacidos que la componen, procesando su informacién previamente. Este método,
ademads, se ha utilizado para evaluar interacciones proteina-proteina.
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Por otro lado, se han implementado visualizaciones en espacios 20D (20 refiriéndose al
nimero total de aminodcidos disponibles). La secuencia queda representada como “pasos” en
un vector de 20 dimensiones, donde cada valor es representado como un punto de masa [116].
Ademas, se ha ampliado este enfoque considerando el momento de inercia tridimensional, con
proyecciones a 2-D y 3-D para representar las distribuciones de aminoécidos [42]. El objetivo
de estos métodos es realizar comparaciones de secuencias sin involucrar alineamientos, ya que
resultan costosos computacionalmente.

Como una representacion utilizando imagenes tridimensionales, se han realizado enfoques
que consideran representar la proteina como un cilindro. Se procede a fijar los animo acidos
en un plano bidimensional, en forma de circulo, y utilizar el eje z para representar la secuencia
con lineas interconectadas en la superficie del cilindro [186].

Para finalizar, existe el algoritmo chaos game representation (CGR), el cual ha sido uti-
lizado desde la década de los 90 para representar secuencias genéticas a través de iméagenes
bidimensionales [79]. [jltimamente, se ha ampliado este objetivo a proteinas, las cuales tienen
un alfabeto de 20 aminoacidos, en lugar de 4 nucleétidos. CGR ha sido empleado exitosamente
como método para clasificar funciones de proteinas en espacios reducidos de categorias[161].

Como método de clasificacién de proteinas, durante los tltimos anos se han utilizado
las redes neuronales de convolucién tratando imégenes como entradas. En [145] genera una
precisién del 85.3 % utilizando la arquitectura LeNet-5. Mientras, [44] utiliza la arquitectura
ResNet, obteniendo un rendimiento del 95.03 %. Finalmente, con un mejor resultado, [89]
obtiene una precisién del 96.9 % utilizando una arquitectura propia.

Sin embargo, a pesar de los enormes rendimientos, existen diferentes probleméticas que
se deben considerar a la hora de aplicar estas metodologias.

1. La generalizacion de los modelos predictivos es compleja, si bien los sistemas predictivos
logran una precisién superior al 80 %, la precisién y el recall son bajos (inferiores al

50 %).

2. No existen estrategias claras de representacion de iméagenes, razén por la cual, se deben
explorar y combinar diferentes métodos para obtener los conjuntos matriciales.

3. La identificacién de patrones puede inducir a falsos positivos, es decir, imagenes con
un patréon muy similar. Pero, clasificados con distintas categorias, esto inducira errores
en los modelos predictivos y bajara el rendimiento de los modelos.

2.3. Aplicaciones de digital signal processing

El procesamiento digital de senales es una de las técnicas mas utilizadas para comprender
los fenémenos fisicos de los espectros y sus caracteristicas, teniendo aplicaciones en diferentes
campos de investigacién, como la biomedicina [39], biotecnologia [156], entre otros. El en-
foque de procesamiento digital en ingenieria de proteinas se basa en usar las transformadas
de Fourier para obtener representaciones en el espacio de las frecuencias, estas representa-
ciones facilitan emular el comportamiento estructural de los aminoacidos, dado que, en una

35



estructura, todos los residuos influyen sobre otro, mientras que en el dominio de las frecuen-
cias, todo punto influye sobre el resto. A continuacion, se exponen las principales tematicas
asociadas a este tema, asi como también los usos en ingenieria de proteinas. Este enfoque se
detalla de manera mas extensa debido a que es el foco de la metodologia de representaciones
de proteinas a desarrollar durante este capitulo.

2.4. Transformaciones de Fourier

Las transformadas de Fourier, corresponden a una transformacion matemadtica que per-
mite analizar una funcién definida en el espacio-tiempo, denominada senal, en sus frecuencias
constituyentes. Como caracteristica general, se genera una funcion definida en el espacio de
frecuencias, representada por un valor complejo, en el cual, su médulo corresponde al valor
de dicha frecuencia en la funcién inicial y su coeficiente, corresponde al desfase sinusoidal en
la frecuencia [159].

Sea f una funcién definida en el espacio-tiempo, representando una senal, integrable
Lebesgue, su transformada se define como f : R — C, asociada a una frecuencia, denotada
por f, la cual se expresa como:

+oo

f&= fla)e ™ dx (2.2)

— 00

Donde £ corresponde a un numero real y x representa al tiempo. A partir de 2.2, se puede
definir la transformacion inversa

—+o00

flz) = f(&)e mi¢de (2.3)

Tanto 2.2 y 2.3, corresponden a funciones con distribucién continua. De manera similar,
es posible definir las transformadas de Fourier y su inversa, en el espacio de distribuciones
discretas, en donde, solo se considera un segmento muestral finito del conjunto de datos
continuos para reconstruir el espectro de frecuencias [134]. Dado esto, la transformada de
Fourier discreta se define como:

27m
Z Tne N vie [0, N —1] (2.4)
Donde N representa a una secuencia de nimeros complejos zg, -+ ,xny_1. Se define la

transformada discreta inversa de Fourier como:

2
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Las transformadas de Fourier han sido utilizadas en diferentes campos de investigacion,
tales como: fisica, teoria de niimeros, procesamiento de senales, propagacion de ondas, Optica,
etc. Siendo el andlisis armoénico, la rama matemaética encargada de este tipo de estudios.

A partir de lo anterior, debido a los diferentes empleos que puede tener esta transformada,
nace la necesidad de resolver de manera eficiente esta funcion, para ello nacen diferentes
algoritmos, dentro de los cuales, el principal se conoce como Transformada rapida de Fourier
(FF'T, por sus siglas en inglés).

2.4.1. Transformada rapida de Fourier (FFT)

La transformada répida de Fourier (FFT), es un algoritmo que permite encontrar solu-
ciéon a una DFT con una disminucién en la complejidad. Esto es, al resolver el problema
directamente desde la DFT, se presenta una complejidad O(N?), en cambio, al utilizar FFT,
se obtiene una complejidad de O(N log N) [172].

La idea general del algoritmo fue propuesto por Cooley [36]. Dentro de sus particulari-
dades, es que debido a la subdivision en N transformadas de menor complejidad a resolver,
donde N se compone de n; y n9, se requiere que el conjunto de muestras, presente un tamano
del orden 2 - 2", es decir, una potencia de 2. A pesar de que dicho algoritmo es uno de los
mas comunes para la resolucion de transformadas de Fourier, no es el tinico, siendo algunos:
Prime-factor FFT [86], Bruun’s FFT, Rader’s FFT, Bluestein’s FFT, y Hexagonal FFT [41].

Las definiciones matemadticas del proceso, se realizaron por Peter D. Welch en [172],
explicando la formulacién del problema y las demostraciones de la solucion.

La divisién que se genera en el algoritmo FFT propuesto por Cooley [36], se basa en el
uso de radix-2 DIT, esto es, la divisién de una DFT de tamano N en dos DFT de tamano
N/2 de manera recursiva.

De manera general, se estiman las DFT de los pares e impares por separado (2, ¥ Tom1,
respectivamente), para luego combinarlas y estimar la DFT del espacio completo Debido a
esta subdivision recursiva en pares, se requiere un nimero de componentes en potencia de 2.
Normalmente, se adicionan elementos para poder cumplir con dicha condicién, comiinmente,
se utiliza zero-padding [112], para satisfacerlo.

Matematicamente, las DFT de los componentes pares e impares y su combinacién se
obtiene a partir de:

N/21 7%2 k N2 7@(2 +1)k
X = Z Tome N + Z Tomire N (2.6)
m=0 m=0

Donde el primer componente denota los elementos pares Ej. y el segundo componente los
impares Oy, en la ecuacién 2.6, respectivamente.

Un esquema representativo de los pasos a seguir en el algoritmo, la utilizacién del radix-2
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DIT y cémo se obtienen las DFT para luego combinarlas se expone en la Figura 2.3.

inputs: N = N1N2
1d DFT of size N: [T PP Y]

=~ 2d DFT of size N, xN,

reinterpret 1d inputs:
- /\
multiply by N “twiddle factors™

v|iv|vY|Y|VY

Ny "
: ranspose N,
;. »> N] :
— = contiguous >
first DFT columns, size N, finally, DFT columns, size N,
(non-contiguous) (non-contiguous)

Figura 2.3: Esquema representativo de los pasos asociados al algoritmo FF'T, desarrollado
por Cooley [36]

2.4.2. Aplicaciones de las transformadas de Fourier en ingenieria
de proteinas

Tal como se ha venido mencionando, las aplicaciones en ingenieria de proteinas para las
transformadas de Fourier han permitido el desarrollo de diversas metodologias y estrategias.
Los primeros estudios se enfocaron en el analisis de secuencias lineales de proteinas y DNA,
con el fin de identificar residuos y posiciones claves correlacionados con peaks en el espectro
de frecuencia [168, 40]. No obstante, esto resulta ser complejo a la hora de emplear FFT
como método de resolucién de las transformadas, ya que la solucién inversa del problema no
es factible, lo cual hace que los diferentes peaks en realidad los asocien a perfiles funcionales
de proteinas. No obstante, esto ultimo no ha sido ampliamente probado.

Estudios posteriores han aplicado la codificacion por propiedades fisicoquimicas com-
binadas con las FFT para estudiar propensiones de moléculas orgdnicas, relacionadas con
toxicidad, actividad de antibidticos, carcinogénesis, entre otras propiedades [168, 38, 40].

Un enfoque mas reciente es el uso de estrategias de modelos asociados al reconocimiento
de resonancias (RRM, por sus siglas en inglés), los cuales han sido aplicados en diferentes
problemas del area médica, reconocimiento de hot spots, entre otros, y, en particular, enfo-
cados en el estudio de mutaciones en proteinas [38, 39, 40]. Un enfoque comiin, asociado al
estudio de senales y modelos RRM, consiste en, a partir de la secuencia lineal de residuos,
emplear la propiedad PEII (Potential electron ion interaction, por sus siglas en inglés) como
método de codificacién, posteriormente se aplica FFT como método de digitalizacion, y final-
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mente se obtiene el espectro de frecuencia y se hacen los andlisis de senales correspondientes
[168, 38, 39, 40].

Estudios recientes se han centrado en aplicar esta estrategia de codificacién para generar
conjuntos de datos, los cuales, combinados con algoritmos de aprendizaje supervisado, permi-
tan el diseno e implementacion de modelos predictivos para diferentes tareas en ingenieria de
proteinas [22, 107, 156]. Los modelos generados facilitan la prediccién de tareas complejas en
ingenieria de proteinas. Sin embargo, pese a sus grandes ventajas y usos, existen ciertas com-
plicaciones que han de ser resueltas para poder aplicarlas de manera confiable en ingenieria
de proteinas. Dentro de las cuales se pueden nombrar las siguientes:

1. Es necesario seleccionar las propiedades mas informativas para poder emplearlas co-
mo inputs en los métodos de codificacién y representacion numérica de proteinas. Sin
embargo, no existe un consenso con respecto a las propiedades mas informativas.

2. Se requiere de métodos computacionales que faciliten el desarrollo de pseudo autoenco-
ders de espectros de frecuencia, con el fin de poder emplearlo en métodos de diseno de
mutaciones.

3. Se requiere de métodos y estrategias que faciliten el estudio del diseno de variantes y la
evaluacion de espacios latentes estadisticos, aplicando las representaciones de senales y
perfilando espectros por funcién o actividad.

Contemplando las ventajas de las transformadas de Fourier y su relacién con las propie-
dades estructurales e interaccién entre los residuos que componen una secuencia, seran el foco
de interés de este capitulo y la base para los principales desarrollos de este trabajo de te-
sis, contemplando la implementacion de modelos predictivos, el uso para diseno de proteinas
con propiedades deseables y la identificacion de patrones y su aplicaciéon como sistemas de
transferencia de aprendizaje.

2.5. Principales problematicas asociadas a la represen-
tacion de proteinas

Con base en lo planteado durante este capitulo, se denota que existen diferentes técnicas,
metodologias y estrategias que facilitan la representacién numérica de secuencias de proteinas
para su aplicacion en desarrollo de sistemas predictivos. Cada una de las cuales, presenta
ventajas y desventajas, que las hace interesantes de trabajar.

Si bien, el foco de este capitulo es el uso de las propiedades fisicoquimicas combinadas
con transformadas de Fourier como estrategia de codificacién de secuencias de proteinas, se
trabajaran en diferentes problematicas nombradas previamente, que abarcan a las diferentes
metodologias de representacién numérica. Dentro de estas propiedades destacan.

1. Identificar cuales son las propiedades mas representativas desde la base de datos AAIn-
dezx, con el fin de emplearlas como base para la codificacién de proteinas.
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2. Determinar los efectos de sobre ajuste, generalizacion y rendimiento de las propiedades
combinadas con las FFT en comparacion a los métodos clasicos de codificacion y los
basados en grafos e imagenes.

3. Evaluar la usabilidad de estas representaciones como método de clustering e identifica-
cién de patrones en familias de proteinas o conjuntos de proteinas no etiquetados.

4. La factibilidad de emplear estrategias computacionales como soporte de diseno de va-
riantes con propiedades deseables.

Algunas de las problematicas nombradas previamente, se asociaran con capitulos siguien-
tes de esta tesis de doctorado. No obstante, se daran pequenas muestras de usabilidad, debido
al contexto de este capitulo. Sin embargo, cada estrategia sera profundizada en su correspon-
diente capitulo.

2.6. Metodologia

Con el fin de cumplir con los objetivos planteados y demostrar la hipdtesis propuesta, se
disené e implementd un conjunto de estrategias computacionales, las cuales se pueden dividir
en los siguientes puntos descritos a continuacion

2.6.1. Seleccion de propiedades desde A AIndex

El primer foco de desarrollo, se centré en la identificacién de propiedades fisicoquimi-
cas desde la base de datos AAIndex con el fin de emplearlas en sistemas de codificacion o
representacion numérica de secuencias de proteinas.

La Figura 2.4 resumen las cuatro etapas desarrolladas para la identificacion de las pro-
piedades. Debido a que el principal foco es el desarrollo de grupos con sentido semantico, se
emplean técnicas de text mining, principalmente doc2vec para su desarrollo.

Primero, se hace un procesamiento de las propiedades existentes en la base de datos
AAlndez. 566 propiedades (descripciones y valores para los 20 aminoacidos candnicos) fueron
descargados, los cuales se procesaron y dividieron en dos archivos con formato *.CSV con
el fin de facilitar su manipulacién, separando las descripciones de las propiedades de sus
respectivos valores. Estos archivos tienen en comtn el cédigo de la propiedad, con el fin de
no perder la relacién entre ambos elementos. Luego, se extrajeron todas las descripciones de
las propiedades para poder someterlas a la siguiente etapa de la metodologia.

En una segunda etapa, se combinaron las técnicas de docZvec para el desarrollo de siste-
mas autoencoders con algoritmos de aprendizaje no supervisado para identificar grupos desde
las descripciones. Todas las descripciones se someten al sistema de aprendizaje de autoenco-
der. Para ello, se implementan scripts basados en lenguaje de programacion Python v3.9 y se
empled la libreria Gensim para el entrenamiento de los autoencoders. Se varian diversos hi-
perparametros de configuracién en esta etapa, contemplando variaciones en las tasas de error,
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Figura 2.4: Resumen de las etapas desarrolladas para identificar las propiedades fisicoquimicas
representativas

funciones de activacion, error minimo aceptable y la cantidad de épocas de entrenamiento.
Ademas, debido a que el principal objetivo de un autoencoder es desarrollar un sistema de
aprendizaje para generar vectores reales comprimidos (embedding) desde los textos, se varia
el tamano del vector desarrollado entre 2 y 1000. Junto con la exploracion de la generacion de
los vectores numéricos, también se exploran diferentes algoritmos de aprendizaje no supervi-
sado clasico, tales como K-Means, jerarquicos, DBScan, affinity propagation, optics y mean
shift, entre los principales, variando también los diferentes hiperpardmetros de configuracion
con respecto a cada algoritmo. El desempeno de las particiones generadas se midié con las
métricas de Calinski-Harabasz index y Coeficiente de Siluetas.

En una tercera etapa, dada la exploracion de generaciéon de embedding combinadas con
la exploraciéon de identificacion de particiones, se hizo un procesamiento estadistico con el
fin de seleccionar las mejores combinaciones de desarrollo de embedding con la mejor forma
de separar el conjunto de datos. Luego, se obtuvieron las descripciones de las propieda-
des fisicoquimicas agrupadas segun los resultados de las particiones mediante algoritmos de
aprendizaje no supervisado y se reviso la semantica de los grupos, esto es, que las descrip-
ciones de cada grupo fueran similares entre si y que existieran diferencias con las de otros
grupos generados y en el caso de existir discrepancias modificarlas manualmente, es decir,
reclasificarlas a los grupos que corresponden.

Finalmente, la cuarta etapa de desarrollo de esta metodologia de identificacion de grupos
de propiedades fisioquimicas con sentido semantico contempla la creacién de los grupos de
valores de propiedades. Esto es, para cada grupo se crea una matriz de 20 x N donde 20
representa el nimero de residuos y N el nimero de propiedades para un grupo en parti-
cular. Luego, a cada una de las matrices generadas de manera independiente se le aplico
una estrategia de transformacion espacial o reduccion de dimensionalidad, en este caso, se
aplicé Kernel-PCA, seleccionando como Kernel el radial basis function, ya que es el que mas
se ajusta a posteriores aplicaciones de FFT. Se descarta el uso de técnicas lineales debido
a que requieren que los datos distribuyan normal para su aplicacion, lo cual condicionaba
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su uso, siendo necesario eliminar registros, pudiendo afectar negativamente a los resultados
obtenidos. Finalmente, se tomé el primer componente en cada transformaciéon espacial no
lineal y se empled para generar codificadores de los residuos.

De esta forma, se generaron n vectores numeéricos de tamano k = 20, los cuales representan
los codificadores de secuencias amino acidicas, provenientes del procesamiento semantico de
las propiedades termodinamicas y fisicoquimicas de la base de datos AAIndex.

2.6.2. Seleccion de casos de estudio y preparacion de los conjuntos
de datos

Con el fin de evaluar la versatilidad de los codificadores basados en propiedades fisico-
quimicas semanticamente agrupadas, se disenaron diferentes casos de estudio asociados a
variadas tareas de ingenieria de proteinas. La Tabla 2.1 describe brevemente los conjuntos
de datos, la cantidad de ejemplos y la tarea asociada, asi como también el objetivo de su
desarrollo.

Caso Estudio Ejemplos Tarea Descripcién
Clasificacién DNA . . o . . . R
e . 1027 Clasificar Clasificacién de proteinas de unién a DNA, generando un clasificador binario
Binding protein
Clas?f%cacwn de. 1827 QléSl.ficador Clasificacién de enzimas segin familia, se consideran 6 grupos de familias.
Familias de enzimas Muiltiple
e ., Clasificador e . ] . .
Clasificacién de funcién 3132 Miltiple Clasificacién de funcién de proteinas en un grupo con mismo plegamiento
Clasificador

Clasificacién de plegamiento 400 Clasificacién de plegamientos en grupo de proteinas con misma funcién

Miiltiple
Tabla 2.1: Resumen de casos de estudios generados a modo de corroboracion

Con respecto a la preparacion de los conjuntos de datos, se plantea primero la codificacion
de las secuencias empleando los codificadores propuestos, seguidos de la aplicacién de las
transformadas de Fourier para representar las secuencias en el espacio de frecuencias.

Importante destacar, que la seleccién de casos de estudio se baso en los siguientes criterios.

1. Evaluar si los codificadores propuestos facilitan una representacién eficiente para el
entrenamiento de modelos predictivos en diferentes tareas de ingenieria de proteinas.

2. Estimar la factibilidad de reconocer plegamientos en un conjunto de proteinas clasifi-
cadas con la misma funcion o familia.

3. Estimar la factibilidad de reconocer funciones en un conjunto de proteinas con el mismo
plegamiento.

En este capitulo, se dejan fuera los elementos asociados a la identificaciéon de patrones y
el uso de las transformadas de Fourier y sus representaciones para el disenio de secuencias y
analisis de espacios latentes, debido a que seran focos de trabajo en los siguientes capitulos.
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2.6.3. Comparaciones de rendimiento para tareas de ingenieria de
proteinas

Con el fin de determinar si los codificadores propuestos juegan un rol importante a la
hora de codificar secuencias y entrenar modelos predictivos, se implementaron diferentes
codificaciones clésicas enfocadas en técnicas como one hot y TAPE. Se evalué el efecto de
las trasformadas de Fourier sobre las representaciones para determinar si existe una sinergia
entre los codificadores y su transformacion al espacio de senales.

Por otro lado, se aplicaron estrategias de reshape para obtener representaciones matri-
ciales y comparar los modelos desarrollados contra los entrenados mediante técnicas de con-
volutional neural network. Se descartaron las representaciones por técnicas de grafos, debido
principalmente a que el foco de este estudio es trabajar con proteinas que en su mayoria no
tienen representacién estructural, ya sea desde cristalografia de rayos X, resonancia magnética
nuclear, o por modelos estructurales o complejos obtenidos con AlphaFold o RoseTTAfold.

2.6.4. Implementaciones y comentarios generales

Todos los desarrollos generados para llevar a cabo cada uno de los objetivos y metodologias
propuestas se llevaron a cabo implementado scripts bajo lenguaje de programacién Python
v3.9 junto a sus diferentes librerias con el fin de facilitar la programaciéon. Dentro de estas
librerfas se encuentran i) DMAKit [108] para aplicaciones del machine learning clésico, ii)
Tensorflow [45] para aplicar convolutional neural network (CNN) y iii) Gensim [139] para
trabajar con sistemas autoencoders y desarrollo de embedding. Los componentes de desarrollo
se empaquetaron en un ambiente conda para facilitar la reproducibilidad de los resultados
obtenidos y compartir las estrategias desarrolladas.

2.7. Resultados y discusiones

2.7.1. Identificacion de grupos semanticos de propiedades fisico-
quimicas

Empleando los registros de la base de datos AAInder [82] junto a la combinacién de
estrategias de docZvec y algoritmos de aprendizaje no supervisado, se identificaron ocho
grupos semanticos de propiedades fisicoquimicas, los cuales se visualizan en la Figura 2.5.
Estos grupos representan diferentes propiedades generales de los aminodcidos, tales como
propiedades estructurales, termodinamicas e indices, pudiendo ser utilizados como métodos
de seleccién de propiedades fisicoquimicas para facilitar la codificacién de secuencias.

En total, cerca de 1 millon de formas de particionar el conjunto de descripciones de
propiedades fueron exploradas, combinando tanto la forma de generar los embedding como
los algoritmos e hiperparametros aplicados para particionar el conjunto de datos.
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Los ocho grupos obtenidos se lograron a partir del entrenamiento de autoencoders con
hiperparametros de 500 épocas, un valor de @ = 0,025 y un tamano del embedding de 2,
por otro lado, la particiéon se generd aplicando el algoritmo de k—means con un k£ = 8, el
desempeno logrado de esta estrategia fue de un Calinski-Harabasz indexr de 1532.36 y un co-
eficiente de siluetas de 0.43, siendo la mejor forma de particionar el conjunto de descripciones
de propiedades dentro de las exploradas.

Por dltimo, se verificé la semantica de cada grupo, evaluando que presentaran los mis-
mos contextos, palabras especificas o tépicos, a raiz de lo cual solo 17 descripciones fueron
reclasificadas debido a que fueron agrupadas en una primera instancia el grupo de los .%ther
indexes” y pertenecian al grupo de las propiedades alpha structure y beta structure.

5 -

0 ©

= 4 Embeddings
o
c ‘e Q structure Hydropathy
S 3
- o fstuctre "o ECC0V
8 2 ot
= Hydrophobicity indeexres
— o
1 ‘e Volume o Energy
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-4 -2 0 2 4

Second component

Figura 2.5: Representacion de scatter plot de los ocho grupos de propiedades seménticas
identificados empleando estrategias de doc2vec combinadas con aprendizaje no supervisado

Uno de los principales motivos y a la vez ventajas de implementar una estrategia basada
en doc2vec es la semanticidad que se genera al separar las propiedades por sus descripciones,
lo cual facilita una visualizaciéon simple de los principales contextos o topicos existentes en
cada grupo. Ademds, al aplicar algoritmos de aprendizaje no supervisado sobre los valores de
las propiedades, las particiones generadas no aseguran una separacion en grupos con sentido
semantico. De esta forma, la metodologia de clustering semantico, propuesta en este trabajo,
se asegura que la seleccién al azar de cualquier integrante de un grupo en particular, tendra
el mismo significado o descripcién. Lo cual no se asegura con grupos desarrollados a partir de
los valores numéricos, ya que, evidentemente, estos grupos tendrian un sentido numérico entre
ellos o una correlaciéon. No obstante, dicha correlacion no esta relacionada con la descripcion
de las propiedades, sino que con los valores de las propiedades en si.

Se empleo la exploracién de algoritmos de aprendizaje no supervisado sobre los valores de
las propiedades, logrando el mejor desempenio una particiéon con k—means=2 con rendimien-
tos de Calinski-Harabasz indexr de 1527.81 y un coeficiente de siluetas de 0.87. Si bien, los
resultados muestran excelentes separaciones segiin los criterios de rendimiento, a la hora de
analizar los grupos, no solo no existe una relacion de las descripciones entre los grupos, sino
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que también se generaron divisiones desbalanceadas, es decir, la mayoria de los ejemplos se
encuentran en un unico grupo.

Finalmente, al forzar una particion de 8 grupos sobre el conjunto de valores de propiedades
se obtienen rendimientos de 614.25 de Calinski-Harabasz index y 0.50 de coeficiente de
siluetas, los cuales no solo son mas bajos que los obtenidos por la metodologia propuesta,
sino que también no se logran grupos semanticos.

Ya con los grupos de descripciones generados y corregidos, estos fueron utilizados para
generar ocho conjuntos de datos con los valores de las propiedades para cada aminoacido.
Aplicando transformaciones espaciales basadas en kernel-PCA| se transformaron los valores
de las propiedades para cada grupo independiente y se evalud la varianza explicada para
cada caso. En todos los grupos, la varianza explicada fue superior al 85 %, contemplando
esto, se propone emplear como codificador el primer componente de cada grupo semantico
de propiedades generados. Un punto importante a mencionar, destaca en el hecho de que al
usar este componente, en realidad se emplea un niimero asociado a un vector que representa
combinaciones no lineales que maximizan la varianza para el espacio analizado, lo cual toma
la ventaja de que en realidad es una representacion general de todos los miembros de un
grupo en especifico. Los codificadores son expuestos en la Tabla 2.2.

Residue Alpha structure Beta structure Hydrophobicity Volume Energy Hydropathy Secondary structure Other indexes

A 290.41 71.85 6.25 44.65 -107.79  15.33 56.16 92.92
R 172.57 -6.96 84.09 200.15 51.15 172.36 1.44 -37.39
N -38.37 -90.14 -21.73 -191.18  73.94 -259.13 -54.69 -77.74
D 159.43 -56.58 -28.96 -232.26  55.36 -216.01 -29.38 -7.42
C -4.24 15.67 -34.88 -156.21  -54.19 -242.01 10.07 40.04
Q -268.55 -32.61 38.46 179.88 31.44 145.73 -15.43 -45.52
E -0.02 21.03 -21.48 -170.44  -49.97 8.11 20.20 50.74
G -104.49 -62.33 53.16 250.66 92.25 256.52 -39.89 -95.41
H -159.87 31.27 -69.67 194.47 -39.54 455.61 34.12 43.37
I -34.08 164.64 -54.85 -88.56 -48.44 -274.76 25.05 52.40
L -91.11 -16.38 -64.98 -201.08  7.56 -257.27 -10.20 4.27
K 195.59 54.45 -52.92 -118.84  -109.99  -136.28 55.31 85.66
M 21.94 -18.77 -26.70 -227.61  -7.39 -139.71 -19.45 16.04
F 88.02 21.61 -21.46 -78.96 -56.97 80.68 30.31 46.42
P 317.10 115.37 -22.23 -44.80 -157.63  -126.45 95.69 136.09
S -314.20 -106.56 61.31 221.12 174.08 248.05 -85.57 -122.66
T -252.51 -23.99 13.72 -3.30 17.50 -153.13 -25.56 -31.46
w -118.15 -76.02 88.28 34.80 105.47 19.24 -59.91 -124.49
Y -10.20 -15.49 40.85 203.07 36.61 171.61 -4.25 -33.07
\4 150.75 9.929 33.77 184.45 -13.45 231.50 15.99 7.21

Tabla 2.2: Codificadores de aminoécidos generados desde los grupos seméanticos de propieda-
des fisicoquimicas

Un punto de interés en este approach es la seleccién de métodos no lineales para hacer
las transformaciones espaciales, lo cual es debido principalmente a que si se aplican métodos
lineales convencionales para transformar espacios como PCA, se requiere que las propiedades
de cada grupo tengan una distribucién normal, lo cual implicaria remover propiedades que no
cumplen con dicha caracteristica, lo cual conllevaria a rearmar los grupos de descripciones,
pudiendo afectar negativamente los resultados obtenidos debido a la falta de informacion
para aplicar métodos basados en doc2vec.
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2.7.2. La combinacion de FFT y codificadores de propiedades fisi-
coquimicas semanticas mejoran el rendimiento de modelos
predictivos

Se emplearon los codificadores semanticos identificados con el fin de entrenar modelos
predictivos basados en algoritmos de random forest para diferentes tareas de ingenieria de
proteinas. Tales como, la clasificacion de proteinas de unién a DNA, plegamiento y funcion de
proteinas. Asi como también, clasificacion de familias de enzimas. Se comparé los resultados
obtenidos con métodos cldsicos de codificacién como one hot [20] y con enfoques basados en
natural language processing (NLP) con la herramienta TAPE [135]. Importante mencionar,
que con el fin de brindar peso estadistico a los resultados mostrados, los analisis se repitieron
1000 veces y en todos los resultados expuestos se visualiza el promedio y una barra de error.

En la Figura 2.6 se muestra el desempeno de los modelos entrenados empleando los
codificadores generados en este trabajo de doctorado para los diferentes problemas propuestos
en los casos de estudio, descritos en la tabla 2.2. Los modelos entrenados se logran aplicando
el algoritmo de random forest, cuya seleccion se basa meramente en una eleccion aleatoria,
aplicando los mismos hiperparametros de configuracién en cada caso, con el fin de poder
hacer comparativas en los diferentes codificadores y a su vez en el efecto de la aplicacion del
FFT, no evaluando el efecto del algoritmo y su forma de trabajar.

En la mayoria de los casos estudiados, al menos uno de los codificadores propuestos
presentan un desempeno mayor a lo obtenido, aplicando estrategias como one hot y embedding
(en al menos una iteracién del proceso). No obstante, de manera general, no existe una
diferencia significativa entre el uso de los codificadores generados basados en las propiedades
fisicoquimicas y los métodos de codificacién basados en embbeding y one hot. El hecho de
que en algunos casos sea mejor el desempeno de los codificadores propuestos en este trabajo
denota que una identificacién y uso procesado de propiedades fisicoquimicas incrementa el
desempeno de los modelos predictivos. No obstante, esto va de la mano a cémo se comportan
los ejemplos en la division del proceso de entrenamiento, de tal forma, que se descartan
diferencias significativas.

Por otro lado, se comparé los desempenos en la etapa de entrenamiento y de validacion
de los modelos generados para determinar la existencia de sobre ajuste en cada caso de
aplicacion. La Figura 2.7 muestra los resultados obtenidos.

Tal como se aprecia en la Figura 2.7, a medida que los valores de las tasas estimadas
sean cercanas a 1 implica que no existe sobre ajuste o es minimo, en caso contrario, para
valores mas alejados a 1, existe un mayor sobre ajuste, ya sea ajustando en el proceso de
entrenamiento (valores mayores a 1) o en el proceso de validacién (valores menores a 1).

En este caso, la mayoria de los modelos presenta sobre ajuste en la etapa de validacion.
No obstante, casos més drasticos como el entrenamiento por one hot para clasificacion de
plegamientos se expone un mayor indice. Por otro lado, en el caso de clasificacion de proteinas
de interaccién a DNA, entrenados con codificacion de propiedad fisicoquimica Other Indezes,
los modelos presentan un sobre ajuste notorio en comparacion al resto de sus pares. Esto
es esperable debido al significado y el contenido de dicha variable, ya que, simplemente son
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Figura 2.6: Medidas de desempeno obtenidas para los diferentes casos de estudio comparando
las representaciones mediante los codificadores propuestos y representaciones clasicas.

indices de diferentes medidas o experimentos, lo cual no necesariamente asegura que tengan
una relacion mas que una semanticidad entre las descripciones del grupo.

En la mayoria de los casos, con excepcion de los nombrados, no existe una diferencia clara
entre los modelos entrenados por los codificadores propuestos en comparacién a las estrategias
clasicas, tanto a nivel desempeno, en donde los resultados fueron un mejor desempeno para
los codificadores semanticos, como en las tasas de sobre ajuste. Esto es, visualmente, se logran
mejores desempenos con los codificadores de propiedades fisicoquimicas. Pero, al evaluar el
sobre ajuste, no existen tendencias claras. Incluso, existen algunas propiedades que presentan
valores de sobre ajuste elevados para todas las tareas de clasificacion entrenadas, razoén por la
cual, no existen pruebas fehacientes de que se presenta una mejora en desarrollo de modelos
con los codificadores planteados.

En vista de lo anterior y en concordancia de los objetivos propuestos y la hipétesis plan-
teada, se procede a estudiar el efecto sobre las codificaciones que produce la aplicacién de
las transformadas de Fourier. Primero, se evaluo el desempeno de los modelos. La Figura 2.8
muestra los resultados obtenidos al aplicar transformadas de Fourier a las actuales codifi-
caciones. Como se observa, existe una diferencia notoria entre los codificadores basados en
one hot y embedding cuando se le aplica el FFT en comparacion a los codificadores propues-
tos en este trabajo, denotando un efecto de sinergia entre los codificadores propuestos y la
transformacién en el espacio de senales para la representacion de las secuencias de proteinas.

La sinergia identificada entre los codificadores seménticos y las transformadas de Fourier
no solo beneficia el rendimiento de modelos predictivos, tal como se pudo observar en la Figura
2.8. Si no que también se aprecia en la disminucion de las tasas de sobre ajuste estimadas
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al comparar los desempenos de los modelos en las etapas de validacion y entrenamiento, tal

como se observa en la Figura 2.9.
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Notablemente, las tasas de desempeno se ven favorecidas a la hora de aplicar representa-
ciones en el espacio de senales para los codificadores propuestos con respecto a las diferentes
tareas abordadas en este trabajo de tesis. A diferencia de los clasificadores generados por one
hot y Tape, a los cuales, al aplicarles transformadas de Fourier, incrementan notoriamente
su sobre ajuste, ya sea en la etapa de entrenamiento o en la etapa de validacién, respectiva-
mente. Mientras que para los codificadores propuestos combinados con las FFT las tasas de
sobre ajuste se encuentran en un rango entre 0.8 y 1.2, lo cual demuestra que para los casos
estudiados el sobre ajuste es minimo.

Importante mencionar, que los mejores desempenos observados para cada caso (2.8 no
corresponden a una propiedad en especifico, Por ejemplo, para los casos de clasificacién de
proteinas de interaccion con DNA, los mejores rendimientos se obtienen con las propiedades
Alpha-structure, Hydrophobicity, y Energy, mientras que en clasificacion de tipos de plega-
mientos de proteinas se logran con las propiedades relacionadas con el volumen. Con base en
esto, se puede inferir que si bien se logran mejores desempenos al codificar con los codifica-
dores propuestos en este trabajo combinados con FFT, en comparacién con las estrategias
basadas en one hot y embedding, en inclusive con las mismas propiedades fisicoquimicas,
no existe una evidencia clara que haga denotar cudl es la inica o mejor seleccién de una
propiedad en especifico.

Por otro lado, el efecto sinérgico que se produce entre los codificadores seménticos y
sus representaciones en el espacio de senales se pueden explicar principalmente al efecto
que provoca las transformadas de Fourier. Esto es, dado que en el espacio de senales existe
una dependencia de cada punto con respecto al resto en el mismo espacio, esto emula los
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comportamientos de los aminodcidos en las estructuras de las proteinas [39], lo cual, puede
inducir a un mayor nivel de informacién entre los puntos ejemplos de una misma clase, lo
cual facilitaria un mejor perfilamiento o caracterizacion de las clases en un conjunto de datos,
en particular, para los casos de estudio que se han mostrado en este trabajo de doctorado.

Con el fin de evaluar si se logran perfilamientos eficientes, en las siguientes secciones
se analizan como los codificadores semanticos combinados con las transformadas permiten
reconocer o diferenciar plegamientos y funcionalidades en conjuntos de proteinas.

2.7.3. Reconocimiento de patrones visuales en plegamientos y fun-
ciones enzimaticas

Dos preguntas fueron planteadas previamente relacionadas con la representacién numeérica
de secuencias. La primera se basa en la facilidad con la que una representacion permite
identificar patrones de plegamientos en funciones de proteinas, mientras que la segunda es
cémo las representaciones facilitan el reconocimiento de funciones en proteinas con el mismo
plegamiento.

Para ello, debido a los rendimientos obtenidos por los modelos predictivos entrenados
empleando las codificaciones semanticas propuestas y combinadas con las transformaciones
al espacio de senales y empleando la propiedad relacionada a las estructuras secundarias, se
analizaron los perfiles de Fourier para cada caso y se compararon con el fin de evaluar si
existe una respuesta a las problematicas planteadas.

La Figura 2.10 A muestra los perfiles de Fourier (espectros de frecuencia) para las enzimas
con funcién hidrolasas y ligasas. Como se aprecia en la Figura 2.10 A, existe una diferencia
clara entre cada uno de los espectros promedios representados, lo cual se observa tanto en
amplitud como en la diferencia de los peaks. Por otro lado, se hizo una divisién del conjunto
de datos, dividiendo cada una de las enzimas de una funcién en especifico en sus respectivos
tipos de plegamiento, lo cual se observa en la Figura 2.10 B y Figura 2.10 C, para las enzimas
hidrolasas y ligasas, respectivamente. Se observo en ambos casos una diferencia en los perfiles
de plegamiento para cada una de las funciones enzimaticas analizadas. De esta forma, se
puede mencionar, que las transformadas de Fourier combinadas con los grupos seménticos
de propiedades, en este caso, la propiedad Secondary-structure facilita la identificacion de
perfiles que no solo separan de manera eficiente en funcién enzimatica, sino que también
ayuda al reconocimiento de perfiles de grupos proteinas por plegamientos.

Al analizar el caso inverso, es decir, clasificacion de plegamientos y posterior andlisis de
funciones enzimaticas, los resultados son similares. La Figura 2.10 D, Figura muestra los
perfiles para los plegamientos estudiados, existiendo notorias diferencias visuales entre los
plegamientos v y . Lo cual, al analizarlos individualmente con funciones especificas, en
este caso isomerasas y 6xido reductasas, se logra la identificacion de diferencias entre ambos
perfiles para los plegamientos individuales analizados (Figura 2.10 E y Figura 2.10 F).

Todos los andlisis visuales de espectros analizados son concordantes con los resultados
del desempeno obtenido para los modelos predictivos entrenados, demostrando la sinergia
propuesta al combinar los codificadores de grupos semanticos con las representaciones en
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Figura 2.10: Evaluacién de espectros de frecuencia como patrones de reconocimiento de se-
cuencias en plegamiento y funciéon enzimatica

el espacio de senales. Esto ultimo es interesante debido no solo a las aplicaciones en el
entrenamiento de modelos predictivos, sino que también lo es a la hora de desarrollar sistemas
de clustering o reconocimiento de patrones, asi como también estrategias de diseno de nuevas
variantes con propiedades deseables.

2.8. Conclusiones y comentarios generales

Con base en las estrategias de identificacion de propiedades con sentido seméantico y las
aplicaciones de transformadas de Fourier expuestas en las secciones anteriores, es posible
concluir algunos puntos de interés, los cuales se exponen a continuacion.

1. La combinacién de estrategias de text mining y algoritmos de aprendizaje no super-
visado permiten la identificaciéon de grupos de propiedades fisicoquimicas con sentido
semantico, lo cual no es factible en un 100 % con las aplicaciones cldsicas de algoritmos
de clustering sobre los valores de las propiedades. De esta forma, se generaron ocho
grupos de propiedades con sentido semantico.

2. Al aplicar estrategias de transformaciones espaciales no lineales, en este caso Kernel-
PCA, sobre cada grupo, se pueden identificar codificadores que son representados a
partir de componentes, las cuales corresponden a combinaciones no lineales de cada
miembro de grupo. Para cada caso, la primera componente logra un minimo de un
85 % de explicacién de varianza, razén por lo cual, se propone como codificador. De
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esta forma, se tiene una matriz de tamano 20 x 8 donde 20 corresponde al niimero
de residuos y 8 a la primera componente obtenida por Kernel-PCA de cada grupo
identificado.

3. Los codificadores seméanticos generados al usarlos en entrenamiento con técnicas de
machine learning, presentan desempeno similar a las métricas obtenidas por represen-
taciones clasicas. Sin embargo, exhiben un mayor sobre ajuste cuando se comparan con
las codificaciones clasicas.

4. Los codificadores semanticos identificados combinados con transformaciones en el espa-
cio de senales facilita el aprendizaje de modelos predictivos, denotando un incremento
en el rendimiento y una disminucion en el sobre ajuste, lo cual beneficia la generaliza-
cién de comportamientos, no observable en las codificaciones estandares, en las que, al
contrario, su desempeno disminuye.

5. No se logra identificar claramente cudles son las propiedades mas relevantes, dado que
no existe un punto en comun en todos los casos estudiados que indique con claridad
que una propiedad en especifico logra mejores resultados, razén por la cual, se reco-
mienda explorar todas las propiedades propuestas, e inclusive combinarlas para obtener
diferentes puntos de vista que no se identifiquen individualmente.

6. La combinacién de las FFT con los codificadores seménticos facilita la identificacion y
perfilamiento de plegamientos y funciones enzimaticas. Ademas, a la hora de trabajar
con plegamientos, permite identificar diferentes funciones enzimaticas, mientras que al
evaluar funciones, facilita la identificacion de plegamientos, demostrando capacidad de
separar y perfilar grupos de secuencias con propiedades en comun.

7. Se propone que la combinacién planteada facilitaria no solo el entrenamiento de mode-
los predictivos, sino que también la aplicacion de técnicas de clustering para la iden-
tificacion de patrones y su uso en técnicas o estrategias de diseno de secuencias con
propiedades deseables.

Gracias a los hallazgos y metodologias planteadas en este proyecto, se ha logrado no solo
reconocer que existe una sinergia entre los grupos semanticos y las transformadas de Fourier,
sino que también se plantea su uso a aplicaciones de identificacion de patrones y diseno de
variantes, los cuales seran abordados en los siguientes capitulos.
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Capitulo 3

Métodos de ensamble para mejorar el
rendimiento de modelos predictivos

Disenar e implementar modelos predictivos se ha convertido en una de las tareas recu-
rrentes en ingenieria de proteinas desde las tltimas tres décadas. Tal como se pudo observar
en el capitulo anterior, las estrategias de codificacién son variadas y representan un punto
importante a la hora de entrenar modelos basados en técnicas de machine learning, debido
principalmente a que si se mejora la representacion de los ejemplos, facilitaria el aprendizaje
de los algoritmos de aprendizaje supervisado.

Por otro lado, existen otros puntos de interés que son interesantes de destacar a la hora
de entrenar y desarrollar un modelo predictivo. Primero, los modelos generados deben ser
generalizables, esto es, que tengan la capacidad de actuar indistintamente del conjunto de
datos empleados para entrenar y validar, en otras palabras, que tenga un sobre ajuste minimo
hacia esos conjuntos. Por otro lado, se encuentra el poder predictivo de un modelo, esto
es, como se asegura el poder predictivo de un modelo?, los rendimientos informados son
suficientes para ello?

Ademas de los puntos nombrados, se destaca que si bien existe un protocolo comun esta-
blecido para entrenar modelos, el cual se basa principalmente en la seleccion de algoritmos
y su hiperparametrizacién, muchas veces no se exploran otras alternativas de algoritmos y
solo se centran en abordar ciertos hiperparametros que son de interés, no contemplando la
combinacion de varios modelos en un tnico sistema predictivo que permita generar respues-
tas a partir del uso de la combinacion de las respuestas de los modelos independientes, lo
cual se ha visto que mejora el rendimiento de modelos, tal como ocurre en los sistemas de
ensamble como Bagging o Boosting. Asi como también, la optimizacion de hiperparametros
de los modelos guiada por métodos de heuristica como algoritmos genéticos. Por otro lado,
los recientes avances del Deep Learning han fomentado su aplicaciéon en variadas tareas de
ingenieria de proteinas. Sin embargo, problemas relacionados con el sobre ajuste y a la falta
de generalizacién son comunes en este tipo de aplicaciones.

Con base en lo anterior, este capitulo se centrara en la exploracién de algoritmos de apren-
dizaje supervisado y sus hiperparametros optimizados por sistemas de heuristicas basadas
en algoritmos genéticos, asi como también la combinacién de modelos para la elaboracion
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de un sistema predictivo que mejore el rendimiento de los modelos individuales. De esta for-
ma, primero se disené e implementé un modelo de optimizacién para identificar los mejores
parametros en un sistema de aprendizaje supervisado, luego, se propuso una estrategia de
desarrollo de modelos predictivos ensamblados para maximizar el desempeno de los modelos
individuales, emulando un sistema de bagging o boosting.

Las dos propuestas mencionadas se evaluaron en diferentes tareas de ingenieria de pro-
teinas, contemplando como input diferentes representaciones numéricas clédsicas, asi como
también el uso de los codificadores semanticos combinados con transformadas de Fourier de-
sarrollados y validados en el capitulo anterior de este escrito de tesis de doctorado. En la
mayoria de los casos, el ensamble de modelos predictivos logra un mejor rendimiento que
los modelos individuales. No obstante, no se logra una significancia estadistica robusta para
afirmar este supuesto. Sin embargo, a la hora de combinar no solo los modelos, sino que
las representaciones numeéricas generadas con los codificadores semanticos desarrolladas en el
espacio de las senales, se logra un aumento en el rendimiento del sistema predictivo, a partir
de lo cual se propone que la combinacion de diferentes puntos de vista de la descripcion de
una proteina mejora el rendimiento de los modelos predictivos y su generalizacién.

A continuacién, se describen las metodologias actuales de entrenamiento de modelos pre-
dictivos para ingenieria de proteinas, basados en el estado de arte reciente, asi como también,
los principales hallazgos, las probleméticas analizadas, ademés de la metodologia, los resul-
tados y discusiones sobre las propuestas generadas.

3.1. Estrategias de entrenamiento de modelos predic-
tivos

Las estrategias clasicas de entrenamiento de modelos predictivos en ingenieria de pro-
teinas pueden dividirse en: i) Representacion numérica de las secuencias, ii) Entrenamiento
de modelo predictivo siguiendo estrategia de validacién. iii) Evaluacién del rendimiento y
sobre ajuste del modelo [107].

Tal como se puedo apreciar en el capitulo anterior, la etapa de representaciones numéricas
juega un rol fundamental a la hora de entrenar modelos predictivos. Sin embargo, no solo
la representacién juega un rol importante, sino que también la seleccion del algoritmo de
aprendizaje y sus hiperpardmetros de configuracién [109].

La seleccion del algoritmo y los hiperparametros normalmente se basa en exploraciones de
ellos en métodos de combinacion, donde se evalian diferentes combinaciones de algoritmos e
hiperparametros y se selecciona segin desempeno. En este sentido, uno de los puntos intere-
santes que esta adquiriendo énfasis en los iltimos anos es la incorporacion de estrategias de
optimizacién basadas en métodos de heuristica para identificar los mejores hiperparametros
[53]. Dentro de este sentido, los algoritmos como métodos genéticos, simulated annealing
o fast greedy suman popularidad, en especial en sus aplicaciones a la identificacién de co-
munidades en estructuras de grafos [35, 43]. No obstante, sus aplicaciones en problemas de
ingenieria han sido limitados a casos especificos.
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Una vez seleccionados el algoritmo y los hiperparametros, métricas clasicas de evalua-
cién de desempeno son aplicadas para medir su rendimiento. Se menciona que no existe un
consenso sobre cémo medir el desempeno, es decir, si al entrenar un modelo predictivo se
divide el conjunto de datos en entrenamiento y validacién en razones normalmente de 80:20
o 70:30, no queda claro cudl es el desempeno que se informa. Ademads, se omite desarrollar
estudios estadisticos que permitan dividir n veces el conjunto de datos de entrada, empleando
la misma proporcién, lo cual, muchas veces, es debido principalmente al costo computacional
asociado a dicho proceso. Ademas, cuando se entrenan los modelos siguiendo una validacién
cruzada, el rendimiento informado es siempre el promedio. Pero, qué pasa con la desviacion
estandar?, en qué particiones generadas se logra un mayor desempeno y qué tienen en comun
dichas particiones? Estas interrogantes son comunes a la hora de desarrollar modelos predic-
tivos. Sin embargo, en muchas ocasiones se dejan de lado debido principalmente al costo que
implica responderlas.

Lo expuesto anteriormente, es la base del desarrollo de modelos predictivos empleando un
algoritmo de machine learning cualquiera. No obstante, estudios recientes se han enfocado en
la aplicacién de métodos de ensamble para mejorar el rendimiento de modelos individuales,
emulando el comportamiento de los sistemas bagging o boosting, definiéndose formalmente
como enssembled learning [46, 144]. No obstante, pese a su utilidad, en ingenieria de proteinas
no ha sido tan frecuente su uso, solo existiendo algunos ejemplos en resoluciéon de tareas rela-
cionadas con el estudio de estabilidad térmica de variantes [107, 157]. Interesante mencionar,
que los sistemas de ensamble solo se centran en la combinacién de modelos predictivos y
no exploran también la combinacion de variadas representaciones numéricas, lo cual deberia
poder facilitar el andlisis de los modelos desde diferentes puntos de vista.

Con base en estos antecedentes, se disenid e implementd una estrategia de entrenamiento
y desarrollo de modelos predictivos para resolver tareas en ingenieria de proteinas, el cual
optimiza la seleccion de los hiperparametros y mejora el rendimiento de los modelos combi-
nando tanto las representaciones numéricas desarrolladas en el capitulo anterior, junto con
los modelos predictivos de interés. Este enfoque fue evaluado y testeado en diferentes tareas
de ingenieria de proteinas y fue comparado con diferentes modelos predictivos previamen-
te desarrollados para dichas tareas, asi como también empleando los métodos clasicos de
representacion y los modelos individuales de prediccion entrenados.

Notablemente, el método propuesto sugiere que no solo existe una sinergia entre los co-
dificadores seménticos combinados con representaciones en el espacio de senales, sino que
también se crea una sinergia al combinar los diferentes puntos de vista en un modelo pre-
dictivo basado en sistemas de ensamble, lo cual demuestra un poder colaborativo entre ellos,
incrementando el desempeno de los modelos y favoreciendo su generalizacién al disminuir las
tasas de sobre ajuste.
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3.2. Metodologia

3.2.1. Descripciéon del pipeline

La Figura 3.1 muestra el pipeline resumido de la metodologia propuesta. De manera
general, se tiene que para un conjunto de secuencias inicial, se codifica empleando las repre-
sentaciones numeéricas que se estimen pertinentes, en este caso, se emplearon los codificadores
semanticos obtenidos en el capitulo anterior. Una vez las secuencias se encuentran codifica-
das, técnicas de zero-padding son aplicadas para mantener el mismo largo de vectores. Ya
con el conjunto de secuencias codificado, se aplican las transformadas de Fourier para llevar a
cabo su digitalizacién. Luego, diferentes algoritmos de aprendizaje supervisado son explora-
dos siguiendo una estrategia basada en algoritmos genéticos que les permiten seleccionar los
hiperparametros para mejorar su desempeno, generando esto para cada propiedad empleada.
Luego, técnicas estadisticas son empleadas para la seleccién de los modelos predictivos, los
cuales son unidos en un 1inico modelo ensamblado, el cual es usado para evaluar su desempeno
generando prediccién mediante un sistema de votacion. De esta forma, se genera el modelo
predictivo ensamblado.
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Figura 3.1: Esquema representativo de desarrollo de modelos predictivos ensamblados em-
pleando los codificadores semanticos combinados con transformadas de Fourier.

A continuacion, se describen cada una de las etapas mas en detalle, con el fin de aclarar
ciertos puntos de interés y mencionar los aspectos mas relevantes de cada una de ellas.

56



3.2.2. Codificacién y procesamiento de las secuencias

Dado el conjunto de secuencias S recibido como input para el sistema, primero se procesa
generando una limpieza de datos, es decir, eliminando las secuencias con residuos no canéni-
cos y aquellas que no presentan respuesta. Luego, se aplica el sistema de codificacion de
secuencias desarrollado y explicado en el capitulo anterior, en el cual se emplean los codifica-
dores semanticos identificados y se codifican las secuencias. De esta manera, se generan ocho
matrices de tamano n X m donde n corresponde al ntimero de secuencias y m corresponde al
largo de la secuencia. Los valores de m varian de secuencia a secuencia, razén por la cual se
aplica una estrategia de zero-padding para dejar matrices uniformes en tamano.

Digitalizacion

Una vez generada la codificacion de secuencias, se someten al proceso de transformacion
de espacio. Para ello, se aplican las transformadas de Fourier y se transforman las secuencias
al espacio de las frecuencias. A partir de esto se genera como resultado una matriz de tamano
n x m/2 donde n es el nimero de secuencias y m/2 el nimero de puntos en el espectro, esto
es debido al funcionamiento de las FFT! y ademas se genera un vector de tamafio m /2 el cual
corresponde al dominio de las frecuencias. Este proceso se aplica a las 8 matrices generadas
en el paso anterior.

Entrenamiento de modelos bajo paradigma de optimizacién de rendimientos

Una vez generadas las matrices inputs para entrenar los modelos, se someten al proceso
de entrenamiento de modelos predictivos con base en algoritmos de aprendizaje supervisado.
En esta etapa, diferentes algoritmos de aprendizaje supervisado son explorados, los cuales
son resumidos en la Tabla 3.1. Todos los algoritmos son pertenecientes el machine learning
clasico debido principalmente al volumen de datos generados y a la facilidad de explicar las
respuestas que estos tienen.

Algoritmos e hiperpardmetros empleados en la etapa de exploracién

# | Algorithm Type Parameter | Use
Algorithm. . .
1 | Adaboost Assemble Number of Clas&ﬁcaﬁzlo'n
. and Prediction.
estimators.
Bootstrap. . .
) Classification
2 | Bagging Assemble Number of and Prediction
estimators.
3 Bernoulli Probabilistic Default. Classification

Naive Bayes

IPara mas detalles, revisar el capitulo 2.
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Algoritmos e hiperpardmetros empleados en la etapa de exploracién
Division
4 Decision Characteristics criterion. Classification
Tree Impurity and Prediction.
Function.
Gaussian N Classification
g Naive Bayes Probabilistic Default. and Prediction.
. Loss
Gradient Function. Classification
6 | Tree Assemble .
. Number of | and Prediction.
Boosting .
estimators.
Neighbors
Numbers.
7 K-Nearest Distances Algorithm. | Classification
Neighbors ’ Metric and Prediction.
Distance.
Pesos.
L Subbort Kernel.
PP v. Classification
8 | Vector Kernel . .
. Polynomial | and Prediction.
Machine.
degree.
Estimators
N . . .
9 Random Asserblos IIIlllHllJ_lz‘letr Classification
Forest. punty and Prediction.
Function.
Bootstrap.
Subport Kernel.
PP C. Classification
10 | Vector Kernel . .
. Polynomial | and Prediction.
Machine
degree.

Tabla 3.1: Resumen de algoritmos de aprendizaje supervisado explorados y sus exploraciones
minimas.

Cada algoritmo en la Tabla 3.1 se somete a una etapa de exploracién de los respectivos
hiperparametros, la cual es guiada por un sistema de optimizacion de performance, el cual
corresponde a un algoritmo genético parametrizado con una inicializacion aleatoria, la selec-
cion se aplica a los mejores rendimientos segiin la métrica a optimizar, mientras que como
operaciones se trabaja con mutaciones y finalmente el proceso de terminacién es hasta que
se cumplen los siguientes criterios: i) Se exploraron el maximo de generaciones establecido
(IM). ii) La optimizacién no afecta estadisticamente a los resultados. iii) Se consigue el cri-
terio minimo de optimizacién (En este caso, se selecciond un rendimiento de 95 % y un sobre
ajuste entre -0.5 y 0.5). iv) Se alcanza un méximo de memoria.

El proceso considera una etapa de validacién cruzada en cada iteracion, en la cual se
aplica el método de k — fold con un valor dé £ = 10. Importante mencionar que al entrenar
los modelos, se aplica una divisién aleatoria en una proporciéon de 80:20, la cual se repite un

o8



total de 100 veces con el fin de dar validez estadistica al proceso. De esta forma, una etapa
de entrenamiento consiste en una divisién aleatoria del conjunto de datos en la proporcién
mencionada, la division de entrenamiento se somete al algoritmo con la estrategia de valida-
cién cruzada y la division de validacion se ocupa para estimar el rendimiento. Cada etapa
mide el rendimiento en ambas secciones (entrenamiento y validacién) y se evalia la tasa de
sobre ajuste comparando ambas métricas.

Seleccion de los modelos

Los modelos entrenados se seleccionan basandose en el rendimiento independiente de cada
medida de desempeno. Esto es, para una medida en especifico, se toman todos los resultados
generados (todas las iteraciones y todos los algoritmos) y se seleccionan los mayores resultados
compensando tanto el valor del rendimiento como el sobre ajuste. Una vez seleccionados todos
los modelos (algoritmos e hiperparametros) para cada métrica se agrupan y se les asigna un
peso a su prediccion con respecto a la cantidad de veces que fue seleccionado, considerando
todas las medidas de desempeno utilizadas, esto es, debido a que las métricas representan
diferentes formas de evaluar el desempeno, el hecho de ser el mejor en mas de una, facilita la
incorporacién de dichos puntos de vista al sistema de ensamble.

Generacién del modelo ensamblado

Por ltimo, todos los modelos predictivos generados son combinados y se desarrolla un
unico sistema predictivo, este sistema genera sus predicciones con un sistema ponderado, el
cual se basa en distribuciones binomiales, con el fin de disminuir el problema de la existencia
de desbalance de clases en el caso de existir y con pesos con el fin de favorecer los modelos mas
predominantes en la seleccién. Finalmente, el modelo ensamblado se evaliia con un conjunto
de datos independiente y se obtiene el rendimiento de la estrategia propuesta.

3.2.3. Casos de uso y conjuntos de datos de prueba

Con el fin de evaluar el rendimiento y la generalizacion de la metodologia propuesta,
diferentes casos de estudio y tareas de ingenieria de proteina se ponen a prueba. La Tabla
3.2 describe los conjuntos de datos empleados.

Ademas, se analizan dos casos de estudio adicionales més en detalle, los cuales se exponen
a continuacion.

Clasificacion de DN A-Binding protein

La clasificacién de la proteina de unién al ADN (DBP, por sus siglas en inglés) es uno de
los problemas maés interesantes de la biotecnologia, principalmente debido a sus implicaciones
en la ingenieria de proteinas, la biologia sintética, la biologia molecular y la ingenieria genética
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Dataset Tarea Tipo de respuesta Referencia

Enantioselectivity =~ Prediccién ~ Real [182]
T50 Predicciéon ~ Real [182]
Solubility Prediccién ~ Real [68]

RT prediction Prediccion Real [101]
PoP prediction Prediccion ~ Real [188]
Anticancer Peptides Clasificacion Categorica [183]
Anti Tuberculosis Clasificacion  Categorica [166]
Binary AMP Clasificacién  Categorica [158]
Multi AMP Clasificacién  Multiple-Categérica  [158]
QSP Clasificacién Categorica [132]

Tabla 3.2: Descripcion de los sets de datos considerados para la evaluacion de la metodologia
de ensamble propuesta.

[131]. Ademads, encuentra aplicacién directa en la mejora de ADN polimerasas comerciales
y enzimas de restricciéon [170]. Se han propuesto diferentes métodos computacionales para
desarrollar modelos de clasificacion para la proteina de unién al ADN, que involucran varias
estrategias de codificacién y caracterizacion de secuencias. A pesar de los enormes esfuerzos
destinados a resolver este problema, permanece abierto. El conjunto de datos para esta tarea
se construyé utilizando diferentes conjuntos de datos previamente informados [131, 170, 2],
también se eliminaron todas las secuencias sin clasificar, generando un conjunto de datos

equilibrado con 1220 ejemplos de proteina de unién al ADN y 1210 proteinas que no se unen
al ADN.

Enantioselectividad y termo estabilidad

La enantioselectividad y la termoestabilidad son dos de las propiedades elegidas con méas
frecuencia para estudiar los efectos de las mutaciones en las proteinas, ya que dependen
fuertemente de la secuencia [175]. No obstante, el andlisis de los efectos quirales, medidos
a partir de la enantioselectividad, es una de las propiedades més complejas de predecir, ya
que depende de la secuencia y la preferencia por un tipo de enantiomero. Para verificar la
versatilidad y adaptabilidad de la metodologia propuesta para predecir variables continuas,
se utilizaron los conjuntos de datos de termo estabilidad del citocromo P450 (T50) [94] y de
enantioselectividad de la enzima epdéxido hidrolasa [182].

3.3. Resultados y discusiones

A continuacion, se presentan los principales resultados obtenidos al aplicar la metodologia
propuesta, asi como también las discusiones de cada etapa del proceso y los comentarios
generales del sistema predictivo propuesto.
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Primero, se compara la metodologia propuesta con variadas codificaciones clasicas y con
el mejor resultado a la fecha de los reportados para cada tarea de ingenieria de proteinas
expuesta en la Tabla 3.2. La Figura 3.2 muestra los resultados obtenidos de esta compara-
cién, exponiendo el coeficiente de Pearson para los modelos de regresion (Figura 3.2 A) y la
precision para los modelos de clasificacién (Figura 3.2 B).

A Pearson B Precision
0 02 05 0.8 1 0 02 05 08 1
I I I I I I
i —
o = P/
%\“e%{\\n\\i : a
S ' B One Hot Encoder
T
pep"@& e N\P_B-ma“! @ Ordinal Encoder
‘oseNab“ - a
0 Frequency
— —
Re\en’{\o“ tone m— AP SV Embedding
) B PHY properties
So\ub‘\\'\w N\\'\TBP Literature
I This work
LA ————— QSP —
| | | | | |

Figura 3.2: Comparacion de medidas de desempeno obtenidas mediante la metodologia pro-
puesta en este trabajo v/s las diferentes estrategias de codificacién exploradas

Tal como se observa en la Figura 3.2, la metodologia propuesta presenta mejores resulta-
dos en la mayoria de los casos analizados, no solo en comparaciéon contra las codificaciones
tradicionales. Si no, que también contra el mejor resultado reportado a la fecha, con excep-
ci6én de los casos de retention time y quorum sensing peptides (QSP) en donde los modelos
reportados actualmente presentan mejores desempenos de prediccion.

Los resultados obtenidos muestran que la metodologia propuesta, no solo logra mejor
desempeno que los métodos reportados actualmente, lo cual demuestra una alta generalidad,
sino que también presenta mejor rendimiento que los métodos de codificaciones actuales.

Con el fin de analizar el aporte del sistema de aprendizaje basado en ensemble learning,
asi como también el efecto de la aplicacién de las FFT, se aplica una estrategia similar
a los métodos de representacién clasica y también se combina con FFT. El resumen de
los resultados se observa en la Figura 3.3, en la cual se muestra el coeficiente de Pearson
(Figura 3.3 A) y la precision (Figura 3.3 B), para los modelos de regresién y de clasificacion,
respectivamente.

La aplicacion de FFT sobre las codificaciones de one hot y embedding disminuyeron
su desempeno, tal como se mostré previamente en el capitulo anterior, concordando los
resultados con diferentes casos de estudio. No obstante, para el caso de las tareas de prediccion
del T50 y la clasificacién de QSP los resultados mejoraron en comparacion a los de la
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Figura 3.3: Evaluacién del efecto de la aplicacion de FFT y sistemas de ensamble en los casos
de estudio analizados.

etapa inicial, lo cual hace pensar, que en casos particulares el método de ensamble puede ser
generalizable para cualquier tipo de representacion.

Por otro lado, al analizar los resultados obtenidos aplicando las estrategias de ensemble
learning se observa que en la mayoria de los casos produce una mejora al rendimiento de
modelos individuales, lo cual se observa en ambos tipos de modelos entrenados en la Figura
3.3, comprobando parte de la hipdtesis asociada a la aplicacion de aprendizaje por ensamble
incrementa el desempeno de los modelos predictivos.

Finalmente, se comparé y analizé el efecto individual de cada modelo predictivo contra los
resultados obtenido por el modelo generado por aprendizaje ensamblado. Para ello, se diseno
e implement6 un sistema de clasificacién de proteinas de unién a DNA, cuyos resultados se
observan en la Figura 3.4.

Tal como se observa en la Figura 3.4, el modelo ensamblado presenta mejores resultados
de desempeno en comparacion a las propiedades individuales, lo cual se aprecia tanto en
los anélisis de sensibilidad (Figura 3.4 A) como de especificidad (Figura 3.4 B). Esto puede
deberse a que se genera una sinergia entre los diferentes puntos de vista empleados para re-
presentar/caracterizar las secuencias, lo cual al desarrollar modelos predictivos bajo técnicas
de ensamble, se ven favorecidas y aumentan el rendimiento de los sistemas de prediccion. Esto
se aprecia también en los casos analizados previamente, lo cual demuestra la existencia de
una sinergia, provocando una “ganancia de informacion” a la hora de emplear los diferentes
codificadores semanticos generados.

De esta forma, se implementa una metodologia de modelos ensamblados, los cuales se
favorecen al usar diferentes puntos de vista empleando los codificadores semanticos. Sin em-
bargo, el hecho de aumentar el desempeno, dado a la optimizacion con base en los sistemas
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Figura 3.4: Analisis del efecto individual versus el modelo ensamblado sobre la sensibilidad
y la especificidad.

heuristicos de algoritmos genéticos propuestos, puede provocar sobre ajuste al adaptar de
sobremanera los hiperparametros de configuracién al sistema de datos inicial. El analisis de
este efecto se evalia con respecto al estudio de enantioselectividad y estabilidad térmica de
los conjuntos de datos propuestos por [182] que corresponden a librerias de evolucién dirigi-
da, donde las secuencias corresponden a variantes mutacionales con un maximo de 5 residuos
mutados al mismo tiempo.

La Figura 3.5 muestra los resultados obtenidos para el andlisis de sobre ajuste. En la
Figura 3.5 A se observan los scatter plot de precisién v/s realidad para los modelos ensam-
blados generados. Se puedo determinar visualmente que hay una tendencia de los resultados a
generar predicciones inferiores a la realidad para el caso de modelos de estabilidad térmica, lo
cual también ocurre con los modelos de enantioselectividad. Dado esto, se propone una curva
de calibracion para las predicciones y se mide nuevamente el desempeno, en ambos casos
bajan las métricas a un R-Score de 0.86 y de 0.89, respectivamente. Las curvas muestran
una tendencia més homogénea y no una tendencia clara de prediccion, disminuyendo el sobre
ajuste identificado.

Es importante mencionar que pese a que los métodos desarrollados tratan de evitar la
existencia de sobre ajuste o disminuir su existencia, cuando la cantidad de ejemplos son
insuficientes o la informacién no es lo suficientemente representativa, es inevitable caer en este
tipo de problematicas. El desarrollo de las metodologias planteadas, se propuso para estudio
de proteinas, no de mutaciones puntuales en si, debido a que depende de una variabilidad
minima en el conjunto de datos. De esta forma, si el conjunto de datos pertenece a librerias
de mutaciones puntuales, tales como el caso de las tareas de prediccién de estabilidad térmica
y de efectos sobre la enantioselectividad, existird una tendencia al sobre ajuste. Esto también
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puede darse en los casos de conjuntos de datos basados en deep mutational scanning o librerias
de evolucién dirigida. Este tipo de problematicas serda abordado en los siguientes capitulos
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de este trabajo de tesis.

3.4.

Una vez finalizada la metodologia propuesta y validada desde diferentes aristas, se pueden

concluir los siguientes puntos.

1. Se diseno e implement6 una metodologia de desarrollo de modelos predictivos basada
en sistemas de aprendizaje por ensamble, la cual combina modelos de optimizacion para
la seleccion de hiperparametros, estadistica para el desarrollo de clasificaciones y los
codificadores semanticos representados desde el punto de vista de espacio de senales.

2. La metodologia propuesta se valida y compara en diferentes tareas de ingenieria de
proteinas, tanto en tareas de regresion como de clasificacion, logrando mejores resulta-
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dos en la mayoria de los casos, no solo las codificaciones clésicas, sino que también en
mejora el rendimiento con respecto a los modelos actuales especificos reportados en el
estado de arte, demostrando ser una metodologia potente y generalizable, aplicable a
diferentes sistemas de interés.

Los métodos de ensamble favorecen el incremento de desempeno de modelos predic-
tivos, independiente de su representacion. Sin embargo, las FFT al aplicarlas sobre
representaciones clasicas no produce resultados correctos. Demostrando que, el punto
de vista de interés se encuentra no solo en la combinacion de modelos, sino que también
en la combinacién de propiedades.

Se demostré la sinergia entre la combinacién de los diferentes puntos de vista (codifi-
cadores seménticos combinados con FFT y el entrenamiento de modelos ensamblados),
mostrando que individualmente los modelos generados con una propiedad en particular
logran un menor desempeno que combinados, tanto en sensibilidad como en especifici-

dad.

Al evaluar la metodologia propuesta en conjuntos de datos de mutaciones provenientes
desde evolucion dirigida o técnicas de screening similares, se identifica que si bien se lo-
gra un buen desempeno en comparacién al estado de arte, se devalia su valor basandose
en el sobre ajuste existente en las predicciones, lo cual se debe principalmente a la poca
informacion y cantidad de registros con los que se evalué los problemas asociados a
la estabilidad térmica y enantioselectividad, desarrollando sistemas de calibracion para
disminuir el sobre ajuste. Pese a esto, es una técnica robusta y los resultados son alta-
mente competitivos con las técnicas mas recientes de desarrollo de modelos predictivos,
siendo una estrategia valida para incorporarla a sistemas de diseno de variantes.
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Capitulo 4

Estrategias de diseno de secuencias
con propiedades deseables

El diseno de secuencias amino acidicas con propiedades deseables es una de las metas
mas relevantes de la ingenieria de proteinas y a su vez uno de los grandes desafios de las
ultimas cuatro décadas. Las técnicas de evolucion dirigida y diseno racional han sido los
pilares para resolver este desafio. Sin embargo, presentan problemas relevantes a la usabilidad,
nivel de conocimiento y generalizacion, lo cual resulta complejo de aplicar en variados casos
[157]. Con la llegada del machine learning, ambas técnicas se han visto beneficiadas en sus
protocolos debido a la incorporacién de estas estrategias, naciendo metodologias como el
machine learning directed evolution [174] y el diseno semi-racional [153].

Actualmente, existen diferentes enfoques para disenar secuencias o variantes in-silico,
centrandose principalmente en estudio de variantes mutacionales mediante estrategias de
bioinformadtica estructural, empleando herramientas como Fold-X [148] o SDM [121], mien-
tras que desde el punto de vista de ML se han destacado los esfuerzos por incorporar los
sistemas predictivos y guiar las técnicas de diseno de proteinas [174]. Recientemente, las
estrategias basadas en deep generative models han sido empleadas para generar secuencias
desde el contexto de aprendizaje [176], demostrando su usabilidad en diferentes tareas de in-
genieria de proteinas, siendo ejemplos relevantes el desarrollo de secuencias de péptidos senal
[176], asi como también la elaboracién de mutaciones en la proteina P53 [97]. No obstante,
las aplicaciones de estos métodos requieren grandes volimenes de informacién para poder
generalizar los comportamientos y desarrollar las secuencias bajo el contexto deseado.

Otra forma de diseno y reconocimiento de variantes prometedoras se ha basado en la ex-
ploracion de landscapes, es decir, simular todas las posibles mutaciones puntuales o dobles de
una proteina de interés. No obstante, evaluar combinatorias de este tipo es una tarea ardua y
compleja computacionalmente. Métodos como EcNet [97] y UniRep [166] se han centrado en
la elaboracién de estrategias que faciliten la reconstruccién de los landscape desde un punto
de vista enfocado en las técnicas de deep learning y el desarrollo de diccionarios adquiri-
dos mediante aprendizaje, empleando técnicas de lenguaje natural, definiendo un lenguaje
de proteinas. Por otro lado, los métodos habilitados como frameworks de implementaciéon de
modelos tales como los propuestos por [157] y [107] también han sido empleados para explora-
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cién de landscape, permitiendo simular eficientemente mutaciones para andlisis de estabilidad
térmica. Sin embargo, los estudios para tareas mas complejas son dificiles de abordar debido
principalmente a que las relaciones no son lineales y los patrones de sitios relevantes para
mutar no son claros. Ademds, solo los métodos basados en deep generative models han sido
habilitados para generar secuencias de novo.

Con la llegada de AlphaFold y RoseTTAfold [11] es posible evaluar estructuralmente los
modelos generados. Sin embargo, su aplicacién es costosa computacionalmente y a la fecha,
no esta habilitada para el trabajo con multimeros o secuencias mas complejas. No obstante,
contar con herramientas de validacion estructural brinda un soporte valioso a los sistemas
de diseno. Sin embargo, pese a los grandes avances tanto a nivel bioinformético como de
machine learning en la ingenieria de proteinas, los sistemas de diseno de secuencias no han
sido explotados, solo centrandose en la exploracién de landscapes y siendo empleados en
tareas bien establecidas de la ingenieria de proteinas.

Con base en lo anterior, el tépico de este capitulo se centra en la presentacion de una
estrategia computacional basada en la exploracién de espacios latentes, la cual puede usarse
para reconstruccion de landscapes, exploracién de secuencias mediante técnicas estadisticas
y evaluacion de las propiedades deseables mediante prediccion con sistemas hibridos de en-
samble combinados con codificadores seménticos y representaciones de Fourier, centrandose
principalmente en dichas representaciones para formar los modelos estadisticos de pertenencia
al espacio latente de la propiedad de interés.

La metodologia propuesta fue empleada en diferentes aplicaciones, contemplando i) Re-
construccién de fitness de termo estabilidad de proteinas. ii) Disenio de secuencias de péptidos
con actividad biolégica deseable. iii) Diseno de péptidos con actividad anti-VIH para incre-
mento de actividad farmacoldgica. iv) Disenio de péptidos con productividad deseable bajo
sistema de producciéon recombinante.

Finalmente, si bien se aprecian diferentes puntos de casos de estudio, existe una metodo-
logia base, la cual se fue adaptando o incorporando nuevas reglas, con base en la cantidad de
registros o el tipo de desarrollo a analizar.

De esta forma, se propone una metodologia que combina tanto las representaciones de
espacios de senales con base en codificaciones semanticas (expuestas en el capitulo 2), el
disenio e implementaciéon de modelos predictivos ensamblados (expuestos en el capitulo 3) y
las estrategias de andlisis de espacios latentes y métodos probabilisticos generados en este
capitulo.

4.1. Metodologia

Con el fin de llevar a cabo los diferentes objetivos planteados, se resume la metodologia
propuesta, la cual sera dividida para las diferentes fuentes de interés, contemplando desde la
exploracion y reconstruccion de landscapes, hasta la elaboracion de sistemas estadisticos de
prediccion de secuencias para incorporarlas a sistemas experimentales, cada una de ellas, se
expone a continuacién.
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4.1.1. Diseno e implementacion de herramientas de exploracion de
landscapes

Los landscapes corresponden a posibles cambios en la secuencia a nivel single point muta-
tion o dos 0o mas mutaciones al mismo tiempo [107], los cuales se asocian a evaluar el efecto
que provoca la sustitucion de ¢l o los aminoacidos en la secuencia wild type con respecto al
tipo de respuesta o propiedad que se desea analizar. Para este caso, se evaluaron cambios en
los efectos termodinamicos de la proteina dihydrofolate reductase. Para ello, primero se reco-
pilan diferentes mutaciones reportadas de esta proteina desde variadas fuentes de informaciéon
[18, 126, 9, 20]. En una segunda instancia, se implementan modelos predictivos ensamblados
siguiendo las estrategias propuestas en el capitulo anterior. Finalmente, se exploran landsca-
pes, simulando mutaciones puntuales en la proteina de interés y se evalian clasificandolos con
respecto a categorias definidas, en este caso, si aumenta la estabilidad, es neutra o disminuye
la estabilidad, esto es con respecto al valor de AAG empleado para cuantificar la estabilidad
térmica de la proteina.

4.1.2. Diseno e implementacion de estrategias de exploracion de
secuencias de péptidos para evaluar actividades bioldgicas
deseables

Los péptidos antimicrobianos (AMP) son conocidos como péptidos de defensa del huésped
[158]. Estas moléculas juegan un papel fundamental en la respuesta inmune innata, por lo
que tienen aplicacién directa en las areas farmacéutica, biotecnolégica e industrial [123, 101].
Se han desarrollado diferentes métodos computacionales basados en ML para clasificar los
péptidos antimicrobianos [178, 32, 183, 188]. En este caso de estudio, se usé las secuencias
peptidicas reportadas en PeptipediaDB [130] para desarrollar modelos de clasificacién de
péptidos AMP.

Una vez implementado los modelos predictivos, se disena un modelo estadistico de eva-
luacién de landscape, el cual se basa en los siguientes puntos.

e Sea P el conjunto de proteinas a evaluar y n el nimero de propiedades semanticas a
emplear.

e Para cada propiedad P; € P se puede obtener los espectros de frecuencia estadisticos
con base en las transformadas de Fourier de las secuencias. Para ello, se estima en
cada punto del espectro los valores promedios e intervalos de confianza al 95 %. De
esta forma, se construye un ancho de banda de espectro de frecuencias para estudiar la
propiedad P;.

e Una vez construidos todos los anchos de banda estadisticos, se implementa un sistema
de evaluacion de probabilidades de pertenecer al ancho de banda de una propiedad
en especifica. Esto es, para una nueva secuencia, se estima la probabilidad de existir
dentro del ancho de banda de una propiedad P;, contando el niimero de veces que se
encuentra dentro y dividiéndolo por el niimero total de puntos.
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e Una vez se tiene estimada la probabilidad para una secuencia para todas las propie-
dades analizadas o empleadas, se estima la probabilidad conjunta de una secuencia de
pertenecer a la combinacion de los anchos de banda de las propiedades empleadas. Pa-
ra ello, se hace la multiplicacién de las probabilidades para obtener esta probabilidad
conjunta debido principalmente a que las propiedades seleccionadas desde los compo-
nentes semanticos expuestos en el capitulo 2 resultan ser independientes entre si, lo
cual facilita este procedimiento.

e Finalmente, se evalia cada secuencia con base en un umbral de clasificacién, el cual
se puede variar a medida que se vaya explorando y mejorando la estrategia para casos

definidos.

Una vez desarrollados los modelos y definidas las reglas de evaluacion, se seleccionan
al azar secuencias desde la base de datos PeptipediaDB [130] y se utilizaron para explorar
actividades bioldgicas, con el fin de validar la metodologia propuesta.

4.1.3. Disenando modelos en conjuntos de secuencias poco infor-
mativos y explorando sistemas probabilisticos de prediccion

Contemplando como inputs conjuntos de secuencias generadas desde el sistema de pro-
duccién de péptidos MachinePep!, asi como también péptidos con actividad inhibitoria de
VIH (virus de la inmunodeficiencia humana) obtenidos desde la literatura y bases de da-
tos previamente reportadas y recopiladas en PeptipediaDB [130], se disend e implementé
una estrategia de entrenamiento de modelos predictivos y andlisis de espacio latente con el
fin de generar secuencias de péptidos con propiedades deseables segiin el caso de interés,
es decir, ya sea, para evaluar péptidos en el sistema de produccion MahcinePep o para di-
senar nuevas secuencias de péptidos con actividad inhibitoria de VIH. Para llevar a cabo la
metodologia planteada se elaboraron y validaron variadas estrategias computacionales sopor-
tadas por métodos de machine learning, técnicas estadisticas y métodos de representaciones
numéricas de secuencias de proteinas basados en propiedades fisicoquimicas combinadas con
procesamiento digital de senales. Por otro lado, la falta de informacion y escasez de datos de
los conjuntos de entrada requirié la elaboracion de estrategias de over sampling, aplicando
variaciones de data augmentation.

A continuacion, se describe brevemente la metodologia generada para cada etapa, gene-
rando divisiones de cada problematica cuando corresponde.

Conjunto de datos y los principales problemas a tratar

Dependiendo del problema a trabajar, son diferentes los conjuntos de datos iniciales con
los que se contaba. A continuacion, se detallan brevemente las principales caracteristicas de
cada uno de estos.

!Sistema desarrollado en CeBiB para el cual se colabora desarrollando métodos computacionales
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Conjunto de datos para evaluar productividad en sistema de produccién Machi-
nePep

El conjunto de datos inicial a trabajar posee un total de 41 secuencias de péptidos en
lenguaje amino acidico, con un nimero de residuos entre 11 y 72. La variable a predecir es
la productividad, la cual se expresa en mg/L cuyos valores varian entre 0.56 y 36.33, con un
promedio de 8.07. Todos estos péptidos fueron obtenidos a partir del sistema de produccion
recombinante MachinePep. Existen dos problemas complejos a la hora de trabajar con este
tipo de conjuntos de datos. El primero se basa en las estrategias de entrenamiento a desa-
rrollar, mientras que el segundo es con respecto a la baja cantidad de ejemplos existentes, ya
que, con 41 ejemplos, generar modelos predictivos con alta generalidad es bastante complejo.
No obstante, técnicas de over sampling pueden ser aplicadas con el fin de incrementar la
cantidad de ejemplos.

Conjunto de datos para evaluar eficiencia de actividad inhibitoria en péptidos

VIH

En el caso del problema de diseno de péptidos con actividad VIH, 980 secuencias de pépti-
dos con esta actividad bioldgica fueron recolectadas desde diferentes fuentes de informacion,
en especial desde la base de datos de péptidos PeptipediaDB [130]. Todas estas secuencias
contaban con un valor de actividad asociado a IC50. No obstante, existen secuencias con
un valor categorico de dicha instancia, las cuales fueron descartadas, trabajando con un
total de 458 secuencias. Importante destacar, que los valores de medicién de la actividad
farmacoldgica fueron escalados para tenerlo en las mismas unidades de medida (nM). Las
secuencias varian en un largo entre 5 y 150 residuos. Ademads, como condicién especial, todos
los péptidos identificados deben tener actividad bioldégica antimicrobiana y antiviral, esto es
basédndose en el arbol de categorizacién propuesto en PeptipediaDB [130].

Preparacién del conjunto de datos

A continuacién, se describe brevemente cudles fueron las estrategias desarrolladas para
preparar los conjuntos de datos para el entrenamiento de los modelos predictivos, estos se
describen por separado con el fin de facilitar la comprension de los puntos relevantes en cada
uno de los casos particulares.

Preparacién de conjunto de datos para estimacion de productividad
En este caso, en una primera instancia se binariza las respuestas de interés (la produc-

tividad) con el fin de generar categorias. Este procedimiento se llevé a cabo considerando los
valores estadisticos de la muestra de interés. Generando la discretizacién con base en:

e Si el valor es mayor al promedio, entonces es clase 1.

e En caso contrario es clase 0.
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El fundamento tras esta decision fue guiado por los especialistas que desarrollaron la
metodologia de produccion, en este caso, el grupo de biologia molecular. La idea general de
esto era generar conjuntos de datos equilibrados sin desbalance de clases que pudieran afectar
negativamente a los modelos a generar.

Preparaciéon de conjunto de datos para estimaciéon de actividad inhibitoria de
péptidos VIH

En el caso del conjunto de datos de secuencias con actividad inhibitoria para VIH. Primero,
se eliminaron las secuencias con respuesta categdrica o medicién cuantitativa de la actividad
inhibitoria para VIH, esto es, todos aquellos que no tuviera valor numérico como respuesta.
Ademas, se eliminaron registros que presentaban valores asociados a cuantificacién de pérdi-
da de plegamiento o estabilidad de la proteina GP41 o del complejo de interaccion que se
forma, debido principalmente a que no se contaba con informacion suficiente para escalar
dichos valores y llevarlos a un valor cuantitativo en unidades de medidas deseables.

Luego, todos los valores se escalaron a una unica medida y se generaron categorias para
facilitar el entrenamiento de modelos predictivos asociados al desarrollo de sistemas de cla-
sificacién. Esta categorizacion se basé en los siguientes puntos con respecto al IC50 (medida
farmacoldégica empleada).

Si el valor es menor al cuartil 1 (25 %) es categorizado como C1.

Si el valor es menor al cuartil 2 (50 %) y mayor o igual al cuartil 1 se categoriza como
C2.

Si el valor estd entre el cuartil 2 y el cuartil 3 (75 %) se categoriza como C3.

En caso contrario se categoriza como C4.

Estas categorias representan niveles dentro de la distribucion, siendo el nivel méas im-
portante las C1, ya que representan los mejores valores para actividad VIH. Se selecciona la
distribucién de cuartiles para generar la categorizacion, debido principalmente a la generacion
de conjuntos de datos equilibrados.

Representaciéon numérica del conjunto de datos y estrategias de data augmenta-
tion

Una vez se tiene el conjunto de datos discretizado (con base en las categorias de clasifica-
cién generadas en cada caso expuesto) comienza el proceso de la representacién numérica de
las secuencias, lo cual es requerido para trabajar con modelos predictivos. Tal como se apre-
ci6 en el capitulo dos, existen diferentes estrategias de codificacién de secuencias. Ademas,
acoplado al problema de representacion, existe el problema de la cantidad insuficiente de da-
tos para entrenamiento de modelos predictivos, en particular, para el caso de los modelos de
prediccion de productividad para el sistema de producciéon MachinePep. Con base en lo ante-
rior, se propone una estrategia de representacion numérica, la cual involucra las propiedades
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fisicoquimicas seleccionadas mediante técnicas de natural language processing? y métodos de
data augmentation para el caso del conjunto de datos con menor cantidad de informacion.

Un resumen de la metodologia planteada se expone en la Figura 4.1, la cual es descrita a
continuacion.
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Figura 4.1: Descripcién del proceso de representacion numérica

Primero, empleando las codificaciones provenientes de propiedades fisicoquimicas pro-
puestas en el capitulo dos de este trabajo de tesis, se codifican las secuencias obteniendo 8
vectores independientes para cada secuencia en el conjunto de datos. Estos vectores tienen
la misma cantidad de elementos como residuos tiene la secuencia a codificar. La codificacién
contempla de que cada aminodcido R en la secuencia S se codifica por un valor P(R) donde
P representa a los codificadores propuestos para una propiedad en particular. De esta forma,
cada residuo tiene un unico valor dependiendo de la propiedad. Importante destacar, es que se
requiere la aplicacion de técnicas de zero-padding para poder ajustar los largos de los vectores
codificados y estandarizarlos en uno unico, lo cual es requisito para aplicar algoritmos de ma-
chine learning. Luego, cada vector es transformado aplicando métodos de digitalizacion, con
el fin de llevarlo a representaciones del espacio de senales, empleando transformadas, segin lo
descrito en el capitulo dos de este trabajo de tesis. Una de las ventajas de esta representacion

2Para mas detalles revisar el capitulo dos de este trabajo de tesis
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es que permite emular los comportamientos estructurales y las interacciones de los residuos
dado el enfoque del espacio de frecuencias, en el cual, cada punto esta relacionado con el resto
de la distribucién, lo cual en proteinas es aludido a que cada residuo tiene una relevancia
sobre otro.

Finalmente, y solo para el caso del entrenamiento de modelos predictivos de producti-
vidad en el sistema MachinePep, una vez generado los vectores, estos se acoplan en una
Unica matriz y se genera un tnico conjunto de datos, a diferencia del caso del desarrollo de
sistemas de prediccién para actividad inhibitoria de VIH, donde se desarrollan 8 conjuntos
independientes.

Entrenamiento de modelos predictivos y desarrollo de sistemas ensamblados

El entrenamiento de modelos predictivos para cada caso, se basé en la metodologia de
ensamble propuesta en el capitulo tres de este trabajo de tesis. Es decir, se exploran diferentes
algoritmos e hiperparametros guiados por un sistema de optimizacion heuristica, los cuales se
combinan en un tnico sistema predictivo con base en métodos de aprendizaje por ensamble.

De esta forma se genera un modelo predictivo ensamblado. Se menciona que, dos etapas
se modifican al pipeline propuesto de entrenamiento de modelos predictivos ensamblados.

1. Division del conjunto de datos en entrenamiento y en validaciéon. Normalmen-
te, se divide el conjunto de datos input en dos, uno empleado para entrenar el modelo
y otro para ocupar el modelo, obtener las predicciones y estimar el rendimiento. Nor-
malmente, esta divisién se hace en proporciones 70:30 u 80:20. El conjunto de datos
empleado para entrenamiento se somete a una validacion cruzada con K = 10 para
poder detectar sobre ajuste. En este sentido, las diferencias aplicadas en este caso, en
especifico, se centran en dividir el conjunto inicial en una proporcién de 90:10 y aplicar
una validacion cruzada leave one out para la etapa de entrenamiento.

2. Division iterativa del conjunto input. Tal como se nombré en el punto anterior,
se hace una division de 90:10 en conjunto de entrenamiento y validacién. Este proceso
se itera en n = 100 instancias para brindar soporte estadistico al proceso desarrollado.

Hasta este punto, ambos desarrollos de modelos predictivos son iguales. Sin embargo,
debido a las diferentes estrategias de desarrollo de los conjuntos de datos, divergen en es-
te punto. A continuacion, se explica la continuacién del proceso separadamente para cada
desarrollo.

Desarrollo de modelos predictivos con data augmentation

Para el caso de los modelos predictivos de clasificacion de productividad en el sistema
de produccion MachinePep. Se emplean los modelos seleccionados con mayor rendimiento y
menor sobre ajuste, para someterlos a un nuevo proceso de entrenamiento. Sin embargo, este
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Figura 4.2: Leave one peptide out como estrategia de entrenamiento de modelos predictivos

entrenamiento se basa en una metodologia propuesta para este proyecto denominada Leave
One peptide Out, la cual se detalla esqueméaticamente en la Figura 4.2.

Este proceso se puede comentar los siguientes puntos de interés.

e En el conjunto de datos, cada secuencia de péptidos esta sobre expresado, es decir, 8
ejemplos del conjunto representan un inico péptido, esto es debido al data augmentation
generado. Los rendimientos obtenidos se basan principalmente en una representacion, es
decir, que los rendimientos pueden estar sesgados dado que propiedades pueden ser mas
informativas en algunos casos, es decir, representaciones especificas de las secuencias
de péptidos pueden ser mas informativas.

e Dado esto se vuelve a entrenar el conjunto de datos, pero aplicando la validacién pro-
puesta, para ello, se contemplan los siguientes puntos de interés.

— En cada iteracion se deja fuera un péptido completo, es decir, las 8 representaciones
de un péptido en especifico se dejan fuera de la etapa de entrenamiento del modelo.

— Luego, se entrena el modelo segtn la configuracion de algoritmo e hiperparametros
que corresponda dado a la seleccion desarrollada. Este proceso se entrena con
validacién cruzada, manteniendo la logica expuesta en la primera etapa.

— Luego, empleando el modelo generado, se obtiene las predicciones para el péptido
dejado fuera, es decir, para las 8 representaciones. Estas predicciones se comparan
con los valores reales y se obtiene el rendimiento (Esto es solo de validacién, dado
que la diferencia deberfa ser minima). Ademads, se obtiene la clasificacién final del
péptido por un sistema de votacion. Es decir.

x Tomando en consideracion cada prediccién se hace una ponderaciéon en modo
votacion y se obtiene la clasificacién final del péptido haciendo dicha votacion
(Simplemente el que tiene més votos, en caso de empate es un random).
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* Se compara la clasificaciéon por ponderacién con la clasificacion real y se ob-
tiene almacenan los valores

— Una vez iterado para cada péptido se emplean los valores almacenados y se obtiene
el rendimiento final del proceso.

e Finalmente, este proceso se desarrolla para todos los modelos seleccionados en la etapa
anterior. A partir de lo cual, una vez teniendo el desempeno, se selecciona el mejor
modelo simplemente por seleccion de la medida de desempeno mas alta.

Desarrollo de modelos ensamblados para péptidos con actividad inhibitoria VIH

Para el caso de los sistemas predictivos se siguié la misma metodologia de entrenamiento
de modelos ensamblados expuesta en el capitulo tres, no registrando cambios significativos en
el pipeline propuesto. No obstante, como consideracion especial solo se emplearon algoritmos
basados en técnicas de bagging o boosting, asi como también, algoritmos de arboles de decision,
ignorando los métodos basados en kernel o distancias (SVM y KNN), debido a que se deseaba
comprender la relacién entre las propiedades, los puntos de interés y la identificacién en las
reglas asociadas a las decisiones de clasificacion para las secuencias de interés.

Desarrollo de espacios latentes e implementacion de modelos probabilisticos

Finalmente, con la metodologia de representacién numérica y los modelos predictivos en-
trenados, es posible desarrollar estrategias de exploracion de espacios latentes para evaluar
nuevas secuencias. La Figura 4.3 muestra un esquema representativo de la propuesta gene-
rada. Esta metodologia se puede dividir en cuatro grandes etapas, las cuales se explican a
continuacion.

Los puntos 1 y 2 se centran en obtener un espacio de distribucién. Esto hace referen-
cia a generar una distribucién de probabilidad por cada punto existente en el espacio de
codificaciones generado. Para obtener este espacio se contempla lo siguiente.

e Obtener un intervalo de confianza por cada punto en una forma de representacion
(propiedad fisicoquimica)

e Armar un ancho de banda para cada propiedad empleando los diferentes intervalos de
confianza generados.

e Generar anchos de banda por cada propiedad utilizada

En los puntos tres y cuatro se contemplan la evaluacion de nuevos conjuntos de secuencias,
los cuales se deben codificar empleando las estrategias nombradas y evaluar en los anchos de
banda. Para ello se debe.

e Por cada propiedad, estimar la probabilidad de pertenecer al ancho de banda de la
propiedad correspondiente. Para esto, se estima la cantidad de veces que un punto se
encuentra dentro del ancho de banda y se divide por la cantidad de puntos totales.

75



e Evaluar la probabilidad total, contemplando para ella cada probabilidad de propiedad
independiente y haciendo la multiplicacién de las ocho propiedades. De esta forma, se
tiene una probabilidad tnica.

e Finalmente, si la probabilidad supera cierto umbral, se aplica el modelo predictivo
(ensamblado o por data augmentation) y se obtiene la respuesta de interés.
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Figura 4.3: Aplicacién de espacios latentes y estrategias de probabilidad para evaluar nuevas
secuencias

4.2. Resultados y discusiones

4.2.1. Exploracion de landscapes

Usando la metodologia propuesta para la reconstruccion del landscapes, en una primera
instancia se implement6 un conjunto de datos de mutaciones puntuales de la proteina Dihy-
drofolato reductase, asociando la respuesta de interés a valores de AAG, los cuales permiten
cuantificar la estabilidad térmica. Se recopilaron 556 mutaciones puntuales de estudios ante-
riores [18, 126, 9, 20]. De ellos, se seleccionaron aleatoriamente 400 ejemplos para generar un
conjunto de datos de entrada, y aplicando la metodologia propuesta en el capitulo anterior se
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entrenaron modelos predictivos de regresion, logrando un desempeno de coeficiente de Spear-
man’s rank de 0.76 (Ver Figura 4.4 A). Luego, se realizé una exploracién de mutagénesis
reconstruyendo el landscape para una mutacion al mismo tiempo, con el fin de evaluar la
estabilidad de la proteina, empleando el modelo predictivo ensamblado entrenado. De esta
forma, se obtuvo el landscape mutacional de la proteina de interés.

Una vez obtenido el landscape, se clasificaron las mutaciones en tipos de estabilidad:
creciente o decreciente, segin el valor y el signo de AAG [175]. Se evalué la calidad de
las predicciones utilizando las 156 entradas restantes no consideradas para el desarrollo del
modelo ensamblado, obteniendo una precision del 88.53 % (Ver Figura 4.4 B).

A B Predicted values

o)
Identity

1 Y = 0.73X + —0.32 1 Q&og;@s

% 0r o © © g &
@ [eXe) -§

-_§ -1 o) o ©° %) o
1, o !

7 o o 4
A 3l ® o0oO0 &, @

N © AAG A4

4 o . \ . .

-4 -3 -2 1 0 1 2
Real values

ce

®
3
\s\;‘;\\@‘

Figura 4.4: Rendimiento de modelos predictivos de estabilidad térmica para proteina Dihy-
drofolate reductase

Una vez obtenido el landscape, se analizo la distribucién de AAG en todas las posiciones
para identificar mutaciones no informadas de interés potencial (Ver Figura 4.5 B y Ver Figura
4.5 A). Tal como se esperaba, un nimero reducido de mutaciones aumenta la estabilidad de
la proteina sin ser perjudicial para la funcionalidad de la misma (AAG < 3, [175]).

Del landscape reconstruido, se selecciond conjuntos de mutaciones no obvias, es decir,
mutaciones no estrictamente relacionadas con el sitio de interacciéon de la proteina, de las
cuales se obtuvieron las estructuras tridimensionales de cada variante usando el software SDM
[121] y se aplic6 un algoritmo de representaciéon de proteinas como estructuras de grafos
dirigidos basados en el desarrollo de estimadores de interacciones electrostaticas débiles,
enfocados principalmente en los puentes de hidrégeno.

Al combinar los resultados obtenidos empleando la metodologia propuesta con las re-
presentaciones basadas en estructuras de grafos, se identificaron patrones relacionados con
enlaces de hidrogeno u otras interacciones electrostaticas débiles que explican los cambios de
estabilidad (Ver Figura 4.6, en rojo se expone el cambio, mientras que las diferencias de las
aristas indican si se ganan o pierden interacciones débiles). Se observa que los cambios de
ILE60PRO y PRO25GLU fomentan la estabilidad de la proteina aumentando los puentes
de hidrégenos. Por otro lado, los cambios de VAL93PRO y SER3VAL fomentan una dis-
minucion de la estabilidad, asociada a los cambios en las interacciones, ya sea aumentando
perjudicialmente la estabilidad por medio de la generacion de mas puentes de hidrégeno o
por medio de la desestabilizacién eliminando interacciones electrostaticas débiles.

De esta manera se demuestra que el método propuesto permite la simulacion de variantes,
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Figura 4.5: Resumen de tipos de mutaciones obtenidas a partir de la reconstruccién del
landscape de single point para la proteina Dihydrofolate reductase
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Figura 4.6: Representaciones de estructuras de grafos para la identificacién de patrones rela-
cionados con los cambios estructurales que influyen en la estabilidad de la proteina.

explorando un landscape de mutaciones, a partir del cual es factible identificar mutaciones
que mejoren un fitness de interés, mostrando la utilidad del método propuesto para el diseno
de variantes con propiedades deseables.
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4.2.2. Exploraciéon de actividades bioldgicas para secuencias de
péptidos

Uno de los problemas mas desafiantes en la ingenieria de proteinas se centra en disenar
proteinas con propiedades deseables [181]. Actualmente, existen dos estrategias de desarrollo,
el diseno racional y la evolucién dirigida [174]. El desarrollo de herramientas computacionales
ha facilitado esta tarea, naciendo tdpicos como el diseno semi-racional [157] y el machine
learning directed evolution [174]. Sumados a esta iniciativa y contemplando las ventajas de
la combinacién de los codificadores seméanticos desarrollados y la representacion en el espacio
de senales, se disend e implementé una metodologia inicial basada en exploraciéon por fuerza
bruta, para el diseno de secuencias con propiedades deseables. En este caso, disenio de péptidos
antimicrobianos.

Dado lo anterior, se entrenaron dos modelos predictivos usando la metodologia propuesta
en el capitulo anterior sobre el conjunto de secuencias procesadas. El primero es un modelo
binario de clasificacion de actividad antimicrobiana, mientras que el segundo corresponde a
un modelo multi clase de variadas actividades biologicas para péptidos antimicrobianos, ta-
les como antibacteriano, antiviral, anti-cancer, anti-VIH y anti-fungal. El desempeno logrado
fue de un 98.6 % de precisién y 95.11 %, respectivamente. Los altos valores de desempeno
obtenidos se debe principalmente a la clara separacién entre los péptidos antimicrobianos y
no antimicrobianos (para el caso del clasificador binario) y patrones marcados para cada ac-
tividad biolégica en el modelo multi clase (Ver Figura 4.7. Importante, se escalan los valores
a una misma escala para poder representar los resultados, esto provoca que los patrones de
espectro se aplanen, no visualizandose claramente los patrones en los péptidos con actividad
antimicrobiana), lo cual, facilita el entrenamiento de modelos predictivos gracias a la iden-
tificacion de patrones claros que permiten generalizar de mejor forma los comportamientos
existentes en el conjunto de entrenamiento.

Una vez construidos los modelos, se exploraron nuevas secuencias siguiendo los siguientes
pasos. i) Primero, se recolectaron diferentes secuencias peptidicas aleatoriamente desde la
base de datos PeptipediaDB [130]. Notablemente, estas nuevas secuencias no se utilizaron
durante la etapa de entrenamiento de modelos. En el caso de que no se tengan secuencias
para explorar, se recomienda el uso de estrategias de deep generative models o similares [176]
para crear nuevas secuencias. No obstante, esta estrategia no se aplicé en este trabajo debido
a la cantidad de secuencias necesarias para generalizar los comportamientos de aprendizaje
para el desarrollo de los deep generative models. ii) Se codificé y transformaron las secuencias
utilizando la metodologia propuesta en el capitulo 2 de esta tesis de doctorado. iii) Se evalué
la representacion numérica estimando la probabilidad de que una nueva secuencia pertenezca
al espacio latente de cada categoria usando la metodologia propuesta en este capitulo. v) Se
utiliz6 el modelo de entrenamiento para predecir la categoria de la secuencia propuesta. vi)
Se evaluaron las predicciones, comprobando si las secuencias propuestas estan clasificadas en
la clase de interés.

Usando la estrategia planteada, se exploraron 10.000 secuencias aleatoriamente extraidas
desde PeptipediaDB [130] y se definié un criterio de seleccién del 90 % de probabilidad de
existir dentro del espacio latente conjunto para la actividad biolégica deseable, en este caso,
péptidos antimicrobianos y sus diferentes sub categorias. De las 10.000 secuencias exploradas,
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Figura 4.7: Patrones de senales para las secuencias de péptidos y las respectivas actividades
biolégicas analizadas

solo 3.513 cumplieron con el criterio de probabilidad establecido y se predijo su actividad
usando los modelos previamente entrenados. Debido a que se conocian con antelacion las
secuencias, se pudo evaluar el rendimiento de la metodologia de diseno comparando las cla-
sificaciones predichas con las actividades biolégicas reportadas por cada secuencia. La Tabla
4.1 muestra el desempeno obtenido en términos de rendimiento.

Actividad Biolégica Numero de secuencias Accuracy (%)

Antimicrobial 3513 98.1%
Anti-viral 1210 91.4%
Anti-bacterial 1350 89.3%
Anti-cancer 1980 87.1%
Anti-fungal 832 79.4%
Anti-VIH 1127 82.3%

Tabla 4.1: Rendimientos obtenidos para la estrategia de exploracion de secuencias disenada
para este proceso

Notablemente, las secuencias reconocidas como péptidos antimicrobianos mostraron des-
empeno similar al resultado del entrenamiento. No obstante, el resto de las actividades biol6gi-
cas evaluadas presenté una baja con respecto al modelo predictivo. Podemos inferir que esto
es debido a que los modelos generados fueron entrenados con secuencias que solo presentaban
una actividad en especifica, mientras que las secuencias evaluadas presentaron en su mayoria
actividad moonlight (razén por la cual las sub actividades de péptidos antimicrobianos no
suman el total de secuencias evaluadas). Pese a estos resultados, la metodologia propuesta
facilita la exploraciéon de nuevas secuencias desde un punto de vista probabilistico, siendo
enormemente eficiente para péptidos antimicrobianos.
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Tarea Rendimiento Entrenamiento Validacion Tasa de sobreajuste

Accuracy 0.84 0.81 1.03

.. L, L. Precision 0.89 0.89 1
Productividad de péptidos F1-Score 0.83 0.84 0.98
Recall 0.81 0.88 0.92

Accuracy 0.85 0.85 1
L. . .. Precision 0.81 0.83 0.98
Péptidos VIH, estimacién de IC50 Fl-Score 0.83 0.88 0.95
Recall 0.83 0.88 0.95

Tabla 4.2: Resumen general, mejores desempenos obtenidos segin diferentes métricas para
cada tarea desarrollada

4.2.3. Diseno e implementaciéon de modelos productivos para ela-
boracion de péptidos con propiedades deseables

Finalmente, el iltimo de los objetivos por abordar con respecto a los métodos de diseno se
centra en la elaboracién de sistemas predictivos para trabajar con sistemas poco informativos,
es decir, con conjuntos de datos con un nimero de ejemplos menor a 50 registros (como en
el caso de los sistemas predictivos de productividad para la maquinaria de MachinePep),
mientras que para ambos, se remarca el hecho de la elaboracion de métodos probabilisticos
para estimar variables numéricas a partir de sistemas de clasificacion categéricos.

Con base en lo anterior, se logré hacer representaciones numéricas de las secuencias de
péptidos para ambos casos de estudio. Por otro lado, la categorizacién de los conjuntos de
datos fue exitosa, logrando crear set de datos equilibrados con ausencia del desbalance de
clases. Para el caso de la prediccion de productividad en péptidos producidos en el siste-
ma de MachinePep, dos fueron las categorias generadas, las cuales representaban “Buena
productividad” y “Mala productividad”, mientras que para el caso de los péptidos con activi-
dad anti-VIH fueron cuatro, definidas equitativamente mediante distribuciones cuartiles. Las
cuales se definieron como

C1: Muy Bueno
e (C2: Bueno

C3: Regular
e (C4: Malos

Dado esto, las exploraciones de los modelos consideraron algoritmos clasicos del machine
learning, variando sus hiperparametros de configuracién y midiendo su desempeno con las
métricas clasicas. Recordando que los primeros modelos se basan en representaciones y over
sampling empleando data augmentation con base en la combinacién de las propiedades fisico-
quimicas y contemplando que los seleccionados se emplearon para validacion leave one peptide
out, la Tabla 4.2 resume los desempenos logrados en la primera etapa del entrenamiento.

Tal como se observa en la Tabla 4.2, los resultados obtenidos bordean en promedio los
0.83 u 83 % de rendimiento en ambas tareas, lo cual es bastante significativo considerando
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Tarea Rendimiento Entrenamiento Validacion Tasa de sobreajuste

Accuracy 0.80 0.80 1
. . L. Precision 0.81 0.82 0.99
Productividad de péptidos F1-Score 0.82 0.81 0.99
Recall 0.80 0.81 0.99
Accuracy 0.81 0.82 0.99
e . .. Precision 0.81 0.81 1
Péptidos VIH, estimacién de IC50 Recall 0.80 0.83 0.96
F1-Score 0.82 0.82 1

Tabla 4.3: Resumen mejores desempenos segin leave one peptide out

la cantidad de ejemplos existentes en el conjunto de datos de productividad. No obstante,
cabe recalcar que esto representa a los conjuntos con data augmentation, razén por la cual,
el desempenio real puede estar ofuscado.

Los modelos seleccionados en la etapa 1, en ambos casos, se asociaron a algoritmos del
tipo ensamble, tales como random forest y Adaboost. Esto puede ser principalmente a la
complejidad existente en la identificacion de relaciones que permitan separar el conjunto en
sus respectivas categorias definidas.

A partir de estos modelos, se aplicé la estrategia de validacion con leave one peptide out,
en la cual, los desempenos bajan. No obstante, se mantienen por sobre el 80 %, tal como se
resumen en la Tabla 4.3.

Como era de esperarse, los resultados muestran una baja en el desempeno. Sin embargo,
no es significativa. Ademas, se mejora la taza de sobre ajuste.

En ambos casos se seleccionan modelos basandose en el algoritmo random forest con un
nimero de estimadores de 1500 y un criterio de funcién de ganancia de informacién entropy.

Ya con los modelos generados, se procedié a implementar los modelos probabilisticos y
las estrategias de espacio latente, con el fin de disenar métodos que permitan evaluar nuevas
secuencias y emplear los modelos predictivos generados.

Finalmente, combinando este andlisis de espacio latente, con el modelo predictivo, se pue-
de obtener la categoria de la nueva secuencia y estimar la probabilidad de su valor numérico
empleando distancias euclidianas con base en estos anchos de banda y las secuencias en ge-
neral. Esquematicamente, el uso de los modelos construidos y los diferentes componentes de
la metodologia propuesta se resumen en la Figura 4.8.

Siguiendo el pipeline propuesto, se exploraron diferentes secuencias mediante una explo-
racion de landscape, de las cuales aquellas con mayor probabilidad de éxito se estan evaluando
experimentalmente para ambos casos. Con el fin de evaluar las secuencias desde un punto
de vista estructural, solo para las mas relevantes y a modo de ejemplo juguete, dado que es
un protocolo que actualmente se encuentra en desarrollo por parte del equipo de trabajo, se
empled la herramienta AlphaFold para poder obtener modelos estructurales de los péptidos
y estimar su factibilidad de desarrollo, junto con su estimacion de error.

Solo a modo ilustrativo, en las Figuras 4.9 y 4.10 se muestran los resultados para una
secuencia de prueba con una probabilidad del 0.98 % de tener un IC50 perteneciente a la
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Figura 4.8: Pipeline propuesto para disenar y explorar nuevas secuencias con nuevas secuen-
cias.

categoria C1, exponiendo la estructura y el error de alineamiento previsto.

Figura 4.9: Modelo estructural obtenido con AlphaFold para secuencia disenada por el método
propuesto basado en exploracién de espacio latente.

La Figura 4.9 muestra una estructura donde predominan mas los dominios tipo S lo
cual es caracteristico en estructuras de péptidos, ya que se exhiben normalmente una mayor
cantidad de residuos hidrofébicos. Por otro lado, la mayoria de sus predicciones se encuentran
dentro de una confidencia alta, lo cual denota que la calidad del modelo estructural generado
es alta.

Los errores esperados visualizados en la Figura 4.10 son relativamente bajos, lo cual
denota que las posiciones se encuentran dentro del margen aceptable segiin las indicaciones
de los autores de AlphaFold [6].
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Figura 4.10: Error de alineamiento previo para el modelo generado, logrando que la mayoria
de las posiciones se encuentren en un rango de error inferior a 5 Amstrong

4.3. Conclusiones y comentarios generales

El capitulo expuesto recientemente trato de exponer diferentes metodologias y estrategias
computacionales para evaluar secuencias dentro de espacios latentes y facilitar herramientas
que permitan disenar o explorar secuencias con el fin de obtener propiedades deseables.

Bajo el margen de las metodologias disenadas e implementadas, se pueden concluir los
siguientes puntos mas relevantes.

1. La estrategia de desarrollo de modelos predictivos ensamblados empleando los codi-
ficadores semanticos bajo representacion de espacios de senales favorecié el diseno e
implementacion de modelos predictivos en diferentes ambientes de desarrollo y princi-
palmente facilité la exploraciéon de landscapes.

2. La elaboracién de técnicas de exploracién y reconstruccién de fitness facilito la iden-
tificacion de mutaciones que incrementan la estabilidad para la proteina dihydrofolate
reductase, logrando identificar mutaciones no obvias benéficas para la proteina. Esta
estrategia junto con las representaciones de grafos favorece la identificacion de patrones
estructurales de una manera sencilla y eficiente.

3. El diseno e implementacion de sistemas probabilisticos para la exploracion de secuen-
cias y la determinacién de pertenencia a espacios latentes fue favorecido enormemente
gracias a las representaciones basadas en transformadas de Fourier, lo cual da un punto
de vista simple y comprensible a la hora de disenar nuevas secuencias. El hecho de
ocupar diferentes puntos de vista disminuye las probabilidades de error, ya que no es
posible asegurar con los experimentos desarrollados que las funciones especificas tengan
espectros especificos.

4. La implementacion de estrategias de modelamiento predictivo para sistemas poco in-
formativos soportados por técnicas de data augmentation demostrd ser util y lograr
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desempenos eficientes, las cuales, combinadas con los métodos probabilisticos, facilitd
dar una probabilidad de error a una prediccion numérica relacionada con una previa
clasificacién, resultando ser una herramienta de utilidad al demostrar que las secuencias
propuestas se modelan estructuralmente eficiente con AlphaFold.
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Capitulo 5

Analisis de mutaciones puntuales e
identificacién de sitios relevantes para
mutagénesis

El disenno de mutaciones puntuales es una de las tematicas de mas interés en la ingenieria
de proteinas, identificar sitios que afecten positivamente a una propiedad en particular en
una proteina se ha convertido en el centro de los desarrollos de mutaciones sitio-dirigidas.
Normalmente, las técnicas de disenio de mutaciones se han centrado en explorar o identificar
variantes mutacionales que tiendan a mejorar la propiedad. En este sentido, la evolucion
dirigida se ha caracterizado por ir agregando cambios secuencialmente generacion tras ge-
neracién, mientras que el diseno racional se enfoca en el uso de los conocimientos sobre la
proteina para poder proponer candidatos a mutar.

Ambas técnicas presentan problemadticas en términos de usabilidad y/o de conocimiento,
razon por la cual, métodos computacionales se han diseniado e implementado con el fin de
poder dar soporte a las metodologias clasicas de diseno, siendo el enfoque principal de los
disenos semi-racionales. Bajo este alero, la identificacion de los sitios importantes en una
proteina juega un rol fundamental en el propédsito de diseno.

Los principales métodos de estudio de sitios de interés en proteinas se han centrado en
el componente termodinamico asociado a la estabilidad y los cambios que provoca mutar un
residuo para la proteina en estudio, siendo una de las herramientas mas empleadas para esto
SDM [121], la cual se centra en medir los cambios de estabilidad y expresarlos en nivel de
diferencia de energia libre entre los estados de la proteina (AAG). No obstante, no es la tinica
herramienta de este tipo, el listado es tan largo como su historia, siendo las mas relevantes,
Fold-X [148], Rosetta [100] y I-Mutant [23].

Desde otro punto de vista, los esfuerzos se han centrado en la aplicacién de técnicas
basadas en el concepto filogenético y evolucion de las proteinas. Una de las formas més in-
teresantes, es estudiar las mutaciones y evaluar la probabilidad de sus cambios, contemplando
que sitios conservados en las familias de proteinas tendran baja probabilidad de mutar. Es
mas, en el caso de ocurrir, implicaria en efectos adversos a la funcién de la proteina, siendo
este uno de los andlisis que facilita la herramienta MOSST [118]. Sin embargo, la elabora-
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cién de familias automaticas es compleja, debido a que involucran diversos conceptos que se
asocian al conocimiento y la experiencia del investigador.

Siguiendo en la misma linea, uno de los conceptos que més fuerza ha adquirido el dltimo
tiempo, es la aplicacién de modelos de epistasis al estudio de proteinas [73], el cual permite
identificar cémo el cambio en una posicién afecta a los residuos aledanos, no necesariamente
sus vecindades, lo cual beneficia enormemente la identificacién de sitios de interés y condiciona
el desarrollo de mutagénesis no solo al sitio de interés, sino que se determina también su efecto
sobre otros.

Por otro lado, otro de los problemas mas interesantes se basa en el diseno e implementa-
cién de modelos predictivos para estudiar el efecto de las mutaciones. En capitulos previos,
se analizo que los modelos predictivos basados en representaciones numéricas pueden pre-
sentar buen desempeno. No obstante, la probabilidad de sobre ajuste es alta, lo cual afecta
negativamente a su usabilidad a largo plazo. Este defecto se debe principalmente a la poca
variabilidad que existen en los vectores que representan las secuencias, ya que, al analizar las
técnicas de codificacién, para efectos practicos es solo un cambio en una posicion en particu-
lar. Esto ultimo se traduce en, por ejemplo, para one hot, se .“"ciende” y se .%paga” un punto
en particular. Por otro lado, al emplear propiedades fisicoquimicas, el cambio se produce solo
en una posicién del vector numérico generado. Para efectos de representacién real (vectores
numéricos en el dominio real) las diferencias son un poco més visibles, tal es el caso de las
aplicaciones de FFT o la representacién por técnicas de aprendizaje de codificacion basadas
en NLP. No obstante, las diferencias siguen siendo sutiles, lo cual afecta negativamente tan-
to al modelo como a su posterior uso, en tareas fundamentales como la reconstruccién de
landscapes.

Dado a lo anterior, y con el fin de poder presentar una alternativa de desarrollo de mo-
delos predictivos y estudio de mutaciones puntuales, se propone en este capitulo el diseno
e implementacién de una metodologia que facilite el entrenamiento de modelos predictivos
en conjuntos de datos de mutaciones puntuales. Primero, se disena una estrategia de ca-
racterizacién de las mutaciones desde los puntos de vista termodinamicos, filogenéticos y
estructurales, asi como también considerando el .“mbiente” de la mutacién. Luego, siguiendo
el mismo paradigma de diseno de modelos predictivos guiado por heuristicas de algoritmos
genéticos, se desarrolla un framework de entrenamiento de modelos para estudiar efectos de
mutaciones puntuales. Finalmente, se propone la identificacion de sitios relevantes de la pro-
teina combinando los puntos de vista filogenéticos y termodinamico, los cuales se proponen
como sistema de estudio y aplicacién para mutaciones sitio-dirigidas.

La metodologia planteada se evalud por etapas, primero, se determiné el poder de ge-
neralizaciéon de la estrategia de entrenamiento de modelos predictivos, empleando diferentes
conjuntos de datos de experimentos de evolucion dirigida, disenio de variantes, o métodos de
deep mutational scanning, entrenando los modelos predictivos y comparando los desempenos
con las estrategias clasicas, tanto en rendimiento en métricas como de evaluaciéon del sobre
ajuste. Por otro lado, la evaluacién de la identificacién de sitios relevantes se corrobora con
dos conjuntos de mutaciones reportadas, el primero, en evaluacion de fitness, donde los sitios
identificados como importantes, estan correlacionados positivamente con un aumento de la
propiedad, mientras que en el segundo caso, se trabaja con conjuntos de datos relacionados
con el andlisis del efecto de enantioselectividad. Se descarta estudiar estabilidad y propie-
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dades similares con la metodologia propuesta, debido principalmente a que se ocupan como
input para su desarrollo, lo cual seria contraproducente.

De esta forma, se disenia e implementa una metodologia que facilita la identificacién de
sitios relevantes y predice eficientemente el efecto de mutaciones, la cual puede ser utilizada
en variadas aplicaciones y, combinadas con técnicas de diseno actual de variantes, facilitaria
guiar el desarrollo de mutaciones a los sitios importantes de estudio.

5.1. Metodologia

A continuacion, se describe los principales puntos de la metodologia propuesta, contem-
plando tanto la etapa de caracterizacién, como los entrenamientos y los reconocimientos de
sitios de interés en las proteinas estudiadas.

5.1.1. Caracterizacion de mutaciones en conjuntos de proteinas

La caracterizacién de las secuencias se basa en emplear diferentes herramientas compu-
tacionales previamente reportadas para obtener propiedades que representen a las mutacio-
nes. La Figura 5.1 muestra un esquema representativo de la estrategia de caracterizacion.

ID Variant Fitness ID Mutation Fitness

(W) Tic) sy (1)

B BETOS® B

(m2) T(c) sy (3)

(m3) Tic) sy (1)

(m4) Alc) s Y (2)

v
1D Wild residue Mutant residue Fitness Structural information
0.2/1.2/3.4/1.9/0.8 .9.7 3.4(26/01[10/27 2.3.12 33[0.6 Thermodvnamics information

g 0.1/1.9|2.1/34 37[1.2]15 230033422 13(14 10 34 0.7] g Dphybge:;tic information
(M3) [0.7|2.4[1.7/2.4 0.9]9.1]3.4|26]0.1]1.9/27[1.7[1.8] 12 [3.3]0.6 (1) (JEnvironment information
(M4) [13/1.4]1.0 2.4&2220.7 18/241/27(19] 11 [38]05 (2)

Figura 5.1: Esquema representativo de caracterizacion de conjuntos de datos de mutaciones
puntuales

Tal como se nombré previamente, existen cuatro puntos de vista asociados a poder ca-
racterizar las mutaciones, los cuales se describen a continuacion.

El primero es el concepto termodindmico, para ello, se emplean la herramienta SDM [121]
y se obtienen valores relacionados con los cambios de la estabilidad de la proteina, medidos
en diferencia de energia libre AAG.
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El segundo punto de interés es el asociado a las propiedades filogenéticas, para ello se
emplean las herramientas MOSST [118] y Evcoupling [73] obteniendo de esta forma modelos
estadisticos independientes para la clasificacion de mutaciones como benéfica o perjudicial,
asi como también modelos epistaticos que facilitan la misma clasificacion de mutaciones.

El tercer punto de interés se centra en la aplicacién de los codificadores de propiedades
fisicoquimicas y estructurales identificados en el capitulo 2 de este trabajo de tesis, con el fin
de caracterizar a los residuos desde diferentes puntos de vista. Al usar este tipo de valores,
se esta adicionando informacién de caracter no lineal, debido principalmente a la forma en
que se obtuvieron dichos codificadores.

Finalmente, el dltimo punto de interés se centra en el estudio del ambiente, para ello, se
emplea una ventana de tamano 5, es decir, se contempla 5 residuos adicionales al residuo de
interés, tanto a la derecha como a la izquierda, caracterizados por los tres puntos de vista
expuestos previamente. La selecciéon de este tamano se basé principalmente en lo propuesto
en [24].

5.1.2. Diseno y entrenamiento de modelos predictivos

El diseno e implementacién de los modelos predictivos se basé en la metodologia propuesta
en el capitulo 3 de este trabajo de tesis, en el cual, se elabord un framework de entrenamiento
de modelos predictivos con base en técnicas de ensamble combinadas con métodos de optimi-
zacion basados en algoritmos genéticos. Existen algunos puntos de interés, los cuales pueden
ser resumidos a continuacién.

e En este pipeline solo se exploran algoritmos de aprendizaje supervisado guiados por las
heuristicas de algoritmos genéticos.

e Se hace una estandarizacion al conjunto de datos con el fin de disminuir el ruido que
puedan presentar las variables.

e La division entre conjuntos de validacién y entrenamiento es variable y depende del
tamano del conjunto de datos. No obstante, las proporciones son 80:20, 70:30 y 90:10.

e Al igual que en framework previamente desarrollado, se realiza la evaluacion de sobre
ajuste con técnicas de validacién cruzada, mientras que la division inicial, se realiza 100
veces para dar soporte estadistico.

5.1.3. Identificacion de sitios relevantes

La identificacién de sitios relevantes en una proteina se propone contemplando los siguien-
tes puntos de vista.

1. Mutaciones que segin el modelo estadistico independiente obtenido por MOSST se
clasifiquen como benéficas.
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2. Mutaciones que segun el modelo epistatico obtenido por Evcoupling se clasifiquen como
benéficas.

3. Mutaciones que segun el punto de vista termodinamico se clasifiquen como estabiliza-
doras o sin efecto en la estabilidad.

Los puntos de vista anteriores pueden ser aplicados de manera inversa, esto aplicaria para
identificar sitios que no deberian ser empleados para mutar, al menos por una de las tres
condiciones.

Por otro lado, se aplica el modelo predictivo generado con el fin de explorar/reconstruir
el landscape y predecir el efecto de la mutacion, siendo el cuarto punto de interés aplicado
para identificar sitios relevantes para mutaciones sitio-dirigidas.

5.1.4. Validacion y conjuntos de datos de prueba

Con el fin de validar las estrategias planteadas, tanto en modelos predictivos como de
identificacién de sitios relevantes, se trabajan con diferentes conjuntos de datos, los cuales
son obtenidos principalmente desde experimentos de evolucién dirigida o exploraciones con
deep mutational scanning, siendo previamente reportados en la literatura. La Tabla 5.1 resume
los conjuntos empleados.

Tal como se puede observar en la Tabla 5.1, los conjuntos de datos estudiados corresponden
a proteinas con variadas funcionalidades, propiedades y caracteristicas. Todas las respuestas
de dichos conjuntos se asocian al mismo tipo, en este caso fitness, razén por la cual no fue
incluida en la tabla como columna adicional.

5.2. Resultados y discusiones

A continuacion, se presentan los principales resultados obtenidos en la metodologia pro-
puesta, dividiéndolos entre desarrollo de modelos predictivos y evaluacién de sitios relevantes
identificados.

5.2.1. Entrenamiento de modelos predictivos para sistemas de mu-
taciones puntuales

Se entrenaron modelos predictivos siguiendo la metodologia planteada en este capitulo pa-
ra todos los conjuntos de datos resumidos en la Tabla 5.1. La Figura 5.2 muestra la medida de
precisién obtenida no solo para los modelos entrenados empleando la metodologia actual, sino
que también compara los resultados con representaciones clasicas y con las representaciones
y modelo predictivo desarrollado en el capitulo 3.
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ID Set de datos Descripcién Referencias
UBE2I P63279 UBC9 HUMAN Maquinaria central en la via de sumoilacién de la célula. [171]
SUMO1 P63165 SUMO1 HUMAN P'arti.cipacién en el proceso de ubiquitinacién de proteinas [171]
dirigidas a la degradacién proteasomal
Cataliza la conversion de tiamina en pirofosfato de tiamina,
TPK1 Q9H354 TPK1 HUMAN un cofactor de algunas enzimas de las vias glicoliticas y de [171]
produccién de energia
La calcodulina media el control de una gran cantidad de enzimas,

CALM 1 PODP23 CALMI1 HUMAN  canales iénicos, acuaporinas y otras proteinas mediante la unién [171]
al calcio
La proteina E media la entrada del virus y la fusién de membranas

A0A221S5X8 Envelope protein E  y contiene los sitios de unién al receptor putativos para las células [152]
huésped

P60484 PTEN HUMAN Fosfatasa dual con actividades tanto de proteina como de lipido [137]
fosfatasa

P51580 TPMT HUMAN La tiopurina metiltransferasa metila compuestos de tiopurina [137]
Proteina que actia como regulador transcripcional activando la

P46937 YAP1 HUMAN transcripcién de genes implicados en la proliferacion celular y [137]

suprimiendo genes apoptoticos.
Actiian como punto de integracién de miltiples senales bioquimicas,
v estdn implicadas en una amplia variedad de procesos celulares,

P28482 MKO01 HUMAN ) . ., . L, ., [137]
tales como proliferacién celular, diferenciacién celular, regulacién
de la transcripcién y desarrollo

P61073 COXCRA HUMAN CXCR~4 es un receptor de alfa-quimiocinas especifico para el factor [137]

1 derivado del estroma (SDF-1 también llamado CXCL12)
P51681 CCR5 HUMAN Receptor de quimiocinas en el grupo de quimiocina CC (137
Regula el almacenamiento de dcidos grasos y el metabolismo de

P37231 PPARG HUMAN (137
la glucosa
Eliminan los metabolitos de nucledtidos potencialmente toxicos de
Q6ZVKS NUD18 HUMAN la célula y regulan/ le.is concentraciones y le? dlspomblhfiaq dg ’muchos [137]
sustratos de nucleétidos, cofactores y moléculas de senializacion
diferentes
Beta globin locus Regulador de la transformacién celular mediada por BCR -ABL en
BGLT3 . Lo L [137]
transcript 3 la leucemia mieloide crénica

Tabla 5.1: Resumen de conjuntos de datos empleados para validar la metodologia propuesta
de identificacion de sitios relevantes
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Figura 5.2: Comparacién de medidas de desempeno para tareas evaluadas de sistemas de
prediccién de mutaciones puntuales

En 9 de 14 modelos la metodologia de caracterizaciéon de secuencias logra mejores desem-
penos, teniendo en promedio una precision del 81.4 %, mientras que en algunas ocasiones las
representaciones por embedding o por one hot logran un mejor rendimiento, mientras que en
el caso de las representaciones basadas en Fourier son semi estables. Sin embargo, a la hora
de comparar el sobre ajuste, se observa que todas las estrategias presentan un mayor sobre
ajuste en comparaciéon a lo obtenido empleando el método planteado en este capitulo, lo cual
es concordante con lo expuesto en el capitulo tres.

Esto indica que a pesar de que el desempeno disminuye en 5 de 14 modelos entrenados,
la generalizacion que se logra es mayor, lo cual la hace mas eficiente y por ende presenta
un mejor desempeno, haciéndolo util para variadas tareas de clasificaciones, predicciones o
estudios de mutaciones puntuales.

5.2.2. Etapas y consideraciones al identificar sitios de interés

Los sitios de interés de una proteina se pueden ver desde diferentes puntos de vista, en este
sentido, dependiendo del objetivo a trabajar, se proponen los siguientes puntos de interés.

e A nivel termodindmico, los sitios a identificar como posibles sitios de interés para mu-
tagénesis sitio-dirigida, no deben alterar la estabilidad de la proteina, en otras palabras,
la diferencia de energia libre entre el estado wild type y el mutado debe encontrarse en
el rango de (-1 y 1) de AAG [121].
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e Tanto el modelo epistatico como el modelo de FEvcoupling lo deben clasificar como
mutacién benéfica.

e El modelo de epistasis no lo puede identificar como un sitio con altas dependencias o
interacciones con otros sitios (alto valor de coupling), ya que indica que infiere o tiene
relacién con otros sitios al mismo tiempo, lo cual indica que un cambio en ellos afecta
a todo el resto de la secuencia con quienes interactian.

e Aplicar el modelo predictivo y reconstruir el landscape segin corresponda, luego, co-
rrelacionar los sitios de interés con los sitios de relevancia detectados.

5.2.3. Identificacién de sitios relevantes en Epoxide Hydrolase en
estudios de enantioselectividad

Como ejemplo practico se expone el andlisis a las mutaciones de la enzima Epoxide Hydro-
lase, la cual se obtiene de informacién desde mutaciones reportadas obtenidas por evolucién
dirigida [182], a la cual se le estd evaluando la enantioselectividad.

Siguiendo las reglas establecidas en la seccion anterior, se realizé la identificacion de
los sitios relevantes, de los cuales se contemplan los componentes de evoluciéon filogenética,
ademas de su estabilidad, para clasificarlos como sitios benéficos. Estos sitios a la hora de
hacer la reconstruccién de fitness fueron identificados y al ser mutados se predijeron como
sitios que afectan positivamente a la respuesta de interés (enantioselectividad). La Figura
5.3 muestra la posicion estructural de los principales sitios identificados para la enzima de
interés.

En este caso, en particular, los sitios mas relevantes corresponden a los residuos R380,
D179, 1193, S58 y F87 son propuestos para mutar y estos se correlacionan con los resultados
de evolucién dirigida para esta proteina [182] ya que estos sitios normalmente afectan posi-
tivamente a la respuesta de interés. La reconstruccién del landscape y la identificacion de los
sitios contemplando los diferentes puntos de vista, favorecieron la eleccion de ellos, y efecti-
vamente tienen una relacién positiva, lo cual reafirma la hipdtesis planteada y demuestra el
poder de la metodologia propuesta.

La identificacién de sitios no solo puede ocuparse para determinar los sitios relevantes
para efectos de mutaciones benéficas, sino que también como identificacion de sitios que no
deben ser modificados debido a que afectan negativamente a la proteina. En este sentido, la
Figura 5.4 muestra el grafo de coupling en la proteina Epozide Hydrolase y un zoom a una
cierta zona de interés.

Los nodos més marcados en azul denotan una fuerte tendencia a influir en otros, esto es,
desde un punto de vista epistatico, afectan a otros residuos en su comportamiento. A la hora
de estudiar dichos residuos, la correlacion que existe entre el efecto de enantioselectividad
(la respuesta de interés en esta proteina de estudio) y estos sitios denotan que al mutarlos,
por cualquier residuo, se afecta negativamente la respuesta, lo cual, tiene bastante sentido,
ya que es un sitio no perteneciente al sitio activo. Pero, si juega un rol fundamental en la
enzima.
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Figura 5.3: Sitios relevantes para mutagénesis dirigida segun los criterios definidos la meto-
dologia propuesta

Figura 5.4: Evolutionary coupling aplicado a proteina Epozide Hydrolase denotando la iden-
tificacion de sitios que no deben ser mutados.

5.3. Conclusiones y comentarios generales

Como conclusiones, es posible comentar los siguientes puntos de interés.
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1. La metodologia de entrenamiento de modelos predictivos combinando las caracteri-
zaciones desde diferentes puntos de vista facilité el desarrollo de modelos predictivos
eficientes, con un alto desempenio y un bajo sobre ajuste, en comparacion a las estra-
tegias clasicas y los métodos de representacion de secuencias.

2. Se disena e implementa una receta de puntos para identificar sitios de interés en una pro-
teina, esta receta contempla los componentes filogenéticos, epistaticos y termodinami-
cos. Ademas, acoplados con la reconstruccién de landscapes, permite una identificacion
eficiente que puede correlacionar con las respuestas de interés.

3. Se demostrd la usabilidad de la metodologia propuesta estudiando la enzima Epozxide
Hydrolase y los efectos de las mutaciones sobre la enantioselectividad de la enzima. Se
muestra que no solo se identifican sitios de interés a mutagénesis que correlacionan con
los valores mostrados por los autores [182]. Si no que también, permite la identificacién
de sitios relevantes para no mutar. Demostrando que la metodologia planteada funciona
como método de direccién de los procesos de diseno de mutaciones o evolucion de las
proteinas.
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Capitulo 6

Conclusiones, trabajos en desarrollo y
perspectivas a futuro

Una vez desarrolladas las diferentes estrategias computacionales propuestas y validadas en
diferentes casos de estudio, es posible hacer un anélisis global de ellas, desde una retrospectiva
de funcionamiento, aplicaciones y el aporte que esto significa para la comunidad cientifica.
Contemplando esto, a continuacién, se presentan las conclusiones generales y las perspectivas
a futuro, donde se exponen diferentes preguntas que pueden ser abordadas como continuacién
de este trabajo de tesis, asi como también el trabajo en desarrollo que se esta llevando a cabo.

6.1. Conclusiones generales
Como conclusiones generales se pueden mencionar los siguientes puntos.

1. Se identificaron grupos seméanticos de propiedades fisicoquimicas combinando técni-
cas de text mining con algoritmos de aprendizaje no supervisado, estds propiedades
son representadas como componentes no lineales mediante kernel-PCA y pueden ser
empleadas como propiedades para caracterizar mutaciones. Remarcablemente, su uso
como método de representacién numérica de secuencias, combinado con transformadas
al espacio de senales, facilita el entrenamiento de modelos predictivos, brindando infor-
macion suficiente para mejorar el rendimiento predictivo y los indices de sobre ajuste.
Ademas, dichas representaciones favorecen la identificacion visual de patrones y fomen-
tan separaciones marcadas relacionadas con la funcion de la proteina y su plegamiento.

2. Se disend e implementé un framework de entrenamiento de modelos predictivos, el
cual combina estrategias de optimizacion heuristicas basadas en algoritmos genéticos
con algoritmos de aprendizaje supervisado, enmarcado en un sistema de aprendiza-
je ensamblado, empleando como input las representaciones de espacios de frecuencia
basadas en los grupos de propiedades fisicoquimicas identificadas. Por otro lado, los
resultados muestran no solo un aumento en el desempeno de los modelos predictivos,
sino que también una disminucion en el sobre ajuste para variadas tareas evaluadas, lo
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cual denota no solo una generalizacién en el comportamiento del aprendizaje, sino una
generalizacion desde el punto de vista de un método de entrenamiento.

3. Se disenaron e implementaron estrategias de exploracion de variantes, permitiendo la re-
construccién de landscapes para fitness especificos, evaluacién estadistica de landscapes
de representaciones de Fourier basados en propiedades fisicoquimicas y la elaboraciéon
de sistemas predictivos estadisticos para dar soporte a la evaluacién de nuevas variantes
en un ambito de disefio de secuencias. Ademads, las metodologias propuestas constituyen
un avance en términos de facilitar un método de trabajo para conjuntos de datos poco
informativos, lo cual se solventa mediante la aplicacién bien definida de data augmen-
tation. Notablemente, la combinacién de las representaciones propuestas junto con el
framework de entrenamiento facilitan una exploracion variada y eficiente de variantes
mutacionales para tareas particulares o propiedades deseables.

4. La combinacién de los puntos de vista termodindamicos, filogenético y estructural facilitd
el diseno e implementacion de estrategias para el entrenamiento de modelos proteina-
respuesta especificos en conjuntos de datos de mutaciones puntuales. Estos modelos
facilitan la exploracion de landscapes, presentan un desempeno eficiente y un sobre
ajuste minimo para la mayoria de los casos evaluados, en comparacion a las representa-
ciones clasicas empleadas a modo de comparacion de resultados. Ademas, estos mismos
criterios facilitan la identificacién de sitios relevantes para mutaciones sitio-dirigidas en
proteinas, lo cual permite guiar la evolucion de las proteinas para obtener mutaciones
con propiedades deseables y optimizar el funcionamiento correspondiente, convirtiéndo-
la en una herramienta relevante que al incorporarlas a los métodos actuales de diseno
fomentaria un mejor rendimiento y una disminucién en costo experimental.

6.2. Trabajo en desarrollo y resultados preliminares

Actualmente, se esta trabajando en la elaboracién de una suite computacional que facilite
la aplicacién de las metodologias planteadas para cientificos sin las competencias informéticas
necesarias para su implementacién. Ademas, se estda elaborando un protocolo que permita
incorporar y simular la evolucién dirigida guiada por los sitios de interés reconocidos en
cada iteracion, con el fin de identificar trayectorias, las cuales pueden ser aplicadas como
inputs para entrenamiento de modelos predictivos y reconstruccién de etapas de diseno de
mutaciones en proteinas de interés.

Como trabajo en desarrollo, también se estd disenando e implementando una estrategia
computacional para la identificacién de patrones en proteinas, la cual se centra en la utili-
zacion de las representaciones de secuencias combinadas con propiedades filogenéticas para
estimar relaciones de parentesco entre las secuencias. La Figura 6.1 muestra un esquema
representativo de la metodologia propuesta.

Esta metodologia contempla la incorporacion de informacion desde diferentes puntos de
vista, lo cual fomenta un mayor poder de decisién para separar los grupos. Los pasos de la
estrategia propuesta se resumen a continuacion.
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Figura 6.1: Esquema representativo de metodologia de identificacién de patrones actualmente
en desarrollo.

1. Representar numéricamente las secuencias contemplando las propiedades identificadas
en el capitulo dos.

2. Estimar la distancia de las secuencias a nivel numérico, contemplando las variaciones
tanto en la forma de la curva como en el area bajo ella.

3. Estimar distancias filogenéticas mediante alineamientos multiples de secuencias.

4. Armar matriz de adyacencia y estructura de grafos para aplicar clustering por medio
de la deteccion de comunidades, para cada una de las representaciones generadas.

5. Solo en el caso de las representaciones por transformadas de Fourier, aplicar exploracién
de clustering de series de tiempo.

6. Generar una matriz de relaciones de secuencias que facilite la cuantificacién de las
relaciones entre secuencias, esto es, para una secuencia .S; cuantas veces se identifico en
el mismo grupo que la secuencia S;.

7. Una vez construida la matriz, desarrollar una matriz de probabilidad de relaciones y
representarlas en estructuras de grafos.

8. Aplicar algoritmo de comunidades para la identificacién de grupos de secuencias rela-
cionadas.

La metodologia expuesta ha sido testeada en diferentes conjuntos de datos relacionados
con tareas de ingenieria de proteinas, contemplando proteinas de interaccién a DNA, acti-
vidades bioldgicas de péptidos y clasificacion de familias de hidrofobinas. Se compararon los
resultados con herramientas clasicas de clustering de secuencias. Los resultados obtenidos a
la fecha se muestran en la Figura 6.2.
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Figura 6.2: Resultados preliminares de algoritmo de clustering de secuencias de proteinas.

Los resultados obtenidos se comparan con las herramientas cldsicas como CDHit [59],
Hclust [113] y MAFFT [81], empleando para ello la métrica de Calinski-Harabasz indet,
mostrando un mejor rendimiento para los conjuntos de datos evaluados para la metodologia
de clustering que se esta proponiendo.

Actualmente, esta metodologia esta siendo implementada bajo un sistema de paraleliza-
cién con el fin de disminuir costo computacional. Ademas, de ser parametrizable eficiente-
mente e incorporar algoritmos de heuristica para optimizar la hiperparametrizacion de los
algoritmos de machine learning incluidos en el proceso.

6.3. Perspectivas y proyectos a futuro

Con respecto a las perspectivas y proyectos a futuro, ya concluida esta tesis de doctorado,
se pueden mencionar los siguientes aspectos de interés.

1. Emplear las metodologias propuestas para estudiar complejos de interaccién proteina-
proteina y proteina-ligando y la elaboracién de estrategias computacionales para repre-
sentar numéricamente los ligandos del tipo no proteico.

2. Disenar e implementar estrategias que fomenten el uso de convoluciones para trabajar
con CNN y métodos de deep learning, teniendo como base las representaciones de
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secuencias basadas en espectros de frecuencias, lo cual deberia facilitar la identificacion
de patrones no obvios en familias de proteinas.

Un andlisis completo de todas las secuencias de Uniprot/PDB para caracterizarlas e
identificar patrones desde un punto de vista de espectros de frecuencias, con el fin de
determinar fehacientemente, los espectros que las identifican, y de esa forma, elaborar
sistemas de anotacion de proteinas con base en sus espectros de frecuencia, desarro-
llando un estudio completo de proteomas.

Aplicaciones a problemas especificos de ingenieria de proteinas, por ejemplo, el estudio
del efecto clinico de mutaciones asociadas al cancer, enfermedades autoinmunes o pro-
blemas genéticos, con el fin de identificar los patrones de interés y fomentar el desarrollo
de un test de diagnodstico preventivo.

Incorporar las metodologias propuestas a los métodos de diseno en aplicaciones ex-
perimentales y corroborar los resultados, con el fin de aplicar técnicas de aprendizaje
reforzado, que permitan penalizar las acciones de error.
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