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MÉTODOS DE APRENDIZAJE DE MÁQUINAS

El cerebro es el principal órgano afectado por la inducción de anestesia general. Debido
a esto es que se busca generar un modelo basado en aprendizaje de máquinas que permita
monitorear y clasificar en tiempo real estados cerebrales antes, durante y después del régimen
de anestesia general en cuatro primates macacos, obteniendo funciones de verosimilitud para
cada estado. En los sujetos de este estudio, este régimen es inducido mediante infusión intra-
venosa continua, con los agentes anestésicos propofol, ketamina (KT), medetomidina (MD),
y una mezcla de estos últimos dos (KTMD). Se estudian e implementan métodos lineales y no
lineales de obtención de características, en función de cambios en la fisiología del cerebro que
ocurren en el régimen de anestesia general. Dichas técnicas son implementadas tanto a mano
(transformada de Fourier, PaCMAP), como de forma automática (Autoencoder). Utilizando
validación cruzada sobre las series de tiempo de la base de datos, el modelo propuesto es
clasificado con una red CNN, un modelo Balanced Random Forests, un modelo SVM lineal
y un modelo SVM con kernel gaussiano, obteniendo un 79.87 % de accuracy promedio de
clasificación en el conjunto de validación al entrenar con todas las series de tiempo, y accu-
racies promedio de 85.01 %, 79.32 %, 82.85 % y 72.77 % al entrenar separadamente con series
de tiempo donde se utilizan solo los fármacos KTMD, propofol, KT y MD, respectivamente.
Con dichos resultados, se estudia la dinámica temporal de las series de tiempo y se utiliza un
Hidden Markov Model (HMM), demostrando que esto es favorable para clasificar los datos
correctamente, aumentando los accuracies promedio a 88.38 % al entrenar con todas las series
de tiempo, y a 88.81 %, 91.27 %, 91.21 % y 84.22 % al entrenar con series de tiempo donde
se utilizan solo los fármacos KTMD, propofol, KT y MD, respectivamente. Finalmente, se
evalúa el desempeño de HMM sobre las series de tiempo completas, prediciendo los estados
ocultos subyacentes a las señales observadas.
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Capítulo 1

Introducción

1.1. Motivación
Una tarea de interés para los médicos anestesistas, es conocer si un paciente está conscien-

te o no durante una cirugía en pabellón. Una de las maneras para acceder a esta información
es analizar el registro de EEG del paciente, debido a que las drogas anestésicas actúan prin-
cipalmente sobre el sistema nervioso central [36] [38]. Típicamente, para saber si un paciente
está adecuadamente anestesiado, los anestesistas se basan en su propio criterio y experiencia,
además de la información que brindan los monitores de anestesia. Estos últimos permiten
conocer la “profundidad de anestesia” (DoA, por sus siglas en inglés) a la que se encuentra
un paciente, donde por ejemplo se encuentra el monitor BIS (A-2000 BIS monitor; Aspect
Medical Systems Inc., Newton, MA), el cual está patentado (y por lo tanto tiene un costo
para el usuario). Si bien aquél ha recibido críticas [39] [10] [4] [5] para monitorear anestesia
bajo ciertos contextos, sigue siendo un punto de referencia importante si se quiere desarrollar
una nueva técnica para monitorear el DoA de los pacientes, debido a su no menor efectividad
y predominio en el mercado. Por otra parte, también existen monitores basados en entropía
[3], y en modelos autorregresivos (AEP Monitor; Danmeter ApS, Odense, Denmark), entre
otros. Más allá de la máquina o el mecanismo con el que se quiere monitorear el DoA, en
la literatura existen métodos para clasificar datos de EEG usualmente bajo cuatro etique-
tas (estados) [38], las que serían “despierto”, “anestesia liviana”, “anestesia moderada” y
“anestesia profunda”. También existen otros trabajos como [39] en donde se utilizan cinco
etiquetas, agregando el estado de “recuperación”, o [6], donde se utilizan solo tres estados.

En el presente trabajo se propone un modelo que permite obtener características que re-
presenten eficientemente la información que logra discernir si el cerebro de un paciente se
encuentra bajo alguno de los siguientes cuatro estados: “despierto”, “transiente”, “aneste-
sia” o “recuperación”. Los sujetos de estudio de esta tesis son monos macacos de las especies
Macaca mulatta y Macaca fuscata, provistos por el sitio neurotycho.org [7] [8], a quienes se les
mide la actividad cerebral con un registro ECoG de 128 canales, con obtención de muestras
a una tasa de 1 kHz.

La obtención de características basada en las bandas de frecuencia delta, theta y alfa, en
conjunto con la relación espacial entre los electrodos, como muestra la técnica desarrollada
en [24] e implementada en [2], permite extraer características relevantes que serán usadas
para la clasificación de estados durante régimen de anestesia general, lo que conveniente-
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mente, además, reduce la dimensionalidad de los datos. Por otra parte, dentro de las redes
neuronales artificiales (ANN), las redes neuronales convolucionales (CNN) han tenido un
buen desempeño en el procesamiento de señales biomédicas, en particular EEG [38], [10].
Debido a esto, se estudia un Autoencoder como esquema de aprendizaje no supervisado para
comprimir la dimensionalidad de los datos, de acuerdo a la metodología mostrada por [2].
Por cierto, el problema de la clasificación de estados cerebrales durante régimen de anestesia
general también se ha abordado con técnicas de Deep Learning, tales como redes neuronales
convolucionales y recurrentes [5] [37] [38] [40].

Dentro de las técnicas abordadas para construir un modelo que clasifique estados cerebra-
les, se consideraron los Autoencoder, el método de reducción de dimensionalidad PaCMAP,
dada su capacidad de preservar las estructuras locales y globales de los datos, y una concate-
nación de estas. Dichos métodos son utilizados posteriormente en un Hidden Markov Model
(HMM). Se mostrará también que la relación temporal dentro de las series de tiempo a ana-
lizar es sumamente relevante para obtener un buen desempeño en clasificación de estados
de conciencia o inconciencia inducida por anestesia general, dada su propia dinámica. En
particular, es relevante la evolución del régimen de anestesia en el tiempo, desde el estado
basal hasta la recuperación, estados los cuales en este trabajo son inferidos mediante el Al-
goritmo de Viterbi. Esto se logra manejando las funciones de verosimilitud de cada dato de
pertenecer a cada estado, algo que usualmente no es incluido en los trabajos de clasificación
y monitoreo de anestesia y que es recalcado en [1]. Cabe destacar la mejora del modelo de
clasificación al incorporar HMM, señalado como desventaja en [10] al mencionar que no me-
jora notablemente sus resultados. Para lograr un buen desempeño con HMM es necesario una
función de verosimilitud que se ajuste correctamente a la distribución empírica de los datos.
Dicha función en este trabajo es aproximada mediante una red neuronal convolucional (CNN).

La presente tesis busca marcar un precedente en la clasificación de estados cerebrales du-
rante el régimen de anestesia general en primates macacos, medidos con registro ECoG, el
cual presenta mayores ventajas que EEG debido a la mayor cercanía espacial con la fuente
de las señales registradas, y menor presencia de artefactos [11]. Generalmente no se dispone
de registros ECoG en humanos debido a su invasividad, salvo casos muy particulares como
pacientes epilépticos [9]. Si se quisiera utilizar este modelo en humanos, algunas considera-
ciones son descritas en la sección de Conclusiones y Trabajo Futuro.
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1.2. Hipótesis
• Modelos basados en aprendizaje de máquinas permiten clasificar estados cerebrales en

primates macacos bajo régimen de anestesia general logrando buen desempeño.

1.3. Objetivo General
• Desarrollar un modelo basado en aprendizaje de máquinas que permita la clasificación

del estado cerebral de un primate macaco antes, durante y después de un régimen de
anestesia general, inducido por distintos agentes anestésicos.

1.4. Objetivos Específicos
• Analizar el uso de la transformada de Fourier, una red autoencoder y el método de

reducción de dimensionalidad PaCMAP para la obtención de características útiles para
un problema de clasificación en régimen de anestesia general, cuya combinación permita
un buen desempeño.

• Evaluar entre la transformada de Fourier, el Autoencoder y el modelo PaCMAP cuál se
adecúa mejor a los datos y logra métricas de desempeño más eficientes.

• Comparar el desempeño de un perceptrón multicapa (MLP), una red convolucional
(CNN), un modelo Balanced Random Forest (BRF), un modelo Support Vector Machine
(SVM) lineal y un SVM con kernel gaussiano para clasificar los estados cerebrales.

• Establecer la posibilidad de si al entrenar el mismo modelo con una única droga se puede
obtener mejor desempeño que entrenando con más datos de drogas distintas, debido a
su menor exigencia.

• Determinar la factibilidad del uso del modelo propuesto en seres humanos.

1.5. Estructura de la tesis
Esta tesis posee la siguiente estructura:

• Marco Teórico, donde se describe la fisiología del cerebro relevante para este problema, la
técnica de obtención de datos (ECoG), su diferencia con EEG, y las técnicas del estado
del arte en Aprendizaje de Máquinas y Procesamiento de Señales que son utilizadas en
esta tesis y en otros trabajos que abordan el problema de la clasificación y monitoreo
de anestesia.

• Metodología, donde son descritos los protocolos de obtención de datos y las configu-
raciones de los algoritmos con que son diseñados los experimentos realizados en esta
tesis.

• Resultados y Análisis, donde se detallan y explican las técnicas con que son procesa-
dos los datos, así como sus entradas, sus salidas, sus parámetros e hiperparámetros, la
obtención de resultados en cada paso y su respectiva discusión.

3



• Conclusiones y Trabajo Futuro, donde se resumen los logros de este trabajo, sus ventajas
y sus desventajas, y la posibilidad de utilizar el modelo propuesto en humanos con señales
de EEG.
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Capítulo 2

Marco Teórico

2.1. Aspectos Relevantes del Sistema Nervioso, la Fi-
siología del Cerebro y la Obtención de sus Señales

El sistema nervioso está compuesto de dos grandes partes: el sistema nervioso central y
el sistema nervioso periférico [15], y tiene dos tipos de células que son sus unidades funda-
mentales: las neuronas y las glías. Los experimentos y el trabajo propuesto que son parte de
esta tesis tienen efecto sobre todo en el sistema nervioso central, por lo que a continuación
se expondrán sus principales fundamentos. Dentro del sistema nervioso central, se encuentra
el encéfalo, el cual está a su vez compuesto del cerebro, el cerebelo y el tronco encefálico
[17]. Las señales utilizadas en este trabajo tienen como fuente el cerebro, por lo tanto se hará
explicación de la metodología con que fueron obtenidas, ECoG, y dada su similitud y mayor
generalidad, se explicará primero el EEG.

2.1.1. Obtención de Señales Cerebrales

2.1.1.1. EEG

Es preciso tener un conocimiento a fondo de la neurofisiología que subyace en los regis-
tros de electroencefalograma (EEG) [13]. El EEG, es una representación de la diferencia de
potencial (es decir, voltaje) entre dos puntos del cerebro [12], medida en el tiempo. Los vol-
tajes medidos son los voltajes postsinápticos de la actividad cerebral, los cuales provienen
principalmente de la corteza cerebral. La excitación de las neuronas postsinápticas genera un
voltaje extracelular cerca de las dendritas que es más negativo que en el resto de la neurona.
Esto hace que se genere un dipolo. Los potenciales postsinápticos excitatorios y los poten-
ciales postsinápticos inhibitorios contribuyen a la actividad sináptica registrada en el EEG.
Contribuciones no sinápticas al EEG, como los fast action potentials, por lo general afectan
poco la señal EEG, a menos que sean eventos sincronizados.

Es importante mencionar que la medición hecha por el electrodo corresponde a la suma
vectorial de los campos eléctricos de las distintas fuentes de actividad eléctrica circundantes,
donde naturalmente suele ser más influyente la actividad sináptica más cercana al punto de
medición. Un electrodo puede detectar un dipolo si es que no está equidistante de la carga
negativa y la carga positiva. Los electrodos pueden medir dipolos tangenciales o perpendicu-
lares al cuero cabelludo. Los dipolos detectados correspondan a sumas de cargas, es decir, a
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múltiples neuronas que están haciendo sinapsis. Para esto las neuronas deben estar alineadas
paralelamente, y activamente sincronizadas, de lo contrario, las cargas se cancelarían y no
sería posible medir un dipolo [13].

Entre capa y capa desde el cerebro hasta el cuero cabelludo, existe aislación, por lo tanto
las cargas eléctricas que por ahí circulan generan capacitancia entre capa y capa. Esto aísla,
dentro de una capa, las cargas positivas de las negativas, por lo que, repitiendo este fenómeno
entre capa y capa, se llega a tener que entre el cuero cabelludo y el electrodo se induce una
capacitancia que genera cargas que son medidas por el EEG. De todas maneras, los electro-
nes fluyen entre el gel aplicado al sujeto que se le medirá el EEG y el electrodo, generando
componentes DC en la señal registrada [13].

Debido a los ciclos de la actividad neuronal, el voltaje medido en el cuero cabelludo os-
cila entre positivo y negativo; la frecuencia de ese oscilamiento es la frecuencia de la señal
medida. Los fenómenos de frecuencias más altas, son más difíciles de estudiar puesto que
ellos se atenúan con más fuerza entre el cráneo y el cuero cabelludo. Las señales emitidas por
el cerebro, están separadas de los electrodos por muchos malos conductores, como el aire,
células de piel muerta, y el cráneo, por lo que es necesario aplicar gel entre el cuero cabelludo
y los electrodos [13]. Las señales sinápticas medidas por EEG suelen ser descompuestas en
bandas de frecuencia según el ritmo de sus oscilaciones. Estas bandas de frecuencia van desde
los 0 Hz hasta los 250 Hz. Sus distintos nombres y rangos se describen a continuación:

• Banda delta: 0-4 Hz.

• Banda theta: 4-7 Hz.

• Banda alfa: 7-14 Hz.

• Banda beta: 15-30 Hz.

• Banda gamma: 30-100 Hz.

• Banda high gamma: 100-250 Hz.

2.1.1.2. ECoG

Como se mencionó en la subsección anterior, el electrodo, al estar sobre el cuero cabelludo,
se aleja de la fuente de origen de la señal medida, y debido a las distintas capas de material
como el cráneo, piel, etc, la señal se atenúa, sobre todo en frecuencias más altas [13].

El electrocorticograma (ECoG), consiste en registrar señales sinápticas con una malla de
electrodos similar al EEG, solo que esta reposa directamente sobre la corteza cerebral. El
ECoG solo es posible medir con una cirugía en pabellón, debido a su invasividad. Por lo mis-
mo, no suele hacerse en humanos, excepto en cirugías de intervención en pacientes epilépticos
[14].

Respecto a EEG, ECoG presenta las ventajas de que está más cerca de la fuente de la señal
a medir, y posee mejor relación señal/ruido (SNR) [14]. Por otro lado, frecuencias más altas
de las señales cerebrales no son atenuadas como ocurre en EEG por las distintas capas que
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hay entre la corteza cerebral y el cuero cabelludo, las que debido a su composición material
actúan como filtro pasabajos.

2.1.2. Inducción de Anestesia General

2.1.2.1. Definición y Mecanismos para Lograr Anestesia General

La anestesia general se define como un estado inducido que comprende la inconciencia,
amnesia, analgesia e inmovilidad manteniéndose al paciente fisiológicamente estable [18].

Para lograr el régimen de anestesia general, suelen utilizarse distintos fármacos, dentro de
los cuales se encuentran los que se inyectan por infusión intravenosa continua, como son el
propofol, la ketamina, la medetomidina, y la dexmedetomidina, entre otros. Por otra parte,
existen los agentes anéstesicos que se ingieren por inhalación, debido a su estado gaseoso.
Algunos ejemplos de estos agentes son el sevoflurano, el isoflurano, y el desflurano [19].

2.1.2.2. Efectos de la Anestesia General en el Cerebro

En la subsección anterior se mencionaron ejemplos de agentes anestésicos, como el pro-
pofol, la ketamina, etcétera. En esta subsección se detallarán algunos de sus efectos sobre el
cerebro.

El propofol provoca disminución de las entradas excitatorias desde el tálamo y el tronco
encefálico hacia la corteza, lo que genera la hiperpolarización de las neuronas piramidales
corticales, y en efecto hace aparecer oscilaciones de la banda delta en las señales EEG. Tam-
bién se observan ondas alfa-beta. En sedación, bajo efecto del propofol hay mayor actividad
en las bandas delta, alfa y beta, mientras que al llegar a estado de inconciencia la mayor
actividad se mantiene solo en las bandas delta y alfa. Si se sigue aumentando la dosis des-
aparece la actividad en banda alfa, y en caso de aumentar aún más, aparece el fenómeno de
burst suppression, que son periodos de alta intensidad alternados con periodos de actividad
muy baja [19].

La ketamina es un bloqueador de canales. En dosis bajas-moderadas, actúa sobre las in-
terneuronas inhibitorias. La ketamina administrada en dosis bajas genera oscilaciones en el
rango beta-gamma [19].

La dexmedetomidina activa las oscilaciones alfa-beta, generando spindles, similar al sueño
no-rem. Cuando aumenta la infusión de dexmedetomidina, los spindles desaparecen y au-
menta en amplitud la banda lenta-delta [19].

El uso de sevoflurano muestra oscilaciones lenta-delta y alfa. Con el tiempo se disipan esas
oscilaciones y hay disminución de la amplitud de la banda beta y gamma [19].

Con isoflurano o desflurano, existe aumento de las oscilaciones theta, y disipación de la
banda alfa y lenta-delta [19].

Como anestésico también se suele suministrar óxido nitroso, el cual, si bien no es capaz

7



de producir anestesia general, bajo su efecto son prominentes las oscilaciones beta y gamma,
mientras que disminuye la potencia de las bandas lenta-delta y delta [19].

2.2. Técnicas de Procesamiento de Señales
En esta sección se mencionarán y describirán las técnicas de procesamiento de señales que

son utilizadas en este trabajo.

2.2.1. Transformada de Fourier
En la sección anterior, se hizo mención a las bandas de frecuencia que componen las seña-

les de EEG. Estas bandas de frecuencia suelen ser estudiadas por la potencia que portan, es
decir, la intensidad con que ese ritmo de oscilación se hace presente en la señal. Para estudiar
estas dinámicas en las señales EEG, se utiliza la transformada de Fourier, sin embargo, dada
la no estacionariedad de estas, se utiliza sobre ventanas de tiempo donde se supone que la
potencia de cada frecuencia sigue siendo la misma.

La transformada de Fourier fue inventada por Joseph Fourier en 1822 [21]. Esta transfor-
mada matemática permite analizar una señal en el dominio del tiempo, mediante su traspaso
al dominio de la frecuencia. Dicha transformación está dada por la siguiente ecuación:

g(ξ) = 1√
2π

∫ ∞

−∞
f(x)e−iξx dx (2.1)

Transformada continua de Fourier de una función f .

La ecuación 2.1 representa la transformada continua de Fourier, es decir, apicada sobre
funciones continuas en el tiempo. Existe también la transformada discreta de Fourier, la cual
está dada por la ecuación:

Xk =
N−1∑
n=0

xne
−2πi

N
kn (2.2)

Transformada discreta de Fourier sobre una función de dominio discreto
xn, cuya duración va desde n = 0 hasta N − 1.

Las señales obtenidas a partir de ECoG/EEG son discretas, es decir, se obtiene un nú-
mero determinado de muestras por unidad de tiempo, por lo tanto se hace necesario utilizar
la transformada discreta de Fourier para analizar su composición espectral, es decir, en el
dominio de la frecuencia.

Históricamente, se han desarrollado algoritmos para calcular la transformada discreta de
Fourier eficientemente. Uno de ellos es la transformada rápida de Fourier (FFT), desarrollada
en 1965 [22].

Adicionalmente, tanto en Neurociencia como en otros campos que se analizan series de
tiempo, es de común interés observar el comportamiento de la potencia espectral a lo largo
del tiempo, es decir, cómo aumenta o se atenúa la potencia de algún determinado rango
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de frecuencias presentes en la señal a analizar. Esto se estudia mediante un espectrograma,
detallado en la siguiente subsección.

2.2.1.1. Espectrograma

Un espectrograma es una representación visual de la evolución de la potencia espectral
a lo largo del tiempo. Por lo general el eje de las abscisas representa el tiempo y el eje de
las ordenadas la frecuencia. Para construir el espectrograma, se elige una ventana de tiempo
finita a analizar, a partir de la cual se estima la composición espectral presente en la señal
[23]. Dicha estimación puede estar sesgada debido a la pequeña cantidad de muestras, ya que
suele utilizarse en ventanas finitas de tiempo de la señal original, y el método Multitaper [23]
lidia con este problema. Este método se utiliza en los espectrogramas que se mostrarán en la
sección de Resultados y Análisis.

2.2.2. Transformada Wavelet

Las señales también pueden ser traspasadas desde el dominio del tiempo a otro dominio
utilizando la Transformada Wavelet, que es una transformada que puede desempeñar múl-
tiples funciones sobre una señal de interés, como filtrarla, obtener características para su
clasificación, muestreo, obtención de aproximaciones, y compresión de datos [48].

Sea una señal de largo N . Para realizar la Transformada Wavelet, se elige una Wavelet
madre, y con ella se generan N funciones Wavelet base ortogonales entre sí. La Transformada
Wavelet Discreta (DWT) se genera realizando el producto punto entre la señal y el conjunto
de funciones Wavelet base.

Las funciones base se forman de acuerdo a la siguiente ecuación:

g(a, b, t) = 1√
a
gmadre(

t− b

a
) (2.3)

donde gmadre es la Wavelet madre. La Wavelet madre es la que sufre traslaciones y dila-
taciones para dar origen a las funciones base que acompañan a cada muestra de la señal en
su transformada. Cualquier función integrable puede ser escogida para ser una Wavelet madre.

A partir de las funciones base que se generan como muestra la ecuación 2.3, se toman los
valores a = 2−j y b = k2−j, j, k ∈ Z, y se genera la DWT, dada por:

DWT (j, k) = 2
j
2

∞∑
−∞

x(t)ψ(2jt− k) (2.4)

donde x(t) es una señal discreta de N puntos [49].

Adicional a la Wavelet madre, se define la función escala ϕ(t). Con ambas funciones, la
señal original, x(t), puede reescribirse como:
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x(t) =
∑

k

∑
j

cj,kϕ(t) +
∑

k

∑
j

dj,kψ(t); j, k ∈ Z (2.5)

donde ϕ(t), ψ(t), cj,k y dj,k son las funciones de escala, funciones Wavelet, coeficientes de
escala, y coeficientes Wavelet, respectivamente.

Los coeficientes de escala, pueden ser calculados mediante la siguiente ecuación:

cj,k =< f(t), ϕj,k(t) > (2.6)

Análogamente, los coeficientes Wavelet se calculan como:

dj,k =< f(t), ψj,k(t) > . (2.7)

2.2.3. Del ECoG a la Imagen

En 2015, Bashivan et al. [24] desarrollaron un método que permite representar como
imágenes señales de EEG/ECoG. Una de las motivaciones para transformar las señales en
imágenes es debido a la posibilidad de utilizar modelos de deep learning basados en opera-
ciones de convolución y pooling, los que han tenido éxito sobresaliente en otros campos como
procesamiento de imágenes, video, y texto. El fin del desarrollo de esta metodología es la
búsqueda de una representación de señales cerebrales que sea consistente inter e intra sujetos.

El método de Bashivan se basa en lo siguiente: los electrodos están distribuidos espacial-
mente sobre la cabeza de los sujetos, en tres dimensiones. Por lo mismo, las posiciones de
dichos electrodos son ubicables en un plano cartesiano tridimensional.

Para generar una imagen de electrodos, se busca pasar de la distribución tridimensional de
los electrodos, a una distribución bidimensional. Esta transformación debe preservar cierta
distancia original entre los electrodos. Para ello se utiliza la Proyección Equidistante Azimutal
(AEP) [26]. La AEP consiste en transformar las distancias de una esfera, similar al globo
terráqueo, observada desde alguno de sus polos o la línea del ecuador. En el caso de la malla
con electrodos, su posición en la cabeza se aproxima a una forma esférica, y la proyección
hacia el plano bidimensional se hace mirando desde el punto más alto de la cabeza, como
muestra la figura 2.1.
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Figura 2.1: Proyección azimutal de los electrodos, donde se pasa de una
distribución tridimensional (A), que es puesta sobre un plano cartesiano
tridimensional (B), para pasar a un plano cartesiano bidimensional (C).
Imagen extraída de [24].

Una vez obtenida la proyección 2D de los electrodos, estos van ubicados en posiciones
específicas de una imagen de alto y ancho definidos, tal que se preserve su distancia. Cada
electrodo, por lo tanto, corresponde a un pixel específico de cada imagen. Las imágenes que
se forman son imágenes RGB, es decir, tres canales, donde la información de cada canal co-
rresponde a la información de una banda de frecuencia específica, que en el presente trabajo
son las bandas delta, theta y alfa. Los detalles de la conformación de las imágenes utilizadas
en esta tesis se detallarán en la sección Metodología.

2.2.4. Redes Neuronales Artificiales

Una red neuronal artificial (ANN), es un modelo matemático empírico, basado en datos,
de aprendizaje. Las ANN suelen resolver tareas de clasificación, estimación o predicción. Las
ANN reciben como entrada un dato o un conjunto de ellos, y emiten como salida una etiqueta
de clasificación, o un número real, en caso se que la red se utilice como predictor o estima-
dor. Las ANN comprenden un número determinado de parámetros el cual se actualiza en
un proceso de aprendizaje, en función de una métrica que se busca optimizar, como el error
cuadrático medio (MSE) o la entropía cruzada (CE). Dicha métrica se denomina función de
costos, o función de error.

Una ANN está compuesta de neuronas, que son una estructura que comprenden una serie
de parámetros, llamados pesos, que realizan una operación lineal con un dato de entrada,
como muestra a continuación:

y = wTX + b (2.8)

Operación realizada por una neurona con un dato de entrada X, donde w

es el vector de pesos que multiplica al vector de entrada, y b es el sesgo
que se suma a dicha ponderación.

En una ANN, típicamente, a la salida de cada neurona y, como muestra la ecuación 2.8,
se le añade una operación no lineal, por medio de lo que se denomina función de activación,
que es aplicada directamente sobre y. La finalidad de añadir una función no lineal a la salida
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de cada neurona, es la de incorporar una dinámica de no linealidad en la estructura de las
ANN. Esto se hace ya que una arquitectura no lineal de una red permite tomar decisiones
más complejas, como definir el criterio para clasificar un dato bajo cada una de sus posibles
etiquetas. Además, si una red no poseyera no linealidad, esta a fin de cuentas sería simple-
mente una combinación lineal de funciones lineales, la cual puede representarse como una
única función lineal. La función de activación utilizada en este trabajo es la función Rectified
Linear Unit (ReLU), que se define como ReLU(X) = max {0, X}.

Las ANN se organizan en distintas capas, desde la capa de entrada hasta la capa de salida,
y pueden avanzar en una única dirección, como son las redes feedforward, o bien tener ciclos
entre su salida y las capas anteriores, como son las llamadas Redes Recurrentes (RNN); estas
últimas son utilizadas para procesar series de tiempo. Cada una de las capas posee un número
determinado de neuronas. La primera capaa de una ANN, que corresponde a las neuronas
que reciben los datos de entrada, se denomina capa de entrada. Desde la segunda capa hasta
la penúltima, se denominan capas ocultas, y la última capa se denomina capa de salida.
La capa de salida, en caso de que una ANN feedforward se utilice como clasificador, siempre
posee un número de neuronas equivalente al número de clases al que puede pertenecer un dato.

La relación o mapeo entre un dato de entrada X a la red, y su salida y, está dada por
cierta función f(X) que en la práctica, la red busca aproximar mediante los parámetros de
sus distintas neuronas en sus distintas capas. Dicha aproximación es posible de lograr gracias
al Teorema de Aproximación Universal. Este teorema dice que no importa cuán compleja sea
f(X), siempre existirá una ANN que sea capaz de aproximarse a ella.

El aprendizaje de la red puede ser supervisado o no supervisado. El aprendizaje supervi-
sado consiste en señalarle a la red las etiquetas correspondientes a los datos de entrada, como
el cluster o estado al cual pertenece ese dato específico. En el aprendizaje no supervisado, los
datos no vienen acompañados por dicha etiqueta, por lo que es la misma red la que aprende
a encontrar relaciones o asociaciones entre ellos.

Durante el proceso de aprendizaje, al ser las ANN modelos empíricos basados en datos,
es importante que los datos estén bien seleccionados. Para esto se selecciona aleatoriamente
un conjunto de entrenamiento, con el cual la red ajustará iterativamente sus pesos hasta
algún criterio definido por el usuario, como un número de épocas determinado, o algún otro
criterio de convergencia de alguna métrica. El otro conjunto a seleccionar, es el conjunto de
validación, que corresponden a datos no utilizados en el entrenamiento sobre los cuales se
probará la eficacia del modelo. Es importante que no existan datos repetidos entre ambos
conjuntos, para poder evaluar de manera justa el desempeño del modelo, ya que idealmente
podría esperarse que un modelo pueda ser utilizado sobre datos nuevos que no sean utilizados
ni en entrenamiento ni en validación.

Puede ocurrir que durante el entrenamiento de la red, esta se ajuste demasiado bien a
los datos de entrenamiento, logrando un gran desempeño sobre dichos datos, pero no así
sobre el conjunto de validación. Esto se llama sobreajuste, y significa que la red aprendió a
lograr un buen desempeño específicamente sobre los datos de entrenamiento, pero sin lograr
cierta generalidad que permita que sus reglas de decisión sean aplicadas correctamente sobre
otro conjunto de datos. El sobreajuste se puede mitigar con varias técnicas, como detener el
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entrenamiento antes que el sobreajuste comience, y métodos como dropout.

Las ANN aprenden minimizando el error de su salida respecto al objetivo que desean lo-
grar. El error que se mide en la salida de la red, está definido por una función a optimizar.
Dicha optimización se hace mediante gradiente descendente estocástico (SGD), el cual ha
sido mejorado a través de los años [27]. El optimizador que ha mejorado las falencias de los
anteriores, y que es usado en este trabajo, es el optimizador Adam (adaptative momentum).

Las ANN actualizan sus parámetros en un proceso llamado backpropagation. El backpro-
pagation consiste en calcular mediante regla de la cadena la contribución de cada parámetro
de la red, llamado peso, al gradiente de la función de costos. Este proceso se realiza iterati-
vamente.

El gradiente de la función de costos se calcula de adelante hacia atrás en la red. Para su
cálculo, se consideran primero los pesos de la capa de salida, luego los pesos de la penúltima
capa, y así sucesivamente, hasta llegar a la capa de entrada a la red. Para ahorrar costo
computacional, los cálculos parciales del gradiente de las capas posteriores, son utilizados en
los cómputos del gradiente que pertenecen a la capa anterior [41].

Sea C la función de costos de la salida de la red, al la función de activación de la capa l, zl

la entrada a la función de activación de la capa l, y x la entrada a la red. El backpropagation
se calcula como:

∂C

∂x
= ∂aL

∂zL
· ∂zL

∂aL−1 · ∂a
L−1

∂zL−1 · ∂z
L−1

∂aL−2 · · · ∂a1

∂zL−1 · ∂z
1

∂x
(2.9)

Regla de la cadena para calcular el gradiente en función de cada peso de la
red

A continuación se describirán algunos de los ejemplos de redes neuronales más comunes:

2.2.4.1. MLP

El Perceptrón Multicapa (MLP), es una red neuronal compuesta de una capa de entra-
da, al menos una capa oculta, y una capa de salida, las cuales son concatenadas de forma
secuencial, desde la entrada hasta la salida. Esta red se denomina feedforward, debido a que
no forma un ciclo entre su entrada y su salida. Un esquema de una MLP sería el de la figura
2.2.

Figura 2.2: Ejemplo de perceptrón multicapa. Imagen extraída de [42].
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En un perceptrón multicapa, cada una de las neuronas de una capa se conecta directamen-
te a cada una de las neuronas de la capa siguiente, lo que significa que en cada capa oculta y
en la capa de salida, las neuronas reciben como entrada las salidas de todas las neuronas de
la capa anterior. Es decir, si la capa l− 1 posee m neuronas, cada neurona de la capa l posee
m+ 1 pesos, correspondientes a los m pesos ponderadores y al peso sumado, como indica la
ecuación 2.8 con el vector w y el sesgo b, respectivamente.

2.2.4.2. CNN

Usualmente, la entrada de las redes MLP suelen ser directamente los datos o característi-
cas de ellos que son extraídas a mano por el usuario. Los modelos de aprendizaje profundo,
deep learning en inglés, utilizan capas de convolución y capas de pooling para extraer carac-
terísticas de forma automática. Esto posee la ventaja de que es la misma red la que aprende
mediante backpropagation cómo ajustar sus pesos para extraer características que logren un
mejor desempeño en la tarea a resolver. Las redes que utilizan tanto capas de convolución
como de pooling son denominadas redes neuronales convolucionales (CNN).

Las operaciones de convolución y pooling, así como el deep learning en general, es utilizado
tanto en señales unidimensionales como en señales de n dimensiones, como por ejemplo imá-
genes 2D de tres canales. A continuación se definen las operaciones de convolución y pooling
para señales de dos dimensiones.

La convolución de una señal x se realiza en conjunto con un kernel de convolución. Este
kernel es el que realiza la operación señalada en la ecuación 2.10. Los kernel son estructuras
que realizan la convolución deslizándose sobre la señal de interés. Pueden ser de distintos
tamaños, aunque se recomiendan tamaños pequeños, como 3x3. Dentro de una red, realizar
varias operaciones de convolución con distintos kernel pequeños reduce la cantidad de pará-
metros a entrenar, así como agrega mayor no linealidad a la red para tomar decisiones más
complejas, prefiriéndose por sobre el uso de menos kernels de tamaño más grande [43].

Sean x y h la señal de interés y el kernel de convolución, respectivamente. La operación
de convolución se define mediante la siguiente ecuación:

y[i, j] =
∞∑

m=−∞

∞∑
n=−∞

h[m,n] · x[i−m, j − n] (2.10)

Operación de convolución de una señal 2D.

Por su parte, la operación de pooling consiste en obtener una submuestra dentro de un
intervalo de la señal original. Típicamente puede ser el promedio o el máximo en dicho
intervalo, lo que se denomina average pooling y max pooling, respectivamente. Esto se hace
con el fin de reducir el tamaño de las muestras manteniendo cierta generalidad que contenga
su información relevante, con el fin de evitar el sobreajuste durante el entrenamiento. En este
trabajo es de interés la operación de max pooling, la que se puede representar como muestra
la figura 2.3.
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Figura 2.3: Operación de max pooling sobre una imagen de 4x4 pixeles. Se
toma el valor máximo entre submuestras de 2x2 pixeles y como resultado
se obtienen dichos máximos concatenados. Imagen extraída de [16].

En este trabajo, además de redes neuronales convolucionales, se utilizan otras arquitectu-
ras que realizan las operaciones de convolución y pooling, llamadas Autoencoders, que serán
descritas en la subsección siguiente.

2.2.4.3. Autoencoders

Un autoencoder es una arquitectura de red neuronal en que se busca comprimir los datos
de entrada, hacia un espacio de menor dimensionalidad, para posteriormente reconstruir el
dato original. Al proceso de compresión de los datos de entrada se le denomina encoding y al
de reconstrucción de los datos de entrada se le denomina decoding. El proceso completo de
codificación y reconstrucción de la entrada se itera midiendo el MSE entre el dato de entrada
y el dato de salida. La idea es que el espacio latente, es decir, el de menor dimensionalidad,
que se ubica al terminar el proceso de codificación y comenzar el de reconstrucción, sea una
versión comprimida de los datos tal que capture su información esencial, lo que puede medirse
según alguna métrica específica a utilizar según la tarea de interés. Por ejemplo, en una tarea
de clasificación, al utilizarse podría medirse la accuracy de clasificación sobre los datos com-
primidos. En la figura 2.4 se puede visualizar un ejemplo de una artquitectura de autoencoder.

Figura 2.4: Esquema de representación de una red autoencoder. Imagen
extraída de [44].

2.2.4.4. Long Short-Term Memory (LSTM)

Las redes LSTM son un tipo de red recurrente introducido por Hochreiter y Schmidhuber
[32]. Hasta ese entonces, las RNN tenían el problema de que eran muy susceptibles al desva-
necimiento o explosión de su gradiente al momento de hacer backpropagation, o bien, no eran
capaces de retener información pasada en la medida que los datos de entrada a la red iban
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avanzando. Para ello se crearon las redes LSTM, las que son capaces de retener u olvidar
convenientemente información relevante en un instante de tiempo dado, en función de si son
relevantes o no en los instantes siguientes.

Las redes LSTM, se componen de una estructura que contiene distintos bloques que llevan
a cabo funciones específicas. Un bloque LSTM recibe un dato de entrada, genera un estado
actual, y otorga una salida. En la figura 2.5 se puede ver un ejemplo de esta estructura.

Figura 2.5: Esquema de representación de una red LSTM. En él se define
la secuencia de operaciones a realizar en cada iteración para un dato de
entrada Xt. Extraída de [5].

En la figura 2.5, Xt representa el dato del instante de tiempo actual que es utilizado como
entrada a la red, que es concatenado con Ht−1, que represanta la salida de la red correspon-
diente al instante de tiempo anterior, t− 1. Esta concatenación pasa por cuatro compuertas,
ft, it, C ′

t y Ot, que son la compuerta de olvido, la compuerta de entrada, la compuerta para
generar un candidato de estado, y la compuerta de salida, respectivamente. Cada una de ellas
pasa por distintas funciones de activación, f1, f2, f3 y f4, que respectivamente son sigmoide,
sigmoide, tangente hiperbólica y sigmoide.

En ft, el vector [Xt, Ht−1] es pasado por la sigmoide, dando un valor entre 0 y 1, el cual
es multiplicado por Ct−1, que es el valor del estado en t− 1, y determina cuánta información
pasada vamos a tener en cuenta para el estado y para la salida del instante de tiempo t. Di-
cho resultado es sumado al producto entre f2([Xt, Ht−1]) y f3([Xt, Ht−1]). Con ello se genera
el estado actual, Ct, el cual es utilizado en la estructura del instante de tiempo siguiente,
y además es pasado por una función de activación tangente hiperbólica, y ese resultado es
multiplicado por la salida de la capa Ot, para obtener la salida de la estructura, que será
utilizada en el instante de tiempo t+ 1.
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2.2.5. Balanced Random Forests

La técnica Balanced Random Forests (BRF) fue introducida por Chen et al. en [29], y
está inspirada en la técnica más general llama Random Forests (RF) [28].

Random Forests [28], es un algoritmo de clasificación y predicción basado en árboles de
decisión. En él, se muestrea una cantidad determinada de árboles a partir de un subconjunto
del conjunto de entrenamiento, con reemplazo. Cada árbol de decisión se compone de un
nodo raíz, que se divide en distintos nodos internos a través de ramas y llega finalmente a
los nodos hoja.

El nodo raíz es un nodo de entrada que toma un subconjunto de las características de los
datos y los divide a través de un criterio o punto de corte el cual divide los ejemplos de la
manera más equitativa posible entre clases para posteriormente realizar más pruebas en los
nodos internos, y así sucesivamente. Finalmente, llega a los nodos hoja, que en el caso de la
clasficación cada uno corresponde a una clase. Al entrenar, se van ajustando estos puntos de
corte que distribuyen los datos y sus clases a través de los nodos. También se puede deter-
minar como hiperparámetro la profunidad de cada árbol, pero se sugiere no generar árboles
demasiado profundos ya que esto podría traer mayor sobreajuste a los datos de entrenamiento.

Como los árboles de decisión pueden tender a sobreajustarse a los datos de entrenamiento,
técnicas como Random Forests combinan varios de estos árboles para lograr una clasificación
más robusta y fiable.

Chen et al. en [29] introdujeron el modelo Balanced Random Forests para lidiar con el
problema de disponer de datos cuyas clases estén desbalanceadas en una tarea de clasifica-
ción. Este sigue la misma esctructura de los Random Forest, pero realiza un submuestreo de
las clases mayoritarias, con el fin de obtener una proporción más equitativa entre todas las
clases para que cada nodo realice la partición entre clases correspondiente.

2.2.6. Support Vector Machine

El Support Vector Machine (SVM) es un algoritmo introducido por Boser et al. en [30], el
cual maximiza la distancia en el espacio vectorial respectivo del borde que separa los datos
en distintas clases, en el caso de clasificar, ya que también puede usar usado para regresiones.

SVM se basa en que las clases son linealmente separables. En caso de no serlo, se utiliza un
kernel, que es una función matemática que transforma el espacio original de los datos hacia
uno de mayor número de dimensiones, con tal que su separación se asemeje a una función
lineal. Algunos ejemplos de kernels son funciones polinomiales o gaussianas.

SVM es originalmente un algoritmo de clasificación binaria. En el caso de clasificar mayor
número de clases, existen distintos enfoques para abordar la clasificación. Uno de ellos es la
estrategia “uno contra todos”, donde se asigna solo una clase como positiva y las otras como
negativa, y se realiza un entrenamiento por cada clase. En la predicción se asigna la clase
que mayor distancia tenga al hiperplano de separación. Por otra parte, está la estrategia
“uno contra uno”, donde se realiza un entrenamiento para cada uno de los pares de clases
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existentes. En la predicción se evalúa cada dato en cada clasificador y la clase asignada es la
clase más repetida entre todos los clasificadores.

El problema de maximización que realiza el SVM, se describe a continuación:

Minimizar 1
2∥w∥2

Sujeto a yi(w · xi + b) ≥ 1 para todo i = 1, 2, . . . , n
(2.11)

Donde w es el vector de pesos que define el hiperplano que separa las clases, b es el vector
de sesgo, xi e yi son el dato i y su respectiva clase (que puede tomar los valores 1 y −1), y
n es el número de ejemplos del conjunto de entrenamiento.

Adicionalmente, un SVM, utiliza un hiperparámetro regularizador C. Dicho valor condi-
ciona cuán estrecho y holgado será el margen entre los datos y el hiperplano que separará las
clases durante el entrenamiento. Para un mayor valor de C, el hiperplano se ajustará mucho
más a los datos del conjunto de entrenamiento, generando sobreajuste. Por otra parte, valores
de C pequeños inducirán un mayor error sobre la clasificación del conjunto de entrenamiento,
con la posibilidad de aumentar la capacidad de generalización del modelo sobre datos nuevos.

2.2.7. PaCMAP

En aprendizaje de máquinas, suele ocurrir que los datos a tratar poseen un número muy
elevado de dimensiones. Con el fin de reducir el costo computacional o poder visualizar ciertas
asociaciones entre los datos, suelen emplearse algoritmos de reducción de dimensionalidad.
Los métodos de reducción de dimensionalidad tienen como objetivo preservar la distancia ori-
ginal entre los datos, en el nuevo espacio de menor dimensionalidad. En la literatura existen
distintos métodos de reducción de dimensionalidad como SNE, t-SNE, PCA, UMAP, Tri-
Map, etc. Como sea, cualquiera de estos métodos tiene algún inconveniente, como el hecho
de no poder preservar las estructuras locales y las estructuras globales al mismo tiempo, en
el nuevo espacio [25].

Por estructuras locales se entiende a la composición entre datos que tienen una distancia
cercana entre sí en el espacio original, mientras que por estructuras globales se entiende a la
relación espacial entre datos que están lejos entre sí, lo que podría marcar la diferencia entre
grupos distintos de datos, es decir, clusters.

Es por lo anterior que Wang et al., en 2021 desarrollaron Pairwise Controlled Manifold
Approximation Projection (PaCMAP) [25], buscando lidiar con dicho problema. Ellos sostie-
nen que para obtener un buen desempeño en reducción dimensionalidad, debe estudiarse la
función de pérdida asociada a dicho algoritmo.

El algoritmo PaCMAP, se ejecuta computando y normalizando distancias entre subcon-
juntos de datos. La manera en que estos subconjuntos se seleccionan, depende de la distancia
de cada dato con cada uno de sus vecinos. Para cada dato xi, se definen tres tipos de veci-
nos: pares cercanos, pares de media distancia, y pares lejanos. Estos se eligen de la siguiente
manera:
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• Pares cercanos: a cada dato xi se le eligen los nNB (el valor nNB por defecto es igual a
10) vecinos más cercanos de acuerdo a la distancia entre xi y otro dato xj definida como:
d2,select

ij = ∥xi−xj∥2

σij
, con σij = σiσj, donde σi, corresponde a la distancia promedio entre

xi y sus vecinos más cercanos (cuatro a seis) en el espacio original. La distancia d2,select
ij ,

para cada dato, no se calcula respecto al resto total de los datos, sino para un número
determinado por min(nNB + 50, N) (donde N es el número total de observaciones). De
dicho conjunto se eligen los nNB vecinos más cercanos.

• Pares de media distancia: para cada dato xi, se escogen seis observaciones al azar, y
se escoge la segunda más cercana. Para cada dato, este proceso se repite una cantidad
nMN = nNB · MN_ratio⌋. El valor MN_ratio, es por defecto igual a 0.5.

• Pares lejanos: para cada dato xi, se escoge un número al azar de observaciones, igual a
nFP = ⌊nNB · FP_ratio⌋. El valor MN_ratio, es por defecto igual a 2.

Una vez definidos los pares cercanos, pares de media distancia, y pares lejanos para cada
dato, se construye la función de pérdida, la cual se optimiza a través de un número determi-
nado de iteraciones. Dicha función de pérdida es:

LossP aCMAP = wNB ·
∑

i,j=nearpairs

d̃ij

10 + d̃ij

+ wMN ·
∑

i,k=mid−nearpairs

d̃ik

10000 + d̃ik

+wFP ·
∑

i,l=furtherpairs

d̃il

1 + d̃il

(2.12)

Función de pérdida de PaCMAP. d̃ab se define como ∥ya − yb∥2 + 1, donde
ya es la proyección del dato a en el espacio de salida Y .

La ecuación 2.12, comprende tres componentes, uno para los pares cercanos, otro para
los pares de media distancia, y otro para los pares lejanos. Cada uno de esos componentes,
comprenden las distancias de un dato con sus vecinos respectivos. Los valores wNB, wMN y
wFP, corresponden a pesos que ponderan cada una de esas componentes, respectivamente.
Dichos pesos varían sus valores de acuerdo al número de la iteración actual en que se optimiza
la función de pérdida.

Los valores de los pesos ponderadores de los componentes de la función de pérdida, varían
según los valores de τ1, τ2, y τ3, que por defecto toman los valores de 1, 201, y 301, respecti-
vamente. Los pesos ponderadores varían según se muestra a continuación, hasta un número
de iteraciones que por defecto es 450, o bien la que el usuario estime conveniente:

• Para t ∈ [τ1, τ2), wNB = 2, wMN = 1000 ·
(
1 − t−1

τ2−1

)
+ 3 · t−1

τ2−1 y wFP = 1

• Para t ∈ [τ2, τ3), wNB = 3, wMN = 3 y wFP = 1

• Para t ∈ [τ3, niteraciones), wNB = 1, wMN = 0 y wFP = 1

La función de pérdida, se optimiza directamente sobre la proyección de los datos en el
espacio de salida. Este espacio de salida, Y , se inicializa utilizando Análisis de Componentes
Principales (PCA) sobre los datos de entrada. Una ventaja de esto es que permite reducir
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el costo computacional del algoritmo. En caso que no se utilice PCA, el espacio de salida se
inicializa con una distribución normal multivariada N (0, 10−4I).

2.2.8. Hidden Markov Models
Un Hidden Markov Model (HMM), es un modelo matemático que permite inferir los es-

tados a los cuales pertenece un conjunto de observaciones que ocurren de forma secuencial y
estocástica. La secuencia de variables observadas Y, es generada por una secuencia de estados
ocultos X, los cuales no son directamente observados. La transición entre los estados ocurre
bajo la forma de una cadena de Markov, con un prior π y una matriz de transición de estados
A [45].

Las cadenas de Markov, se rigen por la propiedad de markovianidad. Esta se establece
como sigue:

Sea X una sucesión estocástica sobre los instantes de tiempo (t1, t2, t3, . . . , tn) de los es-
tados (Xt1 , Xt2 , Xt3 , . . . , Xtn). La probabilidad condicional del estado siguiente, Xtn+1 , sobre
toda la historia pasada

(
Xtn , Xtn−1 , Xtn−2 , . . . , Xt1

)
, es igual a la probabilidad condicionada

en solo el estado actual, es decir, P
(
Xtn+1

∣∣∣Xtn , Xtn−1 , Xtn−2 , . . . , Xt1

)
= P

(
Xtn+1

∣∣∣Xtn

)
.

Dentro del marco de los HMM, existen tres tipos de problemas a resolver [46]:

• Determinar la verosimilitud del modelo: dado un modelo y una secuencia de observacio-
nes, se calcula la probabilidad de que dicho modelo haya generado dichas observaciones.
Esto sirve como métrica para evaluar el desempeño de distintos modelos y seleccionar
el mejor.

• Encontrar la secuencia de estados más probable que haya generado las observaciones.
Este problema puede ser resuelto mediante el Algoritmo de Viterbi [46].

• Optimizar los parámetros del modelo con tal de encontrar la mejor manera en que una
secuencia de observaciones se puede producir. Este problema puede ser resuelto con el
método Baum-Welch.

En este trabajo es de interés encontrar los estados cerebrales al que pertenece cada una
de las observaciones. Dichos estados pueden ser inferidos mediante el algoritmo de Viterbi,
descrito a continuación.

2.2.8.1. Algoritmo de Viterbi [46]

Dado el problema de tener un conjunto de observaciones sucesivas, en donde se quiere
conocer el estado subyacente a estas, se puede determinar la secuencia más probable de esta-
dos ocultos, dado un modelo de verosimilitud que permita conocer la verosimilitud de cada
observación de pertenecer a cada uno de los estados posibles. Esto se hace en conjunto con
la matriz de transición de estados, que indica la probabilidad de pasar de un estado actual
a otro, sea cual sea dicho estado actual, y el prior, que indica la probabilidad de que la
secuencia oculta comience con cada uno de los estados existentes.
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El modelo de verosimilitud puede consistir en cualquier función de distribución probabi-
lística. Para el caso de un HMM, la verosimilitud de las observaciones es una función de los
estados, es decir, se posee una función de verosimilitud por estado, para cada dato.

Teniendo el modelo de verosimilitud, simplemente se calcula el máximo a posteriori de la
secuencia de estados, dada la secuencia de observaciones y la secuencia de obervaciones y los
parámetros del modelo.

2.3. Estado del Arte en Clasificación y Monitoreo de
Anestesia

En esta sección se revisarán algunos de los trabajos que han abordado el problema de
la clasificación y monitoreo de estados cerebrales bajo régimen de anestesia general. Cabe
mencionar que todos los trabajos aquí nombrados son realizados en humanos, a diferencia de
la presente tesis que fue realizada en monos.

2.3.1. Trabajos que utilizan procesamiento clásico de señales
Nicolaou et al. [4] plantearon el Principio de Causalidad de Granger para clasificar esta-

dos cerebrales bajo régimen de anestesia general. En este trabajo, los estados cerebrales se
separan en dos etiquetas: “despierto” y “anestesiado”, con un accuracy promedio de 0.98 y
0.95 para la pérdida de conciencia y recuperación de conciencia, respectivamente.

En [4] se utilizaron 21 sujetos y las señales cerebrales se midieron con EEG de 19 canales,
y se dividieron en segmentos de 4 segundos, con ventana deslizante de 1 segundo. Los datos
se miden tanto en la inducción de anestesia como en el comienzo de la recuperación al final
de la cirugía; se descartan los primeros 5 minutos de datos desde la inducción de aneste-
sia para asegurar que el paciente esté completamente anestesiado. La pérdida de conciencia
ocurre entre los 10 y 30 segundos del comienzo de la administración del bolo anestésico. Al-
go importante a señalar es que los sujetos no fueron sometidos a un mismo régimen anestésico.

Los resultados en [4] muestran que la Causalidad de Granger aumenta en desde regiones
cerebrales frontales hacia regiones cerebrales posteriores cuando los sujetos son anestesiados.
Con esto, se determinaron las carecterísticas a clasificar, conformadas como:

X i
C =

[
GCi

LF →LP GCi
RF →LP GCi

LF →RP GCi
LF →RP

]
(2.13)

Vector de características sometido a clasificación, donde GC corresponde a
la Causalidad de Granger, C es una de las dos clases posibles, i

corresponde al i-ésimo segmento de tiempo, LF es la región izquierda
frontal del cerebro, RF es la región derecha frontal del cerebro, LP es la

región izquierda posterior del cerebro, y RP es la región derecha posterior
del cerebro.

En total, se dispuso de 300 ventanas de tiempo de la clase “anestesiado” para cada uno
de los 21 sujetos, dando un total de 6300 datos. Para la clase “despierto”, [4] no especifi-
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ca la cantidad total de datos, pero menciona que en promedio (± su desviación estándar)
se obtuvieron, durante la pérdida de conciencia, 249.7±295.4 datos, y durante la recupera-
ción de conciencia, 142.3±114.1 datos. El conjunto de entrenamiento está determinado por
Ntrain = min(0.8Naw, 0.8Nan), donde Naw y Nan son la cantidad de datos de la etiqueta
“despierto” y “anestesiado”, respectivamente. Estos datos se seleccionaron en un bootstrap
de 200 repeticiones. La clasificación fue hecha con Linear Discriminant Analysis (LDA), Sup-
port Vector Machine (SVM) lineal, y SVM no lineal. Las métricas de rendimiento fueron la
sensibilidad, especificidad, y accuracy promedio, definidas como:

Sensibilidad = SE = V P

V P + FN
(2.14)

Especificidad = SP = V N

V N + FP
(2.15)

Accuracy promedio = 1
2

(
1
B

200∑
b=1

SEb + 1
B

200∑
b=1

SPb

)
(2.16)

En las ecuaciones 2.14 y 2.15, V P , V N , FP y FN , son los verdaderos positivos, ver-
daderos negativos, falsos positivos, y falsos negativos de cada subconjunto de clasificación,
respectivamente. Como positivo se dejó a la etiqueta “despierto”, y como negativo a la eti-
queta “anestesiado”.

Los mejores resultados de clasificación los obtuvieron con un SVM no lineal, obteniendo,
para los datos dentro de la pérdida de conciencia (LOC), un accuracy promedio de 0.981, y
para los datos dentro de la recuperación de conciencia (ROC), un accuracy promedio de 0.946.

Shalbaf et al. [36] plantearon el uso de un clasificador basado en lógica difusa, llamado
Adaptive Neuro-Fuzzy Inference System with Linguistic Hedges (ANFIS-LH), para monito-
rear el DoA, y comparar su desempeño con el monitor RE, basado en entropía. En [36] se
extraen 11 características, también basadas en entropía, a partir de señales EEG, obtenidas
con una malla de electrodos GE, las que son sometidas a clasificación, con un accuracy de
0.92. Los datos los extrajeron a partir de 17 pacientes humanos anestesiados con sevoflurano,
los que son etiquetados en las clases “despierto”, “anestesia liviana”, “anestesia general”
y “anestesia profunda”, que corresponden a sus respectivos estados cerebrales. Su método
también es probado con otra base de datos de 50 sujetos, donde estos son anestesiados con
propofol y anestesia volátil, bajo las etiquetas de “despierto” y “anestesia general”, obtenien-
do un accuracy de 0.93.

Para cada uno de los estados, dispusieron de un total de 680 segundos de señal EEG. Para
efectos de procesamiento, cada dato consistió en un segmento de tiempo de 10 segundos,
obteniéndose así, para el conjunto de validación, 68 datos por estado.

Las características que extrajeron a partir de las señales EEG son las siguientes:

• Índice beta: corresponde al logaritmo del poder relativo entre dos bandas de frecuen-
cia, que en [36] corresponden a las bandas comprendidas entre 11-21 Hz, y 30-47 Hz,
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respectivamente.

• Shannon permutation entropy (SPE): SPE es una medida de la complejidad de una señal.

• Sample entropy (SampEn): SampEn es una medida de la regularidad de la señal EEG.
Su valor indica la similaridad de la señal a lo largo del tiempo, es decir, cuánto se parecen
los valores de la señal si se toma un intervalo y se compara con otro intervalo desfasado
en el tiempo.

• Detrended Fluctuation Analysis (DFA)

Las técnicas descritas anteriormente, se utilizan para obtener 11 características que se
ocupan como entrada al clasificador ANFIS-LH. [36] genera distintos subconjuntos de ca-
racterísticas y se queda con las que dieron mejor resultado, sin especificar cuáles. Dichas 11
características consisten en la potencia relativa entre diferentes bandas de frecuencia (Delta,
Theta, Alfa, Beta y Gamma), Spectral Entropy, Approximate Entropy (ApEn), SPE, Sam-
pEn, Higuchi Fractal Dimension (HFD) y DFA.

Nguyen-Ky et al. [39] plantearon clasificar en tiempo real, cinco estados cerebrales: “des-
pierto”, “anestesia liviana”, “anestesia general”, “anestesia profunda” y “recuperación”, con
la capacidad de reconocer los puntos de pérdida y recuperación de conciencia. En [39] se
utilizaron distintos modelos de aprendizaje supervisado, con resultados de 0.93 de accuracy.
Los datos son adquiridos a partir de 25 sujetos humanos, utilizando el sistema de monitoreo
BIS VISTA, con cuatro electrodos en la frente.

Como preprocesamiento de las señales, primero quitan el ruido de la señal cruda del EEG,
Y , aplicando Transformada Wavelet, para posteriormente calcular la señal de baja frecuen-
cia E con la Transformada Wavelet inversa, y finalmente obtener la señal filtrada X = Y −E.

Los datos a clasificar son ventanas de tiempo de 10 segundos de duración con traslape.
Como se obtienen 128 muestras por segundo, cada ventana posee 1280 muestras.

Se clasifica mediante validación cruzada, utilizando como clasificadores árboles de deci-
sión, SVM y KNN. Se clasifica un total de 75766 datos, llegando a un accuracy de 0.93.

Abel et al. [10] usaron características obtenidas a mano, una red neuronal convolucional,
y HMM para clasificar estados cerebrales bajo anestesia general. Los datos a clasificar son
registros EEG de 2 segundos de duración, obtenidos a partir de 10 pacientes humanos, a
quienes se les suministró propofol.

En [10] se realizaron pruebas con distintos modelos, seleccionando finalmente tres: obten-
ción de potencia espectral en decibeles mediante Multitaper, sin HMM; PCA sin HMM; y
Linear Discriminant Analysis (LDA) con HMM de dos estados. En cada modelo se utilizaron
33159 datos como conjunto de entrenamiento y 13929 datos como conjunto de validación,
utilizando validación cruzada en donde se dejan 7 de 10 pacientes para entrenamiento y 3 de
10 pacientes para validación. El accuracy obtenido para cada modelo fue de 0.910, 0.925 y
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0.941, respectivamente.

[10] señala que la incorporación de HMM no mejora sustancialmente el rendimiento de los
modelos de clasificación, sin embargo menciona que los modelos de verosimilitud utilizados
en dicho algoritmo fueron funciones de distribución normales. Dicha hipótesis es muy fuerte,
por lo que en la presente tesis se sugiere utilizar las funciones de distribución empíricas de
los datos.

2.3.2. Trabajos que utilizan Deep Learning
Li et al. [5] utilizan dos sparse denoising autoencoder (SDAE) y una red long short-term

memory (LSTM) sobre datos EEG para monitorear el DoA. Las señales son obtenidas sobre
20 pacientes a quienes se les mide la actividad EEG bajo la administración de sevoflurano.
Dicha actividad es medida con un monitor GE, a una tasa de muestro de 100 Hz.

Las características que utiliza [5], son la Sample Entropy y la Permutation Entropy, des-
critas en la metodología provista por [36], además de las siguientes:

• Wavelet Entropy

• Alpha-Ratio.

Antes de utilizar el modelo propuesto con las ANN anteriormente mencionadas, en [5] se
realiza un preprocesamiento de los datos EEG, filtrando las frecuencias <0.8 Hz y >50 Hz.
Con los datos filtrados, obtuvieron un total de 46 características que son la entrada al modelo
SDAE-LSTM.

Por otra parte, en [5] utilizan el modelo PK/PD [50], que relaciona la concentración de
anestésico con el DoA estimado a partir del EEG. PK se refiere a la farmacocinética del
modelo, que define cómo la concentración de droga en la sangre varía con el tiempo, y PD
se refiere a la farmacodinámica del modelo, que define la relación entre la concentración de
droga en un sitio del efecto y el DoA estimado a partir del EEG.

Para evaluar el desempeño del DoA se utiliza la probabilidad de predicción Pk definida
en [51], para calcular la correlación entre el DoA estimado y la concentración de droga en el
sitio del efecto.

En el modelo SDAE, en [5] se utiliza la concentración de sevolufrano calculado por el
modelo PK/PD como etiqueta para el entrenamiento de la red SDAE+LSTM. Mediante va-
lidación cruzada se utilizaron los registros EEG de uno de los 20 sujetos de la base de datos,
y el accuracy obtenido fue el promedio de todos los experimientos, llegando a un Pk = 0.8556.

Park et al. [37] proponen un sistema de monitoreo de anestesia en tiempo real desde la
fabricación de una máquina capturadora de señales EEG, hasta el procesamiento de las seña-
les obtenidas, utilizando un modelo de deep learning. Este sistema, denominado EEGMAC,
utiliza el sistema de monitoreo MAC (minimum alveolar concentration), que es propio de
los monitores ETAC, utilizados para monitorear el DoA bajo el efecto de agentes anestésicos
provistos por inhalación.
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El valor del índice MAC, puede ser calculado como:

MAC = FE,volatile

MACage,volatile

= Fe,volatile

MAC40,volatile · 10−0.00269(age−40) (2.17)

donde FE,volatile es la concentración del agente anestésico al final de la exhalación en un
100 % de saturación de oxígeno, MACage,volatile es una característica del agente relacionada
con la edad del paciente, y MAC40,volatile es el MAC obtenido para pacientes humanos de 40
años provisto por conocimiento de antemano en estudios clínicos.

De todas formas, el sistema EEGMAC es capaz de monitorear el DoA utilizando tanto
agentes intravenosos como volátiles, donde típicamente se utilizan los índices BIS y MAC,
respectivamente. Si bien este último es utilizado principalmente sobre agentes gaseosos, tam-
bién es considerado un estándar confiable para la estimación de DoA. En [37] se propone un
marco basado en deep learning llamado AnesNET, el cual es capaz de predecir el MAC, y
por lo mismo lo utiliza también con el uso de agentes intravenosos.

Los datos EEG se separan en tres conjuntos: entrenamiento, validación y prueba. El con-
junto de entrenamiento consistió de 205373 datos obtenidos a partir de 202 sujetos, el conjunto
de validación consistió de 48360 datos obtenidos a partir de 50 sujetos y el conjunto de prueba
consistió de 123617 datos obtenidos a partir de 122 sujetos. Las muestras se adquirieron a
una tasa de 128 Hz, y cada dato está conformado por un periodo de 10 segundos de registro,
es decir 1280 muestras.

Para el entrenamiento, [37] contrastó el índice predictor de DoA EEGMAC obtenido como
salida del modelo con el MAC real obtenido a partir de la concentración de sevoflurano al
final de la exhalación.

La arquitectura del modelo AnesNET consiste en cuatro capas convolucionales, y luego
dos capas fully-connected para hacer la estimación del MAC, en una capa de salida de una
sola neurona. En cada capa se utilizó la función de activación ReLU, la función de costos
utilizada fue el MSE y el optimizador escogido fue Adam.

Como resultado del entrenamiento, sobre el conjunto de prueba se midieron los MSE y
MAE (mean absolute error) del MAC estimado con AnesNET, en relación al MAC real,
obteniéndose los promedios (± desviación estándar) sobre todos los sujetos, a quienes se les
administró sevoflurano. El MSE y el MAE resultantes fueron 0.048 ± 0.026 y 0.05 ± 0.029,
respectivamente. También se utilizaron dichas métricas en relación al iBIS, que es el índice
BIS invertido (con tal de tener una correlación positiva), donde los resultados para el MSE
y el MAE fueron 0.676 ± 0.124 y 0.566 ± 0.135, respectivamente, frente a sujetos que se les
administró propofol.

Afshar et al. [38] propusieron un estimador del índice BIS basado en deep learning, con
capas convolucionales, una capa LSTM bidireccional y una capa de atención. Su modelo
propuesto, en un comienzo comprende capas convolucionales inspiradas en el módulo “in-
ception” de la arquitectura Inception V1 [52], que consiste en varias capas convolucionales
donde cada una utiliza kernels de distintos tamaños, además de una capa de max-pooling.
Posteriormente, se agrega un módulo LSTM bidireccional [33], que utiliza tanto información
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pasada como futura para determinar la salida de cada instante de tiempo. Luego, viene la
capa de atención [34][35], la cual permite retener información sobre secuencias de tiempo
largas. Esta consiste en una capa fully-connected que toma las salidas de la Bi-LSTM, la
salida de esta es normalizada con una softmax, y cada componente luego es ponderado por
el estado oculto de la Bi-LSTM en su instante de tiempo respectivo, y dicha ponderación es
sumada, obteniendo así la salida de la red completa.

Los datos utilizados por [38] comprenden señales EEG de 176 sujetos, obtenidos con un
monitor BIS, el cual posee cuatro electrodos, que son dispuestos sobre la frente y obtienen
muestras a una tasa de 128 Hz.

Los estados cerebrales a clasificar en [38], son los siguientes: “anestesia profunda”, “anes-
tesia general”, “sedación liviana” y “despierto”. Cada uno de ellos, es definido de acuerdo a
los rangos de valores BIS 0-40, 40-60, 60-80, y 80-100, respectivamente. Se utilizó un total
de 1.938.940 datos, donde el 65 % corresponde al conjunto de entrenamiento, el 15 % al con-
junto de validación y el 20 % corresponde al conjunto de prueba. En la tarea de clasificar los
distintos estados cerebrales, el accuracy total obtenido fue de 0.8867.

Wang et al. [40] propusieron un modelo basado en deep learning llamado Anes-MetaNet
para inferir estados cerebrales en régimen de anestesia general, que consiste en una red convo-
lucional, una red LSTM y un framework de meta-learning [53] para lidiar con la variabilidad
inter sujetos.

La base de datos utilizada por [40], comprende la inducción de anestesia general por vía
intravenosa, utilizando como base una dosis baja de propofol, con administración intermi-
tente de bolos de propofol, ketamina, dexmedetomidina, y lidocaína. Los registros cerebrales
son obtenidos por EEG de cinco canales, filtrados entre 0.1 y 40 Hz, y se realizan las pruebas
sobre los canales FPZ, FP1 y FP2, que corresponden a electrodos dispuestos sobre la corteza
frontal. En total, para los experimentos se dispuso de 13 sujetos humanos, quienes fueron
elegidos a partir de la observación de su espectrograma de las señales EEG obtenido mediante
la técnica Multitaper.

Las etiquetas de los estados cerebrales se basaron en la escala RASS (Richmond Agitation-
Sedation Scale), que tiene valores enteros entre -5 y 0, donde el estado de conciencia corres-
ponde a 0, y la pérdida total de conciencia coresponde a -5. De acuerdo a esta escala, se
categorizaron tres estados cerebrales: “conciencia”, que toma los valores RASS 0 y -1; “semi-
conciencia”, que toma los valores RASS -2 y -3; y “pérdida de conciencia”, que toma los
valores RASS -4 y -5.

El modelo empleado en [40] para clasificar estados cerebrales, se compone inicialmente de
dos bloques de redes convolucionales. Cada bloque está compuesto de dos capas de convolu-
ción con max-pooling, y posteriormente dos capas fully-connected que otorgan como salida
las etiquetas de cada dato. Como entrada al primer bloque, los datos son separados en dos
categorías principales: “pre pérdida de conciencia” (que engloba a los estados originales de
“conciencia” y “semi-conciencia”) y “pérdida de conciencia”. Para el segundo bloque, se uti-
liza como entrada sólo los datos pertenecientes a la categoría “pre pérdida de conciencia”
que son clasificados correctamente; el resto son descartados. En él, se clasifican dichos datos

26



en las categorías originales de “conciencia” y “semi-conciencia”. Las características obtenidas
en cada bloque, previo a clasificar, son utilizadas como entrada a una red LSTM de dos
capas. La entrada a la red LSTM utiliza 20 datos consecutivos en el tiempo. Cada dato
es de tres segundos de duración, con solapamiento. Posteriormente, se conectan dos capas
fully-connected con tal de hacer la clasificación final en los tres estados cerebrales propuestos.

El desempeño del modelo Anes-MetaNet se compara con otros clasificadores clásicos, como
SVM y RF, y otros basados en deep learning, como una CNN sola, una LSTM sola, el uso
de una red meta-CNN, además de los modelos propuestos en [5] y [38]. El modelo propuesto
en [40] logra un mejor accuracy sobre la misma base de datos que todos los otros modelos,
obteniendo una accuracy promedio de 0.818 sobre los 13 sujetos de prueba.
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Capítulo 3

Metodología

En este capítulo se describen las características de la base de datos utilizada en esta tesis,
los detalles de su procesamiento, y el modelo propuesto como clasificador de estados cerebra-
les.

3.1. Base de datos
La base de datos fue provista por el proyecto Neurotycho [7] [8]. Los sujetos de experimen-

tación son cuatro primates macacos de las especies Macaca mulatta y Macaca fuscata, los que
habitan el sudeste asiático y Japón, respectivamente. En total se dispone de series de tiempo
hechas sobre cuatro monos, las que corresponden a la actividad cerebral bajo la influencia
de las siguientes drogas: propofol, medetomidina (MD), ketamina (KT), y una mezcla de
ketamina con medetomidina (KTMD). A los monos que se les indujo anestesia general con
MD y KTMD, se les suministró como antagonista la droga atipamezol. A los monos 3 y 4 solo
se les suministró KTMD. Con cada uno de los monos, bajo las drogas en que se les midió la
actividad cerebral, se grabaron al menos dos sesiones de registro. Cada una de estas sesiones
comienza con el estado basal de actividad cerebral, donde los monos están despiertos. Luego
comienza la anestesia, y se extiende hasta el periodo de recuperación, a excepción de la sesión
1 del mono 1 bajo KTMD (ver tabla 3.1).

A continuación se muestra la tabla 3.1, donde se detalla la duración de las series de tiempo
bajo los efectos de cada una de las drogas utilizadas.
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Tabla 3.1: Descripción de las series de tiempo, sus estados, y duración en
minutos bajo efectos de cada uno de los agentes anestésicos

Duración en minutos de cada Estado
Droga Mono Sesión Despierto Anestesiado Recuperación
KTMD 1 1 40 30 x
KTMD 1 2 40 30 38
KTMD 2 1 20 20 65
KTMD 2 2 20 20 66
KTMD 2 3 20 20 67
KTMD 3 1 40 30 45
KTMD 3 2 40 30 45
KTMD 3 3 40 30 45
KTMD 4 1 40 30 45
KTMD 4 2 40 30 45
KTMD 4 3 40 30 45
Propofol 1 1 30 9 40
Propofol 1 2 30 10 31
Propofol 2 1 30 9 25
Propofol 2 2 30 9 30

KT 1 1 30 9 20
KT 1 2 22 9 25
KT 2 1 31 7 21
KT 2 2 25 10 34
MD 1 1 30 9 13
MD 1 2 20 15 20
MD 2 1 35 10 24
MD 2 2 24 10 20

Cada registro de actividad cerebral fue hecho utilizando ECoG de 128 canales. Las mues-
tras fueron obtenidas a una tasa de 1 kHz. Cada una de las mallas de electrodos fue puesta
con una distribución espacial diferente para cada mono. En la figura 3.1 se muestra dicha
distribución de electrodos en la corteza cerebral de cada uno de los monos.
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Figura 3.1: Disposición de los electrodos sobre la corteza cerebral de los
cuatro monos de este estudio: Chibi (M1), George (M2), Kin2 (M3) y Su
(M4). Imagen extraída de [7][8].

3.2. Descripción del modelo propuesto
En esta sección se detallan cada una de las partes del modelo que permite clasificar estados

de anestesia general. Sus etapas son las siguientes:

1. Señal ECoG a imagen

2. SVM

3. HMM

Las etapas enumeradas anteriormente están concatenadas de manera secuencial en el mo-
delo propuesto en esta tesis. Adicionalmente, se probaron otras configuraciones, donde se
reemplaza el SVM con redes MLP, CNN, y BRF. También se probaron otros métodos de ex-
tracción de características como el autoencoder y el método de reducción de dimensionalidad
PaCMAP, además de una concatenación de estos dos. A continuación se describirá en detalle
la configuración de cada una de dichas etapas.

3.2.1. Señal ECoG a imagen
Tal como muestra la sección 2.2.3, se utiliza el método propuesto por [24] como primera

etapa de extracción de características. La malla de electrodos con que se realizaron los expe-
rimentos, fue originalmente provista por Neurotycho [7] [8] en coordenadas bidimensionales,
por lo que la transformación de coordenadas tridimensionales (en donde “existen” los electro-
dos en la corteza cerebral de los sujetos de experimentación), a coordenadas bidimensionales,
no fue necesaria.

La posición de cada electrodo fue provista por [7] [8] con coordenadas bidimensionales en
un plano cartesiano. Por lo tanto, como indica [24], se procede directamente a generar las
imágenes RGB.

Dado que lo que se quiere es procesar las imágenes RGB a través de las distintas técnicas
posteriores que son parte del modelo que clasifica estados cerebrales, por conveniencia se
busca que sean de la menor resolución posible, para ahorrar costo computacional. Esto se
logra minimizando la distancia entre pixeles que correspondan a electrodos, preservando su
estructura original. En la figura 3.1 se ve la disposición original de los electrodos en el cere-
bro de cada mono. En la figura 3.2 se puede ver una representación de cómo quedan en una
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imagen. Para la formación de las imágenes de electrodos, se eligió un tamaño de 36 pixeles
de ancho y 36 pixeles de alto. Dicho tamaño es el menor tamaño en que se podía preservar
la estructura de los electrodos sin que estos lleguen a superponerse como pixeles unos con
otros.

Figura 3.2: Representación a escala de la formación de imágenes a partir
de los electrodos mostrados en la figura 3.1. De izquierda a derecha están
las imágenes pertenecientes a los monos 1, 2, 3 y 4, respectivamente. Cada
punto blanco representa un pixel donde va ubicado cada electrodo.

Las imágenes generadas son de tres canales (R, G y B). Cada uno de los tres canales con-
tiene información de alguna banda de frecuencia de interés. Las tres bandas de frecuencias
de interés en esta tesis son la banda delta, la banda theta, y la banda alfa. Por lo tanto, al
canal R se le asignó la banda delta, al canal G se le asignó la banda theta, y al canal B se
le asignó la banda alfa, descritas en la sección 2.2.2. Cada una de estas bandas de frecuencia
es obtenida mediante la Transformada Rápida de Fourier (FFT), asignando en cada pixel la
potencia espectral de toda la banda durante una ventana de tiempo de la señal cruda. Dicha
ventana de tiempo es de 500 milisegundos (ms) de duración, sin traslape. La razón de la
elección de estas bandas de frecuencia se debe a la hipótesis de que estas serían las bandas
cuyo comportamiento explique el estado de Anestesia dentro del cerebro en relación a un
estado de conciencia basal. En el capítulo 4 Resultados y Análisis se mostrarán distintos es-
pectrogramas obtenidos a partir de la señal ECoG de George (M2), bajo el efecto de KTMD,
propofol, KT y MD.

Hasta acá se generaron imágenes de tres canales de 36x36 pixeles, donde cada uno de los
canales corresponde a información sobre las bandas de frecuencia delta, theta y alfa, res-
pectivamente. Las imagenes, dentro de sus 1296 pixeles por canal, poseen 128 pixeles que
corresponden a cada uno de los 128 electrodos de la malla ECoG con que se obtuvieron las
señales cerebrales. Sin embargo, en [24] se sugiere interpolar los pixeles con electrodos, con el
fin de estimar la potencia espectral en las áreas de la corteza que existiría en el espacio entre
los electrodos, que en las imágenes RGB formadas corresponderían a los pixeles que hay entre
los pixeles que corresponden originalmente a electrodos de la malla ECoG. Dicha interpola-
ción puede realizarse con distintos métodos, en [24] se utiliza el método Clough-Tocher. En
esta tesis se utiliza una función lineal para interpolar el decaimiento de los valores de cada
pixel entre sus pixeles circundantes.

Los pixeles de las imágenes RGB, computacionalmente toman valores entre 0 y 255. La
potencia espectral que se calcula en cada ventana de tiempo puede tomar cualquier valor
positivo, por lo que para generar imágenes cuyos pixeles tomen valores entre 0 y 255, se
normalizan dichas potencias espectrales en cada imagen. Estas se normalizan de acuerdo a
los valores que toman el conjunto de electrodos, asignándole el valor de 255 al electrodo con
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la potencia espectral más alta, 0 al electrodo con la potencia espectral más baja, y para todos
los otros electrodos, su valor se interpola mediante la ecuación de la recta entre las potencias
mínimas y máximas del conjunto de electrodos.

Finalmente, se toma la señal cruda proveniente de los 128 canales del ECoG, y se generan
imágenes RGB por cada 500 muestras, de 36x36 pixeles. Estas imágenes son clasificadas di-
rectamente con una red CNN, un modelo RBF o un modelo SVM, como también procesadas
en un autoencoder o en el algoritmo de reducción de dimensionalidad PaCMAP.

3.2.1.1. CNN

Como se vio en el capítulo de Marco Teórico, un modelo por aprendizaje puede ser super-
visado o no supervisado. Una CNN utilizada en clasificación cae en la categoría de modelos
por aprendizaje supervisado. En primer lugar, se estudiará el desempeño de una CNN en cla-
sificar estados cerebrales, versus un Autoencoder estándar (que es un modelo de aprendizaje
no supervisado), que es entrenado inicialmente, para luego tomar sus resultados y utilizarlos
en un posterior entrenamiento de una red MLP, un modelo Balanced Random Forest y un
Support Vector Machine (que corresponden a modelos de aprendizaje supervisado). Hay un
punto de comparación entre la CNN y el Autoencoder, que es que la estructura de las capas
convolucionales y de pooling de la red CNN, es la misma que la de la parte de codificación
del Autoencoder. En el capítulo de Resultados, se mostrará que realizar un entrenamiento
no supervisado y luego uno supervisado (correspondiente al Autoencoder y a la MLP, res-
pectivamente), obtiene mejor desempeño en clasificación que realizar solo un entrenamiento
supervisado (correspondiente a una sola CNN), para el conjunto de validación.

Tabla 3.2: Arquitectura de la CNN utilizada

CNN
Input: 36x36x3

Conv 3x3x5
Batch normalization

Max-pooling 2x2
ReLU

Conv 3x3x8
Batch normalization

Max-pooling 2x2
ReLU

Conv 3x3x16
ReLU

Fully connected 512
Fully connected 512

Output: 4

Los pesos iniciales en las capas convolucionales son aleatoriamente elegidos de acuerdo
a la inicialización Xavier, que consiste en una función de densidad uniforme en el intervalo
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, donde n es el número de pesos por nodo. La red fue entrenada durante 100 épocas

utilizando la entropía cruzada (CE) como función de pérdida. El optimizador utilizado fue
Adam, con un learning rate de 0.0001 y decaimiento de 3 % cada 2 épocas. Toda esta confi-
guración fue inspirada en [2].

Para clasificar los datos se utilizó validación cruzada, generando un total de cinco con-
juntos de entrenamiento y uno de validación. Para ello, cada estado dentro de cada serie de
tiempo fue dividido en 30 subconjuntos correlativos, donde los primeros seis son asignados
para los conjuntos de entrenamiento 1, 2, 3, 4 y 5, y el conjunto de validación, respectiva-
mente. Esta asignación es repetida cuatro veces más, repartiendo los datos equitativamente
para cada conjunto. Las tablas 3.3-?? muestra en detalle la cantidad de datos por estado y
por conjunto, indicando también la cantidad de datos por droga y por sujeto.

Tabla 3.3: Cantidad de datos por estado y por conjunto

Estado

Conjunto
entrenamiento

1

Conjunto
entrenamiento

2

Conjunto
entrenamiento

3

Conjunto
entrenamiento

4

Conjunto
entrenamiento

5
Conjunto
validación

Despierto 14573 14600 14593 14597 14588 14613
Transiente 2300 2300 2300 2300 2300 2300
Anestesia 12641 12652 12664 12643 12652 12671
Recuperación 17355 17380 17368 17372 17366 17390
Total 46869 46932 46925 46912 46906 46974

Tabla 3.4: Cantidad de datos por estado y por conjunto, desglosado por
droga

Droga Estado

Conjunto
entrenamiento

1

Conjunto
entrenamiento

2

Conjunto
entrenamiento

3

Conjunto
entrenamiento

4

Conjunto
entrenamiento

5
Conjunto
validación

KTMD Despierto 7715 7726 7726 7725 7726 7728
KTMD Transiente 1100 1100 1100 1100 1100 1100
KTMD Anestesia 7512 7515 7522 7513 7515 7528
KTMD Recuperación 10823 10837 10831 10831 10831 10844
KTMD Total 27150 27178 27179 27169 27172 27200
Propofol Despierto 2453 2459 2458 2459 2453 2464
Propofol Transiente 400 400 400 400 400 400
Propofol Anestesia 1156 1157 1159 1156 1157 1159
Propofol Recuperación 2564 2566 2565 2566 2565 2567
Propofol Total 6573 6582 6582 6581 6575 6590
KT Despierto 2207 2214 2208 2214 2208 2215
KT Transiente 400 400 400 400 400 400
KT Anestesia 1421 1423 1425 1422 1423 1425
KT Recuperación 2228 2231 2230 2230 2229 2232
KT Total 6256 6268 6263 6266 6260 6272
MD Despierto 2198 2201 2201 2199 2201 2206
MD Transiente 400 400 400 400 400 400
MD Anestesia 2552 2557 2558 2552 2557 2559
MD Recuperación 1740 1746 1742 1745 1741 1747
MD Total 6890 6904 6901 6896 6899 6912
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Tabla 3.5: Cantidad de datos por estado y por conjunto, desglosado por
mono

Mono Estado

Conjunto
entrenamiento

1

Conjunto
entrenamiento

2

Conjunto
entrenamiento

3

Conjunto
entrenamiento

4

Conjunto
entrenamiento

5
Conjunto
validación

Mono 1 Despierto 4882 4887 4890 4886 4885 4893
Mono 1 Transiente 800 800 800 800 800 800
Mono 1 Anestesia 4117 4121 4124 4117 4121 4124
Mono 1 Recuperación 4171 4181 4175 4180 4174 4182
Mono 1 Total 13970 13989 13989 13983 13980 13984
Mono 2 Despierto 4823 4838 4828 4836 4828 4843
Mono 2 Transiente 900 900 900 900 900 900
Mono 2 Anestesia 3954 3961 3968 3956 3961 3969
Mono 2 Recuperación 7634 7638 7637 7637 7636 7641
Mono 2 Total 17311 17337 17333 17329 17325 17333
Mono 3 Despierto 2402 2407 2407 2407 2407 2408
Mono 3 Transiente 300 300 300 300 300 300
Mono 3 Anestesia 1899 1899 1900 1899 1899 1901
Mono 3 Recuperación 2569 2570 2570 2569 2570 2575
Mono 3 Total 7170 7176 7177 7175 7176 7176
Mono 4 Despierto 2466 2468 2468 2468 2468 2469
Mono 4 Transiente 300 300 300 300 300 300
Mono 4 Anestesia 2671 2671 2672 2671 2671 2677
Mono 4 Recuperación 2981 2991 2986 2986 2986 2992
Mono 4 Total 8418 8430 8426 8425 8425 8428

La separación entre conjuntos de entrenamiento y validación mostradas en la tablas an-
teriores ciertamente indica que el modelo propuesto permitiría la clasificación de estados
cerebrales independiente de los agentes anestésicos disponibles (en este caso KTMD, propo-
fol, KT y MD). Adicionalmente, se probó realizar entrenamientos con cada agente anestésico
de forma separada, lo que daría un total de cuatro entrenamientos, es decir, un modelo en-
trenado por cada droga.

3.2.1.2. Balanced Random Forest

Se realizará la misma clasificación de los cinco conjuntos de entrenamiento generados con
las imágenes a partir de la señal ECoG para clasificar el conjunto de validación utilizando
BRF. Para eso, se generará un total de 1000 árboles de decisión, donde cada uno tendrá una
profundidad determinada cuando sus nodos hoja lleguen a poseer un solo ejemplo y no se
hagan más divisiones.

RBF será utilizado también para clasificar los datos comprimidos en un autoencoder,
al generar un mapa PaCMAP, y una combinación de estos dos, descritos en las secciones
siguientes.

3.2.1.3. Support Vector Machine

Adicionalmente, se clasificarán los cinco conjuntos de entrenamiento generados a partir
de las imágenes hechas a partir de la señal ECoG, al utilizar un autoencoder, PaCMAP, y
autoencoder con PaCMAP con un SVM lineal y uno con kernel gaussiano. La estrategia de
clasificación de ambos tipos de kernel será de “uno contra todos”, y se les asignará un valor
de C = 1.0 como hiperparámetro regularizador.
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3.2.2. Autoencoder
El autoencoder busca comprimir las imágenes generadas en la etapa anterior. Esto se hace

mediante aprendizaje no supervisado. Como entrada al Autoencoder se utilizan las imáge-
nes RGB generadas en la etapa anterior, cada una es un tensor de dimensión 36x36x3. La
arquitectura del autoencoder utilizado, comprende capas de convolución y pooling, que son
descritas en detalle en la tabla 3.6.

Tabla 3.6: Arquitectura del Autoencoder convolucional utilizado

Encoder Decoder
Input: 36x36x3 Input: 9x9x16

Conv 3x3 Deconv 3x3
Max-pooling 2x2 Max-unpooling 2x2

ReLU, 0.25 Dropout ReLU, 0.25 Dropout
Conv 3x3 Deconv 3x3

Max-pooling 2x2 Max-unpooling 2x2
ReLU, 0.25 Dropout ReLU, 0.25 Dropout

Conv 3x3 Deconv 3x3
ReLU -

Los pesos iniciales en las capas convolucionales son aleatoriamente elegidos de acuerdo a
la inicialización Xavier. La red fue entrenada durante 100 épocas usando el error cuadrático
medio (MSE) como función de pérdida. El optimizador utilizado fue Adam, con un learning
rate de 0.0001 y decaimiento de 3 % cada dos épocas. Toda esta configuración fue inspirada
en [2].

Los tensores obtenidos en el espacio latente, de dimensión 9x9x16, se clasifican con una
red MLP (entrenada a lo largo de 100 épocas, con entropía cruzada como función de pérdida
y optimizador Adam con learning rate de 0.0001 con decaimiento de 3 % cada dos épocas), un
modelo BRF y un modelo SVM, con las mismas configuraciones que las imágenes clasificadas
en la sección 3.2.1.

3.2.3. PaCMAP
Otro de los algoritmos propuestos como parte del modelo, es PaCMAP. Este utiliza como

entrada el tensor obtenido en la formación de imágenes a partir de las señales ECoG, corres-
pondiente a la primera etapa del modelo, el cual es de dimensión 36x36x3, redimensionado a
un vector de 1x3888. También, este algoritmo es probado como concatenación al Autoenco-
der, utilizando como entrada el tensor obtenido en el espacio latente del Autoencoder de la
etapa anterior, el cual es de dimensión 9x9x16, pero transformado a un vector de dimensiones
1x1296. La clase PaCMAP posee distintas variables a considerar, las cuales son:

• n_components: número de dimensiones que comprende el espacio de salida
• n_neighbors: número de los nNB vecinos más cercanos considerados para construir el
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grafo KNN, el cual permite calcular la distancia d2,select
ij mencionada en la sección 2.2.4.

La cantidad nNB de vecinos más cercanos escogida es el valor por defecto que entrega
la clase PaCMAP, que corresponde a 10 + 15 · (log10(n) − 4), donde n es el número de
datos del conjunto de entrenamiento.

• MN_ratio: la cantidad de pares de media distancia, descritos en la sección 2.2.4, se
elige como nNB · MN_ratio. El valor utilizado en este trabajo es el provisto por defecto,
correspondiente a 0.5.

• FP_ratio: la cantidad de pares lejanos, descritos en la sección 2.2.4, se elige como nNB ·
FP_ratio. El valor utilizado en este trabajo es el provisto por defecto, correspondiente
a 2.

PaCMAP permite utilizar Análisis de Componentes Principales (PCA), para pre procesar
los datos. En la presente tesis se utilizó dicho pre procesamiento, ya que permite realizar más
rápido el proceso de reducción de dimensionalidad. El número de iteraciones del algoritmo
utilizadas fue de 450, y el optimizador utilizado fue Adam.

Se realizaron experimentos en que se redujo la dimensionalidad de los datos hacia distintos
números de dimensiones. Los tamaños de dichas dimensiones fueron 2, 3, 5, 10, 25, 50 y 100.
El fin de esto fue tratar de encontrar un número de dimensiones tal que logre obtener la mejor
accuracy sin que sea necesario que la cantidad de dimensiones sea demasiado grande, con tal
de ahorrar costos computacionales para pruebas posteriores. Esto sería válido tanto para un
clasificador como para la etapa siguiente del modelo, donde se utiliza Hidden Markov Model.

Al igual que en la sección 3.2.1., los vectores reducidos por PaCMAP en cada una de las
configuraciones con espacios de salida de distinta dimensión, se clasifican con una red MLP,
un modelo BRF y un modelo SVM, con las mismas configuraciones señaladas en las secciones
3.2.1. y 3.2.2.

3.2.4. Hidden Markov Model
Las imágenes generadas en la sección 3.2.1., se utiliza como entrada a un modelo HMM

con Algoritmo de Viterbi. Las características obtenidas a partir de PaCMAP, que correspon-
den al procesamiento de las observaciones hechas a partir de las señales ECoG, pertenecen
a cada uno de los estados ocultos, que son los estados cerebrales a clasificar: “Despierto”,
“Transiente”, “Anestesia”, y “Recuperación”.

HMM se basa en funciones de log-verosimilitud para cada estado, que son evaluadas sobre
cada dato. Dichas funciones de verosimilitud, corresponden a la salida del clasificador CNN
entrenado previamente, tal como se indica en la sección 3.2.1.1. Este indica la verosimilitud
de que cada dato pertenezca a cada uno de los cuatro estados cerebrales. En HMM hay otros
parámetros del modelo a considerar, que son:

• Matriz de transición de estados: corresponden a las probabilidades en que se puede
mantener o cambiar de estado en el instante siguiente de tiempo. Dado que existe solo
un instante de transición entre estados (i.e. un solo momento en que se transiciona de
“Despierto” a “Transiente”, un solo momento en que se transiciona de “Transiente” a
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“Anestesia”, y un solo momento en que se transiciona de “Anestesia” a “Recuperación”),

esta matriz se definió como:


0.97 0.03 0.0 0.0
0.02 0.95 0.03 0.0
0.0 0.02 0.95 0.03
0.0 0.0 0.03 0.97


.

Si bien el proceso de régimen de anestesia general avanza unidireccionalmente y de forma
secuencial, es decir, no se puede pasar del estado de “Despierto” al de “Anestesia” o al
de “Recuperación” directamente, por ejemplo, o pasar del estado de “Recuperación” al
estado “Transiente”, las funciones de verosimilitud no siempre clasifican correctamente
los datos. Esto significa que el Algoritmo de Viterbi, como busca el máximo a posteriori
del estado oculto dadas las observaciones, este podría identificar una transición entre
estados cuando en realidad esta no ha ocurrido. Para solventar este problema, se asigna
una pequeña probabilidad que permite transicionar “hacia atrás” de un estado a otro,
lo cual sería posible si la verosimilitud del estado correcto es mayor a la del estado hacia
el cual se transicionó incorrectamente.

• Probabilidad inicial: Como se tiene que cada registro comienza con el estado “despierto”,
la probabilidad inicial tiene la forma P0 = [1.0, 0.0, 0.0, 0.0].

Una vez definidos los parámetros, se utiliza el Algoritmo de Viterbi para identificar la
secuencia de estados ocultos más probable. Cabe destacar que la matriz de transición de
estados podría ser variante en el tiempo, dado que las señales cerebrales registradas son un
proceso estocástico no estacionario. Sin embargo, en esta tesis la matriz de transición de
estados se mantuvo fija, debido a los satisfactorios resultados obtenidos. 1

1 En caso de querer actualizar la matriz de transición en función de la secuencia de datos, se podría utilizar
el Algoritmo de Baum-Welch para determinar la mejor matriz de transición que maximice la probabilidad
de generar tales observaciones.
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Capítulo 4

Resultados y Análisis

En este capítulo se muestran los resultados obtenidos del modelo propuesto como clasifica-
dor de estados cerebrales bajo régimen de anestesia general en monos, descrito en el capítulo
3. Se analizarán los resultados obtenidos en cada etapa del modelo.

4.1. ECoG a Imagen
Una de las hipótesis de este trabajo, es que las bandas de frecuencia Delta, Theta y Alfa

serían determinantes en el comportamiento del cerebro durante el régimen de anestesia ge-
neral. Para evidenciar aquello, se generaron espectrogramas a partir de las señales ECoG del
mono George (M2), y se promedió el espectrograma de cada uno de sus 128 canales. Esto se
hizo para la sesión 1 bajo los efectos de KTMD y KT, y para la sesión 2 bajo los efectos de
propofol y MD. En las figuras 4.1-4.4 se aprecia cada uno de ellos.

Figura 4.1: Promedio de los espectrogramas de cada canal del mono George
(M2), bajo el efecto del fármaco KTMD. las líneas verticales negras repre-
sentan la transición entre un estado cerebral y otro.
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Figura 4.2: Promedio de los espectrogramas de cada canal del mono George
(M2), bajo el efecto del fármaco propofol. las líneas verticales negras repre-
sentan la transición entre un estado cerebral y otro.

Figura 4.3: Promedio de los espectrogramas de cada canal del mono George
(M2), bajo el efecto del fármaco KT. las líneas verticales negras representan
la transición entre un estado cerebral y otro.

Figura 4.4: Promedio de los espectrogramas de cada canal del mono George
(M2), bajo el efecto del fármaco MD. las líneas verticales negras representan
la transición entre un estado cerebral y otro.

La figura 4.1 muestra que para el fármaco KTMD, existe un fuerte aumento de la po-
tencia espectral en las bandas delta y theta durante el estado Transiente, Anestesia, y al
comienzo del estado Recuperación, llegando a 60 dB de magnitud. Por otro lado, en la figura
4.2 hay una mayor disminución de la potencia espectral de la banda Theta durante el estado
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Transiente y de la banda Alfa durante el estado de Anestesia, hacia alrededor de 20 dB. En la
figura 4.3, existe principal disminución de la potencia en la banda Alfa durante los estados de
Transiente y Anestesia, disminuyendo de 30 a 20 dB. En la figura 4.4, existe notable aumento
en la potencia hacia el final del estado Transiente y durante el estado Anestesia, entre 1 y 3
Hz, llegando a 50 dB.

A partir de lo señalado en las figuras 4.1-4.4, se ve que efectivamente hay una correlación
entre la actividad de las bandas de frecuencia Delta, Theta y Alfa, y los correspondientes
estados donde estas van modificando su actividad. Es necesario recordar que los espectro-
gramas mostrados son el espectrograma promedio sobre los 128 canales, y que cada canal en
particular, puede tener un comportamiento diferente en la actividad de las bandas de fre-
cuencia mencionadas. En el capítulo 2. Marco Teórico se señala por ejemplo que el propofol
induce oscilaciones de la banda Alfa entre el tálamo y la corteza frontal.

Las imágenes mostradas en la figura 3.2, se interpolan de acuerdo a una función lineal. En
la figura 4.5 se puede ver en la primera fila las mismas imágenes de que en la figura 3.2 con los
valores de los electrodos normalizados según su potencia espectral, en una ventana cualquiera
de alguna serie de tiempo; y en la segunda fila, las imágenes interpoladas de acuerdo a la
función lineal.

Figura 4.5: Representación a escala de la formación de imágenes generadas
de acuerdo a la figura 3.2. Nótese las diferencias entre las imágenes generadas
al interpolar con la función lineal.

Dichas imágenes son separadas en los conjuntos de entrenamiento y validación menciona-
dos en el capítulo de Metodología, y son utilizados como entrada a la CNN, el Autoencoder
o PaCMAP.

40



4.2. Clasificación con red CNN, RBF y SVM
Una vez generadas las imágenes RGB a partir de la señal ECoG, se ve el desempeño de

una red neuronal convolucional (CNN) sobre la clasificación de estas, y se comparará con
los clasificadores BRF, SVM lineal y SVM con kernel gaussiano, como se mostrará en las
subsecciones posteriores.

Como se mencionó en la sección de Metodología, la CNN es entrenada durante 100 épo-
cas, clasificando las imágenes RGB en los estados “Despierto”, “Transiente”, “Anestesia” y
“Recuperación”. Este entrenamiento se realiza utilizando datos pertenecientes a las series de
tiempo que involucran todos los fármacos de la base de datos, o bien utilizando datos de las
series de tiempo que utilizan solo un fármaco en específico, separando unos de otros, como
se señaló en la sección de Metodología.

En la figura 4.6 se puede apreciar la curva de las funciones de pérdida al entrenar cada
conjunto de entrenamiento. En ella se ve que los conjuntos de entrenamiento disminuyen su
entropía cruzada de forma suave su valor, mientras que los conjuntos de validación inicial-
mente la disminuyen, luego la comienzan a aumentar, sugiriendo sobreajuste de la red con el
conjunto de entrenamiento. Esto se aprecia en la figura 4.7. En ella, se ve que las accuracies
de los conjuntos de validación comienzan a aumentar en las primeras épocas, y luego tienen
a un estancamiento o incluso disminuir levemente. De todas formas, esto indica que durante
las primeras épocas el modelo converge hacia su mejor rendimiento, el cual puede ser apro-
vechado simplemente seleccionando los parámetros de la red de esa época.
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Conjunto de Validación al Entrenar con el Conjunto 1
Conjunto de Entrenamiento 2
Conjunto de Validación al Entrenar con el Conjunto 2
Conjunto de Entrenamiento 3

Conjunto de Validación al Entrenar con el Conjunto 3
Conjunto de Entrenamiento 4
Conjunto de Validación al Entrenar con el Conjunto 4
Conjunto de Entrenamiento 5
Conjunto de Validación al Entrenar con el Conjunto 5

Mejor Época (8) Conjunto de Validación al Entrenar con el Conjunto 1
Mejor Época (5) Conjunto de Validación al Entrenar con el Conjunto 2
Mejor Época (6) Conjunto de Validación al Entrenar con el Conjunto 3
Mejor Época (8) Conjunto de Validación al Entrenar con el Conjunto 4
Mejor Época (5) Conjunto de Validación al Entrenar con el Conjunto 5

Figura 4.6: Curvas de la función de pérdida de cada conjunto de entrena-
miento y validación correspondiente de la CNN.
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Mejor Época (9) Conjunto de Validación al Entrenar con el Conjunto 1
Mejor Época (9) Conjunto de Validación al Entrenar con el Conjunto 2
Mejor Época (6) Conjunto de Validación al Entrenar con el Conjunto 3
Mejor Época (13) Conjunto de Validación al Entrenar con el Conjunto 4
Mejor Época (11) Conjunto de Validación al Entrenar con el Conjunto 5

Figura 4.7: Curvas de la función de pérdida de cada conjunto de entrena-
miento y validación correspondiente de la CNN.

Al entrenar con drogas separadas, las curvas de la función de pérdida de cada droga se
pueden ver en las figuras 4.8-4.11. Al igual que en la figura 4.6, la entropía cruzada del
conjunto de validación aumenta al avanzar las épocas, pese a disminuir inicialmente. Esto
ocurre con los datos de cada una de las drogas.
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Mejor época (6) conjunto de validación al Entrenar con el Conjunto 2
Mejor época (8) conjunto de validación al Entrenar con el Conjunto 3
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 4
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 5

Figura 4.8: Curvas de la función de pérdida de cada conjunto de entre-
namiento y validación correspondiente de la CNN entrenada con la droga
KTMD.
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Mejor época (6) conjunto de validación al Entrenar con el Conjunto 2
Mejor época (8) conjunto de validación al Entrenar con el Conjunto 3
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 4
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 5

Figura 4.9: Curvas de la función de pérdida de cada conjunto de entre-
namiento y validación correspondiente de la CNN entrenada con la droga
propofol.
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Figura 4.10: Curvas de la función de pérdida de cada conjunto de entrena-
miento y validación correspondiente de la CNN entrenada con la droga KT.
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Conjunto de Validación al Entrenar con el Conjunto 3
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Conjunto de Entrenamiento 5
Conjunto de Validación al Entrenar con el Conjunto 5

Mejor época (3) conjunto de validación al Entrenar con el Conjunto 1
Mejor época (6) conjunto de validación al Entrenar con el Conjunto 2
Mejor época (8) conjunto de validación al Entrenar con el Conjunto 3
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 4
Mejor época (7) conjunto de validación al Entrenar con el Conjunto 5

Figura 4.11: Curvas de la función de pérdida de cada conjunto de entrena-
miento y validación correspondiente de la CNN entrenada con la droga MD.

Las figuras 4.12-4.15 muestran los accuracies de entrenamiento y validación al entrenar
con cada droga por separado. Ellas muestran que tanto las curvas de entrenamiento como
las de validación aumentan con el paso de las épocas. Las curvas de entrenamiento siguen
aumentando hasta el final del entrenamiento, mientras que las de validación aumentan a la
par de las curvas de entrenamiento durante las primeras épocas, mientras que luego tienen
a estancarse. Esto está dado por el aumento de las respectivas curvas de las funciones de
pérdida. Sin perjuicio de ello, para algunos conjuntos de validación se alcanzan los máximos
valores de accuracyen épocas posteriores al mínimo valor de su entropía cruzada respectiva.
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Mejor época (7) conjunto de validación al Entrenar con el Conjunto 4
Mejor época (12) conjunto de validación al Entrenar con el Conjunto 5

Figura 4.12: Curvas de accuracy de cada conjunto de entrenamiento y vali-
dación correspondiente de la CNN entrenada con la droga KTMD.
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Figura 4.13: Curvas de accuracy de cada conjunto de entrenamiento y vali-
dación correspondiente de la CNN entrenada con la droga propofol.
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Figura 4.14: Curvas de accuracy de cada conjunto de entrenamiento y vali-
dación correspondiente de la CNN entrenada con la droga KT.
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Figura 4.15: Curvas de accuracy de cada conjunto de entrenamiento y vali-
dación correspondiente de la CNN entrenada con la droga MD.
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En la tabla 4.1, se muestran los accuracies promedio obtenidos al clasificar los cuatro
estados, por droga, con cada uno de los cinco conjunto de entrenamiento. En cada una de ellas,
se muestra el accuracy de clasificación ya sea utilizando todos los datos en el entrenamiento
(indicado en la columna “Todos los datos” en cada tabla), o entrenando distintas redes que
clasifiquen un único tipo de droga (indicado en la columna “Por droga” en cada tabla).

Tabla 4.1: Accuracy de clasificación promedio (y entre paréntesis su respec-
tiva desviación estándar) del conjunto de validación de los cuatro estados
cerebrales usando las imágenes generadas a partir de la señal ECoG y cla-
sificando con una red CNN.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 82.84 % (1.30) 80.92 % (1.16)
KTMD Transiente 27.25 % (4.49) 28.99 % (3.71)
KTMD Anestesia 88.30 % (2.38) 89.15 % (2.54)
KTMD Recuperación 85.74 % (2.96) 88.83 % (2.51)
Total KTMD - 83.26 % (1.60) 84.25 % (1.89)
Propofol Despierto 77.62 % (2.46) 77.14 % (1.57)
Propofol Transiente 44.60 % (3.49) 51.75 % (6.18)
Propofol Anestesia 89.88 % (1.90) 88.45 % (0.88)
Propofol Recuperación 62.99 % (4.46) 73.44 % (3.36)
Total Propofol - 72.07 % (1.42) 76.14 % (1.87)
KT Despierto 73.59 % (2.61) 85.13 % (1.43)
KT Transiente 15.85 % (5.77) 24.40 % (4.69)
KT Anestesia 89.43 % (0.78) 89.73 % (1.01)
KT Recuperación 74.99 % (4.77) 79.07 % (2.97)
Total KT - 74.00 % (2.25) 80.15 % (1.47)
MD Despierto 67.73 % (2.43) 64.68 % (2.87)
MD Transiente 14.00 % (3.67) 17.10 % (4.71)
MD Anestesia 83.13 % (1.09) 90.62 % (0.76)
MD Recuperación 54.29 % (3.84) 67.42 % (5.08)
Total MD - 66.92 % (0.75) 72.22 % (1.54)
Total datos - 78.05 % (1.40) -

A partir de la tabla 4.1, se ve que en cada uno de los fármacos, se obtiene un mejor accu-
racy de clasificación al entrenar únicamente con datos pertenecientes al suministro de dicho
fármaco. Lo anterior sugiere, que de modo general, el modelo obtiene mejor desempeño de
clasificación cuando este se entrena únicamente con un fármaco. Esto es debido a la menor
exigencia que se le pide a la red con tal de discriminar el estado al que pertenece cada dato, en
función de la firma específica que cada fármaco impregna en la señal ECoG de cada paciente.
Ver figuras 4.1-4.4.

Si se quisiera disponer de un único modelo que clasificara estados cerebrales, bajo cada
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uno de los fármacos disponibles, al clasificar los cuatro estados cerebrales directamente se
obtiene mejor accuracy, con accuracy global de 78.05 %. Separando por droga, para KTMD,
propofol, KT y MD, los accuracies son de 84.25 %, 76.14 %, 80.15 % y 72.22 %. En cada una
de las configuraciones, se ve que las mejores accuracies se obtienen en los estados “Despier-
to”, “Anestesia” y “Recuperación”. En el estado “Transiente”, se obtienen bajos accuracies,
posiblemente debido a la poca disponibilidad de datos para entrenar. Una forma de combatir
esto es utilizando el clasificador Balanced Random Forest (RBF), cuyos resultados se señalan
en la tabla 4.2.

Tabla 4.2: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando las imágenes generadas a partir de la señal ECoG y clasificando con
Balanced Random Forest.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 73.63 % (0.83) 74.86 % (0.72)
KTMD Transiente 41.69 % (1.96) 51.38 % (2.23)
KTMD Anestesia 88.82 % (0.43) 86.25 % (0.57)
KTMD Recuperación 77.88 % (3.05) 75.92 % (3.62)
Total KTMD - 78.23 % (1.51) 77.48 % (1.75)
Propofol Despierto 75.09 % (1.54) 70.59 % (1.38)
Propofol Transiente 59.10 % (5.00) 59.55 % (5.83)
Propofol Anestesia 86.14 % (2.31) 84.14 % (1.72)
Propofol Recuperación 30.06 % (2.84) 64.90 % (1.70)
Total Propofol - 58.52 % (1.31) 70.08 % (0.54)
KT Despierto 60.93 % (2.27) 66.53 % (1.62)
KT Transiente 47.65 % (2.47) 53.05 % (2.15)
KT Anestesia 75.69 % (1.02) 90.61 % (1.03)
KT Recuperación 53.80 % (4.67) 62.13 % (2.59)
Total KT - 60.90 % (1.97) 69.57 % (1.18)
MD Despierto 61.25 % (2.73) 44.66 % (4.27)
MD Transiente 34.99 % (4.72) 43.65 % (2.07)
MD Anestesia 76.62 % (1.43) 83.54 % (1.51)
MD Recuperación 25.40 % (4.99) 62.17 % (1.85)
Total MD - 56.36 % (1.72) 63.42 % (1.35)
Total datos - 69.94 % (1.44) -

La tabla 4.2 muestra accuracies inferiores a la tabla 4.1en cada estado, ya sea entrenando
con todos los datos o por droga. Esto se explica debido al hecho que la CNN extrae carac-
terísticas de forma automática que son utilizadas para posteriormente clasificar, en este caso
con las capas fully connected posteriores a las convolucionales y de pooling. En cambio, RBF,
debido a su definición, actúa directamente sobre el espacio de características original, corres-
pondiente a las imágenes RGB. Así, los accuracies obtenidos por la red CNN sobresalen a los
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obtenidos por el modelo RBF. Además cabe notar que las principales disminuciones son sobre
los datos de las drogas propofol, KT y MD. Esto puede ser debido a la menor disponibilidad
de datos de cada una de esas drogas, debido a que se posee una menor cantidad de series de
tiempo con dichos fármacos.

Adicionalmente, en la tabla 4.3 se muestran los accuracies obtenidos al utilizar como cla-
sificador un SVM lineal. En ella, se ve que los accuracies son mayores que los obtenidos al
clasificar con una red CNN, por uno o dos puntos porcentuales. Sin embargo, la tabla 4.4
muestra que los accuracies incrementan aún más al utilizar un kernel gaussiano como función
base. Este incremento ocurre en el accuracy global al entrenar con todos los datos, y en las
drogas KTMD y MD.

Tabla 4.3: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando las imágenes generadas a partir de la señal ECoG y clasificando con
SVM lineal.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 82.85 % (0.44) 83.64 % (0.58)
KTMD Transiente 24.53 % (4.75) 32.60 % (6.27)
KTMD Anestesia 86.27 % (3.51) 85.89 % (3.73)
KTMD Recuperación 88.88 % (2.63) 89.45 % (2.45)
Total KTMD - 83.83 % (2.03) 84.51 % (2.22)
Propofol Despierto 79.98 % (0.57) 81.65 % (1.81)
Propofol Transiente 28.05 % (4.86) 49.60 % (6.37)
Propofol Anestesia 89.50 % (1.11) 87.64 % (1.35)
Propofol Recuperación 66.26 % (1.95) 77.96 % (2.27)
Total Propofol - 73.16 % (1.24) 79.32 % (1.35)
KT Despierto 76.57 % (1.85) 88.12 % (1.38)
KT Transiente 8.80 % (1.08) 30.75 % (2.50)
KT Anestesia 86.48 % (1.32) 89.37 % (1.81)
KT Recuperación 78.38 % (3.00) 82.79 % (2.13)
Total KT - 75.14 % (1.61) 82.85 % (1.15)
MD Despierto 69.12 % (0.84) 65.81 % (3.97)
MD Transiente 5.90 % (2.46) 16.30 % (2.21)
MD Anestesia 85.56 % (0.75) 90.91 % (0.99)
MD Recuperación 54.01 % (1.60) 71.83 % (1.10)
Total MD - 67.73 % (0.61) 73.75 % (1.36)
Total datos - 78.81 % (1.60) -
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Tabla 4.4: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando las imágenes generadas a partir de la señal ECoG y clasificando con
SVM con kernel gaussiano.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 83.01 % (1.24) 83.35 % (1.37)
KTMD Transiente 16.05 % (5.55) 19.78 % (5.18)
KTMD Anestesia 90.67 % (1.00) 90.54 % (1.55)
KTMD Recuperación 88.40 % (3.41) 88.97 % (3.39)
Total KTMD - 84.57 % (1.45) 85.01 % (1.55)
Propofol Despierto 82.65 % (0.75) 78.80 % (1.26)
Propofol Transiente 34.15 % (4.11) 42.65 % (3.83)
Propofol Anestesia 92.39 % (0.69) 89.78 % (0.87)
Propofol Recuperación 66.79 % (2.91) 77.24 % (3.19)
Total Propofol - 75.24 % (1.26) 77.92 % (1.28)
KT Despierto 79.77 % (1.77) 90.05 % (0.90)
KT Transiente 4.20 % (1.24) 16.75 % (1.89)
KT Anestesia 90.38 % (0.56) 92.53 % (0.58)
KT Recuperación 80.41 % (3.30) 80.37 % (1.82)
Total KT - 77.59 % (1.00) 82.50 % (0.63)
MD Despierto 73.69 % (2.13) 68.65 % (3.84)
MD Transiente 0.20 % (0.24) 0.40 % (0.58)
MD Anestesia 83.47 % (0.94) 91.35 % (0.92)
MD Recuperación 53.18 % (1.58) 67.32 % (1.99)
Total MD - 67.87 % (0.96) 72.77 % (1.53)
Total datos - 79.87 % (1.17) -

4.3. Autoencoder
Como se mencionó en el capítulo de Metodología, se busca comparar el desempeño de

la clasificar las imágenes generadas a partir de la señal ECoG, con una compresión de ellas
obtenidas al entrenar una red autoencoder.

La función de pérdida de los Autoencoder, se muestran en las figuras 4.16-4.20. En ella se
ven los entrenamientos utilizando todos los datos, y por droga.
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Figura 4.16: Función de pérdida en función del número de épocas de entre-
namiento del Autoencoder con todos los datos de todas las drogas.
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Figura 4.17: Función de pérdida en función del número de épocas de entre-
namiento del autoencoder que entrena los datos del fármaco KTMD.
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Figura 4.18: Función de pérdida en función del número de épocas de entre-
namiento del autoencoder que entrena los datos del fármaco propofol.
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Figura 4.19: Función de pérdida en función del número de épocas de entre-
namiento del autoencoder que entrena los datos del fármaco KT.
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Figura 4.20: Función de pérdida en función del número de épocas de entre-
namiento del autoencoder que entrena los datos del fármaco MD.

A partir de las figuras 4.16-4.20, se puede ver en cada una de ellas que las funciones de pér-
dida disminuyen a lo largo de todas las épocas en cada una de las configuraciones, tanto para
el conjunto de entrenamiento como para el conjunto de validación. En cada entrenamiento
los conjuntos de entrenamiento y de validación disminuyen los valores del error cuadrático
medio a la par. Dichas curvas disminuyen constantemente a lo largo de los entrenamientos,
siempre obteniendo sus valores mínimos hacia las últimas épocas.

Para evaluar el desempeño del entrenamiento de los Autoencoder, se entrena una red MLP,
y modelos RBF, SVM lineal y SVM con kernel gaussiano, ya sea entrenando con todos los
datos o separando por droga, lo que se refleja en las tablas 4.5-4.8.
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Tabla 4.5: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y clasificando con una red MLP.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 82.40 % (1.85) 82.92 % (0.78)
KTMD Transiente 26.40 % (3.70) 29.67 % (8.51)
KTMD Anestesia 88.87 % (2.79) 88.91 % (2.36)
KTMD Recuperación 88.49 % (2.31) 88.89 % (2.46)
Total KTMD - 84.36 % (1.38) 84.81 % (1.42)
Propofol Despierto 78.35 % (1.64) 76.16 % (4.07)
Propofol Transiente 38.60 % (4.29) 47.05 % (9.04)
Propofol Anestesia 91.09 % (1.53) 88.50 % (1.49)
Propofol Recuperación 65.26 % (2.60) 74.85 % (3.69)
Total Propofol - 73.08 % (1.29) 76.06 % (1.64)
KT Despierto 74.85 % (2.47) 87.31 % (1.00)
KT Transiente 15.55 % (1.86) 23.10 % (3.97)
KT Anestesia 89.34 % (3.12) 89.04 % (1.84)
KT Recuperación 79.38 % (1.05) 78.18 % (1.89)
Total KT - 75.97 % (1.08) 80.36 % (1.07)
MD Despierto 67.64 % (3.03) 66.71 % (4.38)
MD Transiente 9.45 % (3.69) 11.70 % (4.14)
MD Anestesia 83.27 % (3.39) 89.61 % (1.48)
MD Recuperación 53.10 % (3.36) 63.10 % (1.62)
Total MD - 66.38 % (1.80) 71.09 % (1.14)
Total datos - 79.01 % (1.27) -
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Tabla 4.6: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y clasificando con Balanced Random Forest.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 72.99 % (1.81) 74.43 % (0.68)
KTMD Transiente 39.80 % (2.09) 49.32 % (2.60)
KTMD Anestesia 88.54 % (0.63) 86.00 % (0.64)
KTMD Recuperación 75.51 % (3.50) 73.47 % (3.21)
Total KTMD - 76.95 % (1.85) 76.24 % (1.45)
Propofol Despierto 74.41 % (0.99) 70.32 % (1.70)
Propofol Transiente 53.10 % (5.44) 58.15 % (5.03)
Propofol Anestesia 87.70 % (1.48) 85.05 % (1.57)
Propofol Recuperación 31.31 % (4.01) 65.84 % (2.28)
Total Propofol - 58.67 % (1.75) 70.42 % (1.39)
KT Despierto 59.91 % (2.27) 64.59 % (0.93)
KT Transiente 46.25 % (2.12) 51.20 % (1.18)
KT Anestesia 76.68 % (2.09) 90.69 % (0.86)
KT Recuperación 55.65 % (4.97) 59.08 % (3.24)
Total KT - 61.34 % (2.20) 67.70 % (1.28)
MD Despierto 59.01 % (2.57) 44.05 % (2.00)
MD Transiente 34.20 % (4.37) 43.50 % (2.49)
MD Anestesia 73.80 % (1.75) 81.68 % (1.29)
MD Recuperación 28.56 % (4.84) 60.43 % (1.69)
Total MD - 55.35 % (1.43) 62.09 % (0.63)
Total datos - 69.13 % (1.66) -
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Tabla 4.7: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y clasificando con SVM lineal.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 69.44 % (16.09) 80.25 % (9.05)
KTMD Transiente 10.63 % (5.97) 21.27 % (8.78)
KTMD Anestesia 80.06 % (3.41) 84.13 % (10.71)
KTMD Recuperación 81.99 % (17.48) 78.13 % (8.90)
Total KTMD - 75.00 % (4.18) 78.09 % (3.68)
Propofol Despierto 63.14 % (22.51) 72.31 % (7.25)
Propofol Transiente 29.40 % (8.53) 45.90 % (6.87)
Propofol Anestesia 83.77 % (2.58) 83.46 % (1.20)
Propofol Recuperación 58.63 % (29.12) 68.92 % (6.67)
Total Propofol - 62.97 % (4.87) 71.35 % (1.12)
KT Despierto 60.79 % (24.06) 83.69 % (3.78)
KT Transiente 3.45 % (4.22) 23.80 % (4.71)
KT Anestesia 66.30 % (5.58) 85.97 % (1.82)
KT Recuperación 72.03 % (25.41) 73.64 % (5.18)
Total KT - 62.38 % (5.43) 76.81 % (1.14)
MD Despierto 55.00 % (26.87) 53.99 % (5.19)
MD Transiente 2.80 % (2.87) 13.60 % (8.09)
MD Anestesia 65.05 % (10.31) 87.87 % (2.77)
MD Recuperación 55.42 % (27.89) 69.34 % (3.02)
Total MD - 55.81 % (4.96) 68.07 % (1.45)
Total datos - 68.80 % (4.37) -
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Tabla 4.8: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y clasificando con SVM con kernel gaussiano.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 80.37 % (2.11) 81.05 % (1.87)
KTMD Transiente 7.09 % (3.42) 11.70 % (4.88)
KTMD Anestesia 90.31 % (0.67) 90.57 % (1.20)
KTMD Recuperación 85.57 % (3.76) 86.26 % (3.70)
Total KTMD - 82.23 % (1.15) 82.96 % (1.44)
Propofol Despierto 80.32 % (1.51) 74.92 % (1.31)
Propofol Transiente 22.95 % (5.77) 37.80 % (4.20)
Propofol Anestesia 92.18 % (0.64) 88.34 % (0.92)
Propofol Recuperación 58.18 % (4.61) 71.95 % (3.75)
Total Propofol - 70.30 % (1.67) 73.87 % (1.73)
KT Despierto 77.30 % (1.52) 85.92 % (0.96)
KT Transiente 0.25 % (0.39) 8.70 % (1.68)
KT Anestesia 86.76 % (0.86) 90.12 % (0.97)
KT Recuperación 78.41 % (3.54) 75.18 % (1.63)
Total KT - 74.93 % (1.26) 78.13 % (0.56)
MD Despierto 71.23 % (1.79) 65.88 % (4.19)
MD Transiente 0.00 % (0.00) 0.05 % (0.10)
MD Anestesia 80.99 % (0.78) 89.12 % (0.76)
MD Recuperación 47.94 % (2.17) 59.32 % (0.78)
Total MD - 64.83 % (0.82) 69.02 % (1.37)
Total datos - 77.02 % (1.08) -

Al comparar por clasificador los datos obtenidos con el autoencoder con las imágenes RGB
generadas sobre la señal ECoG, en el caso de la CNN el accuracy global aumenta en un 0.96 %
cuando se entrena con todos los datos disponibles. Por otro lado, al entrenar con drogas se-
paradas, al utilizar autoencoders y luego clasificar con MLP, los accuracies incrementan en
un 0.56 %y 0.21 % para las drogas KTMD, y KT y disminuyen en un 0.08 % y 1.13 % al usar
propofol y MD, respectivamente.

Al comparar los clasificadores RBF al clasificar las imágenes RGB y los datos obtenidos
por el autoencoder, al entrenar con todos los datos, al utilizar el autoencoder el accuracy
global disminuye en un 0.81 %, mientras que al entrenar con datos de drogas separadas, para
KTMD, propofol, KT y MD los accuracies disminuyen en 1.24 %, 8.90 %, 1.87 % y 1.33 %,
respectivamente.

Al comparar los clasificadores RBF al clasificar las imágenes RGB y los datos obtenidos
por el autoencoder, al entrenar con todos los datos, al utilizar el autoencoder el accuracy
global disminuye en un 0.81 %, mientras que al entrenar con datos de drogas separadas, para
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KTMD, propofol, KT y MD los accuracies disminuyen en 1.24 %, 8.90 %, 1.87 % y 1.33 %,
respectivamente.

Al comparar los clasificadores SVM lineal al clasificar las imágenes RGB y los datos obte-
nidos por el autoencoder, al entrenar con todos los datos, al utilizar el autoencoder el accuracy
global disminuye en un 10.01 %, mientras que al entrenar con datos de drogas separadas, para
KTMD, propofol, KT y MD los accuracies disminuyen en 6.42 %, 7.97 %, 6.04 % y 5.68 %,
respectivamente.

En el caso del SVM con kernel gaussiano, al clasificar las imágenes RGB y los datos obte-
nidos por el autoencoder, al entrenar con todos los datos, al utilizar el autoencoder el accuracy
global disminuye en un 2.85 %, mientras que al entrenar con datos de drogas separadas, para
KTMD, propofol, KT y MD los accuracies disminuyen en 2.05 %, 4.05 %, 4.37 % y 3.75 %,
respectivamente.

Resulta interesante ver que al comparar la CNN con autoencoder+MLP, y los respecti-
vos RBF y SVM con kernel gaussiano, las diferencias entre accuracies son marginalmente
favorables para las imágenes RGB que para los datos de los autoencoders. Sin embargo, en
el SVM lineal esta diferencia es mucho mayor, llegando a sobresalir al entrenar con las imá-
genes RGB, donde incluso para las drogas propofol y KT se obtiene mejor accuracy que con
el SVM con kernel gaussiano. Esta última diferencia de desempeño sí es marginal, al igual
que en las drogas KTMD y MD a favor del SVM con kernel gaussiano, sin embargo que el
accuracy disminuya tanto al usar autoencoders y clasificar con SVM lineal se debe a que los
autoencoder comprimen los datos hacia espacio de menor dimensionalidad, pero que pasa
por una serie de transformaciones no lineales dadas por las capas de convolución, pooling y
la función de activación ReLU, por lo que es esperable que el rendimiento disminuya ya que
el SVM lineal asume que las clases son separables linealmente.

En esta etapa del modelo se obtuvo entonces una nueva representación de las imágenes
generadas en la etapa anterior, mucho más comprimida en términos de dimensionalidad, ob-
teniéndose un tensor de dimensiones (9, 9, 16) = 1296, y que, en términos de accuracy, es
una representación de características ligeramente peor que la que se podía obtener con las
imágenes RGB.

4.4. PaCMAP
En este subcapítulo se describe la utilización de PaCMAP dentro del modelo, como alter-

nativa al Autoencoder, cuando PaCMAP recibe como entrada las imágenes RGB generadas
partir de la señal ECoG, descrita como la etapa inicial del modelo.

Se probaron distintas configuraciones de PaCMAP, tomando como entrada un vector de
dimensión (3888x1), que corresponde a los pixeles de las imágenes de tres canales de 36x36
pixeles solo que de forma estirada, hacia distintos espacios de salida, de 2, 3, 5, 10, 25, 50 y
100 dimensiones.

Al igual que con los autoencoders, se clasificó utilizando una red MLP, un modelo RBF,
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un SVM lineal y un SVM con kernel gaussiano, entrenando con todos los datos, o separando
por droga. En las tablas 4.9-4.15 se pueden ver los accuracies de clasificación, para cada
dimensión correspondiente, de acuerdo a si se clasificó con una red MLP, un modelo RBF,
un SVM lineal o un SVM con kernel gaussiano, respectivamente, al entrenar con todas las
drogas o con drogas separadas.

Tabla 4.9: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con todos los datos, generando un mapa PaCMAP y clasificando
con una red MLP.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 54.44 % (8.85) 55.96 % (3.62) 61.87 % (4.67) 59.81 % (5.24) 62.28 % (4.50) 60.96 % (3.97) 63.42 % (4.69)
KTMD Transiente 4.16 % (3.81) 4.81 % (3.24) 6.23 % (3.50) 5.69 % (3.21) 5.39 % (4.05) 6.43 % (3.88) 4.99 % (3.59)
KTMD Anestesia 87.99 % (1.48) 87.76 % (1.68) 88.58 % (1.22) 88.61 % (0.91) 88.97 % (0.82) 88.83 % (1.03) 88.77 % (0.92)
KTMD Recuperación 72.91 % (7.17) 74.66 % (3.92) 76.15 % (4.78) 78.13 % (5.26) 76.48 % (4.61) 77.22 % (4.20) 75.56 % (5.16)
Total KTMD - 69.06 % (0.67) 70.15 % (0.77) 72.70 % (0.61) 72.89 % (0.75) 73.03 % (0.79) 72.95 % (0.66) 72.91 % (0.79)
Propofol Despierto 76.92 % (3.75) 78.47 % (3.75) 75.08 % (4.02) 73.15 % (2.59) 77.61 % (4.12) 76.86 % (4.00) 75.77 % (2.73)
Propofol Transiente 2.45 % (3.79) 16.00 % (8.78) 27.70 % (2.73) 28.10 % (2.72) 28.00 % (3.93) 27.85 % (2.49) 26.50 % (3.54)
Propofol Anestesia 89.05 % (0.48) 89.71 % (0.37) 89.33 % (0.50) 89.19 % (0.40) 89.47 % (0.59) 89.21 % (0.40) 89.42 % (0.27)
Propofol Recuperación 36.38 % (4.65) 34.62 % (2.09) 43.23 % (5.48) 45.67 % (4.61) 39.88 % (6.06) 41.05 % (4.95) 42.15 % (4.34)
Total Propofol - 58.74 % (0.98) 59.57 % (0.52) 62.30 % (0.91) 62.53 % (1.07) 61.99 % (0.84) 62.10 % (0.88) 62.08 % (0.84)
KT Despierto 69.77 % (4.44) 72.08 % (1.21) 66.08 % (2.92) 63.79 % (2.65) 72.07 % (3.43) 69.12 % (2.65) 67.24 % (2.57)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.20 % (0.24) 0.55 % (0.74) 0.20 % (0.29) 0.70 % (0.75) 0.55 % (0.68)
KT Anestesia 71.89 % (1.80) 78.55 % (1.45) 80.50 % (1.46) 81.41 % (1.51) 81.80 % (1.80) 81.03 % (1.80) 81.46 % (1.80)
KT Recuperación 53.11 % (4.03) 52.77 % (4.02) 57.30 % (4.90) 58.94 % (3.98) 54.73 % (5.81) 56.17 % (4.83) 57.29 % (4.75)
Total KT - 59.87 % (1.58) 62.08 % (1.59) 62.03 % (1.35) 62.01 % (1.48) 62.42 % (1.37) 62.85 % (1.68) 62.67 % (1.38)
MD Despierto 65.98 % (4.89) 67.20 % (2.27) 62.70 % (2.43) 60.09 % (2.28) 62.70 % (2.97) 65.19 % (2.48) 63.59 % (2.96)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.25 % (0.31) 0.20 % (0.29) 0.30 % (0.40) 0.20 % (0.29) 0.30 % (0.40)
MD Anestesia 66.85 % (1.79) 69.34 % (1.28) 69.88 % (2.21) 70.85 % (1.96) 71.25 % (1.77) 70.12 % (0.85) 71.08 % (1.19)
MD Recuperación 41.08 % (4.22) 37.59 % (1.73) 44.63 % (3.59) 46.98 % (2.57) 44.63 % (3.58) 42.53 % (3.97) 43.66 % (2.10)
Total MD - 56.19 % (1.23) 57.18 % (0.95) 57.52 % (0.95) 57.29 % (0.70) 57.52 % (0.96) 57.52 % (0.57) 57.66 % (0.68)
Total datos - 64.49 % (0.85) 65.59 % (0.71) 67.54 % (0.75) 67.69 % (0.83) 67.81 % (0.82) 67.81 % (0.78) 67.78 % (0.80)

Tabla 4.10: Accuracy de clasificación del conjunto de validación (y entre pa-
réntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, generando un mapa PaCMAP y clasifi-
cando con una red MLP.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 50.89 % (4.31) 56.17 % (4.20) 61.97 % (5.22) 64.22 % (2.01) 64.39 % (4.30) 64.82 % (2.98) 64.37 % (2.92)
KTMD Transiente 6.25 % (2.62) 7.23 % (3.42) 8.56 % (3.86) 7.51 % (3.44) 7.68 % (3.73) 8.23 % (3.58) 7.64 % (3.70)
KTMD Anestesia 87.67 % (0.61) 88.11 % (1.25) 88.57 % (0.68) 88.26 % (0.72) 88.52 % (0.68) 88.50 % (0.72) 88.32 % (0.64)
KTMD Recuperación 80.38 % (4.41) 78.43 % (4.88) 79.41 % (4.60) 78.58 % (3.23) 78.23 % (4.42) 77.88 % (3.78) 78.49 % (3.42)
Total KTMD - 71.02 % (0.92) 71.90 % (0.81) 74.12 % (0.61) 74.30 % (0.72) 74.29 % (0.65) 74.29 % (0.80) 74.33 % (0.58)
Propofol Despierto 69.99 % (9.45) 67.82 % (2.86) 68.20 % (3.04) 69.75 % (6.15) 67.75 % (1.20) 65.54 % (5.66) 66.83 % (3.82)
Propofol Transiente 30.60 % (6.56) 32.40 % (1.34) 34.20 % (2.38) 32.60 % (4.04) 33.25 % (2.22) 32.30 % (3.24) 33.30 % (2.62)
Propofol Anestesia 82.39 % (1.79) 82.81 % (1.48) 82.99 % (1.59) 83.32 % (1.63) 83.58 % (1.43) 82.73 % (1.10) 83.34 % (1.18)
Propofol Recuperación 47.13 % (9.37) 50.88 % (4.52) 53.88 % (5.35) 54.62 % (8.84) 57.45 % (3.64) 59.03 % (6.23) 58.25 % (3.11)
Total Propofol - 60.87 % (0.69) 61.71 % (1.48) 63.16 % (1.73) 63.99 % (1.75) 64.43 % (1.59) 64.01 % (1.61) 64.36 % (1.38)
KT Despierto 77.28 % (1.73) 77.59 % (3.02) 75.06 % (1.00) 73.69 % (2.50) 75.00 % (2.54) 74.38 % (1.12) 75.72 % (1.59)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 5.55 % (2.59) 6.40 % (2.22) 6.15 % (1.63) 7.00 % (1.55) 6.50 % (0.76)
KT Anestesia 86.07 % (1.17) 85.73 % (1.32) 86.66 % (0.94) 86.29 % (0.98) 86.84 % (0.58) 86.52 % (0.74) 86.77 % (0.95)
KT Recuperación 52.85 % (1.77) 56.12 % (4.06) 63.02 % (1.85) 65.96 % (2.44) 64.18 % (2.63) 64.12 % (1.73) 64.23 % (1.41)
Total KT - 65.66 % (0.21) 66.85 % (0.34) 68.98 % (0.54) 69.51 % (0.26) 69.45 % (0.32) 69.19 % (0.31) 69.73 % (0.34)
MD Despierto 61.64 % (7.97) 71.43 % (3.33) 67.16 % (7.69) 69.82 % (6.92) 66.51 % (2.64) 63.60 % (6.01) 65.59 % (4.95)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 79.83 % (2.21) 80.30 % (1.99) 81.84 % (1.89) 82.34 % (3.91) 82.97 % (2.94) 83.08 % (2.07) 82.77 % (3.70)
MD Recuperación 47.63 % (9.74) 37.04 % (5.91) 43.73 % (8.50) 41.57 % (8.90) 44.23 % (3.51) 47.79 % (5.72) 45.84 % (4.91)
Total MD - 61.27 % (1.29) 61.89 % (1.05) 62.79 % (1.37) 63.27 % (1.42) 63.12 % (1.70) 63.14 % (1.68) 63.17 % (1.53)
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Tabla 4.11: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
generando un mapa PaCMAP y clasificando con Balanced Random Forest,
al entrenar con datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 52.77 % (1.15) 55.03 % (1.65) 59.06 % (1.35) 58.97 % (1.38) 59.03 % (1.07) 59.41 % (1.07) 59.54 % (0.66)
KTMD Transiente 35.12 % (1.34) 35.51 % (1.47) 38.87 % (0.57) 38.70 % (0.70) 39.66 % (0.90) 39.74 % (0.90) 40.19 % (0.98)
KTMD Anestesia 77.50 % (1.71) 79.74 % (1.36) 80.79 % (1.05) 80.68 % (1.03) 80.79 % (0.65) 80.79 % (0.75) 80.95 % (0.75)
KTMD Recuperación 63.09 % (5.13) 66.24 % (4.99) 67.72 % (4.32) 68.06 % (4.69) 68.05 % (4.61) 68.22 % (4.32) 67.79 % (4.57)
Total KTMD - 63.02 % (1.52) 65.55 % (1.38) 67.71 % (1.32) 67.78 % (1.60) 65.55 % (1.37) 67.04 % (1.53) 67.98 % (1.78)
Propofol Despierto 60.18 % (1.26) 65.20 % (1.47) 68.51 % (1.11) 68.24 % (1.63) 68.00 % (1.31) 68.41 % (1.03) 68.41 % (1.03)
Propofol Transiente 51.10 % (2.21) 54.10 % (3.71) 56.00 % (1.64) 56.60 % (2.91) 55.75 % (3.51) 56.09 % (4.18) 56.10 % (4.18)
Propofol Anestesia 74.47 % (1.97) 75.40 % (2.60) 76.03 % (1.91) 74.92 % (0.64) 75.80 % (1.75) 75.80 % (1.52) 75.80 % (1.52)
Propofol Recuperación 17.89 % (1.03) 19.36 % (2.78) 20.87 % (3.01) 21.90 % (2.92) 22.62 % (2.86) 22.95 % (2.92) 22.95 % (2.92)
Total Propofol - 45.67 % (0.70) 48.46 % (0.97) 50.52 % (1.37) 50.66 % (1.50) 48.46 % (1.41) 51.12 % (1.34) 51.12 % (1.34)
KT Despierto 53.47 % (1.81) 57.04 % (1.56) 57.87 % (1.62) 58.88 % (1.44) 57.96 % (1.56) 57.99 % (1.27) 58.45 % (1.56)
KT Transiente 37.05 % (2.83) 38.95 % (3.29) 44.15 % (1.92) 44.35 % (2.08) 43.30 % (1.93) 44.35 % (2.08) 42.39 % (1.30)
KT Anestesia 71.51 % (2.03) 76.36 % (2.23) 77.88 % (2.31) 78.83 % (2.05) 78.99 % (1.51) 78.66 % (1.62) 78.66 % (1.62)
KT Recuperación 31.30 % (2.91) 33.92 % (5.05) 35.56 % (4.30) 36.36 % (4.26) 36.80 % (4.68) 37.98 % (4.91) 37.98 % (4.91)
Total KT - 48.63 % (1.19) 52.05 % (1.59) 53.60 % (1.59) 54.47 % (1.69) 53.60 % (1.59) 54.27 % (1.89) 54.73 % (2.05)
MD Despierto 49.70 % (2.58) 52.59 % (1.00) 54.69 % (1.31) 55.07 % (1.33) 55.32 % (1.77) 54.68 % (1.31) 55.07 % (1.33)
MD Transiente 33.90 % (2.00) 33.45 % (2.40) 33.90 % (2.76) 34.10 % (2.59) 33.60 % (2.40) 33.80 % (1.79) 34.10 % (2.59)
MD Anestesia 60.77 % (1.97) 63.34 % (1.89) 65.34 % (1.60) 65.69 % (1.33) 65.24 % (1.36) 65.69 % (1.33) 65.69 % (1.33)
MD Recuperación 25.36 % (1.75) 23.91 % (2.90) 23.85 % (3.36) 24.16 % (2.65) 23.42 % (2.43) 24.75 % (2.34) 24.16 % (2.65)
Total MD - 46.73 % (0.57) 49.64 % (0.72) 49.68 % (0.87) 49.97 % (0.63) 49.64 % (0.72) 49.97 % (0.63) 49.97 % (0.63)
Total datos - 56.27 % (1.10) 58.80 % (1.20) 60.76 % (1.18) 60.93 % (1.37) 60.96 % (1.34) 60.76 % (1.17) 61.19 % (1.51)

Tabla 4.12: Accuracy de clasificación del conjunto de validación (y entre pa-
réntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, generando un mapa PaCMAP y clasifi-
cando con Balanced Random Forest.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 55.53 % (1.42) 58.11 % (0.99) 61.63 % (1.34) 62.37 % (0.83) 61.96 % (1.33) 62.15 % (1.38) 61.83 % (1.07)
KTMD Transiente 42.09 % (1.03) 43.05 % (0.86) 44.63 % (0.92) 44.92 % (0.16) 46.07 % (1.58) 46.54 % (1.17) 46.21 % (1.22)
KTMD Anestesia 74.25 % (1.45) 76.57 % (1.23) 77.84 % (1.05) 77.55 % (0.75) 77.52 % (0.95) 77.54 % (1.11) 77.88 % (1.09)
KTMD Recuperación 61.18 % (4.00) 64.22 % (3.96) 66.78 % (4.23) 66.49 % (3.99) 66.63 % (4.25) 67.14 % (4.07) 67.33 % (4.01)
Total KTMD - 62.42 % (1.26) 65.04 % (1.50) 67.49 % (1.50) 67.51 % (1.51) 67.48 % (1.67) 67.77 % (1.52) 67.83 % (1.49)
Propofol Despierto 62.01 % (3.27) 64.48 % (2.70) 66.59 % (2.78) 66.83 % (2.94) 65.92 % (2.23) 66.17 % (3.01) 65.89 % (2.52)
Propofol Transiente 53.65 % (4.34) 52.35 % (3.00) 52.30 % (2.77) 51.60 % (2.92) 52.79 % (2.75) 51.89 % (4.19) 52.85 % (3.03)
Propofol Anestesia 71.76 % (0.97) 75.47 % (2.99) 76.60 % (2.38) 76.48 % (1.64) 75.99 % (2.10) 75.96 % (2.47) 75.94 % (2.07)
Propofol Recuperación 47.09 % (2.31) 50.89 % (3.68) 53.68 % (4.37) 54.28 % (4.81) 54.96 % (4.75) 54.82 % (4.91) 54.92 % (3.88)
Total Propofol - 57.40 % (0.69) 60.38 % (1.16) 62.45 % (1.55) 62.71 % (1.37) 62.62 % (1.62) 62.60 % (1.41) 62.59 % (1.18)
KT Despierto 51.65 % (2.65) 56.38 % (3.97) 56.60 % (1.72) 56.43 % (2.63) 57.89 % (2.16) 55.98 % (2.00) 57.38 % (1.97)
KT Transiente 41.30 % (3.18) 45.50 % (3.78) 48.05 % (2.50) 48.20 % (1.57) 49.15 % (1.95) 48.70 % (1.69) 48.80 % (1.95)
KT Anestesia 85.13 % (1.01) 85.96 % (1.16) 86.58 % (1.25) 86.90 % (1.26) 86.90 % (1.26) 86.95 % (1.14) 86.81 % (1.24)
KT Recuperación 42.34 % (3.74) 47.09 % (4.40) 51.52 % (4.08) 52.92 % (4.46) 52.91 % (4.38) 53.48 % (3.73) 53.44 % (4.43)
Total KT - 55.28 % (0.77) 59.10 % (1.02) 61.06 % (1.09) 61.58 % (0.94) 62.12 % (1.11) 61.66 % (0.80) 62.12 % (1.19)
MD Despierto 33.35 % (1.03) 36.61 % (0.95) 37.13 % (0.89) 36.75 % (1.15) 38.12 % (1.29) 37.74 % (1.33) 37.68 % (1.82)
MD Transiente 33.05 % (2.35) 32.50 % (3.67) 35.00 % (3.86) 36.35 % (3.38) 35.85 % (3.87) 36.15 % (4.15) 37.84 % (3.62)
MD Anestesia 71.96 % (1.79) 74.65 % (1.35) 75.24 % (1.13) 75.31 % (1.23) 74.72 % (1.46) 74.92 % (1.54) 74.90 % (1.50)
MD Recuperación 47.67 % (1.50) 49.15 % (2.44) 50.12 % (2.53) 50.72 % (2.75) 50.89 % (2.98) 50.35 % (3.38) 50.41 % (3.15)
Total MD - 51.25 % (1.03) 53.63 % (1.22) 54.40 % (0.87) 54.54 % (1.28) 54.77 % (1.28) 54.60 % (1.40) 54.69 % (1.37)
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Tabla 4.13: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
generando un mapa PaCMAP y clasificando con SVM lineal, entrenando con
datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 39.01 % (15.69) 28.76 % (12.98) 52.51 % (3.51) 37.44 % (9.65) 54.98 % (16.70) 54.98 % (16.70) 54.49 % (16.70)
KTMD Transiente 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.51 % (1.02) 0.0 % (0.0) 0.0 % (0.0)
KTMD Anestesia 7.87 % (9.65) 88.20 % (3.51) 87.41 % (3.51) 87.26 % (3.51) 88.03 % (3.51) 88.03 % (3.51) 88.55 % (1.97)
KTMD Recuperación 72.20 % (13.29) 58.25 % (9.29) 55.42 % (11.43) 74.22 % (3.40) 74.40 % (2.72) 74.40 % (2.72) 73.77 % (3.03)
Total KTMD - 42.05 % (2.99) 55.81 % (3.51) 61.20 % (2.76) 64.38 % (1.25) 69.67 % (1.25) 69.67 % (1.25) 69.40 % (1.25)
Propofol Despierto 19.97 % (24.12) 32.21 % (19.29) 33.49 % (11.18) 66.64 % (12.13) 70.35 % (4.63) 71.40 % (5.24) 71.21 % (3.16)
Propofol Transiente 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0)
Propofol Anestesia 17.99 % (22.18) 90.21 % (1.93) 89.80 % (2.02) 91.42 % (0.52) 90.92 % (0.28) 91.21 % (0.37) 90.69 % (0.37)
Propofol Recuperación 65.33 % (27.28) 51.11 % (20.13) 52.32 % (12.04) 35.82 % (11.54) 37.20 % (5.93) 34.87 % (6.24) 37.41 % (5.34)
Total Propofol - 36.08 % (5.63) 47.81 % (1.13) 48.70 % (1.13) 54.94 % (1.02) 56.32 % (1.02) 56.31 % (1.02) 57.15 % (0.95)
KT Despierto 19.14 % (23.25) 32.73 % (18.38) 33.71 % (8.25) 59.68 % (10.26) 62.94 % (4.71) 62.96 % (4.71) 63.13 % (4.71)
KT Transiente 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0)
KT Anestesia 16.91 % (21.18) 46.98 % (0.99) 49.67 % (7.65) 73.32 % (8.33) 55.78 % (2.56) 55.78 % (2.56) 59.15 % (3.04)
KT Recuperación 73.57 % (18.38) 54.33 % (10.02) 59.59 % (10.02) 55.46 % (4.40) 43.27 % (4.77) 43.03 % (4.17) 55.46 % (4.40)
Total KT - 36.78 % (4.64) 52.05 % (1.37) 53.60 % (1.37) 54.47 % (1.69) 53.60 % (1.37) 54.27 % (1.89) 54.73 % (2.05)
MD Despierto 18.58 % (22.28) 33.35 % (6.90) 60.73 % (4.51) 58.86 % (9.90) 59.44 % (4.95) 59.44 % (4.95) 60.54 % (4.95)
MD Transiente 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0) 0.0 % (0.0)
MD Anestesia 14.59 % (21.64) 68.24 % (1.33) 71.38 % (1.10) 70.53 % (1.33) 70.18 % (1.53) 70.69 % (1.53) 70.18 % (1.53)
MD Recuperación 72.28 % (21.89) 58.15 % (24.03) 44.33 % (7.70) 43.43 % (5.36) 43.33 % (5.37) 43.03 % (4.17) 43.43 % (5.36)
Total MD - 29.60 % (4.22) 49.64 % (0.72) 49.68 % (0.87) 49.97 % (0.63) 49.64 % (0.72) 49.97 % (0.63) 49.97 % (0.63)
Total datos - 38.67 % (2.84) 52.24 % (1.20) 54.10 % (1.20) 60.93 % (1.37) 60.96 % (1.34) 60.76 % (1.17) 61.19 % (1.51)

Tabla 4.14: Accuracy de clasificación del conjunto de validación (y entre pa-
réntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, generando un mapa PaCMAP y clasifi-
cando con SVM lineal.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 29.06 % (3.69) 14.70 % (8.13) 44.98 % (12.48) 47.17 % (4.42) 54.15 % (5.34) 54.98 % (4.99) 56.14 % (4.80)
KTMD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 2.16 % (2.67) 2.98 % (3.97) 3.48 % (3.02)
KTMD Anestesia 11.17 % (7.62) 71.70 % (10.71) 86.48 % (1.18) 87.36 % (1.13) 87.95 % (1.13) 87.82 % (0.94) 87.35 % (1.57)
KTMD Recuperación 69.91 % (8.64) 72.93 % (5.38) 63.13 % (9.84) 74.85 % (2.48) 75.33 % (4.46) 75.54 % (4.83) 75.58 % (4.29)
Total KTMD - 39.22 % (3.19) 53.10 % (3.70) 61.88 % (1.73) 67.42 % (0.54) 69.85 % (0.82) 70.17 % (1.00) 70.40 % (1.37)
Propofol Despierto 40.88 % (21.45) 51.89 % (4.34) 48.96 % (4.72) 58.14 % (5.29) 59.96 % (4.53) 61.03 % (4.28) 60.07 % (4.24)
Propofol Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 2.65 % (5.30) 8.25 % (6.74) 8.70 % (7.62) 8.35 % (6.82)
Propofol Anestesia 84.05 % (1.68) 85.86 % (1.15) 85.02 % (0.90) 85.82 % (1.26) 85.84 % (1.47) 85.23 % (1.02) 85.84 % (1.03)
Propofol Recuperación 64.23 % (15.27) 55.58 % (3.77) 59.41 % (2.35) 56.63 % (5.09) 56.71 % (5.04) 55.66 % (5.40) 56.54 % (4.60)
Total Propofol - 55.08 % (2.10) 56.15 % (1.04) 56.40 % (1.14) 59.05 % (0.89) 60.11 % (1.06) 60.02 % (1.25) 60.09 % (0.59)
KT Despierto 56.31 % (3.10) 81.71 % (3.58) 81.74 % (1.71) 78.93 % (1.71) 78.19 % (1.91) 78.61 % (2.50) 78.35 % (1.60)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
KT Anestesia 10.14 % (11.41) 84.47 % (3.56) 87.05 % (0.87) 87.51 % (0.38) 87.78 % (0.73) 87.72 % (0.79) 87.27 % (0.89)
KT Recuperación 66.32 % (3.37) 38.40 % (4.59) 36.89 % (2.07) 54.89 % (2.57) 57.63 % (1.84) 56.70 % (2.76) 57.70 % (2.62)
Total KT - 45.79 % (1.18) 61.71 % (2.22) 61.77 % (0.30) 67.29 % (0.46) 68.07 % (0.51) 67.87 % (0.44) 68.04 % (0.51)
MD Despierto 67.35 % (3.12) 57.47 % (6.51) 54.86 % (9.74) 57.51 % (6.75) 55.57 % (7.75) 55.30 % (6.58) 56.91 % (8.47)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 81.81 % (0.31) 84.49 % (0.54) 83.95 % (0.82) 82.50 % (1.08) 83.20 % (0.77) 83.00 % (0.94) 83.15 % (1.06)
MD Recuperación 3.45 % (4.07) 28.52 % (9.24) 37.99 % (9.07) 44.30 % (6.76) 46.90 % (6.99) 47.51 % (5.39) 45.45 % (7.87)
Total MD - 52.65 % (1.18) 56.83 % (1.42) 58.19 % (1.76) 60.10 % (1.09) 60.40 % (0.75) 60.39 % (1.12) 60.43 % (1.12)
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Tabla 4.15: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
generando un mapa PaCMAP y clasificando con SVM con kernel gaussiano,
entrenando con datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 56.59 % (4.85) 50.41 % (2.19) 59.93 % (5.35) 59.98 % (5.05) 59.84 % (5.28) 59.54 % (4.67) 59.35 % (4.63)
KTMD Transiente 0.00 % (0.00) 0.00 % (0.00) 1.07 % (2.14) 0.91 % (1.82) 0.53 % (1.05) 0.91 % (1.82) 2.11 % (2.63)
KTMD Anestesia 87.33 % (0.75) 87.79 % (0.90) 88.25 % (0.89) 88.07 % (0.90) 88.09 % (0.85) 88.09 % (0.88) 87.82 % (0.75)
KTMD Recuperación 69.04 % (3.04) 75.22 % (4.02) 72.88 % (5.91) 72.80 % (5.93) 73.09 % (5.99) 72.87 % (5.91) 73.06 % (6.03)
Total KTMD - 67.78 % (1.25) 68.61 % (1.38) 70.55 % (0.95) 70.48 % (1.11) 70.54 % (1.06) 70.47 % (1.11) 70.39 % (1.20)
Propofol Despierto 78.88 % (3.12) 77.72 % (2.75) 76.79 % (3.38) 76.94 % (3.55) 76.39 % (3.68) 76.84 % (3.62) 76.74 % (3.79)
Propofol Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
Propofol Anestesia 87.57 % (0.81) 89.26 % (0.41) 89.50 % (0.61) 89.52 % (0.57) 89.38 % (0.63) 89.45 % (0.60) 89.45 % (0.61)
Propofol Recuperación 19.75 % (3.30) 28.77 % (4.88) 35.62 % (2.62) 35.45 % (2.38) 35.89 % (2.66) 35.70 % (2.79) 35.60 % (2.83)
Total Propofol - 52.59 % (0.73) 55.96 % (1.27) 58.33 % (0.49) 58.32 % (0.52) 58.29 % (0.46) 58.35 % (0.47) 58.29 % (0.36)
KT Despierto 75.52 % (3.37) 72.34 % (1.25) 67.50 % (2.74) 67.78 % (3.13) 67.32 % (3.27) 67.66 % (2.84) 67.56 % (3.30)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
KT Anestesia 49.92 % (5.04) 65.93 % (4.86) 70.47 % (5.18) 72.45 % (3.61) 71.88 % (4.41) 72.15 % (3.78) 72.00 % (3.83)
KT Recuperación 46.19 % (1.73) 52.93 % (5.78) 55.94 % (5.32) 55.10 % (4.97) 55.87 % (5.08) 55.63 % (4.95) 55.51 % (4.97)
Total KT - 54.45 % (1.28) 59.36 % (2.34) 59.75 % (1.81) 60.01 % (1.98) 59.97 % (1.98) 60.02 % (1.77) 59.97 % (1.84)
MD Despierto 77.09 % (2.77) 65.72 % (3.55) 65.77 % (3.38) 65.75 % (3.55) 65.43 % (3.54) 65.91 % (3.50) 65.75 % (3.54)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 62.45 % (1.74) 67.45 % (0.81) 67.41 % (0.80) 67.30 % (0.72) 67.38 % (0.80) 67.29 % (0.78) 67.30 % (0.81)
MD Recuperación 25.56 % (0.36) 29.57 % (3.07) 38.71 % (3.48) 38.48 % (3.58) 38.71 % (3.57) 38.34 % (3.58) 38.48 % (3.78)
Total MD - 54.19 % (1.20) 55.63 % (0.50) 55.74 % (0.38) 55.63 % (0.39) 55.62 % (0.38) 55.64 % (0.57) 55.63 % (0.39)
Total datos - 61.86 % (1.02) 63.54 % (1.20) 65.21 % (0.74) 65.20 % (0.79) 65.13 % (0.73) 65.20 % (0.79) 65.12 % (0.79)

Tabla 4.16: Accuracy de clasificación del conjunto de validación (y entre pa-
réntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, generando un mapa PaCMAP y clasifi-
cando con SVM con kernel gaussiano.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 51.94 % (6.10) 54.11 % (5.07) 61.03 % (5.88) 61.04 % (5.32) 60.94 % (5.34) 61.00 % (5.39) 60.96 % (5.73)
KTMD Transiente 1.47 % (2.94) 1.85 % (2.27) 1.29 % (1.59) 2.42 % (3.02) 2.69 % (3.50) 2.32 % (2.90) 2.22 % (2.73)
KTMD Anestesia 88.08 % (0.93) 88.64 % (1.06) 88.64 % (1.08) 88.51 % (1.07) 88.49 % (1.09) 88.54 % (1.04) 88.61 % (1.07)
KTMD Recuperación 75.00 % (4.17) 76.81 % (5.34) 75.67 % (5.99) 75.63 % (5.89) 75.69 % (5.95) 75.75 % (5.96) 75.84 % (5.94)
Total KTMD - 69.10 % (0.99) 70.61 % (0.82) 72.10 % (0.80) 72.08 % (0.89) 72.09 % (0.89) 72.13 % (0.88) 72.17 % (0.85)
Propofol Despierto 60.46 % (9.50) 60.42 % (6.00) 60.14 % (8.15) 60.09 % (8.29) 61.14 % (7.50) 60.89 % (7.32) 59.96 % (8.24)
Propofol Transiente 19.35 % (13.18) 23.10 % (5.71) 23.90 % (6.66) 23.25 % (7.02) 24.35 % (5.95) 25.30 % (4.36) 22.40 % (5.41)
Propofol Anestesia 83.27 % (1.30) 83.46 % (1.59) 83.31 % (1.71) 83.41 % (1.74) 83.51 % (1.85) 82.31 % (1.22) 83.15 % (1.61)
Propofol Recuperación 53.70 % (8.28) 55.23 % (6.43) 57.46 % (9.11) 57.52 % (9.38) 56.57 % (8.75) 57.36 % (8.48) 57.77 % (9.48)
Total Propofol - 59.34 % (0.94) 60.19 % (1.20) 60.97 % (1.15) 60.96 % (1.24) 61.06 % (1.26) 61.12 % (1.16) 60.91 % (1.09)
KT Despierto 74.54 % (1.79) 78.30 % (0.98) 77.86 % (1.37) 77.75 % (1.59) 78.24 % (1.09) 78.13 % (1.44) 77.89 % (0.94)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
KT Anestesia 84.56 % (1.01) 85.36 % (0.79) 86.07 % (0.51) 86.08 % (0.61) 86.18 % (0.54) 85.95 % (0.55) 86.18 % (0.45)
KT Recuperación 54.63 % (1.21) 53.76 % (1.08) 57.21 % (2.02) 57.12 % (1.83) 56.99 % (1.36) 56.68 % (1.74) 56.94 % (1.57)
Total KT - 64.98 % (0.24) 66.17 % (0.10) 67.41 % (0.27) 67.34 % (0.08) 67.49 % (0.23) 67.29 % (0.11) 67.35 % (0.20)
MD Despierto 73.70 % (7.85) 72.88 % (8.51) 69.65 % (9.24) 72.16 % (8.54) 72.28 % (9.74) 72.58 % (9.41) 72.37 % (9.45)
MD Transiente 17.44 % (11.20) 13.84 % (8.89) 21.41 % (12.27) 17.67 % (10.04) 13.46 % (8.85) 13.45 % (8.65) 12.75 % (8.06)
MD Anestesia 86.07 % (2.25) 82.31 % (1.77) 83.94 % (2.10) 82.46 % (1.71) 82.62 % (1.59) 82.62 % (1.51) 82.59 % (1.42)
MD Recuperación 63.34 % (6.88) 59.87 % (7.22) 62.92 % (6.41) 60.34 % (6.54) 57.32 % (6.84) 57.91 % (6.64) 57.72 % (6.39)
Total MD - 72.14 % (0.82) 69.22 % (0.48) 69.25 % (0.74) 68.91 % (0.66) 68.92 % (0.50) 68.87 % (0.49) 68.91 % (0.45)

A partir de las tablas 4.9-4.16, se evidencia que tiende a existir una mejora en los accu-
racies a medida que se aumenta el número de dimensiones, generalmente de 10 dimensiones
hacia arriba. Sin embargo, a patir de ese número de dimensiones no suele haber aumentos o
disminuiciones sustanciales en los accuracies. Sí lo tiende a haber más al aumentar el número
de dimensiones de 2 en adelante, sobre todo en los estados “Despierto”, “Anestesia” y “Re-
cuperación”. El estado “Transiente” no sufre mayor variación, siendo este el estado por lejos
peor clasificado, llegando incluso a no tener acierto alguno en varias de las configuraciones
señaladas en las tablas.
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De todas formas, las mejores características extraídas con el método PaCMAP, utilizan-
do cualquiera de los clasificadores, no superan a las puras imágenes RGB como método de
extracción de características, para efectos de clasificación de los cuatro estados cerebrales.

En el siguiente subcapítulo se analizarán los resultados de clasificación de la concatenación
de los métodos Autoencoder y PaCMAP, como extractor de características.

4.5. Autoencoder + PaCMAP
En este subcapítulo se describe la utilización de PaCMAP dentro del modelo, como alter-

nativa a las imágenes RGB y al autoencoder solo, cuando PaCMAP recibe como entrada los
vectores obtenidos sobre el espacio latente del autoencoder, en las distintas coniguraciones en
que fueron entrenados.

Al igual que en el método mostrado en el subcapítulo anterior, se generaron mapas de 2,
3, 5, 10, 25, 50 y 100 dimensiones que fueron sometidos a clasificación con una red MLP,
un modelo RBF, un SVM lineal y un SVM con kernel gaussiano, entrenando con todos los
atos o con drogas separadas. En las tablas 4.17-4.24 se muestran los accuracies obtenidos por
droga y por estado, según sea la configuración de clasificación.

Tabla 4.17: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y generando un mapa PaCMAP y clasificando con
una red MLP, entrenando con datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 39.81 (20.19) 43.71 (22.23) 46.14 (23.14) 48.73 (24.63) 48.80 (24.58) 47.39 (24.06) 47.73 (23.99)
KTMD Transiente 6.58 (4.26) 3.20 (2.80) 6.43 (3.72) 5.63 (3.04) 5.37 (3.45) 5.23 (3.87) 5.45 (4.03)
KTMD Anestesia 69.69 (34.85) 70.70 (32.06) 70.24 (35.15) 70.17 (35.12) 70.17 (35.11) 69.88 (34.96) 70.36 (35.19)
KTMD Recuperación 80.61 (10.31) 79.43 (10.26) 81.24 (10.26) 80.13 (11.01) 80.14 (10.61) 81.10 (10.37) 80.67 (10.37)
Total KTMD - 63.00 (11.63) 63.78 (11.61) 65.20 (11.61) 65.44 (12.84) 65.45 (12.84) 65.35 (12.79) 65.42 (12.82)
Propofol Despierto 64.45 (32.51) 62.16 (31.48) 60.16 (30.00) 62.39 (31.22) 62.82 (31.46) 61.30 (30.70) 60.43 (30.26)
Propofol Transiente 5.95 (7.29) 9.80 (8.03) 16.24 (10.57) 16.80 (9.90) 15.60 (11.39) 15.80 (10.85) 15.40 (11.95)
Propofol Anestesia 70.02 (35.01) 72.25 (33.31) 52.76 (35.82) 71.29 (35.63) 71.47 (35.68) 71.07 (35.44) 71.16 (35.43)
Propofol Recuperación 44.04 (28.28) 48.21 (25.66) 52.76 (24.36) 51.33 (24.48) 50.85 (23.18) 54.14 (23.18) 54.14 (23.18)
Total Propofol - 53.93 (7.52) 55.32 (8.33) 56.62 (9.02) 56.88 (9.08) 56.81 (9.05) 56.93 (9.23) 57.13 (9.24)
KT Despierto 60.07 (30.13) 56.23 (28.61) 52.16 (26.02) 53.93 (26.09) 54.97 (26.82) 53.59 (26.82) 52.07 (26.09)
KT Transiente 0.00 (0.00) 0.00 (0.00) 0.00 (0.00) 0.05 (0.10) 0.00 (0.00) 0.05 (0.10) 0.05 (0.10)
KT Anestesia 53.41 (27.28) 60.04 (28.62) 63.04 (31.65) 62.69 (31.46) 63.07 (31.50) 62.76 (31.50) 62.78 (31.46)
KT Recuperación 65.10 (18.36) 64.96 (15.90) 66.58 (15.90) 65.75 (16.57) 66.97 (17.47) 65.08 (17.47) 67.44 (16.57)
Total KT - 56.52 (10.59) 56.62 (11.26) 56.61 (11.26) 56.69 (10.65) 57.02 (10.69) 56.44 (10.43) 56.65 (10.65)
MD Despierto 56.02 (28.13) 53.11 (26.94) 50.23 (24.93) 50.92 (25.53) 52.20 (26.17) 50.78 (25.48) 49.26 (24.93)
MD Transiente 0.00 (0.00) 0.00 (0.00) 0.00 (0.00) 0.00 (0.00) 0.00 (0.00) 0.00 (0.00) 0.00 (0.00)
MD Anestesia 51.72 (25.94) 53.49 (26.49) 56.66 (28.40) 55.89 (27.97) 56.20 (28.17) 55.45 (27.66) 55.93 (27.83)
MD Recuperación 48.51 (26.01) 49.49 (24.05) 55.56 (24.05) 54.34 (22.88) 53.63 (23.34) 55.26 (23.34) 56.98 (21.46)
Total MD - 49.29 (12.02) 49.27 (12.27) 51.05 (12.27) 50.68 (12.71) 51.02 (12.91) 50.70 (12.71) 50.74 (12.71)
Total datos - 58.85 (10.95) 59.50 (11.18) 60.74 (11.86) 60.90 (12.00) 60.97 (12.03) 60.90 (12.00) 60.92 (12.00)
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Tabla 4.18: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, usando un autoencoder, generando un
mapa PaCMAP y clasificando con una red MLP.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 50.86 % (4.75) 56.69 % (4.64) 58.63 % (2.37) 61.31 % (3.39) 62.23 % (4.31) 61.18 % (4.03) 62.25 % (3.66)
KTMD Transiente 5.29 % (3.14) 7.40 % (3.16) 6.92 % (3.26) 7.43 % (3.73) 7.31 % (2.99) 7.94 % (3.28) 7.88 % (3.79)
KTMD Anestesia 88.00 % (1.01) 87.45 % (1.64) 88.20 % (1.22) 87.79 % (1.16) 88.18 % (1.11) 88.01 % (1.29) 88.04 % (1.31)
KTMD Recuperación 77.11 % (4.07) 78.37 % (4.79) 80.63 % (2.88) 80.31 % (3.55) 79.17 % (4.57) 79.78 % (4.52) 79.21 % (3.98)
Total KTMD - 69.76 % (1.09) 71.85 % (1.13) 73.49 % (0.99) 74.04 % (0.85) 73.94 % (0.93) 73.87 % (0.91) 73.95 % (0.85)
Propofol Despierto 60.03 % (8.43) 62.20 % (7.16) 68.31 % (6.45) 64.39 % (4.64) 66.88 % (5.50) 65.55 % (6.15) 67.09 % (4.60)
Propofol Transiente 22.95 % (7.66) 30.50 % (4.21) 31.54 % (3.45) 30.75 % (2.38) 30.75 % (4.22) 31.20 % (3.49) 29.59 % (3.82)
Propofol Anestesia 80.60 % (1.88) 80.27 % (2.36) 80.79 % (1.80) 80.85 % (1.74) 80.65 % (1.69) 81.05 % (1.68) 80.89 % (1.63)
Propofol Recuperación 56.85 % (7.86) 57.68 % (8.48) 54.66 % (8.26) 58.66 % (7.61) 56.13 % (8.14) 56.65 % (7.96) 55.54 % (6.13)
Total Propofol - 60.16 % (1.56) 61.69 % (1.05) 62.95 % (1.10) 63.01 % (1.54) 62.92 % (1.39) 62.73 % (1.30) 62.74 % (1.37)
KT Despierto 77.75 % (1.58) 77.00 % (3.92) 76.27 % (2.07) 75.89 % (1.57) 74.97 % (2.06) 76.91 % (1.55) 77.13 % (2.89)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 1.20 % (1.60) 1.85 % (2.40) 2.00 % (1.89) 1.55 % (1.16) 1.50 % (1.74)
KT Anestesia 80.88 % (0.92) 83.33 % (0.39) 84.46 % (1.98) 84.57 % (1.69) 84.89 % (0.88) 84.79 % (1.57) 84.36 % (1.40)
KT Recuperación 53.04 % (4.74) 54.55 % (5.68) 60.55 % (5.14) 61.41 % (5.51) 62.22 % (3.38) 60.31 % (4.38) 60.79 % (3.99)
Total KT - 64.70 % (1.31) 65.54 % (0.68) 67.75 % (1.02) 67.98 % (1.12) 68.03 % (0.84) 67.98 % (0.95) 68.14 % (0.77)
MD Despierto 71.83 % (6.00) 62.50 % (2.20) 64.85 % (1.26) 62.14 % (5.76) 61.47 % (2.47) 61.94 % (4.03) 61.38 % (2.97)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 76.69 % (2.26) 78.65 % (2.39) 80.50 % (1.67) 81.39 % (1.01) 81.17 % (1.35) 81.46 % (1.08) 81.07 % (0.62)
MD Recuperación 33.70 % (7.90) 45.39 % (3.57) 44.25 % (2.73) 47.36 % (6.61) 48.47 % (2.05) 48.15 % (4.94) 48.52 % (1.41)
Total MD - 59.83 % (1.14) 60.54 % (0.97) 61.69 % (0.91) 61.93 % (0.77) 61.92 % (0.80) 62.09 % (0.61) 61.87 % (0.86)

Tabla 4.19: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebra-
les usando un autoencoder y generando un mapa PaCMAP y clasificando
con Balanced Random Forest, entrenando con todos los datos de todas las
drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 27.288 % (16.42) 22.34 % (15.09) 12.05 % (9.90) 32.70 % (27.34) 12.52 % (12.70) 8.78 % (11.46) 0.67 % (0.61)
KTMD Transiente 18.14 % (4.80) 14.94 % (9.25) 18.09 % (5.85) 40.50 % (14.22) 68.70 % (15.57) 63.56 % (20.47) 78.65 % (20.01)
KTMD Anestesia 36.66 % (23.51) 16.47 % (22.54) 12.89 % (7.19) 11.89 % (14.64) 7.14 % (13.04) 1.23 % (2.45) 0.13 % (0.26)
KTMD Recuperación 29.19 % (30.05) 36.07 % (26.94) 49.97 % (23.64) 18.79 % (16.30) 24.16 % (12.62) 24.00 % (12.62) 25.51 % (25.81)
Total KTMD - 30.27 % (4.98) 25.89 % (5.82) 27.64 % (5.97) 21.71 % (5.98) 17.94 % (5.93) 12.63 % (4.64) 13.58 % (9.54)
Propofol Despierto 11.07 % (8.41) 7.46 % (8.94) 12.62 % (18.81) 14.62 % (18.04) 0.89 % (0.97) 6.72 % (10.85) 0.30 % (0.34)
Propofol Transiente 35.05 % (16.01) 27.90 % (17.61) 18.65 % (14.89) 62.49 % (20.69) 85.30 % (7.06) 70.25 % (18.68) 93.20 % (6.95)
Propofol Anestesia 21.24 % (13.69) 23.84 % (19.65) 29.50 % (16.85) 0.41 % (0.51) 8.72 % (14.47) 0.24 % (0.48) 0.00 % (0.00)
Propofol Recuperación 31.54 % (14.14) 24.79 % (20.54) 35.91 % (28.54) 16.35 % (7.83) 23.92 % (13.89) 15.34 % (10.06) 14.67 % (11.69)
Total Propofol - 22.29 % (1.49) 18.33 % (10.13) 25.03 % (6.79) 15.70 % (2.75) 16.36 % (5.55) 12.80 % (6.80) 11.48 % (4.09)
KT Despierto 12.07 % (9.62) 12.07 % (9.62) 12.07 % (9.62) 12.07 % (9.62) 12.07 % (9.62) 12.07 % (9.62) 12.07 % (9.62)
KT Transiente 37.54 % (7.03) 37.54 % (7.03) 37.54 % (7.03) 37.54 % (7.03) 37.54 % (7.03) 37.54 % (7.03) 37.54 % (7.03)
KT Anestesia 15.40 % (14.11) 15.40 % (14.11) 15.40 % (14.11) 15.40 % (14.11) 15.40 % (14.11) 15.40 % (14.11) 15.40 % (14.11)
KT Recuperación 34.60 % (19.90) 34.60 % (19.90) 34.60 % (19.90) 34.60 % (19.90) 34.60 % (19.90) 34.60 % (19.90) 34.60 % (19.90)
Total KT - 22.47 % (5.02) 22.47 % (5.02) 22.47 % (5.02) 22.47 % (5.02) 22.47 % (5.02) 22.47 % (5.02) 22.47 % (5.02)
MD Despierto 11.20 % (9.54) 11.20 % (9.54) 11.20 % (9.54) 11.20 % (9.54) 11.20 % (9.54) 11.20 % (9.54) 11.20 % (9.54)
MD Transiente 36.10 % (6.41) 36.10 % (6.41) 36.10 % (6.41) 36.10 % (6.41) 36.10 % (6.41) 36.10 % (6.41) 36.10 % (6.41)
MD Anestesia 22.84 % (12.63) 22.84 % (12.63) 22.84 % (12.63) 22.84 % (12.63) 22.84 % (12.63) 22.84 % (12.63) 22.84 % (12.63)
MD Recuperación 30.00 % (20.89) 30.00 % (20.89) 30.00 % (20.89) 30.00 % (20.89) 30.00 % (20.89) 30.00 % (20.89) 30.00 % (20.89)
Total MD - 21.70 % (2.87) 21.70 % (2.87) 21.70 % (2.87) 21.70 % (2.87) 21.70 % (2.87) 21.70 % (2.87) 21.70 % (2.87)
Total datos - 26.85 % (3.50) 23.39 % (5.63) 26.92 % (4.49) 19.68 % (3.24) 16.20 % (3.94) 11.91 % (3.54) 12.46 % (6.47)
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Tabla 4.20: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
entrenando con drogas separadas, usando un autoencoder, generando un
mapa PaCMAP y clasificando con Balanced Random Forest.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 54.44 % (1.65) 57.16 % (1.23) 60.01 % (1.46) 60.57 % (1.61) 60.81 % (1.00) 60.29 % (1.32) 60.62 % (1.35)
KTMD Transiente 40.81 % (1.01) 43.45 % (1.21) 43.99 % (1.87) 45.43 % (1.01) 44.63 % (0.74) 45.29 % (1.14) 45.63 % (1.37)
KTMD Anestesia 74.02 % (1.08) 76.07 % (1.17) 76.68 % (0.93) 76.68 % (0.64) 76.86 % (0.82) 76.77 % (0.88) 77.04 % (0.48)
KTMD Recuperación 59.99 % (2.73) 64.08 % (4.44) 65.89 % (3.71) 66.47 % (3.39) 66.07 % (3.84) 66.44 % (4.01) 66.75 % (3.79)
Total KTMD - 61.52 % (1.13) 64.60 % (1.77) 66.32 % (1.90) 66.77 % (1.75) 66.70 % (1.77) 66.70 % (1.94) 67.00 % (1.83)
Propofol Despierto 58.27 % (1.66) 62.48 % (1.79) 64.04 % (2.36) 64.01 % (2.78) 63.68 % (2.51) 64.08 % (2.64) 64.11 % (3.04)
Propofol Transiente 51.85 % (4.03) 51.00 % (3.00) 52.15 % (4.96) 53.25 % (4.01) 53.10 % (3.77) 52.00 % (3.88) 52.89 % (3.86)
Propofol Anestesia 69.69 % (1.39) 72.90 % (2.73) 73.46 % (3.15) 73.63 % (2.95) 73.42 % (3.49) 73.61 % (3.23) 73.16 % (3.39)
Propofol Recuperación 50.01 % (3.95) 52.83 % (3.37) 53.63 % (3.58) 54.00 % (4.13) 54.53 % (3.89) 54.01 % (3.92) 54.59 % (4.31)
Total Propofol - 56.68 % (1.64) 59.85 % (1.18) 60.92 % (1.12) 61.15 % (1.26) 61.19 % (0.94) 61.10 % (0.94) 61.31 % (0.97)
KT Despierto 50.40 % (4.26) 53.76 % (3.40) 55.13 % (2.33) 55.19 % (2.04) 56.31 % (1.88) 56.04 % (1.92) 56.44 % (1.69)
KT Transiente 37.05 % (3.53) 40.50 % (1.60) 45.00 % (2.95) 45.35 % (1.46) 45.30 % (2.62) 46.70 % (0.93) 46.45 % (3.43)
KT Anestesia 81.74 % (2.56) 84.16 % (2.77) 84.61 % (2.92) 85.53 % (3.37) 84.80 % (2.92) 85.58 % (3.23) 85.40 % (3.05)
KT Recuperación 42.58 % (3.88) 45.20 % (4.49) 48.64 % (4.95) 49.60 % (4.22) 49.18 % (4.35) 49.13 % (4.46) 49.73 % (3.88)
Total KT - 53.89 % (1.35) 56.77 % (1.31) 58.87 % (1.48) 59.46 % (1.49) 59.54 % (1.56) 59.69 % (1.72) 59.99 % (1.29)
MD Despierto 34.29 % (0.65) 34.65 % (1.47) 35.21 % (2.11) 35.96 % (0.87) 35.18 % (1.38) 35.69 % (1.21) 35.49 % (2.02)
MD Transiente 31.95 % (2.49) 33.54 % (1.86) 34.50 % (3.54) 35.39 % (2.99) 34.85 % (1.65) 35.75 % (2.47) 36.15 % (1.71)
MD Anestesia 68.76 % (1.80) 71.69 % (1.22) 71.80 % (1.45) 72.23 % (1.09) 71.97 % (1.05) 72.87 % (0.82) 72.00 % (0.93)
MD Recuperación 44.94 % (1.83) 48.61 % (2.70) 49.79 % (3.22) 49.26 % (3.48) 50.01 % (2.43) 50.21 % (2.79) 50.14 % (2.81)
Total MD - 49.61 % (0.95) 51.83 % (0.68) 52.40 % (0.67) 52.72 % (0.75) 52.53 % (0.65) 53.13 % (0.64) 52.75 % (0.42)

Tabla 4.21: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y generando un mapa PaCMAP y clasificando con
SVM lineal, entrenando con datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 31.73 % (26.91) 16.59 % (14.47) 39.33 % (35.65) 45.58 % (32.06) 29.16 % (20.29) 21.43 % (19.19) 31.63 % (19.78)
KTMD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 2.16 % (3.57) 1.94 % (3.88) 5.82 % (8.22)
KTMD Anestesia 4.27 % (8.54) 21.03 % (14.19) 27.12 % (18.92) 35.47 % (28.99) 37.20 % (27.91) 30.77 % (28.87) 39.08 % (36.22)
KTMD Recuperación 67.13 % (21.77) 46.13 % (32.99) 27.86 % (23.15) 16.28 % (14.38) 25.37 % (20.96) 43.68 % (28.67) 36.87 % (20.95)
Total KTMD - 36.96 % (5.78) 28.92 % (6.05) 29.78 % (4.10) 29.25 % (5.57) 28.78 % (4.18) 32.10 % (6.79) 34.73 % (4.72)
Propofol Despierto 21.94 % (20.18) 11.04 % (19.34) 39.37 % (37.26) 31.52 % (34.61) 29.75 % (21.82) 20.15 % (24.25) 30.84 % (25.85)
Propofol Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.20 % (0.40) 0.50 % (1.00) 4.55 % (7.58)
Propofol Anestesia 9.85 % (19.70) 44.03 % (22.21) 51.44 % (31.76) 30.40 % (22.89) 28.45 % (20.20) 30.62 % (36.75) 51.79 % (33.40)
Propofol Recuperación 74.79 % (20.61) 31.66 % (38.95) 1.32 % (1.62) 34.78 % (19.45) 29.90 % (18.53) 42.38 % (34.55) 30.92 % (21.03)
Total Propofol - 39.07 % (1.04) 24.20 % (10.21) 24.28 % (9.00) 30.68 % (6.81) 27.79 % (4.80) 29.46 % (7.20) 32.96 % (10.71)
KT Despierto 23.25 % (20.72) 10.73 % (18.59) 39.47 % (37.28) 33.31 % (33.81) 26.76 % (19.62) 18.95 % (21.11) 29.96 % (25.22)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.05 % (0.10) 0.55 % (1.10) 3.35 % (6.33) 0.05 % (0.10)
KT Anestesia 7.76 % (15.52) 46.41 % (23.61) 55.31 % (33.36) 30.83 % (21.18) 27.36 % (19.74) 30.97 % (34.52) 42.11 % (32.69)
KT Recuperación 70.64 % (26.31) 33.70 % (36.48) 0.61 % (0.74) 30.10 % (16.96) 39.27 % (32.43) 46.21 % (32.43) 33.04 % (25.59)
Total KT - 35.11 % (2.09) 26.33 % (6.31) 26.72 % (5.94) 29.48 % (4.64) 29.67 % (4.63) 30.39 % (7.74) 31.91 % (5.30)
MD Despierto 24.77 % (21.51) 9.94 % (18.02) 39.59 % (37.36) 35.00 % (33.60) 26.04 % (19.34) 18.44 % (18.45) 30.63 % (26.11)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.05 % (0.10) 0.70 % (1.40) 3.49 % (6.87) 0.05 % (0.10)
MD Anestesia 7.09 % (14.19) 55.10 % (32.44) 56.11 % (34.09) 30.39 % (20.36) 36.71 % (18.03) 34.39 % (34.38) 45.12 % (30.81)
MD Recuperación 69.70 % (25.10) 31.19 % (37.12) 0.43 % (0.60) 31.27 % (18.34) 34.95 % (19.54) 48.51 % (30.21) 33.01 % (23.16)
Total MD - 28.15 % (3.56) 31.45 % (5.24) 33.52 % (3.09) 30.33 % (5.04) 30.77 % (2.23) 31.08 % (7.67) 34.83 % (1.36)
Total datos - 35.72 % (3.10) 28.29 % (4.79) 29.15 % (4.03) 29.64 % (3.99) 29.05 % (1.76) 31.35 % (4.97) 34.12 % (3.67)
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Tabla 4.22: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebra-
les entrenando con drogas separdas, usando un autoencoder, generando un
mapa PaCMAP y clasificando con SVM lineal.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 35.91 % (14.76) 18.90 % (15.16) 41.45 % (5.25) 43.91 % (4.18) 53.22 % (4.48) 56.10 % (2.68) 55.32 % (5.93)
KTMD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 1.78 % (2.39) 0.58 % (0.72) 0.02 % (0.04) 2.12 % (2.22)
KTMD Anestesia 14.69 % (23.91) 71.71 % (14.34) 83.69 % (6.97) 86.17 % (3.32) 85.73 % (2.23) 85.99 % (2.61) 86.14 % (1.93)
KTMD Recuperación 64.72 % (4.81) 66.32 % (11.77) 68.62 % (6.24) 74.41 % (3.13) 77.73 % (3.03) 77.36 % (3.71) 77.88 % (5.22)
Total KTMD - 40.07 % (3.85) 51.66 % (4.38) 62.29 % (2.52) 66.06 % (1.63) 69.87 % (1.36) 70.58 % (1.44) 70.69 % (1.13)
Propofol Despierto 53.71 % (2.69) 48.04 % (9.32) 52.31 % (9.82) 58.23 % (3.92) 56.11 % (3.94) 58.42 % (5.26) 57.90 % (3.89)
Propofol Transiente 0.00 % (0.00) 0.00 % (0.00) 2.00 % (4.00) 2.35 % (4.70) 2.55 % (4.62) 1.55 % (2.86) 0.55 % (1.10)
Propofol Anestesia 76.51 % (8.05) 75.54 % (8.05) 79.32 % (3.68) 81.06 % (2.02) 81.54 % (3.01) 81.46 % (3.27) 81.58 % (2.77)
Propofol Recuperación 54.28 % (1.96) 59.03 % (6.48) 58.55 % (7.31) 56.46 % (4.78) 58.02 % (5.82) 56.57 % (5.76) 56.42 % (4.57)
Total Propofol - 54.68 % (1.33) 54.24 % (1.47) 56.43 % (1.34) 58.17 % (0.51) 58.07 % (1.35) 58.30 % (0.94) 58.01 % (1.06)
KT Despierto 69.18 % (4.96) 69.08 % (12.13) 76.69 % (3.89) 76.26 % (2.81) 77.06 % (2.27) 76.30 % (2.77) 76.82 % (2.10)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
KT Anestesia 0.00 % (0.00) 48.20 % (39.37) 84.09 % (3.76) 85.79 % (1.24) 85.98 % (1.72) 86.18 % (1.42) 85.98 % (1.61)
KT Recuperación 64.82 % (1.18) 53.67 % (9.61) 44.43 % (4.81) 52.50 % (3.05) 53.63 % (4.90) 54.07 % (4.34) 54.55 % (3.89)
Total KT - 47.49 % (1.42) 54.45 % (9.95) 62.00 % (0.90) 65.11 % (0.30) 65.84 % (1.06) 65.77 % (0.73) 66.08 % (0.87)
MD Despierto 52.93 % (1.20) 54.57 % (1.92) 58.37 % (1.10) 58.79 % (1.75) 59.70 % (1.31) 59.99 % (1.30) 58.01 % (1.45)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 83.50 % (1.25) 83.37 % (2.11) 84.07 % (1.85) 82.46 % (1.75) 82.17 % (1.09) 81.88 % (1.09) 82.06 % (1.07)
MD Recuperación 20.44 % (13.95) 25.23 % (9.97) 37.50 % (6.21) 40.88 % (7.80) 44.64 % (7.72) 44.34 % (7.30) 45.36 % (6.08)
Total MD - 52.93 % (1.21) 54.57 % (1.92) 58.37 % (1.10) 58.79 % (1.75) 59.70 % (1.31) 59.99 % (1.30) 58.01 % (1.45)

Tabla 4.23: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y generando un mapa PaCMAP y clasificando con
SVM con kernel gaussiano, entrenando con datos de todas las drogas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 32.718 % (16.67) 36.57 % (23.17) 53.13 % (15.68) 48.10 % (35.07) 50.46 % (25.53) 35.53 % (24.61) 46.07 % (28.37)
KTMD Transiente 0.00 % (0.00) 0.00 % (0.00) 3.98 % (5.03) 4.07 % (8.14) 6.44 % (10.48) 6.44 % (10.48) 2.45 % (3.17)
KTMD Anestesia 28.74 % (29.95) 10.59 % (7.59) 14.58 % (13.41) 4.82 % (7.58) 10.56 % (13.65) 11.18 % (14.31) 12.93 % (7.71)
KTMD Recuperación 43.52 % (29.75) 35.70 % (33.41) 33.62 % (19.84) 37.96 % (32.66) 40.66 % (26.36) 45.51 % (31.80) 47.20 % (32.58)
Total KTMD - 34.60 % (4.77) 27.55 % (7.66) 32.69 % (4.79) 30.30 % (5.14) 33.67 % (8.96) 31.59 % (5.78) 35.59 % (5.65)
Propofol Despierto 23.17 % (26.03) 8.31 % (11.68) 42.56 % (27.36) 52.29 % (41.95) 6.82 % (13.05) 22.06 % (27.26) 11.69 % (14.88)
Propofol Transiente 0.00 % (0.00) 0.10 % (0.20) 7.95 % (11.32) 7.25 % (14.50) 10.45 % (19.77) 10.50 % (19.77) 8.95 % (14.76)
Propofol Anestesia 23.53 % (18.50) 31.68 % (17.19) 26.62 % (32.34) 12.63 % (15.74) 24.62 % (27.31) 13.18 % (19.07) 33.82 % (17.66)
Propofol Recuperación 53.04 % (25.07) 43.75 % (42.87) 35.52 % (21.17) 19.15 % (22.67) 48.25 % (11.17) 35.46 % (37.57) 59.58 % (30.43)
Total Propofol - 33.46 % (7.22) 25.73 % (14.94) 34.91 % (4.29) 29.67 % (9.55) 26.30 % (8.08) 25.01 % (8.81) 34.07 % (7.35)
KT Despierto 23.83 % (29.08) 8.75 % (12.72) 8.75 % (12.72) 14.41 % (17.66) 22.30 % (27.80) 14.40 % (17.66) 15.74 % (19.28)
KT Transiente 0.15 % (0.30) 0.55 % (0.68) 7.55 % (14.98) 5.15 % (9.57) 11.70 % (20.53) 11.70 % (20.53) 4.80 % (7.17)
KT Anestesia 13.88 % (12.67) 43.80 % (26.00) 26.20 % (21.50) 17.55 % (14.86) 19.80 % (23.41) 19.80 % (23.41) 32.14 % (18.94)
KT Recuperación 60.09 % (21.44) 44.41 % (43.06) 37.14 % (24.78) 19.32 % (27.76) 43.13 % (38.61) 43.13 % (38.61) 63.72 % (30.64)
Total KT - 32.96 % (8.91) 28.88 % (9.53) 28.88 % (9.53) 29.37 % (10.59) 28.47 % (8.26) 28.47 % (8.26) 33.30 % (4.51)
MD Despierto 24.83 % (32.36) 9.84 % (18.00) 24.82 % (32.36) 23.27 % (29.61) 7.81 % (12.50) 23.27 % (29.61) 15.74 % (19.28)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 30.91 % (18.90) 45.08 % (29.13) 30.91 % (18.90) 19.32 % (21.36) 32.14 % (16.57) 19.32 % (21.36) 32.14 % (18.94)
MD Recuperación 55.10 % (26.45) 42.27 % (45.75) 55.10 % (26.45) 18.76 % (23.60) 63.72 % (30.64) 18.76 % (23.60) 63.72 % (30.64)
Total MD - 33.29 % (4.75) 29.87 % (3.23) 33.29 % (4.75) 28.87 % (7.51) 29.38 % (5.62) 28.87 % (7.51) 33.30 % (4.51)
Total datos - 34.03 % (4.07) 27.82 % (7.36) 32.91 % (3.69) 29.88 % (6.01) 30.12 % (6.88) 29.38 % (6.88) 34.65 % (4.35)
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Tabla 4.24: Accuracy de clasificación del conjunto de validación (y entre
paréntesis su respectiva desviación estándar) de los cuatro estados cerebrales
usando un autoencoder y generando un mapa PaCMAP y clasificando con
SVM con kernel gaussiano, entrenando con drogas separadas.

Droga Estado 2D 3D 5D 10D 25D 50D 100D
KTMD Despierto 44.19 % (10.90) 54.32 % (7.28) 60.19 % (5.33) 60.57 % (5.20) 60.34 % (5.00) 60.21 % (5.01) 60.37 % (4.99)
KTMD Transiente 1.22 % (2.44) 1.53 % (3.05) 2.00 % (2.45) 2.05 % (2.52) 2.05 % (2.52) 2.07 % (2.47) 2.11 % (2.44)
KTMD Anestesia 87.38 % (0.73) 87.43 % (1.33) 87.60 % (1.45) 87.53 % (1.43) 87.59 % (1.46) 87.61 % (1.46) 87.59 % (1.48)
KTMD Recuperación 79.64 % (7.91) 76.79 % (5.04) 77.04 % (5.50) 77.21 % (5.39) 76.91 % (5.66) 77.07 % (5.71) 76.91 % (5.81)
Total KTMD - 68.54 % (1.06) 70.31 % (2.03) 72.14 % (0.98) 72.30 % (1.01) 72.13 % (1.13) 72.16 % (1.18) 72.14 % (1.19)
Propofol Despierto 57.07 % (7.77) 60.43 % (10.45) 59.56 % (7.28) 59.55 % (5.91) 59.51 % (6.86) 58.76 % (6.21) 58.38 % (6.22)
Propofol Transiente 4.15 % (5.13) 8.75 % (7.59) 11.30 % (9.77) 13.00 % (7.87) 12.95 % (7.93) 12.90 % (7.92) 13.00 % (7.86)
Propofol Anestesia 81.08 % (2.08) 80.74 % (1.95) 81.19 % (1.80) 80.92 % (1.41) 80.79 % (1.57) 81.12 % (1.48) 80.72 % (1.75)
Propofol Recuperación 57.11 % (7.74) 57.65 % (11.83) 58.51 % (7.84) 58.39 % (8.08) 58.61 % (7.95) 59.16 % (8.07) 59.65 % (7.79)
Total Propofol - 58.09 % (2.09) 59.78 % (1.51) 60.03 % (1.91) 60.03 % (2.08) 60.08 % (1.68) 60.06 % (1.90) 60.05 % (1.76)
KT Despierto 77.49 % (4.26) 74.52 % (4.78) 76.34 % (3.46) 76.51 % (3.18) 77.06 % (3.15) 76.64 % (2.48) 76.89 % (2.81)
KT Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
KT Anestesia 77.64 % (4.79) 82.05 % (2.28) 83.74 % (2.02) 83.71 % (1.94) 83.51 % (1.88) 83.86 % (1.96) 83.67 % (2.03)
KT Recuperación 52.06 % (7.36) 56.03 % (5.80) 56.86 % (4.42) 56.65 % (3.87) 56.21 % (4.06) 56.39 % (4.02) 56.41 % (4.33)
Total KT - 63.54 % (1.08) 64.90 % (0.73) 66.22 % (0.37) 66.20 % (0.38) 66.20 % (0.46) 66.18 % (0.50) 66.24 % (0.58)
MD Despierto 70.66 % (8.30) 68.86 % (7.96) 68.63 % (7.51) 68.42 % (6.93) 67.94 % (7.02) 68.05 % (7.52) 68.15 % (6.96)
MD Transiente 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00) 0.00 % (0.00)
MD Anestesia 74.94 % (1.88) 77.08 % (1.18) 76.96 % (1.46) 76.88 % (1.42) 76.76 % (1.53) 77.02 % (1.31) 77.08 % (1.11)
MD Recuperación 35.84 % (11.06) 36.78 % (10.05) 37.87 % (10.07) 38.46 % (9.33) 38.93 % (9.56) 38.76 % (9.54) 38.39 % (9.64)
Total MD - 59.36 % (1.17) 59.81 % (0.84) 59.97 % (0.86) 60.02 % (0.64) 59.94 % (0.69) 60.03 % (0.83) 59.99 % (0.73)

A partir de las tablas 4.17-4.24, se ve que sobre todos los datos, el mejor desempeño
tiende a ser con mayor número de dimensiones, salvo al utilizar BRF entrenando con todas
las drogas, que el mejor accuracy se obtiene con 5 dimensiones. De todas maneras, al igual
que al utilizar PaCMAP solo, la concatenación de autoencoder+PaCMAP no obtiene mejor
desempeño que las imágenes RGB.

Por otra parte, utilizando tres redes MLP como clasificador, se tiene que al entrenar con
todos los datos juntos, el accuracy global es de 61.18, como indica la tabla ?? mientras que
de acuerdo a la tabla ??, donde se entrenó con cada droga por separado, los accuracies obte-
nidos incrementaron en un 1.70 %, 7.39 %, 6.14 % y 7.27 % que cuando se entrenó con datos
que incluían todas las drogas disponibles, obteniéndose valores de 69.19 %, 64.56 %, 63.63 %
y 59.44 % para las drogas KTMD, propofol, KT y MD, respectivamente.

El desempeño de los clasificadores RBF y SVM lineal está muy por debajo de la red MLP
y el SVM con kernel gaussiano, esto debido a la mayor complejidad de los datos en cuanto a
su distribución por un bloque no lineal como sería el autoencoder.

En resumen, al utilizar la concatenación de Autoencoder y PaCMAP, se obtienen mejores
resultados utilizando una red MLP como clasificador, sin embargo, dichos resultados no son
mejores que los obtenidos al utilizar directamente las imágenes obtenidas a partir de las
señales ECoG.

Este último método por sí solo tampoco generó mejores resultados que PaCMAP solo. Esto
sugiere que la información orientada para la tarea de clasificación se degrada con la aplicación
de PaCMAP en una secuencia posterior. Cabe señalar que PaCMAP se inicializa sobre el
Análisis de Componentes Principales (PCA) de los datos originales, lo que muestra que no
es la variabilidad de la señal, o una transformación de esta, la que explica mayormente la
distinción de los estados cerebrales. Yendo más atrás, la aplicación de solamente autoencoder
tampoco mejoró los resultados por sobre los accuracies obtenidos al clasificar imágenes RGB.

Comparando el desempeño de cada clasificador, sobre cada uno de los métodos de extrac-
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ción de características estudiados, se ve que los que siempre obtienen mejores accuracies son
la red MLP y el SVM con kernel gaussiano. Esto indica que efectivamente hay una relación
no lineal entre los datos y sus clases. El modelo BRF, pese a también poder capturar rela-
ciones de este tipo, no genera resultados tan buenos. Esto puede ser porque los modelos de
redes neuronales artificiales son más sensibles a sus hiperparámetros, y une buena selección
de estos permite aprender representaciones más complejas.

De todas manera, los SVM obtienen mejor desempeño que la red CNN, siendo mejor el
SVM lineal al entrenar con datos de la droga propofol y KT, y mejor el SVM con kernel
gaussiano al entrenar con datos de las drogas KTMD, MD y al entrenar con toda la base de
datos. Esto se debe a que los SVM son un tipo de modelo que tiende menos al sobreajuste,
como se pudo ver en el entrenamiento de la CNN, donde las figuras 4.6-4.11 muestran que la
entropía cruzada del conjunto de validación, si bien disminuye inicialmente, luego aumenta
y por lo tanto no aumenta el accuracy respectivo, pese a que tampoco tiende a disminuir.

Otra razón de por qué los SVM pudieron obtener mejor resultado es por su estrategia de
“uno contra todos” para clasificar los datos. Esto es ventajoso ya que enfrentar una única
clase contra todas las otras juntas es una tarea menos exigente para el clasificador.

En todo caso, de poder realizar más simulaciones, sería una gran ventaja contar con ma-
yor disponibilidad de datos, en particular de número de sujetos. Con una base de datos más
grande podrían entrenarse modelos de redes convolucionales con arquitecturas más comple-
jas. Los modelos SVM poseen la ventaja de que no requieren un gran número de datos para
ser entrenado, en comparación con redes neuronales convolucionales.

Como el mejor accuracy de clasificación de obtuvo con los SVM lineal y con kernel gaus-
siano, estos serán utilizados como función de verosimilitud en la etapa posterior del modelo,
el Hidden Markov Model.

4.6. Hidden Markov Model (HMM)
En los subcapítulos anteriores, se probaron distintos métodos de extracción de caracterís-

ticas con distintos clasificadores, y se logró determinar que el mejor de ellos para clasificar los
datos en alguno de los cuatro estados cerebrales, fue el SVM lineal para entrenar únicamente
con las drogas propofol y KT, y el SVM con kernel gaussiano para entrenar con las drogas
KTMD y MD, y entrenando con todas las series de tiempo. Se generaron modelos en que
los datos que se utilizaron para su entrenamiento eran datos provenientes de todas las series
de tiempo disponibles, o bien de solo aquellas en las que se suministraba un fármaco en
específico. Allí, se evidenció que al entrenar con los fármacos por separado se obtenía mejor
desempeño en la clasificación que al entrenar con todos los datos juntos, con incrementos
de accuracy en los fármacos propofol, KT y MD. No así en KTMD, donde el accuracy es
marginalmente mejor. Para mayores detalles, se puede ver en el Anexo A. las matrices de
confusión sobre la clasificación del conjunto de validación según sea el caso.

De todas formas, al momento de querer utilizar el modelo propuesto, este se utilizaría en
una serie de tiempo única, que estaría ocurriendo en vivo y en directo durante una cirugía
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en pabellón. Tomando esto en cuenta, hay que lidiar con el hecho de que pese a que dentro
de cada estado en cada serie de tiempo los datos sean clasificados con relativa precisión, por
ejemplo, al estar situados dentro del estado de Despierto, haya algún porcentaje de los datos
que sean clasificados como Anestesia o Recuperación, siendo que en el promedio por minuto
hay una fuerte tendencia a clasificar correctamente los datos de acuerdo al estado correcto.
Esto quiere decir, que dentro de una ventana de tiempo de un minuto, que equivale a 120
muestras, hay mayor predominio de datos clasificados correctamente, que datos que no. Si
bien esto incluye datos que fueron utilizados como parte del conjunto de entrenamiento en
los clasificadores, dentro de una serie de tiempo en concreto estos pueden ser utilizados para
clasificar con mayor precisión los datos del conjunto de validación.

Lo señalado anteriormente se realiza sometiendo cada serie de tiempo a un Hidden Markov
Model (HMM), en donde se utilizará la función de verosimilitud de cada estado sobre cada
muestra, para luego inferir mediante el Algoritmo de Viterbi cuál es la secuencia de estados
más probable, comenzando con el estado Despierto, que es cuando con total seguridad se
comenzaría a registrar las señales cerebrales del paciente.

Recordando que los SVM generan un hiperplano que separa las clases, se puede generar
una función de probabilidad de pertenencia a cada clase, de acuerdo con la distancia que cada
dato posee respecto al hiperplano. Este método se conoce como método de PLatt Scaling [31].
En él, se calculan las distancias de cada dato al hiperplano y estas se toman como entrada en
una regresión logística que asigna probabilidades. La función de verosimilitud de cada estado
es la salida de dicha regresión logística, que asigna una probabilidad a cada estado.

Se mostrará a continuación que introducir las series de tiempo a un HMM con Algoritmo
de Viterbi mejora notablemente la clasificación dentro de cada serie de tiempo, aprovechando
el hecho de que los estados avanzan de forma secuencial y unidireccional.

Dentro de los parámetros del HMM, se cuenta con la probabilidad inicial, y la matriz de
transición de estados que están indicadas en la sección de Metodología, y son los mismos
para cada configuración de HMM utilizada.

Si se toman en cuenta solo los datos pertenecientes al conjunto de validación, los accuracys
resultantes son los que se muestran en la tabla 4.25.
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Tabla 4.25: Accuracys y desviación estándar (entre el primer paréntesis)
para los datos del conjunto de validación una vez aplicado el Algoritmo de
Viterbi. Entre el segundo paréntesis, el alza porcentual promedio respecto
a los accuracys obtenidos con el modelo sin HMM.

Entrenamiento - Todos los datos Por droga
Droga Estado - -
KTMD Despierto 90.56 % (0.56) (+7.55 %) 88.82 % (1.08) (+5.47 %)
KTMD Transiente 24.21 % (6.35) (+8.16 %) 16.86 % (5.69) (-2.94 %)
KTMD Anestesia 91.75 % (1.08) (+1.08 %) 91.02 % (1.41) (+0.48 %)
KTMD Recuperación 94.75 % (3.48) (+6.35 %) 94.04 % (3.39) (+5.07 %)
Total KTMD - 90.63 % (2.17) (+6.06 %) 88.81 % (1.65) (+3.80 %)
Propofol Despierto 100 % (0.00) (+21.27 %) 95.27 (2.05) (+13.63 %)
Propofol Transiente 49.45 % (7.17) (+15.30 %) 55.34 % (6.72) (+5.74 %)
Propofol Anestesia 94.61 % (0.56) (+2.22 %) 92.33 % (1.09) (+4.69 %)
Propofol Recuperación 86.26 % (4.84) (+19.47 %) 92.56 % (3.21) (+14.60 %)
Total Propofol - 90.63 % (2.17) (+15.39 %) 91.27 % (3.21) (+11.95 %)
KT Despierto 98.58 % (0.54) (+18.81 %) 97.29 % (0.61) (+9.17 %)
KT Transiente 14.35 % (3.62) (+10.15 %) 38.50 % (4.45) (+7.75 %)
KT Anestesia 98.25 % (0.55) (+7.87 %) 94.07 % (1.66) (+4.70 %)
KT Recuperación 96.70 % (1.64) (+16.29 %) 92.80 % (1.90) (+10.01 %)
Total KT - 92.47 % (0.48) (+14.88 %) 91.21 % (1.00) (+8.36 %)
MD Despierto 91.14 % (5.81) (+17.45 %) 82.19 % (8.18) (+23.54 %)
MD Transiente 1.95 % (3.15) (+1.75 %) 15.75 % (1.51) (+15.35 %)
MD Anestesia 91.58 % (1.02) (+8.11 %)) 94.78 % (1.13) (+3.43 %)
MD Recuperación 52.29 % (6.92) (-0.89 %) 86.97 % (3.30) (+9.75 %)
Total MD - 76.32 % (3.43) (+8.45 %) 84.22 % (2.20) (11.45 %)
Total datos - 88.38 % (+8.51 %) -

En la tabla 4.25 se ve que existe una notable mejora sobre los accuracies del conjunto de
validación al incorporar HMM con Algoritmo de Viterbi. Si se entrena con todas las series de
tiempo, los datos pertenecientes a los fármacos KTMD y KT son mejores que si se entrena
con todas las drogas separadas. Esto es debido a que el alza porcentual del desempeño es
mucho mayor al entrenar con todas las series de tiempo.

Como se entrenó todo el modelo mediante validación cruzada, para predecir los estados
ocultos para cada observación de las series de tiempo, se toman en cuenta las predicciones
de cada modelo entrenado con cada uno de los cinco conjuntos de entrenamiento. Para cada
instante de tiempo, se elije entre ellas el estado que esté repetido el mayor número de veces.
En caso de haber dos estados empatados, el estado a escoger corresponderá al estado elegido
en el instante de tiempo anterior. Si se tomara en cuenta el accuracy de una serie de tiempo
completa, estas serían como lo muestra la tabla 4.26.
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Tabla 4.26: Accuracy de cada serie de tiempo al utilizar el Algoritmo de
Viterbi sobre cada una de ellas, siendo esta procesada por el modelo que
entrena con toda la base de datos, o separando por droga.

Serie de tiempo Todos los datos Por droga
KTMD M1 S1 95.10 % 95.95 %
KTMD M1 S2 90.37 % 89.22 %
KTMD M2 S1 93.51 % 91.33 %
KTMD M2 S2 93.46 % 92.58 %
KTMD M2 S3 94.19 % 93.68 %
KTMD M3 S1 87.86 % 82.92 %
KTMD M3 S2 91.44 % 90.78 %
KTMD M3 S3 57.30 % 57.53 %
KTMD M4 S1 95.37 % 95.13 %
KTMD M4 S2 94.13 % 93.33 %
KTMD M4 S3 95.56 % 94.84 %
Propofol M1 S1 97.19 % 95.73 %
Propofol M1 S2 95.49 % 96.81 %
Propofol M2 S1 83.32 % 91.80 %
Propofol M2 S2 93.49 % 93.68 %
KT M1 S1 92.42 % 96.53 %
KT M1 S2 93.58 % 95.19 %
KT M2 S1 90.72 % 91.40 %
KT M2 S2 92.88 % 93.26 %
MD M1 S1 77.24 % 90.20 %
MD M1 S2 68.47 % 90.37 %
MD M2 S1 81.76 % 87.32 %
MD M2 S2 85.72 % 89.38 %

A lo largo de cada serie de tiempo, se podría graficar el accuracy de clasificación de los
datos de cada serie de tiempo, en función de este. Estas, se pueden ver en las figuras 4.21-??,
ya sea cuando el modelo es entrenado con toda la base de datos, o separando por droga,
según cuál haya sido el mejor desempeño obtenido de acuerdo a la tabla 4.26.
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Figura 4.21: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 1 sesión 1, entrenando solo con datos pertenecientes a dicha
droga, utilizando HMM.
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Figura 4.22: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 1 sesión 2, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.23: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 2 sesión 1, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.24: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 2 sesión 2, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.25: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 2 sesión 3, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.26: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 3 sesión 1, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.27: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 3 sesión 2, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.28: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 3 sesión 3, entrenando solo con series de tiempo que incluyen
dicho fármaco, utilizando HMM.

0 10 20 30 40 50 60 70 80 90 100 110 120 130 140
Minutos

0
10
20
30
40
50
60
70
80
90

100

Ac
cu

ra
cy

Despierto: 100.0%
Transiente: 0.0%
Anestesia: 0.0%

Recuperación: 0.0%

Despierto: 33.5%
Transiente: 32.0%
Anestesia: 34.5%

Recuperación: 0.0%

Despierto: 0.0%
Transiente: 0.0%

Anestesia: 100.0%
Recuperación: 0.0%

Despierto: 0.0%
Transiente: 0.0%
Anestesia: 6.61%

Recuperación: 93.38%

Despierto Transiente Anestesia Recuperación
KTMD Mono 4 Sesión 1

Despierto
Transiente
Anestesia
Recuperacion

Figura 4.29: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 4 sesión 1, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.30: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 4 sesión 2, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.

0 10 20 30 40 50 60 70 80 90 100 110 120 130
Minutos

0
10
20
30
40
50
60
70
80
90

100

Ac
cu

ra
cy

Despierto: 100.0%
Transiente: 0.0%
Anestesia: 0.0%

Recuperación: 0.0%

Despierto: 21.33%
Transiente: 33.5%
Anestesia: 45.16%

Recuperación: 0.0%

Despierto: 0.0%
Transiente: 0.38%
Anestesia: 99.61%

Recuperación: 0.0%

Despierto: 0.0%
Transiente: 0.0%
Anestesia: 5.49%

Recuperación: 94.5%

Despierto Transiente Anestesia Recuperación
KTMD Mono 4 Sesión 3

Despierto
Transiente
Anestesia
Recuperacion

Figura 4.31: Accuracy promedio por minuto obtenido en la serie de tiempo
KTMD mono 4 sesión 3, entrenando con todos los datos sin distinguir por
droga, utilizando HMM.
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Figura 4.32: Accuracy promedio por minuto obtenido en la serie de tiempo
propofol mono 1 sesión 1, entrenando con todas las series de tiempo, utili-
zando HMM.
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Figura 4.33: Accuracy promedio por minuto obtenido en la serie de tiempo
propofol mono 1 sesión 2, entrenando solo con datos pertenecientes a dicha
droga, utilizando HMM.
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Figura 4.34: Accuracy promedio por minuto obtenido en la serie de tiempo
propofol mono 2 sesión 1, entrenando solo con datos pertenecientes a dicha
droga, utilizando HMM.
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Figura 4.35: Accuracy promedio por minuto obtenido en la serie de tiempo
propofol mono 2 sesión 2, entrenando solo con datos pertenecientes a dicha
droga, utilizando HMM.
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Figura 4.36: Accuracy promedio por minuto obtenido en la serie de tiempo
KT mono 1 sesión 1, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.37: Accuracy promedio por minuto obtenido en la serie de tiempo
KT mono 1 sesión 2, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.38: Accuracy promedio por minuto obtenido en la serie de tiempo
KT mono 2 sesión 1, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.39: Accuracy promedio por minuto obtenido en la serie de tiempo
KT mono 2 sesión 2, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.40: Accuracy promedio por minuto obtenido en la serie de tiempo
MD mono 1 sesión 1, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.41: Accuracy promedio por minuto obtenido en la serie de tiempo
MD mono 1 sesión 2, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.42: Accuracy promedio por minuto obtenido en la serie de tiempo
MD mono 2 sesión 1, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.
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Figura 4.43: Accuracy promedio por minuto obtenido en la serie de tiempo
MD mono 2 sesión 2, entrenando solo con datos pertenecientes a dicha droga,
utilizando HMM.

De las figuras 4.21-4.43, se puede ver que el estado que mejor desempeño tiene en su
clasficación es el de Anestesia. A fin de cuentas, los estados más relevantes a monitorear son
los de Anestesia y Recuperación. Durante el estado Despierto, se sabe obviamente que el pa-
ciente no está anestesiado, si es que aún no le suministran ningun fármaco para dicho efecto.
Durante el estado Transiente, al menos bajo el protocolo anestésico de infusión intravenosa
continua, es menester esperar unos minutos para que el paciente ya esté completamente anes-
tesiado. Durante el estado de Anestesia es que eventualmente un paciente podría despertar
en medio de una cirugía, y el modelo clasificador debería ser capaz de advertirlo. Lo mismo
en el estado de Recuperación, que se comienza a dar por hecho una vez que se deja de sumi-
nistrar el fármaco anestésico, o bien se comienza a inyectar un antagonista; acá lo relevante
es poder saber si el paciente efectivamente está comenzando a dejar el estado de Anestesia,
despertando de dicho estado de inconciencia. Tal como se ve en las figuras 4.21-4.43, se puede
ver que a comienzo del estado de Recuperación, hay una tendencia a clasificar aún el estado
de Anestesia, dada la reciente transición desde el estado de Anestesia, es decir, unos pocos
segundos o minutos después que el bolo anestésico se deja de suministrar, o bien el inicio de
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la inyección de un antagonista, lo que puede aún no quedar totalmente de manifiesto en la
actividad cerebral registrada.
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Capítulo 5

Conclusiones y Trabajo Futuro

Se generó un modelo basado en aprendizaje de máquinas que permite tomar señales de
ECoG de primates macacos de las especies Macaca mulatta y Macaca fuscata y clasificar en
línea la actividad cerebral de los sujetos en los estados “Despierto”, “Transiente”, “Anestesia”
o “Recuperación”. Este modelo utiliza como extracción de características la Transformada de
Fourier, mediante la Transformada Rápida de Fourier, y estas son clasificadas con modelos
SVM, los cuales permiten ser usados en un Hidden Markov Model que infiera los estados
cerebrales a lo largo de una serie de tiempo desde que se tiene un paciente en pabellón pronto
a inducirle anestesia general, hasta que este comience a recuperarse post suministración del
agente anestésico.

Se probaron distintos métodos de extracción de características alternativos a las imágenes
RGB generadas a partir de la señal ECoG, como la inclusión de autoencoder, PaCMAP, y
la combinación de PaCMAP con autoencoder, y se mostró que las imágenes RGB fueron el
método con el que mejor resultado de clasificación se tuvo. Dicha clasificación fue hecha con
una red CNN, una red MLP, un modelo BRF y los modelos SVM lineal y con kernel gaus-
siano, siendo el mejor el SVM lineal al entrenar con todas las series de tiempo, y con las series
de tiempo que sólo incluyeron los fármacos KTMD y MD, y obteniendo mejor desempeño
el SVM con kernel gaussiano al entrenar con las series de tiempo que sólo incluyeron los
fármacos propofol y KT.

Se estableció que para algunas series de tiempo es mejor el desempeño de la clasificación
cuando el modelo es entrenado con todas las drogas, y para otras cuando el modelo es entre-
nado con solo esa droga específica. En particular, para los agentes anestésicos propofol, KT
y MD el desempeño es mejor entrenando solo con cada agente específico, y para el agente
KTMD entrenando con todos los datos que incluyen todos los agentes anestésicos, habiendo
en cada caso una mayoría de series de tiempo que obtuvieron mejor desempeño en clasifica-
ción con el respectivo tipo de entrenamiento.

El modelo propuesto permite ser utilizado en los fármacos KTMD, propofol, KT y MD.
Uno de los tópicos a investigar sería ver el desempeño del modelo sobre otros fármacos que
son utilizados para inducir anestesia general, ya sea por infusión intravenosa continua, como
la dexmedetomidina o el etomidato, o por otros protocolos diferentes a la infusión intravenosa
continua, como la inhalación de algún gas, como por ejemplo el isoflurano, el desflurano y el
sevoflurano.
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El uso de HMM es una enorme ventaja para procesar series de tiempo con estados ocultos
subyacentes a las observaciones. Para determinar el estado oculto, se eligió por votación el
estado más repetido al evaluar el modelo entre los distintos conjuntos de datos generados por
validación cruzada. Un mayor número disponible de series de tiempo, con mayor número de
sujetos e incluso de fármacos podría dar mayor robustez al modelo, dada la gran variabilidad
que puede tener la distribución de probabilidad de las señales cerebrales.

Si bien la presente tesis fue realizada sobre primates macacos, este modelo perfectamente
podría ser estudiado en humanos, con la posibilidad de ser una alternativa frente a los otros
monitores de anestesia que actualmente existen en el mercado y que son utilizados en los
pabellones por los médicos anestesistas. En tal caso, existe cierta fenomenología propia del
régimen de anestesia general sobre el sistema nervioso central de dicha especie que podría
cambiar algunos parámetros, como las bandas de frecuencia utilizadas para generar las imáge-
nes RGB en la primera etapa del modelo. Uno de los desafíos de utilizar el modelo propuesto
en humanos, es la casi nula posibilidad de disponer de una malla ECoG de 128 electrodos,
quedando solo la posibilidad de utilizar EEG. Esto eventualmente puede ser desventajoso, sin
embargo podrían utilizarse menos electrodos sobre las regiones cerebrales más afectadas bajo
el régimen de anestesia general, como la corteza frontal. De todas maneras, el desarrollo de un
software clasificador de estados cerebrales debería estar acoplado a un hardware compuesto
de una malla de electrodos con un monitor y una interfaz para el usuario con tal de hacer
efectivo su uso.

La adecuada extensión del modelo desarrollado en la presente tesis en humanos debe tener
presente registrar la actividad cerebral de sujetos de estudio que consideren una heterogénea
población en términos de edad, sexo, peso, presencia de de enfermedades cardiovasculares u
otras patologías de riesgo que puedan influir en el comportamiento de un paciente durante el
régimen de anestesia general. Si bien este tipo de instrumentos son de apoyo para los médicos
anestesistas y no un reemplazo, estos deben velar por obtener un certero cálculo del estado
cerebral en cada caso.
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Anexos

Anexo A. Matrices de confusión
En esta sección se muestran las matrices de confusión obtenidas al clasificar las imágenes

generadas a partir de la señal ECoG, con SVM lineal y SVM con kernel gaussiano. Esto es
válido para los conjuntos de entrenamiento que toman todos los datos de todas las drogas, y
para los que separan según cada droga.

Figura A.1: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 1, utilizando todas las series de
tiempo en el entrenamiento.
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Figura A.2: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 2, utilizando todas las series de
tiempo en el entrenamiento.

Figura A.3: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 3, utilizando todas las series de
tiempo en el entrenamiento.
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Figura A.4: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 4, utilizando todas las series de
tiempo en el entrenamiento.

Figura A.5: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 5, utilizando todas las series de
tiempo en el entrenamiento.
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Figura A.6: Matriz de confusión del conjunto de validación habiendo entre-
nado con el conjunto de entrenamiento 1, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.7: Matriz de confusión del conjunto de validación habiendo entre-
nado con el conjunto de entrenamiento 2, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.8: Matriz de confusión del conjunto de validación habiendo entre-
nado con el conjunto de entrenamiento 3, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.9: Matriz de confusión del conjunto de validación habiendo entre-
nado con el conjunto de entrenamiento 4, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.10: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 5, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.11: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 1, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.12: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 2, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.13: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 3, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.14: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 4, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.15: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 5, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.16: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 1, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.17: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 2, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.18: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 3, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.19: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 4, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.20: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 5, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.21: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 1, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.22: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 2, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.23: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 3, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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Figura A.24: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 4, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.

Figura A.25: Matriz de confusión del conjunto de validación habiendo en-
trenado con el conjunto de entrenamiento 5, utilizando en el entrenamiento
solo series de tiempo en que se utilice dicho fármaco.
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